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@ Lokalni prohledavani obecné
© Tabu prohledavani
© Simulované zihani

@ Genetické algoritmy



Konstruktivni vs. lokalni metody

Konstruktivni metody

@ zacCneme s prazdnym rozvrhem

@ do rozvrhu pfidavame postupné jednotlivé alohy tak,

aby byl rozvrh stale konzistentni

Lokalni prohledavani

@ zacneme s Gplnym nekonzistentnim rozvrhem

e trivialné: s ndhodné vygenerovanym
@ snazime se najit lepsi ,,podobny” rozvrh lokalnimi zménami

@ kvalitu rozvrhu posuzujeme optimalizacnimi kritérii
e napf. makespan

@ optimaliza¢ni kritéria vyhodnocuji také konzistenci rozvrhu
e napr. pocet porusenych precedenénich omezeni
Hybridni pfistupy

@ kombinace obou metod



Algoritmus lokalniho prohledavani

lokalni optimum

@ Inicializace
e k=0
e vybér inicialniho rozvrhu Sg
e zaznamenani dosud nejlepsiho rozvrhu:
Sbest = So a best__cost = F(Sp)
© Vybér a aktualizace
o vybér rozvrhu z okoli: Sky1 € N(Sk)
o pokud kriterium prijeti rozvrhu nespliuje
zadny prvek N(Sk), pak algoritmus konéi
o jestlize F(Sk+1) < best_cost pak
Spest = Sk+1 a best _cost = F(Sk1)

© Ukonceni

o jestlize plati podminky ukonceni pak algoritmus konci
e jinak k = k + 1 a skok na krok 2.

globalni optimum



Jeden stroj + nepreemptivni Glohy

Reprezentace rozvrhu
@ permutace n uloh
o priklad se 3esti alohami: 1,4,2,6,3,5

Definice okoli
@ parova vyména sousednich aloh
e priklad: 1,4,2,6,3,5 se zméni napt. na 1,4,2,6,5,3
e moznych rozvrhii v okoli: n — 1
@ nebo vybér libovolné tlohy v rozvrhu a umisténi na libovolnou pozici
e priklad: z 1,4,2,6,3,5 nahodné vybereme 4 a dame ji jinam: 1,2,6,3,4,5
e moznych rozvrhii v okoli: < n(n—1)



Inicialni reseni & podminky ukonéeni

Inicialni reseni generujeme
@ nahodné

@ heuristicky napf. konstruktivnim algoritmem jako jsou fidici pravidla

Podminka ukonceni typicky
@ zadany pocet iteraci
@ omezena doba béhu
@ pocet porovnani ucelové funkce

@ zadné zlepseni neziskano po daném poctu iteraci



Vybér rozvrhu z okoli

@ Lokalni zména

e Uprava rozvrhu vybérem rozvrhu z okoli

@ Vybér rozvrhu z okoli, tj. prohledani okoli a vybér vhodného kandidata
e nahodny vybér
o vybér nejslibnéjsiho kandidata
o vybirame rozvrh s nejlepsi hodnotou ucelové funkce v okoli
o snaha o zlep3eni hodnoty Géelové funkce



Kritérium vybéru rozvrhu

Kritérium vybéru rozvrhu =
kriterium prijeti/odmitnuti rozvrhu

@ akceptovat vzdy lepsi rozvrh?

@ nékdy akceptovat i horsi rozvrh?

Metody akceptovani horsiho rozvrhu
@ pravdépodobnostni
e nahodna prochazka: s malou pravdépodobnosti
(napf. 0.01) akceptujeme i horsi rozvrh
e simulované zihani
@ deterministicka

e tabu prohledavani: udrzujeme tabu seznam nékolika poslednich
stavii/zmén, které jsou pro dalsi vybér nepfipustné



sz 7

Tabu prohledavani

Deterministické kritérium pfijeti/odmitnuti rozvrhu
Udrzovan tabu seznam nékolika poslednich zmén v rozvrhu

@ tabu seznam = seznam zakazanych zmén
@ kazda nova zména je umisténa na vrchol tabu seznamu
e pf. uchovavané zmény: vyména uloh j a k
@ okoli omezeno na rozvrhy, které nepozaduji zménu z tabu seznamu
e zabranuje cykleni
e priklad trivianiho cykleni:
prvni krok: prohozeni tloh 3 a 4, druhy krok: prohozeni tloh 4 a 3
@ pevna délka seznamu (typicky: 5-9)
e nejstarsi zmény z tabu seznamu odstranény
o prilis mala délka: nebezpeci cykleni
o prilis velkd délka: miize omezit prohledavani prilis
Aspiracni kritérium
@ urluje, kdy je mozné akceptovat i zmény v tabu seznamu

@ pf. zména z tabu seznamu povolena, pokud zlepseno F(Spest)



Algoritmus tabu prohledavani

(1) o k=1
e vybér inicialniho rozvrhu S; pouzitim heuristiky,
5.best = 51

Q vybér S. € N(S5)

jestlize je zména S, — S. zakazana
protoze je v tabu seznamu
a neni splnéno aspiracni kritérium

pak béz na krok 2

(3] o jestlize zména Sy — S neni zakazana tabu seznamem

nebo je splnéno aspiracni kritérium

pak Sky1 =S¢
uloz reversni zménu na vrchol tabu seznamu
posun dalsi pozice v tabu seznamu o pozici nize
smaz posledni polozku z tabu seznamu

jestlize F(Sc) < F(Spest) pak Spest = Sc

k=k+1

jestlize plati podminka ukonéeni pak konec

jinak béz na krok 2.

©



Priklad: tabu seznam

e Uvazujte rozvrhovaci problém s 1|| >~ w; T;
e opakovani: T; = max(C; — d;,0)
glohy 1 2 3 4
pi 10 10 13 4
d 4 2 1 12
wi 14 12 1 12

@ Okoli: vsechny rozvrhy ziskané parovou vyménou sousednich tloh

@ Vybér rozvrhu z okoli: vybereme nejlepsi rozvrh

e Tabu seznam: pary tloh (j, k), které byly prehozeny pfi poslednich
dvou zménach

=(2,1,4,3)

S) =S wTj=12-8+14-16+12-12+ 1-36 = 500 = F(Spest)
1,2,4,3) = 480

2 ﬂ,i ) =436 = F(Sbest)

2,1,3,4) = 652

Tabu seznam: ((1,4))



Priklad: tabu seznam (pokracovani)

52 = ( 3 7 3) F(SZ) = 436
F(4,2,1 3) = 460
F(2,1,4,3)(=500) tabul

F(2,4,3,1) = 608

Tabu seznam: ((2,4),(1,4))

Fa = (4,1,2,3), F(S;) = 440

,2,3) = 408 = F(Spest)
,1,3)(= 460) tabu!

,3, 2) =586

Tabu seznam: ((4,1),(2,1))

Sbest) =408

/'\QJ



Cviceni: tabu seznam

e Uvazujte rozvrhovaci probléem s 1{| >~ w; T;

gohy 1 2 3 4
p; 10 10 13 4
g 4 2 1 12
wp 14 12 1 12

Aplikujte tabu prohledavani pro inicialni reseni (2,1, 4, 3)

Okoli: vsechny rozvrhy ziskané parovou vyménou sousednich aloh
Vybér rozvrhu z okoli: vybereme nejlepsi rozvrh

Provedte Ctyfi iterace

Tabu seznam: pary tloh (j, k), které byly prehozeny pi

© jedné posledni zméné vysledek: F(Spest) = 408
@ trech poslednich zménach vysledek: F(Spest) = 436



Simulované zihani: principy

@ Myslenka: simulace procesu ochlazovani kovil
e na zacCatku pfi vyssi teploté atomy vice kmitaji a pravdépodobnost
zmény krystalické mfizky je vyssi
e postupnym ochlazovanim se atomy usazuji do ,nejlepsi polohy”
s nejmensi energii a pravdépodobnost zmény je mensi
= na zacatku je tedy pravdépodobnost toho, ze akceptujeme zhorSovani
resSeni, vyssi
@ Aplikace u lokalniho prohledavani
o lepsi nebo stejné feseni akceptovano
e algoritmus umoznuje akceptovat horsi reseni, abychom unikli
z lokalniho minima
e pravdépodobnost prijeti horsiho FeSeni se postupné snizuje



Simulované zihani: realizace

@ Parametr chlazeni t
e t je inicialné vysoké: hodné zmén je akceptovano
o t postupné klesa: horsi zmény jsou skoro vzdy odmitnuty

@ Rozdil mezi kvalitou nového a existujiciho reseni
o Ac = F(Snew) — F(So/d)

@ Metropolisovo kritérium
e predpoklad: minimalizace F
o lepsi nebo stejné FeSeni akceptovano: Ac <0, tj. F(Spew) < F(Soi)
e pravdépodobnostni pFijeti/odmitnuti rozvrhu:
horsi feseni (Ac > 0) akceptovano pokud

U< e A/t

U nahodné cislo z intervalu (0,1)



Metropolisovo kritérium

Horsi feseni (F(Spew) — F(Soid) = Ac > 0) akceptovano pokud

U< efAC/t

U nahodné éislo z intervalu (0, 1)
Ac>0,t. —Ac<0

pokud klesa t nebo klesa —Ac, tak klesa i e
~10/100 , ,—100/100 , ,—10/100 , ,—10/1

Graf ¥

—Ac/t

@ pomdicka: porovnej e
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Algoritmus simulovaného Zihani

(1] k=1
vybér inicialniho rozvrhu S; pouzitim heuristiky, Spest = S1
nastaveni inicialni teploty t > 0

vybér funkce redukce teploty «(t)

vybér Spew € N(Sk)
jestliie F(Snew) < F(Sbest) Pak Sbesi.‘ = Snew: Sk+1 = Snew
jinak
jestlize F(Spew) < F(Sk) pak Ski1 = Shew
jinak
generuj nahodné Cislo Uy
F(5)) — F(Snew)

L )
jestlize Uy < e T pak Sk11 = Spew
jinak 5k+1 = Sk

©

©

t = a(t)

o k=k+1

jestlize plati podminka ukonceni pak konec
jinak béz na krok 2.



Priklad: simulované zihani

Opakovani: T; = max(C; — d;,0)
Uvazujte rozvrhovaci problém s 1|| Y w; T;

gohy 1 2 3 4
pi 9 9 12 3
d 10 8 5 28
wi 14 12 1 12

Pouzijte simulované zihani
s inicialnim rozvrhem (3,1, 4, 2)

Okoli: vdechny rozvrhy, které dostaneme sousednimi parovymi
vyménami

Vybér rozvrhu z okoli ndhodné

Zvolte o(t) = 0.9 x t

to =0.9

Pouzijte nasledujici nahodna ¢isla: 0.17,0.91,. ..



Priklad: simulované

Sbest = Sl = (371747 2)
F(S1)=SwTj=1-7+14-11+412-0+ 1225 = 461 = F(Spest)
to = 0.9

Snew = (1,3,4,2)
F(Snew) = 316 < F(Spest)
Sbest = (17 3,4, 2)
F(Spest) = 316

52 = (17 37 4‘7 2)
t=09x09=0.81

Snew = (1: 37 2, 4)

F(Snew) = 340 > F(Spest) = 316
F(Snew) > F(S2) = 316

Ui = 0.17 > —(340-316)/0.81 _ 7 35 10~ 13
53 = 52 - (173747 2)

t =0.729

5new = (17 47 37 2)

F(Snew) =319 > F(Sbest) =316
F(Snew) > F(sa() =316

Us = 0.91 > ¢—(319-316)/0.729 — g 016
Sa=53=(1,3,4,2)

t = 0.6561




Praktické Gvahy

@ Inicialni teplota
e musi byt ,vysoka”
o kritérium prijeti rozvrhu: 40%—60% vykazuje dobré vysledky v mnoha
situacich
o Parametr chlazeni
o nékolik zmén pfi dané teploté
o jedna zména pfi kazdé teploté
t=axt a typicky v intervalu [0.9,0.99]

= 1+t,3t B typicky blizké k 0




Genetické algoritmy

Srovnani
@ simulované zihani, tabu prohledavani
e jedno feSeni je prenaseno z jedné iterace do druhé
@ genetické algoritmy
e udrzovana populace (nékolika prenasenych) Feseni
Genetické algoritmy
@ rozvrhy jsou jednotlivci (chromozomy), ktefi tvofi populaci
rozhodovaci proménna (napf. Cas jedné dlohy) je gen
hodnota rozhodovaci proménné (napf. konkrétni ¢as) je alela
kazdy jednotlivec je vyhodnocen kritériem vhodnosti (fitness)

néktefi jednotlivci mutuji

jednotlivci jsou vybrani k reprodukci kfizenim a

maji déti tvofici nasledujici populaci

nejvhodnéjsi jedinci preziji do dalsi populace



e Krizeni (crossover): kombinovani posloupnosti operaci na jednom stroji
v jednom rodi€ovském rozvrhu s posloupnosti operaci na jiném stroji
u jiného rodice

@ Operator jednoduchého kfizeni neni uzitecny!

bod fezu
P1=[213|4567] 0O1=[2132576]
P2=[431]|257 6] ’ 02=[4314567]

e Kazda alela (hodnota) se musi vyskytnout v jedinci pravé jednou
e pouzivany riizné formy mapovani



KFiZzeni dané poradim

Kfizeni dané poradim (Order crossover, OX)
@ Vybrany nahodné dva body kfizeni

@ Z rodice 1 hodnoty mezi nimi zkopirovany na stejné pozice v
potomkovi

© Z rodice 2 zacneme od druhého bodu kfizeni vybirat prvky, které jiz
nebyly vybrany z rodi¢e 1, a davame je do potomka od 2. bodu kfizeni

Parent 1 Parent 2

1 1
Parents A sic DEFGHI
:
:

. '
h diaeicifbg
, :
:

'
(1) Crossover section l (2) Available elements in order l

. CDEF... bghali
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Offspring ai CDETFOWbagh



@ Mutace umoznuje genetickému algoritmu prohledavat prostor
nedosazitelny operatorem kfizeni

@ Parova vyména sousedil v posloupnosti
[1,2,...,n] = [2,1,...,n]

@ Mutace vyménou: zména dvou nahodné vybranych prvka permutace
@ Mutace posunem: pfesun nahodné vybraného prvku o nahodny pocet
mist doleva nebo doprava

@ Mutace promichanim podseznamu: vybér dvou bodi v fetézci nahodné
a nahodna permutace prvkii mezi témito dvéma pozicemi



@ Ruletové kolo
@ 3ance na reprodukci jsou proporcionalné zavislé na vhodnosti jedince
o velikost kazdého dilu ruletového kola
zalezi na vhodnosti konkrétniho jedince
o pf. kritérium vhodnosti pro 6 jedinci: 5,7,1,3,3,3
prvni dil ma velikost 5, druhy 7, tfeti 1, Ctvrty 3, paty 3, Sesty 3

vybrany jedinec dil pro 1.jedince

dil pro 2.jedince

@ Kroky pro ruletové kolo
@ secti vhodnost vsech jednotlived populace: TF
o pf. TF=5+7+1+3+3+3=22
@ generuj nahodné Cislo m mezi 0 a 22
© vrat prvniho jednotlivce populace do jehoz dilu spada m

o ¢im vétsi vhodnost jedince, tim vétsi pravdépodobnost,
Ze se na négj strefime



Vybér (pokracovani)

Turnajovy vybér
© vybér jednoho jedince
e nahodné vyber skupinu t jedinct z populace
e vyber nejlepsiho jedince

@ pokud potfebujeme vybrat k jedinci, pak postup opakujeme k-krat

Jak garantovat, ze nejlepsi €len/Elenové populace preziji?
Elitarsky model:
@ nejlepsi €len populace je vybran jako ¢len nasledujici populace
nebo

@ nejlepsi potomci a rodice jsou vybirani do nasledujici populace



Zakladni implementace genetického algoritmu

o ~1
o vyber N inicialnich rozvrha S11,..., 51 n
pouzitim heuristiky

e vyhodnot jednotlivce populace

Q e vytvor nové jednotlivce spojenim jednotlivci
soucasné populace pomoci kfizeni a mutace
e smaz ¢leny existujici populace,
aby udélali misto novym jednotlivcim
e vyhodnot nové jednotlivce a
pridej je do populace Ski11,. .., Sky1,n
Q o k=k+1
e jestlize plati podminka ukonceni
pak vrat nejlepsiho jedince jako feSeni a skondi
jinak béz na krok 2.



Priklad: genetické algoritmy

e Uvazujte rozvrhovaci problem s 1| | T;

glohy 1 2 3 4 5
pp 4 3 7 2 2
g 5 6 8 8 17

@ Velikost populace: 3
o Vybér
@ trivialni verze pro snadny vypocet!
e pro reprodukci je pouzita parova vyména sousedil
e pocet moznych potomki: 4
pro reprodukci nahodné vybran jeden z nich
e potomek nahradi nejhorsiho rodice

@ Inicialni populace: ndhodné posloupnosti permutaci



Priklad: genetické algoritmy (Feseni)

Populace 1 Jedinec 25314 14352 12345
Cena 25 17 16
Vybrany jedinec: 12345 s potomkem 13245, cena 20

Populace 2 Jedinec 13245 14352 12345
Cena 20 17 16
Vybrany jedinec: 12345 s potomkem 12354, cena 17

Populace 3 Jedinec 12354 14352 12345
Cena 17 17 16
Vybrany jedinec: 12345 s potomkem 12435, cena 11

Populace 4  Jedinec 14352 12345 12435
Cena 17 16 11
Vybrany jedinec: 12435 — optimalni feseni

Nevyhoda takto jednoduchého nastaveni algoritmu:
vybér nejlepsiho jedince zpiisobuje opakovanou reprodukci nejlepsiho jedince,
dokud neni nahrazen lepsim potomkem



Praktické Gvahy

@ Velikost populace

e mala populace riskuje prilis malé pokryti prohledavaciho prostoru
o velkd populace ma velké vypocetni naroky
o dle empirickych vysledka

o velikost populace kolem 30 Casto adekvatni
o velikost populace 20-100 je bézna

@ Mutace: obvykle pouzita s velmi malou pravdépodobnosti
e napf. mutace jednoho genu jedince
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