Boltzmannuv stroj - opakovani

Organizac¢ni dynamika:

» Cyklické sit se symetrickymi spoji (1j. libovolny
neorientovany graf)
Mnozinu vSech neuronl zna¢ime N

oznaCme ¢&; vnitini potencial a y; vystup (stav) neuronu j
INI

v

\4

\4

stav stroje: y € {-1,1)
oznacme wj; realnou vahu spoje od neuronu i k neuronu j.
Zadny neuron nema bias a pfepokladame wj = 0 pro j € N.

v

v



Botzmannuv stroj - opakovani

Aktivni dynamika: Stavy neuronl jsou inicialné nastaveny na
hodnoty z mnoziny {—1, 1}, {j. y(o) e{-1,1} proje N.

V t-tém kroku aktualizujeme nahodné vybrany neuron j € N
takto: nejprve vypocCteme vnitini potencial

n
t—1 t—1
é]( )Zz Wti,-( )
i€j—

a poté nahodné zvolime hodnotu yj(t) e {-1,1} tak, ze
Py =1]=o(&™) kde

1
o) = Tazmm

Parametr T(t) se nazyva teplota v Case t.



Boltzmannuv stroj - opakovani

» Velmi vysoka teplota T(t) znamena, ze P [yj(t) = 1] ~ta
stroj se chova témeér nahodné.

» Velmi nizké teplota T(t) znamena, Ze bud' P [yj(’) = 1] ~ 1

nebo P[y" = 1] ~ 0 v zavislosti na tom, jestli &Y > 0
j j

nebo 5/@ < 0. Potom se stroj chova témér deterministicky
(tj. jako Hopfieldova sit).



Boltzmannuyv stroj - reprezentace rozlozeni

Cil: Chceme sestroijit sit, ktera bude reprezentovat dané
pravdépodobnostni rozlozeni na mnoziné vektord {—1,1}".

Velmi hruba a nepfesna idea: Boltzmannuv stroj méni
nahodné sv(j stav z mnoziny {—1,1}".

Kdyz nechame B. stroj bézet dost dlouho s fixni teplotou,
potom budou frekvence navstév jednotlivych stavli nezavislé na
inicialnim stavu.

Tyto frekvence budeme povazovat za pravdépodobnostni
rozlozeni na {—1,1}" reprezentované B. strojem.

V adaptivnim rezimu bude zadano néjaké rozlozeni na stavech
a cilem bude nalézt konfiguraci takovou, Ze rozlozeni
reprezentované strojem bude odpovidat zadanému rozlozeni.



Rovnovazny stav
Fixujme teplotu T (tj. T(t) = Tprot=1,2,...).

Boltzmann(v stroj se po jisté dobé dostane do tzv. termaini
rovnovahy. Tj. existuje Cas t* takovy, ze pro libovolny stav stroje
y* € {-1,1}N plati

P[7) =]~ pn(r")
Zde pn(y*) = 2 E0/T kde

7 - Z e EOMIT

'}/6{—1,1 }lN‘

tj. Boltzmannovo rozlozZeni
Pozn.: Teorie Markovovych Fetézcli fika, ze P [}7(’*) = y*] je
také dlouhodoba frekvence navstév stavu y*.

Toto plati bez ohledu na inicialni nastaveni neurond! Sit tedy
reprezentuje rozlozeni py.



Boltzmannuv stroj - uceni

Problém: Tak jak jsme si jej definovali ma Boltzmann(v stroj
omezenou schopnost reprezentovat dana rozlozeni.

Proto mnoZinu neuronud N disjunkiné rozdélime na
» mnozinu viditelnych neuront V
» mnozinu skrytych neuronu S.
Pro dany stav viditelnych neurond a € {—1,1}!Vl oznaéme

Z pn(a, B)

—1,1)is|

pravdépodobnost stavu viditelnych neuronl a v termalnim
ekvilibriu bez ohledu na stav skrytych neurona.

Cilem bude adaptovat sit podle daného rozlozeni na {—1, 1}l



Boltzmannuv stroj - uceni

Adaptivni dynamika:
Necht py je pravdépodobnostni rozlozeni na mnoziné stav
viditelnych neurond, tj. na {—1, 1}V,

Cilem je nalézt konfiguraci sité W takovou, ze py odpovida py.
Vhodnou mirou rozdilu mezi rozdélenimi py a pq je relativni

entropie zvazena pravdépodobnostmi vzorl (tzv. Kullback
Leibler distance)




Boltzmannuv stroj - uceni

&(W) budeme minimalizovat pomoci gradientniho sestupu, tj.
budeme poditat poslounost vektort vah w(©®, w(1), . .

» vahy v w9 jsou inicializovany nahodné blizko 0
» v t-tém kroku (zde t = 1,2,...) je w(D) vypo&teno takto:

(ty _ ., (t=1) ()
Wit =wy AW,
kde
|98

) _ _.
ijl. = —¢(t) W

(1)

je zména vahy w; v t-tém kroku a 0 < £(t) < 1 je rychlost
uceni v t-tém kroku.

Zbyva spoditat (odhadnout) j—v‘z(ﬁ/).



Boltzmannuv stroj - uceni

Formalnim derivovanim funkce & lze ukazat, ze
o8 () (1) (t),(t)
3_"'//'1 T (<yl Yi >ﬁxed B <y/ Yi >free)

(t),,(t) ‘o DIIMErNA (1) (1) Alni
> <yj % >ﬁxedje prumeérna hodnotayj y; v termalni

rovnovaze za predpokladu, Zze hodnoty viditelnych neurona
jsou fixovany na pocatku vypoctu dle rozlozeni pg.
(), () ‘o OrIMErNA (t),(t)
> <yj v >free je primérné hocI:Inotayj Y,
rovnovaze bez fixace viditelnych neuronu.

v termalni

Celkoveé
(t) . 9E  m(t-1)
ijl. = —¢(t) 3 ji(w )

(0 (1,00, ks
= ST (<y/(t )y/'(t )>ﬁxed B <y}'(t )yi(t )>free)



Boltzmannuv stroj - uceni

Pro vypocet < yj(m y,.(t*)>ﬁxed proved’ nasledujici:

» Poloz Y := 0 a proved nasledujici akce g krat:

1. fixuj nahodné hodnoty viditelnych neuron( dle rozloZeni py
(tj. v prdbéhu nasledujicich krokl je neaktualizuj)

2. simuluj stroj po t* krokd

[ LepSi zplsob: simuluj stroj tak dlouho, dokud nedosahne
termalni rovnovahy pfi nizké teploté (zde je mozné pouzit
simulované zihani, tedy pomalé snizovani teploty). ]

3. pficti aktualni hodnotu y;y; k proménné Y.

» Y/q bude dobrym odhadem <yj(t*)y,.(t*)>ﬁxed za predpokladu,
Ze q je dostatecneé velké Cislo.

<yj(t*)y"(t*)>free se odhadne podobné, pouze se nefixuji viditelné

neurony (1j. v kroku 1. se zvoli libovolny startovni stav a v
nasledném vypoctu se mohou aktualizovat vSechny neurony).



Boltzmannuv stroj - ucéeni

Pro upfesnéni analyticka verze:

(), (t) _
<y y >fixed -
p a/ (04 (o4
= Y pdl —N(( f)yjﬁy,ﬁ
aelT 1V ﬁ e Taps PV

kde yf‘ﬁ je vystup neuronu j ve stavu (a, f).

<y( yl free Z PN

{—=1,1}INI



Vektorova kvantizace

Obecné formulace problému:

» Déana hustota pravdépodobnosti p(X) na vstupnich
vektorech X € R".
Tj. predpokladame, Ze ,néco“ nahodné generuje vstupni vektory podle
rozlozeni s hustotou p(X).

» Cilem je aproximovat hustotu p(X) pomoci kone¢né mnoha
reprezentanti w; e R" kdei=1,...,h.
Velmi zhruba: v oblasti s vétsi hustotou by mélo byt vice reprezentant,
v oblastech s menSi hustotou méné.

» Formalnéji: danému vstupnimu vektoru X pfifadime
reprezentanta w, ktery je mu nejblize:

c = arg i:n?/i.gh{||)?’— wi| }
a poté minimalizujeme chybu
E- f 1% - el P (%)%

Pozor! Zde c zavisi na X. 12



Vektorova kvantizace
V praxi ¢asto mame cCasto k dispozici tréninkovou mnozinu

Z niz jsou vzory rovnomeérné vytahovany. Chyba potom
odpovida

1 d S 52
E=gj:Z1||xj—wCll

Pokud byla mnozina 7~ volena nahodné (dle rozloZzeni p(X)) a ¢ je
dost velké, pak

1 g =2 - =2 - > -2
F el = [ [l pion
j=1



Priklad - komprese obrazku

» kazdy pixel ma 256 stupnu Sedi.

» kazda dvojice sousednich pixell je
dvourozmérnym vektorem z
{0,...,255} x{0,...,255}

» komprese najde malou mnozinu
reprezentantd, ktefi budou kodovat
stupné Sedi dvojic pixelu (pro danou

v v s

reprezentanta)

» obrazek se potom zakdduje
jednoduchym priichodem pfi némz se
dvojice pixelt nahradi reprezentanty




Priklad - komprese obrazku

distribuce dvojic" 7

naivni kvantizace

chytrejsi kvantizace



Lloydtyv algoritmus

Prepodkladame konecnou tréninkovou mnozinu:
X1XeR"j=1,...,0
Algoritmus postupné posouva reprezentanty k tréninkovym
vzoram.
V kroku t vypoéte vT/(t) e
» pro kazdé k = 1 .,h
které jsou nejblize vT/(t

T = {7, €T | k=arg ,-:”?i,.r.‘h{”)?" - W,“‘”H }}

h

w takto:
sp ¢itej mnozinu 7 vektort z 77,
]

» spocitej w ( ) Jako tézisté mnoziny 7:

Wk |7'k| Z‘

Vypocet ukon¢ime napf. ve chvili, kdy je chyba E pro aktualni
reprezentanty dostate¢né mala.



Kohonenovo uceni

Nevyhoda Lloydova algoritmu: neni online! (mimo jiné ...)

Nasledujici Kohonenuv algoritmus je online (pfipousti obé verze
vstupl: nahodné generované i dané tréninkovou mnozinou).

V kroku t po predlozeni vstupu X; vypoéteme vT/,((t) takto:
Jestlize je vT/IEH) nejblize X;, tj. k = argmin; ||)?t - vT/,.(H)“ pak

W) = w1 (% - W)

k k
jinak W = w{'™"

Parametr 0 < 6 < 1 ur€uje miru posunu reprezentanta ve
smeéru ke vstupnimu vzoru. Na za¢atku uceni se obvykle voli

blizko 1 a postupné se zmenSuije.

Tento algoritmus Ize snadno formulovat v jazyce neuronovych
siti ...



Kohonenovo uc¢eni - neuronova sit’
Organizacni dynamika: Jednovrstva sit

Yk

T 1

Wy Wi Wkn

X1 Xj Xn
Aktivni dynamika: Provstup X e R"ak =1,..., h:

1 k=argmini_y_p ||% - Wi
yk_{o jinak



Kohonenovo uceni - neuronova sit’

Adaptivni dynamika (online algoritmus, Kohonenovo
uceni):

V kroku t po predloZeni vstupu X; adaptujeme kazdé wy takto:

Jestlize k = argmini—1_p H)?t - vT/I.(t_”” pak

> (t > (t—1 2 > (t—1
Wl(():W,E )+6(t)~(x—wl(( ))

Parametr 0 < 6 < 1 ur€uje miru zmény vah ve sméru ke
vstupnimu vzoru. Na za¢atku uceni se obvykle voli blizko 1 a
postupné se zmensuje.



Efektivita Kohonenova uceni

» Funguje dobfe pokud vétSina vstupl zhruba rovnomérné
pokryvéa jednu konvexni oblast.

» V pripadé dvou a vice oddélenych shlukt nemusi hustota
reprezentantl odpovidat hustoté rozlozeni:

» PF. dvé oddélené oblasti se stejnou hustotou.

» Pfedp., Ze vzory jsou inicialné rozmistény v jedné oblasti.

» Druha potom pfitahne jednoho reprezentanta, ktery poté
vzdy vyhraje soutéz.

» Vysledek: jedna oblast bude reprezentovana jednim
reprezentantem, druha zbytkem reprezentantd (hustota
reprezentant( tedy neodpovida hustoté pravdépodobnosti).

20



Castecna zlepseni Kohonenova uéeni

Tyto nedostatky Ize Castecné odstranit napf.

» pridanim Sumu k tréninkovym vzorlim - obvykle se
pridavaji nahodné generované vektory k tréninkovym
vzorlm, na pocatku uceni nahodné vektory prevazuji a
postupné je jejich pocet snizovan

» radialni rist

» zaCiname s vahovymi vektory blizko 0

» v8echny tréninkové vzory ndsobime faktorem g, ktery je na
pocatku blizko 0 a postupné roste
(vahy se musi postupné vzdalovat od 6)

» lokalni pamét: Cilem je, aby pravdépodobnost vitézstvi
kazdého z h neuronu (reprezentantt) byla zhruba 1/h.
Kazdy neuron si udrzuje prehled o tom kolikrat vyhral v
soutézi. Pokud je Cetnost vyher pfili§ vysokd, na néjakou
dobu vypadne ze soutéze.

21



Kohonenova mapa
Organizacni dynamika: Jednovrstva sit

Yk

58 B

Wk Wi Wkn

X1 Xj Xn

» Mezi neurony je navic zavedena topologicka struktura (i;.
neurony tvofi uzly neorientovaného grafu).

» V drtivé vétSine pripadl je tato struktura bud
jednorozmérna fada jednotek nebo dvojrozmérna mfizka.

22



Kohonenova mapa - ilustrace

23



Kohonenova mapa - bio odbocka

posterior cortex visual field of the
(lobus occipitalis) right eye

center of the visual field
and corresponding cortex region

visual field and corresponding cortex region
Fig. 15.2. Mapping of the visnal field on the cortex
Zdroj obrazku: Neural Networks - A Systematic Introduction, Raul Rojas, Springer, 1996

24



Kohonenova mapa
Aktivni dynamika: Provstup X € R"a k =1,..., h:

|1 k=argmini_, _, h”X Wf”
yk—{o jinak

Adaptivni dynamika: V adaptivnim rezimu vyuzijeme
topologickou strukturu.
» Oznacme d(c, k) délku nejkratsi cesty z neuronu ¢ do
neuronu k v topologické strukture.
» Pro neuron ¢ a dané s € INg definujeme okoli neuronu ¢
velikosti s takto: Ng(c) = {k | d(c, k) < s}

V kroku t po predloZeni vstupu X; adaptujeme kazdé wy takto:

>
w

{ W e (%- W) keNs(o)
k

k
fj R jinak

.....

parametry, ktere se mohou v prubehu uceni ménit.

25



Kohonenova mapa - adaptivni dynamika

Obecnéjsi formulace adaptivni dynamiky:

W =W 1 o(c k) (¥ - W)

kde ¢ = argmin;j_1__p th - vT/I.(t_””. Predchozi pfipad potom
odpovida
k € N
o(c, k) = 0 ..e s(c)
0 jinak

Obvykle se pouziva plynulejsi prechod mezi nenulovymi a
nulovymi hodnotami, napft.

©(c, k) =6 - exp (%21()2)

kde 69 € R urCuje maximalni miru zmény vah a ¢ € R je Sitka
(oba parametry se mohou v pribéhu ménit).

26



Priklad 1

e

SRRENE

1200 Seee

Vstupy jsou uniformné rozlozeny ve Ctverci.

Zdroj obrazku: Neural Networks - A Systematic Introduction, Raul Rojas, Springer, 1996

1zeane
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Priklad 2

Vstupy jsou uniformneé rozlozeny v trojuhelniku.

Zdroj obrazku: Neural Networks - A Systematic Introduction, Raul Rojas, Springer, 1996

28



Priklad 3

Vstupy jsou uniformné rozlozeny v kvadru.

Zdroj obrazku: Neural Networks - A Systematic Introduction, Raul Rojas, Springer, 1996
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Priklad 4

Vstupy jsou uniformné rozloZzeny v kaktusu.

Zdroj obrazku: Neural Networks - A Systematic Introduction, Raul Rojas, Springer, 1996 30



Priklad - defekt

0.8
0.8 08
07
0.6 08
0.5 05
0.4
0.3 03
0.2 0.2
0.1
0 02 0.4 08 08 1 l,0 02 04 08 08 1

Prekroucena sit' - topologicky defekt.

Zdroj obrazku: Neural Networks - A Systematic Introduction, Raul Rojas, Springer, 1996
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Kohonenova mapa - parametry - pohled praktika

Inicialni vahy (pry) nejsou pfili§ dulezité, pokud jsou rtizné.
Uceni se obvykle sestava ze dvou fazi:
hrubé uceni:
» obvykle cca 1000 kroku
» rychlost uCeni 6 by méla zacit kolem 0.1 a postupné klesat
k 0.01
» okoli kazdého neuronu (dané parametrem s nebo pfipadné
Sirkou o) by mélo zpocatku obsahovat vétSinu neuront a
postupné se zmen$ovat tak, aby ke konci této faze
obsahovalo nejvyse nékolik neuront
dolad'ovani:
» pocet kroku je obvykle volen jako 500 nasobek poctu
neuronu v siti
» O by se méla drzet kolem 0.01 jinak hrozi topologicky
defekt (zmackana sit)
» okoli kazdého neuront by mélo obsahovat jen par dalSich
neuronu (nebo jen ten jeden)

32



Kohonenova mapa - pohled teoretika

Predpokladdme ndhodné generované vstupy s hustotou
pravdépodobnosti p(X). Plati [ p(X)dX = 1.

Definujeme hustotu bodd m(X) = #(X)/dX kde #(X) je pocet
neurond jejichZ vahové vektory lezi v malém okoli dX bodu X ve
vstupnim prostoru. Plati

f m(%)dR = h
kde h je poCet neuronu (reprezentanta).

Pokud je dimenze mapy rovna jedné (tj. mapa je fetézcem
neuronu) pak po natrénovani

m(%) o p?/3(X)

33



Kohonenova mapa - pohled teoretika

» Konvergenci k usporadanému stavu se podafrilo dokazat
pouze pro jednorozmeérnou topologii a rizna rozlozeni
vstupl (prvni vysledky byly pro uniformni rozloZeni) a fixni
okoli velikosti 1 a konstantni rychlost uceni

Lze nalézt velice jednoduché protipfiklady pokud tyto podminky nejsou
splnény.

» Ve vicerozmérném pripadeé zadné obecné vysledky
neexistuji, konvergence do usporadaného stavu je
ovlivnéna mnoha faktory:

» inicialni rozloZeni neurond
» velikost okoli
» rychlost uceni

» Jakou dimenzi topologie zvolit? Drtiva vétsina aplikaci je
zalozena na jedné nebo dvoudimenzionalni mapé.
Experimenty prokézaly, Ze idealni dimenze topologie
odpovida (Haussdorfové) dimenzi dat.



LVQ - klasifikace pomoci Kohonenovy mapy

Prepodkladejme, Zze mame nahodné generované vzory tvaru
(X;, di) kde X; € R" je vektor vlastnosti a d; € {Cy, ..., Cq}
urCuje jednu z q trid.

Cilem je klasifikovat vstupy do tfid na zakladé znalosti
vlastnosti, tj. kazdému X; chceme pfifadit tfidu tak, abychom
minimalizovali pravdépodobnost chyby.

Pt.: Po pasu jede ndhodné ,nahazené“ ovoce dvou druhu:
jablka a merunky. Nami sledovana data budou (X, d;) kde

» X € R?, prvni vlastnost je hmotnost, druha je pramér

» d; je bud' J nebo M v zavislosti na tom, jestli je dany kus
jablko nebo merunka

PFipoustime moznost, Ze se najdou dvé jablka se stejnymi mirami.

Cilem je tfidit ovoce na zakladé hmotnosti a priméru.

35



LVQ - klasifikace pomoci Kohonenovy mapy

Vyuzijeme vektorovou kvantizaci (Kohonenovu mapu) takto:
1. Natrénujeme mapu na vektorech vlastnosti X; kde
t=1,...,¢.
2. Jednotlivé neurony oznacime tfidami. Ttidu v, neuronu ¢
nalezneme takto:
Pro kazdy neuron c a tfidu C; spocitame Cetnost vzoru
tfidy C;, které jsou reprezentovany neuronem c.

Toto Ize provést jednim priichodem pres vzory

Neuronu c prifadime tfidu s maximalni ¢etnosti.
3. Doladime sit pomoci algoritmu LVQ (viz. dale)
Klasifikaci pomoci natrénované sité provadime takto: Na vektor
vlastnosti X aplikujeme natrénovanou sit v aktivnim rezimu.

Pravé jeden neuron, feknéme c, bude mit vystup 1. Potom
vstup zaradime do tfidy v..

36



Lvai

Postupné projdi tréninkové vzory. Pro vzor (X;, d) urci nejblizsi
neuron ¢

c=arg min ||X - wi|
i=1,...,h

Potom uprav vahy neuronu c takto:

Parametr a by mél byt od pocatku maly (cca 0.01 — 0.02) a
postupné klesnout k 0.

Hranice mezi tfidami vytvofena pomoci LVQ1 je pomérné
dobrou aproximaci bayesovské rozhodovaci hranice.

Cotoje??

37



Bayesovsky klasifikator

Méjme pouze dvé tfidy Cy a C; (napt. J a M).

Necht P(C; | X) je pravdépodobnost, Ze je vstup z tfidy C; za
prepodkladu, Ze ma vlastnost X.

(napt. P(Co | (a, b)) vyjadfuje pravdépodobnost, Ze ovoce s
hmotnosti a a primérem b je jablko)

Bayesovsky klasifikator p¥ifadi vstupu s vektorem vlastnosti X
tiidu C;, ktera splnuje P(C; | X) > P(Cy_; | X).

Oznatme Ry mnozinu vech X, ktera spliiuji

P(Co | )_()) > P(C1 |)_()) a Ry =R"\ Ryg.

Bayesovsky klasifikator minimalizuje pravdépodobnost chyby:
P()_()G Ry A C1)+P()_()€ Ri A Co)
Bayesovskd hranice je hranici mezi mnozinami Ry a Ry .
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Bayesovska hranice a LVQ1 - priklad

Zdroj obrazku: The Self-Organizing Map, Teuvo Kohonen, IEEE, 1990
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LvQ2

Aproximaci bayesovské hranice je mozné zlepSit nasledujicim
zplsobem:
Pro vzor (X;, d;) uréime dva nejbliz8i neurony, feknéme iajs
aktulnimi vahami w('™" a w{"™".
Jestlize jsou splnény nasledujici dvé podminky
=2 s _7 v . s v s v
» X; se nachazi v okné okolo nadroviny umisténé ve stredu
L o(t-1) L o (t-1)
spojnice w, aw a
» jeden z neurond i a j klasifikuje spravné a druhy Spatné
pak aktualizujeme vahy takto (bez Ujmy na obecnosti
predpokladejme, ze neuron i klasifikuje spravné):

40



LvQ2

Okno je obvykle definovano takto: Rekneme, Ze X; se nachazi v

okné relativni §itky g mezi vT/,.(H) a vT/j(M) pokud

fdi 9l _1-49
mm{d,-’d,-}>1+q

kde o = % - w'" || a g = ||% - &
Obvykle se voli g mezi 0.1 az 0.3.

LVQ2 zlepSuje pozici rozhodovaci hranice tim, Ze ji posunuje k
bayesovské hranici, ale jen do urcitého poctu krokd. Pozdéji se
neurony zacinaji vzdalovat (typicky se pouziva kolem 10 000
iteraci).
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Lvas

LVQ3 se snazi odstranit defekt LVQ2 tim, ze dobfe klasifikujici

takovém pripadé nedéla nic):
Nejprve ,LVQ2 Cast":

w9 =W oz - w)
> (t -5 (t-1 > > (t
w0 — @~ a(x - i)
pokud i a j je par vystupnich neuront nejblize k X;, v; = a,
M 5 w0

vj # di a X; patti do okna mezi w;’ a W,
Navic:

> (t > (t—1 2 - (t

0 = ) ¢ cali - i)

pokud r € {i,j} a v; = v; = d}.

¢ se doporucuje nastavit dle §itky okna mezi 0.1 az 0.5 a
nechat konstantni.
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