Kohonenova mapa - opakovani
Organizacni dynamika: Jednovrstva sit
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» Mezi neurony je navic zavedena topologicka struktura (i;.
neurony tvofi uzly neorientovaného grafu).

» V drtivé vétSine pripadl je tato struktura bud
jednorozmérna fada jednotek nebo dvojrozmérna mfizka.



Kohonenova mapa
Aktivni dynamika: Provstup X € R"a k =1,..., h:

|1 k=argmini_, _, h”X Wf”
yk—{o jinak

Adaptivni dynamika: V adaptivnim rezimu vyuzijeme
topologickou strukturu.
» Oznacme d(c, k) délku nejkratsi cesty z neuronu ¢ do
neuronu k v topologické strukture.
» Pro neuron ¢ a dané s € INg definujeme okoli neuronu ¢
velikosti s takto: Ng(c) = {k | d(c, k) < s}

V kroku t po predloZeni vstupu X; adaptujeme kazdé wy takto:
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parametry, ktere se mohou v prubehu uceni ménit.



Kohonenova mapa - adaptivni dynamika
Obecnéjsi formulace adaptivni dynamiky:

- (t - (-1 > ot
W‘(():WIE )+@(c,k)~(x—wl(( ))

kde ¢ = argminj—y H)?t ”(t || Pfedchozi pfipad potom
odpovida
k e N
o(c, k) = 0 ..E s(c)
0 jinak

Obvykle se pouziva plynulej$i prechod mezi nenulovymi a
nulovymi hodnotami, napf.

_ 2
©(c, k) =0 - exp (%)

kde 6y € R urCuje maximalni miru zmény vah a ¢ € R je Sitka
(oba parametry se mohou v pribéhu ménit).



LVQ - klasifikace - opakovani

Prepodkladejme, Zze mame nahodné generované vzory tvaru
(X;, di) kde X; € R" je vektor vlastnosti a d; € {Cy, ..., Cq}
urCuje jednu z q trid.

Cilem je klasifikovat vstupy do tfid na zakladé znalosti
vlastnosti, tj. kazdému X; chceme pfifadit tfidu tak, abychom
minimalizovali pravdépodobnost chyby.

Pt.: Po pasu jede nahodné ,nahdzené*” ovoce dvou druh(:
jablka a merunky. Nami sledované data budou (X;, d) kde

» % € R?, prvni vlastnost je hmotnost, druha je pramér

» d; je bud J nebo M v zavislosti na tom, jestli je dany kus
jablko nebo merurnka

PFipoustime moznost, Ze se najde jablko a meloun se stejnymi mirami.

Cilem je tfidit ovoce na zakladé hmotnosti a priméru.



LVQ - klasifikace - opakovani

Vyuzijeme vektorovou kvantizaci (Kohonenovu mapu) takto:
1. Natrénujeme mapu na vektorech vlastnosti X; kde
t=1,...,¢.
2. Jednotlivé neurony oznacime tfidami. Ttidu v, neuronu ¢
nalezneme takto:
Pro kazdy neuron c a tfidu C; spocitame Cetnost vzoru
tfidy C;, které jsou reprezentovany neuronem c.

Toto Ize provést jednim priichodem pres vzory

Neuronu c prifadime tfidu s maximalni ¢etnosti.
3. Doladime sit pomoci algoritmu LVQ.
Klasifikaci pomoci natrénované sité provadime takto: Na vektor
vlastnosti X aplikujeme natrénovanou sit v aktivnim rezimu.

Pravé jeden neuron, feknéme c, bude mit vystup 1. Potom
vstup zaradime do tfidy v..



LVQ1 - opakovani

rv v

Postupné projdi tréninkové vzory. Pro vzor (X;, d;) ur€i nejblizsi
neuron ¢

c=arg min ||% - wi|
i=1,...,.h

Potom uprav vahy neuronu c takto:

Parametr o« by mél byt od po¢atku maly (cca 0.01 — 0.02) a
postupné klesnout k 0.

Hranice mezi tfidami vytvorena pomoci LVQT1 je pomérné
dobrou aproximaci bayesovské rozhodovaci hranice.



Klasicka aplikace - foneticky psaci stroj

Zdroj: The Self-Organizing Map. T. Kohonen, IEEE, 1990

Cilem je automaticky zapisovat diktovany text (v originéle bud
Finstina nebo Japonstina)
Zvuk byl nejprve pfedzpracovan:

» 5.3 kHz low-pass filter

» digitalizace (12-bit, 13.02-kHz sampling rate)

» spektralni rozklad (FFT)

» spektrum ,zkombinovano*“ do 15 komponent od 200 Hz po

5 kHz -> 15 dimenzionalni vstupy pro Kohonenovu mapu

Byla také provedena normalizace na nulové stfedni hodnoty komponent
a konstantni délku vektoru.



Klasicka aplikace - foneticky psaci stroj

Vytvorfena Kohonenova mapa 8 x 12 jednotek, hexagonalni

Trénovana na toku 15 dim vektor( v jejich pfirozeném poradi
(pouze samoorganizace)

Poté pfifazeny fonémy jednotlivym neurontiim, doladéno
pomoci LVQ.
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Klasicka aplikace - foneticky psaci stroj

Mapu Ize vyzit k vizualizaci mluveného slova (zde Humpilla):

a

Muze byt vyuZito k rozpoznavani mluvenych slov s pouZzitim
klasifikatoru natrénovaného na mnoha prekladech.

Table 2 Speech Recognition Experiments with Error
Percentages for Independent Test Data

Parametric
Bayes kNN LvQ1 LvQ2 LVQ3
Test 1 12.1 12.0 10.2 9.8 9.6

Test 2 13.8 121 13.2 12.0 11.5



Zdroj: Patterns of ocean current variability on the West Florida Shelf using
the self-organizing map. Y. Liu a R. H. Weisberg, JOURNAL OF
GEOPHYSICAL RESEARCH, 2005
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Zkouma se vyvoj proudéni vod v oceanu kolem pobrezi Floridy
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Oceanograficka data

» 11 méficich stanic, 3 hloubky (hladina, dno, mezi)
» data: 2D vektory rychlosti (a sméru) proudéni
» méfeno po hodinach, 25585 hodin

Celkove tedy 25585 radku 66 dimenzionalnich polozek.
Kohonenova mapa:

» miizka 3 x 4

» okoli dana Gaussovou funkci

—d(c, k)?
O(c, k) = 0q - exp (%
o
se zmensujici se Sitkou
(navic je tam linearné se zmenSujici rychlost uceni, kterou se nasobi
zména polohy neuron()
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Oceanograficka data
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» kFizky oznacuji ,vitézné“ neurony (po hodinach)
» ovlivnéno lokalnimi fluktuacemi
» pozorovatelny trend:

» v zimé neurony 1-6 (jiho-vychod)

» v |été neurony 10-12 (severo-zapad)



Oceanograficka data
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Srovnani smeéru vétru a proudéni vody (znatelna korelace)
» vitr: smér Cary = smér vétru ; délka Cary = intenzita
» proudéni vody v procentech Uspésnosti skupin neuronu



Analyza pohadek bratfi Grimmu

Zdroj: Contextual Relations of Words in Grimm Tales, Analyzed by
Self-Organizing Map. T. Kohonen, T. Honkela a V. Pulkki, ICANN, 1995

Cilem je vizualizovat syntaktické a sémantické kategorie slov v
pohadkach (v zavislosti na kontextu).

Vstup: Pohadky bratfi Grimmu (srozumitelné kédované pomoci
proudu 270-dimenzionalnich vektorl)

» kazdé slovo se zakdduje pomoci nahodné vybraného
90-dimenzionalniho vektoru

» uvaZzuji se trojice slov (predchldce, kli¢, naslednik)
» kazda polozka v trojici se reprezentuje 90-dimenzionalnim
realnym vektorem (trojice ma tedy dimenzi 270)

Sit: Kohonenova mapa, 42 x 36 neuronu, vahy neuronu jsou
tvaru w = (Wp, Wi, wy) kde wp, wi, w,, € R®.



Analyza pohadek bratfi Grimmu

Adaptace:
Sit je natrénovana na trojicich po sobé jdoucich slov z pohadek
Hrubé uceni: 600 000 iteraci; Dolad'ovani: 400 000

Nakonec 150 nejcastéji pouzitych slov oznacuje neurony:

slovem u je oznacen ten neuron, pro jehoz vahy
w = (Wp, Wk, Wp) plati, Ze wi je nejblize kédu slova u.



Analyza pohadek bratfi Grimmu

am iy shomitl did

sl
K
bave e owene
see ook
b & matk
e
ke war
e come e

it
prep
1hls uotilng
s pron
Jusr oo
a =
more bere
quarir adv
=il maeer

began Lo askerl Losked

e

danghies

malher Gk

- vysledek



RBF sité

Organizac¢ni dynamika:
» Dvouvrstva sit’ (vystupni neuron ma bias)
» vstupy: X = (X1,...,Xn)
» m skrytych neurond
Jejich hodnoty znacime ¢q, @1, ..., pm kde po =1 je
formalni jednotkovy vstup pro vystupni neuron (viz. aktivni
dynamika)
Obgas budu psat ¢o(X), p1(X), ..., ¢m(X) abych zdlraznil, ze se
jedna o hodnoty skrytych neuronti pro vstup sité X.
> jeden vystup: y
(pro jednoduchost; Ize zobecnit na libovolny pocet)
Parametry sité:
» Vystupni neuron je jako ADALINE: mé vahovy vektor w € R™+!
» Kazdy skryty neuron mé tzv. stfed & € R” (odpovida vaham ve
standardni vicevrstvé siti) a Sitku (odpovida strmosti ve
standardni siti, tj. je to parametr aktiva¢ni funkce)



RBF sité
Aktivni dynamika: Vnitini potencialy skrytych neuronu:
& =% - g
Zde ¢; je stied skrytého neuronu j.

Aktiva¢ni funkce skrytych neuronl ¢g, @1, ..., @m jsou obecné
libovolné diferencovatelné (a ¢g = 1). Budeme uvaZovat:

< S

Pi(E) = exp[—2—’2] (=9i®)
i

Zde o; je Sifka skrytého neuronu j.

Vnitfni potencidl vystupniho neuronu:

E=) W9
j=0

Zde w; jsou reélné vahy.

Aktivacni funkce vystupu je identita: y = &. 10



RBF sité

Funkce sité:

, Z ¥ - gl
y(X) = wo + ; w; - eXp(—szj

Tvrzeni: Pro kazdou spojitou funkci f : R” — R a kazdé ¢ > 0
existuje RBF sit takova, Ze jeji funkce y splnuje:

If(X) - y(X)| < ¢ VX e R"

20



RBF sité
Adaptivni dynamika: Dana mnozina tréninkovych vzoru
T ={(%1, 1), (%, &), ..., (%, db)}

Zde Xk = (Xk1 ..., Xkn) € R" je vstup k-tého vzoru a dx € R je
oCekavany vystup.

Chybova funkce:

1, 2
E=3) (y(%)-d)
k=1

Cilem je nalézt nasledujici parametry tak, aby byla chyba E
minimalizovana:

» vahy w; vystupniho neuronu
> stfedy C; skrytych neuroni
» Sitky o; skrytych neuroni

21



RBF - dvoufazovy trénink

Velkou vyhodou RBF siti je, ze jejich trénink Ize rozdeélit do
dvou (téméf) nezavislych fazi:
» trénink skrytych neurond, tj.
> umisténi stfedu ¢
» nastaveni velikosti ifek o;
» trénink vah w; vystupniho neuronu

22



RBF - stfedy a Sirky

Rozmisténi stredu:

Pozorovani: Mame velké mnozstvi dat (vstupt), pro malou ¢ast
z nich mame predepsan pozadovany vystup (tréninkova
mnozina). Je dobré umistit stfedy neurontd do oblasti, které
obsahuji hodné datovych bodu.

Stredy Ize proto umistit pomoci u¢eni bez ucitele - Kohonenovo
uceni (tj. k-means clustering), mapy apod.

Toto Ize provadét na mnohem véts§i mnoziné dat, pro které nepotfebujeme
predepsany vystup

Casto se ovéem pouziva i jednoduché rovnomérné rozmisténi stred(
(pokud vime, Ze data jsou vice méné pravidelné rozmisténa) nebo
umisténi stfedl do pozice nahodné vybranych vstupt.

Nastaveni Sifek: Aktivacni funkce by nemély byt ani pfili$
strmé ani pfili§ ploché. Udajné dobrou heuristikou je jednotna
&itka 0 = Dmax/ V2m kde Dmax je maximalni (Euklidovska)
vzdalenost stfedll a m je pocCet skrytych neurond.

23



RBF - vahy

Pro fixni hodnoty parametrd skrytych neuront (ij. fixni stfedy a
Sitky) se jedna o ADALINE. Mdzeme proto pouzit pfislusné
metody k minimalizaci chyby E.

Lze také nalézt analytické feSeni: Pokud fixujeme vSechny
stfedy a &itky, chyba E je funkci w (piSeme E(w)). Gradient
funkce E(w) je roven

(W-d—d)-oT
kde d = (d4,...,dp), W = (Wp,..., Wn) a b je matice (m+1)xp

jejiz i-ty sloupec obsahuje hodnoty skrytych neurona pro i-ty
vstup, tj. prokazdé j=1,...,mai=1,...,p mame

HZ-—E,-H]

202
]

)i = ¢(X;) = exp [—

Vektor w7 = d - &+ kde &+ = &7 - (- &7)~" potom fesi
(W-®—d)- T =0 a tedy minimalizuje E(W).
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Sité typu RBF - gradient

Uceni Ize také provadét pomoci standardniho gradientniho
sestupu. Gradient Ize snadno spocitat primym derivovanim:

oE

o Cji

P
Y V(%) - dk) - b
k=0
P
Y (y(%) = d) - w; - exp
k=0
p
Y (y(X) = ) - w; - exp
k=0

F=slY I3
20].2 aj:.”
R -8l oo
20].2 a}?

Rychlost tohoto uceni je ovSem srovnatelna s rychlosti zpétné
propagace pro standardni (sigmoidalni) sité.
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RBF sité - regularizace

Naucena sit by méla dobfe generalizovat. Neméla by pfilis
Lopisovat” tréninkové vzory (tj. neméla by byt pretrénovana).

Intuice: Funkce sité, ktera pfili§ opisuje vzory se hodné krouti —
omezime krouceni.

Definujeme novou chybovou fci
p n 2
, 1 oy .
E'=E+y; Z Z [ﬁ(xk))
k=1 i=1
Zde y > 0 je mira vlivu regularizace.
Vahy, které minimalizuji E’(W), jsou feenim: w-M = d- ¢7 kde
p
5(25, 5(1)/
M; = x )+
] kZ( k (PJ yZ(éxg 6X2 k)

(Pozn. pro y = 0 dostaneme M = ¢ - &7, tj. minimalizaci E(w))

26



RBF sité - vyhody

Srovnejme s vicevrstvou siti se sigmoidalnimi jednotkami (dale
budu znacit MP (multi-layer perceptron))

» Teoreticky Ize aproximovat libovolnou spoijitou fci (stejné
jako MP)

» Dvoufazové uceni: jednotlivé faze jsou radove rychlejsi
nez uceni MP (ij. zpétna propagace)

» RBF sité jsou vhodné pro klasifikaci (vice nez MP) diky
jejich lokalnimu charakteru. Vektory, které jsou daleko od
tréninkovych vzorl, dostanou malou hodnotu (toto nemusi
platit pro MP).

» jsou vhodné pro aplikace s ménicimi se daty (rychlé uceni
umoznuje on-line adaptaci na nova data - témeéf nemozné
s MP)

» snadna regularizace (linearni)

27



RBF sité - nevyhody

Opét srovnejme s MP.

» Teoretické vysledky o aproximaci nefunguji v praxi (odhady na
potfebny pocet neurond jsou nadsazené podobné jako u MP)

» Dvoufazové u€eni mize byt deformované pokud pozadované
funkéni hodnoty nerespektuji rozmisténi vstupl (napf. pokud je
pozadovana funkce konstantni v oblasti s mnoha vzory, ale velmi
variabilni v oblasti s malo vzory)

» RBF potfebuji mnohem vice dat i neurond pro stejnou presnost
jako MP.
» MP aproximuji funkci globalné: kazdy vzor adaptuje vétSinu
neuron( a informace je tedy distribuovana po siti
» RBF aproximuji lokalné: pouze nékolik malo neurontl
reaguje na dany vstup
Z toho také plynou lepsi extrapolacni vlastnosti MP.

» RBF sité maji vétsi problém s prokletim dimenzionality
(exponencialni narust jednotek s poctem dimenzi). Nejsou
schopny odhalit nizkou variabilitu pfedepsané funkce v daném
sméru.



RBF sité - nevyhody

y(x)

X

kvadraticky narust poCtu neurond;
RBF neumi poznat, Ze je funkce (v
podstaté) konstantni v xo (MP to umi)

29



Omezeny Boltzmanntv stroj (OBS)

Organizac¢ni dynamika:
» Cyklicka sit' se symetrickymi spoji, neurony jsou rozdéleny
do dvou skupin:
» V - viditelné
» S - skryté

Mnozina spoju je V x S (ij. Uplny bipartitni graf)
» Mnozinu v§ech neuront zna¢ime N
» ozna¢me &; vnitfni potenciél a y; vystup (stav) neuronu j
» stav stroje: y € {—1,1}IM.
» ozna¢me wj; vahu spoje od neuronu i k neuronu j.
» obvykle se uvazuje bias, pro zjednoduseni jej vynechame.

30



Omezeny Botzmannliv stroj

Aktivni dynamika: Stavy viditelnych neuron( jsou inicialné
nastaveny na hodnoty z mnoziny {-1, 1}.

V t-tém kroku aktualizujeme neurony takto:

» t liché: nahodné zvolime nové hodnoty skrytych neurond,
proje S

P[yj(t) =1]=1/ [1 + exp (—Z W/'iYi)]]

eV

» t sudé: nahodné zvolime nové hodnoty viditelnych
neuronu, pro j € V

Py =1]=1/ [1 + exp (— ; Wtii)]]

31



Rovnovazny stav

Omezeny Boltzmann(v stroj se po jisté dobé dostane do
termalni rovnovahy. Tj. existuje Cas t* takovy, ze pro libovolny
stav stroje y* € {—1,1}/M plati

P[7®) =]~ pn()
Zde pn(y*) = e E0/T kde
Z = Z e_E(V)/T
yel-T1)IN

tj. Boltzmannovo rozloZeni
Teorie Markovovych fetézcl fika, ze P [}7(“) = y*] je také
dlouhodobad frekvence navstév stavu y*.

Toto plati bez ohledu na inicialni nastaveni neurond! Sit tedy
reprezentuje rozlozeni py.
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Omezeny Boltzmannuyv stroj - uéeni

Pro dany stav viditelnych neurond a € {—1,1}!Vl oznaéme

pv(a) = Z pn(a, B)

Be{—1,1}18!

pravdépodobnost stavu viditelnych neuronl «a v termalni
rovnovaze bez ohledu na stav skrytych neuronda.

Adaptivni dynamika:

Necht pq je pravdépodobnostni rozlozeni na mnoziné stavu
viditelnych neurond, tj. na {—1, 1}IV..

Cilem je nalézt konfiguraci sité¢ W takovou, ze py odpovida py.

Vhodnou mirou rozdilu mezi rozdélenimi py a pq je relativni
entropie zvazena pravdépodobnostmi vzoru (tzv. Kullback
Leibler distance)
- pd(a)
eW)= ), pal@)in =5
ael—1,1)V1 pv(a)
33



Omezeny Boltzmannuyv stroj - uéeni

&(W) budeme minimalizovat pomoci gradientniho sestupu, tj.
budeme poditat posloupnost vektor vah w(®, w(1), ..

» vahy v w(© jsou inicializovany nahodné blizko 0
» v t-tém kroku (zde t = 1,2,...) je w(D) vypo&teno takto:

(ty _ ., (t=1) ()
Wit =wy AW,
kde
|98

) _ _.
ijl. = —¢(t) w;

(1)

je zména vahy w; v t-tém kroku a 0 < £(t) < 1 je rychlost
uceni v t-tém kroku.

Zbyva spoditat (odhadnout) j—v‘z(ﬁ/).
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Omezeny Boltzmannuyv stroj - uéeni

Lze ukazat, Ze

&
awﬂ <y/y’>f/xed <y(t )yl( )>free

> (y,-y;)rixed je primérna hodnota y;y; po jednom kroku
vypoctu za predpokladu, ze hodnoty viditelnych neuront
jsou fixovany dle rozlozeni pq.
<y(t )y(t )>f je primérna hodnota yj(t*)y,(t*) v termalni
rovnovazerg%z fixace viditelnych neurond.

Problém: vypocet <y(t )y( )>free trva dlouho (musime
opakovaneé privést stroj do termalni rovnovahy).

(y( )y(t )>re se proto nahrazuje <y,y,> recon cozZ je primeérna

hodnota yj( )yl.( ) za predpokladu, Ze inicialni hodnoty

viditelnych neuront jsou voleny dle pg.
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Omezeny Boltzmannuyv stroj - uéeni
Tedy

AW = =e(t) - ((v5) pres = (V90 o)

> ( y,-y,-) ixed S€ vypocte takto: Poloz Y := 0 a opakuj q krat:

» fixuj nahodné hodnoty viditelnych neurond dle py
» simuluj jeden krok vypocCtu a pficti aktualni hodnotu y;y; k Y

Pro vhodné q bude Y/q dobrym odhadem <y,-y,->

fixed
> ( y,-y,-)recon se vypocte takto: Poloz Y := 0 a opakuj g krat:

» nastav nahodné hodnoty viditelnych neuront dle py

» simuluj tfi kroky vypoctu a pficti aktualni hodnotu y;y; k Y
(tj. vypocti hodnoty skrytych neurond, potom hodnoty
viditelnych (tzv. rekonstrukci vstupu) a potom hodnoty
skrytych)

Pro vhodné q bude V//q dobrym odhadem <y,-y,->

recon

36



Hluboké site

Problém: Omezenim BS jsme (potencialné) omezili vyjadfovaci silu.
Reseni: OBS se skladaji nad sebe do tzv. hlubokych siti

1. OBS se natrénuje na vstupnich datech

2. prida se dalsi vrstva, skryté neurony starého OBS budou nyni
uvazovany jako viditelné neurony pro nejvy$si OBS. Natrénuje
se nejvyssi OBS

3. iterovanim bodu 1. a 2. se pfidava vice a vice vrstev

Na konci dostaneme jednu mnohovrstvou sit', ktera reprezentuje
rozlozeni na datech. Z tohoto rozlozeni se da samplovat takto:

> prived nejvy$Si OBS do termalni rovnovahy (to da hodnoty
neuronu v nejvyssich dvou vrstvach)

» propaguj hodnoty do nizSich vrstev (ij. proved jeden krok
aktualizace stavd mezilehlych OBS)

» stav neuront v nejspodnéjsi vrstvé potom bude predstavovat
vzorek dat; pravdépodobnost s jakou se tam objevi konkrétni
stav je pravdépodnosti onoho stavu v rozloZeni
reprezentovaném siti
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Hluboké sité - klasifikace

Predpokladejme, Ze kazdy vstup patfi do jedné ze dvou tfid.
Chceme vstupy klasifikovat pomoci vicevrstvé sité.

Vicevrstvou sit Ize trénovat pomoci zpétné propagace. Ta je
silné zavisla na vhodné inicializaci, ¢asto hrozi dosazeni
mélkého lokalniho minima apod. Dobfe fungujici sit’ si vyvine
systém extraktor( vlastnosti (tj. kazdy neuron reaguje na
néjakou vlastnost vstupu). Jak toho dosahnout?

» Natrénuj hlubokou sit’ na datech (v této fazi ignoruj
prislusnost do tfid)

» Uvazuj vyslednou sit’ jako obyCejnou vicevrstvou sit, tj.
zamén dynamiku Boltzmannova stroje za sigmoidalni
aktivacni funkce a obvyklé vyhodnoceni zdola nahoru

» pridej vystupni vrstvu s jednim neuronem

» dolad’ sit pomoci zpétné propagace (mala rychlost uceni
pro skryté vrstvy, velka pro vystupni vrstvu): Pro vstupy z

jedné tfidy uvazujeme oCekavany vystup 1 pro ostatni —1.
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