Markovovy modely v
Bioinformatice



Outline

« Markovovy modely obecne

* Profilove HMM

» Dalsi pouziti HMM v Bioinformatice



Analyza biologickych sekvenci

Biologické sekvence: DNA,RNA,protein prim.str.
« Sekvenovani snadne vs. napr. 3D-struktura
Velké mnozstvi experimentalnich dat

» Cil: ,Vyuzit tyto data k zjisteni uziteCnych
informaci o neznamych sekvencich.”



Analyza biologickych sekvenci

* Dva zakladni pristupy:

— Data mining
* Primo v datech se hledaji zajimavé informace
— Strojove uceni

 Pomoci ucicich dat se vytvareji modely ktere
analyzuji neznama data



Metody strojoveho uceni

 (skryte) Markovovy modely

* Neural networks

» Support Vector Machine

 dalsi: Genetic algorithms,Bays networks...
« Kazda metoda ma sve vyhody



Stochasticky (nahodny) proces

* Mnozina nahodnych promennych
indexovanych v case
* Nejjednodussi pripad: diskretni proces
— Sekvence nahodnych veliCin
| Pro nase potreby staci diskretni veliCiny

— Sekvence znaku generovanych nahodné ale s
definovanou pravdepodobnosti



Markovuyv retézec

* Diskretni stochasticky proces s viastnosti
,Jpoezpametnosti® (Markov property)

— Pravdepodobnost prechodu ze stavu ei do
stavu e; nezavisi na tom, jak se system do

stavu ej dostal.
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Markovuyv retézec vs.
Markovuv model

* Totozne pojmy
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Markovuv model vs.

Sekvence znaku
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Markovuv model
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Markovovy modely vyssiho radu

« Markovuv model n-tého radu

— Pravdepodobnost prechodu ze stavu ei do
stavu ej zavisi na n predchozich stavech




Markovovy modely vyssiho radu

» Lze prevest na standardni HMM




Markovovy modely vyssiho radu

» Ukazka z lingvistiky
— Order-1: Ched t ainone wand LORD, Thenathan g u t;
w t Sona t essose Anasesed an trer.

— Order-2: a grand it the woraelfspit up fir as king
thaderld, | slot kins ts,

— Order-3: Against of Ashekeloverth with his uncill be
pill prehold, We came womb?

— Order-4: Open he sister daughteousness,
whitherefore they present with themselves;

— Order-5: Thus saith thy man righted, behold, Gaal
was thou art that fell do them

* http://www.yisongyue.com/shaney/



Vyuziti v bioinformatice

* Neprilis vyuzitelné pri analyze sekvenci

— Predpovidani promotoru
« Semi-Markov modely v systemove biologii
» Zaklad pro skryte Markovovy modely



Skryte Markovovy modely
(HMM)

» Doposud kazdy stav reprezentoval
konkretni znak v retezci
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HMM

« Méjme stavy které mohou generovat ruzné znaky
retezce s definovanou pravdepodobnosti




HMM

« Tyto stavy jsou skryté vydime pouze pozorovani ktere
generuji

0.3




Definice HMM

» K definovani potreba 2 matice a 1 vektor

— TranziCni matice prechodu mezi skrytymi
stavy

— Matice pravdepodobnosti generovani
jednotlivych pozorovani danymi stavy

— Vektor rozlozeni pravdepodobnosti
pocatecniho stavu



HMM
« Skryté stavy




HMM

 Mozna pozorovani




HMM

* Tranzicni pravdepodobnositi




HMM

* Emisni pravdepodobnosti
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HMM

* PocCatecni stav = (0,1)




* Méjme pozorovani

S1: RSRS
S2: RRSS




Co muzeme chtit zjistit?



Co muzeme chtit zjistit?

* S Jakou pravdepodobnosti generuje model
danou sekvenci



Co muzeme chtit zjistit?

* S Jakou pravdepodobnosti generuje model
danou sekvenci?

» Jaka je nejpravdéepodobnéjsi pruchod
skrytymi stavy pri generovani dane
sekvence?



Co muzeme chtit zjistit?

* S Jakou pravdepodobnosti generuje model
danou sekvenci (evaluace)

» Jaka je nejpravdéepodobnéjsi pruchod
skrytymi stavy pri generovani dane
sekvence (dekodovani)

» Jak zmenit parametry modelu tak aby

generoval danou sekvenci s vetsi
pravdepodobnosti? (uceni)



Algoritmy

» Evaluace: Forward-Backward algorithm
* Dekodovani: Viterbi algorithm

— Algoritmy dynamického programovani

— Oba optimalni

— Slozitost O(P*S?)
» UcCeni: Baum-Welsch algorithm

— Zasekava v lokalnich maximech => potreba
solidni odhad prvniho modelu

— Model je jen tak dobry jak ucCici data



Evaluace: Forward-Backward
algorithm




Evaluace: Forward-Backward
algorithm

S0: RS
S1: RSRS
S2: RRSS

P(S0) =(1 * 0.8) * ((0.2 *0.9) +(0.8 *0.2))
P(S1) =




Evaluace: Forward-Backward
algorithm

S0: RS
S1: RSRS
S2: RRSS




Dekodovani: Viterbi algorithm

S1: RSRS
S2: RRSS




Dekodovani: Viterbi algorithm

S1: RSRS
S2: RRSS




UcCeni: Baum-Welsch algorithm

S1: RSRS
S2: RRSS




UcCeni: Baum-Welsch algorithm

S1: RSRS
S2: RRSS




UcCeni: Baum-Welsch algorithm

Pn(S1)=0.0671 P(S1)=0.0483
Pn(S2) =0.1255 P(S2)=0.0987




Jednoduchy priklad z
bioinformatiky

- 3 position of codon

E,: 1% position of codon

@ e e e @ E,: 2™ position of codon } exon
EJ-
|

X ATGCGACTGI CATAGCACTT  observed symbols
E,E,E,EE,E,E,E,E4 | | | ||E E,E,E E,E, hidden states

S oon TN exon |




Pouzit

* Obecne jakykoliv klasifikacni problem

— VvV ramci sekvence
« Hledani genu
« Pfedpoved sekundarni struktury proteinu
 Pfedpoveéd domeén proteinu
« Struktura RNA
— Celé sekvence

» Klasifikace do proteinu do rodin
 Profilové HMM



Priste
* Markovovy modely obecne

* Profilové HMM

» Dalsi pouziti HMM v Bioinformatice



