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Paralelismus GPU

Paralelńı algoritmy je nutno navrhovat vzhledem k paralelismu,
který poskytuje HW

v p̌ŕıpadě GPU se jedná o pole SIMT multiprocesor̊u pracuj́ıćı
nad společnou pamět́ı

Dekompozice pro GPU

hrubozrnné rozděleńı problému na části nevyžaduj́ıćı intenzivńı
komunikaci/synchronizaci

jemnozrnné rozděleńı bĺızké vektorizaci (SIMT je ale v́ıce
flexibilńı)
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SIMT

Na jednu jednotku spouštěj́ıćı instrukce p̌ripadá několik skalárńıch
procesor̊u (SP)
G80

8 SP na jednotku spouštěj́ıćı instrukce

nová instrukce je spuštěna každé 4 cykly

32 thredů (tzv. warp) muśı provádět stejnou instrukci

A co větveńı kódu?

pokud část threadů ve warpu provád́ı jinou instrukci, běh se
serializuje

to snižuje výkon, snaž́ıme se divergenci v rámci warpu p̌redej́ıt

Multiprocesor je tedy MIMD (Multiple-Instruction
Multiple-Thread) z programátorského hlediska a SIMT
(Single-Instruction Multiple-Thread) z výkonového.
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serializuje
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procesor̊u (SP)
G80

8 SP na jednotku spouštěj́ıćı instrukce
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(Single-Instruction Multiple-Thread) z výkonového.
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Vlastnosti threadů

Oproti CPU threadům jsou GPU thready velmi ,,lehké”.

jejich běh může být velmi krátký (deśıtky instrukćı)

může (mělo by) jich být velmi mnoho

nemohou využ́ıvat velké množstv́ı prosťredk̊u

Thready jsou seskupeny v bloćıch

ty jsou spouštěny na jednotlivých multiprocesorech

dostatečný počet blok̊u je důležitý pro škálovatelnost

Počet threadů a thread blok̊u na multiprocesor je omezen.
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Maskováńı latence pamět́ı

Paměti maj́ı latence

globálńı pamět’ má vysokou latenci (stovky cykl̊u)

registry a sd́ılená pamět’ maj́ı read-after-write latenci

Maskováńı latence paměti je odlǐsné, než u CPU

žádné prováděńı instrukćı mimo pǒrad́ı

často žádná cache

Když nějaký warp čeká na data z paměti, je možné spustit jiný

umožńı maskovat latenci paměti

vyžaduje spuštěńı řádově v́ıce vláken, než má GPU jader

plánováńı spuštěńı a p̌reṕınáńı threadů je realizováno p̌ŕımo v
HW bez overheadu

Obdobná situace je v p̌ŕıpadě synchronizace.

Jǐŕı Filipovič Optimalizace pro GPU hardware 5 / 55
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Optimalizace p̌ŕıstupu do globálńı paměti

Rychlost globálńı paměti se snadno stane bottleneckem

š́ı̌rka pásma globálńı paměti je ve srovnáńı s aritmetickým
výkonem GPU malá (deśıtky flops na p̌renos slova)

latence 400-600 cykl̊u

Při špatném vzoru paralelńıho p̌ŕıstupu do globálńı paměti snadno
výrazně sńıž́ıme propustnost

k paměti je nutno p̌ristupovat sdruženě (coalescing)

je vhodné vyhnout se už́ıváńı pouze podmnožiny pamět’ových
regionů (partition camping)
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Sdružený p̌ŕıstup do paměti (c.c. < 2.0)

Rychlost GPU paměti je vykoupena nutnost́ı p̌ristupovat k ńı po
věťśıch bloćıch

jedna pamět’ová transakce může p̌renášet 32-, 64-, nebo
128-bytová slova

polovina warpu (16 threadů) p̌ristupuje do paměti paralelně

u GPU s c.c. ≤ 1.2

blok paměti, ke kterému je p̌ristupováno, muśı zač́ınat na
adrese dělitelné šestnáctinásobkem velikosti datových element̊u
k-tý thread muśı p̌ristupovat ke k-tému elementu bloku
některé thready nemusej́ı participovat
v p̌ŕıpadě, že nejsou tato pravidla dodržena, je pro každý
element vyvolána zvláštńı pamět’ová transakce
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Sdružený p̌ŕıstup do paměti (c.c. < 2.0)

GPU s c.c. ≥ 1.2 jsou méně restriktivńı

p̌renos je rozdělen do 32-, 64-, nebo 128-bytových transakćı
tak, aby byly uspokojeny všechny požadavky co nejnižš́ım
počtem transakćı

pǒrad́ı threadů může být vzhledem k p̌renášeným element̊um
libovolně permutované
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Sdružený p̌ŕıstup do paměti (c.c. < 2.0)

Thready jsou zarovnané, blok element̊u souvislý, pǒrad́ı neńı
permutované – sdružený p̌ŕıstup na všech GPU.
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Nezarovnaný p̌ŕıstup do paměti (c.c. < 2.0)

Thready nejsou zarovnané, blok element̊u souvislý, pǒrad́ı neńı
permutované – jedna transakce na GPU s c.c. ≥ 1.2.
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Nezarovnaný p̌ŕıstup do paměti(c.c. < 2.0)

Obdobný p̌ŕıpad může vézt k nutnosti použ́ıt dvě transakce.
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Výkon p̌ri nezarovnaném p̌ŕıstupu (c.c. < 2.0)

Stařśı GPU provád́ı pro každý element nejmenš́ı možný p̌renos,
tedy 32-byt̊u, což redukuje výkon na 1/8.
Nové GPU (c.c. ≥ 1.2) provád́ı dva p̌renosy.
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Výkon p̌ri prokládaném p̌ŕıstupu (c.c. < 2.0)

GPU s c.c. ≥ 1.2 mohou p̌renášet data s menš́ımi ztrátami pro
menš́ı mezery mezi elementy, se zvěťsováńım mezer výkon
dramaticky klesá.
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Př́ıstup do globálńı paměti u Fermi (c.c. ≥ 2.0)

Fermi má L1 a L2 cache

L1: 256 byte na řádek, celkem 16 KB nebo 48 KB na
multiprocesor

L2: 32 byte na řádek, celkem 768 KB na GPU

Jaké to p̌rináš́ı výhody?

programy s nep̌redv́ıdatelnou datovou lokalitou mohou běžet
efektivněji

nezarovnaný p̌ŕıstup – v principu žádné zpomaleńı

prokládaný p̌ŕıstup – data muśı být využita ďŕıve, než zmiźı z
cache, jinak stejný či věťśı problém jako u c.c. < 2.0 (L1 lze
vypnout pro zamezeńı overfetchingu)
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HW organizace sd́ılené paměti

Sd́ılená pamět’ je organizována do pamět’ových bank, ke kterým je
možné p̌ristupovat paralelně

c.c. 1.x 16 bank, c.c. 2.x 32 bank, pamět’ový prostor mapován
prokládaně s odstupem 32 bit̊u

pro dosažeńı plného výkonu paměti muśıme p̌ristupovat k
dat̊um v rozd́ılných bankách

implementován broadcast – pokud všichni p̌ristupuj́ı ke
stejnému údaji v paměti
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Konflikty bank

Konflikt bank

dojde k němu, p̌ristupuj́ı-li některé thready v warpu/půlwarpu
k dat̊um ve stejné pamět’ové bance (s vyj́ımkou, kdy thready
p̌ristupuj́ı ke stejnému ḿıstu v paměti)

v takovém p̌ŕıpadě se p̌ŕıstup do paměti serializuje

zpomaleńı běhu odpov́ıda množstv́ı paralelńıch operaćı, které
muśı pamět’ provést k uspokojeńı požadavku

je rozd́ıl, p̌ristupuje-li část threadů k r̊uzným dat̊um v jedné
bance a ke stejným dat̊um v jedné bance
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Př́ıstup bez konflikt̊u
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V́ıcecestné konflikty
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Broadcast
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Vzory p̌ŕıstupu

Zarovnáńı neńı ťreba, negeneruje bank conflicty

int x = s [ threadIdx . x + offset ] ;

Prokládáńı negeneruje konflikty, je-li c liché

int x = s [ threadIdx . x ∗ c ] ;

Př́ıstup ke stejné proměnné negeneruje na c.c. 2.x konflikty nikdy,
na 1,x je-li počet c threadů pristupuj́ıćı k proměnné násobek 16

int x = s [ threadIdx . x / c ] ;
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Komunikace CPU-GPU

Přenosy mezi systémovou a grafickou pamět́ı

je nutné je minimalizovat (často i za cenu neefektivńı části
výpočtu na GPU)

mohou být zrychleny pomćı page-locked paměti

je výhodné p̌renášet věťśı kusy současně

je výhodné p̌rekrýt výpočet s p̌renosem
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Transpozice matic

Z teoretického hlediska:

triviálńı problém

triviálńı paralelizace

jsme triviálně omezeńı propustnost́ı paměti (neděláme žádné
flops)

__global__ void mtran ( float ∗odata , float∗ idata , int n ){
int x = blockIdx . x ∗ blockDim . x + threadIdx . x ;
int y = blockIdx . y ∗ blockDim . y + threadIdx . y ;
odata [ x∗n + y ] = idata [ y∗n + x ] ;

}
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Výkon

Spust́ıme-li kód na GeForce GTX 280 s použit́ım dostatečně velké
matice 4000× 4000, bude propustnost 5.3 GB/s.
Kde je problém?

Př́ıstup do odata je prokládaný! Modifikujeme transpozici na
koṕırováńı:

odata [ y∗n + x ] = idata [ y∗n + x ] ;

a źıskáme propustnost 112.4 GB/s. Pokud bychom p̌ristupovali s
prokládáńım i k idata, bude výsledná rychlost 2.7 GB/s.
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Odstraněńı prokládáńı

Matici můžeme zpracovávat po dlaždićıch

načteme po řádćıch dlaždici do sd́ılené paměti

ulož́ıme do globálńı paměti jej́ı transpozici taktéž po řádćıch

d́ıky tomu je jak čteńı, tak zápis bez prokládáńı

Jak velké dlaždice použ́ıt?

budeme uvažovat dlaždice čtvercové velikosti

pro sdružené čteńı muśı ḿıt řádek dlaždice velikost dělitelnou
16

v úvahu p̌ripadaj́ı dlaždice 16× 16, 32× 32 a 48× 48 (jsme
omezeni velikost́ı sd́ılené paměti)

nejvhodněǰśı velikost urč́ıme experimentálně
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Jǐŕı Filipovič Optimalizace pro GPU hardware 24 / 55
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Dlaždicová transpozice

__global__ void mtran_coalesced ( float ∗odata , float ∗idata , int n ){
__shared__ float tile [ TILE_DIM ] [ TILE_DIM ] ;

int x = blockIdx . x ∗ TILE_DIM + threadIdx . x ;
int y = blockIdx . y ∗ TILE_DIM + threadIdx . y ;
int index_in = x + y∗n ;
x = blockIdx . y ∗ TILE_DIM + threadIdx . x ;
y = blockIdx . x ∗ TILE_DIM + threadIdx . y ;
int index_out = x + y∗n ;

for ( int i = 0 ; i < TILE_DIM ; i += BLOCK_ROWS )
tile [ threadIdx . y+i ] [ threadIdx . x ] = idata [ index_in+i∗n ] ;

__syncthreads ( ) ;

for ( int i = 0 ; i < TILE_DIM ; i += BLOCK_ROWS )
odata [ index_out+i∗n ] = tile [ threadIdx . x ] [ threadIdx . y+i ] ;

}
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Výkon

Nejvyš̌śı výkon byl namě̌ren p̌ri použit́ı dlaždic velikosti 32× 32,
velikost thread bloku 32× 8, a to 75.1GB/s.

to je výrazně lepš́ı výsledek, nicméně stále nedosahujeme
rychlosti pouhého koṕırováńı

kernel je však složitěǰśı, obsahuje synchronizaci

je nutno ově̌rit, jestli jsme narazili na maximum, nebo je ještě
někde problém

pokud pouze koṕırujeme, dosáhneme výkonu 94.9GB/s

něco ještě neńı optimálńı
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Sd́ılená pamět’

Při čteńı globálńı paměti zapisujeme do sd́ılené paměti po řádćıch.

tile [ threadIdx . y+i ] [ threadIdx . x ] = idata [ index_in+i∗n ] ;

Při zápisu do globálńı paměti čteme ze sd́ılené po sloupćıch.

odata [ index_out+i∗n ] = tile [ threadIdx . x ] [ threadIdx . y+i ] ;

To je čteńı s prokládáńım, které je násobkem 16, celý sloupec je
tedy v jedné bance, vzniká 16-cestný bank conflict.
Řešeńım je padding:

__shared__ float tile [ TILE_DIM ] [ TILE_DIM + 1 ] ;
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Výkon

Nyńı dosahuje naše implementace výkon 93.4 GB/s.

obdobný výsledek, jako p̌ri pouhém koṕırováńı

zdá se, že výrazněji lepš́ıho výsledku již pro danou matici
nedosáhneme

pozor na r̊uznou velikost vstupńıch dat (tzv. partition
camping, neńı problém u Fermi)
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Zhodnoceńı výkonu

Veškeré optimalizace sloužily pouze k lepš́ımu p̌rizpůsobeńı-se
vlastnostem HW

p̌resto jsme dosáhli 17.6× zrychleńı

p̌ri formulaci algoritmu je nezbytné věnovat pozornost
hardwareovým omezeńım

jinak můžeme ztratit výhodu vyš̌śıho výkonu GPU...
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Význam optimalizaćı

Pozor na význam optimalizaćı

pokud bychom si zvolili testovaćı matice velikosti 4096× 4096
naḿısto 4000× 4000, byl by efekt odstraněńı konflikt̊u ve
sd́ılené paměti po odstraněńı prokládaného p̌ŕıstupu prakticky
neznatelný

po odstraněńı partition campingu by se však již konflikty bank
výkonnostně projevily!

je dobré postupovat od obecně zásadněǰśıch optimalizaćı k
těm méně zásadńım

nevede-li některá (prokazatelně korektńı :-)) optimalizace ke
zvýšeńı výkonu, je ťreba prově̌rit, co algoritmus brzd́ı
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Rychlost prováděńı instrukćı

Některé instrukce jsou v porovnáńı s ostatńımi pomaleǰśı, než u
procesoru

celoč́ıselné děleńı a modulo

32-bitové násobeńı celých č́ısel u c.c. 1.x

24-bitové násobeńı celých č́ısel u c.c. 2.x

Některé jsou naopak rychleǰśı

méně p̌resné verze prováděné na SFU

sinf(x), cosf(x), expf(x), sincosf(x), rsqrtf(x) aj.
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Smyčky

Malé cykly maj́ı značný overhead

je ťreba provádět podḿıněné skoky

je ťreba updatovat kontrolńı proměnnou

podstatnou část instrukćı může tvǒrit pointerová aritmetika

To lze řešit rozvinut́ım (unrolling)

částečně je schopen dělat kompilátor

můžeme mu pomoci ručńım unrollingem, nebo pomoćı
direktivy #pragma unroll
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Součet prvk̊u vektoru

Pro vektor v o n prvćıch chceme spoč́ıtat x =
∑n

i=1 vi .

Zápis v jazyce C

int x = 0 ;
for ( int i = 0 ; i < n ; i++)

x += v [ i ] ;

Jednotlivé iterace cyklu jsou na sobě závislé.

nemůžeme udělat všechnu práci paralelně

sč́ıtáńı je však (alespoň teoreticky :-)) asocitativńı

neńı tedy nutno poč́ıtat sekvenčně
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∑n

i=1 vi .
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Paralelńı algoritmus

Představený sekvenčńı algoritmus provád́ı pro 8 prvk̊u výpočet:

((((((v1 + v2) + v3) + v4) + v5) + v6) + v7) + v8

Sč́ıtáńı je asociativńı... sp̌reházejme tedy závorky:
((v1 + v2) + (v3 + v4)) + ((v5 + v6) + (v7 + v8))
Nyńı můžeme pracovat paralelně

v prvńım kroku provedeme 4 sč́ıtáńı

ve druhém dvě

ve ťret́ım jedno

Celkově stejné množstv́ı práce (n − 1 sč́ıtáńı), ale v log2 n
paralelńıch kroćıch!
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Paralelńı algoritmus
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Paralelńı algoritmus

Našli jsme vhodný paralelńı algoritmus

provád́ı stejné množstv́ı operaćı jako sériová verze

p̌ri dostatku procesor̊u je proveden v logaritmickém čase

Sč́ıtáme výsledky p̌redešlých součt̊u

p̌redešlé součty provádělo v́ıce threadů

vyžaduje globálńı bariéru
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Naivńı p̌ŕıstup

Nejjednoduš̌śı schéma algoritmu (n je mocnina dvou):

kernel pro sudá i < n provede v[i] += v[i+1]

opakujeme pro n /= 2 dokud n > 1

Omezeńı výkonu

2n čteńı z globálńı paměti

n zápis̊u do globálńı paměti

log2 n voláńı kernelu

Na jednu aritmetickou operaci p̌ripadaj́ı 3 pamět’ové p̌renosy, nav́ıc
je nep̌ŕıjemný overhead spouštěńı kernelu.
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Využit́ı rychleǰśı pamět’i

V rámci voláńı kernelu můžeme posč́ıtat v́ıce, než jen dvojice

každý blok bx načte m prvk̊u do sd́ılené paměti

provede redukci (ve sd́ılené paměti v log2 m kroćıch)

ulož́ı pouze jedno č́ıslo odpov́ıdaj́ıćı
∑m·bx+m

i=m·bx vi

Výhodněǰśı z hlediska pamět’ových p̌renos̊u i spouštěńı kernel̊u

n + n
m + n

m2 + .. + n
mlogm n = (n − 1) m

m−1
p̌ribližně n + n

m čteńı, n
m zápis̊u

logm n spuštěńı kernelu
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Implementace 1

__global__ void reduce1 ( int ∗v ){
extern __shared__ int sv [ ] ;

unsigned int tid = threadIdx . x ;
unsigned int i = blockIdx . x∗blockDim . x + threadIdx . x ;
sv [ tid ] = v [ i ] ;
__syncthreads ( ) ;

for ( unsigned int s=1; s < blockDim . x ; s ∗= 2) {
if ( tid % (2∗ s ) == 0)

sv [ tid ] += sv [ tid + s ] ;
__syncthreads ( ) ;

}

if ( tid == 0)
v [ blockIdx . x ] = sv [ 0 ] ;

}

Jǐŕı Filipovič Optimalizace pro GPU hardware 38 / 55



Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Výkon

Vysoká úroveň divergence

prvńı iteraci pracuje každý 2. thread

druhou iteraci pracuje každý 4. thread

ťret́ı iteraci pracuje každý 8 thread

atd.

Přenos (GTX 280) 3.77 GB/s, 0.94 MElem/s.
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Implementace 2

Nahrad́ıme indexaci ve for cyklu

for ( unsigned int s = 1 ; s < blockDim . x ; s ∗= 2) {
int index = 2 ∗ s ∗ tid ;
if ( index < blockDim . x )

sv [ index ] += sv [ index + s ] ;
__syncthreads ( ) ;

}

Přenos 8.33 GB/s, 2.08 MElem/s.
Řeš́ı divergenci, generuje konflikty bank.
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Implementace 3

Tak ještě jinak...

for ( unsigned int s = blockDim . x /2 ; s > 0 ; s >>= 1) {
if ( tid < s )

sv [ tid ] += sv [ tid + s ] ;
__syncthreads ( ) ;

}

Žádná divergence ani konflikty.
Přenos 16.34 GB/s, 4.08 MElem/s.
Polovina threadů nic nepoč́ıtá...
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Paralelismus Optimalizace p̌ŕıstupu do paměti Transpozice matic Skalárńı optimalizace Redukce Algoritmy a GPU

Implementace 4

Prvńı sč́ıtáńı provedeme již během nač́ıtáńı.

unsigned int i = blockIdx . x ∗( blockDim . x ∗2) + threadIdx . x ;
sv [ tid ] = v [ i ] + v [ i+blockDim . x ] ;

Přenos 27.16 GB/s, 6.79 MElem/s.
Data žrejmě čteme optimálně, stále je zde však výkonová rezerva –
zamě̌rme se na instrukce.
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Implementace 5

V jednotlivých kroćıch redukce ubývá aktivńıch threadů

nakonec bude pracovat pouze jeden warp

ten je však synchronizován implicitně, můžeme tedy odebrat
syncthreads()

muśıme sč́ıtat p̌res volatile proměnnou

podḿınka if (tid < s) je zde zbytečná (nic neušeťŕı)

Můžeme unrollovat posledńı warp. Pozor, jedná se o porušeńı
obecné korektnosti kódu (funkčńı pouze na HW s velikost́ı warpu
dělitelnou 32, což jsou zat́ım všechna NVIDIA i AMD GPU).
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Implementace 5

float mySum = 0 ;

for ( unsigned int s = blockDim . x /2 ; s > 32 ; s >>= 1){
if ( tid < s )

sv [ tid ] = mySum = mySum + sv [ tid + s ] ;
__syncthreads ( ) ;

}

if ( tid < 32){
volatile float ∗s = sv ;
s [ tid ] = mySum = mySum + s [ tid + 32 ] ;
s [ tid ] = mySum = mySum + s [ tid + 16 ] ;
s [ tid ] = mySum = mySum + s [ tid + 8 ] ;
s [ tid ] = mySum = mySum + s [ tid + 4 ] ;
s [ tid ] = mySum = mySum + s [ tid + 2 ] ;
s [ tid ] = mySum = mySum + s [ tid + 1 ] ;

}

Ušeťŕıme čas i ostatńım warpům (skonč́ı ďŕıve s for cyklem).
Přenos 37.68 GB/s, 9.42 MElem/s.
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Implementace 6

Jak je to s rozvinut́ım for cyklu?
Známe-li počet iteraćı, můžeme cyklus rozvinout

počet iteraćı je závislý na velikosti bloku

Můžeme být obecńı?

algoritmus pracuje s bloky o velikosti 2n

velikost bloku je shora omezena

známe-li p̌ri kompilaci velikost bloku, můžeme použ́ıt šablonu

template <unsigned int blockSize>
__global__ void reduce6 ( int ∗v )
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Implementace 6

Podḿınky s blockSize se vyhodnot́ı již p̌ŕı p̌rekladu:

if ( blockSize >= 512){
if ( tid < 256)

sv [ tid ] = mySum = mySum + sv [ tid + 256 ] ;
__syncthreads ( ) ;

}
if ( blockSize >= 256){

if ( tid < 128)
sv [ tid ] = mySum = mySum + sv [ tid + 128 ] ;

__syncthreads ( ) ;
}
if ( blockSize >= 128){

if ( tid < 64)
sv [ tid ] = mySum = mySum + sv [ tid + 64 ] ;

__syncthreads ( ) ;
}
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Implementace 6

Spuštěńı kernelu:

reduce6<block><<<grid , block , mem>>>(d_v ) ;

Přenos 50.64 GB/s, 12.66 MElem/s.
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Implementace 7

Můžeme algoritmus ještě vylepšit?
Vrat’me se zpět ke složitosti:

celkem log n krok̊u

celkem n − 1 sč́ıtáńı

časová složitost pro p threadů běž́ıćıch paralelně (p procesor̊u)
O(np + log n)

Cena paralelńıho výpočtu

definována jako počet procesor̊u krát časová složitost

p̌riděĺıme-li každému datovému elementu jeden thread, lze
uvažovat p = n

pak je cena O(n · log n)

neńı efektivńı
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Implementace 7

Sńıžeńı ceny

použijeme O( n
log n ) threadů

každý thread provede O(log n) sekvenčńıch krok̊u

následně se provede O(log n) paralelńıch krok̊u

časová složitost z̊ustane

cena se sńıž́ı na O(n)

Co to znamená v praxi?

redukujeme práci spojenou s vytvá̌reńım threadu a
pointerovou aritmetikou

to p̌rináš́ı výhodu v momentě, kdy máme výrazně v́ıce
threadů, než je ťreba k saturaci GPU

nav́ıc snižujeme overhead spouštěńı kernel̊u
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Implementace 7

Modifikujeme nač́ıtáńı do sd́ılené paměti

unsigned int gridSize = blockSize ∗2∗ gridDim . x ;
sv [ tid ] = 0 ;

while ( i < n ){
sv [ tid ] += v [ i ] + v [ i+blockSize ] ;
i += gridSize ;

}
__syncthreads ( ) ;

Přenos 77.21 GB/s, 19.3 MElem/s.

Jednotlivé implementace jsou k nalezeńı v CUDA SDK.
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GPU vs. CPU

GPU vhodněǰśı pro výpočty omezené aritmetickou či pamět’ovou
propustnost́ı

těž́ı z vyš̌śıch teoretických maxim (pozor na sběrnici u výpočt̊u
omezených pamět’ovou propustnost́ı)

násobeńı matic

metoda konečných diferenćı

CPU vhodněǰśı pro výpočty omezené latenćı

komplexńı čip je v́ıce flexibilńı, v́ıce výkonu na vlákno (pro
nedostatečně paralelizovatelné problémy), rychleǰśı náhodný
p̌ŕıstup do paměti

procházeńı grafu
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Paralelizace

Sč́ıtáńı vektor̊u

jednoduché datově-paralelńı vyjáďreńı

žádná synchronizace

poťrebujeme velké vektory

Redukce

na prvńı pohled může vypadat sekvenčně

ve skutečnosti realizovatelná v log n kroćıch

často je ťreba nedržet se sekvenčńı verze a zamyslet se nad
paralelizaćı problému (ne sekvenčńıho algoritmu)
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Divergence kódu

Divergence kódu

serializace, diverguj́ı-li thready uvniťr warpu

nalezeńı nediverguj́ıćıho algoritmu může být snadné

redukce

ale také může prakticky znemožnit akceleraci některých jinak
dob̌re paralelizovatelných algoritmů

mnoho nezávislých stavových automat̊u
nutnost zamyslet se nad výrazně odlǐsným algoritmem pro
daný problém
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Divergence p̌ŕıstupu do paměti

Divergence p̌ŕıstupu do paměti

neńı-li do paměti p̌ristupováno po souvislých bloćıch v rámci
warpu, snižuje se jej́ı propustnost

často velmi těžko p̌rekonatelný problém

pr̊uchod obecného grafu

může vyžadovat využit́ı odlǐsných datových struktur

práce s ř́ıdkými maticemi

u rigidněǰśıch struktur si lze často pomoci on-chip pamět́ı

transpozice matic
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Latence GPU

GPU je dnes často propojena se zbytkem systému p̌res PCI-E

koṕırováńı vstupů/výstupů je relativně pomalé

akcelerovaný algoritmus muśı provádět dostatečné množstv́ı
aritmetiky na p̌renášená data

násobeńı matic je vhodné (O(n3) operaćı na O(n2) dat)
sč́ıtáńı vhodné neńı (O(n2) operaćı na O(n2) dat), může být
však součást́ı věťśıho problému
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