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Paralelismus
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Paralelismus GPU

Paralelni algoritmy je nutno navrhovat vzhledem k paralelismu,
ktery poskytuje HW

@ v pfipad& GPU se jednd o pole SIMT multiprocesor( pracujici
nad spoleénou paméti

Dekompozice pro GPU
@ hrubozrnné rozdé&leni problému na &asti nevyZadujici intenzivni
komunikaci/synchronizaci

@ jemnozrnné rozdg&leni blizké vektorizaci (SIMT je ale vice
flexibilni)
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Paralelismus
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SIMT

Na jednu jednotku spoustéjici instrukce pfipada nékolik skaldrnich
procesorti (SP)
G80

@ 8 SP na jednotku spoustgjici instrukce
@ nova instrukce je spusténa kazdé 4 cykly

@ 32 vldken (tzv. warp) musi provad&t stejnou instrukci
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Paralelismus
0e00

SIMT

Na jednu jednotku spoustéjici instrukce pfipada nékolik skaldrnich
procesorti (SP)
G80

@ 8 SP na jednotku spoustgjici instrukce
@ nova instrukce je spusténa kazdé 4 cykly
@ 32 vldken (tzv. warp) musi provad&t stejnou instrukci
A co vétveni kédu?
@ pokud &ast vldken ve warpu provadi jinou instrukci, b&h se
serializuje

@ to sniZuje vykon, snazime se divergenci v rdmci warpu pfedejit
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Paralelismus
0e00

SIMT

Na jednu jednotku spoustéjici instrukce pfipada nékolik skaldrnich
procesorti (SP)
G80

@ 8 SP na jednotku spoustgjici instrukce

@ nova instrukce je spusténa kazdé 4 cykly

@ 32 vldken (tzv. warp) musi provad&t stejnou instrukci
A co vétveni kédu?

@ pokud &ast vldken ve warpu provadi jinou instrukci, b&h se

serializuje

@ to sniZuje vykon, snaZime se divergenci v ramci warpu predejit

Multiprocesor je tedy MIMD (Multiple-Instruction

Multiple-Thread) z programatorského hlediska a SIMT
(Single-Instruction Multiple-Thread) z vykonového.
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Paralelismus
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Vlastnosti vlaken

Oproti CPU vldknim jsou GPU vldkna velmi ,,lehk3”.
@ jejich b&h mize byt velmi kratky (desitky instrukci)
e muZe (mé&lo by) jich byt velmi mnoho
@ nemohou vyuZivat velké mnoZstvi prostfedki
VlIdkna jsou seskupena v blocich
@ ty jsou spoustény na jednotlivych multiprocesorech
@ dostate¢ny pocet bloki je dllezity pro $kadlovatelnost

Pocet vldken a blokl na multiprocesor je omezen.
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Paralelismus
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Maskovani latence paméti

Paméti maji latence
@ globdlni pam&t ma vysokou latenci (stovky cykli)

o registry a sdilend pamé&t maji read-after-write latenci
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Maskovani latence paméti

Paméti maji latence

@ globdlni pam&t ma vysokou latenci (stovky cykli)

o registry a sdilend pamé&t maji read-after-write latenci
Maskovani latence paméti je odlisné, nez u CPU

@ 7adné provadéni instrukci mimo pofadi

@ lasto zadnd cache
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Paralelismus
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Maskovani latence paméti

Paméti maji latence
@ globdlni pam&t ma vysokou latenci (stovky cykli)
o registry a sdilend pamé&t maji read-after-write latenci
Maskovani latence paméti je odlisné, nez u CPU
@ 7adné provadéni instrukci mimo pofadi
@ Casto Zadnd cache
Kdyz néjaky warp ¢ekd na data z paméti, je moZné spustit jiny
@ umozZni maskovat latenci paméti
@ vyZzaduje spusténi Fadové vice vlaken, neZ ma GPU jader

@ planovani spusténi a pFepinani vldken je realizovano p¥imo v
HW bez overheadu
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Paralelismus
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Maskovani latence paméti

Paméti maji latence
@ globdlni pam&t ma vysokou latenci (stovky cykli)
o registry a sdilend pamé&t maji read-after-write latenci
Maskovani latence paméti je odlisné, nez u CPU
@ 7adné provadéni instrukci mimo pofadi
@ Casto Zadnd cache
Kdyz néjaky warp ¢ekd na data z paméti, je moZné spustit jiny
@ umozZni maskovat latenci paméti
@ vyZzaduje spusténi Fadové vice vlaken, neZ ma GPU jader
@ planovani spusténi a pFepinani vldken je realizovano p¥imo v
HW bez overheadu

Obdobna situace je v p¥ipadé synchronizace.
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Optimalizace pfistupu do paméti
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Optimalizace pfistupu do globalni paméti

Rychlost globalni paméti se snadno stane bottleneckem

@ Sitka pasma globalni paméti je ve srovnani s aritmetickym
vykonem GPU mald (desitky aZ stovky flops na pfenos slova)

@ latence 400-600 cykli

P¥i Spatném vzoru paralelniho p¥istupu do globalni paméti snadno
vyrazné snizime propustnost

@ k paméti je nutno pFistupovat sdruzen& (coalescing)
@ je vhodné vyhnout se uZivani pouze podmnoZiny pamé&tovych
regionl (partition camping)
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Optimalizace pfistupu do paméti
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SdruZeny p¥istup do paméti (c.c. < 2.0)

Rychlost GPU paméti je vykoupena nutnosti pfistupovat k ni po
vétsich blocich
@ jedna pamé&tova transakce miize prenaset 32-, 64-, nebo
128-bytovid slova
@ polovina warpu (16 vldken) pfistupuje do pamé&ti paraleln&
@ uGPUscc. <12
o blok paméti, ke kterému je p¥istupovano, musi za&inat na
adrese délitelné Sestnactindsobkem velikosti datovych elementd
e k-té vldkno musi pFistupovat ke k-tému elementu bloku
o nékteré vlakna nemusi participovat
e Vv p¥ipadé, Ze nejsou tato pravidla dodrZena, je pro kaZdy
element vyvoldna zvlastni pam&tova transakce
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Optimalizace pfistupu do paméti
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SdruZeny p¥istup do paméti (c.c. < 2.0)

GPU s c.c. > 1.2 jsou méné restriktivni
@ prenos je rozdélen do 32-, 64-, nebo 128-bytovych transakci
tak, aby byly uspokojeny v8echny poZadavky co nejniZsim
poétem transakci
@ poradi vlaken mize byt vzhledem k pfendSenym elementiim
libovolné permutované
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Optimalizace pfistupu do paméti
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SdruZeny p¥istup do paméti (c.c. < 2.0)

Vldkna jsou zarovnand, blok elementi souvisly, po¥adi neni
permutované — sdruzeny pfistup na viech GPU.
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Optimalizace pfistupu do paméti
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Nezarovnany p¥istup do paméti (c.c. < 2.0)

VlIdkna nejsou zarovnand, blok elementd souvisly, pofadi neni
permutované — jedna transakce na GPU s c.c. > 1.2.

| |
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Optimalizace pfistupu do paméti
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Nezarovnany pf¥istup do paméti(c.c. < 2.0)

Obdobny p¥ipad mize vézt k nutnosti pouzit dv& transakce.
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Optimalizace pfistupu do paméti
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Vykon p¥i nezarovnaném p¥istupu (c.c. < 2.0)

Star$i GPU provadi pro kazdy element nejmensi moZny p¥enos,
tedy 32-byti, coZ redukuje vykon na 1/8.
Nové GPU (c.c. > 1.2) provadi dva p¥enosy.
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Optimalizace pfistupu do paméti
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Vykon pfi prokladaném p¥istupu (c.c. < 2.0)

GPU s c.c. > 1.2 mohou ptenaset data s mensimi ztradtami pro
mensi mezery mezi elementy, se zvétSovanim mezer vykon
dramaticky klesa.
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Optimalizace pfistupu do paméti
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P¥istup do globdlni paméti u Fermi (c.c. > 2.0)

Fermi ma L1 a L2 cache
@ L1: 256 byte na ¥adek, celkem 16 KB nebo 48 KB na
multiprocesor
@ L2: 32 byte na Fadek, celkem 768 KB na GPU
Jaké to pfinasi vyhody?
@ programy s nepredvidatelnou datovou lokalitou mohou béZet
efektivngji
@ nezarovnany pfistup — v principu zadné zpomaleni
@ prokladany p¥istup — data musi byt vyuZita d¥ive, nez zmizi z
cache, jinak stejny &i v&tsi problém jako u c.c. < 2.0 (L1 lze
vypnout pro zamezeni overfetchingu)
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Optimalizace pfistupu do paméti
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HW organizace sdilené paméti

Sdilend pamét je organizovdna do pamé&tovych bank, ke kterym je
mozné pristupovat paraleln&

@ c.c. 1.x 16 bank, c.c. 2.x 32 bank, pamé&tovy prostor mapovan
proklddané s odstupem 32 bitli

@ pro dosazeni plného vykonu paméti musime pfistupovat k
datlim v rozdilnych bankach

@ implementovan broadcast — pokud vSichni pFistupuji ke
stejnému (daji v paméti
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Optimalizace pfistupu do paméti
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Konflikty bank

Konflikt bank

e dojde k n&mu, pfistupuji-li nékterd vldkna v warpu/pilwarpu k
datlim ve stejné pamé&tové bance (s vyjimkou, kdy vldkna
pFistupuji ke stejnému mistu v paméti)

@ v takovém pFipadé se pfistup do paméti serializuje

@ zpomaleni bé&hu odpovida mnoZstvi paralelnich operaci, které
musi pamé&t provést k uspokojeni poZadavku

e je rozdil, pFistupuje-li &ast vldken k rliznym datlim v jedné
bance a ke stejnym datlim v jedné bance

Ji¥i Filipovit Optimalizace pro GPU hardware



Optimalizace pfistupu do paméti
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Pt¥istup bez konflikti
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Optimalizace pfistupu do paméti
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Vicecestné konflikty

Thread 0 ],——4 " Bank 0 Thread 0 Banko
Thread 1 Bank 1 Thread 1 Bank
Thread 2 P Bank2 Thread 2 Bank2
Thread 3 Bank3 Thread 3 Bank3
Thread 4 " anka Thraad 4 |/ Banka
Thread § Bank s Thread 5 Banks
Thread § Bank 6 Thread 6 Banks
Thread 7 Bank? Thread 7 Bank?
Thread 8 Banks Thread 8 Banks
Thread 8 Banko Thread 9 Banko
Thread 10 Bank 10 Thread 10 Bank 10
Thread 11 Bank 11 Thread 11 Bank 11
Thread 12 Bank 12 Thread 12 Bank 12
Thread 13 Bank 13 Thread 13 Bank 13
Thread 14 Bank 14 Thread 14 Bank 14

Bank 15
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Broadcast
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Optimalizace pfistupu do paméti
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Vzory pfistupu

Zarovnani neni tfeba, negeneruje bank conflicty
int x = s[threadIdx.x + offset];
Prokladani negeneruje konflikty, je-li ¢ liché

int x = s[threadIdx.x * c];

P¥istup ke stejné proménné negeneruje na c.c. 2.x konflikty nikdy,
na 1,x je-li pocet ¢ vldken pristupujici k promé&nné nisobek 16

int x = s[threadIdx.x / c];

Optimalizace pro GPU hardware



Optimalizace pfistupu do paméti
°

Komunikace CPU-GPU

P¥enosy mezi systémovou a grafickou paméti

@ je nutné je minimalizovat (&asto i za cenu neefektivni &asti
vypottu na GPU)

@ mohou byt zrychleny pomci page-locked paméti
@ je vyhodné ptendset vétsi kusy soucasné

@ je vyhodné prekryt vypolet s pfenosem
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Transpozice matic
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Transpozice matic

Z teoretického hlediska:

__global_

}

@ trividlni problém

@ trividlni paralelizace

@ jsme trividln& omezeni propustnosti paméti (ned&ldme zadné
flops)

_ void mtran(float *odata, float* idata, int n){

int x = blockIdx.x * blockDim.x + threadIdx.x;

int y = blockIdx.y * blockDim.y + threadIdx.y;
odata[x*n + y]| = idata[y*n 4+ x];
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Transpozice matic
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Spustime-li kéd na GeForce GTX 280 s pouZitim dostateéné& velké
matice 4000 x 4000, bude propustnost 5.3 GB/s.
Kde je problém?
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Transpozice matic
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Spustime-li kéd na GeForce GTX 280 s pouZitim dostateéné& velké
matice 4000 x 4000, bude propustnost 5.3 GB/s.

Kde je problém?

P¥istup do odata je prokladany! Modifikujeme transpozici na
kopirovani:

odata[y#n 4+ x] = idata[y*n + x];

a ziskdme propustnost 112.4 GB/s. Pokud bychom p¥istupovali s
proklddanim i k idata, bude vyslednd rychlost 2.7 GB/s.
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Transpozice matic
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Odstrané&ni prokladani

Matici miZeme zpracovavat po dlazdicich
@ nalteme po ¥adcich dlazdici do sdilené paméti
@ ulozime do globalni paméti jeji transpozici taktéZ po ¥adcich

o diky tomu je jak Cteni, tak zdpis bez prokladani
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Transpozice matic
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7 7

Odstrané&ni prokladani

Matici miZeme zpracovavat po dlazdicich
@ nalteme po ¥adcich dlazdici do sdilené paméti
@ ulozime do globalni paméti jeji transpozici taktéZ po ¥adcich
o diky tomu je jak Cteni, tak zdpis bez prokladani
Jak velké dlazdice pouZit?
@ budeme uvaZovat dlaZdice &tvercové velikosti
@ pro sdruzené &teni musi mit ¥adek dlazdice velikost délitelnou
16

@ v Uvahu pf¥ipadaji dlazdice 16 x 16, 32 x 32 a 48 x 48 (jsme
omezeni velikosti sdilené paméti)

@ nejvhodnéjsi velikost uréime experimentdalné
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Transpozice matic
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DlaZdicova transpozice

__global__ void mtran_coalesced(float xodata, float xidata, int n)
__shared__ float tile[TILE_DIM][TILE_DIM];

int x = blockIdx.x * TILE_DIM 4 threadIdx.x;
int y = blockIdx.y *x TILE_DIM 4 threadIdx.y;
int index_in = x + y*n,;

x = blockIdx.y * TILE_DIM + threadIdx.x;

y = blockIdx.x * TILE_DIM + threadIdx.y;

int index_out = x 4+ y*n;

for (int i = 0; i < TILE_DIM; i += BLOCK_ROWS)
tile[threadIdx.y+i][threadIdx.x] idata[index_in+ixn]

__syncthreads ();

for (int i = 0; i < TILE_DIM; i 4= BLOCK_ROWS)
odata[index_out4i*n] = tile[threadIdx.x][threadIdx.y+i];
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Transpozice matic
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(T4 s

Nejvyssi vykon byl naméFen pfi pouZiti dlaZdic velikosti 32 x 32,
velikost bloku 32 x 8, a to 75.1GB/s.
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Transpozice matic
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Nejvyssi vykon byl naméFen pfi pouZiti dlaZdic velikosti 32 x 32,
velikost bloku 32 x 8, a to 75.1GB/s.

@ to je vyrazné lepsi vysledek, nicméné stale nedosahujeme
rychlosti pouhého kopirovani
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Transpozice matic
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(T4 s

Nejvyssi vykon byl naméFen pfi pouZiti dlaZdic velikosti 32 x 32,
velikost bloku 32 x 8, a to 75.1GB/s.

@ to je vyrazné lepsi vysledek, nicméné stale nedosahujeme
rychlosti pouhého kopirovani
o kernel je vSak sloZitéjsi, obsahuje synchronizaci

@ je nutno ovéfit, jestli jsme narazili na maximum, nebo je jest&
nékde problém
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Transpozice matic
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(T4 s

Nejvyssi vykon byl naméFen pfi pouZiti dlaZdic velikosti 32 x 32,
velikost bloku 32 x 8, a to 75.1GB/s.
@ to je vyrazné lepsi vysledek, nicméné stale nedosahujeme
rychlosti pouhého kopirovani
o kernel je vSak sloZitéjsi, obsahuje synchronizaci

@ je nutno ovéfit, jestli jsme narazili na maximum, nebo je jest&
nékde problém

@ pokud pouze kopirujeme, dosdhneme vykonu 94.9GB/s
@ néco jest& neni optimalni
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Transpozice matic
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Sdilend pamét

P¥i &teni globdIni paméti zapisujeme do sdilené paméti po fadcich.

tile[threadIdx.y+i][threadIdx.x] = idata[index_in4ixn];
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Transpozice matic
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Sdilend pamét

P¥i &teni globdIni paméti zapisujeme do sdilené paméti po fadcich.
tile[threadIdx.y+i][threadIdx.x] = idata[index_in4ixn];

P¥i zapisu do globalni paméti éteme ze sdilené po sloupcich.
odata[index_out+i*n] = tile[threadIdx.x][threadIdx.y+i];

To je Cteni s prokladanim, které je nasobkem 16, cely sloupec je
tedy v jedné bance, vznikd 16-cestny bank conflict.
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Transpozice matic
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Sdilend pamét

P¥i &teni globdIni paméti zapisujeme do sdilené paméti po fadcich.
tile[threadIdx.y+i][threadIdx.x] = idata[index_in4ixn];

P¥i zapisu do globalni paméti éteme ze sdilené po sloupcich.
odata[index_out+i*n] = tile[threadIdx.x][threadIldx.y+i];

To je Cteni s prokladanim, které je nasobkem 16, cely sloupec je
tedy v jedné bance, vznikd 16-cestny bank conflict.

Resenim je padding:

__shared_

float tile[TILE_DIM][TILE_DIM + 1];
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Transpozice matic
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Nyni dosahuje na%e implementace vykon 93.4 GB/s.
@ obdobny vysledek, jako p¥i pouhém kopirovani

@ zd3 se, Ze vyraznéji lepsiho vysledku jiz pro danou matici
nedosdhneme

@ pozor na riznou velikost vstupnich dat (tzv. partition
camping, neni problém u Fermi)
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Transpozice matic
0000

Zhodnoceni vykonu

Veskeré optimalizace slouzily pouze k lepsimu pFizpiisobeni-se
vlastnostem HW

@ presto jsme dosahli 17.6x zrychlenf{

@ pti formulaci algoritmu je nezbytné vénovat pozornost
hardwareovym omezenim

@ jinak miZeme ztratit vyhodu vy3siho vykonu GPU...
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Transpozice matic
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Vyznam optimalizaci

Pozor na vyznam optimalizaci

@ pokud bychom si zvolili testovaci matice velikosti 4096 x 4096
namisto 4000 x 4000, byl by efekt odstranéni konfliktl ve
sdilené paméti po odstranéni prokladdaného p¥istupu prakticky
neznatelny

@ po odstranéni partition campingu by se vSak jiz konflikty bank
vykonnostné projevily!

@ je dobré postupovat od obecné& zdsadnéjSich optimalizaci k
té€m méné zasadnim

@ nevede-li n&ktera (prokazateln& korektni :-)) optimalizace ke
zvy$eni vykonu, je tfeba provéFit, co algoritmus brzdi
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Skalarni optimalizace
.

Rychlost provadéni instrukci

Nékteré instrukce jsou v porovnani s ostatnimi pomalejsi, nez u
procesoru

o celotiselné déleni a modulo

@ 32-bitové ndsobeni celych &isel u c.c. 1.x

@ 24-bitové ndsobeni celych &isel u c.c. 2.x
Nékteré jsou naopak rychlejsi

@ méné presné verze provadéné na SFU

e __sinf(x), __cosf(x), __expf(x), __sincosf(x), __rsqrtf(x) aj.
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Skalarni optimalizace
.

Malé cykly maji zna&ny overhead

@ je tfeba provdadét podminéné skoky

@ je tfeba updatovat kontrolni proménnou

@ podstatnou &3st instrukci miZe tvofit pointerova aritmetika
To lze ¥edit rozvinutim (unrolling)

@ lastecné je schopen délat kompilator

@ mizZeme mu pomoci ruénim unrollingem, nebo pomoci
direktivy #pragma unroll

Optimalizace pro GPU hardware



Redukce
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Soudet prvki vektoru

Pro vektor v o n prvcich chceme spotitat x = > 1 v;.
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Redukce
®00

Soudet prvki vektoru

Pro vektor v o n prvcich chceme spotitat x = > 1 v;.
Zapis v jazyce C
int x = 0;
for (int i = 0; i < n; i++4)
x += v[i];

Jednotlivé iterace cyklu jsou na sobé zavislé.
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Redukce
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Soudet prvki vektoru

’ 7, n

Pr,o _vekt_or v o n prvcich chceme spotitat x = )" ; v;.
Zapis v jazyce C
int x = 0;
for (int i = 0; i < n; i++4)

x += v[i];
Jednotlivé iterace cyklu jsou na sobé zavislé.

@ nemiiZzeme udélat v8echnu praci paralelné

@ stitani je vak (alespoii teoreticky :-)) asocitativni

@ neni tedy nutno poditat sekvencné
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Paralelni algoritmus

PYedstaveny sekven&ni algoritmus provadi pro 8 prvkii vypocet:

((((((v1 + v2) + v3) + va) + v5) + v6) + v7) + v8
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Paralelni algoritmus

PYedstaveny sekven&ni algoritmus provadi pro 8 prvkii vypocet:

((((((v1 + v2) + v3) + va) + v5) + v6) + v7) + v8

S&itani je asociativni... spfehdzejme tedy zavorky:
(v +v2) + (v3 + va)) + ((vs + v6) + (v + w8))
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Paralelni algoritmus

PYedstaveny sekven&ni algoritmus provadi pro 8 prvkii vypocet:

((((((v1 + v2) + v3) + va) + v5) + v6) + v7) + v8

ani je asociativni... spfehdzejme tedy zavorky:

((V1 +v2) + (va + va)) + ((vs + v6) + (v7 + )
Nyni miZeme pracovat paraleln&

@ v prvnim kroku provedeme 4 s&itani
@ ve druhém dvé
@ ve tfetim jedno

Celkové stejné mnozstvi prace (n — 1 s&itdni), ale v log, n
paralelnich krocich!
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Paralelni algoritmus

Nasli jsme vhodny paralelni algoritmus

@ provadi stejné mnoZstvi operaci jako sériova verze

@ pri dostatku procesorii je proveden v logaritmickém &ase
S&itdme vysledky predeslych souttil

@ predeslé soulty provadélo vice vlaken

@ vyzaduje globalni bariéru
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Naivni pfistup

Nejjednodussi schéma algoritmu (n je mocnina dvou):
o kernel pro suda i < n provede outfi/2] = infi] + infi+1]
@ opakujeme pro n /= 2 dokud n > 1 s prohozenim in/out
Omezeni vykonu
@ 2n C&teni z globdlni paméti
@ n zapisl do globalni paméti
@ log, n voldni kernelu

Na jednu aritmetickou operaci p¥ipadaji 3 pamé&tové prenosy, navic
je neptijemny overhead spousténi kernelu.
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VyuZiti rychleji paméti

V rdmci volani kernelu miiZeme posditat vice, neZ jen dvojice
@ kazdy blok bx na¢te m prvkd do sdilené paméti

@ provede redukci (ve sdilené paméti v log, m krocich)

m-bx+m—1

e uloZi pouze jedno &islo odpovidajici > ;" "/ ;

Vyhodn&j§i z hlediska pamé&tovych prenosii i spousténi kerneli
°n+ +m2+ + Iog (n_l)mi_
e priblizné n+ . Cteni, % zapisi

o log,, n spusténi kernelu
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Implementace 1

__global__ void reducel(int *v){
extern __shared__ int sv[];

unsigned int tid = threadIdx.x;

unsigned int i = blockIdx.x*blockDim.x 4+ threadIdx.x;
sv[tid] = v[i];

__syncthreads ();

for(unsigned int s=1; s < blockDim.x; s *x= 2) {
if (tid % (2xs) == 0)
sv[tid] 4= sv[tid + s];
__syncthreads ();

}

if (tid = 0)
v[blockIdx.x] = sv[0];
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Vysokd droven divergence
@ prvni iteraci pracuje kazdé 2. vldkno
@ druhou iteraci pracuje kazdé 4. vldkno
@ tfeti iteraci pracuje kazdé 8 vlakno
@ atd.
PY¥enos (GTX 280) 3.77 GB/s, 0.94 MElem/s.
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Implementace 2

Nahradime indexaci ve for cyklu

for (unsigned int s = 1; s < blockDim.x; s = 2) {
int index = 2 *x s % tid;
if (index < blockDim.x)
sv[index] += sv[index + s];
__syncthreads ();

-

P¥enos 8.33GB/s, 2.08 MElem /s.

v

Resi divergenci, generuje konflikty bank.
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Implementace 3

Tak jesté jinak...

for (unsigned int s = blockDim.x/2; s > 0; s >>= 1) {
if (tid < s)

sv[tid] 4= sv[tid + s];

syncthreads ();

}

Z4dn3 divergence ani konflikty.
P¥enos 16.34 GB/s, 4.08 MElem/s.
Polovina vlaken nic nepodita...
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Implementace 4

Y4

Prvni s¢itdni provedeme jiz béhem naditdni.

unsigned int i = blockIdx.x*(blockDim.x%2) + threadIdx.x;
sv[tid] = v[i] + v[i+blockDim.x];

P¥enos 27.16 GB/s, 6.79 MElem/s.

Data zfejmé &teme optimalng, stile je zde v8ak vykonova rezerva —
zamé&fme se na instrukce.
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Implementace 5

V jednotlivych krocich redukce ubyva aktivnich vlaken

@ nakonec bude pracovat pouze jeden warp

@ ten je na starSich GPU synchronizovan implicitné, mizeme

tedy odebrat __syncthreads()
e musime st&itat pfes volatile proménnou

e podminka if(tid < s) je zde zbyteZnd (nic neudeti)
MZeme unrollovat posledni warp. Pozor, pokud vynechdme
__syncthreads(), jednd se o poruseni obecné korektnosti kédu
(funk&ni pouze na HW s velikosti warpu délitelnou 32 u GPU
stardich nez Volta).
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Implementace 5

float mySum = O;

for (umsigned int s = blockDim.x/2; s > 32; s >>= 1){
if (tid < s)
sv[tid] = mySum = mySum + sv[tid + s];
__syncthreads ();

}

if (tid < 32){
volatile float *s = sv;
s[tid] = mySum = mySum + s[tid + 32]; //--syncthreads();
s[tid] = mySum = mySum + s[tid + 16]; //__syncthreads ();
s[tid] = mySum = mySum + s[tid + 8]; //--syncthreads();
s[tid] = mySum = mySum + s[tid + 4]; //_-_syncthreads();
s[tid] = mySum = mySum + s[tid + 2]; //-_syncthreads ();
s[tid] = mySum = mySum + s[tid + 1];

}

USetFime &as i ostatnim warpim (skon&i dfive s for cyklem).
P¥enos 37.68 GB/s, 9.42 MElem//s.
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Implementace 6

Jak je to s rozvinutim for cyklu?
Zname-li polet iteraci, mizeme cyklus rozvinout

@ pocet iteraci je zavisly na velikosti bloku
M{zZeme byt obecni?
@ algoritmus pracuje s bloky o velikosti 2"
o velikost bloku je shora omezena
@ zname-li pfi kompilaci velikost bloku, miZeme pouZit $ablonu

template <unsigned int blockSize>
__global__ void reduce6(int *v)
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Implementace 6

Podminky s blockSize se vyhodnoti jiz p¥i ptekladu:

if (blockSize >= 512){
if (tid < 256)
sv[tid] = mySum = mySum 4 sv[tid + 256];
__syncthreads ();
}
if (blockSize >= 256){
if (tid < 128)
sv[tid] = mySum = mySum + sv[tid + 128];
syncthreads ();

}

if (blockSize >= 128){

if (tid < 64)
sv[tid] = mySum = mySum + sv[tid + 64];
syncthreads ();

}
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Implementace 6

Spusténi kernelu:

reduceb<block><<<grid, block, mem>>>(d_v);

P¥enos 50.64 GB/s, 12.66 MElem/s.
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Implementace 7

MaZeme algoritmus jest& vylepsit?
Vratme se zpét ke sloZitosti:
o celkem log n kroki

Y4

@ celkem n — 1 s¢itani

s

@ Casova slozitost pro p vldken b&Zicich paraleln& (p procesori)
O(5 + log n)
Cena paralelniho vypoétu
@ definovdna jako pocet procesorl krat ¢asova slozitost

@ pridélime-li kazdému datovému elementu jedno vldkno, lze
uvaZzovat p=n

@ pak je cena O(n - log n)

@ neni efektivni
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Implementace 7

SniZeni ceny

_n_
logn

kaZzdé vldkno provede O(log n) sekven&nich kroki

e pouzijeme O(-2—) vldken
°
@ nasledng se provede O(log n) paralelnich kroku
@ Casova slozitost zlistane

@ cena se snizi na O(n)

Co to znamenad v praxi?

o redukujeme praci spojenou s vytvarenim vldkna a pointerovou
aritmetikou

@ to pFindsi vyhodu v momenté, kdy mame vyrazné vice vldken,
neZ je tfeba k saturaci GPU

@ navic snizujeme overhead spousténi kerneli
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Implementace 7

Modifikujeme naditani do sdilené paméti

unsigned int gridSize = blockSize*2xgridDim.x;
sv[tid] = 0;

while(i < n){
sv[tid] 4= v[i] + v[i+blockSize];
i += gridSize;

}

__syncthreads ();

PY¥enos 77.21 GB/s, 19.3 MElem/s.
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Implementace 7

Modifikujeme naditani do sdilené paméti
unsigned int gridSize = blockSize*2xgridDim.x;

sv[tid] = 0;

while(i < n){
sv[tid] 4= v[i] + v[i+blockSize];
i += gridSize;

}

__syncthreads ();

PY¥enos 77.21 GB/s, 19.3 MElem/s.

Jednotlivé implementace jsou k nalezeni v CUDA SDK.
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GPU vs. CPU

GPU vhodngjsi pro vypotty omezené aritmetickou & pamétovou
propustnosti

@ t&%i z vyssich teoretickych maxim (pozor na sbérnici u vypocti
omezenych pamé&tovou propustnosti)
@ nasobeni matic
@ metoda kone¢nych diferenci
CPU vhodnégjsi pro vypoéty omezené latenci

@ komplexni &ip je vice flexibilni, vice vykonu na vldkno (pro
nedostaten& paralelizovatelné problémy), rychlej$i ndhodny
pFistup do paméti

@ prochazeni grafu
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Paralelizace

S&itani vektor(
@ jednoduché datové-paralelni vyjad¥eni
@ z3dna synchronizace
@ potfebujeme velké vektory
Redukce
@ na prvni pohled mize vypadat sekvenéné
@ ve skutenosti realizovatelna v log n krocich

@ (asto je tfeba nedrzet se sekven&ni verze a zamyslet se nad
paralelizaci problému (ne sekven&niho algoritmu)

Algoritmy
®000
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Divergence kodu

Divergence kédu
@ serializace, diverguji-li vlakna uvnit¥ warpu
@ nalezeni nedivergujiciho algoritmu miZe byt snadné
o redukce

o ale také mize prakticky znemoZnit akceleraci nékterych jinak
dob¥e paralelizovatelnych algoritmi
e mnoho nezavislych stavovych automatt
e nutnost zamyslet se nad vyrazn& odlinym algoritmem pro
dany problém

Algoritmy
000

Optimalizace pro GPU hardware



Algoritmy
00®0

Divergence pfistupu do paméti

Divergence pfistupu do paméti
@ neni-li do paméti pfistupovano po souvislych blocich v ramci
warpu, snizuje se jeji propustnost
@ lasto velmi t&€Zko prekonatelny problém
e prichod obecného grafu
@ miZe vyzadovat vyuZiti odlisnych datovych struktur
e prace s fidkymi maticemi
@ u rigidnéjSich struktur si lze ¢asto pomoci on-chip paméti
e transpozice matic
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Latence GPU

GPU je dnes ¢asto propojena se zbytkem systému p¥es PCI-E
@ kopirovani vstupil/vystupd je relativn€ pomalé
@ akcelerovany algoritmus musi provddét dostate¢né mnozstvi
aritmetiky na p¥enasend data
e nisobeni matic je vhodné (O(n®) operaci na O(n?) dat)
o stitani vhodné neni (O(n?) operaci na O(n?) dat), miZe byt
v8ak soulasti vétsiho problému
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