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Tagger

* cil: odstranéni nejednoznacnosti pridéleni znacky urcujici druh slova (POS tag),
v pripadé vice variant vybrana jen jedna

* jednoduché vs. atribute vectors znacky
* rozhodovani podle predesiého kontextu
* hladovy algoritmus — v pripadé hledani Max hodnoty jen aktualni hodnota

* jazykova zavislost



TreeTagger

* Helmut Schmid, Stuttgart 1994

* puvodni vyvoj a testovani na anglictiné, dale na némciné

* desambiguace normalnich slov od vlastnich jmen

* tridy ekvivalence — slova se stejnou mnozinou moznych znacek

* tag bran atomicky, neni délen na casti

* Vitterbiho algoritmus a rozhodovaci strom pro urceni pravdépodobnosti

* Vitterbiho algoritmus:
onajde nejpravdépodobnéjsi sekvenci stavd, ktera vygenerovala pozorovana data



TreeTagger

* rozhodovaci strom:
o binarni
o kazdy token jim projde

o struktura a prorezavani podle informacniho zisku, snaha co nejvice rozlisit moznosti
(70 % vs. 10 %)

o pripadné rozliseni podle dodatecnych podminek




TreeTagger

,he big house”

— 70% pravdépodobost, ze 3.
slovo (house) je NN, 10%, ze je
to ADJ

Pt W% ADJ: 10%

Figure 1: A sample decision tree



TreeTagger

* lexikon — dohledavani tagl pro dané slovo v jiz oznackovanych datech
(napf. Studying)

1. full form lexicon — hledani konkrétniho slova (Studying), pokud nenalezeno,

prevedou se vsechna pismena na mala a znovu se vyhleda. Pokud stale nic
nenalezeno, krok 2

2. suffix lexicon — vytvoren z trénovaciho korpusu, organizovan jako strom, ve
kterém se hleda posloupnost 3 poslednich pismen (nejprve g, poté n a ).
Retézec je ukonCen znakem #. Pokud neuspéesne, krok 3

3. default entry — vracen vychozi vstup, ktery je vytvoren z relativnich frekvenci
v sufixovém strome



TreeTagger

suffix lexicon — priklad Studying




TreeTagger

* nejlépe urci tag s vyuzitim Vitterbiho algoritmu

* mal3a citlivost na velikost korpusu — mensi trénovaci data nezplsobi mensi
presnost

V eV

* nejuspesnéjsi verze — kvatrogramova

* nahrazovani 0: vymeénéni hodnoty 10 19, coz je uzito namisto 0, za hodnotu 0,1
zlepSilo presnost pouze o 0,02 % => tento parametr neni stézejni

method context accuracy
trigram tagger trigram 96.06 %
TreeTagger bigram 95.78 %
TreeTagger (0.1) trigram 96.34 %
TreeTagger quatrogram | 96.36 %
TreeTagger (10 ') | trigram 96.32 %




RFTagger

* Helmut Schmid, Florian Laws, Stuttgart 2008

* oznackovani vety Das zu versteuernde Einkommen sinkt. (,,The to be taxed income
decreases.” The taxable income decreases.)

Das ART.Def.Nom.Sg.Neut

Zu PART.Zu

versteuernde ADJA.Pos.Nom.Sg.Neut

Einkommen N.Reg.Nom.Sg.Neut

sinkt VFIN.Full.3.Sg.Pres.Ind
SYM.Pun.Sent




RFTagger

* postup:
1. trénovani —vlozen velky oznackovany korpus, atributy oddéleny teckou

2. anotace textu — vlozen Cisty text a trénovaci model, vystupem je anotovany text, ve
kterém kazdé slovo ma presné jeden tag

* rozumi strukture tagu
* tagy formou vektoruU atributd

* pevny pocet atributl oddélenych teckou — prvni atribut predstavuje kategorii,
druhy upresnuje

* nejprve urceni slovniho druhu, poté sady morfologickych atributt

* atributy morfologicky vazané — odlisuje se napr. pad u podstatnych a pridavnych

|men



RFTagger

* rozhodovaci stromy
o odlisnost od TreeTagger
o dekompozice na jednotlivé atributy

o pro kazdou hodnotu atributu separatni rozhodovaci strom (o kazdém atributu je
rozhodovano samostatné)

o ziskani pravdépodobnosti pro kazdy atribut (LART Nom)

no




RFTagger

* uziti Skrytych Markovovych modell — modul je pomoci korpusu naucen, ktera
slova muze dat dohromady na zakladé kontextu

» podporuje nemcinu, cestinu, slovenstinu, slovinstinu, madarstinu a rustinu

* nedeéla lemmatizaci, lemma lze ziskat z korpusu

* Lexikon, Wordclass automaton, Maximalni kontextova velikost




Maximalni kontextova velikost

* uzita na vypocitani pravdépodobnosti
* jak daleko do kontextu se tagger muze divat
* kontext 1 = pouze vedlejsi slovo

TreeTagger RFTagger

Baseline — 70,54 % Kontext 1 —90,89 %
Kontext 1 — 86,22 % Kontext 2 — 92,06 %
Kontext 2 — 87,31 % Kontext 10 -92,43 %
Kontext 5 - 87,47 %

Kontext 10 — neuspélo




Publikované vysledky

TreeTagger RFTagger
Penn Treebank (2 mil.) | German Tiger Treebank (886 k)
* 96,81 % e Baseline —69,4 %

e 92,2 %
Stuttgart Zeitung (25 k) | Czech Academic corpus (652 k)
* 97,53 % 89,53 %




Ostatni taggery

- Desam — kombinovany tagger, ktery vyuziva Vitterbiho algoritmus

* Czech Tagger

* Morce

* Morphodita




Tvorba POS taggeru v Pythonu

* POS tagging — strojové uceni s ucitelem

* Case-sensitive features
o tagger si vsima rozdilu velkych a malych pismen

o vyhodné u gramaticky spravného textu
o robustni tagger

o case-sensitive features nevhodné
o vhodnéjsi funkce, ktera porovna frekvenci slova s malym a s velkym pismenem v datech z webu

* jednoznacna slova
o netreba kontrolovat tag, staci jen u viceznacnych

* neuzivat zbytecne slozité taggery — napr. Pattern, NLTK



Prumeérovany percepton

* sCitd vahové koeficienty rysl pro kazdou pozici v daném kontextu

* ziskani vahy slova:

vahové koeficienty vSech rysu nastaveny na O

novy par — vstupni parametr (slovo) a POS tag

soucet vahovych koeficientu rysu v daném kontextu = vaha vstupu

odhad hodnoty POS tagu pomoci aktualni vahy vstupu

A S

pokud Spatny odhad
o pfidani +1 k vaham spojenym se spravnou tridou pro tento vstup
o odecteni —1 od vah spojenych se Spatné zvolenou tfidou
o penalizovana vaha, ktera vedla ke Spatnému zaveéru



Ziskani rysu

_get_features(self, i, word, context, prev, prev2):

''*'Map tokens-in-contexts into a feature representation, implemented

set. If the features change, a new model must be trained.'''
add(name, *args):
features.add('+'.join((name,) tuple(args)))

features set()

add( 'bias') # This acts sort of like a prior
add('i suffix', word[-3:])

add('i prefl', word|[@])

add('i-1 tag', prev)

add('i-2 tag', prev2)

add('i tag+i-2 tag', prev, prev2)
add('i word', context|[i])

add( 'i-1 tag+i word', prev, context|[i])
add( 'i-1 word', context[i-1])

add( 'i-1 suffix', context|[i-1][-3:])
add('i-2 word', context[i-2])




Vaha vstupu

train(self, nr_iter, examples):
i range(nr_iter):
features, true_tag examples:
guess = self.predict(features)
guess true_tag:
f features:
self.weights|f|[true_tag]

self.weights|f|[quess]

random.shuffle(examples)




Prumeérovany perceptron

* v nékolika iteracich zpracovana cela vstupni data

* vysledek predan Vitterbiho algoritmu jako pravdépodobnost prechodu

* nedostatek algoritmu perceptronu:

o nutny primér vah po nékolika iteracich — napr. 5 000 prikladd, 10 iteraci => primeér
vah 50 000 hodnot

o nezménéna hodnota — ulozena do slovniku

o zmenena hodnota — zmeéni se i v nasledujicich iteracich

o bez primérovani:
o algoritmus se bude zabyvat tim, co mél Spatné a prizplsobi tomu cely model
o trénovani na 2 trochu odlisnych datech => Uplné odliSné modely
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