
IB031 – př́ıklady k procvičeńı

POZOR! Zkouškové př́ıklady nemuśı být přesně stejné!

1. Prezentujte (formálně) kompletńı inferenčńı algoritmus K Nearest Nei-
ghbors (KNN).

Neńı nutné specifikovat, jak přesně určujete nejbližš́ı sousedy.

2. Uvažujte dataset D = {((0, 0), 1), ((1, 0), 0), ((0, 1), 0), ((1, 1), 1}. Uvažte
KNN algoritmus s konstantou K (počet uvažovaných soused̊u) a Euklidov-
skou vzdálenost́ı k soused̊um. Pro které body ve čtverci s rohy (0, 0), (1, 0), (0, 1), (1, 1)
bude KNN vracet tř́ıdu 1 pokud

• K = 1

• K = 2

• K = 3

(V př́ıpadě, že nelze rozhodnout mezi tř́ıdami 1 a 0, preferujte tř́ıdu 1.)

3. Prezentujte (formálně) kompletńı algoritmus ID3, ve kterém bude roz-
hodnut́ı o nejlépe klasifikuj́ıćım atributu dáno pomoćı impurity decrease
(ImpDec).

4. Demonstrujte kompletńı výpočet algoritmu ID3 pro trénink rozhodovaćıch
stromů (decision trees) s impurity decrease (ImpDec) na následuj́ıćım da-
tasetu:

index X Y class
1 1 1 Yes
2 1 1 Yes
3 1 1 Yes
4 1 0 Yes
5 0 0 Yes
6 1 0 No
7 0 1 No
8 0 1 No
9 1 0 No
10 0 0 No

Dataset obsahuje dva atributy X,Y , oba s hodnotami v {0, 1}, a tř́ıdu
(class) s hodnotami {Yes,No}.

5. V rámci předchoźıho př́ıkladu (ID3 algoritmus) vypoč́ıtejte confusion ma-
trix, Accuracy, Precision, Recall a F1 skóre výsledného klasifikátoru.

6. Formálně definujte: Accuracy, Precision, Recall a F1 skóre pro multi-class
klasifikaci.

1



7. Uvažme následuj́ıćı confusion matrix:

Actual Predicted
A B C

A 5 2 1
B 0 4 2
C 1 1 6

Vypoč́ıtejte Accuracy, Precision, Recall, F1 skóre pro všechny tř́ıdy.

Součást́ı zkoušky může být i sestaveńı multi-class confusion matrix.

8. Uvažme binárńı klasifikátor do tř́ıd {0, 1}, který vraćı pravděpodobnost
tř́ıdy 1 (tedy hodnotu z intervalu [0, 1]). Následuj́ıćı tabulka popisuje
výsledek aplikace tohoto klasifikátoru na 12 vzorových př́ıklad̊u:

Index 1 2 3 4 5 6 7 8 9 10 11 12
Actual 1 1 1 0 1 1 0 1 0 0 0 0

Predicted .9 .89 .87 .81 .5 .48 .45 .21 .12 .1 .05 .04

ZdeActual je správná tř́ıda,Predicted je výstupńı hodnota klasifikátoru.

• Nalezněte hodnotu thresholdu T takovou, že

Recall[T ] ≤ 0.6

• Rozhodněte a zd̊uvodněte, zda existuje threshold T takový, že

Accuracy[T ] ≥ 0.85

• Spoč́ıtejte kompletně ROC kř́ıvku.

Specifikujte jej́ı hodnoty jako v přednášce, uvažujte threshold T ve vhodných

intervalech.

9. Prezentujte (formálně) Bayesovský klasifikátor. Tedy kompletně popǐste
algoritmus, který na vstupu dostane vektor vlastnost́ı klasifikovaného ob-
jektu a na výstupu dá tř́ıdu.

10. Uvažme dvě kategorie (categories) {111,000} a dvě binárńı vlastnosti (featu-
res):

X1 : Ω → {a, b}, X2 : Ω → {c, d}
Máte k dispozici následuj́ıćı podmı́něné pravděpodobnosti:

P (111) = 0.4

P (X1 = a,X2 = c|Y = 111) = 0.1

P (X1 = a,X2 = d|Y = 111) = 0.2

P (X1 = b,X2 = c|Y = 111) = 0.3

P (X1 = b,X2 = d|Y = 111) = 0.4
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(a) Klasifikujte (b, d) pomoćı Bayesovského klasifikátoru (Bayes classi-
fier) založeného na výše uvedených pravděpodobnostech a předpokladu,
že P (b, d) = 0.3.

Pozor! Nejedná se o naivńı Bayesovský klasifikátor, ale o plný Bayes.

(b) Je Bayesovský klasifikátor optimálńı?

11. Uvažme dvě kategorie (categories) {111,000} a tři binárńı vlastnosti (features):

Xcolor : Ω → {red, blue}, Xsize : Ω → {large, small}, Xshape : Ω → {circle, square}

Máte k dispozici následuj́ıćı podmı́něné pravděpodobnosti:

P (111) = 0.6

P (Xcolor = red|Y = 111) = 0.7

P (Xcolor = red|Y = 000) = 0.5

P (Xsize = large|Y = 111) = 0.3

P (Xsize = large|Y = 000) = 0.6

P (Xshape = circle|Y = 111) = 0.4

P (Xshape = circle|Y = 000) = 0.3

Pomoćı naivńıho Bayesovského klasifikátoru (naive Bayes), založeného na
výše uvedených pravděpodobnostech, klasifikujte (blue, small), (small, square)
a (blue, small, square). Nestač́ı pouze zapsat výsledek klasifikace, je nutné
popsat celý postup výpočtu.

Zde jsou podmı́něné pravděpodobnosti dány, ale můžeme i požadovat je-
jich odhad z tabulky (viz. přednáška).

12. Prezentujte (formálně) perceptronový uč́ıćı algoritmus.

(Pozor, je nutné prezentovat i uč́ıćı dataset!)

13. Prezentujte algoritmus gradientńıho sestupu (gradient descent) pro lineárńı
regresi.

(Pozor, je nutné prezentovat i uč́ıćı dataset a chybovou funkci (error
function)!)

14. Demonstrujte kompletńı výpočet perceptronového algoritmu na tréninkové
množině

D = {((1, 2), 1), ((2, 1), 0)}

za předpokladu, že w⃗(0) = (0,−1,−1) a ε = 1. (Pamatujte, že sgn(y) = 1
pro y ≥ 0 a sgn(y) = 0 pro y < 0.)

Poznámka: V podobném zněńı se na zkoušce může objevit lineárńı regrese!
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15. Prezentujte formálně kompletńı algoritmus K-means clustering.

16. Uvažme následuj́ıćı množinu hodnot:

{0, 2, 3, 5, 8, 9, 10}

Demonstrujte tři iterace algoritmu K-means clustering pro K = 2 a
počátečńı nastaveńı center na 4 a 7.

17. Uvažme následuj́ıćı tabulku vzdálenost́ı objekt̊u z množiny

{A,B,C,D,E, F}

Demonstrujte kompletńı postup aglomerativńıho hierarchického shlukováńı
(agglomerative hierarchical clustering) pro všechny typy linkage: Single,
complete, average. Výsledek znázorněte pomoćı dendrogramů.

Uvažte jeden z výsledných clustering̊u a vypočtěte silhouette score pro ce-
lou množinu objekt̊u (je to pr̊uměr silhouette score pro jednotlivé objekty
v množině).

18. Support vector machines.

(a) Definujte pojmy support vectors a margin (zde postač́ı obrázek).

(b) Formulujte výpočet SVM jako kvadratický optimalizačńı problém
(quadratic optimization problem). Zde požadujeme přesnou formu-
laci včetně kompletńıho matematického zápisu!

V podobném zněńı se mohou objevit libovolné části teorie, kterýkoliv al-
goritmus.

19. Pro danou tréninkovou množinuD = {((0,−1), 1), ((2, 1), 1), ((6,−1),−1)}
nalezněte lineárńı model, který maximalizuje margin (tedy SVM). Model
popǐste ve tvaru váhového vektoru (w0, w1, w2).

Zkuste si to vyřešit obrázkem i s použit́ım teorie z přednášky (řešte kva-
dratický program, uvědomte si, čemu v něm odpov́ıdaj́ı

”
support vec-

tors“). Pro d̊ukladněǰśı procvičeńı zkuste vyhodit prvńı př́ıklad z D, tedy
pracovat jen s D = {((2, 1), 1), ((6,−1),−1)} a také zkuste uvážit D =
{((1,−1), 1), ((2, 1), 1), ((6,−1),−1)}.
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20. Definujte pojem formálńıho neuonu.

21. Prezentujte formálně kompletńı algoritmus zpětné propagace (backpropa-
gation) pro v́ıcevrstvé neuronové śıtě.

Pozor: Zkouška bude obsahovat alespoň jednu otázku vyžaduj́ıćı znalost
a pochopeńı zpětné propagace!

22. Mějme následuj́ıćı dvouvrstvou śıt’ 2-2-1 (tedy se dvěma vstupńımi, jedńım
výstupńım a dvěma skrytými neurony):
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Zde

σ(ξ) =

{
1 ξ ≥ 0

0 ξ < 0

je aktivačńı funkćı každého neuronu, x a y jsou proměnné nabývaj́ıćı libo-
volných reálných hodnot.

(a) Demonstrujte kompletńı vyhodnoceńı śıtě pro vstup (1, 1) při hod-
notách proměnných x = 3 a y = 2.

(b) Nalezněte x, y takové, že pro vstup (1,−2) je výstup śıtě roven 0.

(c) Popǐste množinu všech možných přǐrazeńı hodnot proměnným x, y
takových, že pro vstup (1,−2) je výstup śıtě 1.

(Nápověda: Přǐrazeńı hodnot proměnným x, y lze zapsat jako dvojici
reálných č́ısel, stač́ı tedy popsat př́ıslušnou množinu dvojic pomoćı
soustav nerovnic.)

23. Dejte př́ıklad neuronové śıtě se třemi vstupy, jedńım výstupem a aktivačńı
funkćı

σ(ξ) =

{
1 ξ ≥ 0

0 ξ < 0

která poč́ıtá funkci F : {0, 1}3 → {0, 1} splňuj́ıćı následuj́ıćı (uvažujte
každou podmı́nku zvlášt’):

(a) F (x, y, z) = 1 pro všechna x, y, z ∈ {0, 1}
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(b) F (x, y, z) = 1 právě tehdy, když (x+ y) · z >= 1

(c) F (x, y, z) = 1− F (y, x, 1− z) pro všechna x, y, z ∈ {0, 1} taková, že
x ̸= y

(Pamatujte, že chováńı śıtě nás zaj́ımá pouze na vstupech z {0, 1}3.)
Zamyslete se nad t́ım, co umı́ jeden neuron. Potom co dokážete dělat
pomoćı skládáńı neuron̊u a užit́ım logických/množinových operaćı (které
lze opět implementovat pomoćı neuron̊u ve vyšš́ıch vrstvách). Př́ıklad̊u
jako je tento lze vymyslet nekonečně mnoho :-).

24. Dejte př́ıklad neuronové śıtě se dvěma vstupy, jedńım výstupem a

σ(ξ) =

{
1 ξ ≥ 0

0 ξ < 0

která poč́ıtá funkci F : R2 → {0, 1} splňuj́ıćı následuj́ıćı (uvažujte každou
podmı́nku zvlášt’):

• F (x, y) = 1 právě tehdy, když (x, y) patř́ı do trojúhelńıku s vrcholy
(0, 0), (1, 0), (0, 2)

• F (x, y) = 1 právě tehdy, když (x, y) patř́ı bud’ do trojúhelńıku s vr-
choly (0, 0), (1, 0), (0, 2) nebo do trojúhelńıku s vrcholy (0, 0), (−1, 0),
(0,−2)

Pozor! Zde nás zaj́ımá chováńı na všech vektorech (x, y) ∈ R2.

Řešte podobně jako předchoźı př́ıklad, pouze si uvědomte, že ted’ zálež́ı
na každém bodu v rovině.

25. Uvažmě množinu bod̊u v rovině

{(0, 0), (1, 0), (0, 1), (4, 3)}

Spoč́ıtejte local outlier factor, LOFk, pro všechny čtyři body (objekty) a
k = 2. Jak to dopadne pro k = 1? Jak pro k = 4?

Můžete zaokrouhlovat na dvě desetinná mı́sta.
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