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Navrhování skupin klasifikátorù pomocí

opakovaného výbìru trénovacích dat

Jednou z èasto využívaných možností pøi návrhu klasifikátoru jsou metody

opakovaného výbìru trénovacích dat tak, aby byl dosažen co nejlepší odhad statisti-
ky pro pøedpovìï vlastností klasifikace. Výraznou roli zde hraje skuteènost, že
budou klasifikována nìjaká budoucí data, která samozøejmì nemohla být použita
v okamžiku návrhu klasifikátoru pomocí trénovacích pøíkladù. Potíže pøi návrhu
jsou také zpùsobeny neznámým rozložením hodnot klasifikovaných vzorù.

Výbìrem vzorkù dat se všeobecnì zabývá statistika, zde se zmíníme o nìkolika
vybraných typických metodách používaných ve strojovém uèení za situace, kdy je
nutno vycházet z reálných disponibilních dat.

Existují metody opakovaného výbìru vzorkù, které jsou obecnì zamìøeny na techni-
ky trénování klasifikátorù.

Bagging

Metoda bagging (“rozdìlování do sáèkù”) patøí k nejjednodušším postupùm. Název
je odvozen ze slov bootstrap aggregation, kde se využívá více trénovacích množin,
z nichž každá je vytvoøena výbìrem n’ < n pøíkladù ze základní trénovací množiny

iD. Každá z takto vzniklých podmnožin d � D je použita k natrénování jednoho z
více klasifikátorù. Výsledná klasifikace neznámého datového vzorku je pak urèena
“hlasováním” všech takto vytvoøených klasifikátorù, tj. vzorek je zaøazen do tøídy
urèené vìtšinou. Obvykle jsou všechny tyto klasifikátory stejného typu (napø.
rozhodovací stromy nebo umìlé neuronové sítì)—to, že mohou rozhodovat rùznì,

isouvisí s natrénováním pomocí rùzných trénovacích podmnožin d .
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Nestabilita klasifikaèního algoritmu je vlastnost, kdy vlivem malých zmìn trénova-
cích dat dochází ke vzniku podstatnì rùzných klasifikátorù s relativnì velkými
rozdíly v klasifikaèní pøesnosti (tj. podílu množství správnì klasifikovaných vzorkù
k celkovému množství). K tomu dochází mj. i u rozhodovacích stromù. Bagging

obecnì zlepšuje vlastnosti nestabilních klasifikátorù vzhledem k tomu, že se bere
do úvahy prùmìr z názorù jednotlivých klasifikátorù, avšak teoretický dùkaz tohoto
zlepšení pro libovolný pøípad neexistuje—metoda vychází z experimentálních
zkušeností a není záruka, že bude fungovat vždy, i když velmi èasto ke zlepšení
vede.

Boosting

Cílem metody boosting je zlepšení klasifikaèní pøesnosti libovolného algoritmu
strojového uèení. I zde je základem vytvoøení více klasifikátorù pomocí výbìru
vzorkù ze základní trénovací množiny D.

Boosting vychází z vytvoøení prvního klasifikátoru, jehož klasifikaèní pøesnost je
lepší než 50%. Dále jsou pøidávány další klasifikátory mající stejnou klasifikaèní
vlastnost, takže je vygenerován soubor klasifikátorù, jehož celková klasifikaèní
pøesnost je libovolnì vysoká vzhledem ke vzorkùm v trénovací množinì—klasifika-
ce byla zesílena (boosted).

Pøíklad: nech� má skupina klasifikátorù tøi èleny a klasifikace je do dvou tøíd.

1Prvnì se náhodnì vybere (bez vracení) n  < n trénovacích prvkù z množiny D (n je

1poèet prvkù v D) a vznikne podmnožina D , na níž je natrénován první klasifikátor

1 1C . Staèí, když C  je pouze tzv. slabý žák (weak learner), tj. mùže být pouze o málo
lepší v klasifikaci než kdyby hádal náhodnì—pøesnost jen o málo lepší než 50% je
pouze minimální požadavek; na trénovacích datech mùže také být pøesnost
samozøejmì velmi vysoká.
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2 2V dalším kroku se vytvoøí trénovací množina D  (n trénovacích prvkù) vzhledem

1 1 2k již existujícímu C  tak, aby C  správnì klasifikoval pouze 50% z D  (ze zbylých
prvkù v D se vyhledá postupnì požadované množství správnì a nesprávnì

2 2klasifikovaných). Nyní se natrénuje druhý klasifikátor C  pomocí podmnožiny D ,

1na níž C  selhává.

3 3Nakonec se obdobnì vytvoøí D  (n trénovacích prvkù) vzhledem k již existujícím

1 2 3 1 2C  a C  a natrénuje se C . Zde hraje roli to, zda C  a C  se shodují èi neshodují v

3klasifikaci vzorku—podle toho se vybírají prvky do D  tak, aby již vytvoøené
klasifikátory na nich pøi spoleèné klasifikaci selhávaly.

Neznámý prvek x je pak pøi klasifikaci zaøazen do tøídy, na níž se shodne vìtšina

1 2z vytvoøených klasifikátorù. Napø. když se C  a C  shodují, urèují výsledek.

3Neshodují-li se, je výsledek dán pomocí rozhodnutí C (který se zde tedy shodne

1 2buï s C  nebo C ). Skupinové rozhodování dává lepší pøesnost než libovolný
individuální èlen.

iPro stanovení hodnot n  neexistuje jednoznaèný algoritmus. Obecný požadavek je,
aby se trénování úèastnily všechny vzorky z D, a dále aby poèet trénovacích vzorkù
pro každý klasifikátor byl pøibližnì stejný vzhledem k tomu, že klasifikátory mají
rovnocenný hlas pøi hlasování—mìly by tedy být i rovnocennì vytvoøené. Lze

istanovit, aby ve výše uvedeném pøíkladu pøibližnì n  = n/3. V praxi mohou ale

1vzniknout potíže: snadnìjší klasifikaèní problémy mohou vést k tomu, že C  prostì

2 3 1funguje na vìtšinì dat, takže n  (i n ) pak bude znaènì menší než n  = n/3 (aby se
vyhovìlo podmínkám vytváøení podmnožin) a všechny prvky z D nebudou využity.

1Na druhé stranì mùže pro obtížné klasifikaèní problémy dojít k tomu, že C  správnì

1 2klasifikuje pouze velmi málo trénovacích vzorkù, takže n  << n/3 a n  bude velmi

ivysoké. Øešením je (vzhledem k náhodnosti výbìru n ) opakovat celou boosting

1proceduru nìkolikrát, aby se zajistila co nejlepší hodnota pro n , pøibližnì rov-
nomìrné rozdìlení poètu prvkù do podmnožin a pokud možno i využití všech tré-
novacích vzorkù. K tomu se používají rùzné heuristiky snažící se dodržet výše uve-
dené požadavky.
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Obrázek ukazuje pøípad klasifikace dvourozmìrného problému, kde jsou dvì

1 2klasifikaèní tøídy (symbolizované znaky ! pro tøídu �  a " pro � ) a tøi lineární

klasifikátory (zde—což není podstatné—typu Widrow-Hoff, tj. gradientní hledání
lineární hranice oddìlující tøídy vzhledem k nejmenšímu ètverci chyb). Hlasující
trojice má v tomto pøípadì vždy lepší klasifikaèní pøesnost než jednotlivé
klasifikátory trénované na podmnožinách. Pøesnost je také vyšší než kdyby byl
vygenerován jediný klasifikátor na všech trénovacích vzorcích.
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AdaBoost

AdaBoost (adaptive boosting) je v souèasnosti nejpoužívanìjší variantou metody
boosting—umožòuje pøi návrhu pøidávat slabé žáky tak dlouho, dokud není dosaže-
na urèitá požadovaná nízká hodnota klasifikaèní chyby skupiny klasifikátorù.

Každý trénovací vzorek dostane pøidìlenu váhu, která urèuje pravdìpodobnost jeho
výbìru do trénovací podmnožiny pro jednotlivé klasifikátory z vytváøené skupiny.

Je-li vzorek klasifikován pøesnì, jeho šance na opìtovný výbìr pro následující
klasifikátor klesá; v opaèném pøípadì roste. AdaBoost se takto soustøedí na obtížné
vzorky.

Na poèátku dostanou vzorky stejné hodnoty vah. V každém iteraèním kroku k je vý-
bìrem tvoøena trénovací množina vzhledem k tìmto váhám (které ovlivòují pravdì-

kpodobnost výbìru). Na této množinì je natrénován klasifikátor C .

V následujícím kroku jsou zvýšeny váhy vzorkù klasifikovaných chybnì a sníženy

kváhy vzorkù klasifikovaných správnì pomocí C . Vzorky jsou pak na základì nové-
ho rozdìlení pravdìpodobnosti výbìru použity pøi vytváøení dalšího klasifikátoru

k+1pomocí C  a celý proces iterativnì pokraèuje.

Nech� vzorky (vektory hodnot atributù) x  v celkové trénovací množinì D majíi

iklasifikace y .

kNech� W (i) je k-té diskrétní rozdìlení vah pøes všechny trénovací vzorky.

k k kDále nech� �  je vypoètená váha klasifikátoru C  podle jeho pøesnosti a Z je
normalizaèní konstanta.
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Proceduru AdaBoost pak lze zapsat pomocí následujícího pseudokódu:

1 procedure AdaBoost
2 1 n max 1begin initialize D = {x , y , ..., x , y }, k , W (i) = 1/n, i = 1, ..., n1 n

3

4 do

5 k ktrénuj slabého žáka C  pomocí vzorkù z D vzhledem k W (i)

6 k ktrénovací chyba C  mìøená na D vzhledem k W (i)

7

8

9 maxuntil k = k
10 k k maxreturn C  a �  pro k = 1, ..., k  (vrací klasifikátory a jejich váhy)

11 end

Poznámky:

k kØádek 5: Chyba klasifikátoru C je stanovena vzhledem k rozdìlení W (i) nad D,
pomocí níž je trénován.

k kØádek 8: Z  je normalizaèní konstanta stanovená tak, aby W (i) pøedstavovalo

kskuteèné rozdìlení, a h (x ) je oznaèení kategorie pøidìlené vzorku xi i

kklasifikátorem C  (který je jedním z “hlasující” skupiny klasifikátorù).

Øádek 9: Ukonèení cyklu do—until mùže být také založeno na dosažení dostateè-
nì nízké chyby celé skupiny klasifikátorù.
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Výsledné klasifikaèní rozhodnutí pro testovací vzorek x je založeno na diskriminaè-
ní funkci, která je dána váhovaným souètem výsledkù jednotlivých klasifikátorù:

I když mohou existovat pøípady dat, pro nìž uvedený postup nemusí poskytnout
oèekávané výsledky, tak skupina slabých trénovaných “žákù” je schopna docílit
libovolnì nízké klasifikaèní chyby (pro trénovací data) pro dostateènì velký poèet

maxklasifikátorù k .

kTrénovací chyba slabého žáka C  je:

k kpro nìjakou kladnou hodnotu G  (tj. E < 50%, žák dokáže správnì zaøadit o nìco
více než ½ trénovacích pøíkladù do pøíslušných kategorií). Chyba skupiny klasifiká-
torù pak je:

což ilustruje následující obrázek:
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AdaBoost redukuje trénovací chybu exponenciálnì v závislosti na rostoucím poètu

maxklasifikátorù k  v “hlasující” skupinì. Algoritmus AdaBoost je zamìøen na ty
pøíklady, které zpùsobují klasifikaèní potíže, takže každý další pøidaný klasifikátor
má obecnì vìtší chybu na trénovacích datech než kterýkoliv z pøedchozích (viz
køivku chyba slabého žáka na trénovacích datech). Dokud každý z klasifikátorù ve
skupinì dává lepší než náhodný výsledek (tj. napø. pro dvì kategorie je chyba menší
než 0.5), váhované rozhodnutí celé skupiny zaruèuje pokles chyby na trénovacích
datech. Velmi èasto dochází k podobnému poklesu i na testovacích datech.

Zvyšování poètu klasifikátorù ve skupinì ale mùže vést k tzv. pøetrénování (ztrátì
schopnosti generalizovat vlivem pøílišného zamìøení klasifikátorù na rozeznávání
pouze konkrétních trénovacích dat). Simulaèní experimenty však ukázaly, že k

maxtomu dochází relativnì zøídka i pro extrémnì vysoké hodnoty k . Pro praktickou
aplikaci AdaBoost platí základní pravidlo:

Boosting zlepšuje klasifikaci pouze tehdy, pokud klasifikátory ve skupi-
nì poskytují lepší než jenom náhodné výsledky—to však nelze zaruèit
pøedem.

Navzdory neexistenci záruky a priori, uvedená metoda poskytuje v mnoha reálných
problémech velmi dobré výsledky.


