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Navrhovani skupin klasifikatorti pomoci
opakovaného vybéru trénovacich dat

Jednou z cCasto vyuzivanych moznosti pfi navrhu klasifikatoru jsou metody
opakovaneho vybéru trénovacich dat tak, aby byl dosazen co nejlepsi odhad statisti-
ky pro predpovéd’ vlastnosti klasifikace. Vyraznou roli zde hraje skutecnost, Ze
budou klasifikovana n¢jaka budouci data, ktera samozfejmeé nemohla byt pouZzita
v okamziku névrhu klasifikdtoru pomoci trénovacich ptikladt. Potize pfi navrhu
jsou také zptisobeny nezndmym rozloZenim hodnot klasifikovanych vzort.

Vybérem vzorkd dat se vSeobecné zabyva statistika, zde se zminime o nékolika
vybranych typickych metodach pouzivanych ve strojovém ucéeni za situace, kdy je
nutno vychdazet z redlnych disponibilnich dat.

Existuji metody opakovaného vybéru vzork, které jsou obecné zaméfeny na techni-
ky trénovani klasifikatort.

Bagging

Metoda bagging (“rozdélovani do sackl”) patii k nejjednodussim postuptim. Nazev
je odvozen ze slov bootstrap aggregation, kde se vyuziva vice trénovacich mnozin,
znichz kazda je vytvorena vybérem n’ < n ptikladil ze zakladni trénovaci mnoziny
D. Kazda z takto vzniklych podmnozin d; ¢ D je pouzita k natrénovani jednoho z
vice klasifikatort. Vysledna klasifikace neznamého datového vzorku je pak ur¢ena
“hlasovanim” vSech takto vytvofenych klasifikatori, tj. vzorek je zatazen do tfidy
ur¢ené vétSinou. Obvykle jsou vSechny tyto klasifikatory stejného typu (napf.
rozhodovaci stromy nebo umelé neuronové sit€)—to, Ze mohou rozhodovat riizné¢,
souvisi s natrénovanim pomoci riznych trénovacich podmnozin d..
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Nestabilita klasifika¢niho algoritmu je vlastnost, kdy vlivem malych zmén trénova-
cich dat dochazi ke vzniku podstatné riznych klasifikatori s relativné velkymi
rozdily v klasifika¢ni pfesnosti (tj. podilu mnozstvi spravné klasifikovanych vzorkt
k celkovému mnozstvi). K tomu dochéazi mj. i u rozhodovacich stromi. Bagging
obecné zlepsuje vlastnosti nestabilnich klasifikatorti vzhledem k tomu, Ze se bere
do tivahy priimér z nazort jednotlivych klasifikatort, avSak teoreticky dikaz tohoto
zlepseni pro libovolny pfipad neexistuje—metoda vychazi z experimentdlnich
zkuSenosti a neni zaruka, ze bude fungovat vzdy, i kdyz velmi casto ke zlepSeni
vede.

Boosting

Cilem metody boosting je zlepsSeni klasifikacni pfesnosti libovolného algoritmu
strojového uceni. I zde je zakladem vytvoreni vice klasifikatorii pomoci vybéru
vzorkl ze zakladni trénovaci mnoziny D.

Boosting vychazi z vytvoreni prvniho klasifikatoru, jehoz klasifikacni pfesnost je
lepsi nez 50%. Déle jsou pridavany dalsi klasifikatory majici stejnou klasifikacni
vlastnost, takze je vygenerovan soubor klasifikatord, jehoz celkova klasifika¢ni
presnost je libovolné vysoka vzhledem ke vzorktim v trénovaci mnoziné—klasifika-
ce byla zesilena (boosted).

Priklad: necht ma skupina klasifikatort tfi Cleny a klasifikace je do dvou tfid.
Prvné se nahodné vybere (bez vraceni) n, < n trénovacich prvkl z mnoziny D (n je
pocet prvkl v D) a vznikne podmnozina D,, na niZ je natrénovan prvni klasifikator
C,. Staci, kdyz C, je pouze tzv. slaby zak (weak learner), tj. mize byt pouze o malo
lepsi v klasifikaci nez kdyby hadal ndhodné—piesnost jen o malo lepsi nez 50% je
pouze minimalni pozadavek; na trénovacich datech mize také byt piesnost
samoziejme velmi vysoka.
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V dals$im kroku se vytvoii trénovaci mnozina D, (n, trénovacich prvkll) vzhledem
k jiz existujicimu C, tak, aby C, spravn¢ klasifikoval pouze 50% z D, (ze zbylych
prvkd v D se vyhleda postupné pozadované mnozstvi spravné a nespravné
klasifikovanych). Nyni se natrénuje druhy klasifikator C, pomoci podmnoziny D,,
na niz C, selhava.

Nakonec se obdobné vytvoii D, (n, trénovacich prvkil) vzhledem k jiz existujicim
C, a C, anatrénuje se C,. Zde hraje roli to, zda C, a C, se shoduji ¢i neshoduji v
klasifikaci vzorku—podle toho se vybiraji prvky do D, tak, aby jiz vytvorené
klasifikatory na nich pfi spolecné klasifikaci selhavaly.

Neznamy prvek x je pak pii klasifikaci zatazen do tfidy, na niz se shodne vétSina
z vytvofenych klasifikatord. Napt. kdyz se C, a C, shoduji, urcuji vysledek.
Neshoduji-li se, je vysledek dan pomoci rozhodnuti C, (ktery se zde tedy shodne
bud’ s C, nebo C,). Skupinové rozhodovani dava lepsi presnost nez libovolny
individualni ¢len.

Pro stanoveni hodnot », neexistuje jednoznacny algoritmus. Obecny pozadavek je,
aby se trénovani ucastnily vSechny vzorky z D, a dale aby pocet trénovacich vzorkl
pro kazdy klasifikator byl ptiblizné stejny vzhledem k tomu, Ze klasifikatory maji
rovnocenny hlas pfi hlasovani—mély by tedy byt i rovnocenné vytvoiené. Lze
stanovit, aby ve vySe uvedeném piikladu pfiblizn€ n, = n/3. V praxi mohou ale
vzniknout potize: snadngjsi klasifikacni problémy mohou vést k tomu, ze C, prosté
funguje na vétsin€ dat, takze n, (i n,) pak bude zna¢né€ mensi nez n, = n/3 (aby se
vyhovélo podminkam vytvareni podmnozin) a v§echny prvky z D nebudou vyuzity.
Na druhé strané mize pro obtizné klasifikacni problémy dojit k tomu, ze C, spravné
klasifikuje pouze velmi malo trénovacich vzorkd, takze n, <<n/3 a n, bude velmi
vysoké. Resenim je (vzhledem k nahodnosti vybéru n,) opakovat celou boosting
proceduru nekolikrat, aby se zajistila co nejlepsi hodnota pro n,, pfiblizné rov-
nomeérné rozdéleni poctu prvki do podmnozin a pokud mozno i vyuziti viech tré-
novacich vzorka. K tomu se pouzivaji riizné heuristiky snazici se dodrzet vyse uve-
dené pozadavky.
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Obrazek ukazuje ptipad klasifikace dvourozmémého problému, kde jsou dve
klasifika¢ni tfidy (symbolizované znaky ® pro tfidu R, a © pro R,) a tfi linearni
klasifikatory (zde—coz neni podstatné—typu Widrow-Hoff, tj. gradientni hledani
linearni hranice oddé€lujici tfidy vzhledem k nejmensimu ¢tverci chyb). Hlasujici
trojice ma v tomto pfipad¢ vzdy lepsi klasifikacni pfesnost nez jednotlivé
klasifikatory trénované na podmnozinach. Piesnost je také vyssi nez kdyby byl
vygenerovan jediny klasifikator na vSech trénovacich vzorcich.
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AdaBoost

AdaBoost (adaptive boosting) je v soucasnosti nejpouzivanéjsi variantou metody
boosting—umoziuje pii navrhu pidavat slabé zaky tak dlouho, dokud neni dosaze-
na urCitd pozadovana nizka hodnota klasifika¢ni chyby skupiny klasifikatort.

Kazdy trénovaci vzorek dostane piidélenu vahu, ktera uruje pravdépodobnost jeho
vybéru do trénovaci podmnoziny pro jednotlivé klasifikatory z vytvarené skupiny.

Je-li vzorek klasifikovan pfesné, jeho Sance na opétovny vybér pro nasledujici
klasifikator klesa; v opacném piipade¢ roste. AdaBoost se takto soustiedi na obtizné
vzorky.

Na pocatku dostanou vzorky stejné hodnoty vah. V kazdém itera¢nim kroku & je vy-
bérem tvotena trénovaci mnozina vzhledem k témto vaham (které ovliviiuji pravdé-
podobnost vybéru). Na této mnoziné je natrénovan klasifikator C,.

V nasledujicim kroku jsou zvySeny vahy vzork klasifikovanych chybné a snizeny
vahy vzorkt klasifikovanych spravné pomoci C,. Vzorky jsou pak na zaklade nové-
ho rozdéleni pravdépodobnosti vyb&ru pouzity pii vytvareni dalSiho klasifikatoru
pomoci C,,, a cely proces iterativné pokracuje.

Necht’ vzorky (vektory hodnot atributil) x' v celkové trénovaci mnoziné D maji
klasifikace y..

Necht’ W (i) je k-té diskrétni rozdéleni vah ptes vSechny trénovaci vzorky.

Dale necht’ «, je vypoctena vaha klasifikatoru C, podle jeho pfesnosti a Z, je
normalizacni konstanta.
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Proceduru AdaBoost pak lze zapsat pomoci nésledujiciho pseudokddu:

1 procedure AdaBoost

2 begin initialize D = {x', y,, ..., X", v, }, k..., W,(0) =1/n,i=1, ... n
3 k+—0

4 do k+—Fk+1

5 trénuj slabého zaka C, pomoci vzorkii z D vzhledem k W, (i)

6

E, + trénovaci chyba C, méfend na D vzhledem k W,(i)

1, (1-E,
7 g, «— —In| —=
2 | E
' e™® pro h(x)=y (spravd klasifikace
Z; e™ pro h,(x')=y (chybna klasifikace)
9 until k =k,
10 return C, a o, pro k=1, ..., k,, (vraci klasifikatory a jejich vahy)
11 end
Poznamky:

Radek 5: Chyba klasifikatoru C, je stanovena vzhledem k rozdéleni W,(i) nad D,
pomoci niz je trénovan.

Radek 8: Z, je normalizaéni konstanta stanovend tak, aby W,(i) piedstavovalo
skute¢né rozdéleni, a £,(x') je oznaceni kategorie piidélené vzorku x'

klasifikatorem C, (ktery je jednim z “hlasujici” skupiny klasifikatort).

Radek 9:  Ukongeni cyklu do—until mize byt také zalozeno na dosazeni dostated-
né nizké chyby celé skupiny klasifikatord.
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Vysledné klasifika¢ni rozhodnuti pro festovaci vzorek x je zaloZzeno na diskriminac-
ni funkeci, ktera je dana vdhovanym souctem vysledki jednotlivych klasifikatori:

Finax
g(X) = Z a;ch;c (X)

I kdyZ mohou existovat pfipady dat, pro néz uvedeny postup nemusi poskytnout
ocekavané vysledky, tak skupina slabych trénovanych “zak” je schopna docilit
libovolné nizké klasifikacni chyby (pro trénovaci data) pro dostate¢né velky pocet
klasifikatort £,,,,.

Trénovaci chyba slabého zaka C, je:

1
E i — 5 — Gk
pro né&jakou kladnou hodnotu G, (tj. E, < 50%, zak dokaze spravné zatradit o néco
vicenez % trénovacich piikladt do pfislusnych kategorii). Chyba skupiny klasifika-
tord pak je:

E=

ey
BB = [[faG <o = .

k=

Ti":]?

coz ilustruje nasledujici obrazek:
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AdaBoost redukuje trénovaci chybu exponencialné v zavislosti na rostoucim poctu
klasifikatort k,,, v “hlasujici” skuping. Algoritmus AdaBoost je zaméfen na ty
priklady, které zptisobuji klasifikacni potize, takze kazdy dalsi ptidany klasifikator
ma obecné vétsi chybu na trénovacich datech nez kterykoliv z pfedchozich (viz
kiivku chyba slabého Zdka na trénovacich datech). Dokud kazdy z klasifikatort ve
skupiné dava lepsi neznadhodny vysledek (tj. napt. pro dvé kategorie je chyba mensi
nez 0.5), vahované rozhodnuti celé skupiny zarucuje pokles chyby na trénovacich
datech. Velmi casto dochazi k podobnému poklesu i na testovacich datech.

ZvySovani poctu klasifikatorti ve skupiné ale miize vést k tzv. prretrénovani (ztraté
schopnosti generalizovat vlivem pftiliSného zaméeni klasifikatord na rozeznavani
pouze konkrétnich trénovacich dat). Simulacni experimenty vsak ukazaly, ze k
tomu dochazi relativné ziidka i pro extrémné vysoké hodnoty %, . Pro praktickou
aplikaci AdaBoost plati zakladni pravidlo:

Boosting zlepSuje klasifikaci pouze tehdy, pokud klasifikatory ve skupi-
né poskytuji lepsi nez jenom ndhodné vysledky—to vSak nelze zarucit
predem.

Navzdory neexistenci zaruky a priori,uvedena metoda poskytuje v mnoha redlnych
problémech velmi dobré vysledky.
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