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Parametrizace kinetiky enzym̊u

S + E
k1


k2

ES
k3−→ P + E

• model je parametrizovaný množinou parametr̊u
P = {k1, k2, k3}

• bez valuace všech neznámých (neurčitých) parametr̊u nelze
simulovat

• parametry nemuśı být p̌ŕımo experimentálně mě̌ritelné
• k1, k2 prakticky velmi těžko mě̌ritelné in vitro
• k3 lze źıskat in vitro ale obt́ıžné in vivo
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Estimace parametr̊u

S
Vmax ,K−→ P

• model je parametrizovaný množinou parametr̊u
P = {Vmax ,K}

• Vmax ,K lze źıskat nep̌ŕımo mě̌reńım in vitro
• mě̌ŕı se koncentrace S(0) a odpov́ıdaj́ıćı výkon reakce v
• po transformaci systému v = VmaxS

K+S se soǔradnicemi v ,S na

systém v soǔradnićıch S
v ,S dostáváme:

S

v
=

S

Vmax
+

K

Vmax

toto lze využ́ıt pro lineárńı regresi (Hanes-Woolf plot)

Hanes, CS (1932). ”Studies on plant amylases: The effect of starch concentration upon the velocity of
hydrolysis by the amylase of germinated barley.”. Biochemical Journal 26 (5): 1406-1421.



Parametrizace model̊u a estimace parametr̊u Stochastické vs. deterministické modely

Estimace parametr̊u

• mě̌ŕı se koncentrace S(0) a iniciálńı tok v

• lineárńı regreśı źıskáme K a Vmax

• problémy: chybovost mě̌reńı, nerealizovatelné in vivo

Hanes, CS (1932). ”Studies on plant amylases: The effect of starch concentration upon the velocity of
hydrolysis by the amylase of germinated barley.”. Biochemical Journal 26 (5): 1406-1421.



Parametrizace model̊u a estimace parametr̊u Stochastické vs. deterministické modely

Estimace parametr̊u
Demonstrace v COPASI

• závislost iniciálńıho toku v(0) na iniciálńı koncentraci S(0)

• S(0) samplováno rovnoměrně od 0 do 500

• K (resp. −K ) znázorněno jako bod na ose S
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Estimace parametr̊u

• co je ćılem?
• naj́ıt takovou valuaci parametr̊u, která nejlépe odpov́ıdá

experimentálně zjǐstěným time-course dat̊um
• chceme tedy co nejv́ıce p̌ribĺıžit simulaci experimentálńım

dat̊um (tzv. fitting)

• lineárńı regrese požaduje normálńı rozložeńı chyb mě̌reńı

• transformaćı se nep̌resnosti kumuluj́ı

• model je inherentně nelineárńı
• nelineárńı jsou i namě̌rená data

• problém fittingu chápán jako optimalizačńı problém

• mnoho heuristických metod pro aproximativńı řešeńı
⇒ viz COPASI → Parameter Estimation
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Problém reverzńıho inženýrstv́ı

• tzv. inverzńı problémy
• ćılem je źıskat model z pozorováńı systému
• obecně řešeno v teorii systémů (identifikace systémů)
• pro nelineárńı systémy obecně něrešitelné
• viz. IV120

• obecné schema řešeńı inverzńıho problému:

1. identifikace vztahů mezi proměnnými
2. identifikace funkćı popisuj́ıćıch sémantiku jednotlivých vztahů

(nap̌r. zákon záchováńı hmoty, Michaelis-Menten, Hill, . . . )
3. estimace hodnot parametr̊u ve funkćıch źıskaných

v p̌redch. bodě



Parametrizace model̊u a estimace parametr̊u Stochastické vs. deterministické modely

Estimace parametr̊u optimalizaćı

• obecný postup:

1. srovnej experimentálńı time-course se simulovaným time-course
2. pokud rozd́ıl menš́ı než nastavená tolerance → DONE

jinak modifikuj parametry modelu
3. proveď time-course simulaci modelu
4. iteruj (1)
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Estimace parametr̊u optimalizaćı

• mějme model daný systémem dx
dt = f (x , p) kde x je stavový

vektor a p je vektor hodnot parametr̊u

• uvažujme T = 〈t1, ..., tm〉 rostoućı posloupnost časových bodů
(tzv. časovou řadu)

• p̌redpokládejme posloupnost 〈x(t1), ..., x(tm)〉 je aproximace
řešeńı x(t) zachycená v časové řadě T (simulace)

• zdůrazněme fakt, že simulace byla źıskána p̌ri nastaveńı
hodnot parametr̊u p, označeńım x(t)p

• mějme experiment jako posloupnost vektor̊u namě̌rených
veličin 〈y(t1), ..., y(tm)〉 v časové řadě T

• pro jednoduchost uvažujme dim(x) = dim(y) = 1 (obecně
dim(x) ≥ dim(y) libovolné, ale složitěǰśı formulace)
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Estimace parametr̊u optimalizaćı

• definujeme odchylku experimentu od simulace v časovém
bodě ti jako tzv. reziduál:

r(ti , p) = y(ti )− x(ti )p

• reziduál chápeme jako funkci závislou na nastaveńı parametr̊u
simulovaného modelu

• srovnáńı experimentu a simulace je vyjáďreno jako součet
čtverc̊u reziduál̊u p̌res vš. časové body T :

S(p) =
m∑
i

(r(ti , p))2
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Estimace parametr̊u optimalizaćı

• funkce S(p) se nazývá užitková funkce

• vystihuje pr̊uměrnou odchylku simulace od experimentu p̌res
danou časovou řadu

• minimálńı hodnota S(p) určuje optimálńı vektor hodnot
parametr̊u p, který globálně minimalizuje rozd́ıl mezi
experimentem a modelem

• jedná se o nelineárńı funkci

• počet neurčitých parametr̊u určuje jej́ı dimenzi
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Optimalizačńı krajina
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Procházky po optimalizačńı krajině...

• ĆIL: naj́ıt globálńı minimum

• nejpouž́ıvaněǰśı jsou stochastické black-box p̌ŕıstupy:
• náhodné procházeńı (random search)
• evolučńı strategie (evolution strategy)
• . . .

• black-box znamená absolutńı nezávislost na tvaru užitkové
funkce

• existuj́ı i metody, které využ́ıvaj́ı znalosti užitkové funkce
(nap̌r. simulované ž́ıháńı, Truncated Newton, . . . )
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Procházky po optimalizačńı krajině...
Random Search

1. inicializuj náhodně výchoźı hodnotu p
• typicky z rovnoměrného rozložeńı

2. dokud neńı p̌rekročen povolený počet iteraćı, prováděj:

2.1 sampluj novou pozici p′

→ uniformńı náhodný výběr z hyperkoule o daném poloměru
2.2 spoč́ıtej S(p′)
2.3 pokud S(p′) < S(p), nastav novou pozici p := p′

3. p nastaveno na nejvýhodněǰśı pozici (z pohledu běhu
algoritmu)

Pozn. Existuj́ı varianty s fixńım i adaptivńım poloměrem.
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Procházky po optimalizačńı krajině...
Evolučńı strategie

• inherentně adaptivńı metoda, redukuje počet

• stav́ı na výběrech z (v́ıcerozměrného) normálńıho rozložeńı

• rozměr daný dimenźı vektoru parametr̊u

• značeno CMA-ES (Covariance Matrix Evolution Strategy)

• postup:

1. vytvǒr generaci
→ sampluj rozložeńı pozic hodnot P dle normálńıho rozložeńı

2. pro každé p ∈ P spoč́ıtej S(p)
3. adaptace: uprav parametry normálńıho rozložeńı pro daľśı

iteraci
→ r̊uzné varianty, mohou být velice komplexńı adaptace citlivé
na charakter evolučńı krajiny – adaptace kovariančńı matice

• metoda se ukazuje výhodná pro biologické modely (vysoká
ḿıra neznalosti parametr̊u)
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Procházky po optimalizačńı krajině...
Evolučńı strategie
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Tuning dynamických model̊u
Estimace parametr̊u vzhledem k hypotézám

• estimaci parametr̊u lze rozš́ı̌rit pro temporálńı specifikace
(hypotézy)

• každý experiment lze zakódovat jako LTL formuli
• typické abstraktněǰśı vlastnosti dávaj́ı věťśı stupeň volnost

• mějme specifikaci chováńı reprezentovanou LTL formuĺı ϕ

• uvažme parametrizovaný systém dx
dt = f (x , p)

• uvažme časovou řadu T

• xp,T znač́ı simulovanou posloupnost v časové řadě T s
nastaveńım parametr̊u p

• definujme užitkovou funkci

S(p) = vd(xp,T , ϕ)
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Tuning dynamických model̊u
Př́ıklad I – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

βy = βz = 1, γy = γz = 0.1, X = 10 (konst.)
n = 4, Kxy = 4, Kxz = Kyz = 5
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Tuning dynamických model̊u
Př́ıklad I – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

Pulsńı chováńı Z splňuje F([Z ] >= 3).
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Tuning dynamických model̊u
Př́ıklad I – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

Navrhněte tuning parametru βz tak, aby puls p̌resáhl 5.
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Tuning dynamických model̊u
Př́ıklad I – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

Uplatńıme vlastnost F([Z ] >= 5).
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Tuning dynamických model̊u
Př́ıklad I – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

BioCHAM:
search parameters cmaes([βz], [(0, 5)], F([Z] >= v), [v], [5], 100)).

– nalezeńı hodnoty βz v rozsahu [0, 5] pro simulaci do 100s
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Tuning dynamických model̊u
Př́ıklad I – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

Výsledek je βz = 1.3.
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Tuning dynamických model̊u
Př́ıklad II – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

Navrhněte tuning parametr̊u βz , γz tak, aby puls p̌resáhl 5 do 5s.



Parametrizace model̊u a estimace parametr̊u Stochastické vs. deterministické modely

Tuning dynamických model̊u
Př́ıklad II – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

Uplatńıme vlastnost F([Z ] >= 5&Time <= 5).
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Tuning dynamických model̊u
Př́ıklad II – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

BioCHAM:
search parameters cmaes([βz, γz], [(0, 5), (0, 5)], F(([Z] >= v)

&(Time =< 5)), [v], [5], 100)).
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Tuning dynamických model̊u
Př́ıklad II – BioCHAM

• uvažujme model genového regulačńıho obvodu IFFL

Z

X

Y

sigX

sigY

X & Y

Výsledek je βz = 1.498, γz = 0.059.
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Spojitý vs. diskrétńı model

abstrahovan

modelovan
cas

promenne

diskretni spojite

kvalitativni model

stochasticky model spojity modelaproximace

abstra
kce abstrakce
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Stochastický vs. deterministický model

• molárńı koncentrace [M]:

C =
n

V

kde n je množstv́ı látky [mol ], V je objem roztoku [l ]

• vyjaďruje se pomoćı Avogadrovy konstanty (počet částic v 1
molu):

C =
N

NA · V
kde NA Avogadrova konstanta [mol−1], V objem roztoku [l ] a
N je počet molekul.

• p̌revodńı faktor γ = NA · V :

N = C · γ
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Př́ıklad

• bakterie E. coli je válcový objekt o délce v ∼ 2µm a poloměru
r ∼ 1µm

• objem lze tedy odhadnout následuj́ıćım způsobem:

V = πr 2v = π(0, 5·10−6)2·(2·10−6) =
π

2
·10−18m3 =

π

2
·10−15 L

• pokud uvažujeme látku X s koncentraćı [X ] = 10−5 M
rozpuštěnou v takovéto buňce E. coli, počet molekul #X je:

#X = [X ]NAV = 10−5 · 6, 023 · 1023 · π
2
· 10−15 = 9461



Parametrizace model̊u a estimace parametr̊u Stochastické vs. deterministické modely

Stochastický vs. deterministický model

Pro reakci Ri definujeme p̌revodńı vztah mezi stochastickou a
deterministickou variantou zákona o zachováńı hmoty t́ım, že dáme
do souvislosti stoch. frekvenci ci a det. kinetickou konstantou ki :

typ reakce Ri ci → ki

Sj → ∗ ki = ci

Sp + Sq → ∗ ki = ci · γ
2Sj → ∗ ki = ci ·γ

2

Pozn.: Složitěǰśı kinetiky odvozené na základě kvasistabilńı
abstrakce nelze p̌ŕımo p̌revádět.



Parametrizace model̊u a estimace parametr̊u Stochastické vs. deterministické modely

Stochastický vs. deterministický model

Pro reakci Ri definujeme p̌revodńı vztah mezi stochastickou a
deterministickou variantou zákona o zachováńı hmoty t́ım, že dáme
do souvislosti stoch. frekvenci ci a det. kinetickou konstantou ki :

typ reakce Ri ci → ki

Sj → ∗ ki = ci

Sp + Sq → ∗ ki = ci · γ
2Sj → ∗ ki = ci ·γ

2

Pozn.: Složitěǰśı kinetiky odvozené na základě kvasistabilńı
abstrakce nelze p̌ŕımo p̌revádět.
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