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Motivace

V reálném světě má mnoho proces̊u jiný, než lineárńı vztah závislosti. Nap̌r.
v ekonomii se ukazuje, že mnoho vztahů má logaritmickou závislost, k vysvětleńı
proces̊u v p̌ŕırodńıch vědách se už́ıvaj́ı reciproké, mocninné i daľśı vztahy.
Vysvětlovaná veličina popisuj́ıćı pravděpodobnost p̌režit́ı člověka, v p̌ŕıpadě určité
nemoci a určitého způsobu léčby, může z definice pravděpodobnosti nabývat
hodnot pouze z intervalu [0, 1], což by v p̌ŕıpadě klasického lineárńıho modelu bylo
možné zajistit jen za p̌rijet́ı určitých omezeńı na parametry modelu. Také
normalita chyb je často nesplněným p̌redpokladem klasického lineárńıho regresńıho
modelu. Připomeňme, že normalita se vyznačuje nezávislosti sťredńı hodnoty a
rozptylu. Typicky nap̌r. u ekonomických veličin s rostoućı sťredńı hodnotou
obvykle roste rozptyl náhodné veličiny, p̌ričemž náhodné chyby maj́ı v těchto
p̌ŕıpadech často nesymetrická, kladně sešikmená rozděleńı.
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Klasický lineárńı regresńı model

Y ∼ L(Xβ, σ2 In)

Y = Xβ + ε

nesystematické chyby:

Eεi = 0, i = 1, . . . , n, tzn. EY = Xβ,

homogenita rozptylu chyb (mě̌reńı):

Dεi = σ2 > 0, i = 1, . . . , n,

nekorelovanost chyb (mě̌reńı):

C(εi, εj) = 0, i, j = 1, . . . , n, i 6= j, tzn. Dε = DY = σ2 In
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Omezeńı LM

Omezeńı lineárńıho modelu:

1 Je omezen pouze na ťŕıdu normálńıch rozděleńı:
Yi ∼ N(µi, σ2) i = 1, . . . , n, kde Y = (Y1, . . . , Yn)′ tvǒŕı náhodný výběr.

2 Předpokládá striktńı rovnost mezi sťredńı hodnotou náhodné veličiny Yi
a lineárńı kombinaćı prediktor̊u: EYi = µi = x′i β, kde

xi = (xi1, . . . , xik)
′ je vektor prediktor̊u a

β = (β1, . . . , βk) je vektor neznámých parametr̊u.

Zobecněńı lineárńıho modelu:

1 Zobecněńı na nenormálńı rozděleńı, a to na tzv. ťŕıdu rozděleńı
exponenciálńıho typu

2 Zobecněńı na nelineárńı funkce, které spojuj́ı neznámé sťredńı hodnoty
výchoźıho rozděleńı náhodné veličiny Yi s prediktivńımi proměnnými.
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Základńı pojmy a definice

Uvažujeme náhodný výběr Y = (Y1, . . . , Yn)′ náhodné veličiny Y, jej́ıž rozděleńı
pravděpodobnosti (reprezentované hustotou pravděpodobnosti či
pravděpodobnostńı funkćı) záviśı na neznámých parametrech θ = (θ1, . . . , θm)′

z množiny Θ (tzv. parametrický prostor).

Definice 1

Věrohodnostńı funkce (likelihood) je funkce vektorového parametru θ,
definovaná jako simultánńı hustota (resp. pravděpodobnost́ı funkce)

L(θ; y) = f (y; θ).

Logaritmická věrohodnostńı funkce (log-likelihood): `(θ; y) = ln L(θ; y).

Řekneme, že odhad θ̂ML je maximálně věrohodný odhad (MLE, maximum
likelihood estimator) vektorového parametru θ, pokud plat́ı

L(θ̂ML; Y) ≥ L(θ; Y), resp. `(θ̂ML; Y) ≥ `(θ; Y), pro všechna θ ∈ Θ.
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Vlastnosti MLE vektorového parametru

Věta 2

Mějme náhodný výběr Y = (Y1, . . . , Yn)′ náhodné veličiny Y s hustotou
pravděpodobnosti f (y; θ) závislou na parametrech θ = (θ1, . . . , θm)′ ∈ Θ

a maximálně věrohodný odhad θ̂ML na základě Y .

Je-li hustota f (y; θ) regulárńı, plat́ı

(1) θ̂ML
as.∼ Nm

(
θ,

1
n

J−1
)

,

(2) W = n(θ̂ML − θ)′ J (θ̂ML − θ)
as.∼ χ2(m), (Waldova statistika)

kde matice J = J(θ) je tzv. Fisherova informačńı matice

Ji j(θ) =
∫

Rn

∂ ln f (y; θ)

∂θi

∂ ln f (y; θ)

∂θj
f (y; θ)dy, i, j = 1, . . . , m.

Maximálně věrohodný odhad je tedy asymptoticky nestranný a konzistentńı.
To však neznamená, že se muśı nutně jednat o optimálńı odhad pro náhodný
výběr konečného rozsahu.
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Vlastnosti MLE skalárńıho parametru

Věta 3

Mějme náhodný výběr Y = (Y1, . . . , Yn)′ náhodné veličiny Y s hustotou
pravděpodobnosti f (y; θ) závisej́ıćı na parametu θ ∈′ heta a jeho maximálně

věrohodný odhad θ̂ML na základě Y .

Je-li hustota f (y; θ) regulárńı, plat́ı

(1) θ̂ML
as.∼ N

(
θ,

1
n J

)
,

(2) W = n J (θ̂ML − θ)2 as.∼ χ2(1), (Waldova statistika)

kde J = J(θ) je tzv. Fisherova ḿıra informace o parametru θ,

J(θ) =
∫

Rn

[
∂ ln f (y; θ)

∂θ

]2

f (y; θ)dy.
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Rozděleńı exponenciálńıho typu

Definice 4

Rozděleńı pravděpodobnosti je exponenciálńıho typu (exponential family,
exponential class), pokud jeho pravděpodobnostńı funkce (v p̌ŕıpadě diskrétńıch
rozděleńı) či hustota pravděpodobnosti (v p̌ŕıpadě spojitých rozděleńı) je tvaru

f (y) = exp
[

a(y)b(θ) + c(θ) + d(y)
]

,

kde θ je tzv. p̌rirozený parametr (natural parameter), a a(y), b(θ), c(θ), d(y)
jsou známé funkce.

Pokud a(y) = y, hovǒŕıme o kanonické formě hustoty, resp. pravděpodobnostńı
funkce.

V konkrétńım rozděleńı pravděpodobnosti mohou kromě θ dále figurovat daľśı
parametry, které nazýváme rušivými parametry (nuisance parameters).
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Škálová forma s jedńım rušivým parametrem

V daľśım budeme uvažovat pouze regulárńı a kanonické formy s jedńım rušivým
parametrem φ.

Definice 5

Škálová forma hustoty, resp. pravděpodobnostńı funkce, exponenciálńıho typu
s jedńım p̌rirozeným parametrem θ a jedńım rušivým parametrem φ je tvaru

f (y) = exp
[

θ y− γ(θ)

φ/ω
+ d(φ, y)

]
,

kde γ(θ), d(φ, y) jsou známé funkce, ω > 0 a φ > 0 je tzv. scale factor.
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Škálová forma s jedńım rušivým parametrem

Věta 6

Pro náhodnou veličinu Y z rozděleńı s regulárńı hustotou (resp.
pravděpodobnostńı funkćı) exponenciálńıho typu

f (y) = exp
[

θ y− γ(θ)

φ/ω
+ d(φ, y)

]
plat́ı

EY = γ′(θ) =
∂γ(θ)

∂θ
.

Pokud nav́ıc plat́ı E
(

f ′′(Y;θ)
f (Y;θ)

)
= 0, potom

DY =
φ

ω
γ′′(θ) =

φ

ω

∂2γ(θ)

∂θ2 .

Funkce γ′′(θ) se nazývá rozptylová funkce (variance function).
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Normálńı rozděleńı

Y ∼ N(µ, σ2), µ ∈ R, σ2 > 0, y ∈ R

f (y) =
1√

2πσ2
exp

[
− (y− µ)2

2 σ2

]
= exp

[
µ y− 1

2 µ2

σ2 − y2

2 σ2 −
1
2

ln(2πσ2)

]

p̌rirozený parametr θ = µ ∈ R je sťredńı hodnota

γ(θ) = 1
2 θ2

scale factor φ = σ2 je rozptyl; ω = 1

d(φ, y) = − y2

2 σ2 − 1
2 ln(2πσ2)

γ(θ)′ = θ = µ = EY
rozptylová funkce γ(θ)′′ = 1
φ
ω γ(θ)′′ = σ2 = DY
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Alternativńı rozděleńı

Y ∼ A(p), p ∈ [0, 1], y ∈ {0, 1}

f (y) = py(1− p)1−y =

(
p

1− p

)y
(1− p) =

= exp
[

y ln
p

1− p
+ ln(1− p)

]
= exp

[
θ y− ln(1 + eθ)

]

p̌rirozený parametr θ = ln p
1−p ∈ R, p = 1

1+e−θ , 1− p = 1
1+eθ

γ(θ) = ln(1 + eθ) = − ln(1− p)
scale factor φ = 1; ω = 1
d(φ, y) = 0

γ(θ)′ = eθ

1+eθ = p = EY

rozptylová funkce γ(θ)′′ = eθ

(1+eθ)2 = p(1− p)
φ
ω γ(θ)′′ = p(1− p) = DY
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Binomické rozděleńı

Y ∼ Bi(n, p), n ∈N, p ∈ [0, 1], y ∈ {0, 1, . . . , n}

f (y) = (n
y) py(1− p)n−y = (n

y)

(
p

1− p

)y
(1− p)n =

= exp
[

y ln
p

1− p
+ n ln(1− p) + ln (n

y)

]
= exp

[
θ y− n ln(1 + eθ) + ln (n

y)
]

p̌rirozený parametr θ = ln p
1−p ∈ R, p = 1

1+e−θ , 1− p = 1
1+eθ

γ(θ) = n ln(1 + eθ) = −n ln(1− p)
scale factor φ = 1; ω = 1
d(φ, y) = ln (n

y)

γ(θ)′ = n eθ

1+eθ = n p = EY

rozptylová funkce γ(θ)′′ = n eθ

(1+eθ)2 = n p(1− p)
φ
ω γ(θ)′′ = n p(1− p) = DY
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Poissonovo rozděleńı

Y ∼ Po(λ), λ > 0, y ∈N0

f (y) =
λy

y!
e−λ = exp

[
y ln λ− λ− ln(y!)

]
= exp

[
θ y− eθ − ln(y!)

]

p̌rirozený parametr θ = ln λ ∈ R, λ = eθ

γ(θ) = eθ = λ

scale factor φ = 1; ω = 1
d(φ, y) = − ln(y!)
γ(θ)′ = eθ = λ = EY
rozptylová funkce γ(θ)′′ = eθ = λ
φ
ω γ(θ)′′ = λ = DY
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Exponenciálńı rozděleńı (parametr intenzita)

Y ∼ Ex(λ), λ > 0, y ≥ 0

f (y) = λ e−λ y = exp
[
−λ y + ln λ

]
= exp

[
θ y + ln(−θ)

]

p̌rirozený parametr θ = −λ < 0, λ = −θ

γ(θ) = − ln(−θ) = − ln(λ)
scale factor φ = 1; ω = 1
d(φ, y) = 0

γ(θ)′ = − 1
θ = 1

λ = EY

rozptylová funkce γ(θ)′′ = 1
θ2 = 1

λ2

φ
ω γ(θ)′′ = 1

λ2 = DY
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Exponenciálńı rozděleńı (parametr sťredńı hodnota)

Y ∼ Ex(µ), µ > 0, y ≥ 0

f (y) =
1
µ

e−y/µ = exp
[
− y

µ
− ln µ

]
= exp

[
θ y + ln(−θ)

]

p̌rirozený parametr θ = − 1
µ < 0, µ = − 1

θ

γ(θ) = − ln(−θ) = ln(µ)
scale factor φ = 1; ω = 1
d(φ, y) = 0

γ(θ)′ = − 1
θ = µ = EY

rozptylová funkce γ(θ)′′ = 1
θ2 = µ2

φ
ω γ(θ)′′ = µ2 = DY
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Gama rozděleńı

Y ∼ G(k, µ), k > 0, µ > 0, y ≥ 0

f (y) =
1

Γ(k)

(µ

k

)−k
yk−1 exp

[
−ky

µ

]
=

= exp

[
− y

µ − ln µ

1
k

+ k ln k− ln Γ(k) + (k− 1) ln y

]

p̌rirozený parametr θ = − 1
µ < 0, µ = − 1

θ

γ(θ) = − ln(−θ) = ln(µ)
scale factor φ = 1

k ; ω = 1
d(φ, y) = k ln k− ln Γ(k) + (k− 1) ln y
γ(θ)′ = − 1

θ = µ = EY
rozptylová funkce γ(θ)′′ = 1

θ2 = µ2

φ
ω γ(θ)′′ = µ2

k = DY
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Zobecněný lineárńı model I

Mějme náhodný výběr Y = (Y1, . . . , Yn)′ a necht’ rozděleńı Yi záviśı na pevných
vektorech xi = (xi1, . . . , xik)

′ ∈ Rk prosťrednictv́ım neznámého vektoru parametr̊u
β = (β1, . . . , βk)

′.
Matice plánu X =

(
x′1, . . . , x′n

)′
necht’ má rozměr n× k a hodnost h(X) = k < n.

Definice 7 (Zobecněný lineárńı model)

Ř́ıkáme, že Y = (Y1, . . . , Yn)′ se ř́ıd́ı zobecněným lineárńım modelem (GLM,
generalized Linear model), jestliže plat́ı

(1) rozděleńı Y = (Y1, . . . , Yn)′ je exponenciálńıho typu s regulárńı sdruženou
hustotou pravděpodobnosti (resp. sdruženou pravděpodobnostńı funkćı) tvaru

f (y) =
n

∏
i=1

f (yi) = exp

{
n

∑
i=1

[
yi θi − γ(θi)

ψi(φ)
+ d(yi, φ)

]}
,
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Zobecněný lineárńı model II

Definice 7 (Zobecněný lineárńı model)

(2) parametr θi záviśı na xi a β prosťrednictv́ım tzv. lineárńıho prediktoru

ηi = x′i β,

(3) je dána ryze monotónńı diferencovatelná funkce g, tzv. linkovaćı funkce
(link function), a pro sťredńı hodnotu EYi = µi plat́ı

g(µi) = ηi = x′i β, µi = g−1(ηi), i = 1, . . . , n.

Definice 8 (Zobecněný lineárńı model s kanonickou linkovaćı funkćı)

Linkovaćı funkce g je kanonická, pokud

g(µi) = θi = ηi, i = 1, . . . , n,

tzn. když lineárńım prediktor je p̌rirozeným parametrem.
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Zobecněný lineárńı model

Lineárńı prediktor ηi je veličina, která zahrnuje informaci o regresorech do GLM.
Je to lineárńı kombinace neznámých parametr̊u β.

Linkovaćı funkce g popisuje vztah mezi lineárńım prediktorem a sťredńı hodnotou
pozorovaného rozděleńı pravděpodobnosti. Linkovaćı funkćı může být libovolná
ryze monotónńı diferencovatelná funkce, v praxi se snaž́ıme uvažovat takové
funkce, které maj́ı definičńı obor rovný množině množných sťredńıch hodnot.
Kanonická linkovaćı funkce vyjaďruje p̌rirozený parametr pomoćı sťredńı hodnoty,
θi = g(µi).

Pro mnoho v praxi už́ıvaných rozděleńı pravděpodobnosti je sťredńı hodnota µi
p̌ŕımo parametrem použitého rozděleńı pravděpodobnosti. V takovém p̌ŕıpadě je
kanonickou linkovaćı funkćı funkce g, která p̌revád́ı hustotu pravděpodobnosti
(resp. pravděpodobnostńı funkci) na kanonický tvar, θi = g(µi).
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Regresńı p̌ŕımka v klasickém LRM

Yi ∼ N(µi, σ2), EYi = µi, i = 1, . . . , n.
Linkovaćı funkce v GLM je identita,

g(µi) = µi = ηi = β1 + β2xi,

β1, β2 a σ2 (rušivý parametr) jsou neznámé parametry, xi jsou dané kovariáty.

2.3. DEFINICE JEDNOROZMĚRNÉHO GLM 54

Příklad 2.3.3.
Regresní přímka v klasickém lineárním regresním modelu:

Yi ∼ N(µi, σ
2) jsou pro i = 1, . . . , n nezávislé náhodné veličiny,

g(µi) = µi = β1 + β2xi je identická linkovací funkce, β1, β2 a σ2 jsou neznámé parametry
(přičemž σ2 je rušivým parametrem) a xi jsou známé kovariáty.
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Obrázek 2.1: Ukázka klasického regresního modelu s homogenním rozptylem.

Příklad 2.3.4.
Regresní modely s logaritmickou linkovací funkcí pro exponenciálně a gamma rozdělené
závisle proměnné:

Yi ∼ Ex(λi) ≡ G(1, λi) jsou pro i = 1, . . . , n nezávislé náhodné veličiny (EYi = µi = λi),

g(µi) = lnµi = β1 + β2xi) je logaritmická linkovací funkce, β1, β2 jsou neznámé parametry a
xi jsou známé kovariáty.
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Obrázek 2.2: Ukázka GLM modelu s linkovací funkcí g(µ) = lnµ pro exponenciálně rozdělenou
náhodnou veličinu Y .
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Exponenciálńı rozděleńı, logaritmický link

Yi ∼ Ex(µi) ≡ G(1, µi), EYi = µi, i = 1, . . . , n.
Linkovaćı funkce v GLM je logaritmus,

g(µi) = ln µi = ηi = β1 + β2xi,

β1, β2 jsou neznámé parametry, xi jsou dané kovariáty.

2.3. DEFINICE JEDNOROZMĚRNÉHO GLM 54

Příklad 2.3.3.
Regresní přímka v klasickém lineárním regresním modelu:

Yi ∼ N(µi, σ
2) jsou pro i = 1, . . . , n nezávislé náhodné veličiny,

g(µi) = µi = β1 + β2xi je identická linkovací funkce, β1, β2 a σ2 jsou neznámé parametry
(přičemž σ2 je rušivým parametrem) a xi jsou známé kovariáty.
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g(µi) = lnµi = β1 + β2xi) je logaritmická linkovací funkce, β1, β2 jsou neznámé parametry a
xi jsou známé kovariáty.
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Obrázek 2.2: Ukázka GLM modelu s linkovací funkcí g(µ) = lnµ pro exponenciálně rozdělenou
náhodnou veličinu Y .
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Gama rozděleńı, logaritmický link

Yi ∼ G(k, µi), EYi = µi, i = 1, . . . , n.
Linkovaćı funkce v GLM je logaritmus,

g(µi) = ln µi = ηi = β1 + β2xi,

β1, β2 a φ = 1/k (rušivý parametr) jsou neznámé parametry, xi dané kovariáty.

2.3. DEFINICE JEDNOROZMĚRNÉHO GLM 55

Jestliže
Yi ∼ G(α, βi =

µi
α
) jsou pro i = 1, . . . , n nezávislé náhodné veličiny (EYi = µi = αβi),

g(µi) = lnµi = β1 + β2xi je logaritmická linkovací funkce, β1, β2 a α = 1
φ

jsou neznámé
parametry (α je rušivý parametr) a xi jsou známé kovariáty.
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Obrázek 2.3: Ukázka GLM modelu s linkovací funkcí g(µ) = lnµ) pro náhodnou veličinu Y
s gama rozdělením.

Příklad 2.3.5.
Poissonovská regrese:

Yi ∼ Po(µi) jsou pro i = 1, . . . , n nezávislé náhodné veličiny (EYi = µi) ,

g(µi) = lnµi = β1 + β2xi je logaritmická linkovací funkce, β1, β2 jsou neznámé parametry a
xi jsou známé kovariáty.
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Obrázek 2.4: Ukázka poissonovské regrese s linkovací funkcí g(µ) = lnµ.
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Poissonovo rozděleńı, logaritmický link

Yi ∼ Po(λi), EYi = λi, i = 1, . . . , n.
Linkovaćı funkce v GLM je logaritmus,

g(µi) = ln µi = ln λi = ηi = β1 + β2xi,

β1, β2 jsou neznámé parametry, xi jsou dané kovariáty.
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g(µi) = lnµi = β1 + β2xi je logaritmická linkovací funkce, β1, β2 a α = 1
φ
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parametry (α je rušivý parametr) a xi jsou známé kovariáty.
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s gama rozdělením.

Příklad 2.3.5.
Poissonovská regrese:

Yi ∼ Po(µi) jsou pro i = 1, . . . , n nezávislé náhodné veličiny (EYi = µi) ,

g(µi) = lnµi = β1 + β2xi je logaritmická linkovací funkce, β1, β2 jsou neznámé parametry a
xi jsou známé kovariáty.
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Obrázek 2.4: Ukázka poissonovské regrese s linkovací funkcí g(µ) = lnµ.
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Binomické rozděleńı, logitový link

Yi ∼ Bi(ni, pi), E
(

Yi
ni

)
= µi = pi, i = 1, . . . , n.

Linkovaćı funkce v GLM je logitová funkce,

g(pi) = ln
pi

1− pi
= ηi = β1 + β2xi,

β1, β2 jsou neznámé parametry, xi jsou dané kovariáty.
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Příklad 2.3.6.
Binomická regrese:

Yi ∼ Bi(ni, πi) jsou pro i = 1, . . . , n nezávislé náhodné veličiny ,

kde g(πi) = ln

(
πi

1− πi

)
je logistická linkovací funkce, β1, β2 jsou neznámé parametry a xi

jsou známé kovariáty.
Například ve farmaceutickém experimentu může být ni počet pacientů, kterým byla podána

dávka xi nového léku a Yi počet pacientů dávající pozitivní odpověď na danou dávku xi nového
léku.

Jestliže pozorujeme, že
Yi
ni

roste spolu s xi , hledáme model, ve kterém πi je funkcí xi, ale

nabývá hodnot 0 < πi < 1. Proto model πi = β1+β2xi není vhodný, avšak β1+β2xi = ln
(

πi
1−πi

)

obvykle pracuje dobře.
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Obrázek 2.5: Ukázka binomické regrese s linkovací funkcí g(π) = ln
(

πi
1−πi

)
.

Příklad 2.3.7.
Kontingenční tabulky: Yij ∼Mn(n, πij) jsou pro i = 1, . . . , I, j = 1, . . . , J, n = I · J,

(
I∑
i=1

J∑
j=1

πij = 1) nezávislé náhodné veličiny, například počet lidí i-té etnické skupiny, kteří volí

politickou stranu j.
Snahou bude testovat hypotézu H0 : πij = αiβj pro všechna i, j, kde αi, βj jsou neznámé

parametry,
∑I

i=1 αi = 1 a
∑J

j=1 βj = 1, tj. chceme testovat hypotézu, že volba strany a etnická
příslušnost jsou nezávislé.

Připomeňme, že µij = EYij = nπij
takže ln

Yij
n

= ln πij
a za platnosti hypotézy H0 ln πij = lnαi + ln βj
ekvivalentně g (µij) = lnµij = constij + ai + bj pro nějaké constij , ai, bj.
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Odhady neznámých parametr̊u v GLM

Všimněme si, že rozděleńı náhodných veličin Yi je stejného typu a logaritmus
sdružené věrohodnostńı funkce má tvar

`(θ; y) =
n

∑
i=1

`i(θi; yi) =
n

∑
i=1

[
yi θi − γ(θi)

ψi(φ)
+ d(yi, φ)

]
.

Odhad neznámých parametr̊u metodou maximálńı věrohodnosti dostaneme
maximalizaćı logaritmické věrohodnostńı funkce `(θ; y) vzhledem k parametr̊um
β, tzn. řešeńım soustavy věrohodnostńıch rovnic

∂`(θ; y)
∂βj

= 0, j = 1, . . . , k.

Matice druhých parciálńıch derivaćı p̌ritom skoro jistě konverguje k matici −n J,
která je p̌ri regularitě systému hustot negativně definitńı.
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Odhady neznámých parametr̊u v GLM

Uvedenou soustavu věrohodnostńıch rovnic lze p̌repsat do tvaru

∂`(θ; y)
∂βj

=
n

∑
i=1

∂`i(θi; yi)

∂βj
=

n

∑
i=1

xij(Yi − µi)

DYi

∂µi
∂ηi

= 0, j = 1, . . . , k.

Tyto rovnice nejsou lineárńı vzhledem k neznámým parametr̊um a řeš́ı se proto
numericky:

linearizaćı pomoćı Taylorova rozvoje a výpočtem podle
Newtonovy-Raphsonovy metody,

metodou skórováńı, kdy se druhých parciálńıch derivaćı aproximuje
Fisherovou informačńı matićı.
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Testováńı hypotéz v GLM

Věta 9

Mějme náhodný výběr Yn = (Y1, . . . , Yn)T, který se ř́ıd́ı zobecněným lineárńım
modelem s matićı plánu Xn×k. Předpokládejme, že pro i = 1, . . . , n existuj́ı
p̌ŕıslušné derivace γ′(θi), γ′′(θi) a plat́ı

EYi = µi = γ′(θi), DYi = γ′′(θi)ψi(φ).

Dále mějme matici Ck×q s hodnost́ı h(C) = q < k.

Za platnosti H0 : C′β = 0 plat́ı pro Waldovu statistiku

W = n β̂
′
MLC

(
C′ J(β)−1C

)−1
C′ β̂ML

as.∼ χ2(q).

kde β̂ML je maximálně věrohodným odhadem vektorového parametru β.

Hypotézu H0 : C′β = 0 tedy zaḿıtáme na hladině významnosti α, pokud

W > χ2
1−α(q).
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Testováńı hypotéz v GLM

Testovat hypotézu H0 : βj = 0 pro j = 1, . . . , k lze následovně:

Pomoćı Waldovy statistiky W, p̌ri volbě C tvaru jednotkového vektoru

C = (01, . . . , 1j, . . . , 0k)
′.

Pomoćı vztahu

β̂ML j
as.∼ N

(
βj, s?jj

)
, kde s?jj =

1
n

(
J(β)−1

)
jj

,

p̌ričemž hypotézu zaḿıtáme na hladině významnosti α, pokud

|β̂ML j|√
s?jj

> u1− α
2
,

p̌ričemž opět Fisherovou informačńı matici J(β) aproximujeme matićı J(β̂ML).
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Maximálńı a minimálńı model

Definice 10

Maximálńı GLM, který označ́ıme GLMmax, splňuje následuj́ıćı podḿınky

(1) Maximálńı model je zobecněný lineárńı model se stejným typem rozděleńı jako
zkoumaný GLM model.

(2) Maximálńı model a zkoumaný maj́ı stejnou linkovaćı funkci.

(3) Počet parametr̊u maximálńıho modelu je roven počtu vysvětlovaných veličin

n, maximálně věrohodný odhad parametru βmax je n-rozměrný vektor β̂max.

Definice 11

Minimálńı GLM, který označ́ıme GLMmin, splňuje následuj́ıćı podḿınky

(1) Minimálńı model je zobecněný lineárńı model se stejným typem rozděleńı jako
zkoumaný GLM model.

(2) Minimálńı model a zkoumaný maj́ı stejnou linkovaćı funkci.

(3) Počet parametr̊u minimálńıho modelu je roven 1, maximálně věrohodný odhad
parametru βmin je skalár β̂min.
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Submodel

Definice 12

Mějme zobecněný lineárńı model s matićı plánu Xn×k a vektorem neznámých
parametr̊u β. Submodel, který označ́ıme GLMsub, splňuje následuj́ıćı podḿınky

(1) Submodel je zobecněný lineárńı model se stejným typem rozděleńı jako
zkoumaný GLM model.

(2) Submodel a zkoumaný model maj́ı stejnou linkovaćı funkci.

(3) Vektor neznámých parametr̊u βsub ∈ Rqa matice plánu Qn×q, pro kterou plat́ı

Qn×q = Xn×kTk×q.

Aby GLMsub byl submodelem modelu GLM, muśı každý sloupec matice Q paťrit
do obalu sloupc̊u matice X. To bude splněno právě tehdy, bude-li Q typu

Qn×q = Xn×kTk×q.

Je ťreba si uvědomit, že GLMsub je speciálńım p̌ŕıpadem modelu GLM. Plat́ı-li
tud́ıž pro náhodný výběr Y model GLMsub, plat́ı pro Y také model GLM.
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Deviance

Deviance v zobecněných lineárńıch modelech je obdobou rozptylu u klasických
lineárńıch regresńıch model̊u. Deviance je tedy kritériem vhodnosti zobecněného
lineárńıho modelu. Metoda maximálńı věrohodnosti totiž odpov́ıdá hledáńı minima
deviance modelu.

Definice 13 (Škálová deviance)

Mějme modely GLM a GLMmax. Necht’ náhodný výběr Y se ř́ıd́ı modelem
GLMmax. Škálová deviance (scaled deviance) modelu GLM je statistika

D = ln

[
L(β̂max; Y)

L(β̂; Y)

]2

= 2
[
`(β̂max; Y)− `(β̂; Y)

]
,

kde β̂max, β̂ jsou maximálně věrohodné odhady v modelech GLMmax a GLM.
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Ově̌rováńı vhodnosti submodelu

Věta 14

Necht’ náhodný výběr Y se ř́ıd́ı modelem GLM s β ∈ Rk, k < n, a plat́ı

(i) existuj́ı druhé parciálńı derivace hustoty f (y; β) podle složek β,

(ii) plat́ı E

(
f ′′βiβj

(y;β)

f (y;β)

)
= 0, (i, j = 1, . . . , k),

(iii) existuje E `(β; Y).
Necht’ GLMsub s βsub ∈ Rq, q < k < n, je submodel modelu GLM.

Za platnosti hypotézy, že náhodný výběr Y se ř́ıd́ı modelem GLMsub, plat́ı pro
rozd́ıl devianćı těchto model̊u

∆D = Dsub −D as.∼ χ2(k− q).

Platnost modelu GLMsub pro náhodný výběr Y tedy zaḿıtáme na hladině
významnosti α, pokud

∆D = Dsub −D > χ2
1−α(k− q).
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Akaikeovo informačńı kritérium

Alternativńı ḿırou relativńı kvality modelu je Akaikeovo informačńı kritérium
z teorie informace, založené na relativńı Kullbackově-Leiblerově vzdálenosti
rozděleńı pravděpodobnosti indukované daným GLM vzhledem k GLMmax.

Definice 15 (Akaikeovo informačńı kritérium)

AIC = 2 k− 2 `(β̂; Y),

kde β̂ je maximálně věrohodné odhad v modelu GLM a k je počet parametr̊u β.
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Typy náhodných veličin

KAPITOLA 1

Konkrétní GLM modely

Základní informace

(1) V následující kapitole se budeme zabývat aplikací teorie zobecněných lineárních mo-
delů na různé typy dat. Budeme se zabývat případy, kdy pozorovaná veličina má
alternativní nebo binomické rozdělení. To vede na modely typu dávka–odpověď a
také na logistickou regresi. Dále budeme teoretické poznatky aplikovat na případ po-
issonovských dat a budeme se zabývat modelováním multinomických dat vedoucím
na kontingenční tabulky. Popíšeme tedy konkrétní zobecněné lineární modely.

(2) Předpokládá se znalost základních pojmů z teorie lineárních regresních modelů a zo-
becněných lineárních modelů – matice plánu, metoda nejmenších čtverců, linkovací
funkce, škálová deviace.

Výstupy z výukové jednotky

Studenti

• umí konstruovat a interpretovat modely typu dávka–odpověď
• umí definovat a vysvětlit model logistické regrese
• definují modely pro poissonovská data
• definují kontingenční tabulku
• modelují kontingenční tabulku jako zobecněný lineární model

1. Motivace

V minulé kapitole jsme uvedli obecnou definici zobecněného lineárního modelu a obecné
konstrukce testů hypotéz o parametrech těchto modelů. V této kapitole se již budeme za-
bývat zobecněnými lineárními modely pro konkrétní případy podle toho, jaké rozdělení má
závisle proměnná Y . Nejprve je vhodné nahlédnout do úvodní kapitoly a připomenout si
základní typy proměnných (ať už závisle či nezávisle proměnných) z hlediska vztahu mezi
dvěma hodnotami. Tyto typy lze názorně popsat následujícím diagramem.

Nominální Ordinální Intervalová Poměrová

Kvalitativní Kvantitativní

Diskrétní Spojitá

Kategoriální

Dichotomická Polytomická

V závislosti na typu proměnné Y a jejím rozdělení pravděpodobnosti budeme zkoumat již
konkrétní zobecněné lineární modely.

Poznámka 1.1. Většina textu v této kapitole byla převzata z [4]. Pro podrobnější studium
tohoto tématu proto odkazujeme na tento zdroj.

3
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Zobecněné lineárńı modely v R

Obecná funkce pro řešeńı GLM v R je glm.

model <-glm (formula, family, data)

family family (link = ...)

gaussian identity, log, inverse
binomial logit, probit, cloglog, log, cauchit
poisson log, sqrt, identity
Gamma inverse, log, identity

inverse.gaussian 1/mu^2, inverse, log, identity

v <- summary (model)

S výsledky se pracuje analogicky jako s výsledky funkce lm pro LRM.
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