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Uceni

Uceni

» uceni agenta — vyuziti jeho vjem( z prostfedi nejen pro vyvozeni dalsi
akce

» uceni modifikuje rozhodovaci systém agenta pro zlepSeni jeho vykonnosti

v

uceni je klicové pro neznamé prostredi (kde navrhaf neni vievédouci)

P uceni je také nékdy vhodné jako metoda konstrukce systému — vystavit
agenta realité misto prepisovani reality do pevnych pravidel
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Uéeni Uéici se agent

Ucici se agent

Vikonnesin sendrd pfiklad automatického taxi:
E'_‘” ( ) .
K| Sesory » V/ykonnostni komponenta — obsahuje
s znalosti a postupy pro vybér akci pro
‘ ey ¥ z vlastnf fizeni auta
| uteni }.W| komponenta %(
g, g » Kritika — sleduje reakce okoli na akce
Sxperimenty taxi. Napr. pri rychlém prejeti 3
problemu 7 7 o 7 v 7
P Ty podélnych pruhl zaznamend a preda

pohorsujici reakce dalSich Fidici

» Komponenta uceni — z hlaseni Kritiky
vyvodi nové pravidlo, Ze takové prejizdéni
je nevhodné, a modifikuje odpovidajicim
zplisobem Vykonnostni komponentu

» Generator problémi — zjistuje, které
oblasti by mohly potfebovat vylepseni a

navrhuje experimenty, jako je tfeba
brzdéni na rliznych typech vozovky

Uvod do umélé inteligence 10/12



Uéeni Komponenta uéeni

Komponenta uceni

navrh komponenty uceni zavisi na nékolika atributech:

— jaky typ vykonnostni komponenty je pouzit

— kterad funkcni ¢ast vykonnostni komponenty ma byt ucena
— jak je tato funkéni Cast reprezentovana

— jaka zpétna vazba je k dispozici

vykonnostn{ funkcni Cast reprezentace zpétna vazba
komponenta

Alfa-beta vyhodnocovaci funkce | vazena linearni | vyhra/prohra
prohledavani funkce

Logicky agent | urceni akce axiomy Result | vysledné skére

Reflexni agent | vahy perceptronu neuronova sit spravnd/$patnd akce

uleni s dohledem (supervised learning) x bez dohledu (unsupervised learning)
» s dohledem — uceni funkce z pfikladi vstupll a vystupl
» bez dohledu — uleni vzoril na vstupu vzhledem k reakcim prostredi

> zp&tnovazebni (reinforcement learning) — nejobecn&j¥i, agent se u&i podle
odmén/pokut
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Uceni  Induktivni uceni

Induktivni uceni

znadmé taky jako véda ©

nejjednodussi forma — ulenfi funkce z pfikladi (agent je tabula rasa)
f je cilova funkce

0|0 | x
kazdy priklad je dvojice x, f(x) napt. X

;1

kol indukce:

najdi hypotézu h

takovou, Ze h ~ f

pomoci sady trénovacich prikladi
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Uceni  Induktivni uceni

Metoda induktivniho uceni

zkonstruuj/uprav h, aby souhlasila s  na trénovacich ptikladech

h je konzistentni < souhlasi s f na vSech prikladech

napt. hledani krivky:
fx)

/ »
alll
,454 \/

=

X

pravidlo Ockhamovy bfitvy — maximalizovat kombinaci konzistence a jedno-

duchosti (nejjednodussi ze spravnych je nejlepsi’)
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Uceni  Induktivni uceni

Metoda induktivniho uceni pokrac.

hodné zalezi na prostoru hypotéz, jsou na néj protichiidné pozadavky:
— pokryt co nejvétsi mnozstvi hledanych funkci

— udrZet nizkou vypocetni sloZitost hypotézy

a) f(x) b) f(x)

stejna sada 7 bodi

nejmensi konzistentni polynom — polynom 6-tého stupné (7 parametr(i)

muize byt vyhodnéjsi pouzit nekonzistentni pfibliznou linedrni funkci

pritom existuje konzistentn{ funkce ax + by + csin x
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Rozhodovaci stromy

Atributova reprezentace prikladi

Atributova reprezentace prikladi

ptiklady popsané vyctem hodnot atributid (libovolnych hodnot)

napr. rozhodovéni, zda pockat na uvolnéni stolu v restauraci:

Priklad Atributy “at?
AKlad | ATt [ Bar | Pa/So | Hiad | Stam | Cen| Dést’ | Rez| Typ | CekD || PO
Xi AN N A [&st. [$$F] N A [mexickd| 0-10 A
Xa A| N N A plno | $ N N | asijska |30-60 N
X3 N[ A N N |[&st. | $ N N bufet | 0-10 A
X A| N A A plno | $ N N | asijska |10-30 A
Xs A| N A N | plno [$$$| N A | mexickd| >60 N
Xe N | A N A | &ast. | $% A A | pizzerie | 0-10 A
X7 N | A N N | nikdo| $ A N bufet | 0-10 N
Xs N[ N N A | &ast. | $% A A | asijskd | 0-10 A
Xo N[ A A N plno | $ A N bufet >60 N
X1o Al A A A | plno |$$$| N A | pizzerie | 10-30 N
X1 N | N N N |nikdo| $ N N | asijska | 0-10 N
X12 Al A A A plno | $ N N bufet |30-60 A

Ohodnoceni tvori klasifikaci pfikladi — pozitivni (A) a negativni (N)
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Rozhodovaci stromy Rozhodovaci stromy

Rozhodovaci stromy

jedna z moznych reprezentaci hypotéz — rozhodovaci strom pro urceni,
jestli poc¢kat na stdl:

Stamgasta?

nikdo

OdhadGekani?

Alternativa?
Ne

Ano

Rezervace? || P&/So?
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Rozhodovaci stromy Vyjadfovaci sila rozhodovacich stromi

Vyjadrovaci sila rozhodovacich stromi
rozhodovaci stromy vyjadFi libovolnou Booleovskou funkci vstupnich
atributd — odpovida vyrokové logice

Vs polkat?(s) < (Pi(s) V Pa(s) V... V Py(s)),
kde Pi(s) = (Al(s) =ViA... NAR(s) = Vm) J

pro libovolnou Booleovskou funkci — Fadek v pravdivostni tabulce = cesta
ve stromu (od korene k listu)

B
T F
F T
T T
F F

MM A >

trivialné
pro libovolnou trénovaci sadu existuje konzistentni rozhodovaci strom
s jednou cestou k listim pro kazdy priklad

ale takovy strom pravdépodobné nebude generalizovat na nové priklady
chceme najit co mozna kompaktni rozhodovaci strom
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Rozhodovaci stromy Prostor hypotéz

Prostor hypotéz

1. vezméme pouze Booleovské atributy, bez dalsiho omezeni
Kolik existuje rGiznych rozhodovacich stromi s n Booleovskymi atributy?
= pocet vSech Booleovskych funkci nad témito atributy
= pocet riiznych pravdivostnich tabulek s 2" ¥adky = 22"
napr. pro 6 atributd existuje 18446744 073709551616 rlznych
rozhodovacich stromfi

2. kdyZ se omezime pouze na konjunktivni hypotézy (Hlad N —Dést’)
Kolik existuje takovych cisté konjunktivnich hypotéz?
kazdy atribut mize byt v pozitivni nebo negativni formé nebo nepouzit

= 3" riznych konjunktivnich hypotéz (pro 6 atributli = 729)

prostor hypotéz s vétsi expresivitou
— zvySuje Sance, Ze najdeme presné vyjadreni cilové funkce

— ALE zvySuje i pocet moznych hypotéz, které jsou konzistentni
s trénovaci mnozinou
= mizeme ziskat nizsi kvalitu predpovédi (generalizace)
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Rozhodovaci stromy Uceni ve formé rozhodovacich stromi

Uceni ve formé rozhodovacich stromu

» trivialni konstrukce rozhodovaciho stromu

= pro kazdy priklad v trénovaci sadé pridej jednu cestu od korene k listu
= na stejnych prikladech jako v trénovaci sadé bude fungovat presné
= na novych prikladech se bude chovat ndhodné — negeneralizuje vzory
z prikladii, pouze kopiruje pozorovani
» heuristicka konstrukce kompaktniho stromu
= chceme najit nejmensi rozhodovaci strom, ktery souhlasi s pfiklady
= presné nalezeni nejmensiho stromu je ovsem pfilis slozité

— heuristikou najdeme alespon dostatecné maly
= hlavni myslenka — vybitdme atributy pro test v co nejlepSim poradi
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Rozhodovaci stromy Uceni ve formé rozhodovacich stromi

Vybér atributu

dobry atribut = rozdéli ptiklady na podmnoziny, které jsou (nejlépe)
“vSechny pozitivni" nebo “vSechny negativni”

000000 000000
000000 000000
Stamgastu?
nikdo Gast. plno mexicka pizzerie asijska bufet
000 (CNO] @ e 00 o0
e o000 @ @ oo e

:§tamgasti‘1? je lepsi volba atributu <— davéa lepsi informaci o vlastni
klasifikaci priklad
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Rozhodovaci stromy Uceni ve formé rozhodovacich stromi

Vybér atributu — mira informace

informace — odpovida na otazku
¢fim méné dopredu vim o vysledku obsazeném v odpovédi — tim vice
informace je v ni obsazeno

éfitko: 1 bit =odpovéd na Booleovskou otazku s pravdépodobnosti
odpovédi (P(T) = 3, P(F) = 3)
n moznych odpovédi (P(vi),...,P(v,)) — mira informace v odpovédi
obsazena

I((P(v1), ..., P(vn))) = i1 —P(vi) logy P(vi)

tato mira se také nazyva entropie

napt. pro hézeni minci: 1((3,3)) = —3logy, 3 — logy, 5 = 3 + 1 =1 bit

pro hazeni falesnou minci, ktera dévé na 99% vzdy jednu stranu mince:

1 99\y_ _ 1 1 99
I((155- 100)) = — 100 '°82 105 — 100 1082 105 = 008 biti
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Rozhodovaci stromy Uceni ve formé rozhodovacich stromi

Pouziti miry informace pro vybér atributu

predpokladejme, Ze mame p pozitivnich a n negativnich prikladi
= 1(( p_’in, 5 7)) bitii je potfeba pro klasifikaci nového pfikladu

napr. pro Xi, ..., X1o z volby ¢ekani na stil je p = n = 6, takze potfebujeme 1 bitJ

vybér atributu — kolik informace nam da test na hodnotu atributu A?
= rozdil odhadu odpovédi pred a po testu atributu
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Rozhodovaci stromy Uceni ve formé rozhodovacich stromi

Pouziti miry informace pro vybér atributu
atribut A rozdéli sadu prikladd E na podmnoziny E;
(nejlépe tak, ze kazda potfebuje méné informace)

necht E; ma p; pozitivnich a n; negativnich prikladi
= je potteba /(<p-iin-v pvin->) bitii pro klasifikaci nového prikladu
= oCekavany pocet bitd celkem je

Remainder(A) = >, B2 . (£

- i p+n pi+n;’ piinf>)
Gain(A) = l((pin, pin>) — Remainder(A)

= vysledny zisk atributu A je

vybér atributu = nalezenfi atributu s nejvyssi hodnotou Gain(A)

Gain(Stamgastii?) ~ 0.541 biti Gain(Typ?) = 0 bitd J

obecné: E; (pro A = v;) obsahuje ¢;  klasifikaci do t¥id cy,

= Remainder(A) = %=, P(vi) - I((P(cip), -, P(cik)))
= Gain(A) = I({P(w1),

weey Cie

<.y P(v1))) — Remainder(A)
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Rozhodovaci stromy Uceni ve formé rozhodovacich stromi

Algoritmus IDT — priklad

attributes = { "hlad": ["ano", "ne"],
"Stam": ["nikdo", "&&st", "plno"],
"cen": ["$", "$$", "$$$"], ... }
examples = |
("pockat", [
("alt", "ano"), ("bar", "ne"), ("paso", "ne"), ("hlad", "ano"), ("Stam", "&ast"),
("cen", "$$$"), ("dést", "ne"), ("rez", "ano"), ("typ", "mexicka") ]),
("necekat", [
("alt", "ano"), ("bar", "ne"), ("paso”, "ne"), ("hlad", "ano"), ("Stam", "plno"),

("cen" , l|$u) ) ("dééﬁ" , "ne"), ("rez" X "ne"), ("typ" X "asijské") ] ) R ]
PrintTree(InduceTree( attributes , examples))
Stam?

= nikdo
necekat
= cast
pockat
= plno
hlad?
= ano
cen?
paso?
= ano
pockat
= ne
necekat
= $$%

necekat
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Rozhodovaci stromy Uceni ve formé rozhodovacich stromi

Algoritmus IDT — uceni formou rozhodovacich stromi

function INDUCETREE( attributes , examples)
if length(examples) = 0 then return None
single_class <+ all_same__class(examples)  # V pfiklady stejné tidy
if single_class is not None then return leaf_tree(single_class)
attribute < choose_attribute(attributes, examples) # podle miry informace
if attribute is None then # Zidny uzite¢ny atribut, list s distribuci klasifikaci
return leaf_tree(get_example_classes(examples))
tree < new_decision_tree(attribute) # novy (pod)strom s testem na atribut
foreach value € get_attribute_values(attribute) do
val_examples + [ e for e € examples if attr_val(e, attribute) = value |
subtree < InduceTree(attributes - attribute , val_examples)
if subtree is None then
subtree <+ leaf_tree(get_example_classes(val_examples))
add__tree__branch(value, subtree)
return tree
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Rozhodovaci stromy Uceni ve formé rozhodovacich stromi

IDT — vysledny rozhodovaci strom

rozhodovaci strom nauceny z 12-ti prikladi:

Stamgasti?

o 11

podstatné jednodussi nez strom “z tabulky prikladi
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Hodnoceni Gspésnosti uéiciho algoritmu
Hodnoceni Gspésnosti uciciho algoritmu

dopredu — pouzit véty Teorie kompu-
tacniho ucenf

jak mGzZeme zjistit, zda h ~ 17 . L ,
po nauceni — kontrolou na jiné trénovaci

sadé
pouzivand metodologie (cross validation): k¥ivka uceni — zavislost veli-
1. vezmeme velkou mnozinu prikladi kosti trénovaci sady na Gspés-
2. rozdé&lime ji na 2 mnoziny — trénovaci a nosti

testovaci ]

3. aplikujeme ucici algoritmus na trénovaci

sz 7 0.9
sadu, ziskame hypotézu h

0.8
4. zmé¥ime procento prikladd v testovaci

sadé, které jsou spravné klasifikované
hypotézou h

0.7

0.6

% spravnosti u testovaci sady

5. opakujeme kroky 2—4 pro rlizné velikosti 05
trénovacich sad a pro ndhodné vybrané 0.4 : : :
, , 0 20 40 60 0 100
trénovaci sady velikost trénovac sady
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Hodnocenf Gspésnosti uciciho algoritmu

Hodnoceni Gspésnosti uciciho algoritmu — pokrac.
tvar krivky uceni zavisi na» je hledana funkce

realizovatelnd x nerealizovatelna
funkce mize byt nerealizovatelna kvili
= chybéjicim atributiim
= omezenému prostoru hypotéz
» naopak nadbytecné expresivité

napf. mnozstvi nerelevantnich atributi
% spravnosti

A
1

- realizovatelna

nadbytecna
nerealizovatelna

» # pfikladi
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Hodnocenf Gspésnosti uciciho algoritmu Induktivni uéeni — shrnuti

Induktivni uceni — shrnuti

v

uceni je potfebné pro neznamé prostredi (a liné analytiky ©)
ucici se agent — vykonnostni komponenta a komponenta ucenf{

metoda uceni zavisi na typu vykonnostni komponenty, dostupné zpétné
vazbé, typu a reprezentaci Casti, kterd se ma ucenim zlepsit

u uceni s dohledem — cil je najit nejjednodussi hypotézu priblizné
konzistentni s trénovacimi priklady
uceni formou rozhodovacich stromii pouzivd miru informace

kvalita uceni — presnost odhadu zmérena na testovaci sadé
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Neuronové sité Neuron

Neuron

mozek — 10! neurondi > 20 typii, 10'* synapsi, 1ms—10ms cyklus

nosi¢e informace — signaly = “vykyvy" elektrickych potenciald (se Sumem)
neuron — mozkova bunka, ktera

ma za kol sbér, zpracovani a
Siteni signald

Nervova vlakna

Axon z jiné buriky

\

Synapse
Dendrit

Axon, nervovy vybézek

\/

Synapse

Télo buriky, soma
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Neuronové sité Poéita¢ovy model neuronu

Pocitacovy model neuronu

1943 — McCulloch & Pitts — matematicky model neuronu
spojené do neuronové sité — schopnost tolerovat sSum ve vstupu a udit se

jednotky v neuronové siti — jsou propojeny vazbami (links)
— vazba z jednotky j do i propaguje aktivaci a;

(units)
jednotky j
— kazda vazba ma &iselnou vahu W ;
(sila+znaménko)
funkce jednotky i:
prahovd viha

1. spogitd vazenou Y vstupl = in; a==1 Wy, a;=g(in;)

2. aplikuje aktiva¢ni funkci g —_ 2
W, n, f
i a

3. tim ziska vystup a; aq —= y .
ai = g(ini) = g( E VVj,iaj) vstupn{ vstupni  aktivaéni  v§stup vystupni
;i vazby funkce  funkce vazby
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Neuronové sité  Aktivaéni funkce

Aktivacni funkce

ucel aktivacni funkce: p. jeqnotka ma byt aktivni (=~ +1) pro pozitivni priklady,
jinak neaktivni ~ 0

» aktivace musi byt nelinearni, jinak by cela sit byla linearni

napf .
g(iny) ,
a) b) glin;)
+1
+1
| in; in;
prahové funkce ReLU (rectified linear unit)
sigmoida 1/(1+e7™) softplus log(1 + €)
je derivovatelna — ddlezité pro
uceni

zmény prahové vahy W ; nastavuji nulovou pozici — nastavuji prah aktivace
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Neuronové sité Logické funkce pomoci neuronové jednotky

Logické funkce pomoci neuronové jednotky

“/02 15 WUZO-S W(]Z_O.S
Wl}t Wl}‘ —_—
/ / Wy =-1
Wa=1 Wa=1
AND OR NOT

jednotka McCulloch & Pitts sama umi implementovat zakladni Booleovské
funkce

=- kombinacemi jednotek do sité mizeme implementovat libovolnou
Booleovskou funkci
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Neuronové sité Struktury neuronovych siti

Struktury neuronovych sitf

» sité s prednim vstupem (feed-forward networks)
= necyklické
= implementuji funkce
= nemaji vnitfni pamét

» rekurentni sité (recurrent networks)

cyklické, vlastni vystup si berou opét na vstup

slozitéjsi a schopnéjsi

vystup mé (zpozdény) vliv na aktivaci = pamét

Hopfieldovy sité — symetrické obousmérné vazby; funguji jako asociativni
pamét

Boltzmannovy stroje — pravdépodobnostni aktivacni funkce

Long Short Term Memory (LSTM) — spojuji vzdalené zavislosti v sekvenci
vstupu

g). www.asimovinstitute.org/neural-network-zoo
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https://www.asimovinstitute.org/neural-network-zoo/

Neuronové sité Struktury neuronovych siti

Priklad sité s prednim vstupem

sit 5-ti jednotek — 2 vstupni jednotky, 1 skryta vrstva (2 jednotky), 1
vystupni jednotka

Wis
! W,
‘4/1,4 35
e Wis
> ,
Waa

sit s prednim vstupem = parametrizovana nelinearni funkce vstupu

as = g(Wss-a3+ Wys - as)
g(Wss-g(Wiz-a1+ Wasz-ap)+ Was-g(Wia-a1+ Was- a))
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Neuronové sité Jednovrstva sit — perceptron

/4

Jednovrstva sit — perceptron

erceptron
P P — pro Booleovskou funkci 1 vystupni jednotka

— pro slozitéjsi klasifikaci — vice vystupnich jednotek

vstupni vysfupni
jA

Jednotky Jjednotky
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Neuronové sité Jednovrstva sit — perceptron

Vyjadrovaci sila perceptronu

perceptron miize reprezentovat hodné Booleovskych funkci — AND, OR,
NOT, majoritni funkci (3°; Wix; > n/2, W; =1), ...

reprezentuje linedrni separator (nadrovina) v prostoru vstupu:

I I
1 [ 1 L
0 0
0 1 L 0 1 b
a) /1 and 12 b) /1 or /2 C) /1 Xor I2
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Neuronové sité Jednovrstva sit — perceptron

Uceni perceptronu

vyhoda perceptronu — existuje jednoduchy ucici algoritmus pro libovolnou linedrné
separabilni funkci

uceni perceptronu = upravovani vah, aby se snizila chyba na trénovaci sadé
kvadratickd chyba (ztrata, Loss) E pro pfiklad se vstupem x a poZadovanym
(=spravnym) vystupem y je

E= %Err2 = L(y — hw(x))?,  kde hw(x) je vystup perceptronu
vahy pro minimalni chybu pak hleddme optimalizaénim prohledavanim spojitého
prostoru vah

zfvf/ = Err x g’a’/’ = Err x -2~ (y g(X7o Wix))) = —Err x g'(in) x x;

pravidlo pro Gpravu vahy

W, < W, + o x Err x g'(iin) x x; . .. udici konstanta (learning rate)
napt. Err =y — hw(x) >0 = vystup hw(x) je moc maly
= vahy se musi zvysit pro pozitivni pfiklady a sniZit pro negativn{ J

Gpravu vah provadime po kazdém prikladu — opakované az do dosazenf{
ukoncovaciho kritéria
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Neuronové sité Jednovrstva sit — perceptron

Uceni perceptronu pokrac.

ucici pravidlo pro perceptron konverguje ke spravné funkci pro
libovolnou linedrné separabilni mnozinu dat

NIRRT b) uéeni ¢ekani na volny stil v re-
a) uceni majoritni funkce

. stauraci
a2} 1
M
E 09 3
4 Z 09
508 x g
] £ 08 Rozhodovac{ strom
EOT xx*xxxxxxxxxx & Perceptron ==« w=
e o7
g 06 Percepiron e £, P PR
E x Rozhodovaci strom x £ 06 - b e ~ -~ ',
05 g -
o U Z
g « 05
0.4 ————— -
0 10 20 30 40 50 60 70 S0 90 100 04

0 10 20 30 40 50 60 70 80 90 100

velikost trénovaci sady velikost trénovaci sady
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Neuronové sité  Vicevrstvé neuronové sité

Vicevrstvé neuronové sité

vrstvy jsou obvykle tplné propojené
pocet skrytych jednotek je obvykle volen experimentalné

vystupni jednotky a;
Wi

skryté jednotky aj
Wej

vstupni jednotky a;
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Neuronové sité Vicevrstvé neuronové sité

Vyjadrovaci sila vicevrstvych siti

s jednou skrytou vrstvou — vSechny spojité funkce

se dvéma skrytymi vrstvami — vSechny funkce

tézko se ovSsem pro konkrétni sit zjiStuje jeji prostor reprezentovatelnych
funkci

napr.

dvé “opacné” skryté jednotky

vytvoFi hfbet dva hrbety vytvori homoli
hylxp. x,)

LNEES 1
08

V8 06

06

04
04

N ,
.50 x X, 4
2 7 —4

playground.tensorflow.org
—


http://playground.tensorflow.org

Neuronové sité  Vicevrstvé neuronové sité

Uceni vicevrstvych siti

pravidla pro dpravu vah:

» vystupni vrstva — stejné jako u perceptronu
VVJ",' — VVL,' +a X aj X A; kde A; = Err; x g’(in,-)

> skryté vrstvy —zpétné Sifeni (back-propagation) chyby z vystupni vrstvy
WkJ — WkJ + a X ag X Aj kde Aj = g/(inj) Zi VVJ",'A,'

problémy uleni:
— dosaZeni lokalniho minima chyby
— prilis pomala konvergence

— prilisné upnuti na ptiklady — neschopnost generalizovat
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Neuronové sité  Vicevrstvé neuronové sité

Uceni vicevrstvych siti pokrac.

vicevrstva sit se problém cekani na volny stdl v restauraci uci znatelné lip
nez perceptron
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Neuronové sité Neuronové sité — shrnuti

Neuronové sité — shrnuti

> vétSina mozkd ma velké mnozstvi neurond; kazdy neuron = linearn{
prahova jednotka (?)
> perceptrony (jednovrstvé sité) maji nizkou vyjadrovaci silu
P vicevrstvé sité jsou dostatecné silné; mohou byt trénovany pomoci
zpétného Siteni chyby
» velké mnozstvi redlnych aplikaci = rozpoznavani ¥eli
= rozpoznavani ru¢né psaného pisma
= Yizeni auta, ...
» v poslednich letech hluboké neuronové sité — Iépe generalizuji
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