Optimalizace bez omezeni
(unconstraint)

Nederivacni (ad hoc) metody
Jednoduché metody
Nelder-Meadova (simplexova) metoda
Derivac¢ni metody
Prvni derivace
Metoda nejvétSiho spadu + dalsi spadové metody
Metoda konjugovanych gradientli
Druha derivace
Newton-Raphsonova metoda
Quasi-Newtonova metoda



Metody konjugovanych gradientu

- obecne

= metody sdruzenych gradientu
= conjugate gradient method
= specialni pfipad metod sdruzenych sméru

Zakladni myS$lenka: Pro uréeni sméru pfesunu z bodu x® do bodu
x&k+1) se vyuzivaji nejen hodnotu g+, ale rovnéz hodnotu g,
(V obecném piipadé je mozno vyuzit hodnot g, g, ..., g,
glD)

Zdivodnéni: Spojeni informaci o sou¢asném a predchozim
sklonu studované¢ funkce umoznuje rychlejsi sestup do minima
(zlepSeni konvergence na plochych oblastech).



Metody konjugovanych gradientu

- algoritmus

Vypocet xk+1):

Xx+1) se uréuje pomoci stejného vztahu jako u
spadovych metod:

X (K+1) = x(K) 4+ (K g(K) [2.1]
kde:
s(k) smér piesunu z bodu x®)

ak) koeficient, popisujici délku daného pfesunu



Metody konjugovanych gradientu

- algoritmus |1

Vypocet al:

Analogické jako u spadovych metod:
1) Je nutno zvolit koeficient a® tak, aby platilo:
0 < ok < oK)’
kde: f(x® + (0" sK)) = f(xk+1)
2) a®) by se méla co nejvice blizit o™,
kde a®* je minimum funkce f(x® + o). sk),



Metody konjugovanych gradientu

- algoritmus 1

Vypocet sk+l):
stk*+1) se vypocte pomoci gradientu g1 a sméru s®,
(Pricemz s byl vypoéitan pomoci pfedchozich
hodnot gradientu ...). Konkrétné:
slktl) = glk+l) 4+ k) g(k) [2.2]
Kde B je koeficient, ktery uréuje miru vlivu sméru
presunu v kroku k (s®) na smér pfesunu v
nasledujicim kroku (s+1),
Vypocet s©):
50 = -g©



Metody konjugovanych gradientu

- algoritmus 1

Vypocet &+
Existuje vice moznosti, jak volit ¢islo K+,

Nyni odvodime hodnotu &+ za piedpokladu, Ze
minimalizovand funkce je kvadraticka a ma pozitivné definitni
Hessovou matici G. V tomto pripadé plati:

y® = G.5K [2.3]
kde Y = gk+D) _ g g §0 = x(kvd) _ (K
Protoze vektory s« a s maji byt sdruzené vzhledem ke G,
musi platit:

stk+DT.G.8K =0 [2.4]
Z [2.3] a [2.4] vyplyva:

0 = sk DT G 5K = sk DTy



Metody konjugovanych gradientu

- algoritmus IV
stk+1) = g(k+1) 4 B sK) [2.2]

Po transponovani rovnice [2.2] a nasobeni vektorem y®
Zprava dostavame:

0 = - DTy + B 5T YK [2.5]

Odtud plyne hodnota, kterou navrhli Hestenes a Stiefel
VvV roce 1952:

o (k+1)T ( g(k+1) B g(k))
HS +
T e 26]




Metody konjugovanych gradientu
- algoritmus V
Pokud je X v rovnici [2.1] pFesné uréenym minimem
ve sméru s, musi platit s0T.gk+1) = 0 (jinak by se
hodnota f ve sméru s dala je$té snizit), obdobné

sk-DT gk) = 0. Pak je jmenovatel ve vztahu [2.6]
roven:

ST (g(k“) _g® ): _gT g — [g(lo _ B, S(k—l)]T g% =
_ g g® :ng)Hi [2.7]



Metody konjugovanych gradientu
- algoritmus VI
Po dosazeni [2.7] do [2.6] ziskame vyjadieni f®), které
poprve publikovali Polak a Ribiere v roce 1969:

(k+1)T (k+1) (k)
K _ (057 -9g")

" e -

Obdobné Ize ukazat, ze gk+DT gk =0, odtud plyne
vztah pro B® podle Fletchera a Reevese (1963):

(k) _ Hg

FR 2
(k)H
|o“l,

(k+1) |2
2




Metody konjugovanych gradientu

- algoritmus V11

Pro kvadratické funkce je Brs = B = B,

To ale neplati pro obecné&;si funkce. P11 testovacich
ulohach dava obvykle nejlepsi vysledky varianta
Polaka a Ribiera.



Metody konjugovanych gradientu

- zhodnoceni

Vyhody:
SpolehlivEéjsi nez spadoveé metody.

Vhodna 1 v oblastech pobliZ minima

Nevyhody:

v w7/

V¢Etsi prostorova slozitost (nutnost ukladat nékolik n-
prvkovych vektor).



Metody konjugovanych gradientu

Vhodna 1 v oblastech pobliz Porovnani metody nejvétsiho
spadu a metody konjugovanych gradientu (Rosenbrockova

funkce):

- porovnani

Nejv. spad

Daleko od minima
(gradient < 1kcal.A%)

CPU

Pocetiter.

PobliZ minima
(gradient< 0,1kcal.A%)

CPU

Pocetiter.

Konj. grad.



Metody konjugovanych gradientu

- porovnani Il

Ukazka konvergence spadové metody pro Rosenbrockovu
funkci:
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Metody konjugovanych gradientu

- porovnani Il

Ukazka konvergence metody konjugovanych gradientu pro
Rosenbrockovu funkci:
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Cviceni

Proved’te prvni 2 kroky optimalizace funkce:
f(X1, Xp) = X% + 2%;°

a) pomoci metody nejveétsiho spadu

b) pomoci metody konjugovanych gradientti

Poznamka: Vyuzijte o = 0,25. Poc¢atecni bod je (2,1)



Funkce: f(x;, X,) = X2 + 2X,?

Vychozi bod: x° = (2, 1)

Parametry: a=0.25

Gradient funkce: Vf(x,, X,) = (2X;, 4X,)

Smér funkce: sk = -gk

Nasledujici bod: xk*1 = xk + .5k
Gradient v bodé x°%: ¢° = (4,4)

Smér v bodé x0: s0 = (-4,-4)

Bod x*: xt = (2,1) + 0,25.(-4,-4) =(1,0)
Gradient v bodé x!: gt = (2,0)

Smér v bodé x!: st = (-2,0)
Bod x2; x2 = (1,0) + 0,25.(-2,0) =(0.5,0)



Funkce: f(x;, X,) = X2 + 2X,?

Vychozi bod: x° = (2, 1)

Parametry: o =0.25

Gradient funkce: Vf(x,, X,) = (2X;, 4X,)

Smér funkce: sk = -gk

Nasledujici bod: xk*1 = xk + .5k
Gradient v bodé x%: g° = (4,4)

Smér v bodég x0: s0 = (-4,-4)

Bod x*: xt = (2,1) + 0,25.(-4,-4) =(1,0)
Gradient v bodé x!: gt = (2,0)

Smér v bodé x!: st = (-2,0)
Bod x!: x2 = (1,0) + 0,25.(-2,0) =(0.5,0)

2

Funkce: f(x;, X,) = X,*+ 2X,°
Vychozi bod: = (2, 1)
Parametry: a=0.25
Gradient funkce: VI(x,, X,) = (2x;, 4X,)

/ -4
ot g™ Il

*PFR — © 2
lg®15
Smeér funkce: sk = -gk + pE.sk

Beta

Nasledujici bod: x¥*1 = x¥ + q.s¥



Funkce: f(x;, X,) = X2 + 2X,?

Vychozi bod: x° = (2, 1)

Parametry: a=0.25

Gradient funkce: Vf(x,, X,) = (2X;, 4X,)

Smér funkce: sk = -gk

Nasledujici bod: xk*1 = xk + .5k
Gradient v bodé x%: g° = (4,4)

Smér v bodég x0: s0 = (-4,-4)

Bod x*: xt = (2,1) + 0,25.(-4,-4) =(1,0)
Gradient v bodé x!: gt = (2,0)

Smér v bodé x%: st = (-2,0)
Bod x2; x2 = (1,0) + 0,25.(-2,0) =(0.5,0)

Funkce: f(x;, X,) = X,*+ 2X,°

Vychozi bod: = (2, 1)

Parametry: a=0.25

Gradient funkce: VI(x,, X,) = (2x;, 4X,)

/ -4
ot g™ Il

*PFR — © 2
lg®15
Smeér funkce: sk = -gk + pE.sk

Beta

Nasledujici bod: x¥*1 = x¥ + q.s¥

Gradient v bodé x°:
Smér v bodé x°:
Bod x!:

Gradient v bodé x!:
Beta v bodé x!:
Smér v bodeé x!:
Bod x!:



Funkce: f(x;, X,) = X,2 + 2X,2 Funkce: f(x;, X,) = X,*+ 2X,°

Vychozi bod: x° = (2, 1) Vychozi bod: = (2, 1)
Parametry: a=0.25 Parametry: a=0.25
Gradient funkce: VI(xy, X,) = (2xy, 4X,) Gradient funkce: V1(x,, X,) = (2x,, 4x,)
o _ g™,
Beta: frg =)
X . ok = _gk 2
Smér funkce: s = -g Smeér funkce: sk = -gk + pE.sk

4 gkl = yk k ,
Nasledujici bod: x X< + o8 Nasledujici bod: x1 = xk + o5k

Gradient v bodé x%: g° = (4,4)
Smér v bodég x0: s0 = (-4,-4)
Bod x*: xt = (2,1) + 0,25.(-4,-4) =(1,0)

Gradient v bodé x°: g° = (4.4)

Smér v bodé x%: s° = (-4,-4)

Bod x!: x1 = (2,1) +0,25.(-4,-4) = (1,0)
Gradient v bodé x!: gt = (2,0) Gradient v bods x'-

) ) Beta v bodé x!:
Smér v bodg x%: st = (-2,0) Smér v bodé x!:

Bod x&: x2 = (1,0) + 0,25.(-2,0) = (0.5,0) Bod -



Funkce: f(x;, X,) = X2 + 2X,?

Vychozi bod: x° = (2, 1)

Parametry: a=0.25

Gradient funkce: Vf(x,, X,) = (2X;, 4X,)

Smér funkce: sk = -gk

Nasledujici bod: xk*1 = xk + .5k
Gradient v bodé x%: g° = (4,4)

Smér v bodég x0: s0 = (-4,-4)

Bod x*: xt = (2,1) + 0,25.(-4,-4) =(1,0)
Gradient v bodé x!: gt = (2,0)

Smér v bodé x°: s = (-2,0)
Bod x!: x! = (1,0) + 0,25.(-2,0) =(0.5,0)

Funkce: f(x;, X,) = X,*+ 2X,°

Vychozi bod: = (2, 1)

Parametry: a=0.25

Gradient funkce: VI(x,, X,) = (2x;, 4X,)
R L

R gl

Smeér funkce: sk = -gk + pE.sk

Beta

Nasledujici bod: x¥*1 = x¥ + q.s¥

Gradient v bodé x°: g° = (4.4)
Smér v bodé x%: s° = (-4,-4)
Bod x!: x! = (2,1) +0,25.(-4,-4) =(1.,0)

Gradient v bodé x!: g! =(2.0)

Beta v bodé x': bl = (2.2)/(4.4+4.4) = 4/32 = 0,125
Smeér v bodeé x!: s =-(2,0)+0.125.(-4.-4) =(-2.5 .
Bod x!: x!=(1,0) +0.25.(-2,5.-0.5) =(0.375.-0.125)



Domaci ukol

Proved’te prvni 3 kroky optimalizace funkce:
f(X1, Xp) = X% + 2%;°

a) pomoci metody konjugovanych gradientti

Poznamka: Vyuzijte o = 0,25. Pocatecni bod je (2,1)



Domaci ukol 2

Ptipravte implementaci metody konjugovanych gradientu
(napt. v Excelu, Pythonu apod.) pro Rosenbrockovu funkci:

f(x,,X,)=100(x, — X )* +(1-x,)°
Gradient Rosenbrockovy funkce:
VE(x) = (~400x, (X, — X?) ~2(1-X,), 200(x, - X))’
Vychozi bod:
Xo= (-2, 2)
Parametry:
o = 0,001



