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Lekce 1:
Uvod do analyzy kategorizovanych dat

©TK



AKD

SOCIOLOGIE A STATISTIKA

» nadindividualni spoleCenské struktury podmiruiji lidské chovani (Durkheim)

» spoleCenskeé struktury lze pozorovat na zaklade statistik o lidskem chovani,
pozorujeme novou skutecnost, z individualniho hlediska nerozpoznatelnou, ptaci
perspektiva, vymezuje a zaroven pfinasi informaci o tzv. hromadném jevu

- hromadny jev je kolektivita nového fadu, jeji objeveni souvisi s konstituci moderni
spoleCnosti a ustavenim sociologie a statistiky jako véd o socialnim zivotée v
moderni spolecnosti

* hromadny jev je definovan dostateCnym poctem zkoumanych jednotek, protoze az na
zakladé urcitého pocCtu (mnohosti) Ize ziskat predstavu o pravidelnosti, struktufe a
zakonitostech v socialnim zivoté (opakem je individualni jev)

- kde vznikaji socialni fakta, kdyz neprameni z psychiky Cloveka, ackoliv jsou jeji
nedilnou soucasti? pta se Durkheim

- zdroje socialnich faktu lezi v socialnich vazbach mezi lidmi, lezi tedy v
nadindividualnich socialnich strukturach, odpovida Durkheim

» z tohoto duvodu sociologové pro pochopeni socialniho zivota zkoumaji nadindividualni
socialni struktury, statistika a statisticky aparat jim v tom pomahaji
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ZAKON VELKYCH CISEL

« socialni jev je vzdy hromadny jev, adjektivum socialni odkazuje k hromadnosti a
socialnim vazbam (Simmel)

* vSechny jevy (vCetné socialnich) podléhaji zakonu velkych Cisel (jako prvni je;j
definoval francouzsky matematik a statistik Poisson)
- podle tohoto zakona se empirické udaje o jevu blizi skuteCnosti s rostoucim

pravdivost
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informace

poltem pozorovanych jednotek (kdyz pozorujeme vSechny jednotky, pozorujeme
skute€nost), pravidelnost a prava podstata jevu tedy vyvstava na povrch s
rostoucim poctem pozorovanych pfipadu

skutecny a pravidelny jev
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PROMENNE A JEJICH DELENI

podle slovniho vyjadreni hodnot proménnych:
- kvantitativni proménné (diskrétni & spojité)
- kvalitativni proménné
» podle vztaht mezi hodnotami jednotlivych proménnych:
- nominalni (nazev variant)
- ordinalni (nazev variant + usporadani vertikalni nebo horizontalni)
- kardinalni (nazev variant + usporadani + vzdalenost)
. intervalové (o kolik je jedna hodnota vétSi nez druha), <-oo; c0>, neexistuje
racionalni O (napf. teplota ve °C, 0 neznamena nepfitomnost teploty)
. pomérove (kolikrat je jedna hodnota vétsi nez druha) <0; «o>, 0 ma racionalni
zaklad (napf. vék, pocCet déti, vaha, zivotnost vyrobku atd.)
 hranice mezi jednotlivymi proménnymi nejsou neprichodné, zalezi na uhlu pohledu,
napf. Clenstvi v politické strané (nominalni, ordinalni) nebo vzdélani (nominaini,
ordinalni, kardinalni)
* proménne vySSiho radu mereni lze prevest do nizsiho radu méreni (tzv. ordinalizace
nebo nominalizace promennych)
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PROMENNE A JEJICH DELENI

* pod hlavicku kategorizované proménné radime nominalni, ordinalni a kardinalni
pomerove promenne
» kategorizované promeénné delime podle pocCtu variant:
- dichotomickeé (binarni, alternativni)
- polytomickeé (vicekategorialni)
. usporadané kategorie (vertikalné, horizontalné)
. neusporadané kategorie (nominalni proméenné)
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TRANSFORMACNI PRISTUP VS. PRISTUP LATENTNI PROMENNE

» dva pristupy v konceptualizaci kategorizovanych dat:
- kategorizovana data jsou inherentné diskrétni proménné (nelinearni

pravdépodobnostni modely), statistika a biostatistika, transformacéni pristup ke
kategorizovanym datum

. vybérové varianty znaku a popula¢ni parametry se shoduji, data modelujeme v méfené
podobé, p (pravdépodobnost) zavisle proménné transformujeme do podoby linearni
funkce nezavisle proménnych, tato funkce se nazyva spojnice (link), modely
transformované do linearnich modelu spojnicemi se nazyvaji zobecnéné linearni
modely (GLM) (p je pak vyjadifena jako nelinearni pravdépodobnostni model)

- kategorizovana data jsou nepozorované latentni proménné (hovofi se 0 modelech
latentnich proménnych), tento pristup najdeme v ekonometrii a psychometrii,
jedna se o tzv. pfistup ke kategorizovanym datum jako k latentnim proménnym

. v populaci jsou kategorizovana data kontinualni proménné, pozorujeme je ovSem jako
kategorizované (napr. u proménné dité pozorujeme pouze dvé varianty, nicméne v
populaci je to kontinualni proménna, ktera kdyz prekrocCi urCitou miru, tak pozorujeme
jeji manifestaci), rozdil mezi kontinualnimi daty a kategorizovanymi daty je v mife
pozorovatelnosti, u kategorizovanych dat nevidime jednotlivé hodnoty, ale pouze
intervaly (proto se kategorizovana data nékdy nazyvaji jako omezené zavisle
promenné), v populaci existuji tendence, sklon a mira tolerance, pfimo umérné
investicim a vynosum, pozorujeme pak jejich projevy skrze prekro¢eni miry tolerance
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TRANSFORMACNI PRISTUP VS. PRISTUP LATENTNI PROMENNE

» debata o povaze kategorizovanych dat se tahne historii statistického uvazovani (jeji
pocCatek lezi ve sporu K. Pearsona (latentni struktura) a G. U. Yulea (inherentni
diskrétnost) v prvni poloviné 20. stol., dodnes tato debata neni uzavrena, z obou dvou
pristupu vychazeji odliSné numerické algoritmy k identifikaci modelu se zavisle
kategorizovanou promeénnou, jejich vysledky jsou nicmeéne totozne

» 0 kterych z nasledujicich proménnych lze uvazovat jako o latentnich?

- uspéch u zkousky, souhlas s
predmanzelskym sexualnim zivotem,
pohlavi, participace na trhu prace, 1 pokudy; >T
rodinny sta\{, Prlje:[I na \{S, soplalnl ¥ {0 pokudy’ =T
status, gravidita, Cetba Casopisu :
Respekt, zaméstnanecka mobilita

- u latentni proménné y*
predpokladame, ze je linearné zavisla
na pozorovane promenne X,
strukturnim vztahem vyjadreno:
y* = XiB+e;
nebo pro jednoduchou proménnou
vyjadreno vztahem

* -
= a+ X'+£' . . T
y Bxite, distribuce y*
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INDIVIDUALNI A AGREGOVANA DATA

 individualni data
- ukazuji varianty znaku pro jednotliva pozorovani
- jednotlivé pripady charakterizuje vzdy jedna varianta zkoumané promenné
- data jsou prezentovana obvykle ve formé matice, v niz vzdy jeden radek odpovida
jednomu pozorovani (pfipadu) a jeden sloupec vzdy jedné proménné (znaku), pole
matice pak zachycuji varianty proménnych u jednotlivych pozorovani (pfipadu)
agregovana data
- ukazuji poCet opakujicich se pozorovani
- jednotlivé kombinace variant proménnych jsou charakterizovany poétem pfipadu
- data jsou prezentovana obvykle ve formeé kontingencni tabulky, v radcich a

sloupcich tabulky jsou zkombinovany varianty proménnych, v polich tabulky jsou
cetnosti pozorovani (poCty pfipadu) téchto variant
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AGREGOVANA DATA A JEJICH ANALYZA POMOCI STATY

o fully relational format of data - kazdé pole tabulky odpovida jednomu pozorovani, pole
tabulky jsou v matici soustredéné pod jednu promennou

» folded (grouped) format of data - pozorovani je o polovinu méné nez poli v tabulce,
nicméné pozorovani jsou soustredena pod dvé proménné (tedy do Sirky matice)

* pri klad: Age through 54 Age through 55 and above
tolbutamine placebo tolbutamine placebo
Dead 8 5 22 16
Surviving 98 115 % 79
(1) fully relational format (2) folded format
agecat exposed died pop agecat exposed deaths pop
1. 0 1 1 8 1. 0 1 8 106
2 0 1 0 98 2. 0 0 S 120
3. 0 0 1 5 3. 1 1 22 98
4. 0 0 0 115 4, 1 0 16 85
d. 1 1 1 22
6. 1 1 0 76
7. 1 0 1 16
8. 1 0 0 69

» podle typu dat volime ve Staté syntax vypocCtu, napfr. logit akceptuje (1), blogit
akceptuje (2), glogit akceptuje (2), ale odhad neni proveden jako ML, ale jako WLS,
glm akceptuje jak (1), tak (2), obecné je ve Staté rozSirengjsi typ dat (1)
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Lekce 4:

Linearni regresni model, zobecnené linearni modely
(GLM), principy statistického modelovani
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JEDNODUCHA LINEARNI REGRESE

» jednoducha linearni regrese muze byt pro vybérovy soubor zapsana jako:

y, =a+bx +d
» pro populaci je pak zapsana jako:
yi = a + ’BXi + ei

- kde a je posunuti (intercept), B8 je smérnice pro jednotlivé varianty x a e je chyba
(residual, odchylka) pozorované proménné od odhadnuté smérnice

« v regresni analyze je hodnota zavisle proménné specifikovana jako soucet linearnich
efektll nezavisle proméné (prediktora) a chyb (residuall, odchylek, diferenci)

©TK
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JEDNODUCHA LINEARNI REGRESE

 stata syntaxt pro regresni model

5 48419315.1
68 5778953. 25

73 8699525. 97

price npg headroom trunk wei ght

| engt h

Number of obs
F( 5, 68)
Prob > F
R- squar ed
Adj R-squared
Root MSE

74

8. 38
0. 0000
0. 3812
0. 3357
2403. 9

regress

Sour ce | SS
Model | 242096575
Resi dual | 392968821
Total | 635065396

price | Coef
nmpg | -85.75773
headroom | -710. 1846
trunk | 111. 1498
wei ght | 4. 420511
|l ength | -108.0777
_cons | 15552. 1

83. 60769
444, 8546
109. 9446
1. 165629
42.56471
6027. 182

[ 95% Conf .

-252. 5943
-1597. 878
-108. 2411
2. 094535
-193. 0142
3525. 049

I nterval ]

81. 07882
177.5089
330. 5408
6. 746488
-23. 1411
27579. 16

©TK

13



AKD

ODHAD JEDNODUCHE LINEARNI REGRESE - OLS

e kdyz zname vzorec pro regresi: ~

Y =a +bX

» tak na zakladé metody nejmensich ¢tverci smérnici a posunuti vypocitame podle
vzorcu:

S (X, - X)(¥, - )
p = =l

i(Xi _)_()2

e smeérnice prochazi vzdy pruméry obou proménnych, a proto posunuti (a) vypocitame
dosazenim pruméru do upravené regresni rovnice

©TK
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PREDPOKLADY LINEARNE REGRESNIHO MODELU

« odpovidajici funkCni podoba (linearita a normalni rozlozeni)

 minimalni vyskyt odlehlych pozorovani

» normalni rozloZeni nahodnych chyb (residualu), problém podoby podminéné distribuce
(napf. podminéné zeSikmeni)

» homoskedasticita (konstantni variabilita) nahodnych chyb (residualu, slozek), problem
tvaru podminéné distribuce (napr. podminéna SpiCatost)

» neexistence korelace mezi nahodnymi chybami (residualy) a vysveétlujicimi
promennymi

* neexistence multikolinearity
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STATISTICKA INFERENCE V LINEARNI REGRESI

« konfidencni interval CI(B)...... b £ t*SE,
» test hypotézy Hp: B = 0, vypocCet t statistiky:

b
f= —
SE,

 tabulkove kritické hodnoty t rozdéleni

©TK
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ODHAD JEDNODUCHE LINEARNI REGRESE - MLE

» cilem MLE (maximalné vérohodného odhadu) je najit takovou hodnotu koeficientu
(parametru), ktery nejvérohodnéji generuje vybérova data

» vyberové hodnoty y; jsou vysledkem pravdépodobnostni (hustotni) funkce f(y;|6), kde 6
je neznamy parametr, ktery generuje hodnoty y v populaci

» vérohodnostni funkce je pak soucin pravdépodobnosti (hustot) jednotlivych ;.

L=f|f(yi;@ 1nL=if(y,-;6’)

» hledame takovy koeficient (obvykle sadu koeficientl) které maximalizuji L, MLE tedy
porovnava vsechny mozné regresni koeficienty a odpovida na otazku, s jakou
vérohodnosti generuji namerena data, numericky je snazsi pocitat s pfirozenym
logaritmem L (hledame maximum In L, coz odpovida maximu L)

» k maximalizaci vérohodnostni funkce je nutné znat matematicky vzorec pro nahodny
proces generujici data v populaci

» v pripadeé linearni regrese musime tedy pfijmout predpoklad o rozlozeni y ve
variantach x, (neboli predpokladat distribuci residualu na zakladé urcitého algoritmu)

e pro spojité znaky v regresi plati, ze residualy jsou nezavislé, maji konstantni variabilitu
o° a normalni rozloZeni s u=0.
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ODHAD JEDNODUCHE LINEARNI REGRESE - ML

u spojité zavisle promeénné prepokladame, ze je generovana na zaklade normalniho
rozlozeni (Gaussova distribuce) o

X L 1 v, =)
pravdépodobnost (hustota) je:  p(y,) = exp| — pro -0 <y <o

2710° 200

stredni hodnota je: py=a + fBx,

dosazenim a pro i |

parametry a a B dostaneme: p(y. |a,fB) = > exp{—ZU2 Z(yl. —-(a +,Bxl_))2:|
27 =

yi a X;jsou dany, zkoumame pravdépodobnost pro varianty pamametrt a a 8
vérohodnostni funkce L a prirozeny logaritmus vérohodnostni funkce In L:

s ):(Jz:?j“p{‘z;i(% @)

0 L(@. ) = =2 n270*) 3" (3 ~(@ + f))

=1
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MLE A ZOBECNENE LINEARNI MODELY (GLM)

* In L je souCet vSech pravdépodobnosti (hustot), ktera maji jednotlivé hodnoty x pfi danych
parametrech

« cilem MLE je najit takové parametry, které maximalizuji tento soucet (je co nejblize 0), v
idealnim pripadé se tento soucet = 0, vSechna x lezi na pfimce a pfi danych parametrech maji
In hodnoty pravdépodobnosti (hustoty) 0 (exp® = 1)

» odhad koeficientl na zakladé MLE je totozny s odhade koeficientu na zakladé OLS, nejvétsi
hodnoty In L dostaneme, kdyz je v &asti vzorce (yi— (a+8x;))? rozdil minimalni (y; se co nejvice
blizi u), volime tedy takové hodnoty parametru a a B8, aby to platilo, OLS minimalizuje ten samy
vztah, nicméné v terminech residuall

P(yIx) Vi

-
L/

X2
X3
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MLE A ZOBECNENE LINEARNI MODELY (GLM)

» kdyz fje poCet udalosti z N pokusu (tedy pro pravdépodobnost y=17) pfijimame
predpoklad binomického rozdéeleni; po uprave pro y=0 (udalost nenastala) a y=1
(udalost nastala) prijimame Bernoullino rozdéleni

» kdyz fje poCet udalosti v Case (y=17), v misté nebo v ramci socialni skupiny (nezname
ovsem N, Ci poCet udalosti, které nenastaly (y=0), pfijimame predpoklad Poissonova
rozdeleni

» vSechna tato rozdéleni patfi do jedné rodiny distribuci (family), které matematicky
vyjadruji nahodny proces, ktery generuje data (podle jejich typu)

* na zakladé téchto rozdéleni a s pomoci spojnice (link) mezi zavisle a nezavisle
promennou lze tyto pripady zobecnit

e hovorime o zobecnénych linearnich modelech (GLM)

©TK
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ZOBECNENE LINEARNI MODELY

e linearni prediktor v; pro kazdou jednotku je: v. = X8
» spojnice (link function)

exp(v, |
Identity: 4/ =v Logit: 1 = p(»,) <4=>In (Lj =V
l-u

1 +exp(v,)
Log: 4 =exp(v)<=>In(x) =v.  Probit: 4 =P(v ) <=> O} (u) =v

* podminené distribuce (exponential family):

Gaussian: y = >
20

1 exp (— b= H) j Binomial: P(y) =

e 1
y!

Poisson: P(y) = Gamma:

©TK
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ZOBECNENY LINEARN|I MODEL (GLM)

» jednoduchy regresni model je definovan jako strukturni model:
_ I
Yi - Xi:B te,

kde X; je vektor hodnot pro i-té pozorovani, /5 je vektor parametrl a e je chyba.

o statisticky model je ve vétsiné pfipadu obsahuije:

- fixni ¢ast (fixed part, systematic component), ktera popisuje vztah mezi
proménnymi, které nas zajimaji (tento vztah je obvykle linearni, a proto umoznuje
zodpovedet otazku, jak promenna X ovlivhuje Y

- nahodna €ast (random part, random component), jedna se o (rezidualni) variaci
vysvétlované proménné, ktera je predikovana na zakladeé fixni Casti
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TYPY ZOBECNENYCH LINEARNICH MODELU

Fixni Cast Link Nahodna Cast Model
spojita 1dentity normalni regresni model
kategorizovana identity normalni ANOVA
mix identity normalni ANCOVA
mix logit binomicka logisticka regrese
mix log poisson loglinearni analyza
: R : .y Iti 1cka logistick4
mix zobecnény logit multinomicka multinomicka logisticka

regrese

©TK
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ZOBECNENE LINEARNI MODELY (POKR.)
 stata syntaxt pro GLM

gl m depvar varlist, fam/ly( ) Link( )
kde
Family Default Link(spojnice) Other link
gaussian identity xb
binomial logit exp(xb)/(1+exp(xb)) probit, c-log-log
poisson log exp(xb)

gamma log exp(xb) 1/xb

©TK
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CO JE DOBRY STATISTICKY MODEL?

» dobry statisticky model je:
- je presny (oCekavané Cetnosti, variabilita, podminény prumeér) se co nejmeéné lisi
od pozorovanych Cetnosti, variability, podminéného prumeéru)
- je usporny (obsahuje co nejméné parametru, vysvétlujicich proménnych)
. koncept presnosti (accuracy) = statisticka kritéria X, L?
. koncept uspornosti (parsimony) = stupné volnosti (d.f. degrees of freedom)

« saturovany model (obsahuje vSechny vysvétlujici proménné a vztahy mezi nimi) je
presny (oéekavané = pozorované éetnosti, X* a L= 0, df = 0), ale neni Gsporny (je
to parametrizace pozorovanych Cetnosti, nic nevysvétluje)

* model (podminéné) nezavislosti (obsahuje obvykle minimum proménnych a vztahu
mezi nimi), je usporny, ale obvykle neni presny (rozdil mezi oCekavanymi
pozorovanymi &etnostmi je velky, X° & L? vysoké, df vysoké, malo parametr( na
explanaci)

©TK
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PRINCIPY STATISTICKEHO MODELOVANI

» v modelovani vyzkumnik obvykle postupuje tak, ze hleda model (v pfipade, Zze model
(podminéné) nezavislosti na data nepadne), ktery se nachazi nékde mezi
saturovanym modelem a modelem nezavislosti

 modelovani je hledani optimalniho poméru mezi presnosti a uspornosti (logika
Occamovy bfitvy)

 cilem je najit co nejuspornéjsi model, ktery ma co nejméne vysvétlujicich promennych,
ktery ovSem stale jesté uspokojive vysvetluje strukturu dat

» duvod minimalizace vysvétlujicich proménnych v modelu

- numericka stabilita
- snadna zobecnitelnost a aplikovatelnost

» dva mozné postupy statistickeho modelovani
- zaCneme saturovanym modelem a postupné vyluCujeme proménné (snizuje se

presnost, ale roste uspornost) (backward elimination in stepwise regression)

- zacneme modelem (podminené) nezavislosti a postupne prfidavame proménné
(snizuje se uspornost, ale roste presnost) (forward addition in stepwise
regression),

- v obou pripadech je kritéeriem pro promennou v modelu statisticka vyznamnost
(obvykle 95%), problém hranice!

dobra teorie je zakladem pro opravnénost nebo neopravnénost promennych v modelu
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VZTAH MEZI PRESNOSTI A USPORNOSTI V SCLG. VYZKUMU

» kazdy zkoumany (vybérovy) soubor je definovan obsahem a rozsahem
- obsah: zkoumany pocet spole¢nych znaku u jednotek, konkrétnost, pfesnost
- rozsah: poc€et jednotek, uspornost

» vétSi obsah znamena vétsi pocet znakl u jednotky, vétSi presnost ve vymezeni
jednotky, nicméné to znamena vymezeni mensiho poctu jednotek (maximalni pocet
znaku = 1 jednotka),

» vétSi rozsah, vice zkoumanych jednotek, znamena mensi pocet znaku u jednotky
(maximalni rozsah = 1 znak) napf. lidé

presnost  uspornost
napr. znaky:
- rodina
- velikost rodiny
- uplnost rodiny
- stafi partneru
- sotari déti
- typ domacnosti
- atd.

Kdyz roste presnost
zmensuje se uspornost
(rozsah) a naopak

—_ e e e e e e —m———

¢ ——— e e e m e ————

©TK
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REGRESNI MODELY PRO KATEG. ZAVISLE PROMENNOU

e v pripadé kategorizovaneé zavisle promenné regresni model nelze pouzit
» podle typu zavisle proménné volime:
- binarni logistickou regresi - zavisle proménna ma dvé varianty
- ordinalni logistickou regresi - zavisle promenna vice usporadanych variant
- nominalni (multinomickou) logistickou regresi - zavisle proménna vice variant

Shrnuti jednotlivych typu analyzy:

Zavisle promenna Nezavisle promenna Typ analyzy
spojita spojita regrese, korelacni analyza
spojita kategorizovana regrese, ANOVA

dichotomicka (binarni) kategorizovana logit/probit, loglinear
dichotomicka (binarni) spojita logit/probit
neusporadana polytomicka kategorizovana loglinear, mlogit
neusporadana polytomicka spojita mlogit
usporadana polytomicka kategorizovana ologit/oprobit, loglinear
usporadana polytomicka spojita ologit/oprobit
tabulkova data (poméry) kategorizovana loglinear
censored duration data spojita, kategorizovana loglinear, logit/log-log
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Lekce 5:
Modely pro binarni zavisle promeénnou
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LINEARNI PRAVDEPODOBNOSTNI MODEL - LPM

» zavisle proménna je kategorizovana, ma dvé varianty (obvykle O - jev nenastal, 1 - jev
nastal), nezavisle proménné mohou byt jak kategorizované, tak spojité
 klasicky regresni model se znamymi predpoklady je:

yi :a+/8Xl +el

 LPM je modelovan jako vyskyt podminénée pravdepodobnosti y; pfi daném x;
e rovnice modelu je:

Pr(y =1|x)=m =a+[X

kde oCekavana Cetnost y; pfi daném x; je pravdépodobnost, Ze y; = 1 (jev nastal), kdyz
je dano x;.

» problémy pfi identifikaci modelu
- heteroskedasticita
- normalita
- nerealné predikce (>1; <0)
- funkcionalni forma
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FUNKCNI ZAVISLOST VYSVETLOVANE PROMENE U LPM
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NELINEARNI PRAVDEPODOBNOSTNI MODEL (NPM) - LOGIT

» transformacni pfistup
» dveé transformace ve vysvétlované binarni proméenné u linearniho
pravdépodobnostniho modelu pfed odhadem parametru

- prvni transformace do Sanci, podminka Pr(y =1]|x) 7T
splnuje, ze predikované hodnoty budou v -
intervalu <0;00>: Pr(y =0|x) 1-m

- druha transformace na pfirozeny logaritmus Sanci, 7T
podminka splfiuje, Ze $ance se nachazeji v intervalu In [ }
<—00;00> -7

» pfirozeny logaritmus Sanci je nazvan v teorii GLM jako LOGIT a model je linearni,
ovSem v transformované (logitoveé) podobé pro Pr(y=1), a nelinearni pro
pravdepodobnost Pr(y=1), hovorime pak o nelinearnim pravdépodobnostnim modelu
(NPM)
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NPM-LOGIT MODEL

rovnice logistické regrese (model je linearni jako logit)

7T
In| —— :0’+,3Xi
11—

I

pravdépodobnost Pr(y=1) je ovSem jiz na zakladé takto specifikovaného modelu
nelinearni

eXp(a +6X;)

1+exp

7= (@+pX;)

distribuce chyb

stata syntax odhadu binarniho logitového modelu v GLM
gl mdepvar varlist, famly(binomal) link(logit)

stata syntax odhadu binarniho logitoveho modelu
| ogit depvar varli st

| ogi stic depvar varli st
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NPM-PROBIT MODEL

» cdf (kumulativni distribucni funkce) splfiuje pozadavek rozmezi pravdépodobnosti
<0;1>, transformaci zavisle proménné do této podoby dostaneme probitovou regresi
(model je linearni jako probit)

a+,8X 2 1!
exp dt| m=d"7=a+pX
el 5

« pravdépodobnost Pr(y=1) je ovSem jiz na zakladé takto specifikovaného modelu

nelinearni
a+pX,

1 ¢
T = exp| — |dt =Pa +X.
, jm p[ 2) Wa +LX,)
o distribuce chyb

» stata syntax odhadu binarniho probitového modelu v GLM
gl m depvar varlist, famly(binomal) |ink(probit)

» stata syntax odhadu binarniho probitového modelu
probit depvar varli st
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NPM - KOMPLEMENTARNI LOG-LOG MODEL

komplemetarniho log-log modelu je dalSi variantou transformace zavisle proménne,
které je pak linearnim vyjadirenim parametru:

In(-In[l -7]) =a+[X,

pravdépodobnost y=1 je pak vyjadrena jako nelinearni funkce:

77 =1 -exp[ —exp(a + X, )]

distribuce chyb

stata syntax odhadu binarniho komplementarniho log-log modelu
cl ogl og depvar varli st
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DISTRIBUCNI FUNKCE LOGIT, PROBIT A LOG-LOG MODELU

» predikované hodnoty Pr(y=1|x) podle logitového, probitového a komplementarniho log-
log modelu, logit a probit podobné, kompl. log-log model dava substantivné odlisSné
vysledky

T T T T T
-4 2 0 2 4

s 110 (] e |01t (]
complementary log-log (p)
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MAXIMALNE VEROHODNY ODHAD (MLE)

* binomicka pravdépodobnostni funkce pro y uspéchu, pfi pravdépodobnosti na uspéch
1, v N pokusech je: (nj -

f(n)zPr(ymm:(”]ﬁ(l— por W) i)
E(y)=nm Var(y)=nml-7j

* zname matematicky vzorec pro urCeni pravdépodobnosti (vzorec pro nahodny proces,
ktery generuje data) a chceme znat pravdepodobnost urcitého vysledku (napfr. 3
muzU, ve vzorku n=10, pfi m=0.5)

 typicky problém: ve statistice zname vysledek y a n, nezname ovSem parametr 1,
ktery musime z informaci ve vybéru odhadnout

* binomicka vérohodnostni funkce je:

L=/ =]]Pr(7]y,n) =( j A=

y

ni
Vi
» vérohodnostni funkce ukazuje, jak je pravdépodobné, ze budeme pozorovat data,
ktera pozorujeme pfi hodnotach ur€itych parametru

* maximalné verohodny odhad je potom takova hodnota parametru, ktera s nejvyssi

pravdepodobnosti (nejvérohodnéji) generuje pozorovana data
©TK 37
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ODHAD LOGITOVEHO MODELU (WLS, MLE)

 WLS (odhad pomoci Weighted least square), glogit (pouziva se velmi zfidka)

 MLE je nezbytné pouzit, protoze efekt nezavisle proménnych na zavisle proménnou
neni linearni, residualy nemaji normalni distribuci a pro hodnoty nezavisle proménné
neni jejich variance konstantni (glm, logit, logistic)

» cilem MLE je nalézt koeficienty nezavisle proménnych, které generuji data, jez co
nejvice odpovidaji pozorovanym datum, to Ize provést pomoci maximalizace

verohodnostni funkce; , binomickd koefic:
| (1_%) 1nomicky koeficient
L=[17x)" [1- 7(x)]
i=1

ni
neni nutné v
i
kde L je hodnota verohodnostni funkce; p; je predikovana rovnici pouzit, protoze
pravdépodobnost pro pfipad i podle vzorce p; = -°°" /(1+ &-°¢" ’

. . . - g A )f yije pouze konstantné
hodnota nezavisle proménne pro pfipad /, I'1 je multiplikativni ekvivalent nasobi odhad

2 (funkce je vysledkem nasobeni hodnot pro kazdy pfipad)
» klicové je identifikovat 8 koeficienty nezavisle proménnych,
které produkuji LOGIT a zaroven tak p, ¢im maximalizuji L

L=[1FBy 1-F&B)"™

parametru
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ODHAD LOGITOVEHO MODELU (MLE)

* numericky je ovSem snazSi pracovat s pfirozenym logaritmem veérohodnostni funkce
(vyhneme se multiplikaci pravdépodobnosti a extrémné nizkym kladnym Cisltim)

» kdyz vérohodnostni funkce maximalizuje pravdepodobnost, tak jeji prirozeny
logaritmus maximalizuje pfirozeny logaritmus pravdépodobnosti

L=InL = Zn:{yi In[7(x)] +(1 —y)In[1 - 7x, )]}

e zatimco L variuje <0;1>; In L variuje <—0;0>, Cim blize je L 1 nebo ¢im blize je In L O, s tim
vetsi verohodnosti parametry modelu generuji pozorovana data, jedna se o
maximalizaci vérohodnostni funkce nebo o maximalizaci pfirozeného logaritmu
vérohodnostni funkce

L=l =Y{ymFxB)+( -y)hll -F(x' B}
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OBECNY POSTUP PRI ODHADU POMOCI MLE

1) volba koeficientl u nezavisle proménnych, 1 iterace obsahuje obvykle pouze a (napf.
ve Staté) nebo koeficienty odhadnuté na zakladé OLS, dalSi varianty koeficientu se jiz
vybiraji na zaklade iteraci

2) vypocet predikovaného LOGITU na zakladé zvolenych koeficientl a, 8 a pfipadu x;

3) transformace LOGITU do pravdépodobnosti p; podle vzorce p; = €-°°'" /(1+ €-°°")

4) vypocet prirozeného logaritmu hodnoty vérohodnostni funkce pro pfipad x;

5) opakujeme krok 1 az 4 pro vSechny pfipady x;, seCteme a dostaneme tak hodnotu
prirozeného logaritmu vérohodnostni funkce (In L) pro zvolené koeficienty

6) opakujeme kroky 1 az 5 pro vSechny mozné varianty kombinaci koeficientu a
srovnavame jejich In L

7) volime tu variantu kombinace koeficientl, ktera ma nejvyssi hodnotu In L (nejblize 0)

e konecCna hodnota In L ukazuje miru verohodnosti, ze dostaneme pozorovana data, pfi
danych koeficientech nezavisle proménnych (parametrech)
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MLE LOGIT MODELU V KONTINGENCNI TABULCE

e vérohodnostni funkce

L=[]m" - m)"™

» pfirozeny logaritmus vérohodnostni funkce

InL = i{yi ln[ﬂ(x,-)] +(ni _yi)ln[l - n(xz)]}

InL = i{yi In F(x;3) +(n, = y,)In[l -F(x, B)}

©TK
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STATISTICKA INFERENCE NPM

e podobné jako v regresni analyze (OLS)

» podil koeficientl nezavisle proménnych a standardni chyby (SE) je zakladem testu
vyznamnosti (z distribuce)

o statisticka vyznamnost koeficientl oznacuje pravdépodobnost, Ze velikost vybérovych
koeficientu je nahodna, kdyz populacni parametry odpovidaji 0, v socialnich védach si
obvykle nechavame rezervu 5% pro nahodu

» pro spolehlivost testu vyznamnosti by N>100
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KOMPLEXNEJSI TESTY VYZNAMNOSTI — WALDUV TEST

» oboustranny test vyznamnosti jednotlivych koeficientl nebo jejich simultanniho efektu
o Waldulv test je umocnéna t-statistika (f-ratio) a odpovida chi-kvadrat distribuci

rozdeleni pravdepodobnosti
/8 2
wo=| Lz
)

 test jednoduché nulové hypotézy (81 = 0),

» test komplexnéjsi nulové hypotézy (31 = B2 =0) nebo (41 =B2=PB3=P4+=0)

« Walduv test je postaven na omezovani jednoho nebo vice odhadnutych parametrt v
jednom odhadnutém modelu (testujeme napr. nulovou hypotézu, podle niz efekt 34 =0
a B2 = 0, nebo nulovou hypotézu, podle niz 31 = 3,), kdyz p=0.05, tak toto omezeni
neni nahodné

* u Waldova testu neni nutné odhadovat 2 modely, jako je tomu u Irtestu

» stata syntax

.logit chd age age2 sex
.test age2

.test age2 age

.test age2=age

©TK 43



AKD

KOMPLEXNEJSI TESTY VYZNAMNOSTI — LRTEST

» test vyznamnosti komplexnéjSich hypotéz o odhadnutych koeficientech (napr. test
vyznamnosti simultanniho efektu vice regresoru)
« zakladem je porovnani dvou maximalizovanych hodnot vérohodnostnich funkci z
ruznych modelu
» notace: My In(Ly)... zakladni model (baseline model), nejuspornéjsi, obsahuje pouze
konstantu (predikovanou primérnou pravdépodobnost pro vS§echny

LI A0 4V 4

Me In(LF)... plny (navrzeny) model (full model), presnéjsi nez My, obsahuje
pouze konstantu + dalSi koeficienty, L je vzdy vySSi nez L, protoze
se jedna o krok k presnosti
vSechny mozné koeficienty a varianty vztaht mezi nimi, L; =0

* hodnota In(L) ukazuje In verohodnosti, s niz namérime data pfi danych koeficientech
(Cim blize 0O, tim veétsi vérohodnost), je to tedy odchylka od saturovaneho modelu

* hodnota In(L) zavisi na N - ¢im vys§Si N, tim nizSi In(L) - a po¢tu parametrl, posoudit
jeji velikosti je proto nutné skrze standardizovany algoritmus

 tim je test poméru maximalni vérohodnosti (likelihood ratio test), kratce LRTEST (v
loglinearnim modelovani L? nékdy také G?)
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KOMPLEXNEJSI TESTY VYZNAMNOSTI — LRTEST

51 L. | _ L, | Lrje vzdy vétsi nez Lo, ma vice koeficientd, je blize
LR =2In L_ — 4| 77| saturovanému modelu

LF
LR=2(InL, -InL,)=-2(nL, -InL,)

0

e nasobime 2 nebo -2, dostaneme tak hodnotu chi-kvadratu s d.f. [df= df(Mg)- df(Mo)],
které odpovidaji poCtu nezavisle proménnych, srovnani této hodnoty s tabulkovou
hodnotou X rozdéleni testuje nulovou hypotézu, Ze véechny koeficienty s vyjimkou
konstanty se rovnaji 0 (zména v hodnoté L vyvolana nezavisle proménnymi je
nahodna a zlepsSeni se signifikantné neliSi od 0), kdyz p=0.05 podpofime nulovou
hypotézu, dva modely se od sebe signifikantné nelisi, usporné&jsi model je vhodngéjsi

 stejnou logiku aplikujeme na porovnani jakychkoliv dvou modelu a testujeme
vyznamnost zmén v (L) podle jednotlivych nezavisle proménnych, jimiz se modely od
sebe odlisuji

©TK
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KOMPLEXNEJSI TESTY VYZNAMNOSTI — LRTEST

 test jednoduché nulové hypotézy (81 = 0),

» test komplexnéjSi nulové hypotézy (34 = B> =0) nebo (B1=B>=pB3=p4=0)

« zakladem Irtestu je srovnani (L) (komplexniho, plného modelu) s (L) omezeného
modelu, ktery je v ném ,vsazen® (nested model), testujeme vyznamnosti vynechanych
parametru (d.f. = poCet testovanych parametru)

* napr. : 4 V=R +
model 1 je ,vsazen“ v modelu 3 (test nulové model 1 log%t(pl) B TP,
hypotezy {3, = B3 = 0), model 2: logit(p, =P, tB,x,+ 18X,
model 2 je vsazen v modelu 3 (test 3, = 0), model 3: logit(p; )=, +B,X, +B, X, B, X,

model 2 je vsazen v modelu 3 (test 3, = 0)
celkove N pri Irtestu musi byt pro vSechny modely stejné, jinak je Irtest neplatny

e stata syntax

.logit chd age age2 sex
.est store A

.logit chd age sex

rozhodnuti pro Waldulv test nebo Irtest je otazkou

Irtest A konvence, neexistuje racionalni argument pro
.est store B jeden z nich, pri velkych souborech dostaneme
.logit chd sex stejné vysledky, vétSina statistikl preferuje Irtest, i

.est store C
.lrtest B
.lrtest CA, stats

kdyz pfi jeho pouziti musime odhadovat 2 modely
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TEST SEDNUTiI MODELU NA DATA (KOMPARACE MODELU)

* miry sednuti modelu na data indikuji adekvatnost modelu pro popis struktury dat

* meér je nekolik, nicméne obecne plati, ze neexistuje racionalni evidence pro to, ze
padnuti/nepadnuti modelu na data podle jedné miry je optimalngjSi nez
padnuti/napadnuti modelu na data podle jiné miry

e miry padnuti modelu na data musime vzdy pouzivat v kontextu teorie a hypotéez, ktere
testujeme, zvoleného typu analyzy, pfedchoziho vyzkumu na dané téma a zaveru,
které prinesl, a predevsSim vysveétlujicich proménnych, jez pouzivame jako prediktory

o prikaz fitstat pocCita velké mnozstvi statistik testujicich padnuti modelu na data

» stata syntax

logit |fp k5 k618 age wc hc Iwg inc
fitstat

logit |fp k5 k618 age wc hc Iwg inc
fitstat, saving(nodl)

logit | fp k5 k618 age age2 wec hc Iwg inc
fitstat, using(nodl)
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SEDNUTI MODELU NA DATA (KOMPARACE MODELU)

vétSina meér sednuti modelu na data vychazi z maximalni hodnoty verohodnostni
funkce pro dany model

L, «0-L, <[ L,

 LRTEST je komparace Lr a Lo, jak se naméreny model liSi od nuloveého; df = pocCet
proménnych, které obsahuje Lg na rozdil od Lo, parametry zde pfidavany (adding of
parameteres)

D — odchylka je komparace Lr a Lg, jak se naméreny model liSi od saturovaného
modelu:

D=-2(InL, -InL,) =—2InL,

df=pocet pripadl minus pocet proménnych, parametry jsou zde ubirany (making of
constraints in parameteres)
» plati vztah:

LR, - LR, =D, -D,
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MIRY SEDNUTI MODELU NA DATA

gologit

nbreg
logistic cnreg  poisson
logit ologit clogit intreg =zimb

regress probit cloglog oprobit mlogit tobit  zip

O N RN EEN

Log-likelihood

Deviance & LR chi-square
AIC, AIC*n, BIC, BIC'

R? & Adjusted R?

Efron’s R?

McFadden's, ML, C&1U's R
Count & Adjusted Count R?
Var(e), Var(y*) and M&Z's R? O

OO EEENR
EEEE EENE
EEE([EEN
L EECLENEN
gy pEpEy B §
OoOmMO0N NN

pramen: Long, Freese (2001)
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MIRY SEDNUTi MODELU NA DATA - VARIANTY R°

« pseudo R?, neboli McFaddenovo R? ,&i také nékdy index v&rohodnostniho poméru
ukazuje zlepseni v In Lg vzhledem k In Lo, nabyva hodnot <0;1>, nevysvétluje ovSem
variaci v zavisle promenné, ktera je dana nezavisle promennymi, protoze In L neni o
variaci definované jako suma €

InL,
InL,

pseudo R* =1 -

« dalsi varianty koeficientu determinace: R* maximalni vérohosnoti; Craggovo &
Uhlerovo R?, Efronovo R?

« frekvenéni (count) a adjustované frekvenéni R ukazuje srovnani pozorovanych dat a
na zakladé modelu predikovanych dat (prikaz | st at ve stat€), ukazuje chybu s jakou

je model predikovan
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FREKVENCGNI A ADJUSTOVANE FREKVENGNI R?

| st at
Logi stic nodel for Ifp E n ..
———————— True -------- -/
Classified | D ~D | Tot al 2 — _J
——————————— I I I I I T I e sl I T count
+ | 342 145 | 487 N
- | 86 180 | 266
----------- T T T T g _
Total | 428 325 | 753 anj mle(nH)
L | | 2 —_J
CIaSS|f|ed_+ I f predicted Pr(D) >= .5 Adj count
True D defined as Ifp !'=0 N—max(nﬁ)
__________________________________________________ ,
Sensitivity Pr( +| D) 79. 91%
Specificity Pr( -|~D)  55.38% - kdc njje pocet spravnych predikci
Positive predictive val ue Pr( O +) 70. 23% tklad del ‘sledek 7
Negative predictive val ue Pr(~D -) 67.67% na za a € modelu pro vysledek
-------------------------------------------------- - kde n,, je radkova Cetnost pro
Fal se + rate for true ~D Pr( +| ~D) 44. 62% #adek 7
False - rate for true D Pr( -] D) 20. 09%
False + rate for classified + Pr(~D +) 29. 77%
False - rate for classified - Pr( D -) 32. 33%
Correctly classified 69. 32%
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MIRY SEDNUTI MODELU NA DATA - INFORMACNI KRITERIA

L a4

» UCelem informacnich kritérii neni urcit, ktery model je pravdivejsi, ale ktery model
podava bohatSi informaci o realném svéte, ktery model ma vétsi vypovidaci schopnost

o realite
- AIC (Akaikeovské informacni kritérium) (Akaike, 1987)

AIC =(2InL s T2 P)/N kde P = podet parametrii (regresoril) + 1

- BIC (Bayesovskeé informacni kritérium) (Schwartz, 1978; Raftery, 1986, 1995)
BIC=D-df,InN BIC'=LR?> —=df,,InN

wvaw s w7

pfinasi o realité, obecné plati, zZe je-li BIC>0, souvislost v datech neni a plati
saturovany model
* tyto statistiky uprednostnuji uspornost pred presnosti, plati:

BIC, - BIC, = BIC' - BIC,
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