PSYb2520
Statisticka analyza dat v psychologii II
Prednaska 2

{Mnohondsobnd, v[cendsobnd} l i n Eé I‘ni I‘eg rese

Multiple linear regression



Linearni model
Linearne-regresni model

00 Vztahy mezi promennymi umoznuji predikovat/
modelovat hodnoty proménné , ktera nas zajima — zavislé
promenné/outcomu/vysledku Y

00 Ma-li prediktor X hodnotu x; jakou ma asi hodnotu Y?

[0 Z mnoha moznosti modelovani nejcastéji pouzivame
linearni model:

Vi = (bg DXy + DX, + ... + DXj)+ e
Y, jsou hodnoty zavislé pro jedince ( — ty modelujeme
X;;-- X,; Jsou hodnoty prediktoru jedince { — ty zname
b, ... b, jsou regr. koeficienty/parametry — ty stanovujeme, odhadujeme
e je reziduum, chyba, rozdil mezi predikci a skuteCcnou hodnotou Y,




Ucel modelovani

Prozkoumani vztahu mezi promennymi
B analyticko-konceptualni vyuziti
B stredem zajmu jsou pak b

Predikce
B prakticke vyuziti

B stredem zajmu jsou predikované/modelované hodnoty
a jejich chyba

B na datech, kde zname hodnoty Y, odhadneme
parametry modelu — cvicna, tréninkova data

B na datech, kde nezname Y, predikujeme se znamou

presnosti



Model

muze odrazet nasi kauzalni predstavu o
procesu, jimz X primo, nebo neprimo
ovlivhuji Y

M data-generation process

muze byt nekauzalni, Cisté asociacni,
korelacni - prediktivni

Statisticky v tom nejsou rozdily — ty lezi v
teorii a metodoloqi




Priklad Longl

Y. deprese

X: selfe (self-esteem), duv r (duvera k
rodicum), duv_v (duveéra k vrstevnikim)




Krok 1 — Specifikace modelu

Rozhodnuti o tom jaky model pouziji - linearni

Rozhodnuti o tom, jaké prediktory do modelu
zahrnu a jake regresni koeficienty budeme
tedy odhadovat

V jednoduchem modelu odpovida jednomu
prediktoru jeden parametr — regresni
koeficient

deprese; = b, + b;selfe; + ¢,
deprese; = b, + b,selfe; + b,duv_r; + b.duv_v; + e,




Krok 1 - Specifikace

.Spravnost” modelu podminéna
B skutecnou linearitou vztahu
B pritomnosti vsech promennych ovlivnujicich Y




Krok 2 — Odhad parametru modelu —
estimation, fitting

... odpovida pocitania a b v PSY117
Parametry odhadne pocitac
Odhadne je podle kritéria, ktere budeme chtit

B Nejmensi ctverce — ordinary least squares OLS —
minimalizuje rozptyl rezidui (sumu kvadr. rezidui)

B Maximalni verohodnost — maximum likelihood - pro
jednoduché modely stejny vysledek jako OLS

B Mohou byt i jina kritéria




Podivejme se na to

REGRESSION
/DESCRIPTIVES MEAN STDDEV CORR SIG N REGRESSION
/MISSING LISTWISE /DESCRIPTIVES MEAN STDDEV CORR SIG N
/STATISTICS COEFF OUTS /MISSING LISTWISE
/CRITERIA=PIN(.05) POUT(.10) /STATISTICS COEFF OUTS
/NOORIGIN /CRITERIA=PIN(.05) POUT(.10)
/DEPENDENT deprese /NOORIGIN
/METHOD=ENTER selfe. /DEPENDENT deprese
/METHOD=ENTER selfe duv_r duv_v
/PARTIALPLOT ALL.
GGRAPH

/GRAPHDATASET NAME="graphdataset" VARIABLES=selfe deprese
MISSING=LISTWISE REPORTMISSING=NO

/GRAPHSPEC SOURCE=INLINE
/FITLINE TOTAL=YES.

BEGIN GPL
SOURCE: s=userSource(id("graphdataset"))
DATA: selfe=col(source(s), name("selfe"))
DATA: deprese=col(source(s), name("deprese"))
GUIDE: axis(dim(1), label("self-esteem"))
GUIDE: axis(dim(2), label("deprese"))

GUIDE: text.title(label("Simple Scatter with Fit Line of deprese by
self-esteem™))

ELEMENT: point(position(selfe*deprese))

END GPL.



Novinky oproti PSY117

Regr. koeficienty jsou b, (prusecik, a, (constant)) a
b,(smeérnice, b)

Beta — standardizovany regresni koeficient.

B O kolik vic nasobku SD promeénne Y predikujeme
cloveéku, ktery ma o 1SD promeénné X vic. S jednim
prediktorem = r.




Interpretace regresnich koeficientu

Y=b,+b;X; + bX, +.. + b X, + e

[0 B:: b; vyjadiuje nartist Y’ pii nartstu X; o jednu jednotku; v jednotkach Y, pii
i ¥ Vvyjadry P i0) J J P
kontrole vsech ostatnich prediktord (=semiparcialni korelace); jedinecny prinos
B K porovnani sily prediktoru v rznych skupinach, modelech, vzorcich
* . v e 7 o Ve Ve o . . . . 7
L] ﬂ; bi ; BETA vyjadruje narust Y’ pri narustu X; o 1; jsou-li X;i Y standardizovany,
pfi kontrole vSech ostatnich prediktor (=semiparcialni korelace); jedinecny prinos
Bk porovnani prediktorli mezi sebou v ramci jednoho modelu
Bk porovnani rlizné operacionalizovaného prediktoru v riznych modelech
B ukazatel velikosti Ucinku

O b, - obtizné interpretovatelny prisecik ... leda by prediktory byly
centrované

0 V rdznych modelech nemusi byt vliv prediktoru stejny




Statisticka kontrola

Co bylo na predchozim slajdu komplikace,
je vlastne velmi uzitecné

Dozvidame se efekt prediktoru ocistény o
vliv ostatnich prediktoru

Doplnuje designove zpusoby kontroly
intervenujicich

Neni samospasna, zvysuje naroky na N




Predikované hodnoty

Dosazeni hodnot prediktoru do regresni
rovnice — modelu

Nekdy pouzivame k tvorbe grafl




Krok 3 — Posouzeni shody modelu s daty
Rezidua a jejich rozlozeni

Meritkem jsou rezidua — jejich ,prumerna
velikost” — rozptyl

B Samotna SD rezidui nas zajima pri predikci
B R? = (SS 1o ~SS1eg)/SSrorm & e/

B R?je podil rozptylu Y vysvéetleny prediktory
B R = nw=Iypixi+bax2+ . bkxk

Lze si predstavit i jina meritka

Obvykle R? konstatujeme, ale nemame na négj
specifické naroky, tj. nemusi byt vetsi nez ...




Rozptyl vysvetleny modelem a jednotlivymi prediktory

O Cast rozptylu Y vysvétleného
dohromady vsemi prediktory X,

0 Predikcni sila sady prediktort

O

Ukazatel velikosti Gcinku

0 R: Mnohonasobna (mutiple)
korelace

O Vzdy nadhodnocuje >> pfri
replikaci vychazi nizsi R?




e O

Krok 4 — Zvazeni moznych zdroj
zkresleni

Jsou pripady, které model predikuje zvlast spatne?
B Outliefi — mohou zvysovat i snizovat b (jako u r)
B Rezidua - pripady s vysokymi r. regrese predikuje nejhur,
standardizovana, studentizovana +3
Nemaji nekteré pripady prilis velky vliv na vysledky
regrese?

B Vlivné pripady - pripady, které nejvic ovlivnuji parametry
O Co se stane s parametry regrese, kdyz pripad odstranime?
[0 DFBeta — rozdil mezi parametrem s a bez, standardizované > 1

O  DFFit — rozdil mezi predikovanou hodnotou a predikovanou hodnotou bez pripadu
(adjustovanou)

O Cookova vzdalenost > 1
O Leverage > 2(k+1)/n , kde k = pocet prediktor(i, n= velikost vzorku

A4
. Ve . Vé \" 4

O ..leda by slo o zjevnou chybu v datech ¢i vzorku
O ..leda by nam slo vyhradné o zpresnéni predikce (nikoli o testy hypotéz)



Krok 5 - Zobecneéeni ze vzorku na
populaci

1. Testy signifikance

B Testy jednotlivych regresnich koeficientu.
O Testuji Hy: b,=0.  (t=b/SE,, t-rozlozeni s df=N-k-1)
B Test Hy: R° =0 (ANOVA)
B Predpoklady
Linearita vztahd
Nezavislost rezidui .... Pripadu
Homoskedascita

Normalita rezidui
Zadne dalsi promenné nekoreluji se zavislou

I o AR i e e

Absence vyrazne multikolinearity



Krok 5 - Zobecneéeni ze vzorku na
populaci

2. Krosvalidace — R2
B Kolik rozptylu bychom vysvetlili v populaci?
O Méne — overfitting
[0 Korekce R2 (adjusted R2)
B Kolik rozptylu bychom stejnym modelem
vysvetlili v jinem nahodném vzorku?
[0 Vzorec 9.15

[0 Pdlenim dat — na nahodné pulce data odhadneme,
na druhe zjistujeme shodu modelu s daty.




Required Sample Size

Sila testu a velikost vzorku v MLR

Pribyva novy faktor sily testu: mnozstvi prediktoru

2 efekty — 2 sily: Sila detekovat R?, sila detekovat b.

500
400

300

O )
o O
S o

100

o @
o o

B
o

—8— Large Effect
—(O— Medium Effect
—w— Small Effect

TABLE 5 Minimum R? That Can Be Found Statistically Significant with a Power of .80 for
Varying Numbers of Independent Variables and Sample Sizes

Significance Level (@) = .01

No. of Independent Variables

Significance Level (a) = .05

No. of Independent Variables

Sample Size 2 5 10 20 2 5 10 20
20 45 56 n NA 39 48 64 NA

50 23 29 36 49 19 23 29 42

100 13 16 20 26 10 12 15 21

250 5 7 8 1 4 5 6 8

500 3 3 4 6 3 4 5 9
1,000 1 2 2 3 1 1 2 2

T T T T T
1 2 ) 4 R |
Number of Predictors

20  Note: Values represent percentage of variance explained.

NA =not applicable.







Konstanta jako model

M: vsem predikujeme stejnou hodnotu ¢
Y'=c,Y=c+e

Deviance = X(Y,-c)?

°VvVvV/

Deviance = X(Y,-m,)?

s2 = 3(Y,-m)?/ (N-1) ... tedy s2,

S%eqg = 0 @ tedy i R2=0

Nulovy model







Moznosti prace s modely

Odhadneme model, ktery jsme planovali.

Odhadneme radu modelu, s postupnée se
rozsirujici sadou prediktoru

- hierarchicka regrese

Nechame nejaky algoritmus vybrat nejlepsi
sadu prediktoru z dostupnych

Modely srovnavame podle R2, vSimame si |

) e I



Hierarchicka linearni regrese

O
L

Blokova, se sadami (sets) prediktort

Prediktory vkladame po skupinach (popr. jednotlive) v
teoreticky zdivodneném poradi

Teoreticky zduvodnené poradi umoznuje rozdelit
rozptyl Y na smysluplné casti (variance partitioning)

B Zmeéna poradi prediktort zmeéni velikost téch casti

Zajima nas schopnost sady prediktoru vylepsit model

B Srovnani ruznych oblasti vlivu na zkoumany jev
B Zkoumani inkrementalni validity




Obvykla razeni bloku

Dle Casu, kauzalni priority
B Pr. od dispozicnim k situacnim...
Od znamych k neznamym vlivum

B kontrola intervenujicich proménnych
B Minimalizace chyby 1. typu

Podle vyzkumné relevance
B Od ustrednich po ,co kdyby”; maximalizace sily




Obvykly postup regresni analyzy

[0 Na zaklade teoretickych rozvah stanovime ruzné
modely, jejichz srovnani je potencialné zajimavé

[0 Nejjednodussi srovnani je u hierarchickych modeld,
kdy je jeden model plné vnoren do nasledujiciho — to
umoznuje testovat inkrement (narust) R?

0 Az v druhé rade se zabyvame jednotlivymi regresnimi
koeficienty v modelu, ktery je nejuplngjsi/nejlepsi







Daignostika 2: Kolinearita

O Kdyz 2 prediktory vysvetluji tutéz cast variability zavisle, jeden z
nich je témer zbytecny

Komplikuje porovnavani sily preditoru

Snizuje stabilitu odhadu parametr(

V extremu (kdyz Ize jeden prediktor presné vypocitat z ostatnich)
regresi uplné znemoznuje

O 0O O

Korelace nad 0,9
Tolerance (= 1/VIF) cca pod 0,1
(VIF (= 1/tolerance) cca nad 10)

O 0O O

[ pri korelacich kolem 0,5 komplikuje interpretaci!!







Reportovani MLR

Zaklad:

B Popisné statistiky Y a X; s korelacni matici vsech

B Ujisteni o naplnéeni predpokladu

B Popis shody modelu s daty — R?, p (nékdy i s F-
testem)

B Prehled regresnich koeficientu, b, 5 s jejich SE,

popr. s intervaly spolehlivosti, nebo p

B Limity, napr. mozny dopad nedokonaléeho
naplneni predpokladu, vlivnych pripadu apod.




Linearity and unusual
Cases

Initial checks

Lack of linearity

Model can be
generalized

Assumptions met and no

bias

Weighted least square
regression

i — - Heteroscedasticity

Bootstrap Cls, tramn:
data

| No normality

Use a multilevel Dle
{Chapter 21)

Lack of independence




