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Organizace kurzu

• Hromadná konzultace: pondělí 12. 12., 13:00 v P21a.

• Zkouškový předtermín: 13. 12., 16:00 (online)

• Zkouškové termíny: budou vypsány nejpozději v 
posledním týdnu semestru 



Opakování

• Jak můžeme vyjádřit lineární vztah?



Opakování

• Jaký je rozdíl mezi korelací (Pearsonovo r) a lineární 
regresí?



Opakování

• Co nám říká p-hodnota?



Blok přednášek

1. Jednoduchá lineární regrese

2. Vícečetná lineární regrese

3. Diagnostika a aplikace



Blok přednášek

1. Jednoduchá lineární regrese

2. Vícečetná lineární regrese

1. intuice

2. regresní model

3. interpretace výsledků

3. Diagnostika a aplikace



(Lineární) regrese

• Regrese je metoda predikce (odhadu) hodnot závislé 
proměnné (Y) na základě hodnot jedné (X) či více 
nezávislých proměnných (prediktorů).

• Lineární regrese odhaduje lineární vztah

• Jednoduchá lineární regrese: pouze jeden prediktor

• Vícečetná lineární regrese: více než jeden prediktor



• Y = 51.55 + 0.65*X (regresní model)

• Y = spokojenost s pol. systémem; X = SES

A

intercept 51.55*
(0.86)

growth (X) 0.65*
(0.86)

R2 0.36

Std. error in parentheses
* = p < 0.05

modifikovaný Kellstedt & Whitten 2013



Kellstedt & Whitten 2013: 58



• Co když roli hraje také důvěra v instituce? →

• Y = 48.24 + 0.57*X + 0.67*Z (regresní model)

• Y = spokojenost s pol. systémem; X = SES; Z = důvěra

A B C

intercept 51.55*
(0.86)

47.29*
(1.94)

48.24*
(1.64)

SES (X) 0.65*
(0.16)

- 0.57*
(0.15)

důvěra (Z) - 0.92*
(0.33)

0.67*
(0.28)

R2 0.36 0.20 0.46

Std. error in parentheses
* = p < 0.05

modifikovaný Kellstedt & Whitten 2013



Regresní rovina

www.ck12.org



Vícečetná lineární regrese

• Umožňuje predikci ZP v závislosti na hodnotách více než jednoho 
prediktoru
– Jaká je predikovaná hodnota spokojenosti s PS (ZP Y), pokud bereme v 

potaz SES (prediktor X) a důvěru (prediktor Z)?

• Umožňuje odhadovat dílčí (parciální) účinky (efekty) jednotlivých 
prediktorů na ZP
– Jak se změní hodnota spokojenosti s PS (ZP Y), pokud se hodnota 

prediktoru X změní o jednotku (% bod) při kontrole prediktoru Z?

– Jak se změní hodnota volebního spokojenosti s PS (ZP), pokud se hodnota 
prediktoru Z změní o jednotku při kontrole prediktoru X?



• Co když roli hraje také důvěra v instituce? →

• Y = 48.24 + 0.57*X + 0.67*Z (regresní model)

• Y = spokojenost s pol. systémem; X = SES; Z = důvěra

A B C

intercept 51.55*
(0.86)

47.29*
(1.94)

48.24*
(1.64)

SES (X) 0.65*
(0.16)

- 0.57*
(0.15)

důvěra (Z) - 0.92*
(0.33)

0.67*
(0.28)

R2 0.36 0.20 0.46

Std. error in parentheses
* = p < 0.05

modifikovaný Kellstedt & Whitten 2013



Regresní model: lineární regresní funkce

Jednoduchý lineární regresní model:

• Y’ = b0 + b1*X

• závislá proměnná = průsečík + sklon*prediktor

Vícečetný lineární regresní model:

• Y’ = b0 + b1*X + b2*Z

• závislá proměnná = průsečík + sklon*prediktor X + sklon*prediktor Z

Někdy také:

• Y’ = b0 + b1*X1 + b2*X2

• závislá proměnná = průsečík + sklon*prediktor X1 + sklon*prediktor X2



Jak odhadujeme regresní model?



Metoda nejmenších čtverců

• Metoda nejmenších čtverců (Ordinary Least Squares): odhad 
koeficientů, průsečíku a sklonů, v lineárním regresním modelu

• Minimalizuje vertikální vzdálenosti mezi pozorovanými hodnotami (Y) 
a predikovanými hodnotami Y (Y’). 

• Reziduum je chyba predikce daná rozdílem mezi pozorovanou (Y) a 
predikovanou hodnotou (Y’) ZP 

• Reziduum = (Y - Y’)  ; součet reziduí ∑(Y - Y’) = 0 

• Kvadratické reziduum = (Y - Y’)^2

• Součet kvadratických reziduí ∑(Y - Y ’)^2

• OLS minimalizuje součet kvadratických reziduí: Y’ = min∑(Y - Y’)^2



Regresní rovina

www.ck12.org



Interpretace koeficientů sklonu: intuice



jednoduchý model s jedním prediktorem

model se dvěma silněji korelovanými prediktory s 
menšími dílčími účinky (efekty)

model se dvěma slaběji korelovanými prediktory s 
většími dílčími účinky (efekty)

inspirováno Kellstedt & Whitten 2013



X a Z nekorelují→ interpretace jako v jednoduché regresi 
(X a Z jsou vzájemně nezávislé)

X koreluje s Y více než Z → účinek X je při kontrole vlivu Z 
silnější než účinek Z při kontrole vlivu X

Z koreluje s Y více než X → účinek Z je při kontrole vlivu X 
silnější než účinek X při kontrole vlivu Z

X a Z (téměř) dokonale korelují → hodnoty koeficientů se 
budou blížit nekonečnou (neinterpretovatelné) →
problém kolinearity



Proč je to důležité?



Příklad: jeden prediktor

• Predikce příjmu (Y) na základě pohlaví (X)

– X: muž (0), žena (1)

Y’ = b0 + b1*X ; příjem = průsečík + sklon*pohlaví

• Výsledek odhadu: Y’ = 20000 + 1500*X

• Jaký je predikovaný příjem pro muže a jaký pro ženy?



Příklad: jeden prediktor

• Predikce příjmu (Y) na základě pohlaví (X)

– X: muž (0), žena (1)

Y’ = b0 + b1*X ; příjem = průsečík + sklon*pohlaví

• Výsledek odhadu: Y’ = 20000 + 1500*X

• Predikce pro muže (X = 0): Y’ = 20000 + 1500*0 = 20 000

• Predikce pro ženy (X = 1): Y’ = 20000 + 1500*1 = 21 500



Příklad: jeden prediktor

• Predikce příjmu (Y) na základě pohlaví (X)

– X: muž (0), žena (1)

Y’ = b0 + b1*X ; příjem = průsečík + sklon*pohlaví

• Výsledek odhadu: Y’ = 20000 + 1500*X

• Predikce pro muže (X = 0): Y’ = 20000 + 1500*0 = 20 000

• Predikce pro ženy (X = 1): Y’ = 20000 + 1500*1 = 21 500

• Co když jsme opomněli jiný důležitý prediktor? (Nápady?)



Příklad: statistická kontrola

• Predikce příjmu (Y) na základě pohlaví (X) a vzdělání (Z)

– X: muž (0), žena (1); Z: # roků dokončeného vzdělání

Y’ = b0 + b1*X1 + b2*Z; příjem = průsečík + sklon*pohlaví + sklon*vzdělání

• Výsledek odhadu: Y’ = 18500 - 1500*X + 2000*Z

• Predikce pro muže (X = 0): Y’ = 18500 - 1500*0 + 2000*1 = 20 500

• Predikce pro ženy (X = 1): Y’ = 18500 - 1500*1 + 2000*1 = 19 000

→ při kontrole vzdělání se efekt pohlaví otáčí 



• Y’ = 48.24 + 0.57*X + 0.67*Z

• Y = spokojenost s pol. systémem; X = SES; Z = důvěra v instituce

• SES = ordinální proměnná (10 úrovní)

• Důvěra = spojitá proměnná (%)

A B C

intercept 51.55*
(0.86)

47.29*
(1.94)

48.24*
(1.64)

SES (X) 0.65*
(0.16)

- 0.57*
(0.15)

důvěra (Z) - 0.92*
(0.33)

0.67*
(0.28)

R2 0.36 0.20 0.46

Std. error in parentheses
* = p < 0.05

Který prediktor má větší 
účinek (efekt) na ZP?



bstd = b ∗
s(X)

s(Y)

• Nutné zohlednit jednotky, v nichž jsou proměnné měřeny!
– X (SES) = dlouhá škála; Z (důvěra) = krátká škála 

• Pro porovnatelné hodnoty koeficientů standardizujeme skrze 
směrodatné odchylky ZP a daného prediktoru:
– b1std = b1 * (std.dev(X) / std.dev(Y)) = 0.57 * (5.496/6.017) = 0.52 (SES)

→ zvýšení hodnoty X o 1 std.dev. znamená zvýšení Y o 0.52 std.dev.

– b2std = b2 * (std.dev(Z) / std.dev(Y)) = 0.67 * (2.952/6.017) = 0.33 (důvěra)

→ zvýšení hodnoty Z o 1 std.dev. znamená zvýšení Y o 0.33 std.dev.

• Standardizované koeficienty se nazývají beta 

A B C

intercept 51.55*
(0.86)

47.29*
(1.94)

48.24*
(1.64)

SES (X) 0.65*
(0.16)

- 0.57*
(0.15)

důvěra (Z) - 0.92*
(0.33)

0.67*
(0.28)

R2 0.36 0.20 0.46

* = p < 0.05; Std. error in parenthesess

Který prediktor má větší 
účinek (efekt) na ZP?

Kellstedt & Whitten 2013

standardizovaný koeficient:



Interpretace účinků

• Jaké jsou účinky prediktorů abortlaw10 a ba_or_more?
– abortlaw10: počet regulací omezujících potraty

– ba_or_more: % podíl obyvatel s vysokoškolským vzděláním



• Beta váhy (Stand. Estimate) se zdá, že účinek ba_or_more je cca o 15 % vyšší 
než účinek abortlaw10

• Beta pro ba_or_more: 0.45, tj. zvýšení o 1 std.dev. = zvýšení ZP o 0.45 std.dev. 

• Zvýšení ba_or_more o 4.7 p.b. zvýší obama2012 o 0.45*10.3 = 4.64 p.b.

• Beta pro abortlaw10 : 0.39, tj. snížení o 1 std.dev. = snížení ZP o 0.39 std.dev. 

• Zvýšení abortlaw10 o 2.6 regulace sníží obama2012 o 0.39*10.3 = 4.02 p.b.



• Interval spolehlivosti (CI): při velkém počtu opakovaných výběrů bude X % CI 
obsahovat hodnotu odhadovaného populačního parametru.

• Tj. pro 95% CI = 95% intervalů parametr obsahovat bude, 5% nikoli. 

• Pokud CI neobsahuje 0 → statisticky významný výsledek na zvolené hladině α
(zpravidla 5 %).

• Preferujeme před bodovým odhadem – CI lépe vyjadřují nejistotu našeho 
odhadu.  

CI 𝑏 = 𝑏 ± (𝑡𝑐𝑟𝑖𝑡 ∗ SE(𝑏))

𝒃 = koeficient sklonu

𝒕𝒄𝒓𝒊𝒕 = kritická hodnota pro 

zvolenou úroveň spolehlivosti

𝐒𝐄(𝒃) = std. chyba odhadu 

koeficientu

CIupp 31.23 = 31.23 + 2.01 ∗ 8.515 = 48.35
CIlow 31.23 = 31.23 − 2.01 ∗ 8.515 = 14.10
CIupp 0.977 = 0.977 + 2.01 ∗ 0.249 = 1.478
CIlow 0.977 = 0.977 − 2.01 ∗ 0.249 = 0.476
CIupp −1.53 = −1.53 + 2.01 ∗ 0.45 = −0.626
CIlow −1.53 = −1.53 − 2.01 ∗ 0.45 = −2.436



Jak dobře regresní model vysvětluje 
rozptyl závislé proměnné?



Celkový rozptyl = nevysvětlený rozptyl + vysvětlený 
rozptyl



• Rozptyl vysvětlený regresním model (SSM: sum of squares of model)

SSM = Σ Y′ − mean Y 2

• Nevysvětlený rozptyl: chyba modelu (SSR: sum of squares of residuals):

SSR = Σ Y − Y′ 2

• Celkový rozptyl (SST: total sum of squares) = SSM + SSR                     

SST = Σ Y − mean Y 2

• Podíl SSM/SST ukazuje (1) těsnost regresního vztahu mezi ZP a prediktory 
a (2) přesnost predikce založené na regresním modelu (funkci)

Y’ = predikované hodnoty (rovina)
Y = pozorované hodnoty (body)
mean(Y) = průměrná hodnota ZP

www.ck12.org



Koeficient determinace

• KD (R2) ukazuje podíl rozptylu Y vysvětleného regresním modelem (SSM) 
vůči celkovému rozptylu Y (SST) = SSM / SST

• SST = SSM (vysvětlený rozptyl) + SSR (nevysvětlený rozptyl)

SSM sum of squares of model

SSR sum of squares of residuals

SST sum of squares of total



Upravené R2

• Vyšší počet prediktorů ≧ R2

• Zvýšením počtu prediktorů se snižuje parsimonie modelu

• Upravené R2 (adjusted R2) (1) penalizuje za počet prediktorů 
(p) a (2) za nižší počet pozorování (n)

R2
adj = 1 −

( 1 − R2 ∗ (n − 1))

(n − p − 1)



R2
adj = 1 −

( 1 − R2 ∗ (n − 1))

(n − p − 1)

R2
adj = 1 −

1 − 0.516 ∗ 50 − 1

50 − 2 − 1
= 0.495

R2 udává, že model vysvětluje cca 
52 % rozptylu ZP (obama2012), 

upravené R2 udává cca 50 %.  

vyšší R2 znamená nižší čitatel

větší počet prediktorů (p) 
znamená nižší jmenovatel



Jsou odhady statisticky významné?



Celý model: testovací statistika F

• Abychom zjistili, zda se regresní model jako celek významně 
liší od nuly, užijeme F-test

• F-test: závisí hodnota ZP na lineární kombinaci prediktorů?

• H0: předpoklad, že všechny koeficienty β = 0 

• H0: β1 = β2 = … = βp = 0 ; HA: β ≠ 0

• 𝐹 =
𝑣𝑦𝑠𝑣ě𝑡𝑙𝑒𝑛ý 𝑟𝑜𝑧𝑝𝑦𝑙

𝑛𝑒𝑣𝑦𝑠𝑣ě𝑡𝑙𝑒𝑛ý 𝑟𝑜𝑧𝑝𝑡𝑦𝑙
; 𝐹 =

R2 ∗ (𝑛 − 𝑝 − 1)

1 − R2 ∗ 𝑝

• F rozdělení s p – 1 a n – 2 stupni volnosti

F-hodnota regresního modelu je testovací statistikou

n = velikost vzorku
p = počet prediktorů
𝐑𝟐 = koeficient 
determinace

wikimedia



Celý model: testovací statistika F

nulový model srovnávaný model



Model se statisticky 
významně odlišuje od nuly; 
při dané úrovni testu tedy 
odmítáme H0: β1 = Bp = 0

𝐹 =
𝑣𝑦𝑠𝑣ě𝑡𝑙𝑒𝑛ý 𝑟𝑜𝑧𝑝𝑦𝑙

𝑛𝑒𝑣𝑦𝑠𝑣ě𝑡𝑙𝑒𝑛ý 𝑟𝑜𝑧𝑝𝑡𝑦𝑙
; 𝐹 =

R2 ∗ (𝑛 − 𝑝 − 1)

1 − R2 ∗ 𝑝 n = velikost vzorku
p = počet prediktorů
𝐑𝟐 = koeficient 
determinace

𝐹 =
R2 ∗ (𝑛 − 𝑝 − 1)

1 − R2 ∗ 𝑝
=

0.516 ∗ (50 − 2 − 1)

1 − 0.516 ∗ 2
=

24.252

0.968
= 𝟐𝟓. 𝟎𝟓





Koeficienty: testovací statistika t

• Abychom zjistili, zda se koeficient b významně liší od nuly, užijeme 
t-test pro regresní koeficient

• Je hodnota b významně odlišná od předpokládaného populačního 
průměru 0? H0: β = 0; HA: β ≠ 0

• 𝑡 =
𝑠𝑖𝑔𝑛𝑎𝑙

𝑛𝑜𝑖𝑠𝑒
; 𝑡 =

b − β
SE(b)

; t rozdělení s n - 2 stupni volnosti

– b = koeficient sklonu

– β = předpokládaný populační koeficient (β = 0)

– SE(b) = std. chyba koeficientu (viz Handl 2009)

• t-hodnota regresního koeficientu b je testovací statistikou





• Koeficient (Estimate) = odhady hodnot koeficientů průsečíku a sklonu

• Beta koeficienty (Stand. Estimate) = std. odhady koeficientů sklonu

• Std. chyba (SE) = přesnost odhadu koeficientů (viz Handl 2009)

• t-hodnota (t) = testovací statistika koeficientů; t = koeficient / SE

• p-hodnota (p) = pravděpodobnost, že pozorujeme danou, nebo 
extrémnější, hodnotu testovací statistiky t při platnosti H0: β = 0

Koeficient průsečíku i koeficienty 
sklonu jsou statisticky významné; 

při dané úrovni testu tedy 
odmítáme H0: β = 0

Model se statisticky 
významně odlišuje od nuly; 
při dané úrovni testu tedy 
odmítáme H0: β1 = Bp = 0



Shrnutí

• Lineární regresi využíváme pro predikci hodnot spojité proměnné (ZP) 
v závislosti na hodnotách jednoho či více prediktorů

• Zpravidla nás zajímá, do jaké míry specifický prediktor ovlivňuje 
hodnotu ZP při kontrole ostatních prediktorů → vícečetná regrese

• Vícečetná regrese umožňuje testování kauzálních vztahů při 
předpokladu úspěšné kontroly ostatních nezbytných podmínek

• Jako každá metoda, lineární regrese spočívá na řadě předpokladů 
(následující přednáška)



Vícečetná lineární regrese v Jamovi

• Teoretický rámec: volební chování je do určité míry určeno 
sociokulturními štěpnými liniemi (Norris & Inglehart 2019; Lipset & 
Rokkan 1967)

• H0: Podíl protestantů relig_prot (prediktor X) neovlivňoval volební 
podporu Obamy obama2012 (závislá proměnná Y); β1 >= 0

• HA: Podíl protestantů relig_prot (prediktor X) snižoval volební 
podporu Obamy obama2012 (závislá proměnná Y); β1 < 0

• Které další proměnné by mohly výsledek Obamy ovlivňovat?



Vícečetná lineární regrese v Jamovi

• Teoretický rámec: volební chování je do určité míry určeno 
sociokulturními štěpnými liniemi (Norris & Inglehart 2019; Lipset & 
Rokkan 1967)

• H0: Podíl protestantů relig_prot (prediktor X) neovlivňoval volební 
podporu Obamy obama2012 (závislá proměnná Y); β1 >= 0

• HA: Podíl protestantů relig_prot (prediktor X) snižoval volební 
podporu Obamy obama2012 (závislá proměnná Y); β1 < 0

• Které další proměnné by mohly výsledek Obamy ovlivňovat?
– socioekonomický rozvoj (per capita income: prcapinc)

– podíl městského obyvatelstva (urban)

– konzervativnost politiky vůči gayům (gay_policy_con)













Seminář


