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Information Retrieval

* Vyhledavani informaci je Cinnost, jejimz cilem je
identifikace relevantnich dokumentu nebo
iInformaci v informacnich zdrojich (napr.
fulltextovych databazich), souvisi s reprezentaci,
skladovanim, organizaci a pristupem
K informacim.

* |IR je vyhledavani v nestrukturovanych datech.




Vyhodnocovani dotazu

e Precision - Presnost : Fraction of retrieved
docs that are relevant to user’s information
need

e Recall - Uplnost : Fraction of relevant docs
In collection that are retrieved
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Taxonomy of Information Retrieval Models

Strukturované modely
— model neprekryvajicich
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overlapping lists)
— sousednich uzld
(proximal nodes)
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Unstructured vs. structured data
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Unstructured vs. structured data

 Structured data tends to refer to information in “tables”

Employee Manager Salary
Smith Jones 50000
Chang Smith 60000
lvy Smith 310010]0)

« Typically allows numerical range and exact match(for text) queries, e.g.,
Salary < 60000 AND Manager = Smith.




Nestrukturovana data

 Vetsinou volny text
» L ze vyhledavat podle klicovych slov

* Dovoluje i sofistikovanegjsi dotazy — najdi
vsechny weboveé stranky pojednavajici o ,karburatorech”

* Pro hledani textu se pouzivaji klasicke
vyhledavaci modely




* Vetsina dat je ve skutecCnosti alespon
trochu strukturovana (u www napr. Title,
odrazky, atd...)

 Velké moznosti u XML




IR Modely

* Modely IR odpovidaji na otazky relevance
dotazu k dokumentum v DB:
— Jaké dokumenty maiji byt vysledkem dotazu?
— Jaké bude jejich usporadani pro prezentaci
uzivateli?
Model

Document Query

: Evaluation ,




Get rid of mice i a
politically correct way

Mis-conception

Info about removing mice
without killing them

Mis-translation >

L J

How do I trap mice alive?

Mis-formulation >

v

Fildthiﬂ mousse trap |5ﬂfhﬂ€\n€¢ _#r_,

Refinement




Klasicky model vyhledavani

Zakladni koncept

— Kazdy dokument Ize popsat setem klicovych
slov nazyvanych ,index terms”

— ,index term” — slovo, ktere sémanticky
pomaha Iépe urcCit a pamatovat si hlavni
temata dokumentu

— Ne vsechny terminy v dokumentu jsou stejne
uzitecné pri popisovani obsahu

— Pro lepSi orientaci v dulezitosti terminu
prirazujeme ,vahy" — vzajemne nezavislée




Booleovsky model

« Priklad: ktera hra od Shakespeara obsahuje slova
Brutus a Caesar, ale neobsahuje slovo Calpurnia

« Zapis: Brutus AND Caesar AND NOT Calpurnia

Antony and Cleopatra Julius Caesar The Tempest  Hamlet Othello Macbeth

Antony 1 0 0 0
Brutus
Caesar

Calpurnia

1 0
1 1
0 0
0 0
mercy 1 1
1 1

1
1
1
1
Cleopatra 0
0
0

worser

» 0/1 vector for each term -> termin bud' je 100%
relevantni nebo neni vubec — binarni systém
« Dotaz bud konjunkce nebo disjunkce vektoru




Charakteristiky modelu

 Komplikovany preklad — nutna presna
semantika

* Pres slozitost je to nejvic komercne
vyuzivany model




Hodnoceni modelu

* Vyhody
— Cist& formalni systém (vSe pfesné
specifikovano)
— Jednoduchost
— Logicka jednoznacnost — vzdy presne vime,
co bude mezi vysledky
* Nevyhody

— Presné zadani dotazu muze vést kK moc malo
nebo k velkému poctu dokumentu




Booleovsky model: problémy

« Kiritérium predikce-jak zajistit shodu mezi vybérem termu
pro dotaz a dokumenty (dnes: podobnost ontologii)

— metoda: odstranovanineurcitosti

« Kritérium maxima — lze zvladnout 20-50 hitu

Problemy s db uplnych textu:
— velikost db(vs. kritérium maxima)

— vybér termupro dotaz
« pfecenéni eliminace indexatoru
« zustava neurcitost tazatele

— jednostranné chovani tazatele-
 Tendence menit posledni rozhodnuti, zachovavat prvni kroky




Booleovsky model: dalsi problémy

* Neintuitivni vysledky
— A AND B AND C AND D AND E
* D neobsahujicipouze jeden z uvedenych terminebude vybran

— AORBORCORDORE

» D obsahujicipouze jeden z uvedenych termujsou chapany jako
stejne vyznamne jako dokumenty obsahujici vSechny uvedené
termy.

« Neumoznuje rizeni velikosti vystupu.

* VSechny D vyhovujicidotazu jsou chapany jako stejne
dulezité, neni mozné je usporadat podle hodnoty
relevance.
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RozsSirena Booleovska logika

» Princip: pfifazeni vah termum dokumentu a dotazu.
« Varianta pouze s vahami termu dokumentu w,e<0,1>.

(0,0) t. (1,0) (0,0)

5

(1-wp)2 + (1-w,)?
sim(Q,,,,D)=1- 2 sim(Q,.D)=




* Pro kazdy termin zpracujeme
seznam dokumentu, ktere jej
obsahuji

Brutus

Calpurnia

Caesar

Invertovany Soubor/Index

Doc 1

| did enact Julius

Caesar | was killed
I' the Capitol;

Brutus killed me.

Doc 2 —

So let it be with
Caesar. The noble
Brutus hath told you

Caesar was ambitious

Terrn

|

did
enact
julius
cagsar
|

WS
killed
i

the
capitol
brtus
killed
rrie

%0

let

it

he
with
caesar
the
noble
brtus
hath
told
you
caesar
Was
arrbitious

Doc #

L e T o o o L o o o e et et et el el Bt et e el et el e




Zpracovani dotazu

 Priklad: Brutus AND Caesar

— Locate Brutus in the Dictionary;
* Retrieve its postings.

— Locate Caesar in the Dictionary;
» Retrieve its postings.

— "Merge” the two postings:

zHeHeH e eeHo i) snss

Caesar

* Vysledek jsou dokumenty 2 a 8




Vektorovy model

« Nelinearni vektory — muze jit az o desetitisice-dimenzionalni prostor
« Pocita se stupen podobnosti vektort v dokumentu s dotazem

Vahovy vektor pfifazen dotazu q i dokumentum g, ...

—
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pak vzdalenost (kosinova) je t
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ale muzZe byt i Eukleidovska, nebo dokonce Manhattan.

dist(q.d, )=

Dotaz a dokument v tfirozmérném prostoru




Stanoveni vektoru

* Predpokladejme, ze v textech mame n
rozdilnych slov. Toto n takeé urcuje onu n-
rozmernost naseho vektorového systému.

« Kazdy vektor pak na souradnici - odpovidajici
danému slovu - obsahuje jeho Cetnost (at jiz v
jednotlivem dokumentu, nebo treba dotazu).

« Nebyva vhodné nechat rust vektory (jejich delku)
nade vSechny meze. Proto je vyhodne
normalizovat pouzivane vektory na jednotkovou
delku.




Hodnoceni modelu

* Vyhody:
— Zpresnuje vyhledavaci proces
— Uplatnuje se i Castecna shoda s dotazem ->
vySsSi uplnost
— Razeni vysledku podle podobnosti s dotazem

* Nevyhody:
— Predpoklad, ze terminy jsou vzajemne
nezavisle




Hodnoceni modelu

« Jednoduchy model s pruznym fazenim vysledku

« Systém razeni vysledku je minimalné stejné
dobry nebo lepsi nez u jinych vyhledavacich
modelu

* Presto, ze vektorovy model patri k nejstarsim,
neni dosud znama efektivni implementace!

 V literature neni nikde resen problém jak
postupovat pfi vypoCtu podobnosti dokumentu.




Pravdepodobnostni model

Predpokladejme, ze k dotazu existuje ,idealni* kolekce
dokumentu, které tvori odpovéd

Popisem této kolekce/setu dokumentl muzeme bez
problému najit relevantni dokumenty

Problem je, ze vlastnosti idealniho setu nezname —
musime hadat podle jiz nalezenych

Dotazovani lze chapat jako specifikaci (shlukovani)
vlastnosti poZadované kolekce dokumentu

Zlepsovani pomoci iterace




Hodnoceni modelu

* Vyhody:

— Razeni podle pravdé&podobnosti relevance

* Nevyhody:
— Potreba ,hadat” prvni dotaz
— Nebere do uvahy frekvenci terminu




Srovnani s klasickymi modely

* Booleovsky model neumoznuje uvazovat
castecnou shodu — nejslabsi

» Salton a Buckley udélali sérii experimentu,
ve kterych zjistili ze vektorovy model dava
lepsi vysledky nez pravdepodobnostni
model




Dalsi modely

Mezi zakladni modely patri jeste fuzzy model,
neuronovy, latentni semanticky a spousta
modifikaci Beyesovskych siti

 Jiné nez slovni principy:
— n-gramy
— lemmatizace

least frequent | -«

Comparison of n-gram profiles




—

* Rozsekani textu na stejne velke Casti —
napr. po 3 znacich.

* VVyhledavani podle podobnosti v techto

celcich

(2) textovy soubor (b) castecné nalwrazene (¢) N-gramy v podobé
slovnich indexu

onthe Inftermet S
onthe Web 6
the tallestman 4




Vhodné pro zpracovani prirozeného jazyka

Casto slouZi k rozpoznani jazyka textovych dokumentt
Podobnost s pouzitim sufixového stromu

U nas vyuziti napf. pro odhalovani plagiatu ve
vedeckych textech

Metody postavené na n-gramech jsou odolné vuéi

posunu textu uvnitf dokumentu




