Zaklady matematiky a statistiky pro
humanitni obory

studijni text k predmétim PLIN004 a PLIN006

Vojtéch Kovar

Predméty jsou urceny studenttum humanitniho zaméreni (predevsim oboru
Cesky jazyk se specializaci poéitacova lingvistika), ktef{ pro své studium
potrebuji nejnutnéjsi zaklady matematiky a statistiky. Cilem predmétu je
seznamit studenty humanitnich obort se zaklady vysokoskolské matematiky a
statistiky. Hlavnimi probiranymi oblastmi jsou vyrokova a predikatova logika,
uvod do teorie mnozin, relace a funkce, zaklady formalni lingvistiky, teorie
grafi, popisna statistika a teorie pravdépodobnosti.
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1 PROC POTREBUJI LINGVISTE MATEMATIKU

1 Proc potrebuji lingvisté matematiku

Matematika, jakou ji zname ze stfedni skoly, se v mnohém lisi od matematiky;,
s niz se budeme seznamovat v tomto predmétu. Zatimco hlavnim cilem stredo-
skolské matematiky je naucit se pocitat s ¢isly, abychom byli schopni spocist
dané, spotiebu auta, tiroky z hypotéky, pripadné véci, o kterych ¢asto moc
nemame predstavu, k ¢emu slouzi (soustavy rovnic, matice a integraly), cilem
vysokoskolské matematiky je zejména naucit studenty uvazovat abstraktné a
v obecnostech. V tomto kurzu nejsou dulezité konkrétni védomosti a tkoly,
které budeme prochézet. Jde o zptisob mysleni, ktery si budete muset osvojit,
abyste byli schopni tyto tikoly Tesit.

Tento zptusob uvazovani je velmi dulezity zejména v dnesni dobé, kdy
prozivame rychlou technologickou expanzi ve vypocetni technice a setkavame
se na kazdém kroku s nejriznéjsimi automatickymi nastroji, véetné nastroji
pro automatické zpracovani prirozeného jazyka. Jako studenti lingvistiky
zaméfeni na pocitacové technologie se s takovymi nastroji a lidmi kolem nich
budete setkavat jesté mnohem castéji.

Matematika je zakladem vsech technickych obori: slouzi jako zasobarna
abstraktnich pojmi, znalosti o nich, pfesnych definic a poskytuje prostredky
pro presné dokazovani tvrzeni o téchto abstraktnich pojmech. Znalosti o abs-
traktnich pojmech pak miizeme snadno vyuzit pti feseni konkrétnich problémii.
Z tohoto duvodu maji vSichni studenti technickych obort (véetné informatiky)
zékladni vzdélani ve vysokoskolské matematice. Tim, ze takovyto zaklad
dostanete také, se vam oteviou dvere ke snazsi komunikaci s technicky zamére-
nymi lidmi, budete schopni lépe pochopit zptisob jejich uvazovani a diskutovat
s nimi o problémech na jiné trovni nez lingvisté bez matematického vzdélani.
V konkrétnim pripadé pocitacové lingvistiky si usnadnite spolupraci s vyvojari
nastroju automatického zpracovani jazyka a budete schopni podilet se na
vyvoji téchto nastroji.

Kromé tohoto cile predpokladame, ze vam kurz usnadni studium predméti
na Fakulté informatiky.
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2 Definice - véta - dukaz

Jak jsme jiz naznacili, vysokoskolska matematika se nezabyva navody, jak
néco spocitat (jako tomu bylo na stfedni skole), ale slouzi zejména jako
soubor poznatku o abstraktnich pojmech. Z tohoto duvodu se ve vétsiné
ucebnic vysokoskolské matematiky setkavame se stylem vykladu definice-
véta-dukaz.

Definici se rozumi vymezeni pojmu. Definice musi obsahovat pouze pojmy;,
které byly drive definovany. Obecné v matematice pracujeme pouze s pojmy,
které byly presné definovany. Casto je pojem vymezen jako libovolny objekt,
ktery spliiuje néjakou mnozinu logickych vyroku (tzv. axiomu) — viz déle.

Prikladem jednoduché definice miize byt napt.: Prvocislo je jakékoli ptiro-
zené ¢islo, které je délitelné pouze jednickou a samo sebou. Aby tato definice
byla plnohodnotna, musime vsak jiz mit definovany pojmy prirozené ¢islo,
délitelny a jednicka. Nelze spoléhat na to, Ze tyto pojmy jsou intuitivné
jasné (napft. patii 0 mezi ptirozend ¢isla?). V dalsim vykladu osvétlime, jak
vyrobime (zadefinujeme) vSechny matematické objekty pouze na zakladé dvou
piliti matematiky — matematické logiky a teorie mnozin.

Véta je formulaci poznatku o definovanych pojmech. Prikladem mate-
matické véty muze byt napt. Existuje pravé jedno sudé prvocislo. Opét je
potfeba mit predem definovdn pojem sudy. (Jak?) Jednodussi véta byva téz
oznacovana jako lemma.

Dikaz slouzi k ovéreni pravdivosti tvrzeni, a to po jednotlivych krocich
tak, aby nikdo nemohl pochybovat o tom, ze véta je pravdiva. S vyuzitim
matematické logiky mizeme pojem dikazu formalizovat (formélné definovat
dukaz). Vice v dalsim vykladu.

V tomto textu se vyse popsaného stylu vykladu budeme drzet spise zridka.
Dtvodem je snaha preklenout propast mezi matematikou a humanitnimi
obory a zjednodusit uchopeni matematickych pojmi.

2.1 Typy dikazi

V matematickych a informatickych textech se setkdvame s riznymi typy
dikazl: nejcastéjsi jsou nasledujici:

Primy dikaz je strukturdlné nejjednodussi — pouzitim definic a jiz
dokazanych tvrzeni odvodime piimo znéni véty. Piiklad: Méjme definovana
prirozena cisla a zakladni operace na nich. Dale méjme definovan pojem sudé
¢islo jako nasobek 2 (x je sudé, pokud existuje takové prirozené k, ze x = 2xk).
Dokazeme tvrzeni 10 je sudé cislo. Kroky dukazu:

1. 10 = 5 % 2 (ze zakladni aritmetiky prirozenych ¢isel)
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2. 5% 2 je sudé ¢islo (z definice — k = 5)
3. tedy 10 je sudé cislo

Nepiimy dukaz vyuziva logickou ekvivalenci (viz téz dale) vyroku A =
B a =B = —A. Jinymi slovy, vétu tvaru A = B mtzeme dokazat tim, ze
dokazeme tzv. obménu =B = —A.

Dikaz sporem je velice podobny. Zde predpokladame, Ze dokazovana
véta neplati a pouzitim znamych fakti odvodime spor — nesmyslné tvrzeni,
napi. 1 = 0, nebo neplatnost nékterého z predpokladi. Priklad: Méjme
definovana prirozena ¢isla, zédkladni pocetni operace, délitele (x je délitelem
y, pokud existuje prirozené z tak, ze z * z = y), kladnd racionalni ¢isla (r/s
takova, ze r a s jsou prirozend a nemaji jiného spole¢ného délitele nez 1), a
druhou odmocninu (a? = b, pokud b * b = a). DokadZeme sporem, Ze /2 nenf
racionalni ¢islo.

1. Pfedpokladejme, Ze v/2 je raciondlni &slo.

2. tedy v2 = r/s, kde r a s jsou piirozend a nemaji spolecného délitele
(krome 1)

3. dpravou dostavame /2 % s = r
4. 2% s* s =rx*r (umocnénim na druhou)

5. Protoze leva strana je suda, prava je také suda, tedy r je sudé (dokazte
si podrobnéji)

6. Tedy r = 2 % ¢ pro néjaké ptirozené c

7. nahrazenim dostaneme 2 x s *x s = 2% c* 2 % ¢ a po vydéleni dvéma
Sxs=2%xc*c

8. podle tvahy z kroku 5 je s také sudé

9. ri s jsou sudd, tedy maji spolecného délitele 2, coz je spor s predpokla-
dem.

Matematicka indukce je dikazova technika, kterou vyuzivame, pokud
potfebujeme néco dokazat pro velmi dlouhou nebo nekone¢nou posloupnost
objektli. Vice o indukci v nésledujici kapitole.
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3 Matematicka logika

Matematicka logika je univerzalnim jazykem matematiky, vSechny matema-
tické definice, véty a diikazy je mozno zapsat jazykem matematické logiky.
Jeho hlavnimi vyhodami jsou univerzalnost (stejny zépis vSude na svété zna-
mend totéz) a jednoznacnost (na rozdil od prirozenych jazyku, které jsou
viceznacné — napt. v mnohych oficidlnich textech miizeme nalézt véty typu
,k jednani potiebujete pas a ridi¢sky pritkaz nebo obcansky prikaz”, kdy neni
jasné, co si s sebou vlastné mate vzit).

V pripadé dikazi pak logika zavadi pojem elementarniho kroku a forma-
lizuje tak drive zminénou vagni formulaci krok za krokem.

Existuje vice druhtt matematickych logik. Pravdépodobné jste jiz slyseli
modalni, temporélni, intenzionalni... Nasim cilem v této kapitole je probrat
zaklady vyrokové a predikatové logiky a naucit se je prakticky pouzivat
pro ¢teni a zapis matematiky. Pro podrobnéjsi vhled do temnych zakouti
matematické logiky doporucujeme predmét Matematicka logika na Fakulté
informatiky.

3.1 Vyrokova logika
Zakladni jednotkou vyrokové logiky je vyrok. Vyrokem chapeme tvrzeni,
o némz lze tici, zda je pravdivé nebo nepravdivé, jinymi slovy, lze mu priradit
pravdivostni hodnotu. (Nezilezi pfitom na tom, jestli tuto pravdivostni
hodnotu znéme, tj. nemusime védét, zda je vyrok pravdivy). Piikladem vyroku
mohou byt napt. véty ,,12345678915264591 je prvocislo”, ,vSechny kravy jsou
modré” a podobné.

K zachyceni pravdivosti vyroku pouzivime pritazeni hodnoty 0 (nepravda)
nebo 1 (pravda), nékdy zapisujeme jako v(A) =1 (vyrok A plati).

vvvvvv

muli vyrokové logiky) z vyroku jednodussich pouzivame logické funkce.
Méjme vyroky A a B. Definujeme vyroky

e = A (negace) s pravdivostnimi hodnotami

o v(—=A) =1, pokud v(A) =0,
o v(=A) =0, pokud v(A) = 1;

e A = B (implikace) s pravdivostnimi hodnotami

o v(A=> B) =0, pokud v(A4) =1 av(B) =0,
o v(A=> B) =1 v ostatnich pripadech.

7
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Tyto logické spojky se nazyvaji zakladni, nebot jejich kombinaci 1ze vyja-
diit viechny ostatni logické funkce.! VSechny ostatni logické funkce nazjvime
odvozené. Mezi nejpouzivanéjsi patii:

e A A B (konjunkce, téz logické ,,a”) s pravdivostnimi hodnotami

o v(AANB) =1, pokud v(4A) =1av(B) =1,
o v(A A B) =0 v ostatnich pfipadech;

e AV B (disjunkce, téz logické ,,nebo”) s pravdivostnimi hodnotami

o v(AV B) =0, pokud v(A) =0 av(B) =0,
o v(AV B) =1 v ostatnich ptipadech;

e A < B (ekvivalence) ve vyznamu (A = B) A (B = A)

Implikaci ¢teme jako ,,jestlize A, pak B”, ekvivalenci ¢teme jako , A plati
prave tehdy, kdyz plati B”. Pozor na presnou sémantiku implikace: pokud je
na levé strané nepravdivy vyrok, pak je cela implikace pravdivé, tedy vyrok
sjestlize jsou vsechny kravy modré, pak je uhli bilé” by byl pravdivy.

Pravdivost riznych slozenych vyrokii zkouméame nejcastéji pomoci prav-
divostnich tabulek, které znazornuji pravdivostni hodnoty slozenych vyrokt
v zavislosti na pravdivostnich hodnotich jednodussich vyroku a které jisté
znate ze stiedni skoly. Pravdivostni tabulka pro vyrok (A V B) = C vypada
napr. takto:

A B C (AVB) (AVB)=C
1 1 1 1 1
1 1 0 1 0
1 0 1 1 1
1 0 0 1 0
0 1 1 1 1
0 1 0 1 0
0 0 1 0 1
0 0 0 0 1

(Dejte vzdy pozor na to, ze je nutné vypsat vSechny kombinace pravdi-
vostnich hodnot zékladnich vyroki.)

Vyrok, ktery je za vSech okolnosti platny (v pravdivostni tabulce méa vsude
jednicky), se nazyva tautologie. Vyrok, ktery neplati nikdy (v pravdivostni
tabulce méa vSude nuly) se nazyva kontradikce.

I'Nicméné, existuji i jiné dvojice a dokonce i samostatné spojky, které by mohly byt
podle tohoto kritéria oznaceny za ,zdkladni”; volba negace a implikace je ddna konvenci.
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Vyrokova logika ndm téz poskytuje zaklad pro formalizaci pojmu dukaz.
Vyuzivame k tomu tzv. axiomy a odvozovaci pravidla. Standardni podoba
vyrokové logiky ndm poskytuje tfi schémata axiomu (kde dosazenim konkrét-
nich vyroku vzniknou axiomy) a jedno odvozovaci pravidlo. Schémata axiomu
jsou:

1. A= (B=A)
2. (A= (B=0)=(A=B)=(A=0))
3. ("B=-A)= (A= B)

(Jako cviceni si pravdivostni tabulkou muzete ovérit, ze vSechny uvedené
axiomy jsou vzdy pravdivé, nezavisle na pravdivosti zakladnich vyroki.)
Odvozovaci pravidlo mame jediné, a to modus ponens:

e pokud plati A a plati A = B, odvodime, ze plati B

Dikazem potom rozumime posloupnost vyrokt, z nichz kazdy je bud
axiomem nebo aplikaci odvozovaciho pravidla na predchozi vyroky. Prikladem
formélniho dikazu je néasledujici posloupnost vyroki, ktera dokazuje, ze pro
libovolny vyrok X plati X = X:2

L ( X=(X=2X)=2X)=>(X=X=X)=(X= X)) /aon:
2. X:>((X:>X):>X)/axioml
3. (X = (X = X)) = (X = X) / aplikace modus ponens na 2. a 1.

4. X:>(X:>X)/axiom1

5. X = X / aplikace modus ponens na 4. a 3.

Samozriejmé vSechny diikazy nebudeme provadét takto formalné — budeme
se vzdy spoléhat na to, Ze uz néco vime. Vyse uvedeny priklad ale ukazuje,
jaké jsou zakladni stavebni kameny dokazovani v matematice — kazdy dikaz
muze byt rozepsan az na zakladni axiomy a aplikace odvozovaciho pravidla,
jako je tomu vyse, a muze byt plné mechanicky ovérena jeho spravnost.

V nasledujici kapitole popiSeme nékteré aspekty predikatové logiky, se
kterymi se miuizete casto setkat.

2Ponechme nyni stranou fakt, ze dokazovany vyrok je tautologie, coz miizeme snadno
ovérit pravdivostni tabulkou.
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3.2 Predikatova logika

Predikatova logika je rozsitenim logiky vyrokové. Zavadi zejména proménné,
kvantifikatory a predikaty.

Proménné, jak nazev napovida, zavadi symboly, které mohou nabyvat
riznych hodnot — nejcastéji je znac¢ime malymi pismeny. Formule predikatové
logiky mohou obsahovat proménné a jejich pravdivost muze zaviset na ohod-
noceni téchto proménnych, tj. na prirazeni konkrétnich hodnot proménnym
(napt. formule ,z = 1”: pokud je proménné x prifazena 1, je formule pravdiva,
jinak je nepravdiva).

Kvantifikatory nam umoznuji vyskyty proménnych svazat tak, ze prav-
divost formule jiz nebude zavisla na ohodnoceni. Rozeznavame dva kvantifi-
katory:

e univerzalni (V), ktery vyjadiuje, Ze nésledujici formule plati pro
vSechna mozné ohodnoceni proménné za kvantifikatorem. Napt. formule
Vx(x = 1) je nepravdiva, nebot zfejmé existuje ohodnoceni, kde napft.
x =0 a formule z = 1 je nepravdiva.

e existencni (3), vyjadiujici, Ze existuje alesponi jedno ohodnoceni ta-
kové, ze nasledujici formule plati. Napt. formule Jz(z = 1) je pravdiva,
nebot vyrok x = 1 plati pri valuaci, kde x = 1.

Predikaty jsou veskeré symboly, které nepatti do samotného jazyka logiky
—tj. vSe kromé proménnych, logickych spojek, kvantifikatori a zavorek. Vyznam
predikati zalezi na nasi definici, neni dan samotnou logikou. Prikladem
predikdtt muze byt napt. Prime, kde Prime(z) budeme chapat tak, ze
x je prvocislo, nebo symbol €, ktery budeme dale pouzivat jako symbol
prislusnosti do mnoziny (jako € (z, X') nebo ¢itelnéji, z € X). Kazdy predikét
mé definovanu aritu, coz je pocet jeho parametri (Prime ma aritu 1, € ma
aritu 2). Predikéty arity 0 nazyvdme konstantami (napt. ,1” v piikladu
vyse).

vvvvvv

(predikdtu Prime) jen s vyuzitim zdkladnich operaci na ptirozenych ¢islech:?
Prime(z) =x > 2 AVy(Vz((yxz=2) = (z =2V z=1)))

Po ¢éstech lze formuli ,,prelozit” jako: prvocislo je ¢islo vétsi nebo rovno
2, kde pro vsechny mozné délitele (y) plati, ze ve vsech moznych rozkladech
x na (y * z) je vzdy jeden z ¢lent tohoto rozkladu 1 a druhy z.

3rovnéz zde prozatim predpokladame, ze viechny proménné jsou z domény piirozenych

¢isel
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3.3 Matematicka indukce

Matematickd indukce je v prvé radé dikazova technika, kterou muzeme
dokézat néjaké tvrzeni pro vSechny prvky néjaké posloupnosti (i nekonecné).
Princip indukce je vsak vyuzivan ¢asto i v definicich velkych (nekone¢nych)
struktur, jak uvidime v dalsim vykladu.

Meéjme néjakou posloupnost libovolnych objekta x, ..., x,, ... a chceme
dokazat, ze pro vSsechny prvky dané posloupnosti plati néjaka formule F', tedy
Vi(F(x;)), kde F(z;) chapeme tak, ze formule F' plati pro prvek posloupnosti
x;. Technika dikazu indukei se skladé ze dvou zakladnich ¢asti:

e baze indukce: Dokazeme, ze formule plati pro prvni prvek posloup-
nosti.

e indukéni krok: Dokézeme implikaci (F(z;) = F(x;41)), tedy pokud
formule plati pro néjaky prvek posloupnosti, pak plati i pro jeho bez-
prostiedniho naslednika. Levou stranu predchozi implikace nazyvame
indukcni predpoklad.

Priklad: Dokazeme, Ze pro vsechna prirozena n > 1 plati:
1+2+...+n=n/2%(1+n)
Baze indukce: za n dosadime prvni prvek posloupnosti, tedy 1. Dosta-
vame 1 = 1/2 % (1 + 1), coz je evidentné pravda.

Indukéni krok: Predpokladejme (indukéni predpoklad), ze pro néjaké k
plati

1424 .. +k=k/2x(1+k)
Dokéazeme, ze plati
1424+ .. +k+k+D)=k+1D/2x(1+(k+1))

Dosazenim indukéniho predpokladu do levé strany a nasledujicimi tpra-
vami podle aritmetiky nad prirozenymi ¢isly postupné dostavame:

e 1+2+. . +k+(k+1)
o k/2x(1+Fk)+ (k+1)

o (k+k*/2+ (k+1)

11



3.3 Matematickd indukce 3 MATEMATICKA LOGIKA

k+k*+2k+2)/2

(

(k* +3k+2)/2
(k+2)x(k+1)/2
(

(

k+1)/2x* (k+2)

E+1)/2%(1+ (k+1))
Tim je véta dokazana.

Je namisté se ptat: Je tento postup korektni? Opravdu touto technikou
dokazeme néjaké tvrzeni pro vSechny prvky prislusné posloupnosti?

Je tfeba ovérit, ze technika matematické indukce je korektni. Na tomto
misté se spokojime pouze s intuitivnim ovéfenim a prohlasenim, ze forméalni
ditkaz existuje, ale je nad rdmec predmeétu.

Ovéfenim béaze je dokézano, ze formule F plati pro xo, plati tedy F'(zo).
Protoze jsme dokézali indukéni krok, plati také formule F(zg) = F/(z1).
Aplikaci pravidla modus ponens na predchozi dva vyroky dostavame, ze plati
i formule F(x;). Protoze indukéni krok jsme dokézali pro libovolné k, plati
i F(x1) = F(z2). Opét aplikaci pravidla modus ponens na predchozi dva
vyroky dostavame platnost formule F'(x9). Takto mizeme pokracovat do
nekonecna a dopracovat se k platnosti formule F'(z;) pro libovolné prirozené
i, plati tedy Vi(F(z;)).

Pomérné casto se miizeme setkat i se slozitéjsimi typy indukce; napriklad
nam nékdy nestaci v indukénim kroku predpokladat, ze dana formule plati
pro jeden bezprostiedné predchézejici prvek, ale potfebujeme dva nebo i vice
predchazejicich prvki. Princip indukce se tim neméni, pouze musime dokazat
odpovidajici bazi (tj. pro 2 nebo vice prvnich prvka, abychom byli schopni
poprvé aplikovat pravidlo modus ponens — viz predchozi odstavec).

Jak jsme jiz naznacili vyse, princip indukce se da dobre vyuzit i v definicich,
zejména pokud se jedna o nekonecné struktury, mnoziny a podobné. Zde to
vypada tak, ze vyctem definujeme jeden nebo vice nejjednodussich prvki
dané struktury a analogii indukéniho kroku specifikujeme, jak z jednodussich

vvvvvv

vyrazu se s¢itanim a nasobenim:
e kazdé ¢islo je vyraz (bdze)
e pokud z a y jsou vyrazy, pak (z + y) je vyraz

e pokud z a y jsou vyrazy, pak (z % y) je vyraz

12
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Jak vidime, definice vyse ma jednu béazi a dva indukéni kroky.

Pokud bychom potiebovali dokazat néjaké tvrzeni pro celou takto defino-
vanou strukturu, pouzijeme techniku zvanou strukturalni indukce, ktera
postupuje tzv. po strukture objektu, podle jeho definice. Konkrétné doka-
zeme dané tvrzeni nejprve pro vSechny prvky z baze dané definice, a pak
dokazujeme implikaci ,,pokud tvrzeni plati pro jednodussi objekty, plati i pro

vvvvvv

struktur jako jsou vyrazy, logické formule apod.
Jako cviceni si zkuste dokazat, ze libovolny ciselny vyraz podle vyse
uvedené definice obsahuje sudy pocet zavorek.
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4 TEORIE MNOZIN

4 Teorie mnozin

Spolu s matematickou logikou, ktera tvori jakysi jazyk popisu matematického
svéta, je teorie mnozin zakladnim stavebnim kamenem matematiky. Témér
vSechny matematické objekty je mozno definovat jako mnoziny, véetné ¢isel,
posloupnosti, funkci, automat apod., jak uvidime v dalsim vykladu. Navic
vsechny tyto objekty lze zkonstruovat na zakladé jediného zakladniho objektu,
prazdné mnoziny (), tedy mnoziny, kterd neobsahuje zddné prvky.

Teorie mnozin doplnuje jazyk predikatové logiky o binarni predikat je
prvkem (€):

a € b ¢teme ,a je prvkem b”;

dale pak o konstantni symbol prazdné mnoziny (()) a déle o prostiedky
pro zépis mnozinovych objekti, zejména slozené zavorky ({}).

4.1 Mnozina

Teorie mnozin zavadéjl mnoziny jako objekty, které vyhovuji uréitym axiomtm
— takovymto teoriim fikame axiomatické teorie mnozin a jsou tou ,spravnou’
cestou, jak definovat matematické objekty. Prikladem axiomu z teorie mnozin
je axiom vydéleni, ktery vyjadruje, ze z libovolné mnoziny mizeme vybrat
nékteré prvky, pro které plati formule F', a tim vytvorit jinou mnozinu:

Y

Va(F3b(Vz(z € b= (x € a A F(2)))))

(Diky tomuto axiomu napf. existuje prazdna mnozina.) V soucasnosti
existuje vice axiomatickych teorii mnozin, které se od sebe mirné lisi tim,
jaky vycet axiomi je v kazdé z nich pouzit.

V tomto textu se nebudeme dopodrobna zabyvat zadnou z axiomatickych
teorii mnozin. Pjde ndm hlavné o to, abychom se naucili mnoziny prakticky
pouzivat pri definicich a zapisech matematickych faktti a spokojime se s tzv.
,haivni” teoriif mnozin, s niZ jste se pravdépodobné setkali na stfedni gkole:*
Mnozinu budeme povazovat za skupinu objektu (které nemusi byt
nutné stejného typu), jezZ neobsahuje duplicity (tj. kazdy prvek

4Problémy s naivni teorif mnozin nastévaji, pokud za¢neme pouzivat obskurni definice
mnozin — miizeme si je ilustrovat na piikladu vojenského holice: Rekneme-li, Ze holi¢
holi vsechny vojaky, kteri se neholi sami (a pfitom holi¢ sdm je vojak), kdo holi holice?
Matematickd obdoba této jazykové hricky se nazyva Russeluv paradox a axiomatické teorie
mnozin pravé kvuli tomuto paradoxu definuji presné postupy, jak mohou vznikat mnoziny.
Mnozinam, které nesplnuji axiomy teorie mnozin, typicky rikame tridy.
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4.2  MnoZinové operace 4 TEORIE MNOZIN

je v ni obsazen maximalné jednou) a neni usporadana ({1,2,3} a
{3,2,1} jsou totozné mnoziny).
Zejména si uvédomme tii zakladni fakta:

1. existuje prdzdnd mnozina (), kterd neobsahuje zZddné prvky:;
2. prvky mnoziny mohou byt i jiné mnoziny;
3. mnoziny mohou byt nekonecné (obsahovat nekoneéné mnoho prvku).

Malé konecné mnoziny obvykle zapisujeme vyctem prvktl — napf. mnozina
{1,2,3} obsahuje prvky 1, 2 a 3, mnozina {0, {(}} obsahuje dva prvky —
0 (prazdnd mnozina) a {#} (mnozina obsahujici prézdnou mnozinu). Velké
nebo nekoneéné mnoziny muzeme zapisovat s vyuzitim formule, ktera musi
platit pro vSechny ¢leny mnoziny. Napr. mnozina {z |z € N A 2z > 5}
obsahuje pfirozena cisla vétsi nez 5. Jako zkratka pro tento zapis se téz casto
pouzivdi{z € N | & > 5}.°

4.2 Mnozinové operace

Jak jsme jiz uvedli, zadkladni operaci na mnozinach je operace prislusnosti
do mnoziny €. Zduraznéme, Ze na levé strané je vzdy prvek (ktery muze byt
mnozinou), na pravé strané je vzdy mnozina. Dopliikem operatoru € je &,
které definujeme takto:

a¢B << —(a€B)

Priklady platnych formuli s témito operatory:

Va(z & 0)
0 e {0}
D¢ {{0}}
(A

Dalsi operaci (predikatem), kterou mizeme snadno definovat, je podmno-
zina (C). Definujeme ji takto:

>Pokud budeme dtisledné pouzivat podminku, ze viechny prvky ndmi definované mnoziny
patii do néjaké jiné mnoziny, mame jistotu, ze se vyhneme Russelovu paradoxu — timto
postupem de facto vyuzivame axiom vydéleni uvedeny vyse.

15



4.2  MnoZinové operace 4 TEORIE MNOZIN

ACB & Vex(reA=z€B)

Tedy mnozina A je podmnozinou mnoziny B pravé tehdy, pokud vsechny
prvky A jsou zaroven i prvky B.

Na tomto misté poznamenejme, ze pro predikatové formule tohoto typu
casto pouzivame zkraceny zapis:

Ve € A (x € B),

ktery by v takovéto podobé nebyl v ¢isté predikdtové logice mozny. Po-
dobné, pro existencni kvantifikdtor casto pouzivame zkraceny zapis napt.

dr € A (x € B),
ale v trochu jiném vyznamu: Vyraz vyse je ekvivalentni formuli
dx(z € ANz € B),

Na zékladé pojmu podmnozina definujeme pojem potencéni mnozina.
Poten¢ni mnozina mnoziny A — zapisujeme P(A) — je mozina vSech podmnozin
této mnoziny. Formalneé:

P(A) ={z |z < A}

ProtoZe potencéni mnozina mé vzdy 2% prvki,® kde a je pocdet prvki
mnoziny A, nékdy zna¢ime poten¢ni mnozinu mnoziny A jako 24.

Plati:

o P(0) = {0}

o P{0}) ={0,{0}}
o V() € P(x) Nz € P(x))

S vyuzitim pojmu podmnoziny se definuje i rovnost mnozin:
A=B & (ACB AN BCA)

Tuto kapitolu zakonc¢ime definici dvou operaci, které znate ze stredni skoly,
prinik (N) a sjednoceni (U). Nez budete ¢ist dal, zkuste si je definovat
sami.

6Rozmyslete si proc.
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Spravné definice jsou:

ANB={z|z€A N z€ B}
AUB={z|x€A VvV x€ B}

17



5 CISLA

5 Cisla

Na stiedni skole jsme se seznamili s nékterymi ¢iselnymi mnozinami — priro-
zenymi ¢isly, celymi ¢isly, racionalnimi, realnymi a komplexnimi ¢isly a ucili
jsme se s nimi pocitat. V minulé kapitole jsme zminili, ze vSechny objekty
v matematice, véetné ¢isel, jsou mnoziny. V této kapitole si tedy ukazeme,
jak lze z mnozin vyrobit prirozend ¢isla a definovat operace na nich.

5.1 Prirozena cisla

Podobné jako jsou mnoziny ve formalnich teoriich mnozin definovany axiomy
v predikdtové logice, jsou i prirozena c¢isla definovana jako objekty, které
splnuji jisté formalni axiomy. Zatimco ve vykladu o mnozinach jsme tyto
axiomy neuvadéli, v pripadé cisel si je jiz uvedeme — jedna se o jednoduchy
axiomaticky systém, ktery ndm umozni 1épe pochopit, jak funguje formalni
matematika.

Jazyk prirozenych cisel zavadi do predikatové logiky dva nové symboly:

e nulu 0 a

e unarni funkéni symbol S, ktery budeme interpretovat jako nasled-
nika.

Ptirozena cisla jsou pak uréena mnozinou axiomi, které nazyvame Pea-
nova aritmetika (po italském matematikovi Peanovi). Tyto axiomy jsou:

o Va(Jy(y = S(x))) (kazdé &islo 2 ma naslednika S(z))
e Vz(—=(0 = S(x))) (nula nenf néslednikem Zadného é&isla)
o Vz(Vy(S(x) =S(y) = x =y)) (rfiznd &sla maji rizné nasledniky)

Nyni definujeme mnozinovy systém, ktery bude splinovat vyse uvedené
axiomy a tim dostaneme ,fyzickd” prirozena cisla:

e 0=10
o S(x)=axU{x}
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5.2  Operace na prirozenych cislech 5 CISLA

Tedy nulu definujeme jako prazdnou mnozinu a néslednika libovolného
¢isla definujeme jako sjednoceni tohoto ¢isla (resp. mnoziny odpovidajici
tomuto ¢islu) s jednoprvkovou mnozinou, kterd toto ¢islo (resp. mnozinu)
obsahuje.

Jak tedy vypadaji prirozena ¢isla v mnozinové notaci?

0

S(0)=0u{0} = {0}

e 2=S5(1)={0}U{{0}} = {0, {0}}
o 3=25(2)=..={0,{0},{0,{0}}}

atd. Zkuste si jako cviceni vypsat jesté nékolik dalsich. Zjistite, ze pro
kazdé prirozené ¢islo n plati, ze n = {0, 1, ..., n — 1}. Zkuste rovnéZ navrhnout
dikaz, ze pro takovyto mnozinovy systém plati Peanovy axiomy uvedené
vyse.

e (

o 1

5.2 Operace na prirozenych cislech

Nyni si ukazeme, jak lze na systému prirozenych ¢isel definovat zakladni
operace, scitani (4) a ndsobeni (). Obé definice jsou induktivni:

19



5.3 Dalsi ¢iselné mnoZiny 5 CISLA

e a+0=a
e a+S(b)=S(a+0b)

e ax0=0
e axS(b)=(axb)+a

Jak vidime, tyto operace jsou nezavislé na konkrétni (mnozinové) realizaci
a pracuji pouze s operaci naslednika. Naddle tedy mmnozinovou realizaci
prirozenych ¢isel jiz nemusime pouzivat a miizeme pracovat pouze s abstrakei
naslednika. Jak tedy bude vypadat napriklad vypocet 142 podle vyse uvedené
definice? (plati 1 = 5(0),2 = S(1) = S(S(0)) — tyto rovnosti chdpeme pouze
jako rtzné zapisy téhoz)

o1+ 2
o 1+ 5(1)

S(1+ 1)

(
S(1 + 5(0))
S(S(1 +0))
(
(

e S(S(1))
S5(5(0)))

o =3

e S

Vyzkousejte si i jiné vypoéty podle uvedenych definic. Zejména si vSimnéte,
ze nemuzeme zaménit 1 + 2 a 2+ 1 (i kdyz druhy z téchto vypoétu podle
definice by byl kratsi a i kdyz ze stfedni skoly vime, ze to plati), nebot
nemame definovano zadné pravidlo, podle kterého bychom to mohli udélat, a
komutativitu s¢itani jsme zatim nedokéazali.

5.3 Dalsi ciselné mnoziny

Dalsi ¢iselné mnoziny (celd, racionélni, redlna ¢isla) jsou v matematice konstru-
ovany s vyuzitim dvojic, ekvivalenci a dalsich pokrocilejsich matematickych
konstrukei, kterym se budeme vénovat v dalsich kapitolach. Proto i konstrukce
dalsich ¢iselnych mnozin bude vylozena pozdéji.
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6 RELACE A FUNKCE

6 Relace a funkce

V této kapitole se budeme zabyvat koncepty relaci a funkci, které lze dale

vvvvvv

6.1 Usporadané dvojice

Zékladnim pojmem této ¢asti je usporadana dvojice. Jak nazev napovida,
jedna se o spojeni dvou prvki, v némz (narozdil od dvouprvkové mnoziny)
rozlisujeme prvni a druhy prvek. Uspordadanou dvojici s prvky a a b zapisujeme
(a,b) a lze ji definovat jako mnozinu {{a}, {a,b}}. Touto definici je zaruceno,
ze v kazdém pripadé vime, ktery z prvki je prvni a ktery druhy, jinymi slovy,
ze dvé riazné usporadané dvojice nebudou reprezentovany stejnou mnozinou
jiné definice, vySe uvedena je ale nejprimocare;jsi.

Lze definovat i usporddané trojice nebo obecné n-tice (pro libovolné
pfirozené n), a to nasledovné:

e (a,b,c) = (a,(b,c)), tedy trojice je totéz jako dvojice, jejimz prvnim
prvkem je prvni prvek trojice a druhym usporadana dvojice se zbylymi
dvéma prvky

o (ay,as,as,...,a,) = (a1, (ag, (as, (..., an)...)))

Tato definice n-tic ma jisté nevyhody, proto si na konci kapitoly uvedeme
alternativni definici s vyuzitim funkei (kde definujeme n-tice jako koneéné
posloupnosti).

6.2 Kartézsky soucin

Na zakladé pojmu usporadané dvojice miuzeme definovat kartézsky soucin
mnozin (A x B), definovany takto:

Ax B={(a,b) |a€ A N be B}
Tedy kartézsky souc¢in dvou mnozin obsahuje (vSechny) usporadané dvojice
takové, ze prvni prvek je z prvni mnoziny a druhy prvek je z druhé mnoziny.

Analogicky muzeme definovat kartézsky soucin vice mnozin, ktery bude
obsahovat usporadané n-tice.
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6.3 Relace

Motivaci pro pojem relace je zptisob svazani dvou, pripadné vice hodnot, moz-
nost vyjadreni toho, ze nékteré hodnoty z obou mnozin maji néco spole¢ného.
Relace také tvori zédklad pro definici funkei.

Binarni relace mezi mnozinami A a B je podmnozina kartézského sou-
¢inu A X B (tedy mnozina usporddanych dvojic — podobné definujeme n-arni
relaci jako mnozinu usporadanych n-tic). Casto fikdime binarni relace na
mnoziné A, ¢imz rozumime relaci mnoziny s ni samotnou, tedy podmnozinu
kartézského soucinu A x A (analogicky muzeme opét mluvit o n-arni relaci
na mnoziné A).

Priklady relact:

e Relace identity na mnoziné A:

o Id(A) — binarni relace

o Id(A) ={(a,a) e Ax A|ac A}
e Relace vétsi nebo rovno na prirozenych c¢islech:

o > (N) — binarni relace

o> (N)={(a,b) e Nx N |bCa}

o (srovnejte s mnozinovou konstrukei prirozenych ¢isel)
e Relace plus na prirozenych ¢islech:

o +(N) — ternarni relace

o +(N)={(a,b,c) e NXx N XN |a+b=c}

o a+b = ¢ pak muZeme prohldsit jen za jiny zapis pro (a, b, ¢) € +(N)

a vSechny operace na c¢islech povazovat za relace

Relace na malych koneénych mnozinach miizeme prehledné zapisovat ta-
bulkou, kde prvky mnoziny jsou v zdhlavi radki i sloupcii a ptislusnost dvojice
v relaci znac¢ime jednickou nebo nulou v prislusné bunce tabulky. Prehledny
je rovnéz zapis grafem, kdy mezi prvky mnoziny kreslime orientované Sipky,
podle toho, které dvojice jsou v relaci.

6.4 Vlastnosti relaci

Lze definovat nékteré vlastnosti relaci, které jsou motivovany jejich naslednym
pouzitim. VSechny vlastnosti jsou definovany vyrokovymi formulemi, jejich
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6.4 Vlastnosti relaci 6 RELACE A FUNKCE

vyznam lze ale vétsinou vyjadrit srozumitelnéjsim jazykem. n-arni Reflexi-
vita vyjadiuje, ze kazdy prvek je v relaci saim se sebou. Relace R na mnoziné
A je reflexivni, pokud plati

Va € A( (a,a) € R)

Symetrie, jak nidzev napovida, je vlastnost, kterd vynucuje, ze ke kazdé
dvojici v relaci existuje symetricka dvojice, tedy takova, kde prvni a druhy
prvek jsou prohozeny. Relace R na mnoziné A je symetricka, pokud plati

Va,b € A ( (a,b) € R= (b,a) € R)

Antisymetrie je opakem symetrie; 1ika, Ze relace neobsahuje zadné dvé
symetrické dvojice (s vyjimkou takovych, kde prvni a druhy prvek jsou stejné).
Formalné, relace R na mnoziné A je antisymetrickd, pokud plati

Va,be A ( (a,b) e RA(bja) e R=a=b)

Tranzitivita je komplikovanéjsi. Relace je tranzitivni, pokud ke kazdym
dvéma dvojicim (a,b) a (b, c), které jsou v relaci, existuje v relaci i dvojice
(a, c); tranzitivita tedy vyjadiuje jisty typ souvislosti relace. V piipadé zapisu
grafem si tuto vlastnost lze predstavit tak, ze dojdeme-li z néjakého bodu do
jiného podle Sipek, pak musi existovat zkratka, tedy Sipka primo ze startu do
cile. Formalné, relace R na mnoziné A je tranzitivni, pokud plati

Va,b,c € A( (a,b) € RA (b,c) € R= (a,c) € R)

Ekvivalence je takova relace, ktera je soucasné reflexivni, symetricka i
tranzitivni.

Usporadani je takova relace, kteraje soucasné reflexivni, antisymetricka
i tranzitivni.

Napriklad identita na libovolné mnoziné splnuje vsechny uvedené vlastnosti
(rozmyslete si postupné proc), je tedy ekvivalenci i uspordadanim. Relace ,;mensi
nebo rovno” na prirozenych ¢islech je reflexivni, antisymetrickd a tranzitivni
(opét si rozmyslete proc), je tedy usporadanim. Hypotetickd relace ,sedi vedle”
na mnoziné studenttt v prednaskové mistnosti neni tranzitivni, neni tedy
ekvivalenci ani usporadanim.
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6.5 Funkce

Funkce je specialni typ relace; dalo by se Tici, ze ,,byti funkci” je vlastnost
relaci podobné jako naptiklad tranzitivita. Funkce je takova (n-arni) relace,
kde prvnich n — 1 hodnot v n-tici jednoznac¢né urcuje posledni hodnotu.

Alternativné se mizeme na relaci podivat jako na vstupné-vystupni me-
chanismus: prvnich n — 1 hodnot v n-tici mizeme pokladat za argumenty
relace (vstup), posledni hodnotu za jeji vysledek (vystup — srovnejte napr.
s relaci +(N) vyse). Pokud ma byt takova relace funkci, vystup musi byt
jednoznacné urcen argumenty. Z tohoto pohledu vychazi i specidlni zapis
funkci: napt. misto

(a,b,c) € +
piSeme casto v pripadé funkei
+(a,b) = c

(stéle uvazujeme ternarni relaci +(V)). Z tohoto pohledu na funkce vychazi
i konvence ohledné arity funkci, ktera se urcuje podle poctu argumentti: Tedy
unarni funkce je binarni relace, ternarni relace je binarni funkce apod.

Formalné, binarni relace f na mnoziné A je funkce, pokud plati:

Va,b,c e A ( (a,b) € f AN (a,c) e f=b=c)
Obdobné, ternarni relace f na mnoziné A je funkce, pokud:
Va,b,c,d € A ( (a,b,c) € f N (a,b,d) € f=c=d)

Podobné si zkuste definovat funkce vice argument.

Funkcim také nékdy fikdme zobrazeni. Pro binarni relaci f mezi mnozi-
nami A a B, ktera je funkci, fikame ,funkce z A do B”, pripadné ,zobrazeni
z A do B” a zapisujeme

f:A—>B

Mnozinu A potom nazyvame definiécnim oborem a nékdy znac¢ime Dy
nebo dom(f) (ve vyznamu ,definiéni obor funkce f”), mnozinu B nazyvame
oborem hodnot a zna¢ime R; nebo f(A). Jiz zminény zapis f(a) = b
muzeme c¢ist jako ,,b je obraz prvku a”, pripadné ,a je vzor prvku b”.
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6.6 Vlastnosti funkci

Také funkce maji nékteré specialni vlastnosti, které dale vyuzivame. Mezi

Vv

Injektivita. Funkce f : A — B je injektivni (téz prosta), pokud plati
Va,be A ( f(a)=f(b)=a=0)

neboli Zadné dva prvky nemaji stejny obraz.
Surjektivita. Funkce f : A — B je surjektivni (téz na), pokud plati

Vbe B(daec A (b= f(a))

neboli kazdy prvek oboru hodnot md néjaky vzor, pripadné muzeme rici,
ze cely obor hodnot je pokryty.
Uplnost. Funkce f: A — B je tuplnd, pokud plati

Vac A(Jbe B (b= f(a))

neboli cely definicni obor je pokryty. Casto se mizete setkat s tim, Ze
pojmem funkce je myslena tplna funkce.

Rekneme, 7e funkce je bijekce pravé tehdy, je-li soucasné injektivni,
surjektivni a uplna. Bijekce se dobte pouzivaji mj. pfi porovnavani velikosti
mnozin: Existuje-li bijekce f: A — B, znamena to, ze mnoziny A a B jsou
wstejné velké” (za okamzik tuto vagni poznamku rozvedeme formélne).

Pro bijekci f : A — B miizeme déle zavést inverzni funkci f~! : B — A,
ktera je definovana néasledovneé:

FiB)=a = fla)=b

6.7 Velikost mnozin

Do této doby jsme velikost mnoziny chépali pouze vagné, jako pocet jejich
prvka. V pripadé nekoneénych mnozin jsme neméli predstavu o velikosti
viibec. Nyni si zadefinujeme velikost mnoziny A (znaceno |A|) formalné:

e | A| je definovano jako ptirozené ¢islo n, pokud existuje bijekce f : n — A
(srovnejte s mnozinovou konstrukei pfirozenych ¢isel)

e mnozina A je spocetna, pokud existuje bijekce f: N — A
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6.8 Posloupnosti 6 RELACE A FUNKCE

e mnozina A md mohutnost kontinua, pokud existuje bijekce f : R —
A (kde R je mnozina redlnych ¢isel)

Obecné, jak jsme jiz naznacili, pokud existuje bijekce z jedné mnoziny do
jiné, pak tyto mnoziny maji stejnou velikost (téz rikdme mohutnost).

Mnoziny N, Z i Q (pfirozend, celd i raciondlni ¢isla, stejné jako napf.
mnozina vsech sudych ¢isel nebo mnozina vSech prvocisel) jsou vsechny
spocetné. Prislusné bijekce zde uvadét nebudeme, zkuste se nad nimi zamyslet
sami. Redlna cisla jsou striktné vétsi nez cisla pfirozend a jsou nejmensi
takovou mnozinou (¢ili |N| a |R| jsou dvé nejmensi nekonecna). Dikaz je vSak
jiz nad ramec naseho predmeétu.

6.8 Posloupnosti

Poslednim pojmem, jimz se v kapitole o funkcich budeme zabyvat, jsou
posloupnosti. Intuitivné tento pojem chapeme: jedna se o skupinu prvki, v niz
(na rozdil od mnozin) zalezi na poradi. Prvky se v posloupnosti také mohou
opakovat. Jiz jsme zminili, ze konecné posloupnosti mizeme povazovat za
usporadané n-tice; nyni si predstavime jinou definici, ktera dobre generalizuje
i na nekonecné posloupnosti.

Konecéna posloupnost délky n je uplna funkce, jejimz defini¢nim obo-
rem je mnozina n (viz mnozinova konstrukce ptirozenych ¢isel). Nekoneénd
posloupnost je pak uplna funkce, jejimz defini¢cnim oborem je mnozina N.

Takovéto posloupnosti typicky zapisujeme jako ag, aq, ..., @y, ..., coz pova-
zujeme jen za jiny druh zapisu pro f(0), f(1),..., f(n), ....

V pripadé nekoneénych posloupnosti casto pracujeme s induktivnimi
definicemi. V pripadé posloupnosti tyto definice vypadaji tak, ze vypiseme
prvni ¢len (pfipadné prvnich nékolik ¢lenti), coz je analogie baze indukee, a
poté urc¢ime predpis, podle kterého dostaneme n-ty prvek pomoci jednoho,
pripadné nékolika predchozich prvki (analogie indukéniho kroku). Podle
takovéto definice jsme schopni zkonstruovat libovolny prvek posloupnosti.

Péknym prikladem nekonecné posloupnosti je tzv. Fibonacciho posloup-
nost, kde kazdy dalsi ¢len je sou¢tem dvou predchozich ¢lent: 0, 1, 1, 2, 3, 5,
8, 13, 21, 34, ... Induktivni definice Fibonacciho posloupnosti vypada takto:

® Gy = Gp—1 + Ap—2
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7 Zaklady formalni lingvistiky

A7 dosud jsme se zabyvali skuteénymi zaklady, piliti formalni matematiky.
Nyni si naopak ukazeme cast aplikované matematiky, ktera se intenzivné
vyuziva i v pocitacovém zpracovani prirozenych jazykit — na matematické
modely nékterych ryst jazyka neboli formalni lingvistiku.

Tyto matematické modely povazuji jazyk za mnozinu slov nad néjakou
abecedou, kde prvky abecedy mohou byt znaky, slova (pak mtzeme za jazyk
(morfémy, ...). Modely, jimiz se budeme zabyvat, byly pivodné navrzeny pouze
k popisu pfirozenych jazyki; Casem ale nasly i jiné uplatnéni (a naopak ana-
Iyzu ptirozenych jazykt dosud uspokojivé nevytesily) a dnes rozliSujeme tzv.
formalni jazyky, které jsou dobte analyzovany jednoduchymi matematickymi
modely.

Nasim cilem v této ¢asti bude sezndmeni s nejzakladnéjsimi konstrukcemi
teorie formélnich jazykt, nebot je velmi pravdépodobné, ze se s nimi a jejich
modifikacemi pri studiu jesté mnohokrat setkate.

7.1 Zakladni pojmy

Nejprve zde uvedeme nékolik zakladnich pojmi, které teorie formalnich jazykt
pouziva:

Abeceda je koneéna mnozina symboll. Znac¢ime ji ¥ a pro jednoduchost
budeme c¢asto pracovat s abecedou {a, b}.

Slovo je libovolna konecna posloupnost prvkia X, napt. aabab.

Délka slova je velikost této posloupnosti, napt. |aabab| = 5.

Prazdné slovo je slovo nulové délky, znac¢ime je e.

>* je mnozina vsech slov nad abecedou X,
napt. {a,b}* = {¢,a, b, aa, bb, ab, ba, aab, abb, ...}.

Operace zietézeni slov, znac¢ime teckou (.), je pro dvé slova u a v
devinovana jako u . v = uwv, napr. aab . ab = aabab.

Mocnina slova je pro slovo u a pfirozené éislo ¢ znacena u’ a je definovana
induktivné:

o u=¢
oyl =yt
Napf. (ab)® = ababab.

Jazyk je mnozina nékterych slov nad danou abecedou, tedy pro kazdy
jazyk L plati L C ¥* (ale nikoli naopak).
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Daéle mtizeme definovat i operace nad celymi jazyky analogicky k operacemi
nad slovy. Napr. operaci zfetézeni jazyku lze definovat nasledovneé:

Ll.ng{u.v|u€L1/\U€L2}

7.2 Formalni gramatika

Formalni gramatika je prvnim z nastroji formalni lingvistiky. Mtzeme si ji
predstavit jako prepisovaci systém, jimz lze vygenerovat slova jazyka (viz
dale).

Formalné, gramatika je ¢tverice (N, X, P, S), kde

e N je mnozina neterminala (znac¢ime nejcastéji velkymi pismeny)

e Y je mnozina termindla (symboli abecedy, pro prehlednost znac¢ime
nejcastéji pouze malymi pismeny), je disjunktni s mnozinou N a N UYX
oznacujeme jako V' (mnozina vSech symboli)

e P je mnozina pravidel, forméalné podmnozina kartézského soucinu
V* . N . V*xV* — tj. mnozina dvojic, kde prvnim prvkem je te-
tézec obsahujici alespon jeden neterminal a druhym prvkem je libovolny
fetézec

e S je pocatecni symbol gramatiky

Pravidla gramatiky jako dvojice Fetézcu (slov nad mnozinou V') (o, )
zapisujeme nejcastéji jako a — (. a nazyvame levou stranou pravidla a jak
jiz. bylo Tec¢eno, musi obsahovat alespon jeden neterminal. 8 nazyvame pravou
stranou pravidla.

Jak jsme jiz naznacili, gramatika je modelem, kterym lze generovat slova
jazyka. Toto generovani probiha nésledovné. Zacneme z pocatecniho sym-
bolu gramatiky S a pravidla gramatiky pouzivame jako pTrepisovaci systém,
to znamena, ze v jednom kroku prepisu muzeme nahradit néktery retézec
terminalt a neterminall, ktery je soucasné na levé strané néjakého pravidla,
pravou stranou tohoto pravidla. Tento postup opakujeme tak dlouho, dokud
nedostaneme fetézec termindlnich symbolu (¢ili slovo nad 3J). Tomuto procesu
fikdme odvozeni slova z gramatiky.

Pri ptrepisovani mame casto na vybér z vice pravidel. Miizeme se rozhod-
nout pro kterékoli z nich a vygenerovat tak potencidlné rtizna slova.
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Rekneme, 7e gramatika G generuje jazyk L, pokud existuje odvozeni
kazdého slova jazyka L z gramatiky G. Jazyk generovany gramatikou G
znac¢ime vétsinou L(G).”

Priklad. Méjme gramatiku (N, X, P, 5), kde

o ¥ ={a,b}
e N={S A}
e P={ S— A  A— AA, A—a }

Priklady odvozeni z této gramatiky jsou:

e S=A=aq

o S= A= AA = aA = adAA = aacA = aaa

Vsimnéte si, ze jeden krok odvozeni z gramatiky (jednu aplikaci pravidla)
znacime dle konvence stejnym symbolem jako implikaci. Jedna se samoziejmé
o dvé zcela rizné véci a rozezname je od sebe jednoznac¢né na zakladé kontextu.

Zkuste vymyslet dalsi odvozeni z této gramatiky. Jaky je jazyk generovany
touto gramatikou?

7.3 Chomského hierarchie jazyku

Pokud budeme zkoumat pravidla v riznych gramatikéch, ziskdme rozliseni
gramatik na nékolik typi. Podle typtu gramatik rozlisujeme téz typy jazyk,
podle toho, ktery jazyk je mozné generovat kterym typem gramatiky. Toto
rozliSeni nazyvame Chomského hierarchie gramatik, ekvivalentné Chom-
ského hierarchie jazyki, podle amerického lingvisty Noama Chomského, jenz
ji poprvé predstavil.

Jak nézev naznacuje, typy gramatik tvori hierarchii; gramatika vyssiho
typu je vzdy soucasné i gramatikou nizsiho typu. Typy gramatik jsou urceny
omezenimi na mnozinu pravidel:

Gramatika typu 0 neklade zaddna omezeni na mnozinu pravidel, libo-
volna gramatika je gramatikou typu 0.

Gramatika typu 1 neboli kontextova gramatika klade na vSechna
pravidla e — 8 podminku |a| < ||, tedy levéd strana kazdého pravidla musi
byt kratsi nez jeho prava strana. Vyjimkou z tohoto omezeni je pravidlo
S — €, které muze byt pritomno.

"zde L neoznadéuje jazyk jako mnozinu, jedna se o konvenci pro zdpis pojmu ,jazyk
generovany gramatikou G”
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Gramatika typu 2 neboli bezkontextova gramatika ma vSechna pra-
vidla ve tvaru A — [ (tak, ze A € N), tedy na levé strané je vzdy prave
jeden neterminal a 3 je neprazdné. Vyjimkou z tohoto omezeni je pravidlo
S — €, které muze byt pritomno.

Gramatika typu 3 neboli regularni gramatika mé vsechna pravidla
ve tvaru A — aB nebo A — a, kde A, B jsou neterminaly a a je terminal.
Vyjimkou z tohoto omezeni je pravidlo S — ¢, které mize byt pritomno.

Nejcastéji se pracuje s regularnimi a bezkontextovymi gramatikami a
jazyky. Tyto typy gramatik jsou efektivné zpracovatelné na pocitacich a jako
zaklad se pouzivaji i pti zpracovani textii v prirozeném jazyce.

7.4 Konecny automat

Automaty jsou jinym abstraktnim modelem charakterizujicim jazyky. Funguji
jako stavové systémy, které ¢tou po znacich slovo na vstupu, s prectenim
kazdého znaku zméni stav a na konci rozhodnou, zda slovo je akceptovano ¢i
nikoliv. Podobné jako fikdme, ze gramatika vygeneruje slovo (resp. existuje
odvozeni slova z gramatiky), fekneme, Ze automat akceptuje slovo. Zde si
predstavime nejjednodussi typ automatu, kone¢ny automat.

Kone¢ny automat je pétice (Q, %, d, qo k"), kde

e () je neprazdna konec¢nd mnozina stavil automatu

e Y je koneénd mnozina vstupnich symbolu (abeceda)

0: @ x X — @ je prechodova funkce automatu
® (o je pocatecni stav
e F' je mnozina koncovych stavi

Béh automatu probihd néasledovné. Zacneme v pocatecnim stavu. Pre-
¢teme prvni symbol na vstupu a na zakladé prechodové funkce se presuneme
do dalsiho stavu. Déale po jednom ¢teme dalsi symboly na vstupu a podle
prechodové funkce, aktualniho stavu a symbolu na vstupu se presouvame do
dalsich stavii. Pokud se po doc¢teni posledniho symbolu nachazime v nékterém
z mnoziny akceptujicich stavli, automat slovo akceptuje. Pokud se nachézime
ve stavu, ktery do mnoziny F' nepatii, automat slovo neakceptuje.

Koneény automat lze nazorné zakreslit tzv. prechodovym diagramem, kde
stavy znazornujeme krouzky, prechodovou funkci sipkami mezi krouzky ohod-
nocenymi symboly z abecedy, koncové stavy vyznacujeme dvojitym krouzkem

30



7.5 Ekvivalence formalismii 7 ZAKLADY FORMALNI LINGVISTIKY

a pocatecni stav sipkou ,,z prostoru”. Takovyto diagram je dostate¢nou spe-
cifikaci konec¢ného automatu, mizeme z néj odvodit hodnoty vSech prvku
pétice.

Priklad. Ukazeme si béh nasledujiciho automatu na slové abaa:

O
H?#Q#

Zacindme vypocet v pocateénim stavu qq. Precteme prvni symbol vstup-
niho slova, ,,a”, a podle prechodové funkce znazornéné sipkou s prislusnym
symbolem prejdeme z pocatecniho stavu do stavu ¢;. Dalsim symbolem na
vstupu je ,,b” a na zakladé prechodové funkce prejdeme ze stavu ¢; do stavu
¢o- Dalsim symbolem je ,,a”, prejdeme tedy ze stavu ¢y do stavu ¢;. Poslednim
symbolem je opét ,,a” a automat na zakladé prechodové funkce prejde ze stavu
q1 do stavu ¢o. Jsme na konci vstupniho slova a nachazime se v akceptujicim
stavu, automat tedy toto slovo akceptuje.

Pokud automat akceptuje pravé vsechna slova néjakého jazyka L (vSechna
slova daného jazyka a zddnd jind), fekneme, ze automat rozpoznéva jazyk
L. Podobné jako v pripadé gramatiky znacime jazyk rozpoznavany urcitym
automatem A jako L(A).

7.5 Ekvivalence formalismu

Konec¢ny automat je ekvivalentnim formalismem k reguldrnim gramatikam, to
znamena, ze rozpoznavaji stejné tiidy jazykt. Jinymi slovy, ke kazdé reguldrni
gramatice existuje konecny automat, ktery rozpoznava jazyk generovany touto
gramatikou; a plati to i naopak, tedy ke kazdému konecnému automatu existuje
regularni gramatika, ktera generuje jazyk rozpoznavany timto automatem.
Diikaz tohoto faktu je konstruktivni, tj. pfimo predstavuje prevod gramatiky
na automat a naopak. Nebudeme jej zde uvadét, zkuste se ale zamyslet nad
tim, jak by tento prevod mohl vypadat.

Existuji i dalsi typy automatii; nékteré z nich jsou ekvivalentni s jinymi
typy gramatik. Pravdépodobné jesté uslysite napt. pojmy zdsobnikovy automat
nebo Turinguv stroj. Tyto formalismy jsou jiz nad ramec naseho vykladu.
Vice se o nich mizete dozvedét v kurzu Formdlni jazyky a automaty na FI.
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8 Kombinatorika a pravdépodobnost

V dalsim vykladu se budeme zabyvat statistikou a pravdépodobnosti. K tva-
ham o pravdépodobnosti casto potrebujeme védét, kolik rtiznych moznosti
v ruznych pripadech muze nastat. Timto poc¢itanim se zabyva kombinatorika; a
kromé zminéné motivace je rovnéz jednim z kli¢ti k pochopeni matematického
uvazovani.

Ze stiedni skoly si mozna pamatujete nékteré vzorecky pro variace, permu-
tace a kombinace, s opakovanim nebo bez. Tyto vzorecky si tady pripominat
nebudeme, vlastné by bylo lepsi je zapomenout. Casto je obtizné rozhod-
nout, ktery vzorecek pouzit pro kterou situaci, navic tyto vzorecky casto
nejsou jednoduché a navadi nas spise k jejich mechanickému pouzivani nez ke
skutecnému premysleni o dtivodech, které k vysledkim vedou.

8.1 Zakladni kombinatoricka pravidla

Misto vzoreckt si predstavime dvé jednoduché pravidla, které je relativné
snadné ,napasovat” na konkrétni pripady, a konkrétni vypocty budeme resit
spise tivahou, ktera bude zase na druhou stranu komplikovanéjsi nez v pripadé
pouziti vzorecki. Dobry zptisob, jak fesit komplikovanéjsi pripady, je vyzkouset
si, jak véci funguji v jednoduchych pripadech, kdy naptf. mizeme vypsat
vSechny moznosti, a na zakladé téchto jednoduchych pripadii zobecnovat.

Prvnim ze zminovanych pravidel je tzv. pravidlo souctu, které rika, ze
pro disjunktni mnoziny A;, As, ..., A, o velikostech py, ps, ..., p, M4 mnozina
AU AU ... U A, velikost p1 + ps + ... + .

Druhym je pravidlo soucinu fikajici, ze pocet vsech usporadanych k-tic,
takovych, ze 1. ¢len lze vybrat n, zpusoby, druhy ¢len nsy zptsoby, ..., k-ty
clen ny zptsoby, je ny * ng * ... % ny.

Tato témér trividlni pravidla jsou vse, co potfebujeme ke kombinatorickym
uvaham. Ukazeme si jedno pouziti na prikladé.

Piiklad. Kolika zpusoby lze sefadit mnozinu {1, 2, ..., n}? Prvni prvek
vybirame z n prvki, druhy z n — 1 prvki atd. Podle pravidla soucinu je pocet
vSech sefazeni n* (n — 1) x (n —2) % ... = nl.

8.2 Pravdépodobnost

Pravdépodobnost néjakého jevu je definovana jako podil m/n, kde m je
pocet moznosti, kdy dany jev nastal, a n je pocet vSech moznosti, které
potencidlné nastat mohly ¢i mohou. Tato ¢isla nékdy vyvozujeme na zakladé
kombinatorickych ivah a jistych predpokladii (napt. predpokladame, ze kostka,
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kterou hézeme, je vyvazend), casto je vsSak také odvozujeme na zakladé
statistickych dat, jak brzy pozname v dalsim vykladu.
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9 Zaklady teorie grafti

Jesté nez se vsak zaéneme podrobnéji zabyvat statistikou, ukézeme si jesté
néco z jiného dulezitého podoboru diskrétni matematiky, a tim je teorie grafi.
Jak brzy pozname, nejedna se zde o grafy funkci, i kdyz s nimi lze také
pracovat v podobé obrézku. Muzeme si je pfedstavit jako skupiny bodu (které
budeme nazyvat vrcholy nebo uzly, v praxi predstavuji napi. mésta nebo
pocitace v siti) propojené cestami (které budeme nazyvat hrany, v praxi napf.
silnice nebo sitova spojeni).

V praxi predstavuji grafy uzitecnou teoretickou zakladnu pro velké mnoz-
stvi aplikaci — s jejich pomoci jsou modelovany napt. mapy (v¢. vyhledéni
nejrychlejsich cest), pocitacové ¢i elektrické sité, v lingvistické oblasti je pak
vyuzivame k modelovani syntaxe (syntaktické stromy) ¢i sémantiky (séman-
tické site).

9.1 Zakladni pojmy

Graf G je definovan jako usporadand dvojice (V, E'), kde V' je mnozina vrcholu

grafu (nékdy znacime i (G(V))) a E, zna¢ena nckdy téz G(F), je mnozina

hran. Kazd4 hrana je dvouprvkovou podmnozinou mnoziny vrcholu (tedy

mnozina E se sklddd z dvouprvkovych mnozin) a jeji sémantiku si muzeme

predstavit tak, ze hrana ,spojuje” vrcholy, které jsou v ni obsazeny.
Prikladem grafu muze byt dvojice (V, E), kde

vV ={1,2,3,4,5,6}
H = {{1,2},{1,5},{2,3},{2,5}, {3, 4}, {4,5}, {4,6}}

Takovy graf bychom pak zakreslili napt. takto:

O

Nyni si zavedeme nékolik zakladnich pojmua nad grafy, které nam pak
usnadni formulaci dalsich definic a fakti.
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Sousedni vrcholy. Rekneme, Ze dva vrcholy jsou sousedni, pokud mezi
nimi vede hrana (jinymi slovy, u,v € V' jsou sousedni, pokud {u,v} € E).

Stupen vrcholu je pocet hran, které z daného vrcholu vychézi (neboli
stupeni vrcholu z je [{{u,v} € E | u=2 Av=2x}|).

Podgraf grafu G = (V, E) je graf G' = (V', E') takovy, ze V' C V a
E’' C E. Je dulezité, aby i G’ byl graf, tedy aby platilo V{u,v} € E' (u €
V' A v € V’). Jinymi slovy, podgraf tvoii vybrané vrcholy a hrany ptivodniho
grafu.

Izomorfismus mezi grafy G a G’ je bijekce f: V(G) — V(G'), kde plati
V{u,v} € G(E) {f(u), f(v)} € G(E')). Izomorfismus je zpisob, jak Tict, ze
grafy jsou shodné, az na pojmenovani vrcholi, ¢ili dokédzeme prejmenovat
vrcholy tak, abychom z jednoho grafu dostali druhy. Rekneme, Ze grafy
jsou izomorfni (shodné), pokud mezi nimi existuje izomorfismus (tedy jsme
schopni nalézt bijekci f, ktera spliuje kritérium izomorfismu).

Priklad. Které z nasledujicich grafi jsou izomorfni?

9.2 Typy grafti

Rozeznavame nékolik zakladnich typi grafii:

e Kruznice nebo cyklus délky n je graf (pfipadné libovolny s nim izo-
morfni) (V = {1,2,...,n},E = {{1,2},{2,3},...,{n — L,n}, {n,1}}).
M4 stejny pocet vrchola a hran, vsechny vrcholy jsou stupné 2 a nakres
grafu tvori kruznici.

e Cesta délky n je kruznice s jednou chybéjici hranou, tedy

(V ={1,2,.,n}, E = {{1,2},{2,3}, .. {n — 1,n}}).

e Uplny graf je takovy, kde mezi kazdymi dvéma vrcholy vede hrana,
tedy (V ={1,2,...n},E={{u,v} [ueV A veV A u#uv}).

Na zékladé téchto typi rozeznavame téz specifické podgrafy. Cyklus v grafu
je jeho podgraf, ktery je kruznici; cesta v grafu je podgraf, ktery je cestou;
klika v grafu je podgraf, ktery je iplnym grafem.

Mezi dalsi typy grafi patti:
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e Souvisly graf je takovy graf ve kterém existuje cesta mezi kazdymi
dvéma vrcholy. (Opakem je graf nesouvisly)

e Acyklicky graf je takovy, ktery neobsahuje cyklus. Nékdy ho nazyvame
téz les, protoze jeho souvislé ¢asti jsou stromy.

e Strom je acyklicky souvisly graf. (Dochazi zde k mensimu paradoxu,
nebot lze Fict, ze souvisly les je strom :-) )

9.3 Rozsireni pojmu graf

Ve vétsiné aplikaci neni jednoduchy graf, jak jsme si ho predstavili, dosta-
tecnym modelem, vznikly proto mnohé matematické objekty, které zakladni
pojem grafu rozsiruji. Nékteré z nich si zde predstavime.

e Orientovany graf. V takovémto grafu jsou hrany orientovany. U kazdé
hrany tedy rozeznavame zdrojovy a cilovy vrchol; tato vlastnost nam
napf. umoznuje modelovat jednosmérné ulice v mapé. Formalni definici
musime zménit tak, Ze mnozina hran jiz nebude mnozinou (neuspora-
danych) dvouprvkovych podmnozin, ale usporadanych dvojic, kde je
jednoznacéné dén prvni (zdrojovy vrchol) a druhy (cilovy vrchol) prvek.

e Ohodnoceny graf. Takovyto graf ptritazuje kazdé hrané realné cislo,
které nazyvame ohodnoceni. Tato vlastnost ndm umozni modelovat napr.
rizné vzdalenosti mezi misty v mapé nebo rizné kapacity sitovych
kanalt. Formélné k definici grafu pridame ohodnocovaci funkci e :

E(G) —R.

e Multigraf povoluje vice hran mezi stejnou dvojici vrcholil, ¢imz umoz-
nuje napr. modelovat vice rtiznych cest mezi dvéma meésty, servery
apod. Rovnéz tento formalismus povoluje hrany zacinajici i koncici ve
stejném vrcholu, tzv. smycky”. Moznosti formélni reprezentace tako-
véto struktury jsou ruzné, napr. ke kazdé hrané (dvouprvkové mnoziné)
miizeme pridat tfeti prvek, index, ktery odlisi dvé hrany mezi stejnou
dvojici vrcholil. Pridany prvek pak nesmi byt obsazen v mnoziné vrcholi

(Proc?).
Vsechna vyse uvedena rozsifeni se mohou vzajemné kombinovat, mizeme

(a Casto se s tim i setkdvame) mit napf. orientovany ohodnoceny graf, ktery
lze znazornit jako nasledujici obrazek:
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nebo napr. orientovany ohodnoceny multigraf, ktery je zakladem pro
prechodovy graf koneéného automatu, s nimz jsme se jiz setkali (zde navic
méme jesté ruzné typy vrcholi).

9.4 Graf jako relace

To, ze mnozina hran v orientovaném grafu je mnozina usporadanych dvojic,
nam muze napovedét, ze na graf miuzeme pohlizet (a muzeme ho tak i
formalné reprezentovat) jako na bindrni relaci na mnoziné vrcholi. Tim
padem ho napf. mizeme reprezentovat jako tabulku prislusné relace, tzv.
matici sousednosti.

Neorientovany graf lze v tomto formatu zapsat jako symetrickou relaci
(ve vyznamu, ze mezi kazdou dvojici vrcholi vede hrana tam i zpét, coz
lze povazovat za totéz, jako bychom orientaci hran neuvazovali), matice
sousednosti by tedy v tomto pripadé byla symetricka.

Nasledujici tabulka je ptrikladem matice sousednosti pro graf ze zacatku
této kapitoly.

vichol 1 2 3 4 5 6
1 01 00 1 0
2 1 01 0 1 0
3 01 01 0 0
4 0O 01 0 1 1
5 1 1 0 1 0 0
6 0 001 0 O
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9.5 Dalsi pojmy z teorie grafi

Daéle si predstavime nékolik dalsich pojmt z teorie grafi, které pravdépodobné
jesté nékdy uslysite.

Souvislé komponenty v grafu jsou jeho nejvétsi souvislé podgrafy — na
obrazku je pozname snadno, jde o souvislé ,ostravky” které vzajemné nejsou
spojeny zadnou hranou. Jinymi slovy lze také fict, Ze se jednd o nejvetsi
podgrafy takové Ze mezi kazdymi dvéma vrcholy kazdého takového podgrafu
vede cesta.

V ptipadé orientovanych grafii mluvime o tzv. silné souvislych kompo-
nentach, kde pozadujeme, aby v kazdé komponenté (podgrafu) vedla cesta
mezi kazdymi dvéma vrcholy tam i zpét (z kazdého vrcholu se ,,po Sipkach”
dostaneme do kazdého jiného). Analogicky mizeme mluvit o slabé souvislych
komponentéach, kde pozadujeme, aby existovala cesta alespon jednim smérem.
Jako cviceni si mizete zkusit najit silné a slabé souvislé komponenty v grafu
ze sekce 9.3

Délkou cesty v grafu rozumime pocet hran v této cesté. V pripadé
ohodnoceného grafu délkou cesty obvykle rozumime soucet ohodnoceni hran
této cesty. Délku nejkratsi cesty mezi dvéma vrcholy pak oznacujeme jako
vzdalenost mezi vrcholy.

V pripadé stromu casto z praktickych divodi rozeznavame vice typt
vrcholi. Obvykle strom obsahuje jeden vyznacny vrchol, ve kterém ,zac¢ind”
— tomuto vrcholu fikdme kofen. Volba kofene je obvykle dana aplikaci, tj.
neni mozné urcit koren u obecného stromu — nejednd se o vlastnost grafu, ale
o volbu danou konvencemi. Pokud informatici kresli strom, kresli jeho kotren
vétsinou nahore.

Dale, vsechny vrcholy stupné 1, které nejsou korenem, obvykle nazyvame
listy stromu. Listy naopak kreslime vétsinou dole.

Prikladem lingvistického vyuziti teorie grafti je syntakticky strom, kte-
rym znazornujeme syntaktické odvozeni véty (se syntaktickymi stromy se
také jisté jesté setkate). Prikladem je strom na nasledujicim obrazku — zde je
kotenem vrchol <sentence>, listy jsou pak slova dané véty.
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<sentence>

/\
<clause> <ends>
<NP> <VP> <NP> <PP>
N\
| saw <DET> <NP> <PP> <NP>
N

a man with <DET> <NP>
| |
a telescope

Kostra grafu je podgraf, ktery obsahuje vsechny vrcholy ptuvodniho grafu
a zaroven je stromem. K tomu, abychom z grafu dostali jeho kostru, musime
tedy odstranit vsechny cykly v tomto grafu, neboli odebrat hranu z kazdého
jeho cyklu.

Pro ohodnoceny graf dale mizeme mluvit o minimalni, resp. maxi-
malni kostre, coz je takova kostra, kterd ma minimélni, resp. maximalni
mozny soucet ohodnoceni hran, které jsou v ni obsazeny. Pojem maximalni
kostry méa opodstatnéni napt. pti hledani paternich rozvodi v sitich nebo pri
hledani nejpravdépodobnéjsi syntaktické analyzy v zavislostnim formalismu.

9.6 Grafové algoritmy

Protoze grafy jsou v drtivé vétsiné urceny ke zpracovani pocitaci a protoze
pocitace nevidi graf jako obrazek, ale maji k dispozici pouze jeho ¢iselnou
reprezentaci s pomoci mnozin, poli, pfipadné reprezentaci matici sousednosti,
uvedeme si zde nékolik ptikladi ilustrujicich zptsob, jakym pocitace s grafy
pracuji.

Nejjednodussimi z grafovych algoritmi jsou algoritmy prochézeni (téz
prohledavéni) grafu — slouzi obvykle jako prostredek k navstiveni vSech vrcholu
a k provedeni néjaké akce nad kazdym z nich. My zde budeme pro ilustraci
pouzivat akci ,,oznac”.

Rozeznavame dva zakladni zplisoby prochazeni grafu — do hloubky a do
sitky. Lisi se zejména v poradi, v jakém navstévujeme jednotlivé vrcholy.
Vzdy za¢iname z jednoho uréeného vrcholu a po hranach vedoucich z tohoto
vrcholu postupujeme dale v grafu.

Prochézeni do hloubky (depth-first search) z urceného vrcholu pro-
bihé tak, Zze oznacime tento vrchol, poté se presuneme na libovolny sousedni
neoznaceny vrchol a provedeme znovu cely algoritmus s novym pocatecnim
vrcholem (tedy opét jej oznacime a presuneme se ddle na libovolny sousedni
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neoznac¢eny vrchol). Pokud neexistuje zadny sousedni neoznaceny vrchol, vra-
cime se postupné na vrcholy, které jsme jiz navstivili, v opacném poradi a
zkousime, zda muzeme pokracovat dale z téchto vrcholt.

Nésleduje formalnéjsi zapis (tzv. pseudokéd) nastinéného algoritmu. Vi-
dime, Ze algoritmus je rekurzivni, tedy vold sebe sama.

DFS (G, w)

oznac
u for vSechny hrany (u, v) vychdzejici z vrcholu u:
if v neni oznaclen:
DFS (G, v)

Poradi, v jakém jsou jednotlivé vrcholy grafu navstiveny, pak ilustruje
nésledujici obrazek (zacindme ve vrcholu 1 a pro prehlednost v pripadé vice
hran vedoucich z daného vrcholu jdeme vzdy napred doleva).

Prochézeni do sitky (breadth-first search) z ur¢eného vrcholu za¢ina
opét oznacenim tohoto vrcholu. Poté vsechny neoznacené sousedni vrcholy
priddme do seznamu (tzv. fronty). Dokud seznam neni prazdny, vybereme
vzdy prvni vrchol seznamu, smazeme jej ze seznamu, oznacime jej a vsechny
neoznacené sousedni vrcholy priddme na konec seznamu. Prochazeni kondi,
kdyz je seznam prazdny.

Pseudokoéd prochézeni do sitky:

BFS (G, w)

Q = [ul

while Q je neprézdny:
odstrafli prvni prvek z Q0 a pfirad jej do t
oznacC t
pfidej vSechny neoznacené sousedy t na konec Q
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A ilustrace poradi navstivenych vrcholi (srovnejte s poradim pti prochdzeni
do hloubky):

Dalsim algoritmem, ktery stoji za zminku, je Kruskaliv algoritmus pro
hledani minimalni kostry. Vstupem algoritmu je ohodnoceny graf, vystupem
je jeho minimalni kostra. Algoritmus nejprve settidi vSechny hrany vzestupné
podle ohodnoceni, poté je postupné podle tohoto poradi zkousi pridat do
vysledného grafu a v kazdém kroku kontroluje, zda nevznikl cyklus. To, ze
nevznikne cyklus, algoritmus zajisti tim, Ze si stale pamatuje a v kazdém
kroku aktualizuje seznam souvislych komponent vysledného grafu a testuje,
zda nové pridavana hrana spojuje dvé riizné souvislé komponenty (v opatném
pripadé by vznikl cyklus a hrana nebude pridana).

Pseudokod Kruskalova algoritmu:

ptifad K = []1; p¥itad comp = {}
for u in G(V):
prifad compl[u] = set(uw)
set¥id G(E) podle ohodnocovaci funkce
for (u, v) in G(E):
if comp[u] != compl[v]:
K.append ((u,v))
newset = union(comp[u], compl[v])
for x in newset:
prifad comp[x] = newset
(G(V), K) je minimdlni kostra grafu

Na internetu lze nalézt spoustu nazornych animaci Kruskalova algoritmu,
pro lepsi pochopeni doporucujeme nékteré vyhledat, shlédnout a porovnat
s pseudokdédem algoritmu. Nejlepsi zptisob procviceni je zkusit si algoritmus
napsat a spustit.

Poslednim algoritmem, kterym se budeme zabyvat, je Dijkstrav algo-
ritmus pro nalezeni nejkratsi cesty mezi zadanou dvojici vrcholi — fakticky
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algoritmus ovsem pocita vsechny vzdalenosti z poc¢atecniho vrcholu do vsech
ostatnich vrcholu grafu (a je zajimavym faktem, Ze nikdo dosud neprisel na
zadny zptusob, jak to udélat bez toho, tj. vzdy musime spocitat vzdélenosti
mezi po¢atecnim vrcholem a vSemi zbyvajicimi vrcholy v grafu). Tento algorit-
mus, resp. jeho modifikace, pouzivaji napt. sluzby na vyhledéavani nejkratsich
¢i nejrychlejsich cest, jako napt. portdl mapy.cz.

Vstupem algoritmu je graf ohodnoceny nezapornymi ¢isly a pocatecni
vrchol s, vystupem je pole vzdalenosti z vrcholu s do vsech dalsich vrchol
grafu. Algoritmus si po celou dobu béhu udrzuje aktualni nejmensi zndmé
vzdélenosti do vsech vrcholi (na zac¢atku vsechny tyto vzdalenosti nastavi na
nekonecno), postupné prochazi hrany, hledd kratsi cesty a hodnoty aktualizuje.

Pseudokoéd Dijkstrova algoritmu:

for u in G(V):
prifad d[u] = infinity
prifad d[s] = 0
ptifad N = G(V)
ptifad p = {}
while N != []:
pfifad u = vrchol z N s nejmenSi hodnotou d[u]
for vSechny hrany (u,x) vychazejici z vrcholu u:
ptifad alt = d[u] + w((u,x))
# kde w je ohodnocovaci funkce
if alt < d(x):
pritad d[x]
ptifad plx]
odstrafi vrchol u z mnoZiny N
d jsou vzdalenosti vrchold z vrcholu s
p obsahuje predchozi vrcholy na nejkratsSi cesté z vrcholu s

alt
u
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10 Zaklady popisné statistiky

Pocinaje touto kapitolou se dostavame na pudu statistiky, matematického
odvétvi, které se zabyva prevazné zpracovanim velkych datovych soubort,
a to zejména sumarizaci obsazenych informaci, odhady informaci o velkych
souborech dat na zédkladé mensiho vzorku, vytvarenim statistickych model
objektu (napr. jazyka) na zakladé dostupnych dat.

Pri pocitacovém zpracovani prirozeného jazyka se pouziva velké mnozstvi
metod zalozenych na statistice, pricemz se ¢asto jedna o nejlepsi vysledky,
které byly v dané oblasti dosazeny. Proto je zadouci, abyste se i vy zevrubné
seznamili se zakladnimi pojmy popisné statistiky. Vyuzijete je nejen v nava-
zujicich predmétech ¢i pri projektech z pocitacového zpracovani jazyka, ale i
v bézném zivoté, nebot se statistickymi tidaji se setkavame témér kazdy den.

10.1 Statisticky soubor

Objektem zkoumani matematické statistiky je statisticky soubor, coz cha-
peme jako posloupnost idaju (vétsinou ¢iselnych nebo vyjadrenych ¢iselné)
o néjakych objektech. Typy téchto tidaji nazyvame statistické znaky a
jejich pocet pak urcuje rozmér statistického souboru.

Prikladem statistického souboru miize byt mnozina idaji o vysce a hmot-
nosti slont v Africe — v tomto pripadé vyska a hmotnost jsou statistické znaky
a rozmeér souboru je 2.

Dale rozlisujeme tzv. zakladni soubor (téZ populace), ktery uvazuje
vSechny objekty daného typu, v nasem prikladé by se jednalo o mnozinu
vsech slont v Africe. O tomto souboru vétsinou chceme shromazdovat tdaje
a vyvozovat fakta.

Protoze vsak vétsinou nejsme schopni zmérit a zvazit vsechny slony v Af-
rice, obvykle pracujeme jen s omezenym vybérem objektl ze zakladniho
souboru — v nasem prikladé by se jednalo napt. o mmnozinu slont, které
se podarilo zmérit a zvazit. Teprve tomuto vybéru pak rikame statisticky
soubor.

Aby vybrany vzorek spravné vypovidal o zakladnim souboru, vybér by
mél byt reprezentativni. Pro nedostatek informaci o zakladnim souboru
(cilem statistického zkoumédni je obvykle pravé tyto informace ziskat) se vsak
vétsinou spoléhame na nahodny vybér a na to, ze ndhoda nam zaruci
reprezentativnost vzorku. Je vsak treba davat pozor na to, jaké vlivy mohou
nahodnost naseho vybéru ohrozit a tim zplisobem zkreslit vysledky zkouméni.
Napriklad jsme mohli mérit a vazit pouze ptilis tlusté slony, protoze pomaleji
béhaji a lépe se chytaji.
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10.2 Jednorozmeérny statisticky soubor

Casto pracujeme se statistickym souborem omezenym pouze na jeden sta-
tisticky znak (napft. soubor informaci o hmotnosti slonti). Pro lepsi ilustraci
uvazujme nasledujici priklad: Podarilo se ndm zvazit Sest slont, ti méli hmot-
nosti postupné 2, 4, 4, 4, 5 a 11 tun. Statisticky soubor pak bude Sestice
(2,4,4,4,5,11).

Rozsah statistického souboru je pocet jeho prvki, tedy rozsah naseho
souboru je 6.

Absolutni ¢etnost hodnoty (nékdy téz pouze Cetnost) v souboru je
pocet jejich vyskytt, napt. cetnost hodnoty 4 v nasem souboru je 3. Déle
rozeznavame relativni ¢etnost, coz je absolutni cetnost podélena rozsahem
souboru a udava se obvykle v procentech. Tedy relativni ¢etnost hodnoty 4 je
50 %.

Kumulativni ¢etnost hodnoty je ¢etnost hodnoty souboru plus ¢etnost
vSech mensich hodnot. Rozeznavame opét absolutni a relativni kumulativni
cetnost. Kumulativni absolutni ¢etnost hodnoty 4 je 4, kumulativni relativni
¢etnost hodnoty 4 je 66 %.

Casto je moznych hodnot piili§ mnoho (napi. pii vaZeni na kilogramy
nedostaneme ttikrat presné 4000 kg, ale budeme mit tii rizné hodnoty, vsechny
s Cetnosti 1), a proto se muze hodit rozdélit tyto hodnoty do néjakych trid,
které jiz budou obsahovat vétsi pocet prvkia. Napt. miizeme rozeznavat ttidu
,»,3500 - 4500 kg”, coz je v podstaté ekvivalentni zaokrouhleni hodnot na celé
tuny. Rozdéleni hodnot do ttid budeme casto délat implicitné, i v nasledujicim
textu — pokud budeme psat ,,3 lidé s vyskou 170 centimetri”, bude to nejspise
znamenat, ze uvazujeme presnost na celé desitky nebo analogicky ze uvazujeme
tridu lidi od 165 do 175 centimetri, ktera ma cetnost 3.

Cetnosti miizeme zaznamenat do sloupcového grafu — graf funkce, ktery
ma na ose X jména tiid a na ose y jejich absolutni nebo relativni ¢etnosti, se
nazyva histogram.

10.2.1 Charakteristiky polohy

Pro jednorozmérny statisticky soubor zavadime tzv. charakteristiky polohy a
charakteristiky variability. S vétSinou z nich jste se jisté uz setkali. Charakte-
ristiky polohy nam shrnuji potencialné velké mnozstvi dat do nékolika mélo
c¢isel, které lze snadno interpretovat a vytvorit si tak hruby tsudek o celém
vzorku dat (napf. jak vysoky je bézny slon). Charakteristiky variability ndm
ukazuji, jak je statisticky soubor vnitiné konzistentni, ¢ili jak moc se od sebe
vzajemné lisi hodnoty obsazené v souboru.
Mezi dilezité charakteristiky polohy patii:
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e Modus, coz je hodnota ¢i t¥ida s nejvétsi cetnosti (v nasem ukazkovém
souboru je modus 4).

e Aritmeticky pramér (nékdy téz znaceny avg jako ,average”) je soucet
hodnot ve statistickém souboru, podéleny velikosti souboru. Pokud
bychom uvazovali sloupce v histogramu jako zavazi, pak prameér je

Vviev

e Median je ,prostfedni” hodnota v souboru po jeho settidéni. V pfi-
padé, ze datovy soubor mé sudy pocet prvki, je to prameér ze dvou
prostfednich, pro nas ukazkovy soubor je median 4. Medidn neni citlivy
na extrémni odchylky jako pramér — napft. relativné malo hodné vyso-
kych hodnot miize primér vychylit i hodné nahoru, zatimco u medianu
se neprojevi viibec. (Zamyslete se, pro¢ se zvetrejiiuje celorepublikovy
prumér plati a ne celorepublikovy medidn plati.)

10.2.2 Charakteristiky variability

Hlavni charakteristikou variability statistického souboru je rozptyl (téz
disperze nebo variance) znaceny s*. Je definovan jako

n

:LZ(Z‘Z —avg)? = (21 — avg)* + (w3 — avg)® + ... + (z, — avg)?)/n
i=1
Jedna se tedy o aritmeticky primér druhych mocnin odchylek jednotlivych
hodnot od priuméru. Pokud je rozptyl 0, vSechny hodnoty v souboru jsou
stejné. Cim vétsi je rozptyl, tim vice se jednotlivé hodnoty od sebe lii.
Odvozenou charakteristikou variability je smérodatna odchylka s, ktera
je pouze odmocninou z rozptylu a vyjadiuje témeér totéz, jen jinym cislem.

10.3 Dvourozmérny statisticky soubor

Dvourozmérny statisticky soubor (napt. data o vySce a hmotnosti slont) 1ze
chapat jako dva jednorozmeérné soubory, vzajemné provazané. Formalné jej
miuzeme reprezentovat jako posloupnost usporadanych dvojic, napt.

((xlv yl)? (I% y2)7 ) (xm yn))

Dilezitou vlastnosti dvourozmeérného statistického souboru je korelace
statistickych znakt. Pojmem korelace rozumime stupen linearni zavislosti
znakil z a y, tedy to, do jaké miry hodnoty znaku x linedrné zavisi na
hodnotach znaku y. Jinymi slovy, to, jak dobte lze grafem zavislosti x na y
prolozit primku. Vzorec pro vypocet korelace je
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o8

(zi — avg(z))(y: — avg(y))

1=1

n* s(x) * s(y)

kde s(z), s(y) jsou smérodatné odchylky jednorozmérnych datovych sou-
bort pro znaky x a y.

Hodnoty korelace se pohybuji od -1 do 1. Pokud je korelace 0, jsou hodnoty
znakli dokonale nezavislé; pokud je korelace 1, jednéd se o primou timérnost
(Cim vétsi je z, tim vétsi je y a hodnoty y lze z hodnot x ziskat jednoduse
vynasobenim néjakou kladnou konstantou); pokud je korelace -1, jednd se
o nepfimou imérnost (¢im vétsi je x, tim mensi je y a hodnoty y lze z hodnot
x ziskat jednoduse vyndsobenim néjakou zapornou konstantou).

Pro lepsi predstavu uvadime ukazky grafi zavislosti dvou statistickych
jevi pro ruzné hodnoty korelace:

12 7
10 i ¢ .
*
g1 +
. .
-
B . +* .
- * *
4_ -
* * . + T s
2 . . o+ *
L
|:| T T T T T 1
1] 2 4 h a 10 12
korelace 0
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11 Statistika a pravdépodobnost

V kapitole 8 jsme si predstavili zakladni pojem pravdépodobnosti, v minulé
kapitole jsme si predstavili zakladni pojmy popisné statistiky. V této kapitole
si vysvéetlime, jak spolu pravdépodobnost a statistika souvisi. K tomu ale
potfebujeme zavést nékolik dalsich pojmu z teorie pravdépodobnosti.

11.1 Pravdépodobnostni rozlozeni

Nahodna proménna, napr. A je vlastnost, jejiz hodnotu z néjakého diuvodu
nezname, napr. protoze o ni nemame dost informaci nebo protoze vlastnost
dosud zadné hodnoty nenabyla. Prikladem nahodné proménné muze byt
vysledek hodu kostkou, ktera je ukryta pod kelimkem nebo tieba teplota
vzduchu v Brné zitra v poledne. (Kdybychom méli dostatek informaci a
dokéazali presné modelovat pocasi nebo hod kostkou, byli bychom mozna
schopni hodnoty prislusné vlastnosti vypocitat, toho vsak schopni nejsme, a
proto zavadime pojem ndhodné veli¢iny.)

Vétsinou ale mame néjaké informace o dané vlastnosti, které ndm mohou
napt. vyloucit nebo témér vyloucit nékteré hodnoty. Napt. vime, ze na kostce
nejspis nepadne osmicka, ze zittejsi teplota patrné nebude vétsi nez 50 stupnt
apod. Minula pozorovani ndm mohou napovédét jesté vice. Napt. pokud jsme
uz vidéli deset hodu toutéz kostkou a z toho devétkrat padla Sestka, s kostkou
patrné nebude néco v poradku a pokud bychom si méli vsadit na vysledek
dalstho hodu, nejspise bychom volili opét Sestku — fekli bychom, zZe moznost,
ze padne Sestka, je ,pravdépodobnéjsi” nez moznost, ze padne jednicka, i
kdyz jistotu nemame. Podobné ze zkusenosti vime, ze pokud je zrovna cerven,
poledni teplota v Brné se bude pohybovat nejspise mezi 20 a 40 stupni a
pravdépodobnost, ze bude stupnii méné nebo vice, je ,,mensi”.

Intuitivné tedy citime, ze pravdépodobnosti jednotlivych moznych hod-
not nahodné veli¢iny nemusi byt stejné. Jak miizeme toto vagni pozorovani
formalizovat, zpTesnit a vyuzit napt. pro presnéjsi predpovedi?

Pravdépodobnostni rozdéleni, pravdépodobnostni rozloZeni nebo
pravdépodobnostni distribuce jevu ¢i vlastnosti A, anglicky probability
distribution, je funkce, ktera pro jednotlivé mozné hodnoty vraci pravdeé-
podobnost, s jakou vlastnost A nabude této hodnoty. Formalné se jedna
o funkci

p: X —[0,1]

kde X je mnozina moznych hodnot prislusné vlastnosti a [0, 1] je uzavieny
interval od nuly do jedné, ¢ili
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Ve € X(p(x) <1Ap(x) >0)

Dale musi platit, ze soucet hodnot funkce pro vsechny mozné hodnoty je
1, tedy

> plr)=1

zeX

Rovnéz si uvedme formalné, jaka je sémantika pravdépodobnostniho
rozlozeni:

Tedy hodnota pravdépodobnostniho rozlozeni (malé p) je rovna pravdépo-
dobnosti (velké P, tedy obecnd pravdépodobnost), s jakou vlastnost A nabude
hodnoty x. Dvojice (X, p), tedy mnozina vSech moznych hodnot vlastnosti
spolu s pravdépodobnostnim rozlozenim, se nazyva pravdépodobnostni
prostor.

Fuknci, které splnuji podminky pravdépodobnostniho rozlozeni, je samo-
ziejmé celd fada. Daji se rozlisit na diskrétni (mnozina moznych hodnot dané
vlastnosti je konecna nebo spocetnd) a spojité (mnozina moznych hodnot je
nespocetnd) — my se budeme zabyvat vyhradné diskrétnimi pravdépodobnost-
nimi rozlozenimi.

7, ¢eho ale odvodime vhodné pravdépodobnostni rozlozeni, které bude
dobfe charakterizovat nasi ndhodnou veli¢inu a bude prakticky pouzitelné?

11.2 Urceni pravdépodobnostniho rozlozeni

Moznosti jsou v zasadé dvé. Prvni z nich je pouziti néjaké ,idealni” funkce,
které vychazi z nasich predpokladt o dané vlastnosti. Napr. predpokladame, ze
kostka, kterou se haze, je férova; hodnoty 1 az 6 tedy musi mit vSechny stejnou
pravdépodobnost, ostatni hodnoty budou mit pravdépodobnost 0. Z omezeni
kladena na pravdépodobnostni rozlozeni pak dostaneme, ze pravdépodobnost
pro hodnoty 1 az 6 bude 1/6. Nebo predpoklddame, Ze rozlozeni vysky lidi
odpovida néjakému idedlnimu normdlnimu (viz déle) pravdépodobnostnimu
rozlozeni s urc¢itym priamérem a rozptylem, a rozhodneme se aproximovat
vysku lidi timto pravdépodobnostnim rozlozenim.

Druhou moznosti je pravdépodobnostni rozlozeni urcovat na zakladé meé-
feni provedeného v minulosti, které bylo zachyceno ve statistickém souboru.
Timto zpiisobem urcujeme pravdépodobnost nezndmych dat na zédkladé jinych
dat stejného typu, ktera jsme vidéli a zaznamenali, napt. urc¢ime pravdépodob-
nostni rozlozeni teploty zitra v poledne na zakladé zaznami o méreni teploty
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v minulych dnech a letech nebo mtzeme urcit pravdépodobnostni rozlozeni
slov (dvojic slov, slovnich druht apod.) v jazyce na zakladé dostatecné velkého
vzorku textli v daném jazyce.

Moznosti urceni pravdépodobnostniho rozlozeni na zakladé statistického
souboru jsou rtzné a obecné plati, Ze riizné metody se hodi pro riizné aplikace.
Zakladni metodou nicméné je odvozovani pravdépodobnostniho rozlozeni na
zékladé ¢etnosti pozorovanych ve statistickém souboru. Jinymi slovy, rela-
tivni Cetnosti ve statistickém souboru odpovidaji hodnotam prav-
dépodobnostniho rozlozeni v pravdépodobnostnim prostoru.

11.3 Typy pravdépodobnostnich rozlozeni

Na zakladé tvaru grafu rozlisujeme nékolik zakladnich typt pravdépodobnost-

Uniformni rozlozeni je takové, v némz vsechny hodnoty maji priblizné
stejnou pravdépodobnost. Grafem jsou tedy body usporadané priblizné do
primky vodorovné s osou z. Prikladem miize byt pravdépodobnostni rozlozeni
vysledki hodu vyvazenou kostkou.

Normalni rozlozeni se vyznacuje tim, ze nejpravdépodobnéjsi hodnoty
jsou blizké prameéru a s vétsi odchylkou od prameéru pravdépodobnost klesa.
Graf takového rozlozeni ma tvar zvonu, napt.:

TN

19.1%[19.1%

15.0%] 15.0%

0.1% 0.5%

7%
-3 25 -2 -5 -1 0.5 0 0.5 1 15 2 25 3

»,Normalni” se jmenuje proto, Ze dobfe vystihuje velké mnozstvi vlastnosti
ruznych prirodnich populaci — napt. rozlozeni vysek a hmotnosti zvirat ¢i lidi.

Zipfovo rozlozeni je typické tim, ze nékolik malo nejcastéjsich hodnot
mé velkou pravdépodobnost a s kazdou dalsi hodnotou (pfi setiidéni od
nejcastéjsi) tato pravdépodobnost prudce klesa — v idealnim Zipfové rozlozeni
ma nejcastéjsi hodnota pravdépodobnost z, druhé x/2, tteti z/3 atd. Graf
takového rozlozeni nejcastéji kreslime tak, ze hodnoty na ose x jsou usporadany
podle jejich cetnosti — graf potom tvori prudce klesajici kiivku, jako je napt.
tato:
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Toto rozlozeni velmi ¢asto vystizné popisuje nejruznéjsi frekvencni seznamy
— napr. pokud vytvorime pravdépodobnostni rozlozeni velikosti svétovych mést,
dojdeme ke kiivce Zipfova rozlozeni. Stejnou kiivku dostaneme, pokud vytvo-
fime pravdépodobnostni rozlozeni slov nebo jejich morfologickych kategorii
v jazyce.

Pro ilustraci uvedme frekvenc¢ni seznam morfologickych znacek pro anglic-
tinu (zdrojem byl americky korpus Brown):

tag Freq

NN 161881
NP 62669
NNS 56629
VVN 27545
Vv 27481
VVD 27391
VVG 16922
VBD 13275
VBZ 11321
VVi 8254
VVP 7912
VB 6377
VBP 5211
VHD 5190
VHZ 2497
VBN 2470
VHP 2445
VH 1780
NPS 1524
VBG 674
VHG 279
VHN 194
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11.3.1 Zipfav zakon

Skutecnost, ze Zipfovo rozlozeni vystizné popisuje opravdu velké mnozstvi jevi,
se nékdy oznacuje jako ,,Zipfiv zakon”. Zejména v prirozeném jazyce tento
zédkon plati témer vsude: témér vzdy je frekvence (nebo ekvivalentné — prav-
dépodobnost vyskytu) zhruba nepiimo imérnd poradi podle této frekvence;
to plati pro slova, dvojice slov, slovni druhy, syntaktické vztahy, sémantické
kategorie a mnoha dalsi. Pti jakémkoli zpracovani jazyka je tedy tfeba s nim
pocitat.

Pro ilustraci uvedme frekvence nejcastéjsich slovnich tvart v anglictiné:
Lthe” ma relativni ¢etnost 7 %, druhé ,of” méa 3,5 % a vice nez polovina
anglickych korpust je pokryta 135 nejcastéjsimi slovy (u téchto slov se mizete
setkat s technickym oznacenim stoplist).

Zipfav zakon plati dokonce i pro ,nahodné generovany” jazyk — pokud
budeme nahodné generovat znaky véetné mezery, pravdépodobnostni rozlozeni
takto vygenerovanych ,;slov” bude odpovidat Zipfovu rozlozeni.

Zipfuv zakon plati ale i v mnoha oblastech mimo prirozeny jazyk — jiz jsme
zminili napt. pocet obyvatel mést; dale jej 1ze aplikovat napr. na velikost platii,
pocet zaméstnanct spolecnosti a mnoha dalsi. Rovnéz znamé ekonomické
pravidlo ,,80 : 20” — 80 % problému vytesime s 20% usilim — je vlastné
alternativni formulaci Zipfova zédkona.

11.4 Distribuéni funkce

Jak jsme si tekli, pravdépodobnostni rozlozeni je pravdépodobnost, ze nahodné
veli¢ina nabude urcité hodnoty (resp. zda patii do dané tiidy), ¢ili p(z) =
P(A = ), a jeji hodnoty odpovidaji relativnim ¢etnostem ve statistickém
souboru.

Distribu¢ni funkce (cumulative distribution function), ¢asto znacena F
je pravdépodobnost, Zze nahodna veli¢ina nabude urcité hodnoty nebo mensi,
¢li F(x) = P(A < x). Jeji hodnoty odpovidaji kumulativnim relativnim
cetnostem ve statistickém souboru. Hodnoty distribuc¢ni funkce jsou také
dobfe znamé jako tzv. percentil. Hodnota distribu¢ni funkce (percentil)
medidnu statistického souboru je 0,5.

11.5 Nahodny vektor

Nahodny vektor chapeme jako posloupnost ndhodnych veli¢in, napft. né-
hodny vektor ,pocasi v Brné zitra v poledne” miizeme chapat jako trojici
(teplota, tlak,vlhkost). Jeho pravdépodobnostni rozlozeni muzeme modelovat
s vyuzitim vicerozmérného statistického souboru.
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Pozor na to, ze pravdépodobnost jednoho urc¢itého vektoru hodnot muze
byt obecné jina nez soucin pravdépodobnosti jednotlivych jeho slozek, coz by
se mohlo na prvni pohled (a po absolvovani stredoskolské pravdépodobnosti)
zdat. Aby se jednalo o soucin, musely by byt jednotlivé slozky vektoru
dokonale nezéavislé (viz dale), coz v praxi témér nikdy nenastava (i kdyz to
pro jednoduchost ¢asto predpoklddame). Pro dvourozmérny nadhodny vektor
(A, B) je hodnota pravdépodobnostniho rozlozeni

p(x,y)=PA=x2 A B=y)

(srov. s pravdépodobnostnim rozlozenim pro jednoduchou nahodnou veli¢inu).
Lze definovat i distribuc¢ni funkci pro nahodny vektor, napi. pro dvouroz-
meérny ndhodny vektor je distribu¢ni funkce analogicky definovana jako

F(x,y)=P(A<z AN B<y).
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12 Podminéna pravdépodobnost

Po predvedeni, jak souvisi pravdépodobnost se statistikou, se déle ve vykladu
budeme zabyvat nékterymi dalsimi, vétsinou prakticky motivovanymi pojmy
z této oblasti. Také si ukazeme nékteré praktické aplikace teorie pravdépo-
dobnosti na praktické, i lingvistické, problémy.

Podminéna pravdépodobnost je motivovana potfebou formalizovat
to, ze ¢asto mame kromé pravdépodobnostniho rozlozeni daného jevu dalsi
informace, napf. o jiném jevu, ktery s puvodnim mize, ale nemusi souviset.
Napt. pokud budeme pocitat pravdépodobnostni rozlozeni souctu dvou hodu
kostkou az poté, co budeme znat vysledky prvniho hodu, bude vysledné
pravdépodobnostni rozlozeni jiné, nez pokud budeme pocitat toto rozlozeni
bez jakychkoli znalosti (zkuste si napf. vypocist pravdépodobnost. ze padne
soucet 8 a pak pravdépodobnost, ze padne soucet 8 za predpokladu, ze
vysledek prvniho hodu byl 1).

Jak jsme tekli, dva jevy, které zde bereme v potaz, spolu obecné mohou,
ale nemusi, kauzalné souviset. Muzeme napr. pocitat pravdépodobnost desté
zitra v poledne za predpokladu desté dnes v poledne (kde nejspis néjaka
souvislost existuje), ale i napt. pravdépodobnost, ze clovék je bezdomovec,
pokud ma vousy delsi nez 5 cm (zde bychom zfejmé také vypozorovali ,souvis-
lost”, nicméné nemtuizeme vyvodit nic takového jako ,,dlouhé vousy zptisobuji
bezdomovectvi” apod.). Pozor na fakt, ze v bézZném zivoté se zména pravdé-
podobnostniho rozlozeni pii urcité podmince ¢asto jako kauzalni souvislost
prezentuje. VétSina zprav typu ,védci zjistili, Ze ... (napf. konzumace cerve-
ného masa zpusobuje rakovinu)” pritom obsahuje pouze informaci o tom, ze
nékdo zjistil, ze mezi témito dvéma jevy existuje korelace nebo ze pravdépo-
dobnostni rozlozeni druhého jevu se néjakym zptsobem zméni, pokud své
zkoumani omezime jen na objekty, pro které nastava prvni jev. To vsak nic
nenapovida o kauzalnich vztazich téchto dvou jevil — souvislost miize byt
nédhodna nebo mit komplikovanéjsi charakter (napf. v piipadé ¢erveného masa
se pozdéji zjistilo, ze jeho konzumenti také castéji kouti, coz asi s rakovinou
bude mit spole¢ného vice nez ¢ervené maso). Pozor tedy na zarucené ,veé-
decké” informace; sami védci velmi ¢asto nerozumi ¢islim, se kterymi operuji,
nemluvé o reportérech, ktefi nam jejich zjisténi zprostiedkuji.

Ale zpét k formalnim pojmim. Podminénou pravdépodobnost zapisujeme

P(A|B)

a Cteme ,pravdépodobnost jevu A za predpokladu, ze nastal jev B”.
Podminénou pravdépodobnost 1ze vypocitat nasledovneé:

P(A|B) = P(A, B)/P(B)
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kde P(A, B) je pravdépodobnost, Ze jevy A a B nastaly souc¢asné. Alternativne,
pokud mame k dispozici vychozi statisticky soubor, mizeme podminénou
pravdépodobnost (resp. celé podminéné pravdépodobnostni rozlozZeni)
odvodit tak, ze se omezime jen na objekty, u kterych plati jev B, a provést
vypocet pravdépodobnostniho rozloZeni pouze na nich. (Vzorec vyse de facto
funguje stejné.)

12.1 Nezavislé jevy

Skrze podminénou pravdépodobnost definujeme i tzv. nezavislé jevy. Intu-
itivné plati, ze pokud jsou jevy nezavislé, pak by nam informace o jednom
z nich neméla dat zadnou informaci o druhém z nich. Matematicky zapsano,
jevy A a B jsou nezavislé, pokud

P(A|B) = P(A) A P(B|A) = P(B)

c¢ili jsou nezavislé, pokud to, jestli nastal jev B, nijak neovlivni pravdépo-
dobnost jevu A a naopak (ve skuteénosti staci, aby platila jedna strana této
konjunkce, nebof pak plati zcela jisté i druha strana — zkuste si rozmyslet
pro¢ a dokazat).

Jen a pouze pro nezavislé jevy pak plati vzorec, ktery se snadno odvodi
z nezavislosti jevi a z definice podminéné pravdépodobnosti (Vyzkousejte si
jako cviceni!) a se kterym jsme ¢asto pocitali na stfedni skole:

P(A, B) = P(A) = P(B)

Jesté jednou zduraznéme: Pozor, toto plati pouze pro nezavislé jevy! Redlné
jevy nebyvaji témér nikdy dokonale nezavislé (i kdyz v nékterych piipadech
je opravnéné nezavislost predpokladat, napt. pri hodu dvéma mincemi to, co
padne na prvni minci nejspiSe neovlivni to, co padne na druhé).

12.2 Bayestv vzorec

Nékdy nemame pristup primo ke statistickému souboru, z néhoz vychézime,
ale zndme nékteré pravdépodobnosti z néj odvozené. Napt. kdyz ma test na
drogy presnost 99 %, znamena to obvykle:

P(pozitivni test | testovany pozil drogu) = 0,99
P(negativni test | testovany nepozil drogu) = 0,99
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Pritom nevime, z jakych statistickych dat byla tato ¢isla odvozena, ale
duvérujeme jim, protoze napr. pochazeji z duvéryhodného zdroje.

Pak nam casto vznika potfeba podminéné pravdépodobnosti prevadeét,
napt. pokud udélame nékomu test, ktery vyjde pozitivné, chceme spocitat
pravédpodobnost, s jakou testovany jedinec opravdu pozil drogu. Jinymi slovy,
chceme spocitat

P(testovany pozil drogu | pozitivni test)

a obecné chceme prevadét P(A|B) na P(B|A). Pokud zname také pravdépo-
dobnosti P(A) a P(B), miuzeme pouzit tzv. Bayesuv vzorec:

P(B|A)xP(A)

P(AIB) = == 5

Tento vzorec lze snadno dokazat s vyuzitim definice podminéné pravdépo-
dobnosti (viz vyse) pro P(A|B) a P(B|A) — zkuste si sami.

Pokud bychom chtéli spocitat pravdépodobnost z naseho prikladu, tedy
zda testovany porzil drogu za predpokladu, ze ma pozitivni test, musime tedy
znat pravdépodobnosti

P(testovany pozil drogu)
P(pozitivni test)

Dejme tomu, ze 0,5 % lidi uziva prislusnou drogu, tedy
P(testovany pozil drogu) = 0,005.
Druhou z pravdépodobnosti mizeme vypocitat nasledovneé:

P(pozitivni test) =
= P(pozitivni test, pozil drogu) + P(pozitivni test, nepozil drogu) =
= P(pozitivni test | pozil drogu) * P(pozil drogu)

+ P(pozitivni test | nepozil drogu) * P(nepozil drogu) =
— 0,99 % 0,005 + 0,01 % 0,995
=0,0149

Prvni krok je pouze vyjadreni pravdépodobnosti jednoho jevu pomoci
souctu pravdépodobnosti dvou jevil pres vsechny hodnoty druhého jevu
(rozmyslete a vyzkousejte si, pro¢ toto plati), druhy krok je opét pouziti
definice podminéné pravdépodobnosti.
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Po dosazeni do Bayesova vzorce dostavame

P(testovany pozil drogu | pozitivni test) =

_ P(pozitivni test | pozil drogu) * P(pozil drogu) __ 0,99%0,005 __
o P(pozitivni test) 0,049

=0, 3322

Tedy pravdpodobnost, Ze testovany s pozitivnim testem skutecné pozil
drogu, je zhruba tretinova, jinymi slovy dva ze tii lidi, kterym vySel test
pozitivné, drogu vibec nepozili. Jak je to mozné, kdyz tspésnost testu je
témér stoprocentni? Co by se muselo zménit, aby test pro nas fungoval dobre?
(Napovéda: Zkuste predpokladat, ze 50 % populace uzivd drogu a provést
stejny vypocet.)

Podobnych zdanlivych paradoxti existuje vice — zminime zde jesté napt.
tzv. Monty Hall problem.®

Obecné je dilezité je uvédomit si vyznam cisel, ptat se po jejich prfesném
vyznamu a nenechat se zmast na prvni pohled vysokymi hodnotami — v praxi
se pouzivaji testy i s daleko horsi tspésnosti nez 99 %, napi. pii testech
na ruzné choroby, prenatalni diagnostice apod.; pravdépodobnost, ze test
vypovida spolehlivé, mize byt tedy casto o dost mensi.

8http://en.wikipedia.org/wiki/Monty Hall problem
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13 Zakon velkych cisel

Déale budeme pokracovat tremi kratsimi kapitolami ze statistiky a pravdépo-
dobnosti, které s latkou vyse souvisi spise volné, nicméné jsou velmi dulezité.
Zakon velkych ¢éisel 1ikd v podstaté to, ze aby vysledky zalozené na
statistickych metodach byly kvalitni a reprezentativni, potfebujeme je odvo-
zovat z velkych statistickych soubort. (To samoziejmé mimo jiné znamena, ze
vsechny nase jednoduché priklady na statistiku tomuto zakonu odporuji — pro
ucely procviceni ndm to nevadi, je ale tieba, abychom si toho byli védomi.)

Pro intuitivni ovéreni tohoto zdkona muzeme udélat nasledujici myslenkovy
pokus: Pokud budeme pozorovat pohyb nékolika malo molekul v mofti, bude se
jejich pohyb jevit nahodny; naproti tomu pokud budeme sledovat vyznamny
podil molekul, budeme schopni pozorovat jevy jako motské proudy, viny,
priliv...

Matematicka formulace zakona zni tak, ze ¢im vétsi pocet pokusu pro-
vedeme, tim veétsi je pravdépodobnost, ze prameér vysledkii pokusii bude
odpovidat ocekavanému vypoctenému primeéru. Tato formulace véty je i
formalné matematicky dokazana; tento dikaz vsak uz presahuje ramec naseho
zajmu. Misto toho uvedeme jeden dalsi myslenkovy pokus: Pokud budeme
postupné hazet vyvazenou kostkou, priumér prvnich dvou pokusti bude zcela
nahodny; primér 50 pokusi bude jiz velmi pravdépodobné blizky ocekava-
nému 3,5, ale stéle je zde pomérné velkd moznost ndhodnych odchylek. Pokud
provedeme 1000 pokusti, pak pravédpodobnost, Ze primér nebude velmi blizko
ocekavané hodnoté 3,5, je miziva. Pro ilustraci zde uvadime graf jednoho
z takovych pokusi (zdroj: Wikipedia):
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Podobné je tomu napt. u zkouméani jazykovych korpusii: Pokud se slovo
(znacka, kolokace, ...) v korpusu vyskytuje dvakrat, neni o ném statistika
schopna tici témeér nic. Pokud se vyskytuje padesatkrat, pak uz lze vyvozovat
néjaké zavéry, nicméné stale hrozi pomérné velké nahodné odchylky. Pokud se
vyskytuje tisickrat, mizeme nase statistické vypocty povazovat za spolehlivé.
Tento fakt je také pricinou zajmu o budovani korpust o velikosti desitek
miliard slov nebo i vétsich.

Vzdy tedy musime nase statistické zaveéry zakladat na velkém poctu
vyskyti.
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14 Statistické testovani hypotéz

Statistické testovani hypotéz je standardni exaktni metodika, s jejiz pomoci
je mozné statisticky prokéazat néjakou hypotézu s pomoci pozorovanych dat.
Jinymi slovy chceme zjistit, zda nase statisticka data potvrzuji néjakou
hypotézu. Slovo ,prokazat” zde budeme chépat nikoli ve smyslu prokazat
dokonale a nade vsi pochybnost, ale tak, ze pravdépodobnost chyby naseho
usudku bude minimalizovana.

Vysvétlime si celou véc na nasledujicim pokusu: Ukazujeme clovéku po-
stupné hrac{ karty z rubu, tak, aby nevidél licovou stranu. Ukolem ¢lovéka je
uhodnout jednu ze ¢tyt barev karty, kterd je mu ukazana, aniz by se podival
na lic. Nechame ho hadat postupné napt. 25 karet. Otazka zni: Kolikrat musi
odpovédét spravné, abychom ho prohlasili za ,,jasnovidce” — ¢lovéka, ktery
skutecné vi néco o tom, ktera karta je mu zrovna ukazana, a nehada pouze
nahodné?

Selskym rozumem nejspis usoudime, ze pokud uhodne napt. 5x, bude to
asi nahoda; pokud uhodne 24x, bude tento ¢lovék nejspis jasnovidcem. Ale
jsou tyto nase ,selské” usudky spravné? Jiz jsme meéli moznost se presveédcit,
ze neplati vzdy to, co je zdanlivé ziejmé na prvni pohled. Dalsi otdazkou je
— co usoudime, kdyz uhodne napr. 12x? Jak urcit hranici, odkdy je ¢lovék
»jasnovidec”?

Z toho, co uz vime o pravdépodobnosti je jasné, Zze napr. i 25 tispésnych
pokust pri hadani karet mize byt nahoda; muze se stat, ze ¢lovék uhodl 25x a
pritom o skutecné barvé karet opravdu nic nevédél. Co dale umime, je stanovit
pravdépodobnost takové uddlosti. A pravé vyjadreni pravdépodobnosti toho,
ze dané vysledky vznikly ndhodné, je zakladem metodiky testovani hypotéz.

Statistické testovani hypotéz zavadi nékolik zakladnich pojmu:

e Nulova hypotéza, znaceno Hy, je predpoklad, ktery obvykle plati a
ktery chceme nasimi statistickymi daty vyvratit. V pripadé hadani karet
by Hy byla ,,pokusné osoba hiada ndhodné”.

e Alternativni hypotéza, znaceno H;, je tvrzeni, pro které hledame
oporu v nasich datech. Musi byt doplnkova k Hy, tedy vyrok ,Hy V Hy”
musi byt tautologie, zadna treti moznost neni pripustna. V nasem
pripadé by H; byla ,pokusna osoba nehdda ndhodné™.

e Chyba typu I nastava, pokud potvrdime H;, neboli vyvratime nu-
lovou hypotézu, ale pritom plati Hy. Ukolem testovani hypotéz je
minimalizovat pravdépodobnost této chyby.

e Chyba typu II nastava, pokud nepotvrdime H; a ta je pritom platna.
Tato chyba neni tak zavazna.
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Analogii chyb typu I a IT mizeme spatfovat v trestnim pravu — vychozim
predpokladem je nevina obzalovaného (nulova hypotéza). Pokud uvéznime
nevinného (chyba typu I, vina byla prokazana a doty¢ény byl pritom nevinen),
dopustime se horstho ¢inu nez kdyz osvobodime vinika (chyba typu II) na
zékladé nedostatecnych diikazi. Podobné pokud se pti testovani hypotéz
nepodari vyvratit nulovou hypotézu, neznamena to, ze nulova hypotéza plati,
podobné jako osvobozeni obzalovaného neprokazuje jeho nevinu.

Tento fakt byva rovnéz velmi ¢asto opomijen (i ve védeckych kruzich),
takze ho zopakujeme jesté v alternativni formulaci: To, Ze se nepodarilo
prokézat souvislost neznamend, ze souvislost neexistuje (pouze ji dostupné
data nepotvrzuji s dostatecnou jistotou).

Dovedme nyni nas priklad do konce: Mame danu nulovou a alternativni
hypotézu a predpokladejme, ze pokus dopadl tak, ze dotyény uhodl barvu ve
vsech 25 pripadech spravné. Na zakladé toho jsme usoudili, ze nehada barvu
nahodné (fekli jsme, Ze nulovd hypotéza je vyvracena). Pravdépodobnost
chyby typu I je pak za predpokladu nezavislosti pokust (1/4)?° = cca 10715
(1 tip ma pravdépodobnost tspéchu 1/4 a bylo provedeno 25 nezavislych
pokusil). Vidime, ze tato pravdépodobnost je naprosto zanedbatelnd, ¢ili
fekneme, 7Ze se podaftilo prokazat, ze dotyény nehddal karty nahodné.

Obvykle pro vyvraceni nulové hypotézy pozadujeme néjakou maximalni
pripustnou pravdépodobnost chyby typu I. Tato mez se muze lisit v zavislosti
na aplikaci — nejcastéji byva pozadovano max. 1 %, muzeme byt ale striktndjsi
a pozadovat napr. desetinu nebo i setinu procenta, nebo naopak méné striktni
a pozadovat 5 %. Vysledku, ktery byl takovymto zptisobem ovéten (tj. nulova
hypotéza byla vyvracena s pravdépodobnosti chyby typu I méné nez X %),
pak fikame statisticky prikazny.

Jiz bez vypoctu (ktery by byl v tomto ptipadé komplikovanéjsi) dopliime,
ze v pripadé naseho pokusu by stacilo 12 tspésné uhodnutych karet k tomu,
abychom vyvratili nulovou hypotézu s pravdépodobnosti chyby typu I méné
nez 1 %.

Zavérem této kapitoly upozornime na jedno nebezpeci v pripadé testovani
hypotéz, v duchu principu, Ze nad ¢isly musime premyslet. Pokud provedeme
pokus o vyvraceni nulové hypotézy vicekrat, logicky se zvysuje pravdépodob-
nost, ze se nam to alespon jednou podafi i ptes to, ze nulova hypotéza plati
(zvysuje se pravdépodobnost chyby typu I). Pti opakovani pokusi musime
tedy brat v potaz vsechna data, ktera jsou k dispozici, nikoliv jen ten vzorek,
na némz to (dost mozna nahodou) vyslo spravné.

To také souvisi s problematikou publikaci védeckych vysledki: pokud neni
nalezena souvislost, vysledek obvykle neni vyznamny, neni tedy publikovan a
prislusna data casto zapadnou. Pokud je nalezena souvislost (relativné ne-
davno napft. probihaly diskuse tohoto typu o vlivu oxidu uhli¢itého na globalni
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oteplovani), vysledek je obvykle publikovan a povazovan za prikazny. Témér
nikdy ale nejsou brana v potaz predchozi data, ktera souvislost neprokazala,
coz zvysuje pravdépodobnost chyby publikovanych vysledkii. Zustava pritom
otevienou otazkou, zda je mozné v tomto ohledu néco vyrazné zménit.
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15 Entropie

Entropie nahodné veliCiny je zjednodusené feceno mira informace obsa-
zena v této ndhodné velic¢ing, tedy c¢islo vyjadiujici, kolik informace ziskame,
kdyz se dozvime skutecnou hodnotu (tu, kterd nastala) ndhodné veliciny.
Entropie je vzdy nezadpornd a méri se v bitech. Nulova entropie znamena, ze
hodnotu nahodné veli¢iny jsme schopni uréit se stoprocentni jistotou (takovou
velicinou muze byt napi. vysledek hodu faleSnou kostkou, na které padaji
pouze Sestky). Cim vysSi je entropie, tim vice informace je obsaZeno v na-
hodné veli¢iné — jinymi slovy tim vice jednotek informace je treba k preneseni
vysledku ndhodného pokusu.

Historické pocatky uvah o statistické entropii sahaji do 40. let 20. stoleti,
kdy byly zkoumany metody, jak lze s minimalni prenosovou kapacitou prenést
uréitou zpravu, a kdy byly téz vyvijeny prvni kompresni algoritmy. Tyto
pocatky jsou spojeny se jménem Claude Shannon. Samotna entropie skutecné
vyjadiuje minimélni primérny pocet biti (jednic¢ek a nul), ktery je potieba
pro preneseni urcité informace, v nasem pripadé uvazované jako vysledek
nahodného pokusu.

Entropie ndhodné veli¢iny X — H(X) — nebo ekvivalentné entropie jejiho
pravdépodobnostniho rozlozeni p — H(p) — se spocita nasledovné:

— Z p(z)logap(x)

zeX

Napf. entropie poc¢tu orli pii hdzeni 2 mincemi se vypocte nasledovné.
Nejprve vyjadiime pravdépodobnosti jednotlivych moznych hodnot:

p(0)=1/4, p(1)=1/2, p(2)=1/4

a pak dosadime do vzorce:

H(p) = —(1/4logz(1/4) + 1/2loga(1/2)) + 1/4loga(1/4)) =
—(—2/4 —1/2 — 2/4) = 1,5 bitu

V pripadé, kdy uvazujeme entropii jako nutnou informaci pro prenos, lze
tuto hodnotu interpretovat tak, ze pri prenaseni informace o sérii hodu dvéma
mincemi potfebujeme primérné 1,5 bitu na jeden pokus — jednu moznost
muzeme kédovat 1 bitem, dvé dalsi (ty méné pravdépodobné) 2 bity.

Zkuste si sami spocist entropii pro pripad hodu jedinou minci. Ocekavana
hodnota vysledku je 1 bit, nebof napr. 1 orla mizeme reprezentovat jednickou,
zadného nulou — vice informace nepotfebujeme.
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15.1 Podminéna entropie

Podobné jako jsme zavedli podminénou pravdépodobnost lze zavést podminé-
nou entropii s analogickym vyznamem — mira informace obsazena v nahodné
veli¢iné za predpokladu, ze zname hodnoty jiné ndhodné veli¢iny. Je definovana
jako

HX|Y)=> p@)H(Y | X =x)

zeX

Podobné jako u podminéné pravdépodobnosti, lze entropii dvojice nahod-
nych veli¢in prevést na podminénou entropii a naopak. K tomu slouzi tzv.
Fetizkové pravidlo (chain rule):

H(X,Y)=H(X)+ H(Y|X)

15.2 Mutual information

Mutual information — ¢esky vzajemna informace — je statistickou veli¢inou
zaloZenou na entropii, kterda ur¢uje miru informace, kterou jedna ndhodna
proménnd ika o jiné. Je rovna nule, pokud jsou veli¢iny nezavislé, a ¢im vyssi
jeji hodnota je, tim hodnoty jedné vlastnosti urcuji hodnoty druhé vlastnosti.
Vzorec pro mutual information je:

MI(X;Y)=H(X)- HX|Y)=H(Y) - HY|X)

Ve statistickém zpracovani prirozeného jazyka vzadjemnou informaci mi-
zeme pouzit k méreni sily kolokace dvou slov — v tomto pripadé uvazujeme
vyskyt jednoho slova (napft. ,zdkladni”) za jednu ndhodnou veli¢inu a vyskyt
druhého slova (napr. ,,ékola”) v textu. Ze vzorce mutual information Vyplyvé
¢im jsou Jednothva slova castéjsi. Mutual information pro slova ,,zakladni” a
»Skola” bude tedy zfejmé mnohem vyssi nez napr. pro ,pocitac” a ,,skola”.
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16 Statistika a zpracovani prirozeného jazyka

Na zaver naseho vykladu si ukazeme nékolik aplikaci statistiky pri automatic-
kém zpracovani prirozen¢ho jazyka. Jak uz vime, statistika je néastroj, ktery
nam umoznuje uchopit a popsat velké mnozstvi dat a na tomto zakladée 1ze
vyvozovat dalsi informace o objektech, které jsou v nasich datech obsazeny,
napr. za ucelem stanoveni pravdépodobnosti rtiznych jevil nebo predikce
udalosti.

Pro ucely statistického zpracovani prirozeného jazyka jsou k dispozici
velké soubory jazykovych dat v podobé jazykovych korpusi o velikosti i vice
nez 10 miliard slov. Tyto korpusy umoznuji aplikovat statistické metody
tak, jak jsme si je priblizili, na prirozeny jazyk, predikovat jeho chovani a
modelovat jej. Vyuziti statistiky ve zpracovani prirozeného jazyka je obrovské
a nastroje zalozené na statistickém modelovani jazyka jsou v soucasnosti
v mnoha oblastech ty vibec nejlepsi.

My si ukazeme vyuziti statistiky na dvou ukazkach — prvni bude vyhleda-
vani kolokaci, druhou pak n-gramové jazykové modely.

16.1 Vyhledavani kolokaci

Definice pojmu kolokace se v riznych zdrojich lisi. Podle nékterych je to fraze,
jejiz vyznam se neskldda z vyznamu jejich ¢éasti, ¢i idiom, podle jinych je
to pouze néjakym zpiisobem vyznamné spojeni dvou slov. Statistika nabizi
svij vlastni pohled, ktery v mnoha ohledech koresponduje s obéma vyse
nastinénymi definicemi — kolokaci mtizeme povazovat za statisticky vyznamné
spojeni dvou slov (v korpusu), a to podle riznych metrik. Navic podle vétsiny
téchto metrik umime urcit i ,,silu” kolokace libovolnych dvou slov.

Jakym zptisobem mizeme tedy hledat v korpusu kolokace? Miizeme zacit
s prostym pocitanim pravdépodobnosti vyskytt dvojic slov v korpusu. Pak se
nam ale (napf. v pripadé angli¢tiny) na nejvyssi pricky dostanou dvojice jako
,of the” nebo ,in the”, coz asi uplné neodpovida tomu, co si predstavujeme
pod pojmem kolokace. Zfejmé potiebujeme néjakym zptisobem znevyhodnit
slova z tzv. stoplistu.

Jeden z moznych zptsobi, jak tohoto docilit, je uvazovat pri vyhledavani
kolokaci pouze dvojice slozené z urc¢itych slovnich druht, napt. podstatnych
jmen, pridavnych jmen a sloves, popripadé prislovci. Jiz s takovymto jed-
noduchym omezenim dostaneme mnohem lepsi vysledky; mezi nejlepsimi
vsak stale jesté budou dvojice jako napt. ,last week”, kde je otazka, zda je
chceme povazovat za kolokace nebo ne. Jisté je, ze slova jako ,last”, ,new”
apod. budou mit ¢asté souvyskyty s velkym mnozstvim slov a ne vSechny
z nich budeme povazovat za vyznamné. Co tedy dale muzeme potiebovat, je

65



16.2 N-gramové modely 16 STATISTIKA A ZPRACOVANI JAZYKA

znevyhodnit nejen slova ze stoplistu, ale vSechna c¢astéjsi slova, a to pomérné.

K tomuto tcelu slouzi celd fada statistickych metrik (je jich vice, protoze
pro ruzné aplikace se hodi rtizné z nich a nelze vybrat jednu univerzalné
nejlepsi) — napt. T-test, coz je aplikace testovani hypotéz. Nulova hypotéza
v tomto pripadé tika, Ze slova se chovaji ndhodné podle svych obvyklych
pravdépodobnostnich rozlozeni. Pokud je nulovd hypotéza vyvricena (slova
se spolu vyskytuji ¢astéji nez ndhodné), prohldsime piislusnou dvojici slov za
kolokaci. Z pravdépodobnosti chyby typu I mizeme odvodit silu kolokace a
podle této pravdépodobnosti mtizeme kolokace setiidit.

Mezi dalsi podobné metriky patii vzajemna informace, predstavend v mi-
nulé kapitole, nebo tzv. dice a logdice, které pouziva pro sestavovani ko-
lokac¢nich profili (tzv. word sketches) komeréni korpusovy nastroj Sketch
Engine.

16.2 N-gramové jazykové modely

Jako n-gram oznacujeme obvykle posloupnost slov délky n, ktera se vyskytuje
v korpusu. Nejjednodussi predstava n-gramového jazykového modelu vede
pres nasledujici ilohu: Zname posloupnost n — 1 slov v korpusu. Jaké slovo
za nimi bude nasledovat?

Formalné se n-gramovy jazykovy model sklada z podminénych pravdépo-
dobnosti

P(w,, | wy,...;wy_1)

¢ili pravdépodobnosti, ze se vyskytlo slovo w,, za predpokladu, ze pred nim
se vyskytla slova wy, ..., w,_1. Souhrn vSech takovychto pravdépodobnosti pro
vSechny mozné kombinace slov v korpusu (tento souhrn snadno odvodime
z textu korpusu) se nazyva n-gramovy jazykovy model.

Wy, ..., w, pritom nemusi byt pouze slova — mizeme vytvorit n-gramovy
model znaki, fonémt, padi, morfologickych znacek apod., pripadné i kom-
plikovanéjsi modely, kde napt. w, bude morfologicka znacka a wy, ..., w,_1
budou slova. Vyuziti n-gramovych modelt ve zpracovani jazyka je obrovské,
proto existuje nepreberné mnozstvi, z nichz nejpouzivanéjsi je pravdépodobneé
trigramovy (n = 3) jazykovy model.

Naptiklad bigramovy (n = 2) jazykovy model na znacich pro text ,mama
mele maso” by byl nasledujici (mezery v tomto pripadé pro prehlednost
ignorujeme):

P(alm) =3/4
P(elm) =1/4
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P(ml|a) =2/3
P(sla) =1/3
P(lle) =1/2
P(mle) =1/2
P(e|l) =
P(o|s) =1
P($lo) =1

P(z|y) = 0 pro vsechny ostatni kombinace

Vsimnéte si, ze podle omezeni kladena na pravdépodobnostni rozlozeni
musi soucet vSech pravdépodobnosti se stejnou posloupnosti za svislitkem byt
roven 1. Rovnéz upozornujeme na symbol ,,$”, ktery pouzivame ve vyznamu
,konec textu”, abychom mohli mit model uplny. Na zavér jesté zopakujeme,
ze stejné jako vsechny ,malé” priklady, i tento odporuje zakonu velkych ¢isel
a pro rozumné reprezentativni jazykovy model potiebujeme mnohem vétsi
vzorek texti.

Uloha ,haddn{ dalsiho slova” samoziejmé nemé sama o sobé zadny prak-
ticky vyznam. I presto jsou n-gramové modely ve zpracovani jazyka pouzivany
témeér vsude — od rozpoznavani reci pres morfologické znackovani i syntak-
tickou analyzu az po strojovy preklad. Jazykovy model nam totiz umoznuje
odhadnout nejpravdépodobnéjsi sekvence symboli, které odpovidaji danému
(vicezna¢nému) vstupu — napf. pri rozpoznavani feci se od sebe Spatné ro-
zeznavaji jednotlivé souhlasky, ¢ili jeden zvuk miize teoreticky mit nékolik
riznych vyznamu. Urceni nejpravdépodobnéjsi sekvence na zakladé jazyko-
vého modelu a daného vstupu tesi algoritmy zpracovani prirozeného jazyka,
které jsou vsak jiz nad ramec naseho vykladu.

16.2.1 Nedostatky jazykovych modeli

Prvnim problémem jazykovych modeli je, ze mohou byt velké — casto pro vétsi
n dostaneme tolik riiznych pravdépodobnosti, ze pocitacova préace s takovymto
modelem je vypocetné velmi naroc¢na. Malé n nam zase casto neposkytuje
dostatecny kontext na to, abychom na zakladé prislusného modelu provadéli
kvalitni odhady — casto se vzajemné ovliviuji slova, ktera jsou jednoduse
prilis daleko od sebe. Efektivita modelu samoziejmé také zavisi na zédkladnich
jednotkach (tzv. parametrech) modelu — napf. znakia je mnohem méné nez
slov, a tedy i modely na znacich budou mnohem mensi nez analogické modely
na slovech.

Jesté vétsim problémem je tzv. data sparseness (fidkost dat), coz znamena,
ze pro slova a n-gramy, které se nevyskytuji tak casto (a takovych je i
v desetimiliardovych korpusech stéle velké mnozstvi) dostaneme nekvalitni
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odhady pravdépodobnosti a podle zakona velkych ¢isel i podle praktickych
experimentu funguji ¢asti jazykovych modelt obsahujici tato slova a n-gramy
skutecné Spatné.
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