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Pøedmluva

Tento uèební text je urèen pro posluchaèe magisterského studia

Matematicko-fyzikální fakulty UK, kteøí se zamìøují na matema-

tickou statistiku a ekonometrii, ale také pro doktorandy oboru

pravdìpodobnost a matematická statistika a pro dal¹í zájemce.

Materiál nejen pokrývá robustní statistické metody, které jsou

èástí pøedná¹ky Robustní a neparametrické metody, ale je i ¹ir¹í,

aby poskytl zájemci ucelený obraz o souèasném stavu problema-

tiky. Èetba pøedpokládá základní znalosti pravdìpodobnosti a ma-

tematické statistiky. Pokud nìkterá tvrzení nejsou doplnìna d�ukazy,

nebo» ty by po¾adovaly hlub¹í matematický výklad, jsou doplnìna

odkazy na literaturu, aby se zájemce mohl s nimi seznámit. Bibli-

ogra�e je doplnìna dal¹ími tituly, zejména kni¾ními, z oblasti ro-

bustních statistických metod, která se bouølivì rozvíjela zejména

od ¹edesátých let 20. století.

Uèební text samozøejmì nepokrývá celou rozsáhlou oblast ro-

bustních statistických metod, ke které je pouze úvodem. Zamìøili

jsme se pouze na robustní statistické odhady, zalo¾ené na nezá-

vislých pozorováních, která lze popsat lineárním modelem nebo

modelem s parametrem posunutí. Nedotkli jsme se robustních sta-

tistických test�u ani robustních metod v èasových øadách, kde na¹ly

iii

iv

èetné zajímavé aplikace. Ale vìøím, ¾e ètenáø získá pøedstavu, co

jsou robustní metody, a zapojí je do své práce.

Praha, leden 2001, Jana Jureèková
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Úvod

Jestli¾e zpracováváme data klasickými statistickými postupy, za-

lo¾enými na parametrických modelech, obvykle pøedpokládáme li-

nearitu regrese, nezávislost pozorování, homoskedasticitu, a nor-

mální rozdìlení chyb. Jak se snadno m�u¾eme pøesvìdèit dnes, kdy

pomocí poèítaè�u m�u¾eme snadno simulovat data z kteréhokoli roz-

dìlení pravdìpodobností a modelu, tyto pøedpoklady èasto nejsou

splnìny. Pak nás samozøejmì zajímají hlavnì dvì otázky:

a) Do jaké míry jsou klasické statistické postupy pou¾itelné, a za

jakých podmínek zachovávají svou optimalitu?

b) Existují jiné statistické postupy, které nejsou tak vázány na

splnìní urèitých podmínek?

Klasické statistické postupy mají typicky parametrický cha-

rakter: model je plnì urèen a¾ na hodnoty nìkolika parametr�u,

které nabývají reálných nebo vektorových hodnot. Èasto jsou to

parametry rozdìlení pravdìpodobností náhodných chyb mìøení.

Jakmile se nám podaøí tyto parametry odhadnout nebo otestovat

jejich obor, m�u¾eme uèinit víceménì jednoznaèný závìr, plynoucí

z na¹ich dat, ov¹em za platnosti modelu.

1
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Èasto se setkáme s neparametrickými statistickými postupy ,

které jsou protipólem parametrických: jsou to takové postupy,

které jsou nezávislé nebo málo závislé na tvaru základního roz-

dìlení pravdìpodobností a zachovávají si nìkteré dobré vlastnosti

pro co nej¹ir¹í tøídu distribuèních funkcí, vìt¹inou tìch, které mají

hustotu, pøípadnì symetrickou. Diskrétní rozdìlení pravdìpodob-

ností nás v tomto smìru ani tolik netrápí; tvar takového rozdìlení

vìt¹inou poznáme u¾ z povahy experimentu. Typickým pøedstavi-

telem neparametrických statistických postup�u jsou poøadové testy

statistických hypotéz, u kterých je rozdìlení pravdìpodobností tes-

tové statistiky za hypotézy (nulové rozdìlení, tj. za H

0

) shodné

za v¹ech spojitých distribuèních funkcí pozorování. U neparame-

trických postup�u chápeme celou hustotu, pøípadnì celou regresní

funkci jako neznámý parametr (nekoneèné dimenze); tento para-

metr je buï ru¹ivý, tj. na¹e závìry se ho pøímo netýkají a pokud

mo¾no se vyhýbáme jeho odhadování, nebo naopak je støedem

na¹eho zájmu a hledáme postupy, jak tuto funkci odhadnout (od-

hady hustoty, odhady regresní funkce), nebo otestovat, do jaké

tøídy patøí (testy dobré shody o tvaru rozdìlení).

Naproti tomu robustní statistické postupy jsou takové, které si

zachovávají urèitou optimalitu v okolí nìjakého základního rozdì-

lení pravdìpodobností, napø. normálního. K robustním postup�um

vedlo zji¹tìní, ¾e i malé odchylky od normálního rozdìlení mají

znaèný vliv na kvalitu klasického odhadu metodou nejmen¹ích

ètverc�u, klasického F -testu a dal¹ích klasických postup�u. Robustní

postupy lze pak chápat jako urèitá vylep¹ení, modi�kace klasic-

kých postup�u, které nesel¾ou pøi malých odchylkách od základních

pøedpoklad�u. Robustní postupy jsou optimální v okolí daného roz-

dìlení, vzhledem k urèité vzdálenosti a k urèitému kriteriu optima-

lity. Jako takové jsou vydatnìj¹í ne¾ neparametrické postupy, které
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svou funkènost pro ¹iroký model platí urèitou ztrátou vydatnosti.

Mluvíme-li o robustních statistických postupech, vìt¹inou máme

na mysli robustní statistické odhady; pokud pou¾íváme robustní

testy, jsou to testy Waldova typu, zalo¾ené na robustních odha-

dech, a tyto testy doporuèujeme pou¾ít v situaci, kdy nemáme

vhodný poøadový test pro danou hypotézu.

Bìhem posledních dvaceti let se znaènì rozvinuly i semipara-

metrické statistické postupy, které chápou hustotu rozdìlení prav-

dìpodobností, inuenèní funkci statistického odhadu nebo dal¹í

funkci jako ru¹ivý parametr, který obvykle nejprve odhadují, a

pak hledají postup, vhodný pro tuto funkci.

V tomto výètu nelze opominout adaptivní statistické postupy,

které konvergují (skoro jistì nebo v pravdìpodobnosti) k optimál-

nímu parametrickému odhadu nebo testu tak, ¾e se s rostoucím

poètem pozorování adaptují na pøíslu¹ný parametrický model; jak-

koli by tato situace byla ideální, konvergence je natolik pomalá, ¾e

optimality bychom dosáhli pøi nerealisticky velkém poètu pozoro-

vání. Existují také èásteènì adaptivní postupy, které se postupnì

blí¾í k rozhodnutí, nejlep¹ímu z pøedepsané koneèné mno¾iny mo¾-

ností.

Proto¾e se adaptivní, neparametrické, robustní a semiparamet-

rické metody rozvíjely postupnì, hlavnì od ètyøicátých let 20. sto-

letí, není mezi nimi ostrá hranice, a jednotlivé pojmy, hlediska a

cíle se vzájemnì prolínají. I v této uèebnici, zamìøené hlavnì na ro-

bustní statistické postupy, se èasto dotkneme i ostatních postup�u.

Na¹ím hlavním cílem je ukázat, jaké mo¾né alternativy klasických

statistických postup�u m�u¾eme pou¾ít, pokud si nejsme jisti na¹ím

modelem. Matematicky chápeme robustní postupy jako statistické

funkcionály, de�nované na prostoru distribuèních funkcí. Zajímá

nás jejich chování v okolí urèitého rozdìlení pravdìpodobností,

4
pøípadnì modelu, a toto okolí je de�nováno vzhledem k nìjaké

vzdálenosti. Proto musíme nejprve uva¾ovat mo¾né vzdálenosti

na prostoru distribuèních funkcí a pøíslu¹né základní vlastnosti a

charakteristiky statistických funkcionál�u, jako je jejich spojitost

a derivace. To je teoretickým základem robustních statistických

postup�u.



Kapitola 1

Matematické nástroje

robustnosti

1.1 Statistický model

Pøedpokládejme, ¾e pokus vede k pozorováním X

1

; : : : ;X

n

: Kla-

sický statistický model pøedpokládá, ¾e vektor pozorování

(X

1

; : : : ;X

n

) m�u¾e nabývat hodnot z výbìrového prostoru X se

�-algebrou podmno¾in B; a pravdìpodobnostní chování studova-

ných jev�u popisuje rozdìlení pravdìpodobností P; de�nované na

B: Rozdìlení P patøí do tøídy P = fP

�

; � 2 �g; indexované para-

metrem � 2 � � R

p

; kde p je pøirozené èíslo.

Trojice fX ;B; P

�

: � 2 �g je (parametrický) statistický model.

Ve vìt¹inì pøípad�u je X podmno¾inou R

p�n

; tedy náhodný pokus

vede k n nezávislým p-rozmìrným pozorováním.

V nìkterých pøípadech je charakter parametrického statistic-

kého modelu plnì urèen povahou experimentu: napø. snadno po-

známe binomické, multinomické, Poissonovo èi hypergeometrické

5
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rozdìlení. Podobnì, pravdìpodobnostní chování doby èekání (na

obsluhu apod.) obvykle charakterizujeme gama rozdìlením.

Vìt¹ina statistických postup�u v¹ak byla odvozena za pøedpo-

kladu, ¾e pozorování pocházejí z normálního rozdìlení. Tyto po-

stupy jsou vìt¹inou algebraicky jednoduché, proto se automaticky

pou¾ívají ve v¹ech situacích, kdy nosièem hustoty pozorování je

celá pøímka, a na pøedpoklad normality se jaksi "zapomíná". Napø.

odhad metodou nejmen¹ích ètverc�u, jakkoli se zdá univerzální, je

úzce spjat s normálním rozdìlením chyb a selhává, pokud i jen

èást pozorování pochází z jiného rozdìlení, jeho¾ hustota má tì¾¹í

chvosty ne¾ normální, nebo vyskytují-li se mezi daty odlehlá po-

zorování, která data kontaminují. O tom se m�u¾eme pøesvìdèit

nejen numericky, ale byly té¾ dokázány pøesvìdèivé teoretické ar-

gumenty, zalo¾ené na charakterizaci normálního rozdìlení: napø.

Kagan, Linnik a Rao [49] dokázali, ¾e odhad metodou nejmen-

¹ích ètverc�u v lineárním regresním modelu je pøípustný vzhledem

ke kvadratické ztrátové funkci (tj. neexistuje jiný odhad se stej-

nomìrnì men¹ím kvadratickým rizikem) tehdy a jen tehdy, je-li

rozdìlení chyb normální.

Student�uv t-test a Snedecor�uv F -test, podobnì jako F -test

lineární hypotézy, byly odvozeny za pøedpokladu normality; za-

tímco t-test je pomìrnì robustní k odchylkám od normálního roz-

dìlení, F -test je k nim velice citlivý; nejsme-li si jisti normálním

rozdìlením, pou¾ijeme pøíslu¹ných poøadových test�u.

Jestli¾e si nejsme jisti parametrickou formou modelu, máme

dvì mo¾nosti:

a) Vzdáme se parametrizace P

�

reálným nebo vektorovým pa-

rametrem � a nahradíme rodinu fP

�

: � 2 �g rozsáhlej¹í

rodinou rozdìlení pravdìpodobností; tj. pøijmeme nepara-

metrický pøístup.
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b) Na prostoru fX ;Bg zavedeme vhodnou topologii, která nám

umo¾ní studovat stabilitu klasických postup�u, optimálních

za P

�

; pøi malých odchylkách od P

�

; tj. pøijmeme robustní

pøístup.

1.2 Ilustrace na statistickém odhadu

Nech» X

1

; : : : ;X

n

jsou nezávislá pozorování se stejným rozdìlením

pravdìpodobností P

�

; kde � je nepozorovatelný parametr, � 2� �

R

p

; nech» F (x; �) je distribuèní funkce, pøíslu¹ná P

�

:

Chceme-li odhadnout parametr �; máme øadu mo¾ností, napø.

(1) Metoda maximální vìrohodnosti.

(2) Metoda moment�u.

(3) Metoda �

2

-minima nebo metoda minimalizující jiný typ

vzdálenosti.

(4) Metoda zalo¾ená na postaèujících statistikách (Rao-Black-

wellova vìta) a na úplných postaèujících statistikách (Leh-

mann-Scheffého vìta). Pøipomeòme si, ¾e vektor uspoøáda-

ných pozorování (vektor poøádkových statistik)X

n:1

� X

n:2

�

: : : � X

n:n

je úplnou postaèující statistikou pro systém roz-

dìlení s hustotami

Q

n
i=1

f(x

i

); kde f je libovolná spojitá

jednorozmìrná hustota; v pøípadì, ¾e parametr � je reálný,

to pøirozenì vede ke tøídì L-odhad�u typu

T

n

=

n

X

i=1

c

ni

h(X

n:i

)

zalo¾ených na poøádkových statistikách.
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(5) Minimalizace urèité (kriteriální) funkce pozorování a � : napø.

minimalizace

n

X

i=1

�(X

i

; �) := min; � 2 �;

kde �(�; �) je vhodná nekonstantní funkce, napø.

�(x;�) = � log f(x;�) vedoucí k maximálnì vìrohodnému

odhadu. Tím se dostáváme ke tøídì M -odhad�u, tj. odhad�u

maximálnì vìrohodného typu.

(6) Inverzí poøadových test�u o posunutí v poloze, o význam-

nosti regrese aj. dostáváme tøídu R-odhad�u, zalo¾ených na

poøadích pozorování nebo jejich residuí.

V dal¹ích kapitolách této kní¾ky se seznámíme s M -, L- a R- od-

hady a s nìkterými dal¹ími metodami.

1.3 Statistický funkcionál

Nech» X je náhodná velièina s rozdìlením pravdìpodobností P

�

;

kde P

�

2 P = fP

�

: � 2 � � R

p

g: Pak v mnoha pøípadech lze

� chápat jako funkcionál � = T (P ) de�novaný na P; m�u¾eme té¾

psát � = T (F ); kde F je distribuèní funkce pøíslu¹ná P: Pøiroze-

ným odhadem �; zalo¾eným na pozorováních X

1

; : : : ;X

n

pak je

T (P

n

); kde P

n

je empirické rozdìlení pravdìpodobností vektoru

(X

1

; : : : ;X

n

); tj.

P

n

(A) =

1

n

n

X

i=1

I[X

i

2 A]; A 2 B; (1.1)
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tedy P

n

je rovnomìrné rozdìlení na mno¾inì fX

1

; : : : ;X

n

g; nebo»

P

n

(fX

i

g) =

1

n

; i = 1; : : : ; n: Distribuèní funkce pøíslu¹ná P

n

je

empirická distribuèní funkce

F

n

(x) = P

n

((�1; x]) =

1

n

n

X

i=1

I[X

i

� x]; x 2 R: (1.2)

Pøíklad 1.1 (1) Støední hodnota:

T (P ) =

R

R

xdP = IEX;

T (P

n

) =

R

R

xdP

n

=

�

X

n

=

1

n

n

X

i=1

X

i

:

(2) Rozptyl:

T (P ) = var X =

Z

R

x

2

dP � (IEX)

2

T (P

n

) =

1

n

n

X

i=1

X

2

i

�

�

X

2

n

:

(3) Jestli¾e T (P ) =

R

R

h(x)dP; kde h je libovolná P -integrabilní

funkce, pak empirickým protìj¹kem T (P ) je

T (P

n

) =

1

n

n

X

i=1

h(X

i

):
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(4) Obrácenì, k danému statistickému odhadu m�u¾eme nalézt

pøíslu¹ný statistický funkcionál: napø. geometrický pr�umìr pozo-

rovaní X

1

; : : : ;X

n

je de�nován jako

T (P

n

) = G

n

=

�

n

Y
i=1

X

i

�

1=n

;

logG

n

=

1

n

n

X

i=1

logX

i

=

Z

R

log xdP

n

;

a tedy pøíslu¹ný statistický funkcionál má tvar

T (P ) = exp

�

Z

R

log xdP

�

:

Podobnì harmonický pr�umìr T (P

n

) = H

n

pozorování X

1

; : : : ;X

n

je de�nován vztahem

1

H

n

=

1

n

n

X

i=1

1

X

i

a jemu pøíslu¹ný statistický funkcionál má tvar

T (P ) = H =

�

Z

R

1

x

dP

�

�1

:

Statistické funkcionály poprvé uva¾oval von Mises [57].

Je ¾ádoucí, aby T (P

n

) konvergovalo k T (P ) pøi n!1 vzhle-

dem k nìjaké konvergenci na prostoru pravdìpodobnostních mìr:

vìt¹inou uva¾ujeme konvergenci v pravdìpodobnosti, v distribuci,

skoro jistì, ale èasto také limitu vychýlení odhadu T (P

n

) od T (P );

tj. lim

n!1

jIE[T (P

n

) � T (P )]j: Abychom mohli studovat chování
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odhadu T (P

n

) v okolí P; uva¾ujeme rozvoj funkcionálu (T (P

n

)�

T (P )) Taylorova typu; k tomu potøebujeme nìkteré dal¹í pojmy

z funkcionální analýzy, jako r�uzné vzdálenosti mezi P

n

a P; vzá-

jemné vztahy tìchto vzdáleností, a spojitost a diferencovatelnost

funkcionálu T vzhledem k pøíslu¹né vzdálenosti.

1.4 Fisherovská konsistence odhadu

Pøirozeným po¾adavkem, který by mìl splòovat statistický odhad,

je �sherovská konsistence, zavedená v r. 1921 R. A. Fisherem: Od-

had

^

�

n

zalo¾ený na pozorováních X

1

: : : ;X

n

s rozdìlením prav-

dìpodobností P je �sherovsky konsistentním odhadem parametru

�; jestli¾e, pí¹eme-li jej jako funkcionál

^

�

n

= T (P

n

) empirického

rozdìlení pravdìpodobností vektoru (X

1

; : : : ;X

n

); n = 1; : : : ; pak

platí T (P ) = �: Tato podmínka není v¾dy automaticky splnìna,

jak je vidìt na následujícím pøíkladì:

Pøíklad 1.2 Nech» � = var X = T (P ) =

R

R

x

2

dP �

�R

R

xdP

�

2

je

rozptyl P: Pak výbìrový rozptyl

^

�

n

= T (P

n

) =

1

n

P

n
i=1

(X

i

�

�

X

n

)

2

je �sherovsky konsistentním, ale vychýleným odhadem �: Naproti

tomu nevychýlený (nestranný) odhad rozptylu S

2

n

=

1

n�1

P

n
i=1

(X

i

�

�

X

n

)

2

není �sherovsky konsistentním odhadem �; nebo»

S

2

n

=

n

n� 1

T (P

n

) a

n

n� 1

T (P ) 6= T (P ):

Fisherovská konsistence je pøirozená vlastnost odhadu a z hlediska

robustnosti je d�ule¾itìj¹í ne¾ jeho nevychýlenost (nestrannost);

proto u ka¾dého statistického funkcionálu nejprve ovìøujeme jeho

�sherovskou konsistenci.
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1.5 Nìkteré vzdálenosti pravdìpodobnost-

ních mìr

Nech» X je metrický prostor, úplný a separabilní s metrikou d;

a nech» B je �-algebra borelovských podmno¾in X : Nech» P je

systém v¹ech pravdìpodobnostních mìr na (X ;B); pak P je kon-

vexní mno¾ina, na které m�u¾eme zavést r�uzné typy vzdáleností

dvou prvk�u P;Q 2 P. Popí¹eme struènì nìkteré z tìchto vzdále-

ností, které se v matematické statistice nejèastìji u¾ívají; ètenáøe,

který se chce podrobnìji seznámit s dal¹ími vzdálenostmi a v�ubec

s touto problematikou, odkazujeme na literaturu z funkcionální

analýzy a teorie pravdìpodobnosti, napø. [9].

(1) Prochorovova vzdálenost:

d

P

(P;Q) = inff" > 0 : P (A) � Q(A

"

) + "

8A 2 B; A 6= ;g;

kde A

"

= fx 2 X : inf

y2A

d(x; y) � "g je uzavøené "-okolí

neprázdné mno¾iny A:

(2) Lévyho vzdálenost: Nech» X = R je reálná pøímka a nech»

F;G jsou distribuèní funkce pravdìpodobnostních mìr P;Q:

Pak

d

L

(F;G) = inff" > 0 : F (x� ")� "

� G(x) � F (x+ ") + "8x 2 Rg:

(3) Úplná variace:

d

V

(P;Q) = sup

A2B

jP (A)�Q(A)j:

Jak snadno ovìøíme, platí d

V

(P;Q) =

R

X

jdP � dQj:
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(4) Kolmogorovova vzdálenost: Nech» X = R je reálná pøímka a

nech» F;G jsou distribuèní funkce pravdìpodobnostních mìr

P;Q: Pak

d

K

(F;G) = sup

x2R

jF (x)�G(x)j:

(5) Hellingerova vzdálenost:

H(P;Q) =

�

Z

X

�

p

dP �

p

dQ

�

2

�

1=2

:

Jestli¾e f =

dP

d�

a g =

dQ

d�

jsou hustoty P;Q vzhledem k

nìjaké míøe �; pak lze Hellingerovu vzdálenost psát ve tvaru

H

2

(P;Q) =

Z

X

�

p

f �

p

g

�

2

d� = 2

�

1�

Z

X

p

fgd�

�

:

(6) Lipschitzovská vzdálenost: Pøedpokládejme, ¾e

d(x; y) � 1 8x; y 2 X (jinak vezmìme metriku

d

0

=

d

1+d

). Pak

d

Li

(P;Q) = sup

 2L

�
�
�
�

Z

X

 dP �

Z

X

 dQ

�
�
�
�

;

kde L = f	 : X 7! R : j (x) �  (y)j � d(x; y)g je mno¾ina

lipschitzovských funkcí.

Vztahy mezi jednotlivými vzdálenostmi

Mno¾ina P v¹ech pravdìpodobnostních mìr na (X ;B) je metric-

kým prostorem vzhledem ke ka¾dé z vý¹e popsaných vzdáleností,

na kterém pak m�u¾eme studovat spojitost a dal¹í vlastnosti statis-

tického funkcionálu T (P ): Proto¾e nás zajímá chování funkcionálu
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v okolí nìjakého rozdìlení P; zajímá nás také, která vzdálenost

jemnìji reaguje na malé odchylky od P:

Následující nerovnosti mezi jednotlivými vzdálenostmi prav-

dìpodobnostních mìr ukazují nejen pøípadnou dominanci jedné

vzdálenosti nad druhou, ale i jejich vzájemné vztahy. Ovìøení

tìchto nerovností ponecháváme jako cvièení:

H

2

(P;Q) � 2d

V

(P;Q) � 2H(P;Q);

d

2
P

(P;Q) � d

2
Li

(P;Q) � 2d

P

(P;Q) 8P;Q 2 P;

jestli¾e X = R; pak dále platí:

d

L

(P;Q) � d

P

(P;Q) � d

V

(P;Q);

d

L

(P;Q) � d

K

(P;Q) � d

V

(P;Q) 8P;Q 2 P:

Pøíklad 1.3 Nech» P je exponenciální rozdìlení s hustotou

f(x) =

�

e

�x

: : : x � 0

0 : : : x < 0

a Q je rovnomìrné rozdìlení R(0; 1) s hustotou

g(x) =

�

1 : : : 0 � x � 1

0 : : : jinak.

Pak

2d

V

(P;Q) =

Z

1

0

�

1� e

�x

�

dx+

Z

1

1

e

�x

dx = 1 +

1

e

� 1 +

1

e

=

2

e

;

a tedy d

V

(exp; R(0; 1) � 0:3679: Dále platí

d

K

(P;Q) = sup

x�0

�
�

1� e

�x

� xI[0 � x � 1]� I[x > 1]

�
�

= e

�1

� 0:1839
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a H

2

(exp; R(0; 1)) = 2

�

1�

Z

1

0

p

e

�x

dx

�

= 2

�

2

p

e

� 1

�

;

tedy H(exp; R(0; 1)) � 0:6528:

1.6 Diferencovatelné statistické funkcionály

Nech» P je mno¾ina v¹ech rozdìlení pravdìpodobností na prostoru

s mírou (X ;B; �); kde X je úplný separabilní metrický prostor

s metrikou d a B je systém borelovských podmno¾in X : Zvolme

pevnì vzdálenost � na P: Nech» T (�) je statistický funkcionál na P:

Abychom mohli uva¾ovat rozvoj statistického funkcionálu T (�) ko-

lem rozdìlení P; podobný Taylorovu rozvoji, musíme zavést pojem

derivace funkcionálu. Zavedeme hned tøi r�uzné verze derivace sta-

tistického funkcionálu: G^ateauxovu, Fréchetovu a Hadamardovu a

porovnáme jejich výhodné i nevýhodné vlastnosti ze statistického

hlediska.

De�nice 1.1 Nech» P;Q 2 P a nech» t 2 [0; 1]: Rozdìlení prav-

dìpodobností

P

t

(Q) = (1� t)P + tQ (1.3)

nazýváme kontaminací P rozdìlením Q v pomìru t:

Poznámka 1.1 Proto¾e P je konvexní, je P

t

(Q) skuteènì rozdì-

lením pravdìpodobností; P

0

(Q) = P znamená nepøítomnost kon-

taminace a P

1

(Q) = Q úplnou kontaminaci.

G^ateauxova derivace

Zvolme pevnì P;Q 2 P a oznaème '(t) = T ((1� t)P + tQ); 0 �

t � 1: Pøedpokládejme, ¾e funkce '(t) má koneènou n-tou derivaci
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'

(n)

a ¾e pro k = 1; : : : ; n�1 jsou derivace '

(k)

spojité v intervalu

(0; 1) a derivace zprava '

(k)

+

jsou zprava spojité v bodì t = 0: Pak

pro 0 < u < t < 1 m�u¾eme uva¾ovat Taylor�uv rozvoj

'(t) = '(u)+

n�1

X

k=1

'

(k)

(u)

k!

(t�u)

k

+

'

(n)

(v)

n!

(t�u)

n

; v 2 [u; t]: (1.4)

Nás v¹ak nejvíce zajímá rozvoj v pravostranném okolí bodu u = 0;

který odpovídá malé kontaminaci rozdìlení P: V tom pøípadì na-

hradíme derivace '

(k)

(0) pravostrannými derivacemi '

(k)

+

(0): De-

rivace '

0
+

(0) se nazývá G^ateauxovou derivací funkcionálu T podle

P ve smìru Q:

De�nice 1.2 Øekneme, ¾e funkcionál T je diferencovatelný v G^a-

teauxovì smyslu podle P ve smìru Q; jestli¾e existuje limita

T

0

Q

(P ) = lim

t!0

+

T (P + t(Q� P ))� T (P )

t

; (1.5)

T

0

Q

(P ) se nazývá G^ateauxovou derivací T podle P ve smìru Q:

Poznámka 1.2

a) G^ateauxova derivace T

0

Q

(P ) funkcionálu T je rovna obyèejné

derivaci zprava funkce ' v bodì 0, tj.

T

0

Q

(P ) = '

0

(0

+

):

b) Podobnì je de�nována G^ateauxova derivace øádu k :

T

(k)

Q

(P ) =

�

d

k

dt

k

T (P + t(Q� p))

�

t=0

+

= '

(k)

(0

+

):
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c) Ve speciálním pøípadì Q = �

x

(Diracova pravdìpodobnost v

bodì x; rozdìlení degenerované v bodì x) budeme pou¾ívat

jednodu¹¹ího znaèení T

0

�

x

(P ) = T

0

x

(P ):

Taylor�uv rozvoj (1.4) ve speciálním pøípadì t = 1; u = 0 dává

T (Q)�T (P ) =

n�1

X
k=1

T

(k)

Q

(P )

k!

+

1

n!

�

d

n

dt

n

T (P + t(Q� p))

�

t=t

�

(1.6)

kde 0 � t

�

� 1:

Pøíklad 1.4 (a) Støední hodnota

T (P ) =

Z

X

xdP = IE

P

X

'(t) =

Z

X

xd((1 � t)P + tQ) = (1� t)IE

P

X + tIE

Q

X

=) '

0

(t) = IE

Q

X � IE

P

X

T

0

Q

(P ) = '

0

(0

+

) = IE

Q

X � IE

P

X:

Pro Q = �

x

je T

0

x

= x� IE

P

X:

(b) Rozptyl

T (P ) = var

P

X = IE

P

(X

2

)� (IE

P

X)

2

T ((1� t)P + tQ) =

Z

X

x

2

d((1� t)P + tQ)

�

�

Z

X

xd((1 � t)P + tQ)

�

2
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=) '(t) = (1� t)IE

P

X

2

+ tIE

Q

X

2

� (1� t)

2

(IE

P

X)

2

�t

2

(IE

Q

X)

2

� 2t(1� t)IE

P

X � IE

Q

X

'

0

(t) = �IE

P

X

2

+ IE

Q

X

2

+2(1� t) (IE

P

X)

2

� 2t (IE

Q

X)

2

�2(1� 2t)IE

P

X � IE

Q

X:

Odtud plyne

lim

t!0

+

'

0

(t) = T

0

Q

(P )

= IE

Q

X

2

� IE

P

X

2

� 2IE

P

X � IE

Q

X + 2 (IE

P

X)

2

a pro Q = �

x

nakonec dostáváme

T

0

x

(P ) = x

2

� IE

P

X

2

� 2xIE

P

X + 2 (IE

P

X)

2

= (x� IE

P

X)

2

� var

P

X:

Fréchetova derivace

De�nice 1.3 Øekneme, ¾e funkcionál T je diferencovatelný podle

P ve Fréchetovì smyslu, jestli¾e existuje lineární funkcionál L

P

(Q�

P ) tak, ¾e stejnomìrnì pro Q 2 P; �(P;Q) � C pro libovolné

pevné C 2 (0;1)

lim

t!0

T (P + t(Q� P ))� T (P )

t

= L

P

((Q� P )): (1.7)

Lineární funkcionál L

P

(Q � P ) nazýváme Fréchetovou derivací

funkcionálu T podle P ve smìru Q:
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Poznámka 1.3

a) Proto¾e L

P

je lineární funkcionál, existuje funkce g : X 7! R

taková, ¾e

L

P

(Q� P ) =

Z

X

gd(Q � P ): (1.8)

b) Jestli¾e je T diferencovatelné ve Fréchetovì smyslu, je diferen-

covatelné i v G^ateauxovì smyslu, tj. existuje T

0

Q

(P ) 8Q 2 P;

a platí

T

0

Q

(P ) = L

P

(Q� P ) 8Q 2 P: (1.9)

Speciálnì,

T

0

x

(P ) = L

P

(�

x

� P ) = g(x)�

Z

X

gdP (1.10)

a odtud dále plyne

IE

P

(T

0

x

(P )) =

Z

X

T

0

x

(P )dP = 0: (1.11)

c) Nech» P

n

je empirické rozdìlení pravdìpodobností vektoru

(X

1

: : : ;X

n

): Pak P

n

� P =

1

n

P

n
i=1

(�

X

i

� P ) ; a tedy, pro-

to¾e L

P

je lineární funkcionál,

L

P

(P

n

� P ) =

1

n

n

X

i=1

L

P

(�

X

i

� P )

=

1

n

n

X

i=1

T

0

X

i

(P ) = T

0

P

n

(P ): (1.12)
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D�ukaz (1.9):

Skuteènì, podle (1.7), proto¾e L

P

(�) je lineární funkcionál,

T

0

Q

(P ) = lim

t!0

+

T (P + t(Q� P ))� T (P )

t

= lim

t!0

+

T (P + t(Q� P ))� T (P )

t

� L

P

((Q� P ))

+L

P

(Q� P ) = 0 + L

P

(Q� P ) = L

P

(Q� P ): �

Hadamardova (kompaktní) derivace

Jestli¾e existuje lineární funkcionál L(Q � P ) takový, ¾e konver-

gence (1.7) je stejnomìrná nikoli nutnì pro ohranièené mno¾iny

metrického prostoru (P; �); pokrývající P; tj. pro v¹echna Q ta-

ková, ¾e �(P;Q) � C; 0 < C <1; ale pouze pro Q patøící do libo-

volné pevné kompaktní mno¾inyK � P pokrývající P; pak øíkáme,

¾e funkcionál T je diferencovatelný v Hadamardovì smyslu a funk-

cionál L(Q�P ) nazýváme Hadamardovou (kompaktní) derivací T:

Funkcionál, diferencovatelný ve Fréchetovì smyslu, je zøejmì dife-

rencovatelný i v Hadamardovì smyslu, a z diferencovatelnosti v

Hadamardovì smyslu dále plyne diferencovatelnost v G^ateauxovì

smyslu podobným zp�usobem jako v Poznámce 1.3. Ètenáøi, kte-

rého zajímají vlastnosti diferencovatelnosti r�uzných statistických

funkcionál�u, doporuèujeme kní¾ku [23].

Fréchetova diferencovatelnost klade dost omezující podmínky

na funkcionál a ne ka¾dý robustní funkcionál je splòuje. Na druhé

stranì, je-li funkcionál fréchetovsky diferencovatelný, pak snadno

odvodíme asymptotické (normální) rozdìlení pravdìpodobností jeho
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empirického protìj¹ku, pro poèet pozorování rostoucí n nade v¹ech-

ny meze. Asymptotickou normalitu èasto odvodíme i pomocí Ha-

damardovy derivace, není-li funkcionál dostateènì "hladký". Po-

kud chceme pouze dokázat, ¾e T (P

n

) je konsistentním odhadem

T (P ); vystaèíme jen se spojitostí funkcionálu. G^ateauxova deri-

vace T

0

x

(P ); zvaná inuenèní funkcí funkcionálu T; je jednou z

nejd�ule¾itìj¹ích charakteristik robustnosti funkcionálu. Inuenèní

funkcí se budeme zabývat ve 2. kapitole.

1.7 Asymptotické rozdìlení

empirického funkcionálu

Uva¾ujme opìt metrický prostor (P; �) v¹ech rozdìlení pravdìpo-

dobností na (X ;B) s metrikou � takovou, ¾e

p

n�(P

n

; P ) = O

p

(1) pøi n!1; (1.13)

kde P

n

je empirické rozdìlení pravdìpodobností, pøíslu¹né náhod-

nému výbìru (X

1

; : : : ;X

n

); n = 1; 2; : : : : Poznamenejme, ¾e (1.13)

je splnìno napø. pro Kolmogorovovu vzdálenost empirické distri-

buèní funkce od skuteèné, co¾ má pro statistické aplikace nejvìt¹í

význam, ale platí to i pro dal¹í vzdálenosti

Uká¾eme, ¾e fréchetovská diferencovatelnost spolu s klasickou

formou centrální limitní vìty dávají asymptotické rozdìlení prav-

dìpodobností empirického funkcionálu T (P

n

):

Vìta 1.1 Nech» T je statistický funkcionál, fréchetovsky diferen-

covatelný podle P a pøedpokládejme, ¾e empirické rozdìlení P

n

ná-

hodného výbìru (X

1

; : : : ;X

n

) splòuje podmínku (1.13) pøi n!1:

Jestli¾e G^ateauxova derivace T

0

X

1

(P ) má kladný rozptyl,
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var

P

T

0

X

1

(P ) > 0; pak posloupnost

p

n(T (P

n

)�T (P )) má asympto-

ticky normální rozdìlení pøi n!1; neboli

L

�

T (P

n

)� T (P )

�

�! N

�

0; var

P

T

0

X

1

(P )

�

: (1.14)

D�ukaz. Podle (1.12) je T

0

P

n

(P ) =

1

n

P

n
i=1

T

0

X

i

(P ): Dále podle (1.6)

a podmínky (1.13) dostáváme

p

n(T (P

n

)� T (P )) =

1

p

n

n

X

i=1

T

0

X

i

(P ) +R

n

=

1

p

n

n

X

i=1

L

P

(P

n

� P ) +

p

n o(�(P

n

; P )) (1.15)

=

1

p

n

n

X

i=1

T

0

X

i

(P ) + o

p

(1):

Jestli¾e spoleèný rozptyl var

P

T

0

X

i

(P ) = var

P

T

0

X

1

(P ); i = 1; : : : ; n;

je koneèný, pak (1.14) plyne z (1.15) a z klasické centrální limitní

vìty. �

Pøíklad 1.5 Nech» T (P ) = var

P

X = �

2

: Pak

T (P

n

) = S

2

n

=

1

n

n

X

i=1

(X

i

�

�

X

n

)

2

a podle pøíkladu 1.4 b)

T

0

x

(P ) = (x� IE

P

X)

2

� var

P

X;

tedy

var

P

T

0

X

(P ) = IE

P

(X � IE

P

X)

4

� IE

2
P

(X � IE

P

X)

2

= �

4

� �

2
2



1.7. ASYMPTOTICKÉ ROZDÌLENÍ 23

a podle Vìty 1.1 dostáváme asymptotické rozdìlení výbìrového

rozptylu

L

�

p

n(S

2

n

� �

2

)

�

�! N

�

0; �

4

� �

2
2

�

:
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Kapitola 2

Základní charakteristiky

robustnosti

2.1 Inuenèní funkce

Vra»me se k rozvoji (1.15) rozdílu T (P

n

)� T (P ); podle kterého

T (P

n

)� T (P ) =

1

n

n

X

i=1

T

0

X

i

(P ) + n

�1=2

R

n

; (2.1)

kde n

�1=2

R

n

= o

p

(n

�1=2

): Pak

1

n

P

n
i=1

T

0

X

i

(P ) m�u¾eme chápat

jako chybu odhadu T (P ) pomocí T (P

n

) a T

0

X

i

(P ) m�u¾eme chápat

jako pøíspìvek X

i

k této chybì, neboli jako vliv X

i

na tuto chybu.

To nás intuitivnì vede k výkladu G^ateauxovy derivace T

0

x

(P ); x 2

X jako inuenèní funkce funkcionálu T (P ):

De�nice 2.1 Inuenèní funkcí funkcionálu T v rozdìlení pravdì-

podobností P nazveme G^ateauxovu derivaci T podle P ve smìru

25
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�

x

; x 2 X ; tj.

IF (x;T; P ) = T

0

x

(P ) = lim

t!0

+

T (P

t

(�

x

))� T (P )

t

(2.2)

kde P

t

(�

x

) = (1� t)P + t�

x

:

Vlastnosti IF :

a) IE

P

(IF (x;T; P )) =

R

X

T

0

x

(P )dP = 0;

tedy pr�umìrný vliv na chybu odhadování pøes v¹echny body

x je roven nule.

b) Jestli¾e T je fréchetovsky diferencovatelný, je splnìna pod-

mínka (1.13) a

var

P

(IF (x;T; P )) = IE

P

(IF (x;T; P ))

2

> 0;

pak

�

p

n(T (P

n

)� T (P )

�

�! N

�

0; var

P

(IF (x;T; P ))

�

:

Pøíklad 2.1 (a) Støední hodnota: T (P ) = IE

P

(X) = m

P

: Pak

T (P

n

) =

�

X

n

;

IF (x;T; P ) = T

0

x

(P ) = x�m

p

;

IE

P

(IF (x;T; P )) = 0;

var

P

(IF (x;T; P )) = var

P

X = �

2

P

;

IE

Q

(IF (x;T; P )) = m

Q

�m

P

pro Q 6= P;

L

�

p

n(

�

X

n

�m

p

)

�

�! N (0; �

2

P

)
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pokud P je skuteèné rozdìlení pravdìpodobností náhodného vý-

bìru (X

1

; : : : ;X

n

):

(b) Rozptyl: T (P ) = var

P

X = �

2

P

: Pak

IF (x;T; P ) = (x�m

P

)

2

� �

2

P

;

IE

P

(IF (x;T; P )) = 0;

var

P

(IF (x;T; P )) = �

4

� �

2
2

= �

4

� �

4

P

IE

Q

(IF (x;T; P )) = IE

Q

(X �m

p

)

2

� �

2

P

= �

2

Q

+ (m

Q

�m

P

)

2

+ 2IE

Q

(X �m

Q

)(m

Q

�m

P

)

��

2

P

= �

2

Q

� �

2

P

+ (m

Q

�m

P

)

2

:

2.1.1 Diskretizovaná forma inuenèní funkce

Oznaème T

n

= T (P

n

) = T

n

(X

1

; : : : ;X

n

) empirický funkcionál od-

povídající vektoru pozorování (X

1

; : : : ;X

n

): Pøidejme k pozorová-

ním X

1

; : : : ;X

n

dal¹í pozorování Y: Pak vliv Y na T

n

charakteri-

zujeme rozdílem

T

n+1

(X

1

; : : : ;X

n

; Y )� T

n

(X

1

; : : : ;X

n

) := I(T

n

; Y ): (2.3)

Proto¾e

P

n

=

1

n

n

X

i=1

�

X

i

;

P

n+1

=

1

n+ 1

 

n

X

i=1

�

X

i

+ �

Y

!

=

n

n+ 1

P

n

+

1

n+ 1

�

Y

=
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�

1�

1

n+ 1

�

P

n

+

1

n+ 1

�

Y

;

m�u¾eme øíci, ¾e P

n+1

vzniklo z P

n

kontaminací degenerovaným

rozdìlením �

Y

v pomìru

1

n+1

; a tedy

I(T

n

; Y ) = T

��

1�

1

n+ 1

�

P

n

+

1

n+ 1

�

Y

�

� T (P

n

):

Proto¾e

lim

n!1

(n+ 1)I(T

n

; Y ) (2.4)

= lim

n!1

T

h�

1�

1

n+1

�

P

n

+

1

n+1

�

Y

i

� T (P

n

)

1

n+1

= IF (Y ;T; P );

m�u¾eme chápat (n + 1)I(T

n

; Y ) jako diskretizovanou verzi inu-

enèní funkce. Supremum jI(T

n

; Y )j pøes Y pøedstavuje míru citli-

vosti empirického funkcionálu T

n

; pøi pevných X

1

; : : : ;X

n

; ke pøi-

dání dal¹ího pozorování.

De�nice 2.2 Citlivostí funkcionálu T

n

(X

1

; : : : ;X

n

) k pøidání dal-

¹ího pozorování pøi daných X

1

; : : : ;X

n

nazýváme èíslo

S(T

n

) = sup

Y

jI(T

n

(X

1

; : : : ;X

n

); Y )j: (2.5)

Pøíklad 2.2 (a) Støední hodnota:

T (P ) = IE

P

X; T

n

=

�

X

n

; T

n+1

=

�

X

n+1
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=) T

n+1

=

1

n+ 1

(n

�

X

n

+ Y )

I(T

n

; Y ) =

�

n

n+ 1

� 1

�

�

X

n

+

1

n+ 1

Y

=

1

n+ 1

(Y �

�

X

n

)

=) (n+ 1)I(T

n

; Y ) = Y �

�

X

n

P

=) Y � IE

P

X

=) S(

�

X

n

) =

1

n+ 1

sup

Y

jY �

�

X

n

j =1;

tedy výbìrový pr�umìr má nekoneènou citlivost k pøidání dal¹ího

pozorování.

(b) Medián:

Nech» n = 2m + 1 a nech» X

(1)

� : : : � X

(n)

jsou pozorování

uspoøádaná podle velikosti. Pak T

n

= T

n

(X

1

; : : : ;X

n

)

= X

(m+1)

a T

n+1

= T

n+1

(X

1

: : : ;X

n

; Y ) nabývá následujících hod-

not v závislosti na poloze Y vzhledem k ostatním pozorováním:

T

n+1

=

8
>
>
>
<

>
>
>
:

X

(m)

+X

(m+1)

2

: : : Y � X

(m)

X

(m+1)

+X

(m+2)

2

: : : Y � X

(m+2)

Y+X

(m+1)

2

: : : X

(m)

� Y � X

(m+2)

a odtud odvodíme míru vlivu pøidání Y k pozorovánímX

1

; : : : ;X

n

:

I(T

n

; Y ) =

8
>
>
>
<

>
>
>
:

X

(m)

�X

(m+1)

2

Y � X

(m)

X

(m+2)

�X

(m+1)

2

Y � X

(m+2)

Y�X

(m+1)

2

X

(m)

� Y � X

(m+2)

:
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Proto¾e j

1
2

(Y �X

(m+1)

)j je nejmen¹í ze tøí mo¾ných hodnot

jI(T

n

; Y )j; dostáváme hodnotu citlivosti mediánu ke pøidání dal-

¹ího pozorování

S(T

n

) = max

�

1
2

(X

(m+1)

�X

(m)

);

1
2

(X

(m+2)

�X

(m+1)

)

	

;

tato hodnota je koneèná pøi libovolných pevných hodnotách

X

1

; : : : ;X

n

:

2.2 Kvalitativní robustnost

Na pøíkladu 2.1 jsme vidìli, ¾e inuenèní funkce pr�umìru a roz-

ptylu jsou neohranièené a mohou nabýt libovolnì velkých hodnot.

Rovnì¾ pøíklad 2.2 ukazuje, ¾e pøidání dal¹ího pozorování m�u¾e

zp�usobit selhání výbìrového pr�umìru. Podobné chování pozoru-

jeme na odhadu metodou nejmen¹ích ètverc�u (a vlastnì pr�umìr je

speciálním pøípadem odhadu metodou nejmen¹ích ètverc�u); pøi-

pomeòme si vìtu Kagana, Linnika a Rao, citovanou v paragrafu

1.1, podle které je odhad metodou nejmen¹ích ètverc�u velice cit-

livý k odchylkám od normálního rozdìlení chyb. Odtud intuitivnì

usuzujeme, ¾e odhad metodou nejmen¹ích ètverc�u (a pr�umìr) je

velmi nerobustní. Jak v¹ak matematicky de�novat robustnost? De-

�nice robustnosti není zcela jednoznaèná, proto¾e historicky se

tento pojem vyvíjel po mnoho let a problémy citlivosti statistic-

kých postup�u k odchylkám od daných podmínek uva¾ovalo mnoho

statistik�u v pr�ubìhu dlouhého období a z r�uzných hledisek.

Je zajímavé, ¾e prvnì si uvìdomili citlivost pr�umìru a rozptylu

k odlehlým pozorováním astronomové a fyzikové, kteøí se sna¾ili

urèit hodnoty r�uzných fyzikálních, geofyzikálních a astronomic-

kých konstant jako¾to pr�umìru nìkolika mìøení. Tato èást histo-

rie je velmi zajímavá a pouèná a je poutavì popsána ve Stiglerovì
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knize [70]. R. J. Boskoviè [12] ji¾ v roce 1757 navrhl alternativní

metodu k nejmen¹ím ètverc�um pøi vyhodnocování svých pokus�u

spìjících k charakterizování tvaru zemìkoule. E. S. Pearson [58] ji¾

v r. 1931 pozoroval citlivost klasických metod analýzy rozptylu k

odchylkám od normálního rozdìlení. J. W. Tukey a jeho princeton-

ská skupina zaèali se systematickým studiem r�uzných alternativ k

metodì nejmen¹ích ètverc�u od 40. let 20. století. Oznaèení "ro-

bustní" poprvé pou¾il Box [13] v r. 1953. Box a Anderson [14] v r.

1955 argumentovali tím, ¾e dobrý statistický postup má být málo

citlivý ke zmìnám parametr�u, které jsou pro nìj ru¹ivé nebo se

ho netýkají, ale má být vydatný, tj. citlivý ke zmìnám parametr�u,

které jsou støedem jeho zájmu.

Ve vìt¹inì pøípad�u uva¾ujeme robustnost statistického postupu

vzhledem k odchylkám od pøedpokládaného rozdìlení chyb. Jsou

v¹ak i jiné d�ule¾ité typy robustnosti, napø. k odchylkám od pøed-

pokladu nezávislosti pozorování. Hampel [29], [30] uva¾oval pojem

robustnosti statistického funkcionálu, zalo¾ený na jeho spojitosti

v okolí daného rozdìlení pravdìpodobností P

0

2 P vzhledem k

Prochorovovì metrice na prostoru P:

Nech» náhodná velièina [vektor] X nabývá hodnot ve výbìro-

vém prostoru (X ;B) a (X

1

; : : : ;X

n

) je vektor nezávislých reali-

zací X nabývající hodnot v souèinovém prostoru (X ;B)


n

: Nech»

T

n

= T

n

(X

1

; : : : ;X

n

) je posloupnost statistik (empirických funk-

cionál�u), T

n

: (X ;B)


n

7! (T

n

;A

n

): Nech» P je systém v¹ech

rozdìlení pravdìpodobností na B s Prochorovovou metrikou d

P

:

De�nice 2.3 Øekneme, ¾e posloupnost statistik fT

n

g je (kvalita-

tivnì) robustní pro rozdìlení pravdìpodobností P; jestli¾e k libovol-

nému " > 0 existuje � > 0 a pøirozené èíslo n

0

tak, pro v¹echna
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Q 2 P a n � n

0

;

d

P

(P;Q) < � =) d

P

(L

P

(T

n

);L

Q

(T

n

)) < "; (2.6)

kde L

P

(T

n

) je rozdìlení T

n

za P a L

Q

(T

n

) je rozdìlení T

n

za Q:

Takto chápanou robustnost nazýváme kvalitativní , proto¾e

pouze øíká, jestli funkcionál je nebo není robustní, a tuto cha-

rakteristiku nijak nemìøí. Je to také robustnost in�nitesimální,

proto¾e uva¾uje chování funkcionálu v okolí P

0

: Samozøejmì po-

dobnì m�u¾eme uva¾ovat spojitost i vzhledem k jiné metrice na P;

napø. k Lévyho metrice.

Proto¾e chceme srovnávat funkcionály mezi sebou z hlediska

robustnosti, sna¾íme se robustnost nìjakým zp�usobem kvanti�ko-

vat, tj. charakterizovat ji nìjakým èíslem. Jak uká¾eme, takových

mo¾ných kvanti�kací je celá øada; náhrada slo¾itìj¹ího pojmu jed-

ním èíslem je v¹ak vìt¹inou jednostranná a zjednodu¹ující.

2.3 Kvantitativní charakteristiky

robustnosti

2.3.1 Charakteristiky zalo¾ené na inuenèní

funkci

Inuenèní funkce je jednou z nejd�ule¾itìj¹ích charakteristik statis-

tického funkcionálu/odhadu. Hodnota IF (x;T; P ) mìøí vliv kon-

taminace funkcionálu T hodnotou x; a tedy má-li být T robustní,

mìl by mít ohranièenou inuenèní funkci. Ohranièenost inuenèní

funkce v¹ak neplyne ze spojitosti funkcionálu, tj. z jeho kvalita-

tivní robustnosti ; napø. odhad parametru polohy nebo posunutí,
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vzniklý inverzí van der Waerdenova poøadového testu, má neohra-

nièenou inuenèní funkci, zatímco je globálnì robustní.

Neju¾ívanìj¹ími èíselnými charakteristikami funkcionálu T; za-

lo¾enými na inuenèní funkci, jsou jeho globální a lokální citlivost:

a) Globální citlivostí funkcionálu T pro rozdìlení pravdìpodob-

ností P nazýváme maximální hodnotu inuenèní funkce, pøí-

slu¹nou argumentu P; tj.



�

= sup

x2X

jIF (x;T; P )j: (2.7)

b) Lokální citlivostí funkcionálu T pro rozdìlení pravdìpodob-

ností P nazýváme hodnotu

�

�

= sup

x;y; x6=y

�
�
�
�

IF (y;T; P ) � IF (x;T; P )

y � x

�
�
�
�

; (2.8)

která zobrazuje vliv nahrazení hodnoty x hodnotou y na

funkcionál T:

Rozdíl mezi globální a lokální citlivostí je dobøe vidìt na následu-

jícím pøíkladì.

Pøíklad 2.3 (a) Pr�umìr

T (P ) = IE

P

(X); IF (x;T; P ) = x� IE

P

X =) 

�

=1; �

�

=

1; tedy pr�umìr není robustní, ale není citlivý k lokálnímu nahra-

zování hodnot.

(b) Rozptyl

T (P ) = var

P

X = �

2

P

;

IF (x;T; P ) = (x� IE

P

(X))

2

� �

2

P

; 

�

=1;
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�

�

= sup

y 6=x

�
�
�
�

(x� IE

P

(X))

2

� (y � IE

P

(X))

2

x� y

�
�
�
�

= sup

y 6=x

�
�
�
�

x

2

� y

2

� 2(x� y)IE

P

X

x� y

�
�
�
�

= sup

y 6=x

jx+ y � 2IE

P

Xj =1;

a tedy rozptyl není robustní ani k velkým, ani k lokálním odchyl-

kám.

2.3.2 Bod selhání

Velmi èasto pou¾ívanou charakteristikou robustnosti odhadu je

jeho bod selhání, navr¾ený Donoho a Huberem [20] v r. 1983. Uva-

¾ujme náhodný výbìr x

0

= (x

1

; : : : ; x

n

) a jemu pøíslu¹nou hodnotu

T

n

(x

0

) odhadu funkcionálu T: V tomto "poèáteèním" výbìru na-

hradíme m jakýchkoli slo¾ek libovolnými hodnotami; pøedstavme

si co nejnepøíznivìj¹í nahrazení co nejnepøíznivìj¹ími hodnotami,

pøípadnì nekoneènými. Oznaème x

(m)

nový výbìr vzniklý po ta-

kovém nahrazení a T

n

(x

m

) pøíslu¹nou hodnotu odhadu.

Pak bodem selhání odhadu T

n

ve výbìru x

(0)

nazýváme èíslo

"

�
n

(T

n

;x

(0)

) =

m

�

(x

(0)

)

n

;

kde m

�

(x

(0)

) je nejmen¹í celé èíslo m; pro které

sup

x

(m)

kT

n

(x

(m)

)� T

n

(x

(0)

)k =1;

tj. nejmen¹í podíl pozorování, který po nahrazení libovolnými hod-

notami m�u¾e pøivést T

n

k nekoneèným hodnotám. Bod selhání nì-

kterých odhad�u je univerzální v tom smyslu, ¾e m

�

nezávisí na
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poèáteèním výbìru x

(0)

: V takovém pøípadì m�u¾eme stanovit li-

mitu "

�

= lim

n!1

"

�
n

; která se také nìkdy nazývá bodem selhání.

Modi�kaci bodu selhání dostaneme, jestli¾e místo nahrazením

slo¾ek pøidáme k p�uvodnímu výbìru m nepøíznivých hodnot.

Pøíklad 2.4 (a) Pr�umìr

�

X

n

=

1

n

P

n
i=1

X

i

:

"

�
n

(

�

X

n

;x

(0)

) =

1

n

pro libovolný poèáteèní výbìr x

(0)

; a tedy

lim

n!

"

�
n

(

�

X

n

;x

(0)

) = 0 pro libovolný poèáteèní výbìr x

(0)

:

(b) Medián

~

X

n

= X

(

n+1

2

)

(pro jednoduchost uva¾ujeme liché n):

"

�
n

(

~

X

n

;x

(0)

) =

n+1

2n

pro libovolný poèáteèní výbìr x

(0)

; a tedy

lim

n!

"

�
n

(

~

X

n

;x

(0)

) =

1
2

pro libovolný poèáteèní výbìr x

(0)

:

2.3.3 Míra chvost�u statistického odhadu

Tato míra se uplatòuje zejména pøi posuzování odhad�u parametr�u

posunutí a regrese, kde je v pøekvapivé shodì s intuicí; zde ji bu-

deme ilustrovat na parametru posunutí a pozdìji se vrátíme k

regresi. Uva¾ujme model, ve kterém (X

1

; : : : ;X

n

) je náhodný vý-

bìr z rozdìlení pravdìpodobností se spojitou distribuèní funkcí

F (x � �); � 2 IR; a chceme odhadnout parametr �: V takovém

modelu je pøirozené omezit se na odhady T

n

ekvivariantní vzhle-

dem k posunutí, tj. splòující

T

n

(X

1

+ c; : : : ;X

n

+ c) = T

n

(X

1

; : : : ;X

n

) + c

8 c 2 IR a 8X

1

: : : ;X

n

:

Chování odhadu T

n

parametru � m�u¾eme charakterizovat po-

mocí pr�ubìhu pravdìpodobnosti P

�

(jT

n

��j > a); buï pøi pevném
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a > 0 a n ! 1; nebo pøi pevném n a a ! 1: Skuteènì, jestli¾e

fT

n

g je konsistentním odhadem �; pak pro libovolné pevné a > 0

platí lim

n!0

P

�

(jT

n

� �j > a) = 0: Nìkteøí autoøi, napø. Bahadur

[4], Fu [25] a Sievers [67] uva¾ovali jako míru vydatnosti odhadu

T

n

limitu

lim

n!1

�

�

1

n

logP

�

(jT

n

� �j > a)

�

pøi pevném a > 0

(pokud tato limita existuje), a porovnávali odhady z hlediska této

vydatnosti.

Od dobrého odhadu T

n

= T

n

(X

1

; : : : ;X

n

) také oèekáváme, ¾e

lim

a!1

P

�

(jT

n

� �j > a) = 0

pøi pevném n; a ¾e tato konvergence je co nejrychlej¹í vzhledem k

a!1. Pravdìpodobnosti P

�

(T

n

� � > a) nebo P

�

(T

n

� � < �a)

pøi velkých a > 0 nazýváme pravým, resp. levým chvostem roz-

dìlení pravdìpodobností T

n

: V pøípadì symetrického rozdìlení

charakterizujeme chvosty pravdìpodobností P

�

(jT

n

� �j > a) =

P

0

(jT

n

j > a): Lze tedy øíci, ¾e zajímavé jsou odhady s co nej-

rychlej¹ími chvosty; existuje v¹ak horní hranice rychlosti chvost�u

ekvivariantního odhadu T

n

; a ta je dána hodnotami 1 � F (a) a

F (�a); pøi velkých a > 0:

Pro jednoduchost uva¾ujme symetrickou distribuèní

funkci, tj. pøedpokládejme, ¾e F (�x) = 1�F (x) 8x 2 IR: Jureè-

ková [43] navrhla následující míru chování chvost�u ekvivariantního

odhadu T

n

(viz [43]):

B(T

n

; a) =

� log P

�

(jT

n

� �j > a)

� log (1� F (a))

=

� log P

0

(jT

n

j > a)

� log (1� F (a))

; a > 0: (2.9)
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Hodnota B(T

n

; a) udává, kolikrát rychleji konverguje pravdìpo-

dobnost

P

0

(jT

n

j > a) k 0 pøi a ! 1 ne¾ 1 � F (a); a tedy zajímavý je

odhad T

n

s co nejvìt¹ími hodnotami B(T

n

; a) pøi a � 0: Snadno

ovìøíme následující lemma:

Lemma 2.1 Nech» X

1

; : : : ;X

n

je náhodný výbìr z populace s dis-

tribuèní funkcí F (x��); 0 < F (x) < 1; F (�x) = 1�F (x); x; � 2

IR: Nech» T

n

je ekvivariantní odhad � takový, ¾e pro libovolné

pevné n platí

min

1�i�n

X

i

> 0 =) T

n

(X

1

; : : : ;X

n

) > 0

(2.10)

max

1�i�n

X

i

< 0 =) T

n

(X

1

; : : : ;X

n

) < 0:

Pak, pro libovolné pevné n;

1 � lim

a!1

B(T

n

; a) � lim

a!1

B(T

n

; a) � n: (2.11)

D�ukaz. Skuteènì, pro ekvivariantní odhad T

n

platí

P

0

(jT

n

(X

1

; : : : ;X

n

)j > a)

= P

0

(T

n

(X

1

; : : : ;X

n

) > a)

+P

0

(T

n

(X

1

; : : : ;X

n

) < �a)

= P

0

(T

n

(X

1

� a; : : : ;X

n

� a) > 0)

+P

0

(T

n

(X

1

+ a; : : : ;X

n

+ a) < 0)

� P

0

�

min

1�i�n

X

i

> a

�

+ P

0

�

max

1�i�n

X

i

< �a

�
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= 2

�n+1

[P

0

(jX

1

j > a)]

n

;

a tedy

� logP

0

(jT

n

(X

1

; : : : ;X

n

)j > a)

� � log 2� n log(1� F (a))

=) lim

a!1

� logP

0

(jT

n

j > a)

� log(1� F (a))

� n:

Podobnì,

P

0

(jT

n

(X

1

; : : : ;X

n

)j > a) � P

0

�

min

1�i�n

X

i

� �a

�

+P

0

�

max

1�i�n

X

i

� a

�

= 2

�

1� [1�

1
2

P

0

(jX

1

j > a)]

n

	

= 2 f1� (F (a))

n

g

= 2(1� F (a))

�

1 + F (a) + : : :+ (F (a))

n�1

�

� 2n(1� F (a));

a tedy

� logP

0

(jT

n

(X

1

; : : : ;X

n

)j > a)

� � log 2� logn� log(1 � F (a))

=) lim

a!1

� logP

0

(jT

n

j > a)

� log(1� F (a))

� 1:

�
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Pokud odhad T

n

dosahuje horní hranice ve (2.11), pak je zøejmì

nejlep¹í pro distribuèní funkci F , proto¾e jeho chvosty konvergují

k nule n-násobnì rychleji ne¾ (1�F (a)); a rychleji nelze. Vznikají

ov¹em otázky,

� zda je tato horní hranice dosa¾itelná a pro která T

n

a F;

� zda nìjaký odhad T

n

dosahuje vysokých hodnot

B(T

n

; a) robustnì pro velkou tøídu distribuèních funkcí.

Ukazuje se, ¾e dolní i horní hranice ve (2.11) jsou dosa¾itelné vý-

bìrovým pr�umìrem

�

X

n

; a to horní hranice pro normální rozdìlení

a pro rozdìlení s exponenciálními chvosty a dolní hranice pro Cau-

chyho rozdìlení a pro rozdìlení s tì¾kými chvosty. To znamená, ¾e

�

X

n

je opìt velmi nerobustní. Naproti tomu, chování výbìrového

mediánu

~

X

n

je robustní i z hlediska chvost�u:

~

X

n

v¹ak nedosahuje

horní hranice ve (2.11), naopak, lim

a!1

B(

~

X

n

; a) se dr¾í upro-

støed mezi 1 a n pro ¹irokou tøídu distribuèních funkcí F:

Proto¾e tyto závìry dobøe charakterizují pojem robustnosti,

upøesníme je v následující vìtì:

Vìta 2.1 Nech» X

1

; : : : ;X

n

je náhodný výbìr z populace s distri-

buèní funkcí F (x� �); 0 < F (x) < 1; F (�x) = 1�F (x); x; � 2

IR:

(i) Nech»

�

X

n

=

1

n

P

n
i=1

X

i

znaèí výbìrový pr�umìr. Má-li distri-

buèní funkce F exponenciální chvosty, tj.

lim

a!1

� log(1� F (a)

ba

r

= 1 pro nìjaká b > 0; r � 1;

(2.12)
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pak

lim

a!1

B(

�

X

n

; a) = n: (2.13)

(ii) Má-li distribuèní funkce F tì¾ké chvosty, tj.

lim

a!1

� log(1� F (a)

m log a

= 1 pro nìjaké m > 0; (2.14)

pak

lim

a!1

B(

�

X

n

; a) = 1: (2.15)

(iii) Nech»

~

X

n

je výbìrový medián. Jestli¾e F splòuje buï (2.12)

nebo (2.14), pak

n

2

� lim

a!1

B(

~

X

n

; a) �

n

2

+ 1 pro sudé n; (2.16)

lim

a!1

B(

~

X

n

; a) =

n+ 1

2

pro liché n: (2.17)

Poznámka 2.1 Distribuèní funkci s exponenciálními chvosty, spl-

òující (2.12), oznaèíme krátce jako typ I: mezi tato rozdìlení patøí

napø. normální (r = 2); logistické a Laplaceovo (r = 1) rozdì-

lení. Distribuèní funkci s tì¾kými chvosty, splòující (2.14), ozna-

èíme krátce jako typ II: mezi tato rozdìlení patøí napø. Cauchyho

(m = 1) nebo t-rozdìlení o m stupních volnosti m > 1:

D�ukaz vìty 2.1. (i) Staèí dokázat, ¾e v pøípadì F s exponenci-

álními chvosty existuje støední hodnota

E

"

= IE

0

�

exp

�

n(1� ")bj

�

X

n

j

r

	�

<1; (2.18)
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pro libovolné " 2 (0; 1): Skuteènì, pak plyne z Markovovy nerov-

nosti

P

0

(j

�

X

n

j > a) � E

"

� expf�n(1� ")ba

r

g

=) lim

a!1

� logP

0

(j

�

X

n

j > a)

ba

r

� lim

a!1

n(1� ")ba

r

� logE

"

ba

r

= n(1� ");

a tedy tvrzení (2.13).

Koneènost støední hodnoty (2.18) doká¾eme pomocí Hölderovy

nerovnosti:

IE

0

�

exp

�

n(1� ")bj

�

X

n

j

r

	�

� IE

0

h

exp

n

(1� ")b

n

X

i=1

jX

i

j

r

oi

(2.19)

� (IE

0

[exp f(1� ")bjX

1

j

r

g])

n

= 2

n

�

Z

1

0

[exp f(1� ")bx

r

g] dF (x)

�

n

:

Z podmínky (2.12) vyplývá, ¾e ke ka¾dé volbì " existuje A

"

> 0

tak, ¾e pro a � A

"

platí

1� F (a) < exp

�

�(1�

"
2

)ba

r

	

:

Poslední integrál v (2.19) m�u¾eme postupnì upravit následujícím

zp�usobem:

Z

1

0

exp f(1� ")bx

r

g dF (x)
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=

Z

A

"

0

exp f(1� ")bx

r

g dF (x)

�

Z

1

A

"

exp f(1� ")bx

r

g d(1� F (x))

=

Z

A

"

0

exp f(1� ")bx

r

g dF (x)

+(1� F (A

"

)) � exp f(1� ")bA

r
"

g

+

Z

1

A

"

(1� F (x))(1 � ")brx

r�1

� exp f(1� ")bx

r

g dx

�

Z

A

"

0

exp f(1� ")bx

r

g dF (x) + exp

n

�

"
2

bA

r
"

o

+

Z

1

A

"

(1� ")brx

r�1

� exp

n

�

"
2

bx

r

o

dx <1

a odtud plyne tvrzení (i).

(ii) Nech» F má tì¾ké chvosty. Pak

P

0

(j

�

X

n

j > a) = P

0

(

�

X

n

> a) + P

0

(

�

X

n

< �a)

� P

0

�

X

1

> �a; : : : ;X

n�1

> �a;X

n

> (2n� 1)a

�

+P

0

�

X

1

< a; : : : ;X

n�1

< a;X

n

< �(2n� 1)a

�

= 2(F (a))

n�1

[1� F ((2n� 1)a)];

a tedy

lim

a!1

B(

�

X

n

; a) � lim

a!1

� log[1� F (2n� 1)a]

m log a
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= lim

a!1

� log[1� F (2n� 1)a]

m log((2n� 1)a)

= 1:

(iii) Nech»

~

X

n

je výbìrový medián a n je liché. Pak

~

X

n

je pro-

støední poøádková statistika,

~

X

n

= X

(m)

; m =

n+1

2

a F (

~

X

n

) =

U

(m)

má beta-rozdìlení pravdìpodobností, a platí

P

0

(j

~

X

n

j > a) = P

0

(

~

X

n

> a) + P

0

(

~

X

n

< �a)

= 2n

�

n� 1

m� 1

�

Z

1

F (a)

u

m�1

(1� u)

m�1

du

� 2n

�

n� 1

m� 1

�

(1� F (a))

m

;

a podobnì

P

0

(j

~

X

n

j > a) � 2n

�

n� 1

m� 1

�

(F (a))

m�1

(1� F (a))

m

;

co¾ po zlogaritmování dává (2.17). D�ukaz pro sudé n je analogický.

�
2.3.4 Rozptyl asymptoticky normálního rozdìlení

Jestli¾e odhad T

n

funkcionálu T (�) má asymptoticky normální roz-

dìlení pøi n!1;

L

P

�

p

n(T

n

� T (P ))

�

! N (0; V

2

(P; T ));

pak vhodnou mírou robustnosti T

n

je supremum rozptylu V

2

(P; T )

pøes okolí P

0

� P pøedpokládaného modelu,

�

2

(T ) = sup

P2P

0

V

2

(P; T ):
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Odhad, který minimalizuje sup

P2P

0

V

2

(P; T ) pøes urèitou tøídu

T odhad�u parametru �; se nazýváminimaximálnì robustní ve tøídì

T : Pozdìji uká¾eme, ¾e tøídy M-odhad�u, L-odhad�u i R-odhad�u ob-

sahují minimálnì robustní odhad parametru posunutí i regrese v

mno¾inì kontaminovaných normálních rozdìlení.



Kapitola 3

Robustní odhady

reálného parametru

Mìjme náhodný výbìr X

1

; : : : ;X

n

z populace s rozdìlením prav-

dìpodobností P ; rozdìlení je obecnì neznámé, pouze pøedpoklá-

dáme, ¾e jeho distribuèní funkce F patøí do nìjaké tøídy F distri-

buèních funkcí. Hledáme vhodný odhad parametru �; který lze vy-

jádøit jako funkcionál T (P ) rozdìlení P: Tentý¾ parametr � m�u¾e

být vyjádøen i více funkcionály: napø. støed symetrie m�u¾e být

zároveò støední hodnotou, mediánem, modem rozdìlení, a m�u¾e

být vyjádøen i jinými zp�usoby. Funkcionál T (P ) m�u¾e být vyjád-

øen i implicitnì jako øe¹ení rovnice (soustavy rovnic) nebo mini-

malizaèní (maximalizaèní) úlohy: pøipomeòme si maximálnì vìro-

hodný odhad, odhad momentovou metodu aj. Odhad parametru

� získáme tak, ¾e nahradíme P v pøíslu¹ném funkcionálu T (�) em-

pirickým rozdìlením pøíslu¹ným vektoru pozorování X

1

; : : : ;X

n

:

Budeme se zabývat hlavnì tøemi nejroz¹íøenìj¹ími tøídami ro-

bustních odhad�u reálného parametru: M -odhady, L-odhady a R-
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odhady, které pozdìji roz¹íøíme na jiné modely, zejména na line-

ární regresní model.

3.1 M-odhady

Tøídu M -odhad�u zavedl P. J. Huber v práci [37] a vlastnosti M -

odhad�u jsou podrobnì studovány v jeho knize [39]; viz také [3],

[15], [19], [32], [46], [52], aj.

M -odhad T

n

je de�nován jako øe¹ení minimalizaèní úlohy

n

X

i=1

�(X

i

; �) := min vzhledem k � 2 �;

neboli (3.1)

IE

P

n

[�(X; �)] = min; � 2 �;

kde �(�; �) je vhodnì zvolená funkce. V parametrickém modelu,

kde rozdìlení P

�

má hustotu f(x; �); je speciálním pøípadem M -

odhadu i maximálnì vìrohodný odhad, který je øe¹ením minimali-

zace

n

X

i=1

(� log f(X

i

; �)) = min; � 2 �:

Jestli¾e � je diferencovatelná vzhledem k � se spojitou derivací

 (�; �) =

@

@�

�(�; �); pak T

n

je øe¹ením (pøípadnì jedním z øe¹ení)

rovnice

n

X

i=1

 (X

i

; �) = 0; � 2 �; (3.2)

a tedy

1

n

n

X

i=1

 (X

i

; T

n

) = IE

P

n

[ (X;T

n

)] = 0; T

n

2 �: (3.3)
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Z (3.1) a (3.3) vyplývá, ¾e statistický funkcionál, pøíslu¹ný T

n

;

neboli M -funkcionál, je de�nován jako øe¹ení minimalizace

R

X

�(x; T (P )) dP (x) = IE

P

[�(X;T (P ))] := min;

T (P ) 2 � (3.4)

nebo jako øe¹ení rovnice

R

X

 (x; T (P )) dP (x) = IE

P

[ (X;T (P ))] = 0;

T (P ) 2 �: (3.5)

Aby funkcionál T (P ) byl �sherovsky konsistentní, je tøeba pøed-

pokládat, ¾e úlohy (3.4) a (3.5) mají jediné øe¹ení.

3.1.1 Inuenèní funkce M-odhadu

Pøedpokládejme, ¾e �(�; �) je diferencovatelná, derivace

 (�; �) je absolutnì spojitá vzhledem k � a rovnice (3.5) má jediné

øe¹ení T (P ): Nech» P

t

= (1 � t)P + t�

x

; pak T (P

t

) je øe¹ením

rovnice

Z

X

 (y; T (P

t

))d((1 � t)P + t�

x

) = 0;

tedy

(1� t)

Z

X

 (y; T (P

t

)) dP (y) + t (x; T (P

t

)) = 0: (3.6)

Derivujme (3.6) vzhledem k t :

�

Z

X

 (y; T (P

t

))dP (y) +  (x; T (P

t

))

+(1� t)

dT (P

t

)

dt

Z

X

�

@

@�

 (y; �)

�

�=T (P

t

)

dP (y)
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+t

dT (P

t

)

dt

�

@

@�

 (x; �)

�

�=T (P

t

)

= 0:

Dosadíme-li t = 0; dostaneme inuenèní funkci

IC(x;T; P ) =

 (x; T (P ))

�

R

X

_

 (y; T (P )dP (y)

(3.7)

kde

_

 (y; T (P ) =

�

@

@�

 (y; �)

�

�=T (P )

:

M-odhad parametru posunutí

D�ule¾itý speciální pøípad je model s parametrem posunutí �; ve

kterém X

1

; : : : ;X

n

jsou nezávislá pozorování se stejnou distribuèní

funkcí

F (x � �); � 2 R; distribuèní funkce F je obecnì neznámá. M -

odhad T

n

je de�nován jako øe¹ení minimalizace

n

X

i=1

�(X

i

� �) := min; (3.8)

a pokud �(�) je diferencovatelná s absolutnì spojitou derivací  (�);

je T

n

øe¹ením rovnice

n

X

i=1

 (X

i

� �) = 0: (3.9)

Aby byl pøíslu¹ný M -funkcionál T (F ) �sherovsky konsistentní, je

tøeba pøedpokládat, ¾e úloha

R

X

�(x � �)dP (x) := min má jediné

øe¹ení � = 0: Inuenèní funkce T (F ) pak je

IC(x;T; P ) =

 (x� T (P ))

R

X

 

0

(y)dP (y)

: (3.10)
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Z (3.8) a (3.9) okam¾itì vyplývá, ¾e T

n

je ekvivariantní vzhledem

k posunutí, tj. ¾e splòuje

T

n

(X

1

+ c; : : : ;X

n

+ c) = T

n

(X

1

; : : : ;X

n

) + c 8c 2 R: (3.11)

Na druhé stranì, T

n

obecnì není ekvivariantní vzhledem k mìøítku,

tj. obecnì neplatí

T

n

(cX

1

; : : : ; cX

n

) = cT

n

(X

1

: : : ;X

n

) pro c > 0:

V symetrickém modelu volíme � symetrickou kolem 0 ( je pak

lichá funkce). Jestli¾e je �(x) ryze konvexní (a tedy  (x) rostoucí),

je i

P

n
i=1

�(X

i

� �) ryze konvexní v � a M -odhad je urèen jedno-

znaènì. Jestli¾e je �(�) v nìkterém úseku lineární, je  (�) v tomto

úseku konstantní: pak rovnice

P

n
i=1

 (X

i

� �) = 0 m�u¾e mít vice

koøen�u a obvykle volíme jeden z tìchto koøen�u podle pravidla

T

n

=

1
2

(T

+

n

+ T

�

n

);

T

�

n

= supft :

n

X

i=1

 (X

i

� t) > 0g; (3.12)

T

+

n

= infft :

n

X

i=1

 (X

i

� t) < 0g:

Stejným zp�usobem urèíme M -odhad v situaci, ¾e  je neklesající

nespojitá funkce se skoky. Pokud je  (�) neklesající, a» u¾ spojitá

nebo se skoky, pak zøejmì platí pro libovolné a 2 R :

P

�

�

n

X

i=1

 (X

i

� a) > 0

�

� P

�

(T

n

> a) � P

�

(T

n

� a)
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� P

�

�

n

X

i=1

 (X

i

� a) � 0

�

(3.13)

= P

�

�

n

X

i=1

 (X

i

� a) > 0

�

+ P

�

�

n

X

i=1

 (X

i

� a) = 0

�

;

pokud P

�

�

P

n
i=1

 (X

i

� a) = 0

�

= 0; pøecházejí nerovnosti v

(3.13) v rovnosti. Odtud dále dostáváme

P

0

(

n

�

1
2

n

X

i=1

 

�

X

i

�

x

p

n

�

< 0

)

� P

�

(

p

n(T

n

� �) < x) � P

�

(

p

n(T

n

� �) � x)

� P

0

(

n

�

1
2

n

X

i=1

 

�

X

i

�

x

p

n

�

� 0

)

:

Proto¾e n

�

1
2

P

n
i=1

 

�

X

i

�

x

p

n

�

je normovaný souèet nezávislých

stejnì rozdìlených náhodných velièin, m�u¾eme nalézt asympto-

tické rozdìlení pravdìpodobností

p

n(T

n

� �) pøi n ! 1; pro  

neklesající, podle centrální limitní vìty.

Bod selhání M -odhadu parametru posunutí urèíme podle

paragrafu 2.3.2: Jestli¾e je funkce  (�) neohranièená, je "

�

= lim

n!1

"

�
n

= 0: Naopak, je-li � støedem symetrie rozdìlení prav-

dìpodobností a funkce  je ohranièená a lichá, je "

�

= lim

n!1

"

�
n

=

1
2

: TøídaM -odhad�u tedy obsahuje robustní i nerobustní elementy.

Pøíklad 3.1 (a) Støední hodnota:

Støední hodnotu � = IE

P

X lze chápat jako M -funkcionál s kri-

teriální funkcí �(x) = x

2

;  (x) = 2x;  

0

(x) = 2; a podle (3.10)
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dostaneme

IC(x;T; P ) =

2(x� IE

P

(X))

R

R

2dP

= x� IE

P

(X);

co¾ je ve shodì s pøedcházejícími výsledky.

Pøíslu¹nýmM -odhadem støední hodnoty je aritmetický pr�umìr

�

X

n

s bodem selhání "

�

= lim

n!1

"

�
n

= 0 a s globální citlivostí



�

= +1:

(b) Medián:

Medián

~

X = F

�1

(

1
2

) lze chápat jako M -funkcionál s kriteriální

funkcí �(x) = jxj a výbìrový medián T

n

=

~

X

n

je pak øe¹ením

minimalizace

n

X

i=1

jX

i

� �j := min; � 2 R:

Pøedpokládejme, ¾e rozdìlení pravdìpodobností P má spojitou

distribuèní funkci F; ryze rostoucí v intervalu (a; b);

� 1 � a < b � 1 a diferencovatelnou v okolí

~

X: Nech» F

t

je

distribuèní funkce kontaminovaného rozdìlení P

t

= (1� t)P + t�

x

:

Medián T (P

t

) je øe¹ením rovnice F

t

(u) =

1
2

; tj.

(1� t)F (T (P

t

)) + tI[x < T (P

t

) <1] =

1
2

:

Øe¹ením této rovnice dostaneme

T (P

t

) =

8
>
<

>
:

F

�1

�

1

2(1�t)

�

: : : x > T (P

t

)

F

�1

�

1�2t

2(1�t)

�

: : : x � T (P

t

):

Funkce T (P

t

) je spojitá v bodì t = 0; nebo» T (P

t

) !

~

X = T (P )

pøi t! 0; s pou¾itím rozvoje

1

2(1� t)

=

1
2

+

t

2

+O(t

2

) a

1� 2t

2(1 � t)

=

1
2

�

t

2

+O(t

2

)
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pøi t! 0 dostaneme

lim

t!0

1

t

[T (P

t

)� F

�1

(

1
2

)] =

1
2

sign (x� F

�1

(

1
2

))

�

dF

�1

(u)

du

�

u=

1
2

;

a odtud dostaneme inuenèní funkci mediánu

IC(x;

~

X;F ) =

sign (x�

~

X)

2f(

~

X)

: (3.14)

Medián je robustní, nebo» jeho inuenèní funkce je ohranièená,

na rozdíl od støední hodnoty. Bod selhání mediánu je "

�

=

1
2

a

globální citlivost 

�

=

1

2f(

~

X)

; (pro standardní normální rozdìlení

N(0; 1) je 

�

= 1:253):

Podle (3.14) je (IF (x;

~

X;P ))

2

=

1

4f

2

(

~

X)

= konst a lze dokázat,

pøi n!1 má

p

n(

~

X

n

�

~

X) asymptoticky normální rozdìlení,

Lf

p

n(

~

X

n

�

~

X)g ! N

�

0;

1

4f

2

(

~

X)

�

:

Speciálnì, je-li F distribuèní funkce normálního rozdìleníN (�; �

2

);

je f

2

(

~

X) = f

2

(�) =

�

1

�

p

2�

�

2

a

Lf

p

n(

~

X

n

�

~

X)g ! N

�

0;

�

2

�

2

�

:

(c) Maximálnì vìrohodný odhad parametru � rozdìlení pravdìpo-

dobností s hustotou f(x; �) :

�(x; T (P )) = � log f(x; T (P ));

 (x; T (P )) = �

@

@�

log f(x; �)

�
�
�

�=T (P )

;
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IF (x;T; P ) =

1

I

f

(T (P ))

�

_

f(x; T (P ))

f(x; T (P ))

;

kde

_

f(x; T (P )) =

@

@�

f(x; �)

�
�
�

�=T (P )

;

I

f

(T (P )) =

Z

X

�

@

@�

log f(x; �)

�
�
�

�=T (P )

�

2

f(x; T (P ))dx

je Fisherova informace rozdìlení f v bodì � = T (P ):

3.1.2 Volba funkce  u M-odhadu parametru posu-

nutí

M -odhad je urèen volbou kriteriální funkce � nebo její derivace

 : Jestli¾e parametr polohy je zároveò støedem symetrie rozdì-

lení pravdìpodobností, volíme � symetrickou podle nuly a tudí¾  

lichou.

Podle (3.10) je inuenèní funkce M -odhadu úmìrná  (x �

T (P )); tedy, má-li být odhad robustní, musí být  ohranièená.

Uveïme pøíklady nejèastìj¹í volby funkce  (a tedy i �); které se

vyskytují v literatuøe.

Støední hodnota jeM -funkcionál s lineární, a tedy neohranièe-

nou funkcí  . Pøíslu¹nýM -odhad,

�

X

n

; je maximálnì vìrohodným

odhadem parametru polohy normálního rozdìlení. Tento funkcio-

nál je v¹ak úzce vázán na normální rozdìlení a je velmi nerobustní.

Hledáme-li M -odhad parametru polohy rozdìlení pravdìpodob-

ností, vhodný pro okolí normálního rozdìlení, pou¾ijeme funkci  ;

kterou navrhl a zd�uvodnil P. J. Huber [37]. Tato funkce je lineární

v ohranièeném intervalu [�k; k]; a konstantní vnì tohoto inter-

valu. Kdybychom hledali rozdìlení pravdìpodobností s takovou
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vìrohodnostní funkcí, zjistili bychom, ¾e jeho hustota je normální

v intervalu [�k; k] a exponenciální vnì:

 

H

(x) =

(

x : : : jxj � k

k sign x : : : jxj > k;

(3.15)

kde k > 0 je pevnì zvolená konstanta. Pøíslu¹ný M -odhad, který

se èasto vyskytuje v literatuøe jako Huber�uv odhad, má ohrani-

èenou inuenèní funkci, bod selhání "

�

=

1
2

; globální citlivost



�

=

k

2F (k)�1

a míru chvost�u

lim

a!1

B(a; T

n

; F ) =

1
2

pro rozdìlení jak s exponenciálními, tak

s tì¾kými chvosty. Je to tedy robustní odhad støedu symetrie, ne-

citlivý k extrémním a odlehlým pozorováním. Jak dokázal Huber

[37], odhad generovaný funkcí (3.15) je minimaximálnì robustní

pro kontaminované normální rozdìlení , pøièem¾ hodnota k závisí

na podílu kontaminace.

Nìkteøí autoøi doporuèují je¹tì více omezit vliv odlehlých po-

zorování volbou funkce  (x); která konverguje k 0 pøi x ! �1;

pøípadnì která je rovna 0 vnì ohranièeného intervalu pokrývají-

cího 0. Takovou je napø. vìrohodnostní funkce Cauchyho rozdìlení,

 

C

(x) = �

f

0

(x)

f(x)

=

2x

1 + x

2

(3.16)

kde f(x) =

1

�(1+x

2

)

je hustota Cauchyho rozdìlení; dále Tukeyho

biweight funkce,

 

T

(x) =

8
>
<

>
:

x

h

1�

�

x
k

�

2

i

: : : jxj � k

0 : : : jxj > k

(3.17)
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nebo Andrewsova sinusová funkce,

 

A

(x) =

8
<

:

sin

x
k

: : : jxj � k�

0 : : : jxj > k�:

(3.18)

Hampel [31] navrhl spojitou, po èástech lineární funkci  ; nulovou

vnì ohranièeného intervalu:

 

HA

(x) =

8
>
>
>
>
>
>
<

>
>
>
>
>
>
:

jxj sign x : : : jxj < a

a sign x : : : a � jxj < b

c�jxj

c�b

a sign x : : : b � jxj < c

0 : : : jxj > c:

(3.19)

V literatuøe se také vyskytuje skipped mean, generovaný funkcí

 

�

(x) =

(

x : : : jxj � k

0 : : : jxj > k

(3.20)

nebo skipped median, generovaný funkcí

~

 (x) =

8
>
>
>
<

>
>
>
:

�1 : : : �k � x < 0

0 : : : jxj > k

1 : : : 0 � x � k:

(3.21)

Je v¹ak tøeba si uvìdomit, ¾e tyto funkce nejsou monotonní a

jim pøíslu¹né primitivní funkce � nejsou konvexní. Vedle globálního

minima m�u¾e mít funkce

P

n
i=1

�(X

i

��) lokální extrémy, které jsou

dal¹ími koøeny rovnice

P

n
i=1

 (X

i

� �) = 0. Poslední dvì funkce  navíc nejsou spojité,

tedy rovnice

P

n
i=1

 (X

i

� �) = 0 obecnì nemá øe¹ení a M -odhad

musí být hledán jako globální minimum funkce

P

n
i=1

�(X

i

� �):
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3.1.3 Studentizované M-odhady

M -odhad parametru posunutí je ekvivariantní vzhledem k po-

sunutí, ale obecnì není ekvivariantní vzhledem k mìøítku (viz

(3.11)). K pøekonání tohoto nedostatku m�u¾eme pou¾ít jedné z

následujících metod:

� Zároveò s parametrem posunutí odhadujeme i mìøítko: napø.

Huber [39] navrhuje zároveò s � odhadnout parametr mìøítka

� øe¹ením následující soustavy rovnic:

n

X

i=1

 

H

�

X

i

� �

�

�

= 0 (3.22)

n

X

i=1

�

�

X

i

� �

�

�

= 0 (3.23)

kde �(x) =  

2

H

(x)�

R

R

 

2

H

(y)d�(y);  

H

je Huberova funkce

(3.15) a � je distribuèní funkce standardního normálního

rozdìlení.

� Odhad, ekvivariantní vzhledem k posunutí i mìøítku zís-

káme studentizací M -odhadu vhodnou ¹kálovou (mìøítko-

vou) statistikou S

n

= S

n

(X

1

; : : : ;X

n

); splòující následující

podmínky:

(a) S

n

(x) > 0 s.v. pro x 2 R

(b) S

n

(x

1

+ c; : : : ; x

n

+ c) = S

n

(x

1

; : : : ; x

n

); c 2 R; x 2 R

n

(invariance vzhledem k posunutí)

(c) S

n

(cx

1

; : : : ; cx

n

) = cS

n

(x

1

; : : : ; x

n

); c > 0; x 2 R

n

(ekvivariance vzhledem k mìøítku)
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Dále pøedpokládáme,

n

1
2

(S

n

� S(F )) = O

p

(1) pøi n!1 (3.24)

kde S(F ) je statistický funkcionál, pøíslu¹ný S

n

: Studentizovaný

M -odhad je øe¹ením minimalizace

n

X

i=1

�

�

X

i

� �

S

n

�

:= min; � 2 R: (3.25)

Takto de�novaný odhad je skuteènì ekvivariantní vzhledem k po-

sunutí i k mìøítku. Pøíslu¹ný statistický funkcionál je de�nován

implicitnì jako øe¹ení minimalizace

Z

X

�

�

x� t

S(F )

�

dF (x) := min; t 2 R (3.26)

a funkcionál je �sherovsky konsistentní, pokud má minimalizace

(3.26) jediné øe¹ení. Pokud � má spojitou derivaci  ; je odhad té¾

øe¹ením rovnice

n

X

i=1

 

�

X

i

� �

S

n

�

= 0: (3.27)

Pokud je � konvexní a tedy  je neklesající, ale nespojitá v nìkte-

rých bodech nebo konstantní na nìkterých intervalech, uva¾ujeme

studentizovaný odhad ve tvaru analogickém (3.12), tedy

T

n

=

1
2

(T

+

n

+ T

�

n

);

T

�

n

= supft :

n

X

i=1

 

�

X

i

� t

S

n

�

> 0g (3.28)

T

+

n

= infft :

n

X

i=1

 

�

X

i

� t

S

n

�

< 0g:
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Pozastavme se u volby ¹kálové statistiky S

n

: Na rozdíl od

støedu symetrie rozdìlení pravdìpodobností, který je zároveò pr�u-

mìrem, mediánem, modem atd., neexistuje univerzální mìøítko,

pøesnìji funkcionál mìøítka, a volba urèitého funkcionálu závisí na

nás. Uveïme nìkteré pøíklady:

� Výbìrová smìrodatná odchylka:

S

n

=

�

1

n

n

X

i=1

(X

i

�

�

X

n

)

2

�

1
2

;

S(F ) = (var

F

(X))

1
2

:

Proto¾e tento funkcionál je nerobustní, pou¾ívá se ke stu-

dentizaci jen ve speciálních pøípadech.

� Mezikvartilová odchylka:

S

n

= X

n:[

3
4

n]

�X

n:[

1
4

n]

;

kde X

n:[np]

; 0 < p < 1 je empirický p-kvantil stanovený z

uspoøádaného výbìru X

n:1

� : : : � X

n:n

: Pøíslu¹ný funkcio-

nál má tvar

S(F ) = F

�1

(

3
4

)� F

�1

(

1
4

):

� Mediánová absolutní odchylka (MAD):

S

n

= med

1�i�n

jX

i

�

~

X

n

j:

Pøíslu¹ný statistický funkcionál S(F ) je øe¹ením rovnice

F

�

S(F ) + F

�1

(

1
2

)

�

� F

�

�S(F ) + F

�1

(

1
2

)

�

=

1
2

a pokud distribuèní funkce F je symetrická podle 0, a tedy

F

�1

(

1
2

) = 0; je S(F ) = F

�1

(

3
4

):
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Lze ukázat, ¾e v symetrickém modelu odpovídajícím

F (�x) = 1 � F (x); �(�x) = �(x) a  (�x) = � (x); x 2 R;

s absolutnì spojitou  ; má inuenèní funkce, studentizovaného

M -funkcionálu tvar

IF (x; T; F ) =

S(F )

(F )

 

�

x� T (F )

S(F )

�

;

kde (F ) =

R

R

 

0

�

y

S(F )

�

dF (y): To znamená, ¾e v symetrickém

modelu inuenèní funkce, T (F ) sice závisí na hodnotì S(F ); ale

nezávisí na inuenèní funkci funkcionálu S(F ):

3.2 L-odhady

L-odhady jsou odhady, zalo¾ené na uspoøádaných pozorováních

(poøádkových statistikách) X

n:1

� : : : � X

n:n

; pøíslu¹né k náhod-

nému výbìru X

1

; : : : ;X

n

: Obecný L-odhad pí¹eme ve tvaru

T

n

=

n

X

i=1

c

ni

h(X

n:i

) +

k

X

j=1

a

j

h

�

(X

n:[np

j

]+1

); (3.29)

kde c

n1

; : : : ; c

nn

a a

1

; : : : ; a

k

jsou dané koe�cienty, 0 < p

1

< : : : <

p

k

< 1 a h(�) a h

�

(�) dané funkce. Koe�cienty c

ni

; 1 � i � n jsou

urèeny ohranièenou váhovou funkcí J : [0; 1] 7! R následujícím

zp�usobem:

c

ni

=

Z i

n

i�1

n

J(s)ds; i = 1; : : : ; n; (3.30)

nebo pøibli¾ným zp�usobem

c

ni

=

1

n

J

�

i

n+1

�

; i = 1; : : : ; n: (3.31)
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První slo¾ka L-odhadu (3.29) obecnì zahrnuje v¹echny poøád-

kové statistiky, zatímco druhá slo¾ka je lineární kombinací koneènì

mnoha výbìrových kvantil�u. Øada L-odhad�u má tvar pouze jedné

ze slo¾ek ve (3.29) (L-odhad typu I a II).

Jednoduchými pøíklady L-odhad�u jsou výbìrový medián a

støed rozpìtí

T

n

=

1
2

(X

n:1

+X

n:n

);

které odhadují parametr polohy, a dále napø. výbìrové rozpìtí

R

n

= X

n:n

�X

n:1

a Giniho pr�umìrná diference

G

n

=

1

n(n� 1)

n

X

i;j=1

jX

i

�X

j

j =

2

n(n� 1)

n

X

i=1

(2i� n� 1)X

n:i

;

co¾ jsou ¹kálové statistiky.

Uva¾ujme L-odhad typu I s váhovou funkcí J takovou, ¾e

R

1

0

J(u)du = 1: Abychom nalezli pøíslu¹ný statistický funkcionál,

zavedeme empirickou kvantilovou funkci Q

n

(t) = F

�1

n

(t); 0 < t <

1 jako Q

n

(t) = inffx : F

n

(x) � tg; 0 < t < 1: Tato funkce je

empirickým protìj¹kem kvantilové funkce Q(t) = F

�1

(t) = inffx :

F (x) � tg; 0 < t < 1 a je rovna

Q

n

(t) =

(

X

n:i

: : :

i�1

n

< t �

i

n

; i = 1; : : : ; n� 1

X

n:n

: : :

n�1

n

< t � 1:

(3.32)

Pomocí ní m�u¾eme L-odhad vyjádøit alternativním zp�usobem

T

n

=

Z

1

0

J(s)h (Q

n

(s)) ds (3.33)
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a jemu pøíslu¹ný funkcionál má tvar

T (F ) =

Z

1

0

J(s)h (Q(s)) ds: (3.34)

Inuenèní funkce T (F ) :

Pøedpokládejme, ¾e F je rostoucí a absolutnì spojitá a funkce h

je absolutnì spojitá. Oznaème

F

t

(y) = (1� t)F (y) + t�

x

=

(

(1� t)F (y) y < x

(1� t)F (y) + t y � x

Pak

F

�1

t

(u) =

8
>
>
>
<

>
>
>
:

F

�1

�

u

1�t

�

u � (1� t)F (x)

x (1� t)F (x) < u � (1� t)F (x) + t

F

�1

�

u�t

1�t

�

u>(1�t)F (x)+t;

a tedy

dF

�1

t

(u)

dt

=

8
>
<

>
:

u

(1�t)

2

�

1

f

�

F

�1

�

u

1�t

��

u < (1� t)F (x)

u�1

(1�t)

2

�

1

f

�

F

�1

�

u�t

1�t

��

u>(1�t)F (x)+t:

Odtud vyplývá

dT (F

t

)

dt

=

Z

1

0

J(u)h

0

�

F

�1

t

(u)

�

�

dF

�1

t

(u)

dt

du

=

Z

F

t

(x)

0

u

(1� t)

2

�

h

0

�

F

�1

�

u

1�t

��

f

�

F

�1

�

u

1�t

��

J(u)du
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+

Z

1

F

t

(x)

u� 1

(1� t)

2

�

h

0

�

F

�1

�

u�t

1�t

��

f

�

F

�1

�

u�t

1�t

��

J(u)du

a inuenèní funkci funkcionálu (3.34) dostaneme pøi

t! 0

+

:

IF (x; T; F ) =

Z

F (x)

0

s �

h

0

(F

�1

(u))

f(F

�1

(u))

J(u)du

+

Z

1

F (x)

(u� 1) �

h

0

(F

�1

(u))

f(F

�1

(u))

J(u)du

=

Z

1

0

u �

h

0

(F

�1

(u))

f(F

�1

(u))

J(u)du (3.35)

�

Z

1

F (x)

h

0

(F

�1

(u))

f(F

�1

(u))

J(u)du

=

Z

1

�1

F (y)h

0

(y)J(F (y))dy �

Z

1

x

J(F (y))dy

a tedy

d

dx

IF (x; T; F ) = h

0

(x)J(F (x)):

Ve speciálním pøípadì h(x) � x; F (�x) = 1� F (x); x 2 R a

J(u) = J(1 � u); 0 < u < 1; se inuenèní funkce zjednodu¹¹í:

IF (x; T; F ) =

Z

1

�1

F (y)J(F (y))dy �

Z

1

x

J(F (y))dy
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=

Z

1

0

F (y)J(F (y))dy

+

Z

0

�1

(1� F (�y))J(1 � F (�y))dy

�

Z

1

x

J(F (y))dy =

Z

1

0

F (y)J(F (y))dy

+

Z

1

0

(1� F (y))J(F (y))dy �

Z

1

x

J(F (y))dy

=

Z

1

0

J(F (y))dy �

Z

1

x

J(F (y))dy

a tedy

IF (x; T; F ) =

R

x

0

J(F (y))dF (y) : : : x � 0 (3.36)

IF (�x; T; F ) = �IF (x; T; F ) : : : x 2 R

Poznámka 3.1 Nech»M

n

jeM -odhad støedu symetrie, vytvoøený

absolutnì spojitou funkcí  a nech» L

n

je L-odhad s váhovou funkcí

J(u) = c  

0

(F

�1

(u)): PakM

n

a L

n

mají stejnou inuenèní funkci.

Bod selhání L-odhadu: Jestli¾e J(u) = 0 pro 0 < u < � a

1 � � < u < 1 a "

�
n

=

m

n

n

je bod selhání L-odhadu (3.29), pak

lim

n!1

"

�
n

= �:

Pøíklad 3.2 (a) �-useknutý pr�umìr (0 < � <

1
2

)

�

X

n�

=

1

n� 2[n�]

n�[n�]

X

i=[n�]+1

X

n:i
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c

ni

=

(

1

n�[n�]

: : : [n�] + 1 � i � n� [n�]

0 : : : jinak

J(u) =

1

1�2�

I[� � u � 1� �]

T

n

= T (F

n

) =

1

1�2�

Z

1��

�

F

�1

n

(u)du

T (F ) =

1

1�2�

Z

1��

�

F

�1

(u)du:

Inuenèní funkci useknutého pr�umìru vyjádøíme pomocí (3.35):

IF (x; T; F ) =

Z

R

F (y)J(F (y))dy �

Z

1

x

J(F (y))dy

=

1

1� 2�

n

Z

F

�1

(1��)

F

�1

(�)

F (y)dy �

Z

1

x

I[� < F (y) < 1� �]dy

�

a tedy

IF (x; T; F ) + �

�

=

=

8
>
>
>
>
<

>
>
>
>
:

�

1

1�2�

[

�F

�1

(1��)�(1��)F

�1

(�)

]

I

[

x<F

�1

(�)

]

1

1�2�

[

x��F

�1

(�)��F

�1

(1��)

]

I

[

F

�1

(�)�x�F

�1

(1��)

]

1

1�2�

[

��F

�1

(�)+(1��)F

�1

(1��)

]

I

[

x>F

�1

(1��)

]

kde

�

�

=

1

1� 2�

Z

1��

�

F

�1

(u)du =

1

1� 2�

Z

F

�1

(1��)

F

�1

(�)

ydF (y):
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Speciálnì, pro F symetrickou splòující F (x) + F (�x) = 1 8x a

F

�1

(u) = �F

�1

(1� u); 0 < u < 1; je �

�

= 0 a

IF (x; T; F ) =

8
>
>
>
>
>
<

>
>
>
>
>
:

�

F

�1

(1��)

1�2�

: : : x < �F

�1

(1� �)

x

1�2�

: : : �F

�1

(1��)�x�F

�1

(1��)

F

�1

(1��)

1�2�

: : : x > F

�1

(1� �):

Globální citlivost useknutého pr�umìru je



�

=

F

�1

(1� �)

1� 2�

:

Poznámka 3.2 Nech» M

n

je Huber�uv odhad støedu symetrie �

rozdìlení F (x��); vytvoøený Huberovou funkcí  

H

s k = F

�1

(1�

�) (viz (3.15). Pak M

n

a

�

X

n�

mají stejnou inuenèní funkci.

Poznámka 3.3 (i) Bod selhání �-useknutého pr�umìru

�

X

n�

je

lim

n!1

"

�
n

= �:

(ii) Nech» � = [k=n]; n � 3 a nech» B(

�

X

n�

; a) je míra chvost�u

�

X

n�

; de�novaná v (2.9). Pak

n� 2k � lim

a!1

B(

�

X

n�

; a) � lim

a!1

B(

�

X

n�

; a) � n� k (3.37)

pokud F má exponenciální chvosty (2.12), zatímco pro F s tì¾kými

chvosty (2.14) platí

lim

a!1

B(

�

X

n�

; a) = k + 1 (3.38)

pokud k <

n�1

2

:
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Pøíklad 3.3 �-winsorizovaný pr�umìr:

�

W

n�

= T (F

n

) =

1

n

n

[n�]X

n:[n�]+1

+

n�[n�]

X

i=[n�]+1

X

n:i

+[n�]X

n:n�[n�]

o

(3.39)

= �F

�1

n

(�) +

Z

1��

�

F

�1

n

(u)du+ �F

�1

n

(1� �)

=

n

X

i=1

c

ni

X

n:i

+

[n�] + 1

n

X

n:[n�]+1

+

[n�] + 1

n

X

n:n�[n�]

kde

c

ni

=

(

1

n

: : : 1 + [n�] < i < n� [n�]

0 : : : jinak.

To znamená, ¾e extrémní kvantily nejsou useknuty, ale jsou nahra-

zeny kvantilem X

n:[n�]+1

nebo X

n:n�[n�]

: Pro jednoduchost uva-

¾ujme model se symetrickou distribuèní funkcí F: Statistický funk-

cionál T (F ) má tvar

T (F ) = T

1

(F ) + T

2

(F ) =

Z

1��

�

F

�1

(u)du+ �F

�1

(�)

+�F

�1

(1� �):

Inuenèní funkce T

1

(F ) plyne z (3.35), zatímco inuenèní funkce

T

2

(F ) je modi�kací inuenèní funkce mediánu (3.14), který je

kvantilem s � =

1
2

; tedy pr�umìru z (3.36):

IF (x;

�

W

n�

; F ) =
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=

8
>
>
>
<

>
>
>
:

F

�1

(�)�

�

f(F

�1

(�))

I[x < F

�1

(�)]

x I[F

�1

(�) � x � F

�1

(1� �)]

F

�1

(1� �) +

�

f(F

�1

(1��))

I[x > F

�1

(1� �)]:

Globální citlivost winsorizovaného pr�umìru je



�

= F

�1

(�) +

�

f(F

�1

(1� �))

a bod selhání "

�

= �: Zatímco inuenèní funkce �-useknutého

pr�umìru je spojitá, inuenèní funkce winsorizovaného pr�umìru

má body nespojitosti F

�1

(�) a F

�1

(1� �):

Jako dal¹í pøíklady uveïme

Sen�uv vá¾ený pr�umìr (Sen [64]):

T

n;k

=

�

n

2k + 1

�

�1

n�k

X

i=k+1

�

i

k

��

n� i+ 1

k

�

X

n:i+1

;

kde 0 < k <

n

2

: V¹imnìme si, ¾e T

n;0

=

�

X

n

a T

n;k

=

~

X

n

pro

k = [(n+ 1)=2];

Harrell-Davis�uv odhad p-kvantilu [33]:

T

n

=

n

X

i=1

c

ni

X

n:i

;

c

ni

=

�(n+ 1)

�(k)�(n� k + 1)

Z

i=n

(i�1)=n

u

k�1

(1� u)

n�k

du;

i = 1; : : : ; n; kde k = [np]; 0 < p < 1:
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BLUE (asymptotically best linear unbiased estimator) odhad pa-

rametru polohy ([41], [42], [10]). Nech» X

1

;X

2

; : : : jsou nezávislá

pozorovaní s distribuèní funkcí F (x��); kde F má absolutnì spo-

jitou hustotu f

s derivací f

0

: Pak BLUE je L-odhad s váhovou funkcí

T

n

=

n

X

i=1

c

ni

X

n:i

; c

ni

=

1

n

J

�

i

n+1

�

; i = 1; : : : ; n

J(F (x)) =  

0

f

(x);  

f

(x) = �

f

0

(x)

f(x)

; x 2 R:

3.3 R-odhady

Uva¾ujme náhodný výbìr X

1

; : : : ;X

n

z populace se spojitou dis-

tribuèní funkcí. Nech» R

i

je poøadí X

i

mezi

X

1

; : : : ;X

n

; i = 1; : : : ; n: Formálnì lze poøadí vyjádøit ve tvaru

R

i

=

n

X

j=1

I[X

j

� X

i

]; i = 1; : : : ; n; (3.40)

a tedy R

i

= nF

n

(X

i

); i = 1; : : : ; n; kde F

n

je empirická distribuèní

funkce X

1

; : : : ;X

n

: Poøadí jsou invariantní ke tøídì ryze monoton-

ních transformací pozorovaní a poøadové testy mají mnoho vý-

hodných vlastností, z nich¾ nejd�ule¾itìj¹í je, ¾e rozdìlení testového

kriteria za platnosti hypotézy nezávisí na distribuèní pozorování.

Hodges a Lehmann [36] navrhli tøídu odhad�u, tzv. R-odhad�u,

které jsou inverzí poøadových test�u.

Omezme se na situaci, kdy

X

1

; : : : ;X

n

mají spojitou distribuèní funkci F (x � �) se støedem
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symetrie �: Hypotézu

H

0

: � = �

0

o støedu symetrie testujeme znaménkovým poøadovým testem (ji-

nak jednovýbìrovým poøadovým testem), zalo¾eným na statistice

S

n

(�

0

) = sign (X

i

� �

0

)a

n

(R

+
ni

(�

0

)) (3.41)

kde R

+
ni

(�

0

) je poøadí jX

i

� �

0

j mezi jX

1

� �

0

j; : : : ; jX

n

� �

0

j a

a

n

(1) � : : : � a

n

(n) jsou dané skóry, obvykle generované nekle-

sající skórovou funkcí '

+

: [0; 1) 7! R

+

; '

+

(0) = 0 jako a

n

(i) =

'

+

�

i

n+1

�

; i = 1; : : : ; n: Jestli¾e napø. volíme a

n

(i) =

i

n+1

; i =

1; : : : ; n; dostáváme Wilcoxon�uv jednovýbìrový test. Jestli¾e platí

� = �

0

; F (x) + F (�x) = 1; x 2 R; jsou sign (X

i

� �

0

) a R

+
ni

(�

0

)

stochasticky nezávislé a S

n

(t) je neklesající a schodovitá funkce t:

Odtud plyne, ¾e IE

�

0

S

n

(�

0

) = 0 a rozdìlení S

n

(�

0

) je za platnosti

H

0

symetrické kolem 0. Jako odhad �

0

navrhujeme hodnotu t;

která je øe¹ením rovnice S

n

(t) = 0: Taková rovnice ov¹em nemusí

mít øe¹ení, proto¾e S

n

(t) je nespojitá; podobnì jako u M -odhad�u

tedy de�nujeme R-odhad ve tvaru

T

n

=

1
2

(T

�

n

+ T

+

n

); (3.42)

T

�

n

= supft : S

n

(t) > 0g; T

+

n

= infft : S

n

(t) < 0g:

Jestli¾e a

n

(i) = 1; i = 1; : : : ; n; je T

n

rovno výbìrovému mediánu.

Odhad, odpovídající jednovýbìrovémuWilcoxonovu testu se skóry

a

n

(i) =

i

n+1

; i = 1; : : : ; n; se nazývá Hodges-Lehmann�uv odhad .

Dá se ukázat, ¾e Hodges-Lehmann�uv odhad lze vyjádøit explicitnì;

je roven

T

nH

= med

�

X

i

+X

j

2

: 1 � i � j � n

�

: (3.43)
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Ostatní R-odhady, s výjimkou mediánu a Hodges-Lehmannova od-

hadu, se nedají vyjádøit explicitnì a musí být poèítány iteraènì.

Na rozdíl of M -odhad�u jsou R-odhady ekvivariantní nejen

vzhledem k posunutí v poloze, ale také ke zmìnì mìøítka, tj. platí

T

n

(X

1

+ c; : : : ;X

n

+ c) = T

n

(X

1

; : : : ;X

n

) + c; c 2 R

(3.44)

T

n

(cX

1

; : : : ; cX

n

) = cT

n

(X

1

; : : : ;X

n

); c > 0:

Distribuèní funkce statistiky S

n

(�) není spojitá, i kdy¾

X

1

; : : : ;X

n

mají spojitou distribuèní funkci F (x��): Jestli¾e v¹ak

� je skuteèný støed symetrie, pak distribuèní funkce statistiky

S

n

(�) nezávisí na F: Oznaèíme-li

p

n

= P

�

(S

n

(�) = 0) = P

0

(S

n

(0) = 0) ;

pak 0 � p

n

< 1 a lim

n!1

p

n

= 0 a

1
2

(1� p

n

) � P

�

(T

n

< �) � P

�

(T

n

� �) �

1
2

(1 + p

n

): (3.45)

To znamená, ¾e v pøípadì symetrické F je T

n

mediánovì nestran-

ným odhadem �; tj. � = med

�

T

n

:

Jestli¾e vyjádøíme poøadí R

+
i

ve (3.41) podle (3.40), vidíme, ¾e

Hodges-Lehmann�uv odhad T

n

lze alternativnì vyjádøit jako øe¹ení

rovnice

Z

1

�1

[F

n

(y)� F

n

(2T

n

� y)]dF

n

(y) = 0 (3.46)

a obecnì, R-odhad vytvoøený skórovou funkcí '

+

lze vyjádøit jako

øe¹ení rovnice

Z

1

�1

' (F

n

(y)� F

n

(2T

n

� y)) dF

n

(y) = 0; (3.47)
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kde '(u) = sign(u�

1
2

)'

+

(2u�1); 0 < u < 1: Pøíslu¹ný statistický

funkcionál je tedy øe¹ením rovnice

Z

1

�1

' (F (y)� F (2T (F ) � y)) dF (y) (3.48)

=

Z

1

0

'

�

u� F (2T (F ) � F

�1

(u))

�

du = 0:

Inuenèní funkci T (F ) odvodíme z (3.48) analogickým zp�usobem,

jako jsme odvodili inuenèní funkci L-odhadu, a pro F symetric-

kou s absolutnì spojitou hustotou f dostaneme

IF (x; T; F ) =

'(F (x))

R

R

'(F (y))(�f

0

(y))dy

: (3.49)

Poznámka 3.4 Jestli¾e  (x) = c'(F (x)); x 2 R; pak M -odhad

vytvoøený funkcí  a R-odhad vytvoøený funkcí ' mají stejné in-

uenèní funkce.

Na závìr porovnáme nìkteré numerické charakteristiky vý-

bìrového pr�umìru

�

X

n

; výbìrového mediánu

~

X

n

; 5%-useknutého

pr�umìru

�

X

:05

; 10%-useknutého pr�umìru

�

X

:10

; 5%-winsorizovaného

pr�umìru W

:05

a Hodges-Lehmannova odhadu HL:
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Odhad 

�

�

�

"

�

var

N

var

c;N

�

X

n

1 1 0 1 1

~

X

n

p

�

2

1

1
2

�

2

1.74

�

X

:05

1.83 1.11 0.05 1.03 1.30

�

X

:10

1.60 1.25 0.10 1.26 1.26

W

:05

2.13 1 0.05 1.01 1.46

HL 1.77 1.41 0.29 1.05 1.29

Zde znaèíme

� 

�

: : : globální citlivost,

� �

�

: : : lokální citlivost,

� "

�

: : : bod selhání,

� var

N

- asymptotický rozptyl za normálního rozdìleníN (0; 1);

� var

c;N

: : : asymptotický rozptyl za kontaminovaného normál-

ního rozdìlení 0:95 N (0; 1) + 0:05 N (0; �

2

);

�

2

!1:

3.4 Asymptotické vlastnosti

M-, L- a R-odhad�u

Robustní odhady jsou nelineárními funkcemi pozorování, èasto de-

�nované implicitnì. Odvodit jejich distribuèní funkci pøi koneèném

poètu pozorování je velmi obtí¾né; proto ji aproximujeme limitní
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distribuèní funkcí odpovídající neomezenì rostoucímu poètu po-

zorování n!1: Limitní rozdìlení je vìt¹inou normální a rozptyl

asymptoticky normálního rozdìlení je d�ule¾itou charakteristikou

odhadu.

Asymptoticky normální rozdìlení robustních odhad�u nem�u¾eme

odvodit pøímo pou¾itím centrální limitní vìty, proto¾e nejsou line-

árními kombinacemi nezávislých náhodných velièin. Nejprve mu-

síme

p

n(T

n

� T (F )) lineární kombinací nezávislých náhodných

velièin aproximovat.

Pøipomeòme si rozvoj (1.15), který platí pro fréchetovsky di-

ferencovatelné funkcionály T (P ): Tento rozvoj m�u¾eme pøepsat

pomocí inuenèní funkce IF (x; T; P ) ve tvaru

p

n(T

n

� T (F )) =

1

n

n

X

i=1

IF (X

i

; T; F ) +R

n

; (3.50)

kde R

n

= o

p

(1): Podobný rozvoj, který nazýváme asymptotickou

reprezentací odhadu T

n

; lze odvodit i pro funkcionály, které nejsou

fréchetovsky diferencovatelné, r�uznými metodami a za nejr�uznìj-

¹ích podmínek na hladkost distribuèní funkce F a skórové funkce

odhadu ( ; J; '): R�uzné formy asymptotických reprezentací ro-

bustních odhad�u jsou odvozeny v knize [46].

Jestli¾e pro odhad T

n

platí reprezentace (3.50), pak T

n

má

asymptotické rozdìlení pravdìpodobností pøi n!1 v tom smyslu,

¾e

L

�

p

n(T

n

� T (F ))

	

! N (0; �

2

F

); (3.51)

kde �

2

F

= IE

F

(IF (X;T; F ))

2

: Aplikujme tento výsledek na M -,

L- a R-odhady, jejich¾ inuenèní funkce jsme odvodili. Podrobné

podmínky, za nich¾ tyto asymptotické výsledky platí, lze nalézt v

[46].
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3.4.1 M-odhady

M-odhad obecného skalárního parametru

Nech» fX

i

; i = 1; 2; : : : ; je posloupnost nezávislých pozorování

se stejnou distribuèní funkcí F (x; �); � 2 �; kde � je otevøený

interval R

1

: M -odhad parametru � je øe¹ením minimalizace

n

X

i=1

�(X

i

; �) = min; � 2 �:

Pøedpokládejme, ¾e �(x; �) je absolutnì spojitá v � s derivací

 (x; �) =

@

@�

�(x; �): Jestli¾e  (x; �) je spojitá v �; pak hledáme

M -odhad T

n

mezi koøeny rovnice

n

X

i=1

 (X

i

; �) = 0: (3.52)

Jestli¾e funkce IE

�

�(X; t) má jediné minimum v bodì t = � (�she-

rovská konsistence) a jsou splnìny dal¹í podmínky buï na hladkost

 (x; �) nebo F (x; �); pak existuje posloupnost fT

n

g koøen�u rovnice

(3.52) taková, ¾e pøi n!1

p

n(T

n

� �) = 0

p

(1); (3.53)

p

n(T

n

� �) =

1

p

n(�)

n

X

i=1

 (X

i

; �) +O

p

(n

�1=2

);

kde (�) = IE

�

_

 (X; �);

_

 (x; �) =

@

@�

 (x; �):

Odtud dále vyplývá, ¾e

p

n(T

n

� �) má asymptotické normální

rozdìlení

N (0; �

2

( ;F )); kde �

2

( ;F )) =

IE

�

( 

2

(X; �)



2

(�)

: (3.54)
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M-odhady parametru posunutí

Nech» X

1

;X

2

; : : : jsou nezávislá pozorování s distribuèní funkcí

F (x� �): M -odhad � je øe¹ením minimalizace

n

X

i=1

�(X

i

� �) = min; � 2 R

1

:

Pøedpokládejme, ¾e �(x) je absolutnì spojitá s derivací  (x) a ¾e

funkce h(t) =

R

R

�(x� t)dF (x) má jediné minimum v bodì t = 0:

Jestli¾e  je absolutnì spojitá s derivací  

0

a  =

R

 

0

(x)dF (x) >

0; pak existuje posloupnost fT

n

g koøen�u rovnice

P

n
i=1

 (X

i

� t) =

0 taková, ¾e pøi n!1

p

n(T

n

� �) = O

p

(1); (3.55)

p

n(T

n

� �) =

1

p

n

n

X

i=1

 (X

i

� �) +O

p

(n

�1=2

)

P

�

�

p

n(T

n

� �) � x

�

! �

�

x

�

2

( ;F )

�

;

kde �

2

( ;F ) = 

�2

R

R

 

2

(x)dF (x) a 	 je distribuèní funkce nor-

málního rozdìlení N (0; 1): Pokud F má absolutnì spojitou hus-

totu f s derivací f

0

a koneènou Fisherovu informaci

I(F ) =

R

[f

0

(x)=f(x)]

2

dF (x); pak pøi speciální volbì

�(x) = � log f(x) jeM -odhad roven maximálnì vìrohodnému od-

hadu �; jeho¾ asymptotický rozptyl je roven Rao-Cramérovì dolní

hranici 1=I(F ):

Jestli¾e  (x) má body nespojitosti, je tøeba, aby distribuèní

funkce F mìla dvì derivace f; f

0

v jejich okolí. M -odhad je urèen

jednoznaènì, pokud  je neklesající, a to vztahy (3.12). Pak øe¹ení
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T

n

úlohy

P

n
i=1

�(X

i

� �) := min není obecnì koøenem rovnice

P

n
i=1

 (X

i

� �) = 0; ale platí

n

�1=2

n

X

i=1

 (X

i

� T

n

) = O

p

(n

�1=2

) pøi n!1 (3.56)

a

p

n(T

n

� �) =

1

p

n

�

n

X

i=1

 (X

i

� �) +O

p

(n

�1=4

);



�

=

Z

R

f(x)d (x); (3.57)

P

�

�

p

n(T

n

� �) � x

�

! �

�

x

�

2

( ;F )

�

;

kde �

2

( ;F ) = (

�

)

�2

R

R

 

2

(x)dF (x) a 	 je distribuèní funkce

normálního rozdìlení N (0; 1):

Více o asymptotických reprezentacíchM -odhad�u, jako¾ i asymp-

totické reprezentace studentizovaných M -odhad�u lze nalézt v [46].

3.4.2 L-odhady

Nech» X

1

;X

2

; : : : ; jsou nezávislá pozorování s distribuèní funkcí F:

Nejprve uva¾ujme lineární kombinaci poøádkových statistik T

n

=

P

n
i=1

c

ni

X

n:i

s koe�cienty generovanými váhovou funkcí J buï

podle (3.30) nebo podle (3.31) (L-odhad typu I). Omezíme se na

useknuté L-odhady splòující J(u) = 0 pro 0 � u < � a 1�� < u �

1; 0 < � <

1
2

: Pøedpokládejme, ¾e distribuèní funkce F je skoro

v¹ude spojitá a F

�1

(u) je lipschitzovská v okolí bod�u nespojitosti
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funkce J; kterých je nejvý¹e koneènì mnoho. Pak pøi n!1

p

n(T

n

� T (F )) = n

�1=2

n

X

i=1

 

1

(X

i

) +O

p

(n

�1=2

);

T (F ) =

Z

1

0

J(u)F

�1

(u)du; (3.58)

 

1

(x) = �

Z

R

fI[y � x]� F (y)gJ(F (y))dy; x 2 R

a

p

n(T

n

� T (F )) má asymptoticky normální rozdìlení

N

�

0; �

2

(J; F )

�

; kde

�

2

(J; F ) =

Z

R

 

2

1

(x)dF (x)

=

Z

1

�1

Z

1

�1

J(F (x))J(F (y))[F (x ^ y)� F (x)F (y)]dxdy:

Jestli¾e distribuèní funkce F má absolutnì spojitou hustotu f s

derivací f

0

a koneènou Fisherovu informaci I(F ) =

=

R

[f

0

(x)=f(x)]

2

dF (x); pak volba váhové funkce

J(u) = J

F

(u) =

 

0

(F

�1

(u))

I(F )

;

0 < u < 1;  (x) =

f

0

(x)

f(x)

; x 2 R (3.59)

vede k asymptoticky vydatnému L-odhadu s asymptotickým roz-

ptylem

�

2

(J; F ) =

1

I(F )

:
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V¹imnìme si, ¾e pokud je J

F

(u) = 0 pro 0 < u < � a 1�� < u < 1;

je

f

0

(x)

f(x)

=

d log f(x)

dx

= konst pro x < F

�1

(�) a x > F

�1

(1 � �); a

tedy chvosty hustoty f klesají exponenciálnì k 0.

Uva¾ujme odhad typu II, tj. lineární kombinaci koneènì mnoha

kvantil�u T

n

=

P

k
i=1

a

j

X

n:[np

j

]+1

; 0 < p

1

< : : : < p

k

< 1: Pøedpo-

kládejme, ¾e F je dvakrát diferencovatelná v F

�1

(p

j

) a

F

0

�

F

�1

(p

j

)

�

> 0; j = 1; : : : ; k: Pak pøi n!1

p

n

�

T

n

�

k

X

j=1

a

j

F

�1

(p

j

)

�

= n

�1=2

n

X

i=1

 

2

(X

i

) +R

n

;

R

n

= O

�

n

�1=4

(log n)

1=2

(log log n)

1=4

�

skoro jistì,

(3.60)

 

2

(x) =

k

X

j=1

a

j

F

0

(F

�1

(p

j

))

�

p

j

� I

�

x � F

�1

(p

j

)

�	

;

x 2 R; a

p

n

�

T

n

�

P

k
j=1

a

j

F

�1

(p

j

)

�

má asymptoticky normální

rozdìlení N

�

0;

R

R

 

2

2

(x)dF (x)

�

:

3.4.3 R-odhady

Uva¾ujme R-odhad T

n

støedu symetrie � distribuèní funkce F (x�

�); vytvoøený poøadovou statistikou S

n

(t) (3.41) pomocí vztah�u

(3.42), se skórovou funkcí '(u); neklesající a integrabilní se ètver-

cem, 0 < u < 1: Pøedpokládejme, ¾e F má absolutnì spojitou

hustotu f a koneènou Fisherovu informaci I(F ): Pak pøi n!1

p

n(T

n

� �) =

1

p

n

n

X

i=1

'(F (X

i

� �)) + o

p

(1); (3.61)
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kde  =

R

R

'(F (x))(�f

0

(x))dx; a tedy

p

n(T

n

� �) má asympto-

ticky normální rozdìleníN

�

0; 

�2

R

1

0

'

2

(u)du

�

: Speciálnì, jestli¾e

volíme

'(u) = �

f

0

(F

�1

(u))

f(F

�1

(u))

; 0 < u < 1;

dostaneme asymptoticky vydatný R-odhad s asymptotickým roz-

ptylem 1=I(F ):

3.4.4 Asymptotické vztahy M-, L- a R-odhad�u

Nech» X

1

;X

2

; : : : je posloupnost nezávislých pozorování s distri-

buèní funkcí F (x � �); F (x) + F (�x) = 1 8x; a nech» fT

1n

g a

fT

2n

g jsou dvì posloupnosti odhad�u �: Jestli¾e

p

n(T

jn

� �) má

pøi n ! 1 asymptoticky normální rozdìlení N (0; �

2

j

); j = 1; 2;

pak podíl rozptyl�u e

1;2

= �

2

1

=�

2

2

nazýváme asymptotickou relativní

vydatností fT

2n

g vzhledem k fT

1n

g: Alternativnì, jestli¾e fT

2n

0

g

je zalo¾eno na n

0

pozorováních, pak

p

n(T

2n

0

��) má asymptoticky

normální rozdìlení N (0; �

2

1

); stejnì jako

p

n(T

1n

� �); jestli¾e po-

sloupnost n

0

= n

0

(n) je volena tak, ¾e existuje limita

lim

n!1

n

n

0

(n)

=

�

2

1

�

2

2

= e

1;2

:

Jestli¾e e

1;2

= 1; znamená to, ¾e fT

1n

g a fT

2n

g jsou stejnì asympto-

ticky vydatné. V takovém pøípadì dále srovnáváme fT

1n

g a fT

2n

g

pomocí tzv. de�cience fT

2n

g vzhledem k fT

1n

g : jestli¾e platí

IE

�

�

n(T

nj

� �)

2

�

= �

2

+

a

j

n

+ o(n

�1

); j = 1; 2;

pak de�ciencí fT

2n

g vzhledem k fT

1n

g nazýváme

d

1;2

=

a

2

� a

1

�

2

:
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Jestli¾e n

0

(n) zvolíme tak, ¾e

IE

�

[n(T

2n

0

� �)

2

] = IE

�

[n(T

1n

� �)

2

] +O(n

�1

);

pak

d

1;2

= lim

n!1

[n

0

(n)� n]:

V pøedcházejících paragrafech jsme vidìli, ¾e M - a L-odhady

zalo¾ené na pozorováních s distribuèní funkcí F mají stejné inu-

enèní funkce IF (x; T

1

; F )

� IF (x; T

2

; F ); pokud J(u) =  

0

(F

�1

(u)); 0 < u < 1: Podobné

vztahy platí i mezi M - a R-odhady a L- a R-odhady. V tìchto

úvahách m�u¾eme pokraèovat dále: z asymptotických reprezentací

paragraf�u 3.4.1{3.4.3 plyne, ¾e tyto odhady nejen mají stejné in-

uenèní funkce, ale pokud fT

n1

g a fT

n2

g mají stejné asymptotické

reprezentace, (a¾ na tvar zbytku), pak jsou asymptoticky blízké ve

snyslu

p

n(T

2n

� T

1n

) = R

n

= o

p

(1) pøi n!1; (3.62)

V tom pøípadì øíkáme, ¾e posloupnosti odhad�u fT

n1

g a fT

n2

g

jsou asymptoticky ekvivalentní. Dal¹í informaci o vztahu fT

n1

g a

fT

n2

g získáme, podaøí-li se nám odvodit pøesný øád zbytku R

n

ve (3.62), pøípadnì jeho asymptotické rozdìlení, po vynásobení

vhodnou mocninou n: Toto rozdìlení u¾ ov¹em není normální.

Pro úplnost shròme nejzajímavìj¹í z tìchto asymptotických

vztah�u.

M- a L-odhady

Nech» X

1

;X

2

; : : : jsou nezávislé náhodné velièiny se stejnou dis-

tribuèní funkcí F (x � �) takovou, ¾e F (x) + F (�x) = 1; x 2 R;
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nech» X

n:1

� X

n:2

� : : : � X

n:n

jsou poøádkové statistiky pøí-

slu¹né X

1

; : : : ;X

n

:

I. Nech» M

n

je M -odhad � generovaný neklesající schodovitou

funkcí  

 (x) = �

j

: : : s

j

< x < s

j+1

; j = 1; : : : ; k; (3.63)

kde

�1 = s

0

< s

1

< : : : < s

k

< s

k+1

=1;

�1 < �

0

� �

1

� : : : � �

k

<1;

�

j

= ��

k�j+1

; s

j

= �s

k�j+1

; j = 1; : : : ; k;

a alespoò dvì z èísel �

j

jsou r�uzná. To znamená, ¾e M

n

je øe¹ením

minimalizace

P

n
i=1

�(X

i

� t) = min; kde � je spojitá, konvexní,

symetrická a po èástech lineární funkce s derivací �

0

=  s.v.

Pøedpokládejme, ¾e F má dvì ohranièené derivace f; f

0

; f kladnou,

v okolí s

1

; : : : ; s

k

:

Pak L-odhad L

n

; asymptoticky ekvivalentní M

n

; je lineární

kombinace koneènì mnoha kvantil�u,

L

n

=

P

k
j=1

a

j

X

n:[np

j

]

; kde

p

j

= F (s

j

); a

j

=

1



(�

j

� �

j�1

)f(s

j

);

 =

k

X

j=1

(�

j

� �

j�1

)f(s

j

) (> 0); (3.64)

a platí M

n

� L

n

= O

p

�

n

�

3
4

�

pøi n!1:
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II. Pøedpokládejme, ¾e F má absolutnì spojitou symetrickou

hustotu f a koneènou Fisherovu informaci I(F ): Nech» M

n

je Hu-

ber�uv M -odhad �; generovaný funkcí  

 (x) =

(

x : : : jxj � c

c � sign x : : : jxj > c;

kde c > 0; a nech» L

n

je �-useknutý pr�umìr,

L

n

=

1

n� 2[n�]

n�[n�]

X

i=[n�]+1

X

n:i

;

kde � = 1 � F (c): Jestli¾e F dále splòuje f(x) > a > 0 a f

0

(x)

existuje pro

F

�1

(�� ") < x < F

�1

(1� �+ "); " > 0;

pak pøi n!1

M

n

� L

n

= O

p

�

n

�1

�

: (3.65)

III. Nech» L

n

je �-winsorizovaný pr�umìr

L

n

=

1

n

8
<

:

[n�]X

n:[n�]+1

+

n�[n�]

X

i=[n�]+1

X

n:i

+ [n�]X

n:n�[n�]

9
=

;

:

Pak za stejných podmínek jako ve II platí

M

n

� L

n

= O

p

�

n

�

3
4

�

; n!1; (3.66)

kde M

n

je M -odhad vytvoøený funkcí

 (x) =

8
>
>
<

>
>
:

F

�1

(�) �

�

f(F

�1

(�))

x < F

�1

((�)

x F

�1

(�)�x�F

�1

(1��)

F

�1

(1� �) +

�

f(F

�1

(�))

x > F

�1

(1� �):
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IV. Nech» L

n

=

P

n
i=1

c

ni

X

n:i

; kde koe�cienty c

ni

jsou genero-

vány funkcí J : (0; 1) 7! R takovou, ¾e

J(1� u) = J(u); 0 < u < 1;

Z

1

0

J(u)du = 1;

J(u) = 0 pro u 2 (0; �) [ (1� �; 1); 0 < � <

1
2

;

J je spojitá v (0; 1) a¾ na koneènì mnoho bod�us

1

; : : : ; s

m

;

kde � < s

1

: : : < s

m

< 1 � �; a J je lipschitzovská v intervalech

(�; s

1

); (s

1

; s

2

); : : : ;

(s

m

; 1� �):

O distribuèní funkci F pøedpokládáme, ¾e má symetrickou hus-

totu a ¾e F

�1

(u) = inffx : F (x) � ug je lipschitzovská v okolí

s

1

; : : : ; s

m

; a

Z

A

�A

f

2

(x)dx <1; kde A = F

�1

(1� �+ "); " > 0:

Pak asymptoticky ekvivalentní M -odhad M

n

je vytvoøený funkcí

 (x) = �

Z

R

(I[y � x]� F (y)) J(F (y))dy; x 2 R

a platí

M

n

� L

n

= O

p

�

n

�1

�

; n!1: (3.67)

M- a R-odhady

Nech» X

1

;X

2

; : : : jsou nezávislé náhodné velièiny se stejnou dis-

tribuèní funkcí F (x � �) takovou, ¾e F (x) + F (�x) = 1; x 2 R:

Pøedpokládejme, ¾e F má absolutnì spojitou hustotu f a koneè-

nou Fisherovu informaci I(F ): Nech» ' : (0; 1) 7! R je neklesající
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skórová funkce, '(1 � u) = �'(u); 0 < u < 1 a

R

1

0

'

2

(u)du <1:

Nech»

 = �

Z

1

0

'(F (x))f

0

(x)dx 6= 0:

Nech» R

n

je R-odhad , de�novaný v (3.41) a (3.42) se skóry a

n

(i) =

'

+

�

i

n+1

�

; i = 1; : : : ; n; kde '

+

(u) = '

�

u+1

2

�

;

0 � u < 1: Nech» M

n

je M -odhad vytvoøený funkcí  (x) =

c'(F (x)); x 2 R; c > 0: Pak

M

n

�R

n

= o

p

�

n

�

1
2

�

; n!1: (3.68)

Speciálnì, Hodges-Lehmann�uvR-odhad je vytvoøen skórovou funkcí

'(u) = u �

1
2

; 0 < u < 1; a tedy asymptoticky ekvivalentní M -

odhad je vytvoøen  -funkcí  (x) = F (x)�

1
2

; x 2 R:

R- a L-odhady

Kombinací pøedcházejících výsledk�u dostaneme asymptotické vztahy

mezi R- a L-odhady; nemusíme je tedy podrobnì rozepisovat. Jako

zajímavý pøíklad uveïme R-odhad, asymptoticky ekvivalentní �-

useknutému pr�umìru, který je generovaný skórovou funkcí

'(u) =

8
<

:

F

�1

(�) : : : 0 < u < �

F

�1

(u) : : : � � u � 1� �

F

�1

(1� �) : : : 1� � < u < 1:

3.4.5 Minimaximálnì robustní odhady

Vìt¹ina odhad�u T

n

= T (F

n

) má asymptoticky normální rozdìlení,

tj. pøi n!1 rozdìlení

p

n(T

n

�T (F )) konverguje k normálnímu
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rozdìlení

N (0; V

as

(F; T )) ; kde V

as

(F; T ) =

R

R

IF

2

(x; T; F )dF (x):

Jako¾to míru robustnosti funkcionálu T (a odhadu T

n

) m�u¾eme

uva¾ovat maximum asymptotického rozptylu

V

as

(F; T ) pøes urèitou tøídu F distribuèních funkcí:

�

2

(T ) = sup

F2F

V

as

(F; T ):

Na druhé stranì, uva¾ujme urèitou tøídu funkcionál�u T ; napø.

M -funkcionál�u, a hledejme funkcionál T

0

takový, ¾e �

2

(T

0

) �

�

2

(T ) 8T 2 T : Jestli¾e takový funkcionál existuje, nazývá se mi-

nimaximálnì robustní, nebo» splòuje

�

2

(T

0

) = inf

T2T

sup

P2P

V

as

(F; T ): (3.69)

Uva¾ujme speciální pøípad odhadu parametru polohy. Nech»

X

1

; : : : ;X

n

je náhodný výbìr z rozdìlení s distribuèní funkcí F (x�

�); kde � je neznámý parametr a F je neznámý prvek systému

distribuèních funkcí F : Nejèastìji se uva¾ují následující tøídy F :

(i) Kontaminaèní model:

F

G

= fF : F = (1� ")G+ "H; H 2 Pg ; (3.70)

kde G je pevná distribuèní funkce, " 2 [0; 1) je pevné èíslo a

H probíhá pevnou tøídu P distribuèních funkcí.

(ii) Kolmogor�uv model:

F

G

=

�

F : sup

x2R

jF (x)�G(x)j � "

�

; " 2 [0; 1) pevné.

(3.71)

86 KAPITOLA 3. ODHADY REÁLNÉHO PARAMETRU

Nech» F

0

2 F je distribuèní funkce, která minimalizuje Fische-

rovu informaci na F (nejménì pøíznivé rozdìlení systému F), tj.

I(F

0

) =

Z

R

�

f

0

0

(x)

f

0

(x)

�

2

dF

0

= min

F2F

I(F ):

Nech» T

0

je prvek tøídy odhad�u T ; který je asymptotickým odha-

dem � pro distribuèní funkci F

0

; tj. V

as

(F

0

; T

0

) =

1

I(F

0

)

: Jestli¾e

dále platí

1

I(F

0

)

= V

as

(F

0

; T

0

) � sup

F2F

V

as

(F; T

0

);

pak

inf

T2T

sup

F2F

V

as

(F; T ) =

1

I(F

0

)

tj. (3.72)

V

as

(F

0

; T ) � V

as

(F

0

; T

0

) � V

as

(F; T

0

)

8T 2 T a 8F 2 F : Minimaximálnì robustní odhad existuje mezi

M -, L- i R-odhady v symetrickém kontaminaèním modelu (Huber

[37], Jaeckel [40]).

Minimaximálnì robustní M-, L- a R-odhady

Uva¾ujme kontaminaèní model (3.70), kde G je symetrická jedno-

vrcholová distribuèní funkce s dvakrát diferencovatelnou hustotou

g takovou, ¾e

(� log g(x)) je konvexní v x; nech» H probíhá symetrické dis-

tribuèní funkce; oznaème tento systém F

1

. Nech» T (F ) je M -

funkcionál, de�novaný jako koøen rovnice

R

R

 (x � T (F )) = 0:
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Pak

V

as

(F; T ) =

R

R

 

2

(x� T (F ))dF (x)

�R

R

 

0

(x� T (F ))dF (x)

�

2

�

1

I(F )

:

Huber [37] dokázal, ¾e nejménì pøíznivé rozdìlení tøídy F

1

má

hustotu

f

0

(x) =

8
>
>
<

>
>
:

(1� ")g(x

0

)e

k(x�x

0

)

: : : x � x

0

(1� ")g(x) : : : x

0

� x � x

1

(1� ")g(x

1

)e

�k(x�x

1

)

: : : x � x

1

(3.73)

kde

x

0

= �x

1

= inf

�

x : �

g

0

(x)

g(x)

� �k

�

a k > 0 je urèeno vztahem

2

k

g(x

1

) +

Z

x

1

x

0

g(x)dx =

1

1� "

a T

n

je maximálnì vìrohodný odhad pro rozdìlení f

0

; tedy M -

odhad generovaný funkcí

 

0

(x) = �

f

0

0

(x)

f

0

(x)

=

8
>
>
<

>
>
:

�k : : : x � x

0

�

g

0

(x)

g(x)

: : : x

0

< x < x

1

k : : : x � x

1

:

Z asymptotických vztah�u v $ 3.4.4 hned plyne, ¾e existují

i minimaximálnì robustní L- a R- odhady; speciálnì, minimaxi-

málnì robustní L-odhad je vytvoøen váhovou funkcí

J

0

(u) =

1

I(F

0

)

 

0

0

(F

�1

(u)); 0 < u < 1
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a minimaximálnì robustní R-odhad je vytvoøen skórovou funkcí

'

0

(u) =  

0

(F

�1

0

(u)); 0 < u < 1:

D�ule¾itý speciální pøípad je minimaximálnì robustní odhad v

modelu kontaminovaného normálního rozdìlení: v modelu (3.70)

polo¾me G � �; kde � je distribuèní funkce N (0; 1): Pak nejménì

pøíznivé rozdìlení má hustotu

f

0

(x) =

8
<

:

1�"

p

2�

e

�x

2

=2

: : : jxj � k

1�"

p

2�

e

�k

2

=2�kjxj

: : : jxj > k;

(3.74)

a tedy je normální v centrální èásti [�k; k] a exponenciální vnì

tohoto intervalu. Vìrohodnostní funkce, pøíslu¹ná f

0

; je

 

0

(x) = �

f

0

0

(x)

f

0

(x)

=

(

x : : : jxj � k

k sign x : : : jxj > k

co¾ je známá Huberova funkce. Konstanta k > 0 je urèena vztahem

2�(k) � 1 + 2

�

0

(k)

k

=

1

1� "

:

Minimaximálnì robustní M -odhad pro kontaminované normální

rozdìlení je generovaný funkcí  

0

a je shodný s maximálnì vìro-

hodným odhadem pøíslu¹ným hustotì f

0

:Minimaximálnì robustní

L-odhad je vytvoøen váhovou funkcí J

0

; která musí splòovat

J

0

(F

0

(x)) =

1

I(F

0

)

I[�k � x � k]; x 2 R;

a tedy je rovna

J

0

(u) =

1

I(F

0

)

I

�

F

�1

0

(�k) � u � F

�1

0

(k)

�

; 0 < u < 1:
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Pøíslu¹ný L-odhad je �-useknutý pr�umìr, kde � = F

�1

0

(�k): Po-

dobnì minimaximálnì robustní R-odhad pro kontaminované nor-

mální rozdìlení je vytvoøen skórovou funkcí

'

0

(u) =  

0

�

F

�1

0

(u)

�

; 0 < u < 1:
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Kapitola 4

Robustní odhady

v lineárním modelu

Úvod

Uva¾ujme lineární regresní model

Y

i

= x

0
i

� + U

i

; i = 1; : : : ; n; (4.1)

kde Y

1

; : : : ; Y

n

jsou pozorování, � 2 R

p

je neznámý parametr,

x

i

2 R

p

; i = 1; : : : ; n jsou pevnì dané vektory nebo náhodné

pozorovatelné vektory (regresory) a U

1

; : : : ; U

n

jsou vzájemnì ne-

závislé náhodné chyby se stejnou distribuèní funkcí F: Distribuèní

funkce F je obecnì neznámá; jen pøedpokládáme, ¾e patøí do ur-

èitého systému F distribuèních funkcí.

Oznaèíme-li

Y = (Y

1

; : : : ; Y

n

)

0

;
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X = X

n

=

0
B
@

x

0
1

.
.
.
x

0
n

1
C
A

;

U = (U

1

; : : : ; U

n

)

0

;

m�u¾eme (4.1) pøepsat v maticovém tvaru

Y = X� +U: (4.2)

Nejznámìj¹ím odhadem � je klasický odhad metodou nejmen¹ích

ètverc�u

b

�: Pokud X je nenáhodná a má hodnost p; je

b

� roven

b

� = (X

0

X)

�1

X

0

Y: (4.3)

Je-li F normální, je

b

� maximálnì vìrohodným odhadem �: Pro

obecnou distribuèní funkci F; která má koneèný druhý moment, je

podle známé Gauss-Markovovy vìty

b

� nejlep¹ím nestranným line-

árním odhadem �: Proto¾e

b

� je roz¹íøením výbìrového pr�umìru na

lineární regresní model, má i podobné vlastnosti, zejména je velmi

nerobustní a citlivý k odlehlým pozorováním Y

i

; k odchylkám od

normálního rozdìlení chyb U

i

a selhává, pokud toto rozdìlení má

tì¾ké chvosty. Av¹ak navíc je odhad

b

� v lineárním regresním mo-

delu silnì ovlivnìn regresní maticí X a je velmi citlivý k odlehlým

hodnotám jejích element�u.

Chyby, zp�usobené odchylkami od pøedpokládaného modelu a

od pøedpokládaného rozdìlení pravdìpodobností v lineárních mo-

delech, zejména ekonometrických, mohou mít dalekosáhlej¹í d�us-

ledky ne¾ v modelu s parametrem posunutí. Proto právì zde mu-

síme hledat robustní alternativy ke klasickým odhad�um, jejich¾

hlavním pøedstavitelem je odhad metodou nejmen¹ích ctverc�u.
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Ne¾ zavedeme robustní alternativy metody nejmen¹ích ètverc�u,

uká¾eme, v èem spoèívá vliv odlehlých prvk�u regresní matice X

na chování odhadu

b

�:

4.1 Metoda nejmen¹ích ètverc�u

Jestli¾e odhadneme � metodou nejmen¹ích ètverc�u, pak regresní

nadrovina prochází body (x

i

;

^

Y

i

); i = 1; : : : ; n; kde

^

Y

i

= x

0
i

b

� = h

0
i

Y; i = 1; : : : ; n;

a h

0
i

je i-tý øádek projekèní matice

b

H = X (X

0

X)

�1

X

0

: Tedy

^

Y =

b

HY je projekcí vektoru Y do prostoru nad sloupci matice X:

Proto¾e

b

H je projekèní matice, platí h

0
i

h

j

= h

ij

; i; j = 1; : : : ; n; a

tedy

0 �

X

k 6=i

h

2
ik

= h

ii

(1� h

ii

) =) 0 � h

ii

� 1; i = 1; : : : ; n;

(4.4)

=) jh

ij

j � kh

i

kkh

j

k = (h

ii

h

jj

)

1
2

� 1; i; j = 1; : : : ; n:

Matice

b

H je øádu n� n a hodnosti p; její diagonální prvky le¾í v

mezích 0 � h

ii

� 1; i = 1; : : : ; n a stopa trace(

b

H) =

P

n
i=1

h

ii

= p:

Jestli¾e se stane, ¾e h

ii

= 1 pro nìjaké i; pak

1 = h

ii

= kh

i

k

2

=

n

X

k=1

h

2
ik

= 1 +

X

k 6=i

h

2
ij

=) h

ij

= 0 pro j 6= i;

co¾ znamená, ¾e

^

Y

i

= x

0
i

b

� = h

0
i

Y = h

ii

Y

i

= Y

i

;
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a regresní nadrovina prochází bodem (x

i

; Y

i

); bez ohledu na hod-

noty ostatních pozorování. Hodnota h

ii

= 1 je extrémní pøípad,

který v¹ak ukazuje, ¾e vysoká hodnota diagonálního prvku h

ii

ma-

tice

b

H zp�usobuje, ¾e regresní nadrovina prochází v blízkosti bodu

(x

i

; Y

i

): Takový bod proto nazýváme vlivným (leverage) bodem

mno¾iny pozorování. V literatuøe není shoda v názoru, kterou hod-

notu h

ii

je tøeba pova¾ovat za vysokou. Je v¹ak známo, (viz napø.

[39]), ¾e pokud IEU

i

= 0 a 0 < �

2

= IEU

2

i

<1; i = 1; : : : ; n; pak

lim

n!1

max

1�i�n

h

ii

= 0

je nutnou a postaèující podmínkou k tomu, aby platilo

IEk

b

�

n

� �k

2

! 0;

L

n

(X

0

X)

�1=2

(

b

�

n

� �)

o

! N

�

0; �

2

I

p

�

pøi n!1; kde I

p

je jednotková matice øádu p:

Uva¾ujme, jaký vliv m�u¾e mít maximální diagonální prvek ma-

tice

b

H na pravdìpodobnost velkých hodnot residuí odhadu

b

�; zdá

se nám, ¾e právì zde je vliv diagonály X na

b

� nejnázornìj¹í.

Pøedpokládejme, ¾e distribuèní funkce F je symetrická podle

nuly, tj. F (x) +F (�x) = 1; x 2 R; a má nedegenerované chvosty,

tj. 0 < F (x) < 1; x 2 R: Uva¾ujme následující míru chvost�u

odhadu

b

�

B(a;

b

�) =

� logP

�

�

max

i

jx

0
i

(

b

� � �)j > a

�

� log(1� F (a))

: (4.5)

Pøirozenì oèekáváme, ¾e

lim

a!1

P

�

�

max

i

jx

0
i

(

b

� � �)j > a

�

= 0
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a zajímá nás, kdy je tato konvergence nejrychlej¹í, a kdy naopak

je velmi pomalá. Oznaème

~
h = max

1�i�n

h

ii

; h

ii

= x

0
i

(X

0

X)

�1

x

i

; i = 1; : : : ; n: (4.6)

Následující vìta popisuje vliv

~
h na limitní chování B(a;

b

�) :

Vìta 4.1 Nech»

b

� je odhad � metodou nejmen¹ích ètverc�u v mo-

delu (4.2).

(i) Jestli¾e F má exponenciální chvosty, tj.

lim

a!1

� log(1� F (a))

ba

= 1; b > 0; pak

~
h

�1=2

� lim

a!1

B(a;

b

�) � lim

a!1

B(a;

b

�) �

~
h

�1

:

(ii) Jestli¾e F má exponenciální chvosty s exponentem

r; tj.

lim

a!1

� log(1� F (a))

ba

r

= 1; b > 0 a r 2 (1; 2];

pak

~
h

1�r

� lim

a!1

B(a;

b

�) � lim

a!1

B(a;

b

�) �

~
h

�r

:

(iii) Jestli¾e F je normální, pak

lim

a!1

B(a;

b

�) =

~
h

�1

:
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(iv) Jestli¾e F má tì¾ké chvosty, tj.

lim

a!1

� log(1� F (a))

m log a

= 1; m > 0;

pak

lim

a!1

B(a;

b

�) = 1:

Vìta 4.1 ukazuje, ¾e velká hodnota maximálního diagonálního

prvku

~
hmatice

b

H zp�usobuje, ¾e pravdìpodobnost P

�

(max

i

jx

0
i

(

b

��

�j > a) klesá k 0 s rostoucím a pomalu, i pøi normálním rozdì-

lení chyb a pøi velkém poètu pozorování n: Zároveò vidíme, ¾e pøi

normálním rozdìlení chyb v¾dy platí

lim

a!1

B(a;

b

�) �

n

p

; (4.7)

pøièem¾ rovnost nastává pøi vyrovnaném designu odpovídajícím

h

ii

=

p

n

; i = 1; : : : ; n:

D�ukaz vìty 4.1. Bez újmy obecnosti pøedpokládejme, ¾e

~
h = h

11

:

Proto¾e 0 <

~
h � 1 a

^

Y

i

= x

0
i

b

� = h

0
i

Y; m�u¾eme psát

P

�

(max

i

�
�
�

x

0
i

(

b

� � �)

�
�
�

> a)

= P

0

(max

i

jh

0
i

Yj > a) � P

0

(h

0
1

Y > a)

� P

0

(

~
hY

1

> a; h

12

Y

2

� 0; : : : ; h

1n

Y

n

� 0)

� P

0

(Y

1

> a=

~
h)

�

1
2

�

n�1

= (1� F (a=

~
h))

�

1
2

�

n�1

:

Odtud vyplývá

lim

a!1

B(a;

b

�) � lim

a!1

� log(1� F (a=

~
h))

� log(1� F (a))

: (4.8)
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Jestli¾e F má exponenciální chvosty s indexem r; pak ze (4.8) dále

plyne

lim

a!1

B(a;

b

�) � lim

a!1

b(a=

~
h)

r

ba

r

=

~
h

�r

; (4.9)

co¾ dává horní hranici v (i) a (ii). Pro F s tì¾kými chvosty ze (4.8)

plyne

lim

a!1

B(a;

b

�) � lim

a!1

m log(a=

~
h)

m log a

= 1 (4.10)

a odtud plyne (iv), proto¾e

b

� má alespoò jeden kladný a alespoò

jeden záporný residuál, a tedy lim

a!1

B(a;

b

�) � 1.

Na druhé stranì, jestli¾e F má exponenciální chvosty s expo-

nentem r; 1 < r � 2; pak s u¾itím Markovovy nerovnosti m�u¾eme

psát pro libovolné " 2 (0; 1)

P

�

(max

i

jx

0
i

(

b

� � �)j > a) (4.11)

�

IE

0

[expf(1 � ")b

~
h

1�r

(max

i

j

^

Y

i

j

r

)g]

expf(1 � ")b

~
h

1�r

a

r

g

;

a tedy pokud m�u¾eme ovìøit, ¾e

IE

0

[expf(1 � ")b

~
h

1�r

(max

i

j

^

Y

i

j)

r

g] � C

r

<1; (4.12)

pak bude platit

� logP

0

(max

i

j

^

Y

i

j > a) � � logC

r

+ (1� ")b

~
h

1�r

a

r

;

a odtud dostaneme dolní hranici ve (ii) a vlastnì také dolní hranici

pro normální rozdìlení ve (iii). Musíme tedy dokázat koneènost

støední hodnoty ve (4.12). Oznaème kxk

s

= (

P

n
i=1

jx

i

j

s

)

1=s

; s > 0
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a polo¾me s =

r

r�1

(> 2): Pak (s pøihlédnutím ke vztahu

P

n
k=1

h

2
ik

= h

ii

)

(max

i

j

^

Y

i

j)

r

= max

i

jh

0
i

Yj

r

� max

i

(kh

i

k

s

kYk

r

)

r

� max

i

(

n

X
k=1

h

2
ik

)

r=s

n

X
k=1

jY

k

j

r

�

~
h

r�1

n

X

k=1

jY

k

j

r

;

a tedy

IE

0

expf(1� ")b

~
h

1�r

(max

i

j

^

Y

i

j

r

g

� IE

0

expf(1� ")b

n

X
k=1

jY

k

j

r

g

� (IE

0

expf(1 � ")bjY

1

j

r

g)

n

:

Má-li F exponenciální chvosty s exponentem r; pak existujeK > 0

takové, ¾e pro x > K platí 1 � F (x) � expf�(1 �

"

2

bx

r

g = C

K

a

integrací per partes dostaneme

0 < IE

0

[expf(1� ")bjY

1

j

r

g]

= �2

Z

1

0

expf(1 � ")by

r

gd(1 � F (y)) (4.13)

� 2

Z

K

0

expf(1 � ")by

r

gdF (y)

+2 expf(1� ")bK

r

g(1 � F (K))

+2

Z

1

K

r(1� ")by

r�1

(1� F (y))expf(1 � ")by

r

gdy



4.1. METODA NEJMEN©ÍCH ÈTVERC

�
U 99

� 2

Z

K

0

expf(1 � ")by

r

gdF (y)

+2(1� F (K))expf(1 � ")bK

2

g

+2

Z

1

K

r(1� ")by

r�1

expf�

"
2

by

r

gdy � C

"

<1

a tím jsme dokázali (4.12) pro 1 < r � 2: Pro r = 1 postu-

pujeme takto: nejprve si uvìdomíme, ¾e ze (4.4) vyplývá jh

ij

j �

p

h

ii

; i; j = 1; : : : ; n; a tedy

max

i

j

^

Y

i

j = max

i

jh

0
i

Yj = max

i

j

n

X

j=1

h

ij

Y

j

j

� max

ij

jh

ij

j

n

X

j=1

jY

j

j �

~
h

1=2

n

X

j=1

jY

j

j:

Z Markovovy nerovnosti vyplývá

P

0

(max

i

j

^

Y

i

j > a) �

IE

0

expf(1� ")b

~
h

�1=2

max

i

j

^

Y

i

jg

expf(1� ")b

~
h

�1=2

ag

�

(IE

0

expf(1� ")bjY

1

jg)

n

expf(1 � ")b

~
h

�1=2

ag

a ze (4.13) vyplývá, ¾e IE

0

expf(1 � ")bjY

1

jg < 1; odtud dosta-

neme dolní hranici v (i).

Jestli¾e F je distribuèní funkce normálního rozdìlení N (0; �

2

);

pak

^

Y �X� má n-rozmìrné normální rozdìlení N

n

�

0; �

2

b

H

�

; a

tedy

P

0

(max

i

j

^

Y

i

j > a) � P

0

(h

0
1

Y > a) = 1� �(a�

�1

~
h

�1=2

)
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a lim

a!1

B(a;

b

�) �

~
h

�1

: �

4.2 M-odhady

M -odhad parametru � v modelu (4.1) je de�nován jako øe¹eníM

n

minimalizace

n

X

i=1

�(Y

i

� x

0
i

t) := min (4.14)

vzhledem k t 2 R

p

; kde � : R

1

7! R

1

je absolutnì spojitá, obvykle

konvexní funkce s derivací  : ZøejmìM

n

je ekvivariantní vzhledem

k regresi , tj.

M

n

(Y +Xb) =M

n

(Y) + b 8b 2 R

p

; (4.15)

ale M

n

obecnì není ekvivariantní vzhledem k mìøítku: obecnì ne-

platí

M

n

(cY) = cM

n

(Y) pro c > 0: (4.16)

M -odhad, ekvivariantní vzhledem k mìøítku, získáme buï studen-

tizací nebo tak, ¾e zároveò s regresním parametrem odhadujeme

mìøítko. Studentizovaný M -odhad je øe¹ením minimalizace

n

X

i=1

�

�

Y

i

� x

0
i

t

S

n

�

:= min; (4.17)

kde S

n

= S

n

(Y) � 0 je vhodná ¹kálová statistika. Aby M

n

bylo

ekvivariantní vzhledem k regresi i k mìøítku, je tøeba, aby ¹kálová

statistika S

n

byla invariantní vzhledem k regresi a ekvivariantní

vzhledem k mìøítku, tj.

S

n

(c(Y +Xb)) = cS

n

(Y) 8b 2 R

p

a c > 0: (4.18)
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Takovou statistikou je napø. odmocnina z residuálního souètu ètver-

c�u,

S

n

(Y) = [(

^

Y �Y)

0

(

^

Y �Y)]

1=2

= [Y

0

(I

n

�

b

H)Y]

1=2

;

ale ta je úzce spojena s odhadem metodou nejmen¹ích ètverc�u a

tedy nerobustní. Robustní ¹kálové statistiky mohou být zalo¾eny

na regresních kvantilech nebo regresních poøadových skórech, o

kterých se zmíníme pozdìji.

Minimalizace (4.17) musí být doplnìna pravidlem, jak de�no-

vat M

n

v pøípadì, ¾e S

n

(Y) = 0; ve vìt¹inì pøípad�u v¹ak toto

nastane s pravdìpodobností 0 a speciální tvar pravidla nemá vliv

na asymptotické chování M

n

:

Jestli¾e  (x) =

d�(x)

dx

je spojitá funkce, pak M

n

je koøenem

soustavy rovnic

n

X

i=1

x

i

 

�

Y

i

� x

0
i

t

S

n

�

= 0: (4.19)

Tato soustava rovnic v¹ak m�u¾e mít více koøen�u a pouze jeden

z nich vede ke globálnímu minimu úlohy (4.17). V knize [46] je

dokázáno, ¾e za obecných podmínek v¾dy existuje alespoò jeden

koøen (4.19), který je

p

n-konsistentním odhadem �: Jestli¾e  

je neklesající schodovitá funkce, a tedy � je konvexní, po èás-

tech lineární funkce, pak M

n

je bodem minima konvexní funkce

P

n
i=1

� ((Y

i

� x

0
i

t)=S

n

) pøes t 2 R

p

; a i v tomto pøípadì m�u¾eme

dokázat jeho konsistenci a asymptotickou normalitu.

Mìøítko zároveò s regresním parametrem m�u¾eme odhadovat

r�uznými zp�usoby: napø. (M

n

; ^�) je øe¹ením minimalizace

n

X

i=1

��

�

�

�1

(Y

i

� x

0
i

t

�

+ a� := min; t 2 R

p

; � > 0; (4.20)
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kde a > 0 je vhodná konstanta. Tato minimalizace vede k soustavì

p+ 1 rovnic

n

X

i=1

x

i

 

�

Y

i

� x

0
i

t

�

�

= 0

n

X

i=1

�

�

Y

i

� x

0
i

t

�

�

= a; (4.21)

kde �(x) = x (x)� �(x) a a =

Z

R

�(x)d�(x)

a � je distribuèní funkce N (0; 1): Za funkci  se obvykle volí

Huberova funkce (3.15).

Matice X m�u¾e být náhodná, nenáhodná i smí¹ená, tj. nìkteré

prvky X jsou pevné a jiné náhodné. Pøi náhodné matici X je

tøeba vzít v úvahu i mo¾né rozdìlení pravdìpodobností øádk�u X

a inuenèní funkce závisí na dvou argumentech, x a y: Podobnì i

bod selhání odhadu je tøeba uva¾ovat nejen vzhledem k mo¾ným

zmìnám pozorování y; ale i pozorování x:

Asymptotické vlastnostiM -odhad�u s pevnou maticíX jsou po-

drobnì studovány v knize [46]. Pro ilustraci uvedeme asymptotické

rozdìlení pravdìpodobnostíM -odhadu v nejjednodu¹¹ím pøípadì,

tj. nestudentizovaného M -odhadu s nenáhodnou maticí X:

4.2.1 Asymptotické rozdìlení M-odhadu

s nenáhodnou maticí

Pøedpokládejme, ¾e distribuèní funkce F chyb U

i

v modelu (4.1)

je symetrická podle nuly. Uva¾ujme M -odhad M

n

jako¾to øe-

¹ení minimalizace (4.14), kde  = �

0

je lichá, absolutnì spo-

jitá a pøedpokládejme, ¾e IE

F

 

2

(U

1

) < 1: O matici X = X

n
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pøedpokládejme, ¾e má hodnost p a ¾e max

1�i�n

h

(n)

ii

! 0 pøi

n ! 1; kde h

(n)

ii

je maximální diagonální element projekèní ma-

tice

b

H

n

= X

n

(X

0
n

X

n

)

�1

X

0
n

: Pak pøi n!1 platí

M

n

p

�! � (4.22)

L

n

(X

0
n

X

n

)

1=2

(M

n

� �)

o

! N

p

�

0; �

2

( ;F )I

p

)

�

;

kde �

2

( ;F ) =

IE

F

 

2

(U

1

)

(IE

F

 

0

(U

1

))

2

:

Jestli¾e za stejných pøedpoklad�u

1

n

X

0
n

X

n

! Q; kde Q je pozitivnì

de�nitní matice øádu p� p; pak

L

�

p

n(M

n

� �)

	

! N

p

�

0; �

2

( ;F )Q

�1

�

:

Jestli¾e  m�u¾e mít skoky, ale je neklesající, a F je absolutnì

spojitá s hustotou f; pak (4.22) z�ustává v platnosti s tím rozdílem,

¾e

�

2

( ;F ) =

IE

F

 

2

(U

1

)

(

R

R

f(x)d (x))

2

:

V¹imnìme si, ¾e �

2

( ;F ) je toté¾ jako ve (3.54) u asymptotického

rozdìlení M -odhadu parametru polohy. Asymptotické rozdìlení

studentizovaného M -odhadu závisí na vlastnostech studentizující

statistiky S

n

:

4.2.2 Inuenèní funkce M-odhadu s náhodnou ma-

ticí

Uva¾ujme model (4.1) s náhodnoumaticíX; ve kterém (x

0
i

; Y

i

)

0

; i =

1; : : : ; n jsou nezávislé náhodné vektory s hodnotami v R

p

� R

1

;
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stejnì rozdìlené s distribucí P (x; y): Jestli¾e � má absolutnì spoji-

tou derivaci  ; pak statistický funkcionál T(P ); pøíslu¹ný odhadu

(4.14), je øe¹ením soustavy p rovnic

Z

R

p+1

x (y � x

0

T(P )dP (x; y) = 0: (4.23)

Uva¾ujme kontaminované rozdìlení

P

t

= (1� t)P + t�(x

0

; y

0

); 0 � t � 1; (x

0

; y

0

) 2 R

p

� R;

kde �(x

0

; y

0

) je rozdìlení pravdìpodobností degenerované v bodì

(x

0

; y

0

): Pak funkcionál T(P

t

) je øe¹ením soustavy rovnic

(1� t)

Z

R

p+1

x (y � x

0

T(P

t

))dP (x; y)

+tx

0

 (y

0

� x

0
0

T(P

t

)) = 0:

Derivováním podle t dostaneme

�

Z

R

p+1

x (y � x

0

T(P

t

))dP (x; y) + x

0

 (y

0

� x

0
0

T(P

t

))

�(1� t)

Z

R

p+1

x

0

x

dT(P

t

)

dt

 

0

(y � x

0

T(P

t

))dP (x; y)

�tx

0
0

x

0

dT(P

t

)

dt

 

0

(y

0

� x

0
0

T(P

t

)) = 0:

Inuenèní funkci IF(x

0

; y

0

;T; P ) =

dT(P

t

)

dt

�
�
�

t=0

dostaneme, polo¾íme-

li t = 0 a uvìdomíme si, ¾e vzhledem ke (4.23) je

R

R

p+1

x (y �
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x

0

T(P

t

))dP (x; y) = 0 :

IF(x

0

; y

0

;T; P )

Z

R

p+1

x

0

x 

0

(y � x

0

T(P ))dP (x; y)

= x

0

 (y

0

� x

0
0

T(P ));

a tedy inuenèní funkce M -odhadu má tvar

IF(x

0

; y

0

;T; P ) = B

�1

x

0

 (y

0

� x

0
0

T(P )); (4.24)

kde

B =

Z

R

p+1

x

0

x 

0

(y � x

0

T(P ))dP (x; y): (4.25)

Vidíme, ¾e volbou  lze dosáhnout toho, aby inuenèní funkce

(4.24) byla ohranièená vzhledem k y

0

; inuenèní funkceM -odhadu

je v¹ak neohranièená vzhledem k x

0

; a tedyM -odhad je nerobustní

vzhledem k X: To vedlo øadu autor�u k zavedení zobecnìných M -

odhad�u, tzv. GM -odhad�u, které vhodnými vahami vyrovnávají

vliv odlehlých hodnot x:

Asymptotické vlastnosti M-odhadu

s náhodnou maticí

Jestli¾e soustava rovnic

IE

P

[x (y � x

0

t) = 0

má jediné øe¹ení T(P ) = �; pak

T(P

n

)! T(P )
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pøi n ! 1; kde P

n

je empirické rozdìlení pøíslu¹né pozorováním

((x

1

; y

1

); : : : ; (x

n

; y

n

)) : Za urèitých podmínek na rozdìlení prav-

dìpodobností P platí asymptotická reprezentace

T(P

n

) = T(P ) +

1

n

IF(x; y;T; P ) + o

p

(n

�1=2

):

Jestli¾e IE

P

kIF(x; y;T; P )k

2

<1; dostaneme odtud asymptotic-

ké rozdìlení pravdìpodobností T(P

n

) :

L

�

p

n(T(P

n

)�T(P ))

	

! N

p

(0;�) ; (4.26)

kde

� = IE

P

[IF(x; y;T; P )]

0

[IF(x; y;T; P )] = B

�1

AB

�1

;

B je matice de�novaná ve (4.25) a

A =

Z

R

p+1

x

0

x 

2

(y � x

0

T(P ))dP (x; y):

4.2.3 GM-odhady

Inuenèní funkce (4.24) M -odhadu je neohranièená vzhledem k x;

a tedy M -odhad je citlivý k pøípadným vlivným bod�um v matici

X: Tuto skuteènost nem�u¾eme ovlivnit volbou funkce  : Øada

autor�u navrhla doplnit de�nici M -odhadu vhodnými vahami w;

které redukují vliv velkých hodnot x

ij

:

Mallows [54], [55] navrhl zobecnìný M -odhad jako øe¹ení mi-

nimalizace

n

X

i=1

�w(x

i

)�

�

Y

i

� x

0
i

t

�

�

:= min; t 2 R

p

; � > 0: (4.27)
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Jestli¾e  = �

0

je spojitá, je zobecnìný M -odhad koøenem rovnice

n

X

i=1

x

i

w(x

i

) 

�

Y

i

� x

0
i

t

�

�

= 0 (4.28)

a inuenèní funkce pøíslu¹ného funkcionálu T(P ) je rovna

IF(x; y;T; P ) = B

�1

xw(x) 

�

y � x

0

T(P )

S(P )

�

; (4.29)

kde S(P ) je funkcionál, pøíslu¹ný øe¹ení � v minimalizaci (4.27).

Ohranièené inuenèní funkce dosáhneme volbou w; pøi které je

xw(x) ohranièené.

Takto de�novaný odhad je speciálním pøípadem následujícího

GM -odhadu, který je øe¹ením soustavy rovnic

n

X

i=1

�

�

x

i

;

Y

i

� x

0
i

t

�

�

= 0

(4.30)

n

X

i=1

�

�

Y

i

� x

0
i

t

�

�

= 0;

kde �; � jsou funkce, � : R

p

� R 7! R a � : R 7! R:

Odhadu metodou nejmen¹ích ètverc�u odpovídá volba

�(x; u) = u a �(u) = u

2

� 1;

M -odhadu volba �(x; u) =  (u) a Mallowsovì GM -odhadu odpo-

vídá volba

�(x; u) = w(x) (u):
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Obvyklá volba funkce � je �(x; u) =

 

1

(x)

kxk

 (u); kde  je napø.

Huberova funkce. Funkce � se obvykle volí stejnì jako ve (4.21).

Statistické funkcionály T(P ) a S(P ) odpovídající M

n

a �

n

jsou de�novány implicitnì jako øe¹ení soustavy rovnic:

Z

R

p+1

x �

�

x;

y � x

0

T(P )

S(P )

�

dP (x; y) = 0

(4.31)

Z

R

p+1

�

�

x;

y � x

0

T(P )

S(P )

�

dP (x; y) = 0:

Inuenèní funkce funkcionálu T(P ) ve speciálním pøípadì � = 1

má tvar

IF(x; y;T; P ) = B

�1

x�(x; y � x

0

T(P ));

kde

B =

Z

R

p+1

x

0

x

�

@

@u

�(x; u)

�

u=y�x

0

T(P )

dP (x; y):

Asymptotické vlastnosti GM -odhad�u studovali Maronna a Yohai

[56]. Za urèitých podmínek jsou GM -odhady silnì konsistentní a

p

n(T(P

n

)�T(P )) má asymptoticky p-rozmìrné normální rozdì-

lení N

p

(0;�) s kovarianèní maticí � = B

�1

AB

�1

; kde

A =

Z

R

p+1

x

0

x�

2

(x; y � x

0

T(P ))dP (x; y):

Krasker a Welsch [51] navrhliGM -odhad jako øe¹ení soustavy rov-

nic

n

X

i=1

x

i

w

i

Y

i

�

0

t

�

= 0
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s vahami w

i

= w(x

i

; Y

i

; t) > 0; které jsou urèeny tak, aby maxima-

lizovaly asymptotickou vydatnost odhadu (vzhledem k asympto-

tické kovarianèní matici �) za omezení 

�

� a < 1; kde 

�

je

globální citlivost funkcionálu T vzhledem k rozdìlení P; tj.



�

= sup

x;y

�

(IF(x; y;T; P ))

0

�

�1

(IF(x; y;T; P ))

�

1=2

:

Øe¹ením jsou váhy ve tvaru

w(x; y; t) = min

8
<

:

1;

a

�
�
�

y�x

0

t

�

�
�
�

(x

0

Ax)

1=2

9
=

;

;

kde

A =

Z

R

p+1

x

0

x

�

y � x

0

t

�

�

w

2

(x; y; t)dP (x; y):

Krasker-Welsch�uv odhad má ohranièenou inuenèní funkci, ale je

tøeba ho poèítat iteraènì, proto¾e matice A závisí na w:

4.3 L-odhady

L-odhady parametru polohy ve tvaru lineárních kombinací po-

øádkových statistik nebo funkcí poøádkových statistik jsou velmi

atraktivní, proto¾e jsou de�novány explicitnì a snadno se vypo-

èítají. Proto se pøirozenì statistikové sna¾ili roz¹íøit L-odhady na

lineární regresní model. Toto roz¹íøení v¹ak není snadné, proto¾e

neexistovalo ¾ádné pøirozené roz¹íøení empirického (výbìrového)

kvantilu na regresní model. To se podaøilo a¾ Koenkerovi a Bas-

settovi [50], kteøí v r. 1978 de�novali regresní �-kvantil

b

�(�) pro
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model (4.1) za pøedpokladu, ¾e �

1

je absolutní èlen, tj. ¾e matice

X vyhovuje podmínce

x

i1

= 1; i = 1; : : : ; n: (4.32)

Regresní �-kvantil

b

�(�); 0 < � < 1; je de�nován jako øe¹ení

minimalizace

n

X

i=1

�

�

(Y

i

� x

0
i

t) := min; t 2 R

p

; (4.33)

kde

�

�

(x) = jxjf�I[x > 0] + (1� �)I[x < 0]g; x 2 R: (4.34)

Proto¾e �

�

(x) je konvexní, po èástech lineární funkce x; je nasnadì

my¹lenka øe¹it minimalizaci (4.33) upravenou simplexovou meto-

dou. Skuteènì, Koenker a Bassett navrhli poèítat

b

�(�) jako slo¾ku

� optimálního øe¹ení (�; r

+

; r

�

) úlohy parametrického lineárního

programování

�

n

X

i=1

r

+

i

+ (1� �)

n

X

i=1

r

�

i

: min

za podmínky (4.35)

p

X

j=1

x

ij

�

j

+ r

+

i

� r

�

i

= Y

i

; i = 1; : : : ; n;

�

j

2 R

1

; j = 1; : : : ; p; r

+

i

; r

�

i

� 0; i = 1; : : : ; n;

0 < � < 1:

Promìnné r

+

i

a r

�

i

v (4.35) jsou rovny kladné a záporné èásti

residuí Y

i

� x

0
i

�; i = 1; : : : ; n:
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Úloha (4.35) nám nejen umo¾òuje vypoèítat regresní kvantily

simplexovou metodou, ale zároveò vypovídá o struktuøe regres-

ních kvantil�u. Z teorie lineárního programování víme, ¾e mno¾ina

B(�) øe¹ení (4.35) (a tedy i (4.33)) je neprázdná, kompaktní a

polyedrální. Pokud není dáno jiné omezení, lze volit

b

�(�) jako le-

xikogra�cky maximální element B(�): Jako¾to funkce argumentu

� 2 (0; 1) je

b

�(�) schodovitou funkcí �:

Asymptotické vlastnosti

b

�(�) jsou analogické vlastnostem vý-

bìrových kvantil�u v modelu s parametrem posunutí. Populaèním

partnerem (statistickým funkcionálem) pøíslu¹ným

b

�(�) je popu-

laèní regresní kvantil

�(�) = (�

1

+ F

�1

(�); �

2

; : : : ; �

p

)

0

(4.36)

a jestli¾e distribuèní funkce F chyb v modelu (4.1) je symetrická a

ryze rostoucí v okolí F

�1

(�) s derivací f a matice X

n

je buï pevná

a lim

n!1

1

n

X

0
n

X

n

= Q nebo je náhodná (a¾ na první sloupec) a

lim

n!1

IEx

0
1

x

1

= Q; kde Q je pozitivnì de�nitní matice øádu p�

p; pak

p

n(

b

�

n

(�) � �(�)) má asymptoticky p-rozmìrné normální

rozdìlení

N

p

�

0;

�(1� �)

(f(F

�1

(�))

2

Q

�1

�

; (4.37)

co¾ je ve shodì s asymptotickým rozdìlením výbìrového �-kvantilu

odpovídajícího matici X = 1

n

= (1; : : : ; 1)

0

2 R

n

:

Máme-li k dispozici regresní kvantily, m�u¾eme de�novat øadu

L-odhad�u parametru � v lineárním regresním modelu. Nejzná-

mìj¹í je L

1

-odhad, neboli regresní medián, co¾ je regresní �-kvantil

s � = 1=2: Dále m�u¾eme uva¾ovat L-odhady, které jsou rovny li-

neární kombinaci koneènì mnoha regresních kvantil�u. Z hlediska

praktického pou¾ití je nejzajímavìj¹í useknutý odhad metodou nej-

men¹ích ètverc�u, který navrhli Koenker a Bassett [50], a který je
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roz¹íøením useknutého pr�umìru na lineární regresní model: Zvolme

�

1

; �

2

; 0 < �

1

< �

2

< 1 a polo¾me

a

i

= I

h

x

0
i

b

�

n

(�

1

) < Y

i

< x

0
i

b

�

n

(�

2

)

i

; (4.38)

a vypoètìme vá¾ený odhad metodou nejmen¹ích ètverc�u s vahami

a

i

; i = 1; : : : ; n: Tento odhad T

n

(�

1

; �

2

); který nazveme (�

1

; �

2

)-

useknutým odhadem metodou nejmen¹ích ètverc�u, m�u¾eme psát

v explicitním tvaru

T

n

(�

1

; �

2

) = (X

0
n

A

n

X

n

)

�1

X

0
n

A

n

Y

n

; (4.39)

kde A

n

= diag(a

i

) je diagonální matice s diagonálou

(a

1

; : : : ; a

n

):

Za urèitých podmínek regularity kladených na matici X

n

a

distribuèní funkci F (která má být rostoucí a diferencovatelná v

intervalu (F

�1

(�

1

)�"; F

�1

(�

2

)+")) lze ukázat, ¾e T

n

(�

1

; �

2

) má

asymptoticky normální rozdìlení; pøesnìji øeèeno,

L

�

p

n(T

n

� � � �e

1

)

	

! N

p

�

0; �

2

Q

�1

�

; (4.40)

kde e

1

= (1; 0; : : : ; 0)

0

2 R

p

a

� = (�

2

� �

1

)

�1

Z

�

2

�

1

F

�1

(u)du;

�

2

= �

2

(�

1

; �

2

; F ) (4.41)

= (�

2

� �

1

)

�1

n

Z

�

2

�

1

�

2

(F

�1

(u)� �)

2

du

+�

1

(F

�1

(�

1

)� �)

2

+ (1� �

2

)(F

�1

(�

2

)� �)

2

�

�

�

1

(F

�1

(�

1

)� �) + (1� �

2

)(F

�1

(�

2

)� �)

�

2

o

:
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V symetrické situaci, kdy F (x) + F (�x) = 1; x 2 R a �

1

=

�; �

2

= 1 � �; 0 < � <

1
2

; je � = 0 a

p

n(T

n

(�) � �) má

asymptoticky normální rozdìlení N

p

(0; �

2

(�; F )Q

�1

); kde

�

2

(�; F ) =

R

1��

�

(F

�1

(u))

2

du+ 2�(F

�1

(�))

2

1� 2�

: (4.42)

V¹imnìme si, ¾e �

2

(�; F ) se shoduje s asymptotickým rozptylem

�-useknutého pr�umìru v modelu s parametrem posunutí.

Vedle useknutého odhadu metodou nejmen¹ích ètverc�u m�u¾eme

uva¾ovat obecnou tøídu L-odhad�u tvaru

T

�
n

=

Z

1

0

b

�

n

(�)d�(�); (4.43)

kde � je vhodná znaménková míra na (0; 1) (koneèná a s kompakt-

ním nosièem, který je podmno¾inou (0; 1)). Atomická míra � vede

ke kombinaci koneènì mnoha regresních kvantil�u. Jiné roz¹íøení

(�

1

; �

2

)-useknutého pr�umìru dostaneme, jestli¾e � je absolutnì

spojitá vzhledem k Lebesgueovì míøe s hustotou

J(u) =

I[�

1

� u � �

2

]

�

2

� �

1

; 0 < �

1

< �

2

< 1:

Na rozdíl odM -odhad�u jsou L-odhady regresního parametru ekvi-

variantní nejen vzhledem k regresi, ale té¾ vzhledem k mìøítku.

L-odhady r�uzných typ�u a jejich vlastnosti lze nalézt napø. v [26],

[27] a [46].

4.3.1 Regresní poøadové skóry

K úloze lineárního programování (4.35) pøirozenì existuje duální

úloha. Øe¹ení této duální úlohy má velmi zajímavou interpretaci:
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zatímco øe¹ení úlohy (4.35) jsou regresní kvantily, øe¹ení duální

úlohy, zvaná regresní poøadové skóry , mají øadu vlastností podob-

ných vlastnostem poøadí pozorování.

Napi¹me úlohu duální ke (4.35) ve tvaru

n

X

i=1

Y

i

^a

i

:= max za podmínky

n

X

i=1

^a

i

= n(1� �); (4.44)

n

X

i=1

x

ij

^a

i

= (1� �)

n

X

i=1

x

ij

; j = 2; : : : ; p;

0 � ^a

i

� 1; i = 1; : : : ; n; 0 < � < 1:

Optimální øe¹ení úlohy (4.44)

^a

n

(�) = (^a

n1

(�); : : : ; ^a

nn

(�))

0

; 0 � � � 1

nazveme regresní poøadové skóry. Pøepi¹me úlohu (4.44) v mati-

covém tvaru (a pøipomeòme si, ¾e podle pøedpokladu (4.32) je

x

i1

= 1; i = 1; : : : ; n):

Y

0

n

^a := max za podmínky

X

0
n

^a = (1� �)X

0
n

1

n

; (4.45)

^a 2 [0; 1]

n

; 0 � � � 1:

Z této formy je vidìt, ¾e regresní poøadové skóry jsou invariantní

vzhledem k parametru �; tj.

^a

n

(�;Y +Xb) = ^a

n

(�;Y) 8b 2 R

p

: (4.46)
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Z duality

b

�(�) a ^a

n

(�) vyplývají vztahy

^a

ni

(�) =

(

1 : : : Y

i

> x

0
i

b

�

n

(�);

0 : : : Y

i

< x

0
i

b

�

n

(�); i = 1; : : : ; n

(4.47)

a pokud Y

i

= x

0
i

b

�

n

(�); je 0 < ^a

ni

(�) < 1; tìchto slo¾ek je pøesnì

p: Jako¾to funkce � je ^a

ni

(�) spojitá, po èástech lineární funkce,

^a

ni

(0) = 1; ^a

ni

(1) = 0:

Regresní poøadové skóry mají øadu aplikací. Invariance (4.46)

zaruèuje, ¾e pokud v nìjaké statistické úloze je � ru¹ivým parame-

trem, zatímco chceme testovat hypotézu o jiném parametru nebo

o tvaru rozdìlení chyb, testy zalo¾ené na regresních poøadových

skórech jsou vzhledem k � invariantní a tedy � není tøeba odha-

dovat. To nejen usnadòuje výpoèet, ale tím se té¾ vyhneme riziku,

¾e bychom � odhadli nevhodným odhadem. Testy lineárních hypo-

téz s ru¹ivým parametrem �, zalo¾ené na regresních poøadových

skórech, jsou zkonstruovány ve [28]. Jako jinou aplikaci zmiòme

¹kálové statistiky, zalo¾ené na regresních poøadovych skórech, po-

drobnìji popsané v následujícím odstavci; tyto statistiky jsou in-

variantní vzhledem k regresi a ekvivariantní vzhledem ke zmìnì

mìøítka, co¾ je ¾ádoucí napø. pøi studentizaci M -odhad�u. Více o

regresních poøadových skórech se dozvíme napø. v [19] nebo [46].

4.4 Robustní ¹kálové statistiky

Pro studentizaci M -odhad�u i v mnoha jiných souvislostech potøe-

bujeme ¹kálovou statistiku S

n

(Y), která je invariantní vzhledem k

regresi a ekvivariantní vzhledem ke zmìmì mìøítka, tj. vyhovuje

identitì

S

n

(c(Y +Xb)) = cS

n

(Y) 8b 2 R

p

; c > 0; Y 2 R

n

(4.48)
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(viz (4.18)). Takových statistik není v literatuøe mnoho a nìkteøí

autoøi u¾ívají statistiky, které jsou invariantní jen vzhledem k po-

sunutí, ale nikoli k regresi, ani¾ by si uvìdomili, ¾e studentizovaný

odhad tím ztrácí svou regresní ekvivarianci. Proto v této èásti po-

pí¹eme nìkteré statistiky tohoto typu; pojmy k tomu potøebné ji¾

známe.

(i)Mediánová absolutní odchylka od regresního mediánu (MAD).

Statistika MAD je hojnì pou¾ívána v modelu s parametrem

posunutí. Na lineární regresní model ji roz¹íøil Welsh [73].

Nech» �

0

je poèáteèní odhad �; který je

p

n-konsistentní

a ekvivariantní vzhledem k regresi i k mìøítku (tedy nikoli

napø. obyèejný M -odhad). Pak Welshova ¹kálová statistika

má tvar

S

n

= med

1�i�n

�
�
�

Y

i

(�

0

)� � 1
2

(�

0

)

�
�
�

; (4.49)

kde

Y

i

(�

0

) = Y

i

� x

0
i

�

0

; i = 1; : : : ; n

� 1
2

(�

0

) = med

1�i�n

Y

i

(�

0

):

Tato statistika zøejmì splòuje (4.48). Její asymptotické vlast-

nosti lze nalézt v [73].

(ii) L-statistiky zalo¾ené na regresních kvantilech.

Eukleidovská vzdálenost dvou regresních kvantil�u

S

n

=





b

�

n

(�

2

)�

b

�

n

(�

1

)





; (4.50)

0 < �

1

< �

2

< 1; zøejmì vyhovuje (4.48) a S

n

p

�! S(F ) =

F

�1

(�

2

)�F

�1

(�

1

): Dal¹í asymptotické vlastnosti S

n

plynou
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napø. z vìt ve [63]. Eukleidovská norma m�u¾e být nahrazena

L

p

-normou nebo jinou vhodnou normou. Jiná mo¾nost je

uva¾ovat pouze rozdíl prvních slo¾ek regresních kvantil�u. tj.

S

n

=

�
�
�

^

�

n1

(�

2

)�

^

�

n1

(�

1

)

�
�
�

:

Obecnìji, Bickel a Lehmann [8] navrhli nìkolik mìr rozpìtí

rozdìlení F; napø.

S(F ) =

(

Z

1

1
2

�

F

�1

(u)� F

�1

(1� u)

�

2

d�(u)

)

1=2

;

kde � je rovnomìrné rozdìlení na (

1
2

; 1 � �); 0 < � <

1
2

; to

nás vede k zavedení tøídy ¹kálových statistik zalo¾ených na

regresních kvantilech typu

S

n

=

(

Z

1

1
2





b

�

n

(u)�

b

�

n

(1� u)





2

d�(u)

)

1=2

:

(iii) Odhady 1=f(F

�1

(�)) zalo¾ené na regresních kvantilech.

Tyto odhady zobecòují odhady, navr¾ené Falkem [22], na li-

neární regresní model; jejich asymptotické a dal¹í vlastnosti

jsou studovány ve [19]. M�u¾eme uva¾ovat odhad typu histo-

gram

H

(�)

n

=

^

�

n1

(�+ �

n

)�

^

�

n1

(�� �

n

)

2�

n

; (4.51)

kde

�

n

= o

�

n

�1=2

�

a lim

n!1

n�

n

=1:
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Jiným odhadem 1=f(F

�1

(�)) je jádrový odhad s jádrem k :

R

1

7! R

1

; které má kompaktní nosiè a vyhovuje vztah�um

Z

k(x)dx = 0 a

Z

xk(x)dx = �1:

Jádrový odhad má tvar

�

(�)

n

=

1

�

2

n

Z

1

0

^

�

n1

(u)k

�

�� u

�

n

�

du; (4.52)

kde

�

n

! 0; n�

2

n

!1; n�

3

n

! 0

pøi n ! 1: Oba odhady jsou

p

n�

n

-konsistentními odhady

1=f(F

�1

(�)); vyhovujícími (4.48). Vzhledem k jejich ni¾-

¹ímu øádu konsistence (který plyne z povahy problému a

nelze jej za daných podmínek výraznì zlep¹it) se nepou¾ívají

ke studentizaci, ale jsou nutné napø. pøi statistické inferenci

o kvantilech rozdìlení F:

(iv) ©kálové statistiky zalo¾ené na regresních poøadových skórech.

Nech» (^a

n1

(�); : : : ; ^a

nn

(�)); 0 < � < 1 jsou regresní poøadové

skóry pro model (4.1). Zvolme neklesající skórovou funkci

' : (0; 1) 7! R

1

standardizovanou tak, ¾e

R

1��

0

�

0

'

2

(�)d� = 1

pro pevnì zvolené �

0

; 0 < �

0

<

1
2

: Vypoètìme skóry

^

b

ni

= �

Z

1��

0

�

0

'(�)d^a

ni

(�); i = 1; : : : ; n:

©kálová statistika

S

n

=

1

n

n

X

i=1

Y

i

^

b

ni

(4.53)
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vyhovuje (4.48) a je

p

n-konsistentním odhadem funkcionálu

S(F ) =

R

1��

0

�

0

'(�)F

�1

(�)d�:

4.5 Jednokrokové verze odhad�u

Mnoho odhad�u, jako M -odhady, regresní kvantily a maximálnì

vìrohodné odhady jsou de�novány implicitnì jako øe¹ení mini-

malizace nebo soustavy rovnic. Nìkdy m�u¾e být obtí¾né vyøe¹it

tento problém algebraicky, jindy m�u¾e existovat více øe¹ení a pouze

jedno z nich je vydatné apod. V souvislosti s M -odhady jsme se

ji¾ zmínili, ¾e mezi koøeny soustavy rovnic (4.19) existuje alespoò

jeden

p

n-konsistentní odhad, ale nevíme jak rozhodnout, který z

koøen�u to je.

V mnoha pøípadech lze e�cientní koøen soustavy rovnic aproxi-

movat tzv. jednokrokovou verzí, co¾ je vlastnì první krok Newton-

Raphsonova iteraèního algoritmu øe¹ení algebraických rovnic. Ilu-

strujme tento pøístup na jednokrokové verziM -odhadu v lineárním

regresním modelu (4.1), vytvoøeného funkcí �; která derivaci  ; a

studentizovaného ¹kálovou statistikou S

n

= S

n

(Y):

Procedura zaèíná poèáteèním odhadem M

(0)

n

parametru �;j

konsistentním s øádem

p

n: Jednokroková verzeM -odhadu je dána

vztahem

M

(1)

n

=

8
<

:

M

(0)

n

+

1

^

n

W

n

: : : ^

n

6= 0;

M

(0)

n

: : : ^

n

= 0;

(4.54)

kde

W

n

= Q

�1

n

n

X

i=1

x

i

 

 

Y

i

� x

i

M

(0)

n

S

n

!

;
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Q

n

=

1

n

X

0
n

X

n

a ^

n

je odhad funkcionálu  = 1=S(F )

R

R

 

0

(x=S(F ))dF (x) nebo

 =

R

R

f(xS(F ))d (x) podle toho, zda volená funkce  generující

M -odhad je spojitá nebo nespojitá. Napø. u absolutnì spojité  

m�u¾eme pou¾ít odhad

^

n

=

1

nS

n

n

X

i=1

 

0

 

Y

i

� x

0
i

M

(0)

n

S

n

!

:

M

(1)

n

je dobrou aproximací konsistentního M -odhadu M

n

: pokud

 je dostateènì hladká, lze dokázat

kM

n

�M

(1)

n

k = O

p

�

n

�1

�

;

zatímco za pøítomnosti skok�u ve funkci  platí

kM

n

�M

(1)

n

k = O

p

�

n

�3=4

�

:

Více o jednokrokových verzích lze nalézt v [7], [45], [48], [68] a

pro k-krokové verze v modelu posunutí té¾ [44]. Obecnì lze øící,

¾e jednokrokové verze dávají dobré aproximace pro M -odhady s

hladkými funkcemi  :

4.6 Odhady s vysokým bodem selhání

Bod selhání odhadu v lineárním modelu bere v úvahu nejen mo¾ná

nahrazení pozorování Y

1

; : : : ; Y

n

libovolnými hodnotami, ale té¾
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mo¾ná nahrazení vektor�u x

1

; : : : ;x

n

: Pøesnìji øeèeno, na¹e pozo-

rování tvoøí matici

Z =

2
6
6
4

z

0
1

z

0
2

: : :

z

0
n

3
7
7
5

=

2
6
6
4

x

0
1

; y

1

x

0
2

; y

2

: : :

x

0
n

; y

n

3
7
7
5

a bod selhání odhadu T parametru � je nejmen¹í celé èíslo m

n

(Z)

takové, ¾e nahradíme-li libovolných m øádk�u v matici Z libovol-

nými jinými øádky a oznaèíme vzniklý odhad T

�
m

; pak sup kT �

T

�
m

k =1; kde supremum bereme pøes v¹echny mo¾né náhrady m

øádk�u. Èasto mìøíme bod selhání také limitou "

�

= lim

n!1

m

n

n

;

pokud existuje. Je zøejmé, ¾e i odhady, které dosahovaly bodu se-

lhání 1/2 v modelu s parametrem posunutí, tì¾ko mohou dosaho-

vat 1/2 v regresním modelu, ovlivnìny maticíX: V této souvislosti

vzniká nìkolik otázek, hlavnì zdali v�ubec existují odhady s maxi-

málním mo¾ným bodem selhání, jaké jsou jejich dal¹í vlastnosti a

kdy má smysl je pou¾ít.

První otázku odpovìdìl kladnì Siegel [66] ji¾ v roce 1982, kdy

sestrojil tzv. opakovaný medián s 50% bodem selhání, který v¹ak

není vhodný pro praktické aplikace. Krátce nato Rousseeuw [60]

v r. 1984 publikoval odhad metodou nejmen¹ího mediánu ètverc�u

(LMS), který minimalizuje

med

1�i�n

f[Y

i

� x

0
i

t]

2

g; t 2 R

p

: (4.55)

Tento odhad je sice konsistentním odhadem �; ale s øádem kon-

sistence n

1=3

je velmi málo vydatný. Rousseeuw té¾ navrhl odhad

metodou useknutých ètverc�u, který je øe¹ením minimalizace

h

n

X

i=1

(Y

i

� x

0
i

t) := min; t 2 R

p

;
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kde h

n

= [n=2] + [(p+ 1)=2] a [a] znaèí celou èást a: Tento odhad

má bod selhání 1/2 a jeho øád konsistence je ji¾

p

n:

S-odhad, navr¾ený Rousseeuwem a Yohaiem [62] v r. 1984, je

øe¹ením minimalizace

S(Y

1

� x

0
1

t; : : : ; Y

n

� x

0
n

t) := min; t 2 R

p

;

kde S(z

1

; : : : ; z

n

) je øe¹ení rovnice

1

n

n

X

i=1

�

�

z

i

s

�

= k

vzhledem k s > 0 pøi pevných z

1

; : : : ; z

n

; volbou funkce � (obvykle

ohranièené) a konstanty k se urèuje pomìr mezi vydatností a bo-

dem selhání odhadu. Tyto odhady a jejich výpoèetní aspekty jsou

podrobnì popsány v knize [61].

Jinou mo¾ností vyvá¾enìj¹ího pomìru mezi vysokým bodem

selhání a vysokou vydatností je vhodnì upravená jednokroková

verzeM -odhadu neboGM -odhadu, zaèínající odhadem s vysokým

bodem selhání (viz [45] a [68]).

Vysoký bod selhání tìchto a podobných odhad�u je v¹ak na

druhé stranì zaplacen nìkterými nevýhodami, vzhledem k nim¾

nejsou odhady pøíli¹ vyu¾ívány v praxi. Pøes obtí¾ný výpoèet tìchto

odhad�u ji¾ existují úèinné algoritmy, zabudované do standardních

balík�u, jako S-PLUS. Nedostatkem tìchto odhad�u v¹ak m�u¾e být,

¾e zatímco jsou resistentní vzhledem k vysoce odlehlým hodnotám

pozorování, mohou být velmi citlivé i k malým odchylkám v centru

dat. Tento aspekt zatím nebyl zevrubnì teoreticky analyzován, ale

existuje k nìmu dostateèná numerická evidence, viz [35].
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4.7 Výpoèetní algoritmy

Výpoèetní aspekty robustních odhad�u v lineárním modelu i od-

hadu metodou nejmen¹ích ètverc�u jsou podrobnì analyzovány v

knize [19], kde je obsa¾en i výpoèetní program ADAPTIVE v sys-

tému S-PLUS, vypracovaný J. Pickem s u¾itím podprogram�u pro

regresní kvantily vypracovaných R. Koenkerem.

Program ADAPTIVE je také ke sta¾ení na adresách

http://www.karlin.m�.cuni.cz/~jurecko/adaptive.s

a http://www.fp.vslib.cz/picek/adaptive.htm.

124 KAPITOLA 4. LINEÁRNÍ MODEL
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