Cviceni 27.4. — metoda RandomForest

1. nainstalovat knihovnu randomForest

> data(iris)

> summary(iris)

> library(randomForest)
> set.seed(71)

randomForest(x, y=NULL,

xtest=NULL, ytest=NULL,

ntree=500,

mtry=if (lis.null(y) && lis.factor(y))max(floor(ncol(x)/3), 1) else floor(sqrt(ncol(x))),
replace=TRUE / jestli mUze byt vzorek vybran vicekrat

classwt=NULL /vaha jednotlivych kategorii zavisle proménné, defaulné maji vSechny stejnou
vahu

strata, /parametr pro stratifikovany vybér

sampsize = if (replace) nrow(x) else ceiling(.632*nrow(x)), /parametr pro stratifikovany vybér
nodesize = if (lis.null(y) && lis.factor(y)) 5 else 1, /minimani pocet vzorkl v terminalnim uzlu,
defaulné 1 pro klasifikaci a 5 pro regresi

maxnodes = NULL, /maximalni pocet terminalnich uzld stromu

importance=FALSE,

locallmp=FALSE, /vyznamnost kazdého vzorku

nPerm=1, / zatim pouze pro regresi, poCet iteraci kdy jsou OOB vzorky permutovany pro
vypocCet importance proménnych

proximity, / vypolet matice tésnosti

oob.prox=proximity, / matice t&€snosti pouze pro OOB vzorky

norm.votes=TRUE, / vyjadfeno jako podil, jinak pfimo pocet

do.trace=FALSE, / ukaze vystupy procesu hledani

keep.forest=lis.null(y) && is.null(xtest), corr.bias=FALSE, keep.inbag=FALSE, ...) / FALSE —
vysledek lesa nebude ulozen ve finalnim vystupu.

1. vytvofime les

> les1 <- randomForest(Species ~ ., data=iris, importance=TRUE, proximity=TRUE) /Species
je zavisle proménna, pouzijeme vSechny prediktory,vysledek uloZzime do souboru les1
>print(les1) / vysledky z nahodného lesa

2. zavislost poctu stromu v lese na celkové chybé lesa

> plot(randomForest(Species ~ ., data=iris, keep.forest=FALSE, ntree=100))
> hist(treesize(les1)) /histogram poctu terminalnich uzli

3. Nastaveni poc¢tu proménnych v modelu (parametr mtry)

>tuneRF(x, y, mtryStart, ntreeTry=50, stepFactor=2, improve=0.05, trace=TRUE,
plot=TRUE, doBest=FALSE)

>mtryles1 <- tuneRF(iris[,1:4], iris[,5], stepFactor=1.5)

mtry — defoultni hodnoty jsou (sqrt(p)) pro klasifikaci, kde p je poCet prediktor(i a regresi
(p/3)

improve — relativni zlepseni OOB chyby musi byt vét§i nez stanovena hodnota, aby
probihalo dalSi vyhledavani optimalniho poctu prediktort (mtry)

trace — ukaze vystupy procesu hledani



3. vyznamnost proménnych

>importance(les1, type=2)

Type- 1=mean decrease in accuracy, 2=mean decrease in hode impurity
>round(importance(les1), 2) / vyznamnost proménnych zaokrouhlena na 2 desetinna mista

4. graf vyznamnosti promé&nnych

>varlmpPlot(x, sort=TRUE, n.var=min(30, nrow(x$importance)))
>varimpPlot(les1)

5. proménné pouzité v RF

varUsed(x, by.tree=FALSE, count=TRUE)

count- celkova frekvence pouziti proménné v lese

by.tree — rozepsano pro jednotlivé stromy

>varUsed(randomForest(Species~., iris, ntree=100))
>varUsed(randomForest(Species~., iris, ntree=50),by.tree=TRUE, count=TRUE)

6. doplnéni chybéjicich hodnot pomoci proximity

rfimpute(x, y, iter=5, ntree=300, ...)

>iris.chybej <- iris

>set.seed(111)

>for (i in 1:4) iris.chybej[sample(150, sample(20)), i] <- NA /pfidame prazdné hodnoty
>iris.chybej

>set.seed(222)

>iris.dopln <- rflimpute(Species ~ ., iris.chybej)

>set.seed(333)

>irisLes2 <- randomForest(Species ~ ., iris.dopln)

>print(irisLes2)

7. Predikce novych vzorkt pomoci RF

predict(object, newdata, type="response", norm.votes=TRUE, predict.all=FALSE,
proximity=FALSE...)

type=response, prob a vote — zvolime si ty vystupu, a) predikované hodnoty, b) matice
pravdépodobnosti ke kategoriim, C) matice hlasovani stromu (u klasifikace stejné s prob)
norm.votes=TRUE - vyjadfeno jako podil, jinak pfimo pocet

>set.seed(111)

>ind <- sample(2, nrow(iris), replace = TRUE, prob=c(0.8, 0.2)) / vytvofime proménnou

s hodnotami 1 a 2, prob udava pomeér indexu ve sloupci)

>irisLes3<- randomForest(Species ~ ., data=iris[ind == 1,]) / prvni soubor pouzijeme pro
vytvoreni lesa

>iris.pred <- predict(irisLes3, iris[ind == 2,]) / druhy soubor pro predikci novych hodnot
>iris.pred / vysledek predikce

>table(observed = iris[ind==2, "Species"], predicted = iris.pred) /vysledek predikce v tabulce
>predict(irisLes3, iris[ind == 2], predict.all=TRUE) / predikce jednotlivymi stromy
>predict(irisLes3, iris[ind == 2,], proximity=TRUE) / matice méfeni tésnosti (proximity)
>iris.pred <- predict(irisLes3, iris[ind == 2,], type="prob")

>iris.pred

>iris.pred <- predict(irisLes3, iris[ind == 2,], norm.votes = FALSE)

>iris.pred



8. Efekt proménnych na predikci

partialPlot(x, pred.data, x.var, which.class,w, plot = TRUE, add = FALSE,n.pt =
min(length(unique(pred.data[, xname])), 51), rug = TRUE, xlab=deparse(substitute(x.var)),
ylab="",main=paste("Partial Dependence on", deparse(substitute(x.var))),...)

>data(iris)

>set.seed(543)

>iris.rf <- randomForest(Species~., iris)

>partialPlot(iris.rf, iris, Petal.Width, "versicolor")

9. Méreni odlehlosti

>set.seed(1)

>iris.rf <- randomForest(iris[,-5], iris[,5], proximity=TRUE) /musime mit spoCitanou matici
proximity

>plot(outlier(iris.rf), type="h",col=c("red", "green", "blue")[as.numeric(iris$Species)]) /
as.numeric -sefazeno podle kategorii

10. prototypy kateqgorii

classCenter(x, label, prox, nNbr = min(table(label))-1)

>iris.rf <- randomForest(iris[,-5], iris[,5], prox=TRUE)

>iris.p <- classCenter(iris[,-5], iris[,5], iris.rf$prox)

>ploft(iris[,3], iris[,4], pch=21, xlab=names(iris)[3], ylab=names(iris)[4], bg=c("red", "blue",
"green")[as.numeric(factor(iris$Species))], main="Iris Data with Prototypes") /pch —tvar a
vyplf znakul

>points(iris.p[,3], iris.p[,4], pch=21, cex=2, bg=c("red", "blue", "green")) /cex — velikost textu
oproti defaulnimu nastaveni

(Pch pch=19: solid circle, pch=20: bullet (smaller circle), pch=21: filled circle, pch=22: filled
square, pch=23: filled diamond, pch=24: filled triangle point-up, pch=25: filled triangle

11. vybér jednotlivého stromu

getTree(randomForest(iris[,-5], iris[,5], ntree=10), 3, labelVar=TRUE) / vybér 3. stromu

10. graf scaling coordinates matice tésnosti MDS

MDSplot(rf, fac, k=2, palette=NULL, pch=20, ...)

>set.seed(1)

>data(iris)

>iris.rf <- randomForest(Species ~ ., iris, proximity=TRUE, keep.forest=FALSE)
>MDSplot(iris.rf, iris$Species)

>MDSplot(iris.rf, iris$Species, palette=rep(1, 3), pch=as.numeric(iris$Species)) /pouziti
symbolU misto barev



Datovy soubor v package MASS

> data(shuttle,package="MASS")
> summary(shuttle)

Jde o realna data, pFedstavujici shromazdéna doporu€eni expertni komise pfi
pfipravé letl raketoplanu. Tato doporuceni popisuji okolnosti, za kterych by méla
posadka nechat pfistavaci manévr na pocitaci (faktor use ma pak hodnotu auto) a za
kterych ma byt pfistani provedeno ru¢né (use s hodnotou noauto). Rozhodovani je
ovlivnéno stabilitou raketoplanu na pfedem naplanované draze sestupu ( ),
velikosti ( ) @ smérem ( ) odchylky od drahy, smérem vétru v misté pfistani
( — Celni resp. v zadech), silou vétru ( ) a také viditelnosti v oblasti pfistani
(vis). Ackoliv poskytnuta data popisuji v podstaté vSechny mozné kombinace
podminek (28 = 256 kombinaci), pro jejich efektivni pouziti, a také pro ovéreni jejich
konzistentnosti, byl tento navod pfeveden do soustavy pravidel



