Stromy typu CART -
pokracovani
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uzel n, ng P Pg p; Gini =1- p?, - p%g p,*Gini
S t, 150 50 3/4 1/4 1/2 1- (3/4)? — (1/4)?= 3/8 1/2*3/8 0,1875
- t 50 150 1/4 3/4 1/2 1- (1/4)? — (3/4)?>= 3/8 1/2*3/8 0,1875
celkovy 0,375
t;, 100 200 1/3 2/3 3/4 1- (1/3)? — (2/3)?=4/9 3/4*4/9  0,3333
S t, 100 O 1 0 1/4 1-1-0=0 174*0 0
celkovy 0,3333
uzel n, ng  pp  pPs P ME=1-max(p, pp) p:*ME
t, 150 50 34 1/4 1/2 1-3/4=1/4 12*1/4 0,125
= t, 50 150 1/4 3/4 1/2 1-3/4 =1/4 12*1/4 0,125
celkovy 0,25
t;, 100 200 1/3 2/3 3/4 1-2/3=1/3 3/4*1/3 0,25
S t, 100 O 1 0 1/4 1-1=0 1740 0
celkovy 0,25

My

Pokrocilé neparametrické metody JRA




Vyber optimalniho stromu

strom bude mit velikost podle nami zvolenych pravidel (nebo pravidel
defaultné nastavenych v softwaru), ktera mohou byt subjektivni
Jak tedy poznat, strom spravné velikosti?
rozdéleni souboru na trenovaci a testovaci
na trénovacim souboru se strom uci a roste
testovaci soubor neni pfi tvorbé stromu vubec pouZzit a slouzi pouze
k jeho otestovani
nedouceny (underfitting) strom — je pfili§ jednoduchy a chyba na
testovacim i trenovaci souboru bude velka
pretrénovany (overfitting) strom — je zbytecCné slozity, trénovaci chyba
je vetsinou mala, ale testovaci velka

lJe tedy treba najit vhodny kompromis!
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Rozdil ve velikosti chyby mezi testovacim a trenovacim souborem pfri
ruzné velikosti stromu, dané poc¢tem terminalnich uzlu

-&- trénovaci soubor
-O- testovaci soubor

2 4 6 8 10 12 14 16
pocet terminalnich uzki

Nejprve byla spocCitana chyba (procento chybné zaklasifikovanych pozorovani) na testovacim a
trenovacim souboru pro strom s 16 terminalnimi uzly. Postupné bylo vzdy zpétné odstranéno posledni
rozdéleni uzli, ¢imz se snizil poCet terminalnich uzlt o jedna. Pro takto zmenseny strom byla opét
spocitana chyba pro oba soubory. Takto se postupné strom zmensoval, az zbyl pouze jeden uzel —koren
ostromu.
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Priklad pretrenovani stromu |
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Priklad pretrenovani stromu Il

z duvodu nedostatecného poctu trénovacich dat
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Velikost stromu

Muaze byt ,preuceny”, tj. muze byt pfiliS specializovany na datovy
soubor, ktery se pouzil pro jeho konstrukci.

Pokud ho pouzijeme pro klasifikaci ,neznamych” pfipadu, nemusi
byt pfiliS uspésny.

Neplati tedy, ze Cim je strom vetsi, tim je lepsi.

Dobre nauceny strom nepopisuje kazdy konkretni pripad, spise by
mel popisovat obecnéjsSi zavislosti, které se v datech vyskytuji.

Nemusi postihnout strukturu dat
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Prorezavani stromu

parametrem, ktery urCuje slozitost stromu, je jeho velikost.

U CART zacCiname s ,pferostlym®, priliS detailné vétvenym stromem. Tento
strom nasledné redukujeme pomoci nékteré z metod

Prorezavani (pruning)
Zmensovani, scvrkavani se (shrinking) - metoda pro regresni strom

K urceni optimalni velikosti stromu — kritérium slozitosti stromu
(cost-complexity criterium)
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Kriterium slozitosti stromu

Mé&jme strom T,. Profezanim urcitého poctu koncovych uzlu
dostaneme strom T,.

Cena jednodussiho stromu (cost-complexity criterium):

C,()=DT, +aT,

kde |T,| je poCet terminalnich uzlt stromu a DT, je deviance stromu.
Parametr a > 0 vyjadruje kompromis mezi velikosti stromu a jeho
vycerpanou variabilitou. Hledame tedy, pro kazdé a, takovy strom,
ktery minimalizuje Ca(T).

K urCeni odhadu a se pouziva krosvalidace
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Krizove overovani (krosvalidace)

Krizova validace patri mezi validacni techniky
Pozorovani jsou rozdélena do k nezavislych podsoubord

Jeden podsoubor se pouzije pro testovani (pozorovani nejsou pouzita pfi
tvorbé modelu) vSech ostatnich k-1 skupin pro tvorbu modelu — je tedy
vytvofeno k modelu otestovanych na k testovacich souborech

Z vysledku testovacich soubort muzeme urcit stabilitu metody (spocitat
napf. praimér a smérodatnou odchylku pfesnosti na testovacim souboru) a
jeji predikCni schopnost.
Stromy jsou obecné velmi nestabilni metody — i mala zména v datech
muZze zpusobit zmény v rozhodovacich pravidlech a muzeme ziskat
odlisny strom s jinou presnosti.
Jak velka je tato variabilita, zjistime z rozsahu hodnot presnosti stromu
pro jednotlivé testovaci soubory.

Vyhoda krizove validace spociva v pouziti nezavisleho datového souboru
pro testovani - kazdé pozorovani je pro testovani pouzito pravé jedenkrat
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Krizove overovani (krosvalidace)

k=1 k=2 k=3 ... ... T k=10
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Trénovaci soubor
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Vyber optimalniho stromu

Pomoci krizove validace vybereme takove a, aby mel strom co
nejvetsi presnost, ale zaroven byl rozdil v chybé mezi testovacim a
trénovacim souborem co nejmensi
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Mereni presnosti stromu

OznaCme e(t) chybu na trénovacim souboru (re-substitution errors) a
e'(t) chybu na testovacim souboru (generalization errors).

Pri pouziti pouze trénovaciho souboru lze ziskat dva odhady celkové
chyby stromu.

optimisticky odhad, kdy pfedpokladame, ze chyba trénovaciho
souboru se rovna chybé na testovacim souboru €e’(f) = e(f)

pesimisticky odhad, kdy je pro kazdy terminalni uzel e'(f) =
(e(t)+0,5)

Celkova chyba je tedy: €'(T)=¢e(T) + Nx 0,5,
kde N je pocCet terminalnich uzlU

Pokrocilé neparametrické metody JRA




Mereni presnosti stromu Il

Mejme soubor obsahujici 100 méreni. Pro strom s 20 terminalnimi
uzly a 10 chybné zafrazenymi pozorovanimi z trénovaciho souboru je:

optimisticky odhad chyby = 10/100 = 10%
pesimisticky odhad chyb = (10 + 20x0,5)/100 = 20%.

Chyba na trénovacim souboru vsak neni dobrym ukazatelem, jak
dobre bude strom klasifikovat/predikovat nova data.

Proto se k odhadu celkoveé (obecné) chyby stromu pouziva prevazne
testovaci soubor.
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Matice zamen (confusion matrix)

pozorované
ano ne celkem
predikované
a b
+
ano (TP) (FP, chyba L. druhu) ath E PPV
© d
ne (FN, chyba II. (TN) c+d > NPV
druhu)
celkem a+c b+d n
NZ NZ
Sensitivita, FNR Specificita, FPR

a = pravdivé pozitivni (TP- true positive)
b = faleSné pozitivni (FP - false positive)
c = faleSné negativni (FN - false negative)
d = pravdivé negativni (TN - true negative)

Senzitivita-podil (procento) spravné zarazenych pozitivnich pfipadu, ze vSech pfipadu, které byly

pfedpoveézeny jako pozitivni (napf. Procento lokalit kde se taxon vyskytl, ze vSech lokalit

predikovanych jako vyskyty)

specificita - podil spravné zafazenych negativnich pfipadu, ze vSech pfipadu pfedpovézenych jako
negativni (napf. procento lokalit kde se taxon nevyskytl, ze vSech lokalit predikovanych jako nevyskyt).
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Mereni presnosti klasifikacniho stromu

Celkova spravnost, (Overall accuracy, Correct classification rate):
OA=(a+d)/n

KlasifikaCni chyba:
MR = (b+c)/n

Cohenovo kappa:
Kp= (OA-EA)/(1-EA),

kde EA = ((a+c)(a+b)+(b+d)(c+d))/n?

Na testovacim souboru, pouziti krosvalidacnich technik pro zjisténi

~-.. obecnosti a stability stromu
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Mereni presnosti klasifikacniho stromu |l

Tato méreni vSak nezohlednuji riznou velikost skupin ani rozdilnost
oproti nahodnému vysledku, a proto muze snadno dojit
k nadhodnoceni nebo naopak podhodnoceni kvality modelu.

Méjme pfiklad klasifikaCniho stromu pro zavisle proménnou se
dvéma kategoriemi a poCtem pozorovani v jednotlivych kategoriich A
=100 a B = 10. PocCet spravné klasifikovanych pozorovani

v jednotlivych kategoriich je nasledujici A=100a B = 0.

OA =100/110=0,91

Procento spravné klasifikovanych pozorovani by v tomto pfipadé
bylo zhruba 91% — takovy strom nam neni k uzitku, protoze
nedokazal kategorie odliSit a vSechna pozorovani v kategorii C
klasifikoval jako kategorii A.
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Mereni presnosti klasifikacniho stromu |l

Korekci na velikost kategorii Ize vsak proveést jednoduchou upravou:

J n

pc
O kateg _Z

cln

kde J je celkovy pocet kategorii, n .
v kategorii ¢ a nc je pocCet viech pozorovani v kategorii c.

Pro nas priklad se pak celkova adjustovana spravnost stromu rovna:
1100 O
— + =0,5
2100 10

Celkova spravnost se pouziva predevsim pro srovnani s ostatnimi
klasifikacnimi metodami nebo pro vybér vhodneho stromu, v praxi

nas vSak Castéji zajima procento spravné klasifikovanych pozorovanl'

pro kazdou kategorii.

je pocet spravné klasifikovanych pozorovani
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UrcCeni presnosti regresniho stromu

U regresniho stromu je presnost, urCovana stejne jako v linearni regresi,
pomoci koeficientu determinace RZ2.

Koeficient determinace je obecné definovan jako podil variability zavislé
promenneé Y, vysvétlené modelem k celkoveé variabilité proménne Y.

V nasem pripade jde o variabilitu vysvetlenou stromem

R2 = variabilita _vysvetlena modelem __  residualni variabilita _ =

celkova variabilita Y celkova variabilita Y - Z (y B )7)2

kde y; = je prumeér v pfislusnych terminalnich uzlech a odchylka od pruméru
uzlu t je spocitana vzdy pro pozorovani y; zarazené do tohoto terminalniho
uzlu.

Koeficient determinace nabyva hodnot od 0 do 1. Pfi hodnoté R? = 1 jsme

vysvetlili veskerou variabilitu pomoci stromu a predikované hodnoty y; se
shoduji s pozorovanymi hodnotami y;.

Je opét mozné spocitat chybu regresniho stromu pro trénovaci soubor €'(t) = 1 - R?,,
a testovaci soubor e(f) = 1 - R?,
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Priklad — oz6n

tem peratpre< 82.5
I

wind>=6.6 wind>=10.6
wind*=4.3
48.71
n=7 temperatlire< 87.5
112
temperatpre< 77.5 67.5 88.23 n=4
92.5 n=10 n=13
radiatipn< 82 n=4
18.47
- 13 36.75
n=49
n=4 n=20
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Primarni, zastupné a kompetitivni promenne

Primarni proménna dosahuje nejlepsiho déleni daného uzlu a je pouzita
jako pravidlo ve stromé

MuazZe se stat, Ze proménna, ktera je témér stejné vhodna (kriterialni
statistika ma podobnou hodnotu) jako vybrana primarni proménna, zustane
skryta, i kdyZz muze mit vétsi interpretacni hodnotu — takovéto proménné se
nazyvaji zastupné (surrogates) a kompetitivni proménné.

Zastupné proménné nesou podobnou informaci jako primarni proménna a
vétSinou jsou s ni korelované. Pro kazdy uzel Ize zjistit, nakolik rozdeluji
pozorovani v dcefinych uzlech stejné jako primarni promenna.

Kompetitivni proménna rozdéluje dany uzel odliSné nez primarni

Na zakladé hodnot kriterialni statistiky se tak v pfipadeé absence primarni
proménné rozdeéli uzel podle kompetitivhi nebo zastupné promeénné.

Je tedy vybran jiny prediktor s dalsi nejlepSi hodnotou kriterialni statistiky.
Velky vyznam pro interpretaci
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UrcCeni primarni, kompetitivni a zastupne promenne pri rozdeleni
pozorovani kategorii A, B, C do dvou terminalnich uzlu

A =100,B =100, C =100 |

proménna X  kategorie uzel 1 uzel 2
A 90 10
primarni B 90 10
C 20 80
A 80 20
zastupna B 85 15
C 25 75
A 80 [20 |
kompetitivni B 20 80
C 10 90
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Priklad hurikany

—BARO
—TROP
D=1 N=209
BARO
109 100
LATHURR
Il
<=23500000 > 23500000
D=2 ‘ N=89 D=3 © N=120
TROP BARO
80
9
LATDEPR
Il
<=19.850000 >19.850000
D=12 ‘ N=41 D=13 ‘ N=79
BARO BARO
77
2
LATDEPR
<=17.350000 >17.350000
D=14 ‘ N=26 ID=15 ‘ N=15
BARO TROP
20 12
6 3

Co v8e muzeme zjistit ze stromu......

Jak interpretovat strom ?

Jaka je celkova presnost stromu ?

Ktera ze dvou skupin je lépe klasifikovana?
Které parametry jsou vyznamné ?
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Priklad hurikany

Cost

0.6

0.0

Cost sequence
Dependent variable: CLASS

0.5
0.4
0.3

0.1

Tree number

Ma strom spravnou velikost?

—o— Resub. cost
—o CV cost
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Vyhody stromu

Snadné grafické znazornéni — jednoducha interpretace
Neklade zadné podminky na typ rozdeleni

Algoritmy tvorby stromu jsou odolné vici odlehlym hodnotam
Mozno pouzit korelované promennée

Prediktory mohou byt vSech typu

Vysledky presnosti stromu Ize snadno porovnat s vysledky jinych
modelu

rychla metoda pfi klasifikaci novych pfipadu

Metoda je vhodna pro klasifikaci i regresi (pro regresi s jistymi
omezenimi)
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Klasifikacni (rozhodovaci) strom
Nevyhody

Nestabilita - tvar stromu velmi zavisi na datech, mala zména v datech
zpUusobi zmény v rozhodovacich pravidlech uvnitf uzlt

+ zmeéna vyslednych klasifikaci/predikci
Vzhledem k nestabilité je nutna opatrnost pfi interpretaci.

Reseni: napf. Bagging — kombinace vétsiho po&tu stroma, aby se
minimalizovala jejich variabilita (bude vysvétleno pozdéji viz. klasifikaCni
lesy)

meéreni presnosti stromu (accuracy) je vyrazné zavislé na krosvalidacnim
mechanizmu, selekcCnich kritériich a vyberu mechanizmu pro
minimalizaci chyby stromu

nevhodné pro maly poCet vzorku a velky pocet tfid

vytvareni stromul vyzaduje zkuSenosti

Pokrocilé neparametrické metody JRA




Algoritmy ucCeni

Je cela fada algoritmu pro rust stromu
obecné nelze fici, ktery z algoritmu je lepSi, zaleZi na feSeném problému
vysledkem je strom, ktery se vSak liSi obsahem uzlli i jejich poétem

ID3 (Quinlan 1979)

CHAID - Chi-squared Automatic Interaction Detector (Kass,1980)
CART (Breiman et al. 1984)

Assistant (Cestnik et al. 1987)

MARS - Multivariate Adaptive Regression Splines (Friedman,1991)
RETIS (Karali¢ 1992) — pro regresni stromy

C4.5 (Quinlan 1993)

QUE)ST - Quick, Unbiased and Efficient Statistical Tree (Loh & Shih,
1997

C5 (Quinlan 1997)

PRIM - Patient Rule Induction Method (Friedman & Fisher, 1999)
Stromy ve Wece (Frank 2000)

Stromy v Orange (Demsar, Zupan 2000)
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