MARS - Multivariate Adaptive
Regression Splines
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MARS - Multivariate Adaptive Regression Splines

Friedman (1991)
technika pro regresni problemy

na rozhrani mezi stromovou technikou a parametrickou
regresi—zobecnéni postupné (stepwise) linearni regrese

odstranuje urcité nedostatky binarnich regresnich stromu, predevsim
nespojitosti odhadnutych hodnot zavisle proménné

prediktory mohou byt spoijité i kategorialni
vysledkem metody je regresni rovnice — chybi stromova struktura a

A4 v Ewv s

k rozdéleni pozorovani zavisle proménné se nepouziva konstanta, ale
linearni aproximace
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Spline- interpolace

Interpolace - n body mohu prolozit polynom (n -1) radu
- vétsi stupen polynomu - oscilace mezi body
dana mnozina bodu se aproximuje po ¢astech = spline krivky

y y
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MARS

spliny - po ¢astech linearnich funkce (x - t), a (t - x),, kde + je kladna
cast
( (x-t), pokud x>t  (f- x), pokud x <t
(x-10),= 1 (t-x),=
. 0, jinak (0, jinak

se svym stfedem (uzel) v kazdé hodnoté x;

j» Pro kazdy prediktor X.

Priklad funkce (x — 10), a (10 - x), Alternativni zapis:max(0, x — t) a max(0, t — x)

y 7 Zrcadlovy par P
< Il
- o (x-10), t=10

l X (Hastie et. al, 2000) M|

Pokrocilé neparametrické metody JRA




MARS - priklad

Linearni regrese
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MARS x linearni regrese

Mejme regresni rovnici:

kde Y je zavisle proménna, X,,..., X), jsou prediktory
B, je intercept a B4,..., B, regresni koeficienty

u jednorozmerne linearni regrese je k vyjadreni zavislosti Y na X pouzita
primka a koeficienty jsou odhadnuty metodou nejmensich Ctvercu

My
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MARS

predpokladejme model s jednim prediktorem a hodnotou uzlu t = 10,
ktery mizeme zapsat pomoci dvou regresnich rovnic:

Y=p0,+5(X))+e pro x>10

Y=L, +B,(X)+€ pro x <10
Rovnice muzeme vyjadfit ve tvaru:

Y =b, +b, (X, —1), +b2(t_X1) te

+

kdebOE,Bo,b1E,B1abZEBZ
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MARS — interakce promennych

Stejné jako u linearni regrese lze i u metody MARS pouzit interakce
promennych

pro dva prediktory X, X;:
Y =b, +b1(X1 _t1)+ +b2(t1 _X1)+ +b, (X, _t1)+(X2 _t2)+ t&

z cehoz plyne:
Y=b,+bX —bt +€& pro X,>ta X,<t,
Y=b,-b,X +bt +& pro X, <t

Y =b,+b X, bt +t,(X, X, -t X, -6, X, +1t,)+e  pro X,>ta X,>t,
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MARS - interakce

ful .\:1. .*‘:gr .

h(X1,X5) = (X4=X51)+ (X790 = X5)4

(Hastie et. al, 2009)
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MARS - priklad

% denni méreni koncentrace ozonu, rychlosti vétru, teploty
vzduchu a intenzita slunecniho zareni v New Yorku

ozone= 25
+ 3.1*max(0; temperature-85)
-1.28*max(0; 85-temperature)
-4.9*max(0; 13-wind)
- 0.09*max(0; radiation-139)
-0.049*max(0; radiation-112)*max(0; 13.21-wind)

My
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MARS

Regresni funkci pro MARS muzeme tedy vyjadfit jako:

kde h,, jsou bazoveé funkce nebo jejich interakce a koeficienty b,, pro dane
h JSOU odhadovany stejné jako u linearni regrese metodou nejmensmh

&tverca.
Algoritmus MARS je velmi podobny postupnému doprednému vyberu

(forward stepwise selection) vysvétlujicich proménnych v regresnim modelu
— namisto promennych se vybiraji linearni splajny.

Zaciname s nulovym modelem (bez prediktor().

Postupneé se pridavaji jednotlivé Cleny do rovnice (bazove funkce) — pouze
takove, jejichz prispevek k variabilite vysvetlene modelem je statisticky
vyznamny.

Tento pfispévek se urcuje na zakladé snizeni residualniho soudtu ¢tvercu
modelu.
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MARS- krovalidace

krosvalidacni kriterium GCV (generalized cross-validation) — vybere
se model s optimalnim poétem ¢lenu v rovnici.

GCV lze pouzit i pro odhady relativhich vyznamnosti jednotlivych
prediktord.

kde N je pocCet pozorovani, y; je hodnota zavisle proménné odhadnuta
modelem a M(A) je parametr slozitosti modelu, ktery ma tvar:

M(A):r+cK

kde r je poCet nekonstantnich bazovych funkci v modelu a K je pocet uzlu t
v modelu, kde jiZ probéhl vybér parametrd pomoci dopredného vybéru

Konstanta c je urCena experimentalné:
¢ = 3 pokud nejsou zahrnuty interakce
c = 2 pro rovnici s interakcemi
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MARS - krovalidace

Datovy soubor je rozdélen na testovaci a trénovaci v pomeéru zadaném
uzivatelem (Casto 70% trénovaci a 30% testovaci)

Na trénovacim souboru je vytvofen model a je spocCitana jeho presnost
(R?) na testovacim souboru.

Hodnota GCYV je spocitana pro ruzné podmodely, majici ruzny pocet
Clenu v rovnici, ktery oznacCuje parametr A.

Je vybran podmodel s nejmensi hodnotou GCV.

Analogie s CART a CHAID — optimalni pocCet terminalnich uzl( stromu a
PRIM — okna optimalni velikosti.
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Algoritmus metody MARS

Krok1: Algoritmus zacina s konstantni funkci h_(X) = 1

Krok2: Vytvori se splajny (zrcadlové pary) se svym stfedem (uzlem t) v kazdé
hodnoté x;, pro kazdy prediktor X; — ziskame mnozinu vSech ,kandidatskych*
bazovych funkci C — model je tvofen prvky z této mnoziny nebo jejich kombinaci.

Krok3: Z mnoziny C jsou do modelu prfidavany pomoci postupného vybéru
vyznamneé bazoveé funkce, které snizuji rezidualni chybu modelu.

IProces postupuje hierarchicky, vyznamné interakce jsou pridavany do modelu
pouze z kombinace bazovych funkci, které jiz byly do modelu vybrany!

Z kroku 1 - 3 jsme ziskali rovnici s vybranymi ¢leny — pocet Clenl vSak byva
vétSinou velmi velky

Krok4: procedura zpétného odstranovani.
Z rovnice jsou odstranény ty Cleny, u kterych po jejich odstranéni dojde k
nejmensimu zvySeni chyby modelu.
Zpétné odstranovani je u€inéno pomoci krosvalidace. Hodnota GCV je spocitana
pro rtizné velikosti modelu (s raznym poctem €lenu v rovnici) a je vybran model, pro
ktery je hodnota GCV minimalni.
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MARS - algoritmus

(Hastie et. al, 2009)
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MARS

modelovana plocha je spojita
zahrnuje aditivitu promennych
zahrnuje interakci promennych
vhodna i pro vétsSi pocCet prediktoru

nevyhodou je méné nazorna interpretace — chybi stromova

struktura
dopredny vyber proménnych je hierarchicky
kazdy vstup se muze v modelu objevit pouze jednou

PolyMARS (Stone et al., 1997) — pro klasifikaci
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Skupinové mo
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| a regresni
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Moudrost davu (Wisdom of Crowds)

James Surowiecki, 2004

~Skupinovy usudek je daleko inteligentnejsi a presnéjsi nez usudek
jednotlivce, v pfipadech, kdy jde o hodnoceni fakti*

kazdy pfislusnik davu musi Cinit svlj usudek na zakladé vlastnich,
nezavislych informaci

Vysledek je dan hlasovanim
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Skupinoveé modely (ensamble models)

skupiné modelu zadame stejny problém, na kterém se naudi
vystupy nauc¢enych modell se kombinuji
vysledkem skupinového modelu je

v pfipadé regrese — zprumérovani vSech vysledku jednotlivych
modelU

u klasifikace — vétSinoveé hlasovani jednotlivych modelu (Ize vSak
pouzit praimérovani)

datovy soubor

/| N\

model, model, model, model, model

skupinovy model

My
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Skupinoveé modely (ensamble models)

MuzZeme vSak kombinaci modelu ziskat presnéjsi model?

Podminka — jednotlivé modely museji byt rizné napfiklad
pouzitim ruznych souboru pro u¢eni modelu, které
ziskame nahodny vybérem z trénovaci mnoziny dat.

Modely tak budou vykazovat ,,odliSné" chyby.

Presnost a stabilita téchto modellu se nasledné ovéruje na
testovacich souborech.

Oznaceni skupinové modely se obCas pouziva také pro kombinaci
vysledku z ruznych modellu (napf. neuronovych siti, rozhodovacich
stromu a regrese) na stejném souboru.
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Cim je zpUsobena chyba modelu...?

Pr. méfime nahodnou veli€inu Y v populaci (napf. vaha ¢lovéka) a
chceme vyjadrit jeji reprezentativni hodnotu pro celou populaci.

Hledame takovy odhad y, ktery minimalizuje stredni hodnotu chyby
Ey(y-y)? pres celou populaci.

V idealnim pfipade bychom zméfili vSechny vzorky v populaci (zvazili
vSechny lidi) a zjistili jejich stfedni hodnotu Ey(y) (napf. prumér,
median), kterou bychom prohlasili za optimalni odhad.

V praxi vSak tento pfistup neni mozny a pomuzeme si vybérem
pouze urcité skupiny pozorovani z populace, ktery vSak musi mit
stejné vlastnosti jako cela populace. Takovyto vybér vytvorime
nahodnym vybérem.
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Skupinové modely -Rozklad chyby

analogie u modelu, kdy vybirame pozorovani pro trénovaci soubor
Z mnoziny vsech pozorovani

Odchylky pozorovanych od predikovanych hodnot (chybovost
modelu) nebudou zpusobeny pouze ,prirodni“ variabilitou, kterou
jsme modelem nevysvétlili, ale také rozdilem ve vysledcich pro rizné
nahodné vybéry a celou populaci.

Méjme soubor trénovacich dat:

L=(y,x;), i=1,....n.

— hledame takovou funkci v prostoru vSech prediktoru a hodnot zavisle
promenne, aby predikcni chyba byla mala.

Pokrocilé neparametrické metody JRA




Skupinové modely -Rozklad chyby

Pokud maji (Y,X) stejné rozdéleni a dana funkce R udava rozdil mezi
pozorovanou hodnotou y; a predikovanou hodnotou y; zavisle
proménné Y, pak muzeme predikéni chybu (prediction error) obecné
vyjadfit jako:

PE(f,L)=E, (R(Y,f(X,L))

kde f(X,L) jsou predikované hodnoty y; pro trénovaci soubor L
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Skupinové modely -Rozklad chyby

Pramérna obecna chyba (mean-squared generalization error) na
trénovacim souboru L je rovna:

PE(f:L): EY,X(Y_f(XaL))z

Optimalni model by mél mit minimalni primérnou chybu pro ruzné
vybéry L — vysledky modelu pro jednotlivé vybéry trénovacich
souboru by se nemély prilis lisit.

Vyjadfime prameér trénovacich souboru stejné velikosti ze stejného
rozlozeni:

J_F(x) =E, f(x,L)

kde E,f(x,L) je pramér pfes viechny trénovaci soubory L
predikované hodnoty y; v hodnoté x;.
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Rozklad na systematickou chybu a varianci (Bias-Variance
Decomposition)

PE = E¢’ +EY,X(f(X)_ELf(X9L))2 tLy, (f()(ﬂl’)_ELf(‘X’L))2
—— N - y -~ g

sum zkresleni? variance

Sum - je rezidualni chyba neboli minimalni dosazitelna chyba modelu,
kterou nejsme schopni modelem vysvetilit.

Zkresleni?- urcéuje systematickou chybu modelu. Je to rozdil optimalniho
modelu od prumérného modelu.

Variance - je variabilita vysledkul jednotlivych vybérd, jinymi slovy, jak
moc se predikované hodnoty y; liSi v ramci trénovacich podsouboru L —
vysoka variance znaci preuceny model.
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Rozklad na systematickou chybu a varianci (Bias-Variance

Decomposition)

A bias?
£ A
sum "~ variance
< X >
\
\
\
\
\
\
\
\
\
\
\
\
\
\\
N o '\ S~a
E,(Y) E+(Y)

Sum - chyba modelu

Zkresleni?- systematicka chyba modelu — optimalni x primérny

Variance —variabilita vysledku jednotlivych vybérd

My
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Slabé modely

Modely, které se pouzivaji ve skupinovych modelech, se oznacuji jako slabe
modely neboli weak learners (slaby zak, u klasifikace také slaby klasifikator).

Slaby model je definovan obecné jako model, ktery ma malé zkresleni, ale
vysokou varianci — maji velmi vysokou presnost, ale pouze pro pozorovani
z trenovaciho souboru

Prikladem slabych modellu s velkym zkreslenim, ale nizkou varianci muze byt
interpolacAe bodu pomoci linearnich splajnu

Y

malé zkresleni +
velka variance —
preuc¢eny model

velké zkresleni +
mala variance —

nedouceny model
>

X

My
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Slabé modely — vytvoreni skupinoveho modelu

Hledame tedy model, ktery by mel nizkou varianci i zkresleni.
Kombinovanim nékolika slabych modelu muzeme snizit obé tyto

slozky.
Jak na to?

Y

>

X

My
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A co na to stromy?

Rozhodovaci stromy jsou dobrymi kandidaty pro pouziti ve skupinovych modelech.

Neprorezaneé stromy maji totiz vysokou presnost pro trénovaci soubor (tedy nizky
bias), ale vysokou varianci (vysledky mezi testovacim a trénovacim souborem se

li&i).

Rozhodovaci stromy, na které nejsou aplikovany metody pro hledani optimalni
velikosti stromu, jsou tedy podle vySe uvedené definice slabymi modely.

u rozhodovacich stromu jsme pro urCeni jeho optimalni velikosti museli rovnéz najit

kompromis mezi varianci a zkreslenim!

velké zkresleni
nizka variance

Predikéni chyba

trénovaci soubor

malé zkresleni
vySoka variance

nizka

Slozitost modelu

vysoka

My
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