Priklad: Random Forest - Morsti krabi

Datovy soubor obsahuje 200 méteni a 8 prediktort popisujicich 5 morfologickych méteni
200 krabt (Leptograpsus variegatus) rozdélenych do dvou barevnych variant. Kazdé varianta
je rovnomérné zastoupena obéma pohlavimi. Zajim4 nés, zda je mozné kraby pomoci
morfologickych méteni rozlisit. Méfeni prob&hlo na krabech nasbiranych v pfistavnim mésté
Fremantle v zapadni Australii.

Popis prediktorii:

sp - druh s kategoriemi B nebo O pro modrou a oranzovou variantu
sex - pohlavi kodované jako M a F’

index - index 1:50 - id pozorovani uvnitf ¢tyfech skupin sp x sex
FL - frontal lobe size (mm) - velikost ¢elniho laloku

RW- rear width (mm) - Sifka zadni ¢asti (zadecku)

CL - carapace length (mm) - délka krunyie

CW - carapace width (mm) - Sifka krunyie

BD - body depth (mm) - vyska trupu

Nejdfive nacteme knihovnu MASS, kterda obsahuje vySe popsany datovy soubor se
jménem crabs:

> library(MASS)

> data(crabs)

> crabs

> summary(crabs)

Nacteme knihovnu pro tvorbu nahodného lesa randomForest:

> library(randomForest)

V ndhodném lese je mozno nastavit hodnoty parametri, které specifikuji vysledny les a
jeho vystupy. Defaultni nastaveni hodnot je nasledujici:

randomForest(x, y=NULL,
xtest=NULL, ytest=NULL, / testovaci soubor neni pfedem zadan;

ntree=500, / pocet stromil v lese;
mtry=if (lis.null(y) && lis.factor(y))max(floor(nco (x)/3), 1) else

floor(sqrt(ncol(x))), / pocet ndhodné vybranych proménnych; defaultni hodnoty jsou
\/; pro klasifikaci a p/3 pro regresi, kde p je pocet prediktorti;

replace=TRUE / pozorovani miiZze byt vybrano vicekrat (pfi procesu rozdéleni na oob
vzorky);

classwt=NULL /  véha jednotlivych kategorii zdvisle proménné, defaultn€ maji vSechny
stejnou vahu;

strata, sampsize = if (replace) nrow(x) else ceiling(.632*n row(x)),
/| parametry pro stratifikovany vybér;
nodesize = if (lis.null(y) && lis.factor(y)) 5 else 1,/ minimalni pocet

vzorkll v terminalnim uzlu, defaultné 1 pro klasifikaci a 5 pro regresi;
maxnodes = NULL,/  maximalni pocet terminalnich uzll stromu;
importance=FALSE, /  vypocet vyznamnosti proménnych;
locallmp=FALSE,/  vyznamnost kazdého pozorovani;



nPerm=1,/ pocet iteraci, kdy jsou oob pozorovani permutovany pro vypocet importance
proménnych, zatim pouze pro regresi;

proximity, / vypocet matice tésnosti;

00b.prox=proximity, / matice tésnosti pouze pro oob pozorovani;

norm.votes=TRUE, /  vysledné hlasovani je vyjadieno jako podil, jinak pfimo pocet;

do.trace=FALSE,/  zobrazi vystupy procesu hledéni;

keep.forest=lis.null(y) && is.null(xtest), corr.bia s=FALSE,
keep.inbag=FALSE, ...) / FALSE - vysledek lesa nebude ulozen ve finalnim vystupu.

Nyni vytvofime vlastni ndhodny les. Za¢neme rozliSenim dvou barevnych variant krabli
bez ohledu na pohlavi:

> set.seed(12)
> les_krabi <- randomForest(sp ~ FL+RW+CL+CW+BD, da ta=crabs,
importance=TRUE, proximity=TRUE )

Pred kazdym spusSténim lesa je vhodné zadat jiné ndhodné Cislo set.seed, aby byla
zajisténa veEtsi ,,nahodnost™ algoritmu. V lese potfebujeme vybrat nahodné oob vzorky i pocet
prediktort a algoritmus musi odnékud zacit.

Do proménné les _krabi ulozime vysledek nahodného lesa, ktery spustime pomoci funkce
randomForest, specifikujeme zavisle proménnou sp a prediktory z datového souboru crabs,
zadame vypocet vyznamnosti (importance) proménnych a matici tésnosti (proximity).

Zobrazime vysledek vypoctu:
> print(les_krabi)

Zobrazime vysledek pro prvnich 150 stromti:

> set.seed(52)
> les_krabi <- randomForest(sp ~ FL+RW+CL+CW+BD, da ta=crabs, ntree=150)
> plot(les_krabi, cex.axis=1.5, cex.lab=1.5, lwd=2, col="black")

Dalsi zajimavou informaci je velikost vyslednych stromi, kterou mlzeme orientacné
zjistit z histogramu poctu terminalnich uzld.

> hist(treesize(les_krabi))

Pomoci funkce getTree si miizeme zobrazit i vybrany strom. V tomto ptipad¢ vybereme
dvacaty. Vystup bude v textové podobé. Vzhledem k velké velikosti stromil v§ak byva casto
nepiehledny.

> getTree(randomForest(sp ~ FL+RW+CL+CW+BD, data=cr abs, ntree=100), 20,
labelVar=TRUE)

vvvvvv

proménnych (prediktorii), na zakladé kterych se budou jednotlivé stromy délit. Zde je tento
parametr oznacen jako mtry. Defaultni hodnoty parametru m#ry jsou \/; pro klasifikaci a p/3
pro regresi, kde p je pocet prediktorti. Nastavitelnym parametrem je improve. Aby probihalo
dalsi vyhledavani optimalniho poctu prediktord, musi byt zlepSeni oob chyby vétsi nez jeho
stanovend hodnota. Parametr trace zobrazi vystupy procesu hledani. Ponékud zaludny je

parametr stepFactor, ktery urcuje, o kolik se bude parametr mtry zvySovat (nebo snizovat) pfi
testovani jeho vlivu na vyslednou klasifikaci.

> set.seed(126)



> mtryles <- tuneRF(crabs[,4:8], crabsl[,1], stepFac tor=1.5,
improve=0.05, ntree=100, mtry=4, trace=TRUE, plot=T RUE)

Pokud za¢neme vzdy od riizného ndhodného cisla, vysledky se mohou li$it 1 pfi stejném
nastaveni parametrt funkce.
Nyni jiz miZeme spustit les s optimalnim nastavenim hodnot parametri:

> set.seed(10)
> randomForest(formula=sp~FL+ RW + CL +CW +B D, data = crabs,
importance = TRUE, proximity = TRUE, ntree = 100, m try =3)

Poté, co jsme nastavili optimalni hodnoty pro tvorbu lesa, mizeme pouzit dalsi funkce,
které jsou dulezité zejména pro interpretaci nasich vysledka.

Hodnoty vyznamnosti proménnych zjistime pomoci funkce importance a v grafické
podobé je zobrazime funkci varlmpPlot. U funkce importance mizeme zvolit vyznamnost
zalozenou na Gini indexu (fype = 2) nebo na poklesu klasifikacni chyby pii randomizaci
proménné (type = 1).

> importance(les_krabi, type=2)
> varlmpPlot(les_krabi)

Zobrazime, kolikrat byly jednotlivé proménné pouZité ve stromech pfi tvorb¢ lesa:

> set.seed(2)
> varUsed(randomForest(sp ~ FL + RW + CL + CW + BD, data=crabs,
ntree=100, mtry =3, by.tree=TRUE, count=TRUE))

Funkce partialPlot zobrazi graf efektu proménné na pravdépodobnost kategorie. Do
funkce zadame vysledny les, proménnou a kategorii (pomoci parametru whi ch. cl ass), pro
kterou chceme znazornit pribéh proménné.

> set.seed(123)
> par(mfrow=c(3,2))

> partialPlot(les_krabi, crabs, FL, which.class= "B", cex.axis=1.2,
cex.lab=1.2, lwd=2)
> partialPlot(les_krabi, crabs, FL, which.class= "O", cex.axis=1.2,
cex.lab=1.2, lwd=2)

..atd.

Podobnou informaci mizeme ziskat z prototypii kategorii zaloZzenych na matici tésnosti
pomoci funkce classCenter. Ziskame tak odhad hodnot proménnych, které jsou
charakteristické pro danou barevnou variantu. Prototyp je medoid' z jeho nejblizgich sousedi
(z ,reprezentativnich® pozorovani) z prislusné kategorie. Miizeme porovnat hodnoty
prototypil pro ob¢ varianty.

> set.seed(22)

> les_krabi <- randomForest(sp ~ FL+RW+CL+CW+BD, da ta=crabs, mtry=3,
ntree=150, importance=TRUE, prox=TRUE )
> krabi_prototyp <- classCenter(crabs[,4:8], crabs| ,1], les_krabi$prox)

> krabi_prototyp

" Obecngji medoid charakterizuje stied shluku objekti, pfi¢emz jeho primérna vzdalenost k ostatnim
objektiim v tomto shluku je minimalni.



Zobrazime jesté vztah dvou nejvyznamnéjsich proménnych a jejich prototypt:

> plot(crabs[,4], crabs[,7], pch=21, xlab=names(cra bs)[4],
ylab=names(crabs)[7],cex.axis=1.5, cex=1.5, cex.lab =1.5, bg=c("red",
"blue™)[as.numeric(factor(crabs$sp))], main="Protot ypy dvou variant
krab a")

> points(krabi_prototyp[,1], krabi_prototyp[,4], pc h=21, cex=3,

bg=c("red", "blue"))

Kromé vypoctu prototypli pouzijeme matici tésnosti ve spojeni s vicerozmernymi
metodami, konkrétné ve Vicerozmérném skalovani (MDS). Nastavime funkci pro grafické
znazornéni prvni a druhé faktorové osy MDSplot s argumenty naseho optimalniho lesa a
zéavisle proménné pro definici kategorii.

> MDSplot(les_krabi, crabs$sp, palette=rep(1,2),

pch=as.numeric(crabs$sp), cex.axis=1.5, cex=1.5, ce x.lab=1.5)

Vzorky z obou kategorii se ¢astecné prekryvaji (zejména v pravém hornim rohu). Bylo by
zajimavé zjistit, zda by rozdéleni barevné varianty podle pohlavi mohlo odlisit tyto vzorky.

Podivame se, jak se 1i8i samicky a samecci nezavisle na barevné varianté.

> set.seed(51)

> les_krabi4 <- randomForest(sex ~ FL+RW+CL+CW+BD, data=crabs, mtry=3,
ntree=100, importance=TRUE, prox=TRUE)
> les_krabi4

rozliSeni krabli podle pohlavi je stejné uspesné jako podle barevné varianty.
> importance(les_krabi4, type=2) /typ 1 a2

> krabi_prototypl <- classCenter(crabs[,4:8], crabs [,2],
les_krabi4$prox)
> krabi_prototypl

rozdéleni souboru na Ctyfi kategorie: kombinace pohlavi a barevné varianty.

> set.seed(321)

> les_krabil <- randomForest(TX$spsex ~ FL+RW+CL+CW +BD, data=crabs,
mtry=3, ntree=150, importance=TRUE, prox=TRUE)
> les_krabil

> krabi_prototypl
> varlmpPlot(les_krabil, cex =1.4)

Opét bychom mohli zkoumat efekt proménnych na klasifikaci a prototypy jednotlivych
kategorii. Pro ostatni klasifikace je rovnéz nutné znovu otestovat parametry ntree a mtry.

Nyni se podivame, jak 1ze doplnit chybéjici hodnoty pomoci ndhodného lesa. K tomu je
uréena funkce rflmpute. Protoze na§ datovy soubor zadné pradzdné hodnoty neobsahuje,
musime nejdiive né&jaké vytvofit. Dvacet vzorkl z celkového souboru obsahujiciho 200
pozorovani nahradime hodnotou NA.



> krabi_chybi <- crabs

> set.seed(111)

> for (i in 4:8) krabi_chybi[sample(200, sample(20) ), i] <- NA
> krabi_chybi

Defaultni nastaveni funkce rflmpute je pro pét iteraci a 300 stromti. Nyni doplnime
chybéjici hodnoty na zakladé méfeni proximity:

> krabi_dopln <- rfimpute(sp ~ FL+RW+CL+CW+BD, data =krabi_chyhbi, iter=5,
ntree=300)

Vysledkem jsou hodnoty klasifika¢ni chyby oob vzorkt pro pét iteraci.
Podivame se, jak se zméni procento chyby klasifikace, po doplnéni 10% chybé¢jicich
hodnot, od klasifikace bez chyb¢jicich hodnot.

> set.seed(15)
> randomForest(sp ~ FL + RW + CL + CW + BD, data = krabi_dopln,
importance = TRUE, proximity = TRUE, ntree = 150, m try =3)

Posledni velmi uzitecna funkce, kterou si vyzkouSime, je pro predikci novych vzorkl a
jmenuje se pithodné predict. Opét mizeme nastavit parametry pro zobrazeni vysledku.
Parametr #ype nabizi tfi mozZnosti: response — na vystupu budou ulozeny predikované
hodnoty, prob — vystupem bude matice pravdépodobnosti jednotlivych kategorii a vote —
matici hlasovéni jednotlivych stromi. DalSim parametrem je norm.votes, pokud je nastaven
na TRUE, pocty hlasi budou vyjadfeny jako podil kategorii (normované), jinak bude
vystupem piimo pocet hlast. Nastavenim parametru predict.all na TRUE bude ulozena
predikce vSemi stromy, jinak pouze vysledné hlasovani nebo primérovani.

Nejdiive si soubor rozdélime na dva podsoubory, jeden pouzijeme pro tvorbu lesa a
druhy soubor (s odstranénim zavisle proménné) pouzijeme pro predikci. Vytvoiime
proménnou s hodnotami 1 a 2 pro rozdéleni souboru, pomér rozdéleni uddva parametr prob.
V tomto ptipadé rozdélime soubor na 80% a 20% plivodniho souboru.

> set.seed(112)

> index <- sample(2, nrow(crabs), replace = TRUE, p rob=c(0.8, 0.2))

> krabi_lesP<- randomForest(sp ~ FL + RW + CL + CW + BD,
data=crabs[index == 1,], mtry=3, ntree = 150)

> krabi_pred <- predict(krabi_lesP, crabs[index == 2,], type="response”,
norm.votes=TRUE, predict.all=FALSE, proximity=FALSE

> krabi_pred

Vysledek predikce mizeme zobrazit v tabulce:
> table(observed = crabs[index==2, "sp"], predicted = krabi_pred)

Dale si mizeme zobrazit dalsi varianty vysledki, predikce jednotlivymi stromy a matici
tésnosti (proximity) nebo pravdépodobnost zarazeni vSech pozorovani do kategorie B a O:

> predict(krabi_lesP, crabs[index == 2], predict.a I=TRUE,

proximity=TRUE)

> krabi_pred <- predict(krabi_lesP, crabs[index == 2,], norm.votes =
FALSE)

> krabi_pred <- predict(krabi_lesP, crabs[index == 2,], type="prob")

Z pravdépodobnosti jednotlivych vzorkd mizeme vybrat vzorky jednoznacné zarazené
lesem (napft. 18, 25, 55) a vzorky, u kterych zatazeni do dané kategorie neni tak snadné (44).



