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Uvod

1. Anotace

Tento text je urcen zejména pro studenty predmétu ,,M4122 Pravdépodobnost a statis-
tika II“. Jde o pokracovani zakladniho kurzu pravdépodobnosti a matematické statistiky
(M3121), ktery je vychozim pro dalsi teoretické i aplikaéné zamérené stochastické predméty.

Kurz popisuje nahodny vybér a zakladni vybérové charakteristiky, dale obsahuje struc¢ny
prehled z teorie odhadu. Zabyva se vlastnostmi bodovych odhadi, zejména nestrannosti a
konzistenci, zminka je téz o postacujicich statistikdch a regularnich odhadech a také jsou
popsany nékteré metody bodovych odhadt. Dale jsou studovany intervalové odhady para-
metri, zejména normalniho rozdéleni a také odhady zalozené na centralni limitni vété. V
navaznosti na tuto problematiku kurz pokracuje testovanim hypotéz. Zavér kurzu je vénovan
literaturu. Zkoumana problematika je demonstrovana na piikladech se snahou o lepsi srozu-
mitelnost textu. Pro vice prikladid odkazujeme studenty na cvic¢eni k tomuto kurzu.
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KAPITOLA 1

Uvod do matematické statistiky

1. Nahodny vybér a vybérové charakteristiky

V teorii pravdépodobnosti se predpoklada, ze

e je znamy pravdépodobnostni prostor (2, A, P)
e aze také zname rozdéleni pravdépodobnosti ndhodnych veli¢in (resp. ndhodnych
vektori), které na tomto pravdépodobnostnim prostoru uvazujeme.

V matematické statistice vsak
e mame k dispozici vysledky n nezavislych pozorovani hodnot sledované nahodné
veliciny X, které se ve statistice rika statisticky znak, tj. mame
T :X(wl),...,xn :X(wn), Wiy ..oy, Wh c Q
e a na zakladé téchto pozorovani chceme uc¢init vypovéd o rozdéleni zkoumané né-
hodné veli¢iny.
Definujme nejprve zakladni pojmy matematické statistiky. Zakladnim pojmem matema-
tické statistiky je pojem nahodného vybéru.

DEFINICE 1.1. Néhodny vektor X,, = (Xi,...,X,) nazyvime nahodnym vybérem
z rozdéleni pravdépodobnosti P, pokud

(i) Xi,...,X, jsou nezavislé ndhodné veli¢iny,

(i1) Xy, ..., X, maji stejné rozdéleni pravdépodobnosti P.
Cislo n nazyvdme rozsah nadhodného vybéru. Libovolny bod x,, = (z1,...,7,)’, kde
x; je realizace ndhodné veli¢iny X; (i = 1,...,n), budeme nazyvat realizaci nahodného

vybéru X,, = (X1,...,X,,). Mnozinu vSech hodnot, kterych mize ndhodny vybér nabyt,
nazyvame vybérovy prostor a budeme jej znacit X

Zakladni déleni matematické statistiky je dané strukturou mnoziny vsech moznych rozdeé-
leni (ozna¢me ji P) ndhodného vybéru X. Velmi ¢asto vybirame do mnoziny P jen rozdéleni,
ktera jsou stejného typu a ktera zavisi pouze na néjakém (skaldrnim ¢i vicerozmérném) para-
metru. Tento parametr se vétsinou znaci @ a pravdépodobnostni miry z mnoziny P symbolem
Py. Pritom predpokladame, ze parametr 8 nabyva hodnot z néjaké mnoziny ©.

DEFINICE 1.2. Mnozinu P pravdépodobnostnich mér tvaru
P = {Pg; 0c @}

nazyvame parametrickou tf¥idou rozdéleni. Vektor 6 nazyvame parametrem rozdé-
leni pravdépodobnosti Py a mnozinu ® moznych hodnot parametru @ parametricky
prostor.

Necht nadhodny vybér X,, = (X1,...,X,) je z rozdéleni, které je dano distribu¢ni funkci
F(z,0), 8 € ©. Zkracené budeme znacit:

1{Xy,.... X} ~ F(x;0).

Nyni se zminime o tzv. rodinach rozdéleni.

1
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DEFINICE 1.3. Necht g(x) je néjakd hustota. Definujme rodiny rozdéleni
Fi={f(z;0) = g(z — 0);0 € R}
Fa= {7(a:0) = 49 (3) 0 > 0)
Fs={f(x;0,0) = 39 (5%) ;0 €R,6 > 0}

Pak fikdme, Zze F; je rodina s parametrem polohy (location family), F, je rodina
s parametrem méritka (scale family) a F3 je rodina s parametrem polohy a méritka
(location-scale family).

Cilem teorie odhadu je na zakladé nahodného vybéru odhadnout

e rozdéleni pravdépodobnosti,
e popripadé nékteré parametry tohoto rozdéleni,
e anebo nalézt odhad néjaké funkce parametri 6, tj. v(8).

Funkeci v(0) nazgvame parametrickou funkei. V matematické statistice se pro funkce,
pomoci kterych budeme odhady provadét, nazyvaji statistikou. (Tyto funkce jsou navic
métitelné).

DEFINICE 1.4. Libovolnou nahodnou veli¢inu 7,,, ktera vznikne jako funkce ndhodného
vybéru X, = (Xi,...,X,), budeme nazyvat statistikou, tj. 7,, = T'(Xy,..., X,)".

Piiklad 1.5. Vybérova (empiricka) distribuéni funkce.

Ukéazeme, jakym zptisobem lze naptiklad informaci obsazenou v ndhodném vybéru zuzitkovat
k popisu distribu¢ni funkce. Mé&me 1{X;,..., X, } ~ F(z;0).

, R - S 1 € B,

Zavedme tzv. indikdtor mnozZiny pfedpisem: Ip(z) = .
0 z¢B
1 XZ < ) .
a pro z € R indikator jevu: [;(z) = (oo~ (X;) = { = pro i=1,...,n.
' 0 X;>ux.

Potom I1(z), ..., I,(x) jsou nezévislé ndhodné veli¢iny se stejnym alternativnim rozdélenim
pravdépodobnosti s parametrem 7w € (0, 1), tj. 1L{[1,...,[,} ~ A(w). Parametr 7 je roven

pravdépodobnosti tispéchu, tj.

P(li(z)=1)=P(X; <z)=F(z;0) = uw{L,...,1,} ~A(r = F(z;0)).

S
=
=

[

S

|3
O

[
3=
=

[
S

Zli(x):%-nF(x;G) = F(x;0).

Protoze posloupnost {F,,(x)}5°, spliiuje jak slaby, tak silny zakon velkych ¢isel, tak plati

lim, o P(|Fu(x) — F(z;0)] >¢) = 0
P(lim,, o F,,(x) = F(x;0)) = 1
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Z uvedenych vztaht je vidét, ze pokud rozsah vybéru
bude dostatecné velky, Ize distribu¢ni funkci roz-
déleni, z néhoz vybér pochazi, dostateéné piesné
aproximovat pomoci vybérové (empirické) dis-
tribuéni funkce.

Predpokladejme, ze rozdéleni, z néhoz vybér pochazi,
ma konec¢né druhé momenty se stredni hodnotou u a
rozptylem o2, coz budeme déle znacit

J'L{Xla s 7XTL} = £<M,U2).

Ky

Tedy pro kazdé + = 1,...,n plati
EX; = p
DXZ = 0'2 '

Potom tyto charakteristiky ziejmé zavisi na parametru 6, nebot

= [ 2dF(a;0)
o = [%(c—p)?dF(c:6)

proto bude lépe znaéit je (0) a 0%(0) misto u a o2

Vsimnéme si dale, Ze pro kazdé « € R je F,(x) = F,(Xy, ..., X, ) statistikou, tim také na-
hodnou veli¢inou (kterd nabyva hodnot mezi nulou a jednickou) a tim i funkei elementarniho
jevu w € €.

Zvolime-li w libovolné, ale pevné a uvazujeme-li F,(z) jako funkci proménné x, pak lze
snadno odvodit, Ze je tato funkce distribu¢ni funkci néjaké ndhodné veli¢iny a lze zavést
jeji stredni hodnotu a rozptyl

o = [T wdFu(2;0) = 5300, X,
on = [T (@ = p)PdF(2;0) = 5 3T (X — )

Z¥ejmé 1, a o2 jsou borelovské funkce nahodného vybéru a tedy statistiky a lze je
povazovat za odhady parametrickych funkei 1(0) a 0%(0). Lze ocekévat, ze ¢im bude rozsah
nadhodného vybéru vétsi, tim bude odhad uvedenych parametrickych funkei kvalitnéjsi.

Poznamka 1.6.
Odhadem parametrické funkce () budeme rozumét néjakou statistiku
T, =T(X1,...,X,), kterd bude pro rtizné ndhodné vybéry kolisat kolem ~(8).

Statistika T,, = T'(Xq, ..., X,,) zéavisi na parametru 6 prostiednictvim distribu¢ni funkce
rozdéleni, z néhoz vybér pochazi.

Také rozdéleni této statistiky, tj. ndhodné veli¢iny, zavisi na parametru 6.

Proto stfedni hodnotu a rozptyl této statistiky budeme znacit FyT,, a DgT,,.
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DEFINICE 1.7. VYBEROVE CHARAKTERISTIKY. Necht X,, = (X1,...,X,,) je ndhodny vy-
bér rozsahu n z rozdéleni s distribu¢ni funkci F'(x;0), 8 € ©. Potom statistika

X, =X=1" X, se nazyvd vybérovy prumér

52 =L (Xi— X)? vybérovy rozptyl

S =52 vybérova smérodatna odchylka
Fo(z) = 23 Toop>(Xi) vybérova (empirickd) distribuéni funkce



KAPITOLA 2

Odhady parametra

1. Nestrannost, vychyleni, konzistence odhadu

Za lepsi odhad se povazuje ten, jehoz rozdéleni je vice koncentrované okolo neznamé
hodnoty parametru. Tento pfirozeny pozadavek koncentrace rozdéleni 7, okolo skutecné
hodnoty parametru vyjadiujeme pomoci stiedni hodnoty a rozptylu.

DEFINICE 1.1. Necht X,, = (X1,...,X,) je ndhodny vybér z rozdéleni pravdépodobnosti
Py, kde 6 je vektor neznamych parametri. Necht v(0) je dand parametricka funkce.

Rekneme, 7e statistika T, = T'(X1,..., X,,) je
nestrannym (nevychylenym)  odhadem parametrické  pokud pro VO € © plati

funkce (0) EoT,, = ~(0).
kladné vychylenym EoT,, > ~(0).
zaporné vychylenym EoT,, < ~(0).
asymptoticky nestrannym 7}1_{1010 EoT,, = ~(0).
slabé konzistentnim pokud pro Ve > 0 plati

lim Py(|T,, —v(0)| >¢) =0
n—oo
tj. T, =% 4(0)
silné konzistentnim Po(lim T, =~(0)) =1
n—oo

tj. T, =L 4(9)

Poznamka 1.2.

Vlastnost nestrannosti (tj. nevychylenosti) jesté neposkytuje zaruku dobrého odhadu,
pouze vylucuje systematickou chybu.

Poznamka 1.3.

Pouzivani konzistentnich odhadu zarucuje

- malou pravdépodobnost velké chyby v odhadu parametru, pokud rozsah vy-
béru dostatecné roste;

- volbou dostate¢né velkého pocétu pozorovani lze uc¢init chybu odhadu libo-
volné malou.

Priklad 1.4. GEOMETRICKE ROZDELENTI.
Necht ndhodné veli¢ina X méa geometrické rozdélent,

fx(z)=P(X =2)=(1-0)%0 0<f<1a2=01,...
5
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Velicina X udava pocet netspéchil pri vybéru z alternativniho rozdéleni pred vyskytem
prvniho uspéchu. Hledejme nestranny odhad pro 6.
Je-li T(X) takovy nestranny odhad, musi pro néj platit

EQT(X):iT(a:)(l—H)W:Q 0<6<1,

Odtud dostavame
Y T)(1-60"=1 0<6<1,
x=0

takze musi platit
T00)=1
T(x)=0 pro z > 1.

Tento odhad vSak neni pokladan za vhodny, protoze jen miniméalné prihlizi k poc¢tu netispéchii
pred prvnim tspéchem. Zavisi jen na tom, zda tispéch nastal hned v prvnim pokusu ¢i nikoli.

Miize se také stat, ze nestranny odhad neexistuje.

Piiklad 1.5. Parametricka funkce % v piipadé BINOMICKEHO ROZDELENI.

Necht ndhodna veli¢ina X mé binomické rozdéleni, tj. X ~ Bi(n,0) a

n
€T

fe(o) = POx =)= (

Sporem ukazeme, Ze neexistuje nestranny odhad pro parametrickou funkci

)9%(1—0)“ n>1 0<f0<1a2=01,...n

Necht existuje takova funkce T', Zze pro kazdé 6 € (0, 1) plati

0<0<l1.

D=

EyT(X) = Zn; T(z) (Z) )

Na levé strané je vSak polynom proménné 6 nejvyse stupné n, ktery samoziejmé nemuize byt

identicky roven # na intervalu (0,1).

Nyni vySetfime pripad, kdy odhadovanymi parametry jsou stfedni hodnota a rozptyl
rozdéleni, ze kterého ndhodny vybér pochazi.

VETA 1.6. NechtX,, = (X1, ..., X,,) je nahodny vybér z rozdélent, které ma stredni hodnotu
1(0) pro VO € ©. Pak vybérovy prumér je nestrannym odhadem stiedni hodnoty, tj.

EGX = ,u(0)

Diikaz. Pocitejme

EoX = Eg (% ZXZ) =13 "B X =21 () = ().
i=1 =1 =1
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VETA 1.7. Necht X,, = (X1,...,X,,)" je ndhodny vijbér z rozdélent, které md rozptyl o*(0)

pro VO € ©. Pak vybérovy rozptyl je nestranngm odhadem rozptylu, tj.
EQS 2 =0 2(0)
Diikaz. Nejprve upravujme

n n

Z(Xi - X)? = Z [(Xi — 1(8)) — (X — 1(6))]

i=1 =1

[\

3

- L Z Eo(X; — 1(6))* —n Eo(X — 1u(6))?

=1

e

:DX,L-:U2(0) :Dg)_(

Proto vypoctéme

— 1 - nez. 1 - 02(0)
DoX = Do (2> X | & LD " DpX; = -
i=1 i

a celkové dostaneme

EgS* = [no?(0) — 0*(8)] = o*(0).

1
n—1

Nésledujici véta udava postacujici podminku pro konzistentni odhad.

7

VETA 1.8. Necht statistika T,, = T'(X1, ..., X,) je nestrannyg nebo asymptoticky nestranny

odhad parametrické funkce v(0) a plati
lim DgT,, = 0.

n—oo

Pak je statistika T,, = T'(X1, ..., X,) konzistentnim odhadem parametrické funkce ~(8).

Dtikaz. Necht € > 0. Z CebysSevovy nerovnosti plyne:

P0(|Tn - EHTn| Z %) S 4D8+Tn-

Protoze bud FgT,, = v(0) nebo lim,,_,., FoT,, = v(0), pak existuje prirozené ¢islo ng tak, ze

pro Vn > ng plati:

—% < ’}/(0) — FEoT,, < %
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Dale plati
Po(|T, —~(0)| > e) =1— Po(|T,, —v(0)| <e) =1— Po(|T), — EgT,, + ET,, —v(0)| < ¢)
< 1= Py(|T, — EoT,| + |ET, — 4(6)] < <)
< 1= Po({[Tn — EoT,| < 3} N{|ET, —7(0)] < 5})

jev]qsty
a tedy
lim Py(|T, —~(0)| > ) < 5 lim DT, = 0.
n—oo n—o0
Tedy T, je slabé& konzistentnim odhadem ~(9). O
DUSLEDEK 1.9. Necht X,, = (Xi,...,X,)" je ndhodny vybér z rozdéleni, které md

pro V0 € © stiedni hodnotu p(0) a rozptyl o(0), tj.
45, X} = L((8), 0%(6)).

Potom je-li (0) < oo, pak vgbérovy prumér X je slabé konzistentnim odhadem
14(0). i
Dikaz. Vzhledem k tomu, Ze X je nestrannym odhadem p(0) a plati

=0

n n 2
im DpX — 1 1N X ) g L — qim 29
sz, DoX = lim Do ( ZX) = Jim 5 ) Do = lim

n—oo n

tj. rozptyl konverguje k nule, jsou splnény predpoklady predchozi véty a plati tak tvrzeni. [

DUSLEDEK 1.10. Necht X, = (Xi,...,X,)" je ndhodny vybér z rozdéleni, které md
pro VO € © stiedni hodnotu 1(0) a rozptyl 0(0), tj.

WXy, X} = £(u(8), 5%(8)).

Potom je-li 0%(0) < oo, pak vgbérovy rozptyl S* je slabé konzistentnim odhadem
a2(6).

Dtikaz. Vime jiz, 7e statistika S? je nestrannym odhadem o2(0). Nyni budeme muset vypo-
¢itat rozptyl statistiky S2, coz neni zdaleka tak trivialni jako v piipadé vybérového priméru.

Pro lepsi piehlednost budeme psat misto (0) a 02(0) pouze p a o2, u stiednich hodnot Ej
a rozptylu Dy také vynechame parametr 6.

Polozme

Y = (X — p)?

n

Sp = %Z(Xz — )’

i=1
a pocitejme

n n

IS 0 L o A

i=1 =1
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Pak
EY; = E(X; - p)’ = DX; =0’
DY; = EY? = (EY;)” = E(X; —p)! =0 = py — 0
ES}=EY =1% EY; =4
i=1
n n _ 4
DS} =D <%ZYZ‘> R DYi= R
n
i=1 1=1
Oznacéme
§2=13"(X, — X)? = 1s?,
=1
takze
2 n 2
Pak

= 130 [0 = ) = 2 = ) (X = ) + (X = )]

= %Z(Xl — ) —2(X — ) Z(Xz — ) +pn(X — p)?
= . ) i=1 ~

= 55— (X —p)®

Pocitejme nejprve

B82S B[S~ (X = ] = B8]~ B — ) = = - = !
N————

DX

ES? " pln g = nonclg2_ o2

T n—1 n

Pripomenme, ze rozptyl 1ze pocitat pomoci vzorce
DS? = ES! — [ES?)?,

a protoze £S? jiz zndme, pocitejme nyni

viz(4) S >
ES; =" EB[S; — (X — p)*’* = B[S; — 255(X — p)* + (X — )]
= ES;—2ES§(X —pu)*+E(X —pu)*.
\ / L. ~~ o A ~~ >y
(a) (®) ©)

Pti vypoctu vyrazu (a) ve vzorci (5) vyjdeme opét ze vztahu
DSt = BSt - (BS3)’.

takze
ESY = DS3+ (ES)" = 1122 4 o =t 4 nolpd,
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Déle pocitejme vyraz (b) ve vzorci (5)

i}&—uﬂli]&—ﬂJQ

E[S§(X — p)’] = 5 E

i=1 =1
1
= 5 20 D P (s = (e~ )]
i=1 j=1 k=1
P
=4
FEY YD IO - X — ) (X~ )
i=1 j=1j#i k=1ki,j -0 vviz1
FED D B = X = )
i=1 j=1,i#j

=n(n—1)c* viz2
4

TP

=L [pa+ (n—1)o"].

Jesté zbyva vypocitat posledni vyraz (¢) ve vzorci (5)

n 4

% Z(Xz — W)

i=1

=1 ZZZZE — )Xk — ) (Xp — )]

zljlk:lhl

= ZE + SZ Z 1) (X — p)?]

N4 s=1 t=1,t#s |

~
3

E[(X =)' = E

=3n(n—1)c* vViz

= & [put3(n—1)o"]

Nyni predchozi tii vypocty miizeme shrnout a dostaneme

4 _ pa n—1_4 Ha n—1_4 b n—1 _4

ES*_n+nU 2<n2+n20-) n3+3n30
_ (n—1)? (n—1)(n?—2n+3) 4
= R e

IDiky nezavislosti nahodnych veliGin X;, X; a X, mame: E[(X; — p)(X; — u)(Xp — p)] =
E(X; — u)?E(X; — pu)E(X) — p) = 0, protoze E(X; — p)* 1 = 0.

20pét 7z nezévislosti nahodnych velicin X; a X plyne: E[(X; — u)3(X; —p)?] = E(X; —p)?E(X,; —p)? =
ot

3Pouze v pripadech, kdy (1.) s =i = jAt =k =hAs #t, (2)s=i=kAt=j=hAs#ta
(3)s=i=hAt=j=kAs#t dostaneme: E[(Xs — pu)*(X; — p)?] = E(XS - ,u)2 E(X; —p)? =04 ato
zase diky nezavislosti ndhodnych veli¢in X; a X.
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Nyni jesté spoctéme

DSE _ (71—1)2;114 4 (n—l)(n2_2n+3)o_4 B (n_—l 2)2

n3 n3

_ (o) (n-1)(n-3) 4

2
Ha — 3

a konecné

D52:<%)2DS€:%— n—3 4

n n(n—1) g

Odtud snadno ukaZeme, Ze rozptyl statistiky S? konverguje k nule, ¢im? je tvrzeni dokazano

lim DS? = lim (ﬂ — n=3 04> = 0.

n—o00 n—oo \ " n(n—1)

U
VETA 1.11. Necht X, = (Xi,...,X,) je ndhodny vgbér z rozdéleni, které md
pro V0 € © stiedni hodnotu p(0) a rozptyl 02(0), tj.
WXy, ..., X}~ L(u(0),5%(8)).

Potom

(i) je-li 1(0) < oo, pak vybérovy prumér X je silné konzistentnim odhadem 1(0).

(ii) je-li 0*(0) < oo, pak vybérovy rozptyl S? je silné konzistentnim odhadem

02(0).

Diikaz. P¥ipometime nejprve, ze ndhodny vybér L{ X, ..., X} ~ L(u(0),0%(0)) piedstavuje
nezavislé stejné rozdélené nahodné velic¢iny s kone¢nou stredni hodnotou a rozptylem.

(i) Vzhledem k tomu, Ze X = X, je nestrannym odhadem p(0), tj. FgX = u(0), pak
posloupnost {X,, = =3 X;}> splituje silny zékon velkych &isel, tj. plati

Po(lim X, = u(0)) =1, proVl c O,
n—o0

takze vybé&rovy priamér X je siln& konzistentnim odhadem /(0).
(ii) Pfipomenme, ze plati

52 = L3 (- X)? = L ST [(X - u(9) — (X - u(8)))?
— LN (X — w(8))? — 2(X: — u(8))(X — p(8)) + (X — p(6))?]

- [ S (X - u(6))” — (X — u<e>>2] . (6)

i=1
Nahodné veli¢iny
Yi=(Xi— M(e))z

jsou nezavislé stejné rozdélené se stfedni hodnotou EyY; = Eo(X; — 1(0))* = 0%(0),
takze posloupnost

{%ZYF%Z(&—MOW}

=1 i=1
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spliiuje silny zakon velkych ¢isel, tj. plati

n

Po(lim ;Yxi — (0))* = 0*(0)) = 1.
Protoze také plati
Po(lim X, = () = Pp( lim X, — 1(0)) = 0) =1,
takze celkové, vyuzijeme-li vztah (6), dostavame
Pg(nliﬁrrolO S?=0%0)) =1, proVhc®

takze vybérovy rozptyl S? je siln& konzistentnim odhadem o?(6).

Poznamka 1.12. Vice nestrannych odhadi.

Obecné mtiZe existovat vice nestrannych odhadf. Napiiklad nejen vybérovy primér X je
nestrannym odhadem st¥edni hodnoty 1(8), ale i kazdé jednotlivé pozorovani X; nebo kazda
jeho linearni kombinace > | ¢;X;, pro kterou plati >  ¢; = 1.

Pokud tedy existuje vice nestrannych odhadd je pfirozenou otazkou, ktery z nich je
nejlepsi.

Za nejlepsi mizeme povazovat ten, ktery ma nejmensi rozptyl mezi vSemi nestrannymi
odhady.

Rozdéleni kazdé statistiky vSak zavisi na parametru 6, z ¢ehoz vyplyva, ze i rozptyl
nestranné statistiky 7, zavisi na parametru 6.

Miize se stat, ze odhad minimalizujici rozptyl pfi urcité hodnoté parametru neni vhodny
pro jinou hodnotu parametru - existuje jiny nestranny (nevychyleny) odhad, ktery ma pii této
hodnoté parametru mensi rozptyl.

Pokud takova situace nenastane, mluvime o rovnomérné nejlepsim nestranném odhadu.

DEFINICE 1.13. Necht 7), je nestranny odhad parametrické funkce v(@) a pro vsechna
0 € O plati
DGTn S DBT;:v

kde T} je libovolny nestranny odhad parametru ~(€). Potom odhad 7, nazveme
(rovnomérné) nejlepsim nestrannym odhadem parametrické funkce v(0).

Priklad 1.14. Nejlepsi nestranny linearni odhad stfedni hodnoty 1(8).
Jak jsme jiz dfive spocitali, pro nahodny vybér 1{X,..., X, } ~ L(u(0),0%(0)) plati, Ze
stfedni hodnota vybérového primeéru X je rovna
EoX = 1(0)
a rozptyl vybérového priiméru X je roven

2
DeX =2 0).

Tedy variabilita této statistiky je n krat mensi nez variabilita jednotlivych pozorovani
Xi,...,X, atedy hodnoty statistiky X jsou vice koncentrovany kolem odhadované stiedni
hodnoty p(6) nez jednotlivd pozorovani X, ..., X,,. Navic je statistika X je linearni funkci
nahodnych veli¢in Xy,..., X,,.
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Uvazujme vSechny linedrni statistiky tvaru > . ¢;X;, kde ¢1,..., ¢, € R, které jsou
nestrannymi odhady stfedni hodnoty (@), tj. pro V0 € © musi platit

(G)ZE ( iXi): i Fo X, = (9) i = ;= 1.
M 0 ;C ;C:Sg; s ;c ;c

Tim jsme dostali prvni podminku, ktera se tyka nestrannosti odhadu.

Nyni budeme hledat takova cq, ..., c, € R, kterd minimalizuji rozptyl
Dq (Z CiXi> = Z ;Do X; = *(0) ZC?
i=1 i=1 i=1

a pro néz plati > ¢ = 1, tedy hleddme vazany extrém, takZe pouZijeme Lagrangeovu
funkci s multiplikatorem A, tj.

L(ct, ..y cny A :icf—x (ici—l) :
=1 =1

Pakproj=1,....n
oL
8cj
aL n n

Prvnich n rovnic implikuje, zZe

:2Cj—/\:0 = Cj:%/\

Cl = Cy = -+ = Cp.

Oznac¢me spole¢nou hodnotu symbolem c. Diky posledni rovnici dostaneme

n
_ _ o _ . 1
1—5 Ci=MNC = C=C=C="+""=20C,=—
i=1

n’

tedy vybérovy primér X je nejlep$im nestrannym lineArnim odhadem stiedni hodnoty

11(0).

Zkusme provést diikaz jesté jinym zpusobem. Nechf > " | ¢;X; je libovolny nestranny
linearni odhad pro p (tj. nutné musi platit Y"1 ¢; = 1).

Polozime-li ¢ = % +9; pro i=1,....n
n n

je minimalizace vyrazu Soe? za podminky =1
i=1 i=1
n 2 n

ekvivalentni s tlohou minimalizovat S (E+8) za podminky >26,=0.
i=1 =1

Za této podminky je vsak

n

YDICREIEES SITIRET SN S EEED 9
i=1 i=1 i=1

=1 i=1

coz je minimalni pro
0; =0 pro 1=1,...,n.

Tedy nejlepsim nestrannym linedrnim odhadem je linearni kombinace X; s koeficienty
1

ci:ﬁ-
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2. Postacujici statistiky

Nalezeni rovnomérné nejlepsich nestrannych odhad@ neni vzdy jednoduché.
Abychom nalezli odhad, ktery ma nejmensi rozptyl, je vhodna jistda redukce vybéru, tj.
nahrazeni celého vybéru jedinou statistikou, takovou, ktera bude obsahovat ,veskerou infor-
maci o parametru 8, ktera byla obsazena ve vybéru. Takovato redukce vybérového prostoru
se dosdhne pomoci postacujicich statistik.

DEFINICE 2.1. Méjme ndhodny vybér X,, = (Xi,...,X,,)" z rozdéleni pravdépodobnosti
Py, kde 0 je nezndmy parametr. Rekneme, Ze statistika S(X) je postaéujici (sufici-
entni) statistikou (sufficient statistic), jestlize sdruzené rozdéleni nahodného vybéru
X, = (X1,...,X,) podminéné jevem S(X) = s je pro kazdé s nezavislé na 6.

Priklad 2.2. Nechf ndhodny vybér X,, = (X3, ..., X,,) pochazi z alternativniho rozdéleni
s parametrem 6 € (0,1), tj.

T . 11—z _
X ~ A(B) ~ pﬁ{e A Ak S

0 jinak.
Necht
S=>"X;, = S ~ Bin,0).
i=1
Necht x,, = (z1,...,2,) je realizace ndhodného vybéru. Uvazujme podminénou pravdépo-

dobnost pro libovolné, ale pevné zvolené s € R
Pg(Xl :$1,...,Xn :Zl','n|S: S).

(a) Je-li D77 | @; # s, pak je tato podminéna pravdépodobnost rovna nule.
(b) Necht Y " | x; = s. Pak

Pg(Xlle,...,Xn:In)

PQ(X1:$1,...,Xn:$n|S:8>:

Pg(S = S)
I Pe(Xi =) 6==m(l—g)m2ims 1
S R(S=s o Qea-o ()

Vysledek nezavisi na 6, takze statistika S = > | X; je postacujici statistikou.

Uvedeme vétu, kterd se nazyva také vétou o faktorizaci a kterd zjednodusuje hledéani
postacujicich statistik. Kromé toho umoznuje rychle rozhodnout o tom, ¢i je statistika po-
stacujici.

VETA 2.3. Neymanovo faktorizaént kritérium. Méme ndhodny vibér
X, = (Xq,...,X,) 2z rozdéleni s pravdépodobnostni funkci (resp. hustotou) f(x;0),
kde 8 € ©. Potom S(X) je postacujici statistika pro @ € O, pravé kdyz existuji nezdaporné
meritelne funkce g,h takové, Ze sdruzZené rozdeleni ndhodného vybéru je soucinem dvou
faktori:

fx(x;0) = h(x) g(S(x),0)

(a Tikame, Ze hustota f se dd faktorizovat).
Dtikaz. Tvrzeni ukazeme pouze pro diskrétni pripad.

= Nechf S je postacujici statistika, pak podle definice
Po(X = x|S(X) =s) = h(x)
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a nezavisi na 6. Dale pro sdruzenou pravdépodobnostni funkci plati

Jx(x;0) = Po(X = x) = Pp(X = x[S(X) = S(x)) Pp(S(X) = S(x))

7\
g g

h(x) 9(8(x),0)

< Predpokladejme, ze sdruzenou pravdépodobnostni funkci lze vyjadrit ve tvaru
fx(x:0) = h(x) g (S(x),8).
tj. ze ji lze faktorizovat. Oznac¢me
Bs = {x € R";S(x) = s}.

Nejprve spoctéme

Po(S(X) =s)= ) Po(X=x)= ) h(x)g(S(x),6)

X€EBsg x€Bsg

= 9(S(x),0) Y h(x).

XEBS
Je-li Pp(S(X) =s8) >0 a S(x) # s, pak je podminéna pravdépodobnost
Pp(X =x|S(X) =s) =0.
Je-li Pp(S(X) =s) >0 a S(x) =s, pak

_ g PX=x%) _ h(x)g(8(x).0)
Pp(X =x|S(X) =5s) = Ps(S(X)=s) ¢(S(x),0) >_xen, M(x)
h(x)

a tim je dokézano, ze podminéné rozdéleni vektoru X pii dané hodnoté statistiky

S nezavisi na @ a S je postacujici statistikou pro prametr 6.
O

Priklad 2.4. Nechf ndhodny vybér X,, = (Xi,...,X,)" pochazi z Poissonova rozdéleni
s parametrem # > 0 s pravdépodobnostni funkci
B e 06*

fx(z) = Po(X =) = — r=0,1,2,....
!

Ukazeme, ze statistika

i=1

je postacujici statistikou pro parametr 6, nebot sdruzend hustota nahodného vybéru je tvaru

efneezzzzl Ti

n —1
fX(X) = W = e P @i (H Qli!) .
=1 9(S(x).0) i=1
h(x)

Nez uvedeme vétu, kterd ukazuje prakticky vyznam postacujicich statistik pro konstrukci
nejlepsich nestrannych odhadi, vsimnéme si podminénych strednich hodnot.
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3. Podminéné stiredni hodnoty

Necht Z = (X,Y) je ndhodny vektor, F(z,y) je jeho sdruzena distribu¢ni funkce a
Fx(x) a Fy(y) odpovidajici marginalni distribu¢ni funkce. Nechf vektor stfednich hodnot
EZ existuje (a je konecny).

(1) Necht pro kazdou borelovskou mnozinu S € B a pro kazdé = € R existuje funkce F'(z|y)
takova, ze plati
P(X <z,Y €8) = [, F(zly)dFy (y).

Potom funkci F(z|y) nazveme podminénou distribu¢ni funkci nahodné veli¢iny
X pfi daném Y = y (podminénou jevem Y = y nebo také vzhledem k V).

(a) DISKRETNf PRIPAD: Z = (X,Y) ~ p(z,y), M = {(z,y) € R* : p(z,y) > 0},
X ~px(z), Mx ={z € R:px(z) > 0}, Y ~ py(y), My ={y € R: py(y) > 0}.

Pocitejme
PXSey e =YY= X Yatw+ Y Ypty
yes t<z yeSNMy t<x yeSN(R—My) t<x -0
p(t,y) pt,y
> (SM) - [, T
yeSNMy \t<z snMy 4=, Py

Takze podminéna distribu¢ni funkce je v diskrétnim piipadé tvaru
Z PUY) - hro y € My,

v (¥)

F(zly) =
0 proy € (R — My),

a podminéna pravdépodobnostni funkce je rovna

p(z,y)

2220 pro y € My,
plaly) = g w0 OOV

0 proy € (R — My),

(b) SPoJITY PRIPAD: Z = (X,Y) ~ f(x,y), X ~ fx(x), Mx ={z € R: fx(z) > 0},
Y ~ fy(y), My ={y € R: fy(y) > 0}. Pocitejme

P(ng,YGS)://w f(t,y)dtdy

/ / f(ty dtdy—l—/ / f(t,y)dtdy
SNMy SN(R—My) T

= [ () 558a) sy
= /S . ( ; J;g(s; dt) dFy(y).

TakZze podminéna distribuc¢ni funkce je v diskrétném pripadé tvaru

[ fty)dt
pro y € My,
F(zly) = { - fy(y)
0 proy € (R — My),
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a podminéna hustota je rovna

f(zy)
flaly) = 1o POVED
0 proy € (R — My),

(2) Necht T'=T'(X,Y) je transformovana nahodné veli¢ina. Potom funkci
E(T(X, Y)Y =y) = [ T(z,y)dF(zly) yeR

nazveme podminénou stfedni hodnotou nahodné veli¢iny X za podminky Y =y
za predpokladu, ze uvedeny integral pro vSechna y € R existuje (a je kone¢ny).

PoloZzme

E(T(X, Y)Y =y) = h(y)

a definujme symbolem
ET(X,Y)[Y) =hY)

nahodnou veli¢inu, kterou nazveme (zobecnénou) podminénou stiedni hodnotou
nahodné veli¢iny 7'(X,Y) pfi daném Y.

(a) DISKRETNI PRIPAD:

zeMx

DB broy €y,
proy € (R — My),

$EMX

E(T(X, Y)Y = y) = / (o, y)dF(zly) = 3 T(w,y) plaly)

a analogicky

T Y p(I,Y) Y c M
E(T(X, Y)|Y) _ erMX (5177 ) () Pro Y, |
0 pro Y € (R — My),

(b) SPOJITY PRIPAD:

E(T(XY)Y =y) = / T(x, y)dF (zly) = / T(e,y) f(aly)de

{fRT(x, f(wy jdz proy € My,

proy € (R — My),

a analogicky

) ’;f/x(;:)) dr proY € My,

E(T(X,Y)|Y) = {gRT(z g proY € (R — My),

Diilezité vlastnosti podminénych stifednich hodnot:

(i) Necht X, X5, Y jsou ndhodné veli¢iny a ag, aj, as jsou redlné konstanty, pak pokud
stfedni hodnoty F X, F X, existuji lze snadno dokazat, ze plati

E((IO aF ale 4F &2X2|Y) = ag + alE(X1|Y) 4F &2E(X2|Y), (7)

(ii) Necht XY jsou ndhodné veli¢iny a stfedni hodnota F X existuje, pak
E[E(X|Y)] = EX. (8)
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Dikaz ukazeme pro spojity ptripad:

px = [apstoyto= (o ( [ senar)ao= [ o [ s

:A(4ﬁ@mw)h@@=4Mwh@@=EMWHZEWWWN

J/

'

h(y)=E(X[Y=y)
(iii) Necht 77 = T1(X,Y) a Ty = T5(Y') jsou transformované ndhodné veli¢iny, pak
E(MDL|Y) =TLEM|Y). (9)
Ditikaz ukazeme pro spojity pripad:
Wy) = E(NT|Y =y) = E(IW(X,Y)2(X)[Y =y)

_ATl(x,y)Tz(y)f(x!y)dx

= Ty(y) /RTl(xv y)f(zly)de = TE(T|Y =y)

(3) Necht T'=T(X,Y) je transformovand ndhodn4 veli¢ina. Podminény rozptyl pii da-
ném Y = y je definovan vztahem
D(T(X,Y)[Y =y) = E{[T - E(T|Y =)’ |Y =y}
a (zobecnény) podminény rozptyl pii daném Y je definovan vztahem
D(T(X,Y)|Y)=E{[T - E(TY)?|V}.
Plati
DT =FE[D(T|Y)]+ D[E(T|Y)], (10)
nebot, spoc¢itame-li nejprve
D(TIY) = E{[T - B@Y)P|Y}
= E{((T = ET) — (E(T|Y) — ET)]"|Y'}
=F {(T — ET)? —2(T — ET)[E(T|Y) — ET) + [E(T]Y) — ET]ZIY}
= E[(T-ET)*|Y] - 2[E(T|Y)—ET) E[(T-ET)|Y] +[E(T|Y)— ET)?
—————
V20 (1Y) - BT
= E((T - ET)*|Y] - [E(T)Y) - ET],
tak odtud dostaneme

E[(T—ET)2|Y] = D(T|Y) + [E(T|Y) — ET}?

a nakonec
E{E[(T-ET)|Y]} = E[D(T|Y)| + E[E(TY) - ET ]
- "X BTy )
= B[D(T|Y)] + E[E(T|Y) - BE|E(T|Y))?
) —DIB(TY)]

— E[D(T|Y)] + D[E(T|Y)
Celkové tedy dostavame
DT = E[D(T|Y)] + D[E(T|Y)].



RNDr. Marie Forbelska, Ph.D., Mgr. Jan Kolacek, Ph.D. 19

VETA 3.1. Rao-Blackwellova. Necht X,, = (X1,...,X,)" je ndhodny vybér z rozdélent
pravdépodobnosti Py, kde 0 je vektor nezndmych parametri. Necht existuje postacugjici sta-
tistika S(X) pro parametr 6. Necht ~(0) je dand parametrickd funkce a statistika T'(X) je
jejim nestrannym odhadem, pFicemz ET(X)? < oo pro kazdé 6 € ©. Pak plati

(i) Pro parametrickou funkci v(0) existuje nestranny odhad
§7(X) = 57 (8(X)),
ktery je funkci postacujici statistiky S(X).
(ii) Pro rozptyl nestranného odhadu S*(X) plati
DS*(X) < DT(X) pro kaZdé 6 € ©. (11)
(i1i) V nerovnosti (11) plati rovnost prave kdyz
S*(X) =T(X) s pravdépodobnosti 1 pro kazdé 6 € ©.
Dikaz. Necht 7" = T'(X) je libovolny nestranny odhad parametrické funkce v(6) a S = S(X)
je postacujici statistika pro parametr 6.

(i) Polozme

S*(s) = E(T(X)|S(X) =s)|.
Protoze S(X) je postacujici statistikou, funkce S*(s) nezéavisi na 0, tj.
S =57(8) = 5" (8(X)) = E[T(X)[S(X)] = E(TS)

je statistika. Ukazeme, ze S* je nestranny odhad parametrické funkce v(8). Pro kazdé
0 € O plati:

ES* = FE[E(T|S)| = ET = ~(0).
(ii) Pocitejme a upravujme rozptyl statistiky 7°
DT = E[T () = E{[T — 5] + 5" —2(0)]}
= BTS2 BT = 5[5 0]} + B[S~ 1(0)]

/ N J/

g g g

>0 =0 DS*

2

tj.
DT > DS*,
nebot stfedni hodnotu soucinu dvou statistik lze vyjadrit takto
EL[T = 5[5 —~(0)]} = E{E{[T - S"][S" —~(0)]|S}}

E(U-V) E(E(U-V|S))

= B[S —1(0) E{[T - 5][S} p = 0.

N J/

=0

(iii) V nerovnosti (11) plati rovnost pravé kdyz
E[T —S57*=0 pro viechna 6 € ©,
tj. kdyz pro vSechna @ € © plati
S*(X) =T(X) s pravdépodobnosti 1. [
O

Poznamka 3.2. Z uvedené véty vyplyva, ze pii hledani nejlepsich nestrannych odhadu se
muzeme omezit na odhady, které jsou funkcemi postacujicich statistik. Véta 3.1 dava navod,
jak urcit nestranny odhad, ktery je funkci postacujici statistiky, jestlize zname libovolny
nestranny odhad.
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Piiklad 3.3. UvaZujme vybér z alternativniho rozdéleni s parametrem 6 > 0 s pravdépo-
dobnostni funkci
fx(@)=P(X =2)=0"(1-0)"" x=0,1

a odhad parametrické funkce |v(0) = 0| pocitejme pomoci podminéné stfedni hodnoty

S* = E(T|S) |, kde T je libovolny nestranny odhad ~(¢) = 6.

Je ztejmé, Ze nestrannym odhadem parametru 6 je i statistika

T=T(X) = X,

tj. prvni ¢len vybéru, nebot
EXl = 9
Jak jsme ukazali v prikladu 2.2, postacujici statistikou pro parametr 6 je statistika

s
=1

Statistika S je souctem nezavislych ndhodnych veli¢in s alternativnim rozdélenim a tedy ma
binomické rozdéleni s parametry n a 0, tj.

i=1
Vsimnéme si, ze pravdépodobnost

P<X1_xaiX’i_S> —P<X1—x,in—s—x>

=2

Nahodné veli¢iny X; ~ A(0) = Bi(1,0) a > , X; ~ Bi(n — 1,6) jsou nezavislé, takze

Py (Xlzm,iXi:s) Pp (X1 =12) P, (iXZ—s—x>
i=1

n—1

—6%(1 — 1-x s—T(] n—1—s+x
ra-op ()0

_ C‘ - ;) 01— 0y

Pocitejme podminénou stfedni hodnotu za podminky, ze S = s

§*(s) = E(T|S = s) = {leZX —s} = Z xp(ﬁgigélzilf;): s)

_ (DA =0 (n—1)lsl(n—s)! s

S—XT _ .

(Mo - nl(s—Dln—s)! n’

Tedy

n

1
()= B =3
coz je aritmeticky primér vsech pozorovani.
Podivejme se, jak to vypada s rozptyly statistik 7" = X; a S*.

DT = DX; = 6(1 — 0)

1 & 1 & 0(1—0)

tedy rozptyl druhého nestranného odhadu se n krat zmensil.
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Piiklad 3.4. Uvazujme vybér z Poissonova rozdéleni s parametrem 6 > 0 s pravdépodob-
nostni funkci
e 06*

rx=20,1,2,...

a odhad parametrické funkce |v(0) = 0| pocitejme pomoci podminéné stfedni hodnoty
S* = E(TS)|, kde T je libovolny nestranny odhad ~(6) = 6.

Je zfejmé, ze nestrannym odhadem parametru 6 je i statistika

T = T(X) == Xl,

tj. prvni ¢len vybéru, nebot
EX,=40.

Jak jsme ukazali v prikladu 2.4, postacujici statistikou pro parametr 6 je statistika

i=1

Dale je tieba si uvédomit, ze statistika S je souctem nezavislych ndhodnych veli¢in s Pois-
sonovym rozdélenim a ma také Poissonovo rozdéleni s parametrem n#, tj.

S = ZXi ~ Po(n#).
i=1
Pocitejme dale pravdépodobnost

P(Xlzx,iXi:S> :P<X1:x,iXZ:3—£L'>
=1

=2

Nahodné veli¢iny X; ~ Po(6) a > " , X; ~ Po((n — 1)0) jsou nezavislé, takze

P(Xl—x,iXi—s>—P (X;=x2)P <ZX—S—I>
i=1

6—99&? 6_ n—1)0 [(TL . 1)0]57:2

Nyni jiz pocitejme podminénou stfedni hodnotu za podminky, ze S = s

| P(Xi =230 X =5)
S*(s)=E(TS=5)=E{Xi|) Xi=s,=) x s 2ii=1
R
e—0gr e~ (n—1)0 [(n—l)e]s z s

o > z! (s—z)! o S l * _l o
Y- 2() () (-5)

s!

Protoze vyraz ) ., _ (;) (%)ac (1 — %) °~* je stfedni hodnotou nahodné veli¢iny s binomickym

rozdélenim Bi(s, %), ihned dostaneme
S*(s) =E(T|S=s)=—

Tedy

n

5°(5) = B(TIS) = -3 X0

=1

coz je aritmeticky primér vsech pozorovani.
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Stejné jak v predchozim pripadé, vSimnéme si rozptyli obou odhada 7' = X; a S*.

DI'=DX, =46

1 & 1 &
:D<E;Xi) ZE;D)Q:

tedy rozptyl druhého nestranného odhadu se n krat zmensil.

Poznamka 3.5. Nahrazeni nestranného odhadu 7" odhadem S* = E(T|S) je$té nezna-
men4, Ze jsme mezi viemi nestrannymi odhady nasli odhad s nejmensim rozptylem. Uplnost
postacujici statistiky je pro to dostatecnou podminkou.

DEFINICE 3.6. Systém parametrickych tfid rozdéleni P = {Py; 0 € O} nazveme uplnym,
pokud pro kazdou méfitelnou funkci h(x) a ndhodnou veli¢inu X s rozdélenim z této t¥idy
plati implikace: jestlize
Eoh(X) =0 pro kazdé 8 € ©,
pak
h(X) =0 s pravdépodobnosti 1 pro kazdé 6 € ©.

Priklad 3.7. Necht P = {Py;0 € O} je tiidou binomickych rozdéleni
X~ Py(X = 1) = (")99‘?(1-9)” n>1, 0<f<12=01,...n
x

Ukéazeme, ze tento systém je tplny. Uvazujme funkci h(x) na mnoziné {0,1,...,n}, pro
kterou plati
Eh(X) =0 prokazdé 6 € (0,1).

Tato funkce musi splriovat podminku
Zh ( )ew (1—6)"*=0 prokazdé 6 € (0,1).

Tuto podminku mtizeme napsat takto

-Srep)ra-o-gerse () ()

(1+2)-n =0 —

n

=(1+2)7"> (Z) h(z)2" =0 proz >0

=0
Na jedné strané mame polynom n-tého fadu v proménné z. Pokud se méa identicky rovnat
nule, musi se vSechny jeho koeficienty rovnat nule, tj.

h(z) =0 proxz=0,1,...,n
Proto

P(h(X)=0)=1 prokazdéd € (0,1)|

Priklad 3.8. Necht P = {Py; 0 € O} je ttidou Poissonovych rozdéleni s pravdépodobnostni
funkci
e 06*
fx(z) = P(X =2) = — r=0,1,2,...
x!

Tento systém je opét tplny. Uvazujme funkci h(x) na mnoziné {0, 1,2, ...}, pro kterou plati

Eh(X) =0 prokazdé 6 > 0.
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Tato funkce musi spliiovat podminku

e —0px

=0 pro kazdé 6 > 0.

Takze
o0 ex
E h(a:)—‘ =0 pro kazdé 6 > 0.
x!
=0

Tato mocninna fada je rovna nule pro vsechna 6 > 0, takze vSechny jeji koeficienty musi byt
rovnu nule, tj.

h(x)=0 proxz=0,1,2,....
Proto

P(h(X)=0)=1 prokazdéd >0|

Priklad 3.9. Necht P = {F; 0 € ©} je tfidou normalnich rozdéleni
L)
e 2\0 reR,;0>0
V270

Tento systém neni tplny. Definujme

X ~

Pro libovolné 6 > 0 plati

1 o0 1(x 2 1 0 1(x 2 1 0 1(=z 2
h(z 6—5(5) dr = — / 6_5(5) dx + / 6_5(5> dr = 0.
v 2m6 /_oo (z) \\/2#9 oo V270 Jo )

.
N~ ~~

N

1
2

Tedy z vlastnosti, ze Eh(X) = 0 neplyne, ze P(h(X) =0) = 1.

DEFINICE 3.10. Necht X,, = (X3,...,X,,)" je ndhodny vybér z rozdéleni pravdépodobnosti
P = {P;0 € O}. Statistiku 7(X) nazveme Gplnou vzhledem k P = {P;0 € O},
pokud jeji rozdéleni pravdépodobnosti tvori iplny systém.

Nyni vyslovime vétu o jednoznac¢nosti nestrannych odhadt zalozenych na postacujicich
statistikéch.

VETA 3.11. Prvnt Lehmanova-Sheffého véta. Necht X,, = (Xi,...,X,)" je ndhodny
vybér z rodéleni pravdépodobnosti P = {Pp;0 € ©O}. Predpoklidejme, Ze T = T(X) je
nestranny odhad parametrické funkce (0), pricem? ET? < oo pro kazdé 6 € ©.
Necht S = S(X) je uplnd postacujici statistika. Definujme

S* = E(T|S).
Pak S* je nejlepst nestranny odhad parametrické funkce v(0) a je jeding.
Dikaz. Necht 7' = T'(X) a To = T5(X) jsou nestranné odhady parametrické funkce ~(8)
s kone¢nymi druhymi momenty. Oznac¢me S5 = E(75|S). Pro kazdé 8 € © plati
ES*=~(0) DS* < DT
ES;=+(0)  DS; < DT,
Méame tedy
E(S*—53) = E(E(T|S) — E(T»|S)) =0 pro kazdé 0 € ©.
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7 predpokladu o uplnosti plyne, ze

P(S*=55)=1 prokazdé 6 € O.
7 toho plyne zavér, ze pro nestranné odhady S* a Ty plati

DS* < DT;.

Proto S* je nejlepsi. Z Raovy-Blackwellovy véty plyne, ze T5 bude stejné dobry odhad jako
S5 prave tehdy, bude-li

T, =S5 skoro jisté pii kazdém 6.
Jelikoz vime, ze S* = S5, dostavame odtud T, = S* skoro jisté. O

Poznamka 3.12. V tomto pfipadé nejmensi mozny rozptyl nestranného odhadu paramet-
rické funkce v(0) je roven DS*. Pfitom jde o skuteéné dosazitelné minimum.

VETA 3.13. Druhd Lehmanova-Sheffého véta. Necht' S je iplnd postacujici statistika.
Necht

W =g(8S)
je nestranny odhad parametrické funkce (0) a necht EW? < oo pro kazdé 6 € ©. Pak W
je nejlepsi nestranny odhad parametrické funkce v(0) a je jedingy.
Diitkaz. Tvrzeni je pfimym dtsledkem prvni Lehmannovy-Sheffého véty. U

Priklad 3.14. Necht X,, = (Xi,...,X,)" je ndhodny vybér z alternativniho rozdéleni
s pravdépodobnostni funkci
f(z,0) = Pp(X =x)=6°(1—-0)""" 0<f#<1lazx=01
s pravdépodobnosti uspéchu 6 € (0, 1), kde € je neznamy parametr. Budeme hledat nejlepsi
nestranny odhad pro
° , coz je stfedni hodnota alternativniho rozdéleni

e a v pripadé, ze n > 2 také pro |0(1 — 0))|, coz je rozptyl alternativniho rozdéleni

: Z prikladt 2.2 a 3.7 vyplyva, ze statistika

S=>"X;~ Bi(n,0)
=1

je uplnou postacujici statistikou, takZe statistika
S*(S) = E(T|S) = Z X, =X

odvozena pomoci Rao-Blackwellovy véty je podle prvni Lehmanovy-Sheffého véty
nejlepsim nestrannym odhadem parametru 6.

6(1 —0))|: Pomoci Rao-Blackwellovy véty nejprve hledejme statistiku S* = E(T'|S), kde T je

néjaky nestranny odhad parametrické funkce v(0) = 6(1 — 0) a S je postacujici
statistikou pro parametr 6.
Jako nestranny odhad parametrické funkce () = 0(1 — 0) vezméme na-
priklad
T=X(1-Xy),
nebot

ET = B[Xy(1 - X2)] = EX; - B(1— X,) = 0(1 - 0).

nezavislost xi,x»
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Pro s =0,1,...,n pocitejme

S*(s) = E(T|S = s) = E <X1(1 —X,)

i=1

P(Xl :1,1—X2:1,2?:1Xi:8)
Py, Xi=s)

Je-li s =0, je zfejmé, ze

E <X1(1 — X,)

i=1
Necht nyni s > 0. Pak
P(X, = )P(Xs = )P (S, Xi = s — 1)

S*(s) = PO, X =5
-0 A -0 (= 2)lsl(n — s)!
(3)0(1 =)= Conl(s—1)(n—s—1)!
s(n —s) no s s
:n(n—l) :n_1'ﬁ'<1_ﬁ>
a §°(9) = —=X(1-X),
kde )
X = %ZX

Protoze statistika .
S=>"X;~ Bi(n,0)
i=1
je uplnou postacujici statistikou, pak podle prvni Lehmanovy-Sheffého véty je
S*(S) nejlepsim nestrannym odhadem parametrické funkce 6(1 — 0).

Veli¢iny X7,..., X, mizeme chapat jako vybér z Bi(1,0). Toto rozdéleni méa
rozptyl 0(1 — 6). VSimnéme si, ze pro ¢ = 1,...,n plati
X? =X,

nebot tyto veli¢iny nabyvaji pouze hodnot 0 a 1. Nestranny odhad rozptylu pofizeny
na zakladé daného vybéru je

8= X = (ZX?_MQ)
i i=1
- L <in—nx2) = (nX - nX?)

a odhad je tedy totozny s nejlepsim nestrannym odhadem parametrické
funkce 6(1 — 0).

Priklad 3.15. Necht X,, = (X1,...,X,,) je ndhodny vybér z Poissonova rozdéleni s prav-
dépodobnostni funkci
e 90"
fx(@) = P(X =2) = —; r=0,1,2,...
x!
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kde 6 je neznamy parametr. Budeme hledat nejlepsi nestranny odhad pro

, coz je stfedni hodnota Poissonova rozdéleni
e =P(X =0)

7 priklada 2.4 a 3.8 vyplyva, ze statistika
S = ZXi ~ Po(nb)
i=1
je uplnou postacujici statistikou, takze statistika
1< .
) =B =3

odvozend pomoci Rao-Blackwellovy véty je podle prvni Lehmanovy-Sheffého véty
nejlepsim nestrannym odhadem parametru 6.

: Pomoci Rao-Blackwellovy véty nejprve hledejme statistiku S* = E(T|S), kde T je

n&jaky nestranny odhad parametrické funkce v() = e=? a S je postacujici statisti-
kou pro parametr 6.
Polozme

1 X1:0,

T = Iy (X1) = I(Xy = 0) = {o jinak

Protoze

ET=1-Po(T=1)+0-Py(T=0)=Po(X;=0)=e"?,

pak statistika 7' je nestrannym odhadem parametrické funkce (f) = e.

Je-lin = 1, pak statistika 7" je nejlepS$im nestrannym odhadem parametrické
funkce () = e~?.
Pro n > 1 pocitejme

S*(s) = BE(T|S = s) = E (1()(1 = 0)

Zn:Xl = S)
i=1

P(Tzl,zylei:S) P(Xl :O,Z?ZQXZ':S)

PR Xi=9) P Xi=s)
PG =0)P (T, X =s) eIy g
P Xi=s) o e _( n )
a
§°(8) = ——X(1-X),
n—1
kde

Protoze statistika
S = ZXi ~ Po(nd)
i=1

je uplnou postacujici statistikou, pak podle prvni Lehmanovy-Sheffého véty je

S*(S) nejlepsim nestrannym odhadem parametrické funkce e*.
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Spocitejme jesté

ES* = BS*(S) = F (n;1>5 ~ i (n;l) e—nos(!ng)s

s=0

o= [(n =10 W
. ZO[( S!)]:e

J/

—e(n—1)0
© 25 —nf s 0 |:(n71)29]3
ES*2 _ Z <n _ 1> € (ne) — e—ne Z n — 6729+%
| |
s=0 n S s=0 S
DL

DS* = ES*? — (ES*)? = ¢ %5 — % — =2 (e% _ 1) ,
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4. Regularni systém hustot a dolni mez rozptylu regularnich odhadu

Je zcela ziejmé, ze na zdkladé koneéné mnoho pozorovani X, = (Xi,...,X,) nelze
odhadnout parametrickou funkce v(0) zcela bez chyby, tj. nelze najit nestranny odhad
T, =T(X1,...,X,) s nulovym rozptylem.

Existuje vsak dolni mez, pod kterou nemiize rozptyl zadného nestranného odhadu kles-
nout.

Tato dolni mez zalezi ovSem, jak za chvili ukadzeme,

- na rozsahu nadhodného vybéru, tj. na n,
- na rodiné rozdéleni F'(z;0), ze kterého vybér pochazi
- a na parametrické funkci v(8).

Pii odvozovani dolni meze rozptylu nestrannych odhadu se omezime

- na rodiny rozdéleni F'(x;0), ktera spliuji jisté podminky, a to tzv. podminky regu-
larity.

V dalgim budeme znacit symbolem f(z; ) jak hustotu pravdépodobnosti absolutné spojité
ndhodné veliciny, tak pravdépodobnostni funkci diskrétni ndhodné veli¢iny, nebot obé jsou

hustotami, v prvém pripadé vzhledem k Lebesgueové mite, v druhém pripadé vzhledem
k ¢itaci mire.

DEFINICE 4.1. Mé&me parametricky prostor © C R. Rekneme, Ze systém
parametrickych hustot

Freg = {f(2;0) : 0 € O}
je regularni, jestlize plati
(1) ® C R™ je oteviend borelovska mnozina.
(2) Mnozina M = {x € R: f(z;0) > 0} nezavisi na parametru 6.
(3) Pro kazdé x € M existuje konecnd parcialni derivace

1oy O (x:6) -
fz(x70)_ ael (Z_l7am)
(4) Pro véechny 0= (81, ...,0,) € © plati
f ey:/§ﬁﬁﬁﬁﬁﬂmmmzo 6= 1yl
v 00

kde F 0) je 0dpov1da3101 distribuc¢ni funkce.
(5) Pro Vsechny 0 =(0,...,0,) € O je integral

Oln f(x;0) 0ln f(x;0) .
R — Fl(x: =
Jij = Ji5(0) /M ) o0, dF(x;0) (1,7 )
konec¢ny a matice J = J(0) = (J;;(0));",_, je pozitivné definitni. Matice J(0) se nazyva
Fisherova informac¢ni matice o parametru 6.

Poznamka 4.2. Pro jednoduchost nékdy hovoiime o regularité f(z; ), ne o regularité
systému hustot.

Poznamka 4.3. Ukézeme, Ze podminka (4) souvisi s otdzkou, zda pii derivovani rovnosti

:Aﬁm@m



RNDr. Marie Forbelska, Ph.D., Mgr. Jan Kolacek, Ph.D. 29

lze zaménit poradi derivace a integralu, tj.

@:a%l—ae/d}?( 9)1/Ma%dF(x;9):@.

J/

(%)

Jestlize mame zaruceno, Ze plati vztah (), pak poradi lze zaménit. A nyni ukadzeme, Ze
podminka (4) je ekvivaletni s podminkou (x). Necht v je ¢itaci nebo Lebesgueova mira.
Upravujme

0_/ 0 dF( 0)_/ 5 f(l‘ 0 dV / f ; 9 )mtek(/iy tato p'o.dminka

byva v definici regularity

f 15 (;0) . co% je pravé podminka
— [ o) e = [ Hepare) ke

(4) v definici regularity.

Poznamka 4.4. Oznac¢ime-li symbolem

o le( 6) Oln 7(X;0)
Ui =Ui(0) = fxe) —  on

tzv. i—ty skor prislusny k hustoté f(x;0) a
U=U(0) = (U(0),...,U,(8))

tzv. skérovy vektor piislusny k hustoté f(x;0), pak podminku (4) 1ze ekvivalentné napsat
takto

pro Vi € {1,...,m} EyU; =0, tj. EyU =(0,...,0) =0,
tj. skéry jsou centrované. V tomto znaceni podminka (5) je ekvivalentni s existenci kovarianci

Oln f(x;0) Oln f(x;0)
Jy = | PRI RGERAR (50) = Ey(UU;) = Co(Us, Uy) < oo

M

Pro sdruZenou hustotu ndhodného vybéru X,, = (X1,..., X, plati

. OIn fx (@1,5mn0) _ N~ Oln f (w50
[ f(26) = omiGpentl 5 o)

s

fx(il,‘l, Ce ,$n,0) =
k

a oznacime-li pro k—tou slozku ndhodného vybéru

!/
Oln f(Xg;0 Oln f(Xg;0
U= U Ukm) = ( g(elk L L )>

a pro cely ndhodny vybér

/
e e v (0 fx(X:0 O1n fx (X0
Un_(Ul7"'?Um)/_( n(;(BE )""’ na);sz )>’

dostaneme
n n
pro skérovy vektor U* Z U pro jednotlivé slozky b Z U
néhodného vibéru n k skérového vektoru j koj
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VETA 4.5 (Raova-Cramerova nerovnost). Necht T, = T'(X3,..., X)) je regularnim odha-
dem parametrické funkce v(0), tj.

(i) ndhodny vybér X,, = (X1, ..., X,,) je z rozdéleni s requldrni hustotou f € Fre,

(i1) T,,(X) je nestrannym odhadem parametrické funkce v(0),
(11i) pro vSechna 6 € ©, Yj=1,...,m existuji parcialni derivace

0 c 9
8—9]_/M.../MTn(xl,...,xn)ng(x“ / / (@1, )aejilj[dF(xi,O).

Pak ezistuje dolnt Rao—Cramerova hranice C,, rozptylu odhadu T, a plati

87(6) a plati

/
Co=Cu(0) = Ty < DT, kde  o/=(%2,.. 20
Dikaz. Dukaz udéldme pro skalarni parametr 6. Protoze T,,(Y) je nestrannym odhadem
parametrické funkce (), plati

7(6)_E9Tn(X)_/M.../ Tn(xl,...,xn)lﬁdF(a:k;G)
:/M.../MTn(xl,..., ﬁf (xg; 0)dv (1) - - - dv(zy),

kde v je ¢itaci nebo Lebesgueova mira. Diky predpokladum ve vété mizeme psat

(0) = (BT, a9/ / (21w fok, () -+~ dv(a)

_ /M /M Ty(zy,.. ggﬂka, ) dv(wy) - dv(a,)
_ /M /MTn(xl,...,a:n) > '(xk;e)hgﬁf(xh;e) dv(ay) -+ dv(x,)

— / / To(wy, - an) Y LEED T Fans 0) dv(ay) - du(a)
M M

Fj:

k=1 h=1
= By |To(X) Y ERER | = Bo |Tu(X) Y Uia(6) | = By [Tu(X) U}
k=1 k=1

Protoze FEyU; =0, pak Fisherova informace pro skalarni parametr ¢, ktera se tyka nahod-
ného vybéru, je rovna

Jr=E4(U*)?*=D,U% = Dy (i Uj71(0)> = zn: DoUy1(0) = zn: Ey(Up1(0))*=nJ(0).

k=1 k=1 k=1 —J(0)
takze
, . . Schwarz ner.
1V'(0)] = |E[U,T.(X)]|=] C(U,(0), T,(X)) | VDT,(X) \/DU;(6).
— \—r—/
vizEU} =0 =/nJ(9)
tj.

((0)? < DT,(X)nJ(0) = ('(6))" < DT,(X),

¢imz je tvrzeni dokazano. U
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DEFINICE 4.6. Rekneme, Ze odhad T,,(X) je
(a) VYDATNYM (také EFICIENTNIM) odhadem ~(8), pokud

DT,(X)
(b) ASYMPTOTICKY VYDATNYM odhadem ~(6), pokud
lim e[T,(X)] = 1

e[Tn(X)]

a ¢islo e[T,,(X)] se nazyva vydatnost (eficience) odhadu 7,,(X).

Pi#iklad 4.7. NORMALNI ROZDELENI A REGULARITA.

Meéjme ndhodnou veli¢inu X s normalnim rozdélenim

1 1
X~ N(/J“7O-2) ~ f(l‘): Wexp{—ﬁ(:ﬁ—uf} xGR,
Hustoty N(u.0%) Distribucni funkce N(j,0?)
0.9 T T T T T T T T T T T T T T T T T T T T T T T T
sl {=0;0=0.5 ] 1t

0.7}
08F

06}

05} 06t

041

03l 04F

02}
02F

01r

0 0 :
4 -3 2 - 4 -3-2-1 0123 456 7 89

Obrézek 1: Ukéazky hustot a distribu¢nich funkei pro rtizné hodnoty parametrii p a 2.

pricemz:

(a) o2 je znamé, tj. 0; = p. Pak hustota f(r) je regularni (viz body (1) az (5)):
(1) Mnozina ®; = (—00, 00) je neprazdna oteviend mnozina.
(2) Mnozina M = {z € R: f(z) > 0} je (—o0,00) a nezéavisi na u € ;.

(3) Pro kazdé y € M existuje koneéna derivace

(4) Pro vSechna p € ©; plati

o0

= [ B @~ [ p@ae =L [ @ =o

[ J/

=X
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(5) Pro vSechna p € R je integral J;; koneény a kladny

oo (2 2 oo f;L(I) 2
J(p) = Ju = EU? = / (J}L((x))> f(x)dz = / ( f(x)) da
=5 | (o—p)?’fle)de
DX‘,:<72
=L>0.

g

(b) u je znamé, tj. O = 0. Pak hustota f(x) je regularni (viz body (1) az (5)):
(1) Mnozina ®; = (0, 00) je neprazdna oteviend mnozina.
(2) Mnozina M = {z € R: f(x) > 0} je (—o0,0) a nezavisi na 0% € O,.
(3) Pro kazdé = € M existuje konecna derivace

Fla(x) = df(z) _ f(x)(fv—ﬂ)2—02 = Uy= (X=p)?=o?

o do? 204 204

(4) Pro vsechna o2 € ©, plati
> Il (@) > > x—p)2—o?
EUQ—/_OO ;”?) f(x)dx—/_oofég(m)dx—/_oof( ) ’2@4 dx = 0.

(5) Pro vSechna o2 € ©, je integréal Jop koneény a kladny

o0

J(0%) = Jyg = EU; = /OO (f‘;’fzg)>2 f(z)dx = 4clr8 [(x — ) — 02}2f(x)da:

= 2 ) () de 2 (x—u) £)d +2 / fa

-
pna=304 02
_ 1
= g7 >0
2
U =(Y-p)/o? (0%=1) Y U N(p,0%) U,=0.5[(Y-p)?~0?Jo* (1=0)
1 T T T T T T T 25 T T T T
0.8
.t
0.6 |
15
0.4 |
1
0.2
. =y=0.32729 .l
s 02=(y-1)°=0.10712
0
-0.4
sl
-0.6
Ll
-0.8
-1 L L L . L L L L . L -1.5 L L L L .
-0.6 -04 -0.2 0 0.2 0.4 0.6 0.8 1 1.2 0.2 0.4 0.6 0.8 1
K o?

Obrazek 2: Ukazky skérovych funkei Uy (resp. Us) pro N(u,0?) pii zndmém o2 (resp. u).
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(c) 8= (01,05) = (u,0%) . Pak hustota f(z) je regularni (viz body (1) az (5)).
(1) Mnozina ® = @1 x Oy = (—00,00) X (0,00) je neprazdnd oteviend mnozina.

(2) Mnozina M = {z € R: f(z) > 0} je (—00,00) a nezavisi na 6 € ©.

!/

(3) Pro kazdé x € M existuji konecné derivace f, (), fl.(x) (viz pfedchozi dva ptipady).

(4) Pro vSechna 0 = (0y,0y) = (u,0?)" € © plati EU; = EU, = 0 (viz piedchozi dva
ptipady) a skérovy vektor je roven

U= (X—u (X—u)2—02>/'

o2 204

— 2 2 _ 2 2y, 4
U =(Y-wlo Y 0 N(y,09) U,=0.5[(Y-p)"~0"}/o

15

10

-5 s

.y

-15

Obrazek 3: Ukazky skérovych funkei Uy a Us pro N(p,0?) pii nezndmém o2 a pu.

(5) Pro vsechna 6 = (01, 605) = (u,0?) € © jsou integraly Jii, Joy a Jio = Jo; konecné,
pricemz

% (@) (@)
J(p,0%) = Jrg = / ];c“(—;))%f(x)dx

= 5l h (z — p) [(z — p)? = o*] f(z)dx
— s [ Pt =gk [ (- f@dr =0

~
0

u;;O
a Fisherova informac¢ni matice pro vektor parametrii @ = (6, 0,) = (i, 0%)’ je rovna
1
= 0
sty = (5 1)
2071

a je pozitivné definitni.
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Piiklad 4.8. WEIBULLOVO 3-PARAMETRICKE EXPONENCIALNI ROZ-
DELENI Wb(v,60,0) A REGULARITA. Mé&me nahodnou veli¢inu X s hustotou

L) o= (597} 020 0€R 120,050

. 0.0) =
f(z;7,0,0) {0 finak.

Ztejmé nejde o regularni systém hustot, nebot mnozina M, coZ je defini¢ni obor ndhodné
veli¢iny, je zavisly na parametru 6.

Piiklad 4.9. NORMALNI ROZDELENI A VYDATNE ODHADY. Mé&me nidhod-

nou veli¢inu X s norméalnim rozdélenim

X~ Nuo?) ~ fla) = ew{-gLwon?]  acR

2702 202
a ndhodny vybér X,, = (X1,...,X,) z téhoz rozdéleni, pticemz:
(a) o? je znamé, tj. 6, = p.
(1) Skérova funkce ndhodného vybéru (viz piiklad 4.7):
Ul (:u’) = Z 2 '

- o
=1

(2) Fisherova informace o parametru p z ndhodného vybéru (viz piiklad 4.7 a dikaz
véty 4.5):

. n

() =nd(p) =nJn = —

o2

(3) Uvazujme parametrickou funkci

V() = p
a vybérovy primeér, tj. statistiku
LX) =x=1yx
n - - n — 7°
(i) Plati
EX =y,

tj. X je nestrannym odhadem parametru j a

0_2

DX = —.
n

(i) X je regularnim odhadem parametrické funkce v(u) = u, pricemz

Y, (1) =1,

nebot X je nestrannym odhadem parametru p a plati
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_ 1
—F
no?

(E) ()

2

n n—1 n
1 9 2 nu
= aE L EX ) ) EXX) Ty
i=1 o242 i=1 j=i+1 u2(nez.)

>+ u2 nn-1 nu?
v ( )MQ_ [

o2 no? o2
=1=n,(n)

(iii) X je vydatnym odhadem s, nebof dolni Raova-Cramerova hranice

w1 o B}

)= 0w Z
(b) u je znadmé, tj. O, = .
(1) Skérova funkce nahodného vybéru (viz ptiklad 4.7):
*(0 2\ - (Xi_:u>2_o'2
U2 (U ) - lz:; 204
1 n
- = Xz _ 2 2
204 — L\,L)/ 7
= oznacme Z;
1 ¢ 1

204 4 - 202

1=

(2) Fisherova informace o parametru

Y(o*) = o”
z ndhodného vybéru (viz ptiklad 4.7 a dukaz véty 4.5):
T (0%) = nJ(c?) = 2%

(3) Uvazujme parametrickou funkci
Yo%) =0
a vybérovy rozptyl, tj. statistiku

1

L(Y) =5 = —= ) (Xi= X)’

=1 D
oznacme Z;

= i: Zi —n(X — p)?
Li=1

35
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Pocitejme
EZ; =DY; = o*
DZ; =EZ} — (EZ;)* = iy — 0* = 20*
C(Zi, Z;) =E(Z:Z;) — E(Z)E(Z;) =0 = E(Z:Z;) = o* pro i j.
—

o4

Pak

(i) Snadno lze ukéazat, ze plati
ES? = o2,
tj. S? je nestrannym odhadem parametru o?. Déle obecné pro vybérovy
rozptyl plati:
n—3
psr =t T2
n  n(n—1)
a protoze v pripadé normalniho rozdéleni mame

Ha = 30-47

dostavame

2_304_ n—3 04204[3(71—1)—(71—3)]: 204
D5™= n  n(n-—1) n(n —1) n—1

(ii) S? je regularnim odhadem parametrické funkce v(0?) = o2, pfidemz

’7:72 (02) =1,

nebot je nestrannym odhadem a plati

E(S*U;(0%)) = 2(n—1 ZZ —n(X — p) )(ZZZ-—nUQ)]
S o PONTED S T
= 4 g =1 j= H—l
—nZE )
(n+22>a
—n02ZEZ +n20® B(X — p)?
i—1 b\/—’
DX=22
3na +n(n —1)o* — (n+2)o* — n?o* + no*

2(n—1)o*
=1= 722(02)7
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pricemz plati

E(Z(Y — p)?) = E{Zi [% i(xi - u)} E i(xi - u)] }

EZ? + Z

i#j=1

n2

0-4

+ Z Z E(Zi(X; —/L)(Xk—ﬁb))l

i#j=1 itj k=1

0
(n+2)ot
2

= % [30% + (n—1)0*] =

n

(iii) S? je asymptoticky vydatnym odhadem o2, nebot dolni Raova-Cramerova
hranice je rovna

o (@] 1 204 , 20
Cn(0?) = o) T m T n <D§*=——
: Co(0?
tim En()






KAPITOLA 3

Konstrukce bodovych odhadu

Méjme ndhodny vybér X = (Xi,...,X,) rozsahu n z rozdéleni o distribu¢ni funkci
F(z;0), kde 6 = (61,...,0,,) € ® C R™. Mnozina ® necht je neprazdné a oteviena.

Budeme ptedpokladat, ze distribuéni funkeci F'(x; 0) lze vyjadrit ve tvaru
F(a:;@):/ f(t;0)dv(t) reR 0= (6,...,0,) €O,

kde v je c—koneéna mira na (R, B) (napt. Lebesgueova nebo ditaci) a f(x;0) je nezdporné
méritelnd funkce, tzv. hustota pravdépodobnosti (vzhledem k mife v).

Pak sdruzena hustota ndhodného vektoru X,, = (Xi,...,X,,)" je vzhledem k nezévis-
losti jednotlivych slozek vektoru a jejich stejnému rozdéleni rovna

fx(xy, ... 20;0) = Hf(xz,e)

Méjme dale parametrickou funkci
v:0 — R.
Predmétem naseho zajmu bude hodnota parametru 6 nebo, obecnéji, hodnota nékteré pa-
rametrické funkce v(8).
1. Metoda momentt
Predpokladejme, ze pro ndhodny vybér existuji obecné momenty:
, = 11, (0) = EXF i=1,....n k=1,...,m.
Vybérové obecné momenty jsou definovany vzorcem
Mp=1%" Xk k=1,2,...

Momentova metoda odhadu parametru @ spociva v tom, Ze za odhad 0 vezmeme FeSeni
rovnic

M = u;.(0) k=1,...,m.
a nazveme je odhadem metodou moment.
Nékdy se muze stat, ze m rovnic nepostacuje k jednozna¢nému urceni é, pak se vétsinou
pripojuji dalsi rovnice
M, = 1,.(0) pro k=m+1m+2
atd., az se ziska potfebny pocet rovnic. To samoziejmeé lze provadét jen za predpokladu, ze

existuji prislusné momenty .

Odhadem dané parametrické funkce v(6) metodou momentii rozumime statistiku



40 M4122 Pravdépodobnost a statistika II

Odhady ziskané metodou momenti obvykle nejsou dostate¢né kvalitni, v jednotlivych
konkrétnich pripadech zpravidla lze dokazat konzistenci odhadt.

Priklad 1.1. Méjme ndhodny vybér X = (X,..., X)) rozsahu n z normélniho rozdéleni
o parametrech ;1 a 02, které odhadneme momentovou metodou.

Pak
0 = (917 92)/ = (ﬂa 02)/7
tj. n=2a0 =R x (0,00).

Snadno lze spocitat, ze

00 1 N2

2mo

//2 :/ xz 1 efé(w;’iqu;:/dﬁ—{—oz‘
o0 2ro

Vybérové obecné momenty jsou rovny

i=1
Mé:%iXﬁ.
i=1

Chceme-li najit odhady momentovou metodou, musime fesit soustavu rovnic:
/ —
My = p
/ 2 2
My,=pu+o
Z prvni rovnice ihned dostaneme
p=X,

coz dosadime do druhé rovnice a pocitame

N B n ~ 1 n ~
n
i=1 i=1

J/

a""e

=(n—1)S2
kde

S? = L Z(X’ - X)? je vybérovy rozptyl.

Protoze
Eo(11) = Eo X = p,
vidime, Ze ze odhad 11 je nestranny, avSak

Ep(6°) = E"=1S? = n=1g?,

takZe o2 neni nestranny, aviak je asymptoticky nestranny.

Lze ukazat, ze oba odhady jsou konzistentni (slabé i silné).
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2. Metoda maximalni vérohodnosti

Ozna¢me sdruzenou hustotu pravdépodobnosti ndhodného vektoru X takto

n

L(O;xy,...,2,) = L(61,...,0m;21,...,2,) :Hf(x,»;e)

i=1

a nazveme ji vérohodnostni funkci nahodného vybéru.

Odhad §MLE nazveme maximalné vérohodnym, jestlize pro kazdé 8 € © plati
L(@MLE; Tl Tn) > L(O521, ..., 2,) .

Zpravidla je vhodnéjsi pracovat s logaritmem funkce L. Pak za predpokladt znamych z di-
ferencialniho poc¢tu vede hledani maximalné vérohodného odhadu 0 k feseni rovnic

8%jlnL(Gl,...,(9,,1;1:1,...,1;”):8%#(9x)—aiZ: flzi;01,...,0,)=0 j=1,....m

které jsou ve statistické literature znamé pod nazvem soustava vérohodnostnich rovnic.

Priklad 2.1. Mé&jme ndhodny vybér X = (X7, ..., X,,) rozsahu n z binomického rozdéleni
o parametrech m a m. Parametr m odhadneme metodou maximélni vérohodnosti.
Pro ndhodny vybér z binomického rozdéleni plati

(Mr=(1—m)™™ z=0,1,...,m,

W{Xy,..., Xn} = Bi(m,7) ~ p(r)= {0 jinak

Vérohodnostni funkce:

L(m Xq,..., X :H< ) i1 —q)m=
i=1 ’L
= WZ?zl‘Xi(l — W)”m_Z?:l Xi H (;?) = W"X(l — W)"(m_X) H (;?)
i=1 N =1 \

Logaritmus vérohodnostni funkce:

I(m; X1, ..., X Zln( )+nXln7r+n(m X)In(1 —7)
Vérohodnostni rovnice:

Vzhledem k tomu, ze nepredpokladame degenerované binomické rozdéleni s nulovym rozpty-
lem, takze s pravdépodobnosti 1 musi platit

0< X <m,

pak snadno ovéfime, Ze jde o maximum, nebot pokud spocitdme druhé parcidlni derivace

82 l(7r Xl,...,Xn):—ﬂ%nX—ﬁn(m—X):— [WQ—I—(m ))(2} < 0.
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Priklad 2.2. Mégjme ndhodny vybér X = (X1,..., X,,) rozsahu n z normélniho rozdéleni
o parametrech 1 a 2. Tyto parametry odhadneme metodou maximalni vérohodnosti.

Opét 0 = (01,0) = (u,0%),tj. m=2a 0O =R x (0,00).

Pak
L(6; X1, ..., X)) = L(p, 0% X1, ..., X)) = Héae—é(xf“) = (270?) " F e 37 Dim (Kimw)?
=1

In L, 0% X1, ..., Xo) = Wu, 0% X1, X)) = =3 1In(2m0”) — 55 > (X — p)”.

Vyjadieme vérohodnostni rovnice

n

ot = 5 m2r ga ) (X~ p)? =0

i=1

it =g ) 2Xi—p) =0
i=1

7, druhé rovnice plyne, ze

n
= % E X, = ... vybérovy priameér
i=1

Po dosazeni do prvni vérohodnostni rovnice dostaneme

n

—no+ > (X; =X =0 = |Gl |=1) (Xi—X)?= |15 =57
i=1 i=1

kde

S*=.5 Z(Xz - X)? je vybérovy rozptyl.
i=1
Upravme nejprve logaritmus vérohodnostni funkce takto:

n

(p, 0% X1, .., X,) = —2In(27) — 21n(0?) — 55 Y [(Xi — X) + (X — )]’

i=1
= —2In(2m) — = In(0?) — 55 {Z(Xz X)? +n(X ,u)Q}
i=1
= —21In(2m) — 21In(0?) — 55 [0S + n(X — p)?].
Nyni dokazme, Ze funkce [(u, 0%; X1, ..., X,) nabyva pro jakoukoliv realizaci

r1=X1(w),...,z, = Xp(w) prokazdé w e

A~

v bod& (fiywe, 02py) = (T, %) svého maxima, takze po dosazeni dostavame

0z, 8% 21, 2,) = —2In(2m) — Z1In(s™?) — 2.
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Ovétfme, zda plati

?
Wi, 0% 21, ... 2,) < U(T, 8% 00, 1)
2 (@) %2
—5In(27) — §1n(0”) — % < —5In(27) — §1n(s™) — %
? *2 * — 2
0% (55 -4) s+
1 gen =0
t2-1
Protoze pro vSechna kladna 2
t=%>0
plati In?
lnt < ﬂT_l, 2|t
je prvni i druhy ¢len nezaporny a nerovnost plati. =
Protoze
EQ(ﬁMLE) = EBX = M,
ale

~2 _ n—1¢gq2 _ n—-1_2
E9<O-MLE) - EGTS =770,
vidime 7e odhad [iy.x je nestranny, avSak 72, . jiZz nestranny neni (ale asymptoticky
nestranny).

V tomto pfipadé jsme dosli ke stejnému vysledku jako u momentové metody.

Poznamka 2.3. Maximalné vérohodné odhady maji fadu vyhodnych vlastnosti:

(1) Existuje-li vydatny (eficientni) odhad, ma soustava vérohodnostnich rovnic jediné
FeSeni a to je rovné vydatnému (eficientnimu) odhadu.

(2) Existuje-li postacujici (suficientni) odhad, je kazdé Feseni vérohodnostnich
rovnic funkci postacujiciho (suficientniho) odhadu.

(3) Pochézi-li ndhodny vybér z regularniho rozdéleni, pak existuje maximalné véro-
hodny odhad, ktery je konzistentni a asymptoticky normalni, tj. v jednoroz-
mérném piipadé

Ous ~ N(0,nJ(0)).

Poznamka 2.4. (Srovnani metody momentt s metodou maximalni vérohodnosti)

Obecné se da rici, ze momentova metoda je pomérné jednoduché. Pouziva se zejména v téch
pripadech, kdy jiné metody odhadu jsou numericky ¢i z jinych divodi tézko zvladnutelné.
Na druhé strané pokud jde o rozdéleni, kterd nemaji konecné momenty, pak se tato metoda
neda aplikovat viibec. Nékdy se odhady porizené momentovou metodou berou alespon jako
pocatecni aproximace pro feseni vérohodnostnich rovnic, pokud je pro jejich feseni nutny
iteracni postup.
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3. Metoda minimalniho y?

Nejprve si pripomenme jedno velmi dilezité vicerozmérné diskrétni rozdéleni, a to mul-
tinomické.

Multinomické rozdéleni popisuje situaci, kdy mame k neslucitelnych jevi, které mo-
hou nastat v kazdém z n nezavislych pokust s pravdépodobnostmi

k
My .., Mg pricemz 5 m; = 1.
Jj=1

Necht ndhodné veli¢ina Y; znaci pocet piipadi, kdy nastal j-ty jev, takze Y; mtze nabyvat
hodnot od nuly do n a musi platit

k
>y
j=1
Néhodny vektor Y = (Yi,...,Y%)" pak m& multinomické rozdéleni s pravdépodobnostni

funkeci

coz lze ekvivalentné napsat i takto

proy; =0,1,...,n

il g 1 (g ——ye )]

fY(Y) =

nl . ... ‘ﬁ:’izl (1= ——mrp_q) Y17 " VE—1)
0 jinak.

a znacime

Y ~ Mn(n,m,...,7) |
pricemz plati pro j,h=1,... )k

EY; =nm;
DY} :mrj(l — 7Tj>
C(Y;,Y,) = — nmjmy,.

vvvvvv

diskrétnim mnohorozmérnym rozdélenim. Svym vyznamem by se dalo pfirovnat k mnoho-
rozmérnému normalnimu rozdéleni, jemuz se podoba predevsim diky dvéma vlastnostem:
podminéna i marginalni rozdéleni jsou opét multinomicka.

Nyni se opét vratime k nahodnému vybéru X = (Xi,...,X,)" rozsahu n z rozdéleni

o distribuéni funkci F'(z;8), kde 6 = (6,,...,0,,) € ® C R™.

Pfi odhadu neznamého parametru @ metodou minimalniho y? na zakladé ndhodného
vybéru X = (Xi,..., X,,)’ postupujeme tak, ze
(1) rozdéli se interval (—oo,00) na koneény pocet pod dvou disjunktnich podmnozin
By, ..., By (pokud nejde o vybér z diskrétniho rozdéleni, které nabyva pouze kone¢ného
poctu hodnot)
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(2) uréi se pravdépodobnosti

p;(8) = /B dF (23 0)

J

jako funkce parametru 6
(3) pro danou realizaci nahodného vybéru se uréi bod 0, v némz funkce

2 : Y; —np;(0 :
* (0):Z< npi;))>

J=1

nabyva minima, pricemz

3

je pocet bodt Xy, ..., X, lezicich v B; (samoziejmé musi platit Z?Zl Y, =n).

Pokud je tato funkce diferencovatelné, hledani minima vede na feSeni soustavy rovnic

k

19x*(0 - npy 6)  [Y; —np;(0)]*\ Op;(6)
=0 (h=1,....k 12
3 aeh ; ( T o8y ) oa (h=1,....k) (12)
vzhledem k neznamym 64, ...,60,. Avsak i v nejjedodussich piipadech je velmi obtizné
fesit systém rovnice (12). Potize zptisobuje ¢len
[Y; — np;(60)?
2np?(0)

Pro velkd n je vSak vliv tohoto ¢lenu zanedbatelny, a proto se feSeni soustavy (12)
nahrazuje fesenim soustavy

Z "pf 81;];0):0 (h=1,....,k) (13)

Jj=1
Tento postup se nazyva modifikovanou metodou minimalniho 2.

Odhady ziskané obéma metodami jsou pfi dosti obecnych podminkach konzistentnimi
odhady.






KAPITOLA 4

Intervalové odhady

1. Definice intervalového odhadu

Odhady, jimiz jsme se doposud zabyvali, se nékdy nazyvaji bodové odhady paramet-
rické funkce (0).

Je tomu tak proto, ze pro danou realizaci ndhodného vybéru =4, . . ., x, predstavuje odhad
dany statistikou T),(x1,...,z,) jediné ¢islo (bod), které je v jistém smyslu ptiblizenim
ke skute¢né hodnoté parametrické funkce (8).

Ulohu odhadu v8ak lze formulovat i jinjm zptisobem. Jde o to, sestrojit na zékladé daného
nahodného vybéru takovy interval, jehoz konce jsou statistiky, a ktery se s dostatecné
velkou presnosti pokryje skute¢nou hodnotu parametrické funkce +(6). V tomto piipadé
mluvime o intervalovém odhadu parametrické funkce v(8).

Podobna je tloha zkonstruovat na zakladé nahodného vybéru statistiku, o niz lze s do-
statecné velkou spolehlivosti prohlasit, ze skutec¢nd hodnota parametrické funkce je vétsi
nez tato statistika. V tomto ptipadé mluvime o dolnim odhadu parametrické funkce v(8).
Analogicky lze zavést pomoci opacné nerovnosti pojem horniho odhadu v(8).

DEFINICE 1.1. Necht 1{X},...,X,} ~ F(z;0) je ndhodny vybér rozsahu n z rozdéleni
o distribu¢ni funkci F'(z;0), 6 € ©. Dale méjme parametrickou funkci v(0), o € (0,1) a
statistiky D = D(X4,...,X,,) a H=H(Xy,...,X,).

Potom intervaly (D, H) nazveme 100(1 — «) % intervalem spolehlivosti pro paramet-

rickou funkci v(0) jestlize
Po(D(X,..., X,) <7(0) < H(Xy,..., X)) =1—a

Jestlize

Po(D(X1,...,X,) <v(0)) =1—q,
pak statistiku D = D(X3,..., X,,) nazgvame dolnim odhadem parametrické funkce
7(8) se spolehlivosti 1 — v (nebo s rizikem «).

Jestlize
PO(/-Y(O) S H(X17"'7Xn)) =l-«a

pak statistiku H = H(Xq, ..., X,,) nazgvame hornim odhadem parametrické funkce
v(8) se spolehlivosti 1 — v (nebo s rizikem «).

Poznamka 1.2. Vysvétleme si nyni smysl pojmu spolehlivost intervalovych odhadi.

Konkrétni data xy,...,x, (tj. realizace ndhodného vybéru X = (Xi,...,X,)’) nejsou
nahodnymi veli¢cinami, nybrz jsou to vysledky urcitého pokusu w, tj.
r1 = Xq(w), ..., x, = Xp(w).
Sestrojime-li tedy na jejich zakladé intervalovy odhad, feknéme (a,b), parametrické
funkce (6), pak nema smysl mluvit o pravdépodobnosti P(a < y(#) < b), protoze vSechny
47
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tii symboly jsou realné cisla (tfebaze 7(f) nezname) a nerovnost a < y(f) < b bud plati
nebo neplati, tj. nas intervalovy odhad je bud spravny nebo nespravny.

Budeme-li vSak sestrojovat intervalové odhady vicekrat po sobé, pak pomeérna cetnost
pripadt, kdy intervalovy odhad bude spravny, bude priblizné rovna 1 — a.

0.05 spolehlivost je pak 0.95 tj. 95%

Cislo [] se voli pomérné malé, nejéastéji 0.01 0.99 tj. 99%

Kromé dostatecné spolehlivosti bychom chtéli, aby interval (D,,(X), T, (X)) byl co mozna
nejkratsi.

Tyto pozadavky jsou vSak (pfi pevném rozsahu vybéru n) protichudné. Zadame-li vétsi
spolehlivost, musime se smiftit s delsim intervalem; zadame-li naopak kratsi interval, musime
se smifit s nizsi spolehlivosti.

2. Kvantily

Nyni definujme kvantilovou funkci a kvantil.

DEFINICE 2.1. Necht F' je distribu¢ni funkei a o € (0, 1). Potom funkci
F ') =Q(a) =inf{r e R: F(x) > a}

se nazyva kvantilova funkce a ¢islo

Lo = Q(a)
se nazyva a-kvantilem rozdéleni s distribuéni funkei F'(z), pficemz
To.25 = (0.25) se nazyva dolni kvartil
Zo5 = Q(0.5) median
20.75 = Q(0.75) horni kvartil
Tors — oo = IQR interkvartilové rozpéti

Z definice kvantild vyplyva nasledujici vztah. Je-li X absolutné spojita ndhodna veli¢ina,
pak plati
P(Zl?a/g < X S $1,a/2) = F(x'l,a/g) — F(l’a/g) =1—-«

Priklad 2.2. KVANTILOVA FUNKCE DISKRETNIHO ROZDELENT

Uvazujme diskrétni rozdéleni, ve kterém nadhodna veli¢cina X nabyva pouze tii hodnot
0,% a 1 se stejnymi pravdépodobnostmi.

Toto rozdéleni nazveme rovnomérné diskrétni a budeme znacit Rd {O, %, 1}, takze
pravdépodobnostni, distribu¢ni a kvantilova funkce jsou tvaru

Pravdépodobnostni funkce Distribuéni funkce Kvantilové funkce
A F(z) b Q(a)
X ~ Rd{0,11} o - 7 )
L oz=0,11
) — )3 )’ 5
p() {0 jinak. 3T DO
1y —_—

[SCI
1
T
o
e
e
ol
1
T
Y




RNDr. Marie Forbelska, Ph.D., Mgr. Jan Kolacek, Ph.D. 49

Piiklad 2.3. KVANTILOVA FUNKCE SPOJITEHO ROZDELENT

Uvazujme spojité exponencialni rozdéleni s parametrem A > 0, znac¢ime Ex(\). Ndhodna
veli¢ina X nabyva pouze nezapornych hodnot a jeji hustota je tvaru

e ™ >0, A>0
X~ Ex() o~ fl2) = {0 jinak

Odvodime distribu¢ni funkci

r <0

/f t)dt = {fo oMt — [ */\t] =1—eM wZOT

a kvantilovou funkci pro 0 < a <1

a = l-—e
Az
e = l-« —In(1 — a)
=Y <a<l.
Az = In(1-a) = Q) \ pro 0<a<l1
_ —In(l-a)
= A
Hustota f(x) pro A = 0.2 Distribuéni funkce F'(x) Kvantilova funkce Q(«)
0.2 1 35
30
0.8
0.15 25
0.6 20
0.1
0.4 15
0.05 10
0.2
5
K 10 2 %0 4 % 10 20 %0 40 % 02 0.4 06 08 1

Na zavér tohoto prikladu jesté nalezneme dolni, horni kvartil a median.

1
—In(1-5
Median: xg5 = # — thQ
, . ln(l i) ni
Dolni kvartil: xgo5 = = T3
1 3 71n<1 ?_1) In4
Horni kvartil: zy7; = = s

2.1. Kvantily nékterych dulezZitych rozdéleni. Zavedme néasledujici znaceni:

d distribu¢ni funkce standardizovaného normalniho rozdéleni
G distribu¢ni funkce rozdéleni x? o n stupnich volnosti
H, distribu¢ni funkce Studentova rozdéleni o n stupnich volnosti

Qnm distribuc¢ni funkce Fisherova-Snedecorova rozdéleni o n a m stupnich volnosti
Ug, kvantily standardizovaného norméalniho rozdéleni

X2(v) | kvantily rozdéleni x? o v stupnich volnosti

ta(V) kvantily Studentova rozdéleni o v stupnich volnosti

F,(v1,12) | kvantily Fisherova-Snedecorova rozdéleni o 17 a v, stupnich volnosti

Je-1i distribuéni funkce F' absolutné spojita a ryze monoténni a je-li prislusna hustota
f suda funkce, pak plati

F(z)=1—- F(—x) relR
a odtud
To = —T1—q a € (0,1),

coz specialné plati pro normalni a Studentovo rozdéleni.
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2.2. Krabicovy graf (box plot, box and whisker plot). Velmi ¢asto uzivanym
grafem, ktery se fadi k metoddm pruzkumové analyzy dat (EDA - Exploratory Data
Analysis)

dolni kvartil horni kvartil

0.25 L0.75
IQR
~n d ) )
PG O - - O
529 %, fo 00 ©
QhOOF® v O D ¢
90 O o . F-=-g-—-=-=--= S o O o)
R 5 %% ‘@ @ o ?
N SR oo0® ¢ 0 0O . odlehla pozorovani
C 9] > 5y O
C A © o ©
To7s + 1.5 IQR
median

Zo.5

2.3. Empiricka (vybérova) kvantilova funkce.

Teoretickd a empirickd kvantilovd funkce

Je definovana pomoci nadhodného vybéru
exponencidlniho rozdéleni

w{Xy, ..., X} 35

takto 30 j
i— L

Qemp(pi) - X(z) pro pi = n2 ) %

kde 2

Xy =X < =X ”

10

jsou tzv. poradkové statistiky, tj. usporadany 5

nahodny vybér. . : : ‘ ‘

0 0.2 0.4 0.6 0.8 1

2.4. Q—Q grafy (Q—-Q plots, Quantile—quantile plots). Velmi uziteény graf, po-
moci kterého miizeme napt. porovnavat

e teoretické a vybérové kvantily
e kvantily dvou vybéri

Na néasledujicich tfech obrazcich budeme demonstrovat pouziti Q—Q grafii pro simulovana
data z exponencialniho, Poissonova a normalniho rozdéleni.

Pokud jsou generovana data ze stejné rodiny rozdéleni, body lezi zhruba na pfimce a

plati
X = Q(pi)

F~'(p;) pro X ~ F(x)

a

Yy ~a+bQ(p;) pro Y ~ F(%2).

Pochézeji-li z riiznych rozdéleni, ¢ast bodi lezi vyrazné mimo primku.

Exponencialni rozdéleni

Poissonovo rozdéleni

Exponencialni a normalni

- 12 rozdéleni
10 —
N A ’ =10
Q 7 ~
A 10 s+ 0 .
y v
25 / . S =0 P
R .
= s g Vi o
8 e = 8 [ >§G 8 i
5% / = S . .
2 - N 6 4 S 7 e
< ¥ > 4 o~ - +
15 P = 4+
= ® Tt
S i £ + 26 ¥
= s S
Em % 3 17 T 5
§ + = 2 Lt S
N 5
+ 3 + 7 =,
5 <) + 7 Y
S0 / g t
S S
=2 S
30 S

0 .5 10 15 20 25
vybérové kvantily dat z Ex(0.02)

0 5 10 15 20
vybérové kvantily 1. vybér Po(10)

0 5 10 15 20 25 30
vybérové kvantily 1. vybér Fx(0.02)
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3. Konstrukce intervalovych odhadu
Popiseme nyni jednu metodu konstrukce intervalovych odhadi, ktera je pouzitelna ve

vétsiné pripadi.

(1) Najdeme néjakou tzv. PIVOTOVOU STATISTIKU, tj. funkci nahodného vybéru
X =(Xy,...,X,) aparametrické funkce v(f), tedy ndhodnou veli¢inu

WX, ~(0)) ],

tak aby jeji rozdéleni jiz nezaviselo na parametru 6.

(2) Nechf ga/2 @ g1—a/2 jsou kvantily rozdéleni statistiky

h(X,~(0)).
Pak pro vsechna 0 plati

Po(gas2 < MX,7(0) € qi—app) =1 -«

(3) Jestlize 1ze nerovnosti v zévorce prevést ekvivalentnimi ipravami na tvar, kde mezi
nerovnostmi stoji jen v(#), pak jsme sestrojili intervalovy odhad

Dy (X) < 7(6) < Hu(X)
o spolehlivosti 1 — a.

Tedy, je-li h(X,7(f)) ryze monoténni funkce, pak existuje inverzni funkce

h= (h(X,7(6))) = (0).
(a) Pokud je h(X,~(f)) rostouci funkce, pak plati

Po(h (gay2) <7(0) < h Hqiap) =1—a.
(b) Pokud je h(X,~(0)) klesajici funkce, pak plati

Pe(hil(chfaﬂ) < ’7(‘9) < hil(Qa/Z) =1-a



M4122 Pravdépodobnost a statistika II

52

4. Bodové a intervalové odhady parametrt normalniho rozdéleni
bo,bl,...,bn S R, di € {1,,77,} : bz 7é 0

LU € N,

Necht k,n € N, v, 14,1,
Ptripomenme, zZe plati:

z € R

Normalni rozdélenti:
1
L ¢

2mo

s hustotou
X ~ N(p,0%) ~ f(z) =
3 5202)
—~ )

mé stiedni hodnotu EX = 1 a rozptyl DX = o2. Toto rozdéleni ma nasledujici vliastnosti
bo+ > biXi~ N (bo + > bipti,
i=1 i

=
1=1
U=2-~N(0,1)

J_L{Xl, ..
X ~N(p,o*) =
x? rozdéleni:
w{ty,...,.U,} ~N(0,1) = K=Ul+---4+U2~x*(v)
WK ~ X*(n), - K~ X)) = K=K+ + Ki~ 2+ + )
Studentovo t-rozdéleni:
U~N@O0,1) LK~ (v) = T=-"%=~1{)
Fisherovo-Snedecorovo F-rozdéleni:
K ~x*(1n) L Ky ~ x*(1n) = Fz%—%wF(ul,yg)

Jesté nez zacneme odvozovat rozdéleni vybérovych statistik, pfipomenme si, ze plati véty:

VETA 4.1. Necht ndhodny vektor
X=(X1,...,X,) ~ Ny(ps, X)
md n—rozmérné normdlni rozdéleni a B je regularni matice redlnijch cisel typu n X n a

a € R". Potom ndhodny vektor
Y =a+BX ~ N,(a+ Bu,B'XB).

DUKAzZ. Hustota pravdépodobnosti ndhodného vektoru X je tvaru
fx(x) = (2m) 7% [B[7re 20w/ EROCw,

Inverzni transformace k transformaci
Y =a+ BX

je rovna
X =B Y -a)
a jakobian této inverzni transformace je tvaru
Il =B~ = B[

Y —a+ BX

Pak hustotu pravdépodobnosti transformované nahodného vektoru
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lze vyjadrit takto

fr(y) = fx(B7(Y —a))[B|"!
— (27) 7% |2 2|B| e 2B )R BT (v a)

_ (27_‘_)—% |B/2Blféefé(yfafBu)/[B/EB}—l(yfa—Bu) ~ Nn(a + BN; B/EB>

U
VETA 4.2. Necht X1,...,X, jsou nezdvislé ndhodné veliciny takové, Ze
XiNN(ILLi,O'Z) 2:1,,n
a B je ortonormadalni matice typu n X n. Polozme X = (X1,...,X,) a
Y=(,....Y,) =B(X - p),
kde = (p1, ..., ). Potom Y jsou nezdvislé nahodné veliciny a
Y; ~ N(0,0%).
DUKAZ. Protoze X1, ..., X, jsou nezvislé nahodné veli¢iny s rozdélenim X; ~ N (ju;, 0?),

ma nahodny vektor X hustotu pravdépodobnosti

n

fx(x) =11 [ L5 (57) ] = (2m) 5 e 2 () N (1, 8),  kde B = 0L,
=1

2mo

Je-li B ortonorméalni matice (tj. B~ = B'), pak z véty 4.1 plyne, Ze ndhodny vektor
Y =B(X—-pu)~ N,(0,B'XB), kde B'YB = ¢’B'B = ¢°I,
s hustotou pravdépodobnosti

F(y) = ﬁ[ L 3(2)] = ﬁlfmyj)-

=1 2mo

Odtud plyne tvrzeni véty. O

Na zakladé téchto vlastnosti miizeme odvodit rozdéleni vybérovych statistik v pripadé
nahodnych vybéri z normalniho rozdéleni.

VETA 4.3. Mé&jme 1{X1,..., X, } = N(u,0?) a vgbérovy primér X = £ > X; a vybérovy
i=1

rozptyl S* = == >°(X; — X)?. Pak plati
i=1

(1) Vybérovy primér X ~ N (,u, %)
(2) Statistika U=%tyn ~ N(0,1)
(3) Statistika K =235 ~ x*(n—1)
(4) Statistika T=2%2/n ~ t(n—1)
!/
Diikaz. Mé&jme ortonormalni matici typu n x n, jejiz prvni fadek je (-, ..., -1 ), tj. napi.
vn vn
/ 1 1 1
b1 v 7 7
b’ _1 _ 1 0 0
2 V12 V12
/ L L 2 0 0
B b N V23 V23
- - : : : 0
: 1 1 o 1 _ n-2 0
b/ \/(n*?)(nfl) \/(nf%)(nfl) V/(n—2)(n-1) \/(n*12)(n71) »

b;L \/(n—l)n \/(n—l)n o o (n—1)n N v/ (n—1)n
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Podle véty 4.2

Y=(Y,....,Y,) =BX—-pu) ~ N(0,0°1,)
a Y; jsou nezavislé normalné rozdélené nahodné velic¢iny s nulovou stfedni hodnotou a se stej-
nym rozptylem o2.

Nejprve dokédzeme dtlezité vztahy
(a) Pocitejme: Y'Y = (X —pu)BB(X —p) = (X — p) (X — p) = S (X; — )%

i=1

=I,
(b) Vyjadieme Y; = bj(X — p) = \/iﬁ -,1(Xi —p) = =(nX —np) = /n(X — p).
(¢) Nakonec spocitejme
Z(Xz - X>2 = Z[(Xz — ) — (X - :u)]2
i=1 i=1
=D (K= =2(X =) Y (X — ) +n(X — p)?
=1 i=1
Y'Yy n(X—p)
=YY -n(X—p?=> ¥ =VP=|> V¥’
T i=1 i=2
1

Nyni budeme dokazovat jednotliva tvrzeni véty:
(1) Ze vztahu (b) dostaneme

Y1 = V(X — p) = bi(X — p) ~ N(uy, 03,),
pricemz
vy =bIE(X — p) =bi(n—p) =0
oy, = b DXb; = 0°b}b; = o”.
Odtud ihned dostaneme, ze

_ Y, o2
X=p+-L ~N(p=—).

Provedeme-li standardizaci, tj. takovou linearni transformaci, ktera zajistuje nulovou
stfedni hodnotu a jednotkovy rozptyl, dostaneme prvni tvrzeni véty:

X-EX X-u
—— = vn ~ N(0,1).
= . (0,1)

(2) Nahodné veli¢iny Y; jsou nezavislé normalné rozdélené ndhodné velic¢iny s nulovou stfedni
hodnotou a se stejnym rozptylem o2, tj.

1{vy,...,Y,} ~ N(0,0%).

U=Usg =

Provedeme-li opét jejich standardizaci, dostaneme posloupnost nezavislych standardizo-
vanych normalnich ndhodnych veli¢in

{2}~ N(0,1),

jejichz kvadraty K; = (%)2 maji x? rozdéleni o jednom stupni volnosti, tj.

W{Ky = (2) K, = (2)) = 2(1).

g
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Protoze ndhodna veli¢ina, kterd je souctem nékolika nezavislych ndhodnych velicin s y?
rozdélenim, mé opé&t x? rozdéleni, piitom jeji stupeii volnosti je roven souétu jednotlivych
stupnti volnosti, dostavame druhé tvrzeni véty:

K:K2+...+KHZZ(%)2:n0_—2152NX2(n_1).
=2
(3) Protoze Yi,...,Y, jsou nezavislé ndhodné veli¢iny a ndm se jiz diive podafilo vyjadrit
vybérovy priameér a vybérovy rozptyl takto

_ Y, 1 <
X = — S? = Y?

je videt, Ze statistiky X a S? jsou stochasticky nezavislé, zna¢ime .

Abychom dostali ndhodnou veli¢inu, kterd ma Studentovo rozdéleni, potiebujeme mit
dvé nezavislé nahodné veli¢iny, z nichz jedna, oznac¢me ji jako U*, ma standardizované

normalni rozdéleni, a druhd, oznac¢me ji jako K*, mé x? rozdéleni s v stupni volnosti.
Pak ndhodné velicina 7™ = UK* méa Studentovo rozdéleni s v stupni volnosti, tj.

v

U*

K*

U~ N(01) L K*~x*(v) = T'= ~ t(v).

Polozime-li

Ur=U=Ug = vn o~ N0,1) a K'=K=%25~\*(n-1)

pak statistika

x X—p
- vn X
| K* u52

v a2
n—1

¢imz jsme dokazali posledni tvrzeni véty.

Vo~ b 1),

T =
S

Poznamka 4.4. Statistiky , a se nazyvaji PIVOTOVE STATISTIKY, pfi¢emz

X—u C . (o v
- \V/n  je pivotovou stastistikou pro nezndmy parametr p  pifi zndmém o

n—21512 o 0_2
o

N = O
o

X " Ve , ’
_SH\/H -7 [ Pl neznamem o
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DUSLEDEK 4.5. Mé&jme 1{X,,...,X,} ~ N(u,0?), kde u je mnezndmiy parametr a
0% € R je zndmé rediné ¢islo. Pak

(X — ul_a/zx/iﬁ,)z +uapm) - je 100(1 — @)% interval spolehlivosti
pro stiedni hodnotu p pri zndmém o>

K = ul,a% - je dolnt odhad stredni hodnoty p
pri zndmém o? se spolehlivosti 1 — o
X + ul_a\/iﬁ - je horni odhad stredni hodnoty

2

pri zndmém o se spolehlivosti 1 — a

Dikaz. Za pivotovou statistiku zvolime statistiku

U ON(O,1)
Pro lepsi citelnost misto I = P, budeme psat
pouze P.
Pocitejme
1-a 1—Oé:P(u%§U§u1_%)
_ X—p
= Plug < 5V <ug)
A h‘ =P(X - U1—a/2\/%7 <pu< X+ ul—a/2\/Lﬁ>
Yz =7 Yiar Y2
O
DUSLEDEK 4.6. Mé&jme W{X,,..., X} ~ N(u,0?), kde u a 02 jsou nezndmé parame-

try. Pak
(1) pro stredni hodnotu

(X —tiap—1)Z X +tiap(n—1)7) - je100(1 —a)% interval spolehlivosti

pro stredni hodnotu p pri nezndmém o?

X —ti_a(n—1) - je dolni odhad stredni hodnoty

pri nezndmém o? se spolehlivosti 1 — o

-

X = tl_a(n — 1)

(2) pro rozptyl

< (n—1)S? (n—1)S?

g (D) x5 (D)

- je hornt odhad stredni hodnoty
2

<k

n

pri nezndmeém o se spolehlivosti 1 — «

> - je 100(1 — «) % interval spolehlivosti pro rozptyl o?
(n—1)S?
Xi_q(n—1)

_ 2
% - je horni odhad rozptylu o

- je dolni odhad rozptylu o* se spolehlivosti 1 — o

2 se spolehlivosti 1 —
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Dikaz.

(1) V pfipadé hledéni intervalu spolehlivosti pro stfedni hodnotu pfi nezndmém rozptylu
za pivotovou statistiku zvolime statistiku

Rom o~ tn—1).

T Ot(v)
Pro lepsi citelnost misto Py = P, ,2» budeme psat

pouze P.
I —a=P(tap(n—1) <T < t1_g2(n—1))

t1
= P(toja(n—1) < X2/n <ty p(n—1))

L) =~ 1, M) ta¥)

(2) V pripadé hledani intervalu spolehlivosti pro rozptyl za pivotovou statistiku zvolime

statistiku
n—1
2

K= S* ~ *(n—1).

o
K OX*W)

Pocitejme
1—a=P(x

Il
=
weN e
£
|
=
(VAN
3
Y
n
no
IN
=
o
:
3
|
=

al2

X2 Xi-ara¥)

V dalsim si budeme viimat intervali spolehlivosti pro DVA NEZAVISLE VYBERY.

VETA 4.7. Necht L{X1,..., Xp, } ~ N(,ul,al) je nahodny vybér rozsahu ny z normdlniho
rozdéleni N (uy,0%), X je jeho vgbérovy primeér a S jeho vijbérovy rozptyl.

Ddle nechtf 1L{Y1,...,Yy,} ~ N(ug, 03) je ndhodny vibér rozsahu ny 2z normdlniho rozdélend
N(p2,02), Y je ]eho vyberovy primér a S2 jeho vijbérovy rozptyl.

Predpoklddejme, Ze oba vybéry jsou stochasticky nezdvisle, tj. X 1L Y. Pak

(1) Statistika

X =Y — (1 — o)

~ N(0,1).

(2) Pokud o

2
03
X Y — (,u1 = ,LL2) 1Mo ~ (n1—1)S2+(no-1)S32
Tx v ~ t —2),kde §2, = =it 2o,
A= = Si2 ny + no (n1 + 12 ), kde iy mtna =2

(8) Statistika

= 02, pak statistika

2
502

F=
S2 o2

~ F(nl—l,ng—l).
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Diikaz. Z nezévislosti nahodnych vybéri vyplyva, Ze viechny statistiky X, Y, S? a S2 jsou

nezavislé, tj.

(1)

1{X,Y, 57,53}
Protoze vybérové priméry normalnich ndhodnych vybérti maji opét norméalni rozdéleni,
tj.
— 0.2
X~ N (m,2)
_ 0.2
Yo~ N (2 2),
tak i jejich rozdil je opét normalni, tj.
2 2
L o; O
Z=X=-Y ~ N<N1—N27—1+—2>'
ny
Potom standardizovana ndhodna veli¢ina Uz mé standardni normalni rozdéleni, tj.

XY — (g —
Uz=Ux_y = ) ~ N(0,1),

2 2
% 4%
ni no

tim jsme dokézali prvni tvrzeni véty.

Je-li 02 = 02 = 02, pak statistika Uy je tvaru
X—Y —(n—p2) X—-Y —(u—
UZ - UﬁiY - a% ag - 1 1
m T ng O\ T s

:X—Y—(Ml—ﬁbz) [ Nin2 - N(O,l).
g ni + No

Oznaéime-li dvé nezdvislé statistiky s y? rozdélenim

ny—1_, 2 ng—1 2
K1:TS1NX(W1_1) a K2:752’\’X(n2_1),
pak statistika K = K; + K, mé opét x? rozdéleni se stupni volnosti, které jsou souc¢tem
stupnu volnosti statistik K; a Ko, tj.

n1—12 n2—1

_ _ 2
1
= =5 [(m = D)ST+ (2 = 1)S5] ~ X (412 = 2).
Polozme

2 (m—1)S}+ (np—1)53

S, =
12 7’L1+7’LQ—2 ’
pak
ny+no —2

Abychom dostali ndhodnou veli¢inu, ktera ma Studentovo rozdéleni, potfebujeme mit
dvé nezavislé ndhodné veli¢iny, z nichz jedna, ozna¢me ji jako U*, mé standardizované
normalni rozdéleni, a druhd, oznac¢me ji jako K*, mé x? rozdéleni s v stupni volnosti.
Pak ndhodné veli¢ina T = \}]—Z ma Studentovo rozdéleni s v stupni volnosti, tj.

* * 2 * U*
U"~N(@0,1) L K*¥~x*(v) = T"=

K*

v

~ t(v).
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PoloZime-li

X =Y — (1 — p2) [ ning
U'=U=Ug_v = ~ N(0,1
X-y g n1+n2 (’ )

n1+n2—

2
K=K = 5 5%y~ x2(ny +ng — 2)

o

pak statistika

o X—Y—(p1—p2) [ nino
o ni+nz
T* = =
K +ng—2
JE sy

ni+ng—2
X-Y - (p1 — p2) 112
= ~ t(ny +ng — 2),
512 N1 + No ( ! 2 )

¢imz jsme dokazali druhé tvrzeni véty.

(3) Chceme-li dokazat t¥eti tvrzeni, musime najit dvé nezavislé ndhodné velic¢iny, které maji
x? rozdéleni. Ozna¢me je K; ~ x%*(v1) a K ~ x*(2). Pak ndhodna veli¢ina

_ Kf/Vl

F*
K;/VQ

~ F(V17V2)'

Polozime-li

1 1
K;:Klznla_sf a  Ki=K,=2_-g2

1 03

dostavame

CKin tEStm—l) g2

= = —
K3 /v %53/("2 —1)  S3of

~ F(nl—l,ng—l)

a tim jsme dokézali i posledni tvrzeni véty.
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DUSLEDEK 4.8. Necht L{X1,..., Xy, } ~ N(u1,07) je ndhodny vjbér rozsahu ny z normdl-
niho rozdéleni N(u1,0?), X je jeho vybérovy primeér a S? jeho vybérovy rozptyl.

Dale necht 1L{Y1,...,Yy,} ~ N(ps,03) je ndhodny vyjbér rozsahu ny z normdlniho rozdéleni
N(uz,02), Y je jeho vybérovy primér a S jeho vijbérovy rozptyl.

Predpoklddejme, Ze oba vybéry jsou stochasticky nezavisie, tj. X L Y. Pak

(1) jsou-li|c3 a o} zndmé|, pak 100(1 — ) % interval spolehlivosti pro rozdil stiednich hod-
not [y — po je tvary

% Y, /o 2 o — o2 o2
<X—Y—’U,1_g 1+ 2,X—Y—|—U,1_% n_i+n_z>

(2) Jestlize |02 a 0? nejsou zndmé| a plati |05 = o2 = o?|, pak 100(1 — o) % interval spo-

lehlivosti pro rozdil strednich hodnot py — s je tvaru
<X’ — Y —ti_a(n+ny—2) Sipy/BE2 X — ¥ 4 81 o (ny+n3—2) Sia n1_+n:>> :

ning nin2
kde

g |>—At\:
e

(n1=1)S} + (n2—1)S3
ny+mng —2 i

2 _
812_

(3) Pri|nezndmych uy, ps, 0%, 03| je 100(1 — ) % interval spolehlivosti pro podil rozptyli

o3
=% roven
@5

s2 1 s2 1
S%Fl_%(nl—l,ng—l)’S%F%(nl—l,ng—l) i
Diitkaz. Obdobné jako v predchozi vété

(1) jako pivotovou statistiku pouzijeme

X =Y — (p1 — p2
Usg_y = 2( - ) ~ N(0,1).
251 0'_2
ni1 n2
Pocitejme
U ON(0,1) 1—04:P(u% <Usz_y Sul—%)

al2 al:

Yz = ™ Yiear Yiar

Tim jsme dokazali prvni tvrzeni.

(2) V piipadé hledani intervalu spolehlivosti pro rozdil stfednich hodnot pfi nezndmém roz-

ptylu 02 = 0 = 02 za pivotovou statistiku zvolime statistiku

X Y — (1 — po2) nins
- — ~Y t _— 2
Tsx_y = S1o T + 72 (n1 + no ),

ny + no — 2 )

kde
5%2 =




RNDr. Marie Forbelska, Ph.D., Mgr. Jan Kolacek, Ph.D. 61

Oznac¢me v = ny+ny—2 a pocitejme

l—a= P(ta/Q( ) < TX <t l—a/2 TOW)
X-Y- Ml—uz n1ng
— Pt
( /2( V)< ni+ng

< tiaga(v ))

=P <X—Y—t1—%(l/) S/ < iy — pug

\ \/ nitn v

< X-Vitia(v) S n_) TR

¢imz jsme dokazali druhé tvrzeni.

(3) V pripadé hledani intervalu spolehlivosti pro podil rozptyla za pivotovou statistiku zvo-
lime statistiku
St o3

F=2122
83 o3

~ F(nl—l,nz—l).

Polozme vy =ny — 1 a v, = ny — 1 a pocitejme

F OF(v,v,) 2
S? o2
=P (F“ (v1,12)) < §—2 < Fioa(w, VZ)))
1-a
52 1 i
_p(E i
S Fl a(n1—1 n2—1> g5
al2 /2 2
FaIZ(V V) Flfa/Z(Vl'VZ) S S_]é 1
SQF (nl—l 77,2—1)

a tim jsme dokéazali i posledni tvrzeni.

Poznamka 4.9. Ve statistickych tabulkach byvaji uvadény kvantily F-rozdéleni pouze
pro hodnoty a > 0.5. Ukadzeme, pro¢ neni tieba uvadét hodnoty kvantili pro a < 0.5.
Uvazujme misto pivotové statistiky F statistiku

5201 1
= ~ F —1 —1).
5202 F (n2 e )

Opét ozna¢me v; = n;—1 a v, = ny—1 a pocitejme interval spolehlivosti pro takto navrzenou
pivotovou statistiku

20
l—a= P(F%(VQ,I/l)) S F S Fl_%(l/g,ljl)) =P (F%(VQ,I/l)) < i : < Fl_,(l/g,Vl))>

> o3
57 03

F*

l\Jl\J

2 0.2 2
=P (%F%(m—l,nl—l) <3< %FP%(nz—lanl—l))

1
F%(nl—l,n2—1)

Takze Fl,%(nz—l, np—1) =

S

a interval spolehlivosti pro lze vyjadrit

1 takto

S 1 S3
<S_§F1%(n1—1,n2—1)’,5'_§F1g(nZ_]"nl_l) :
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V dalsim se zamérfime na interval spolehlivosti pro rozdil stfednich hodnot
u tzv. PAROVYCH VYBERU.

VETA 4.10. Necht X; = (X1, Y1),..., X, = (X,,,Y,) je nahodny vgbér z dvourozmér-
ného normdlniho rozdéleni No(p,X) s parametry p = (ﬁ;) a X = ( i pgle), kde

pPO102 a5

pi,pe €ER, 07> 0,05 >0ape(0,1).

Z; = X;-Y
Proi=1,...,n oznaéme 72 = +3" .7 .
S% = n% ?zl(Zl - Z)2

Pak

je intervalovy odhad parametrické funkce py — po o spolehlivosti 1 — av.

Diitkaz. Pripomenme, ze marginalni ndhodné veliciny vicerozmérného nahodného vektoru

jsou opét normalni nahodné veli¢iny, tj.
1{Xy,...,X,} ~ N(u,o01)
J'L{iflu s 7Yn} = N(:u’27 Ug)

Takze pro jejich rozdil

1,...,n

plati, ze maji také normalni rozdéleni
W{Z,....Z,} ~ N(ug,o%),
kde
EZ; = E(Xi - Yz’) = M1 — K2
DZ; = D(X; - Y;) = C(X; - ¥;, X; = V)

= DXl - 2C(XZ,)/1> +D}/Z = O'% - 2p0’10’2 + O'g.
——

=poi102

Budeme-li aplikovat diisledek 4.6 na

dostaneme tvrzeni véty. O
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5. Bodové a intervalové odhady zaloZzené na centralni limitni vété

Odhady parametrti normalniho rozdéleni, které jsme doposud zkoumali, maji diky cen-
tralni limitni vété (CLV) Sirsi pouziti.

Casto lze najit takovou transformaci [h], 7e nahodné velicina |A(X,~(0))| ma

pro n — oo asymptoticky standardizované normalni rozdéleni | N (0, 1) |, tj.

h(X,v(0)) ~ N(0,1)

Pritom rozdéleni, z néhoz vybér pochazi
- nemusi spliiovat pozadavky spojitosti a ryzi monotonie distribu¢ni funkce,
- muze byt i diskrétni.

Bodové i intervalové odhady lze pak sestrojit stejnym zptisobem jako v pripadé normaél-
nich ndhodnych vybéri, jejich spolehlivost bude jen priblizné, tj. asymptoticky.

VETA 5.1. M&me 1{Xy,..., X} ~ L(u(0),0%(8)) a vybérovy primer X = = > X;. Necht
i=1
S? = S2(X) je (slab€) konzistentnim odhadem rozptylu o*(0). Pak statistika

U, = X0 /n £ N(0,1).
Diikaz. Podle Lindebergovy-Levyho CLV maji standardizované pruméry asymptoticky stan-
dardizované normalni rozdéleni, tj.
X -EX :X—,u(e) :X—N(G)
VDX 22(6) ()

n

Ug = vn A N(0,1),

coz lze ekvivalentné napsat také takto

Ug 5 U ~N(0,1).

Abychom dokazali, ze také U, = X_S—’iw)\/ﬁ AN (0,1), budeme potiebovat nasledujici
tvrzeni, které uvedeme bez ditkazu (lze najit napt. v knize Rao, R. C.: Linedrni metody
statistické indukce a jejich aplikace. Academia Praha, 1978)

Jestlize Z, 57 A Y, B¢ = Z. Y, 5z

Pokud polozime

Y, =29 5 1

nebot S? je (slabé) konzistentnim odhadem rozptylu 02(8), pak jiz dostaneme tvrzeni véty,
.

U, =Z.Yy =220/ 5 cZ2=1-U ~ N(0,1).

Jako transformaci jsme zvolili funkci

h(X,M(e)) =Ugx - %f) = w\/ﬁ

*
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DUSLEDEK 5.2. Necht W{Xy,..., X} ~ L(u(0),0%(0)) je ndhodny vybér s konecnymi
druhymi momenty. Potom intervalovym odhadem stredni hodnoty |(0)| o asymptotické
spolehlivosti 1 — « je interval

<X - u1-g\%,)_( + u1—%\/%> ;
kde S? je vybérovy rozptyl, tj.

Ditkaz. Diikaz je zfejmy, nebot S? = S? je konzistentnim odhadem rozptylu a jako pivotovou

statistiku jsme pfi tvorbé intervalového odhadu pouzili U, s asymptoticky standardizovanym
normalnim rozdélenim. O

DUSLEDEK 5.3. (Bindrni nadhodné vybéry). Necht W{X;,..., X,} ~ A(p) je ndhodny
vybér s alternativnim (bindrnim) rozdélenim. Potom intervalovym odhadem parametru
o asymptotické spolehlivosti 1 — a je interval

<x— IR £ o ,/u> .

Diikaz. Nejprve pfipomenme, ze pro ndhodné veli¢iny s alternativnim (binédrnim) rozdélenim
plati

EX,=0p a DX; =p(1l—p).

Protoze X je konzistentnim odhadem stfedni hodnoty, coz je parametr p, pak statistika
S? = X(1-X)
je konzistentnim odhadem rozptylu p(1 — p).

Pti tvorbé intervalového odhadu jako pivotovou statistiku jsme opét pouzili U, s asympto-
ticky standardizovanym normalnim rozdélenim. U

DUSLEDEK 5.4. (Poissonovské nahodné vybéry). Necht 1{X,,....X,} =~ Po()\)

je nahodny vyber s Poisonovym rozdélenim. Potom intervalovym odhadem parametru
(0 < X\ < 00) o asymptotické spolehlivosti 1 — a je interval

<X—u1_g\/§,)_(+u1_g\/§> 5

Diikaz. Pripomenime, Ze pro nahodné veli¢iny s Poissonovym rozdélenim plati
Protoze X je konzistentnim odhadem stfedni hodnoty, coz je parametr )\, pak statistika,

S2=X

je konzistentnim odhadem rozptylu .

Pri tvorbé intervalového odhadu jako pivotovou statistiku jsme opét pouzili U, s asympto-
ticky standardizovanym normalnim rozdélenim. O



KAPITOLA 5

Testovani statistickych hypotéz

1. Uvod

Mgéjme ndhodny vybér X = (Xi,...,X,) rozsahu n z rozdéleni o distribu¢ni funkci
F(z;0), kde 6 = (61,...,0,,) € ® C R™. Mnozina © necht je neprazdnid a oteviena.

Hy: 0 € ®yC O

Predpokladejme, ze o parametru 6 existuji dvé konkurujici si hypotézy: H:0c® -0 0,
1 =0 -

, | Hg| senazyvda nulovou hypotézou.
Tvrzeni L i )
H, alternativni hypotézou.
. 1O0| , AP e .
Je-li ) jednobodova, nazyva se jednoduchou, v opa¢ném piipadé slozenou hypotézou.
1

O platnosti této hypotézy se ma rozhodnout na zékladé ndhodného vybéru X = (Xy,..., X,,),
/" zamitneme nebo

, nezamitneme platnost hypotézy H,.

a to tak, ze

Na testovani pouzijeme statistiku 7,, = T'(X), kterou nazyvame testovaci statistikou.
Mnozinu hodnot, které mize testovaci statistika nabyt, rozdélime na dvé disjunktni oblasti.
Jednu oznacime W, , a nazveme ji kritickou oblasti (nebo také oblasti zamitnuti hypotézy)
a druhd je doplitkovou oblasti (oblast nezamitnuti testované hypotézy).

/

Na zakladé realizace ndhodného vybéru x = (z1,...,z,)" vypocitame hodnotu testovaci

statistiky t, = T'(x).
e Pokud hodnota testovaci statistiky ¢, nabude hodnoty =z kritické oblasti,
tj. |t, = T(x) € W, |, pak nulovou hypotézu zamitame.

e Pokud hodnota testovaci statistiky nabude hodnoty z oblasti nezamitnuti,

tj. |t, = T'(x) ¢ W, |, tak nulovou hypotézu nezamitame, coz ovsem neznamena

Ze prijimame alternativu.
Toto rozhodnuti nemusi vsak byt spravné. V nasledujici tabulce jsou uvedeny mozné
situace

H, PLATI NEPLAT]

ZAMITAME chyba 1. druhu (o je hladina testu) O.K. (tzv. sila testu ¢i silofunkce)
t, =T (x) € W, ap=supgee, Po(T(X) € Wo|Ho) <a 1-8(0)=P(T(X) € W,|Hy) pro 6 € O

NEZAMITAME OK. chyba 2. druhu
tn:T(X) ¢Wa B(B)ZPG(T(X) ¢Wa|Hl> pr00€@1

Volba kritického oboru W, se ¥idi pozadavky:

(1) Chceme, aby pravdépodobnost chyby 1. druhu byla mensi nebo rovna pfedem zvolenému
malému « € (0,1) (obvykle se voli & = 0.01 nebo o = 0.05), tj. aby platilo pro V0 € @,
ap = sup Pp(T(X) € W,|Hp) < a.
ISCN)
65
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Pro spojita rozdéleni je vzdy mozné (i kdyz ne nutné) zvolit test, jehoz hladina je pravé
rovna «. U diskrétnich rozdéleni jsou moznymi hladinami testu jen nékteré diskrétni
hodnoty. Neni-li zvolené hladina mezi nimi, rozhodneme se pro hladinu, ktera je nejblizsi
nizsi (nebo nejblizsi vyssi).

(2) Mezi testy na hladiné a se pak snazime zvolit test s co nejmensi pravdépodobnosti
chyby druhého druhu, tj. co nejsilnéjsi test.

Vidime, Ze postaveni obou hypotéz je nesymetrické. Za nulovou hypotézu volime tu,
jejiz neopravnéné zamitnuti (chyba 1. druhu) je zavaznéjsi.

DEFINICE 1.1. Chybu, kterd spocivdi v nespravném zamitnuti nulové hypotézy,
i kdyZ je spravna, budeme nazyvat chybou prvého druhu, pravdépodobnost

ag = sup Pp(T(X) € W,|Hy)
VISCH)

nazveme hladinou vyznamnosti (téz hladinou testu).
Chybu, ktera spoc¢iva v nespravném prijeti nulové hypotézy, i kdyz neplati, budeme
nazyvat chybou druhého druhu a jeji pravdépodobnost pro VO € ®; oznacime

B(0) = Po(T(X) & WalHy) .
Pravdépodobnost 1—3(0) nazyvame silou testu (téz silou kritické oblasti WW,,) a jakozto
funkci @ € ©; ji také nazveme silofunkci testu.

2. Jednoducha hypotéza a jednoducha alternativa

Nejprve rozebereme nejjednodussi pripad, kdy © = {6y, 6, }.

V dalsim budeme zna¢it symbolem v c—kone¢nou miru na (R", B") (napf. Lebesgueova
nebo ¢itact) a f(x;60) nezapornou métitelnou funkci, tzv. hustotu pravdépodobnosti
vzhledem k mife v. Tedy f(x;6) jsou jak hustoty absolutné spojitych ndhodnych veli¢in,
tak pravdépodobnostni funkce.

Budeme predpokladat, ze pravdépodobnostni miry Py, a Py, jsou absolutné spojité vzhle-
dem k o-konec¢né mite v.

Oznac¢me hustoty g‘ig; i }C(X; 90)?

LEMMA 2.1 (Neymanovo—Pearsonovo). Necht k danému o € (0,1) existuje takové kladné
¢islo ¢ > 0, Ze pro mnozinu Wy = {x € R" : p1(x) > cpo(x)} plati fWo po(x) dv(x) = a.. Pak
pro libovolnou mnozinu W € B™ splriugict podminku fW po(x) dv(x) < a plati

/W i) ) > /W pr(x) dv(x).

Ditkaz. Pro jednoduchost pro j = 0,1 misto fWo p;(x) dv(x) piSme fWo p; dv. Vzhledem
k tomu, ze mnoziny W a W, lze psat jako disjunktni sjednoceni, t;j.

W:<W—W0>U(WOWO> a W():(W()—W)U(WOWQ),
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pak plati
/pldy—/plduz / P dv + / P dv — / P dv — / p1 dv
Wo w Wo—W WnWy W—-Wpy WnWy
= / p dv — / 1 dv. (14)
Wo—W W—Wo

Integracni obor prvniho integralu v (14) je ¢asti mnoziny Wy, takze vzhledem k definici této
mnoziny muzeme ho odhadnout zdola. Obdobné integraéni obor druhého integrélu v (14)
neni c¢asti Wy, takze ho muzeme opét diky definici W, odhadnout shora, tj.

/pldV—/PldV: / p1 dv — / p1 dv
~— ~—

Wo w Wo—-WeWy >cpo W—-Wog¢Wy <cpo
> / cpodv — / cpodv =c /podu—/podu > 0.
W, W
Wo-W W-Wo —— ~—

= <a

Predpoklady lemmatu pozaduji, aby kritické obory W, a W mély za platnosti nulové hy-
potéz v prvém piipadé pravdépodobnost o a v druhém pripadé pravdépodobnost nejvyse
a. Tvrzeni lemmatu porovnava pro dva kritické obory W, a W pravdépodobnost, s jakou
zamitnou nulovou hypotézu, kdyz plati hypotéza alternativni, tj. porovnava silu testu
obou kritickych oborti. Pro kriticky obor W, je sila testu stejna nebo vétsi nez pro libovolny
kriticky obor W, to znamena, ze kriticky obor W je mezi kritickymi obory s danou hladinou
a nejsilnéjsi mozny. O

Poznamka 2.2. Predchozi lemma lze vyslovit takto:
Test s kritickym oborem Wy = {x € R" : p;(x) > ¢po(x)} (pro ¢ > 0) uréuje nejsilnéjsi test
hypotézy H, proti H; na dané hladiné a.

Piiklad 2.3 (JEDNODUCHA HYPOTEZA I ALTERNATIVA PRO NAHODNY VYBER Z NOR-
MALNfHO ROZDELENf PRI ZNAMEM ROZPTYLU). Méjme 1{Xy,..., X, } =~ N(u,0?), kde
o? je zndmé. Necht 1o, 11 € R. Je tieba najit kriticky obor W, nejsilnégjsiho testu

Ho : po = pio proti Hy:p=pp nahlading « € (0,1).
Plati

X~ fx(xm) =[] s =] Qﬂge’%(%y = (270%) 2 exp {—ﬁ > (i H)2}-
=1 i=1

=1

Dale si pfipometime, ze polozime-li X = %Z?:l X, resp. pro realizace T = %Z?:l x;, pak
za platnosti nulové hypotézy H,
_ X-E,(X) X-
X ~ N(MO:%) = Us = uo(ﬁ ) — Ho
DHO (X) O-/\/ﬁ

~ N(0,1). (1)

Déle vyuzijeme vztah

n n n

D (@i—2)? =) (wi—p)-nE@—p)? = Z(xi—,u)2 = (@i —3)*+n(z—p)* (16)

=1 =1 =1
Oznacme po(x) = fx(x; 1 = puo) a pi(x) = fx(x; 0= ).

Podminku p;(x) > cpo(x) 1ze napsat také takto % >c¢>0.
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Pocitejme s vyuzitim vztahu (16)

o) = €XP {% [(:E — u0)2 —(z — ,u1)2]} > c.
Po zlogaritmovani dostaneme
207 (T = 10)* = (7 — )*] = 5 [22(pa — o) — (11 — )] > Inc (17)
(1) Predpokladejme, Zze po < i -
Po(X) p,(x)

Pak nerovnost (17) dale upravujme takto

— w1+po oZlne
T > +
= 2 n(,ulf,uo)/

g

N

oznacme ki

Dokazeme najit takové kq, aby platilo B K

Pu(X > ki) =a?

Diky normalité vybérového primeéru (viz (15)) vSak mizeme pocitat a upravovat

_ % _ X 1 k1—po
a=P,(X >k) =Py <_”_/f> W>_1 @(—&UW)
takze
@(%)zl—a = ul_a:]ffl/_—\;‘g = ki = ,uo+fu1 —a

a kriticky obor lze vyjadrit takto
={xeR":2>k}= {XGR” T 2> o + Ui a}.

(2) Nyni predpokladejme, Ze ‘g > pg -

p,(x) Py(X)
Pak nerovnost (17) dale upravujme takto
= pitpo o?lnc
T 2 n(po—p)
oznadme ko J B
a
H Ho

Diky normalité vybérového praméru (viz (15)) vSak muizeme pocitat a upravovat

a =P, (X <k)=P, (X;eo < kruo) — (kwo)

oIvn S ofvn o/ vn
takze
o <]Z_2/_\Z—(L)> =« = Uy = —Ul—a = IZ.Q/_\;%) = kZ = Mo — \/Lﬁulfa

a kriticky obor lze vyjadrit takto

:{XER”:fSk‘g}:{XGR”:J‘:SMO—\%M_Q}.
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Vsimnéme si, ze pri jednoduché hypotéze i alternativé

Hy:p= g proti Hy:p=p; nahlading « € (0,1)

pii (1) pw < m ma Wy stejny tvar nezavisly na
—~—
libovolné
(2) o > ma Wy stejny tvar nezavisly na i
~—
libovolné
01 . . . T S U . 1
Rikame, ze test je stejnomérné nejsilné€jsi vici vsem alternativam typu E2; zo i Z o
0 1

Piiklad 2.4. Méjme pro jednoduchost nahodny vybér rozsahu n = 1, tj. jedinou ndhodnou
velicinu X z rozdéleni s hustotou

921 x € (0,1),
fla;0) = - (0.1
0 jinak.

Najdeme nejsilnéjsi test hypotézy
Hy:0=1 proti Hy :0=2 na dané hladiné a = 0.05.
Je tfeba najit kriticky obor Wy = {x € R : pi(z) > epo(x)} (pro ¢ > 0), pFicem?z

0;2%~1 x€(0,1),7=0,1
0 jinak.

pi(r) = f(x;0;) = {

Podminku p;(z) > cpo(z) lze napsat také takto % > ¢ >0, takze

nir) _9p2l>e = p>

| {M.O

a k urCime z pozadavku na hladinu vyznamnosti, tj.

1 1
a:O.O5:/p0d:v:/da::1—k‘ = k=1-0.05=0.95
k k

Wo={z €R:z > 095}

Vsimnéme si déle, ze pokud bychom zvolili alternativni hypotézu trochu jinak, napf.

Hi:0=3 = B _g3 15, = 32> ¢
po(x) = -3
=k*
pak ziejmé dostaneme jinou kritickou oblast, nebot tvar kritické oblasti zavisi jak na nulové

hypotéze, tak na alternativni.

Poznamka 2.5. V soucasné dobé bézny statisticky software (Statistika, SPSS, ST, R, SAS)
udévd dosazenou hladinu (v anglicky psané literatuie P-value, significance value). Je to
nejmensi hladina testu, pii které bychom jesté hypotézu H, zamitli.



70 M4122 Pravdépodobnost a statistika II

3. Jednoducha hypotéza a sloZena alternativa

Necht parametricky prostor ® mé nejméné 3 rtuzné body, z nichZ jeden je 6y. PoloZzme
O = {0y}. Je tieba otestovat hypotézu
H()ZO:OO pI‘Oti H1:969—60.

Nejprve si predstavme, ze bychom se snazili najit pomoci N-P lemmatu nejsilnéjsi test

hypotézy H, proti alternativé
H{:0=0,€c0 —0,.

Obecné je tfeba pocitat s tim, ze kazdy takovyto dil¢i test bude mit jiny kriticky obor.
Muze se vSak stat, ze kritické obory budou stejné pro vSechny zminéné dil¢i testy.
Pak je rozumné test H, proti slozené alternativé H; zalozit pravé na tomto spolecném kri-
tickém oboru. V tomto pripadé fikame, ze jde o

stejnomérné nejsilnéjsi test H, proti H;.

Pokud vsak tato situace nenastane, vznika otazka, jak postupovat v tomto pripadé.
Zavedme si proto nejprve pojem zkresleny (vychyleny) test.

DEFINICE 3.1. Testujme jednoduchou hypotézu Hy : O = 6 proti alternativé Hy : @ # 0
na zékladé nahodného vybéru s hustotou f(x; ). Necht W, je kriticky obor testu. Rekneme,
Ze test je ZKRESLENY (VYCHYLENY), jestlize existuje takova hodnota parametru 6, # 6,

pro kterou plati nerovnost
/ p1(x)dr < / po(x)dv,

[\ S/ J/

sila testu chyba 1. druhu

kde po(x) = f(x;00) a p1(x) = f(x;61).

Tato podminka tika, ze existuje parametr 61, pro ktery je sila testu mensi nez chyba 1.
druhu, tedy
pravdépodobnost zamitnuti pravdépodobnost zamitnuti
pravdivé hypotézy nepravdivé hypotézy

coZ je naprosto nezadouci vlastnost.

Tedy v pripadech, kdy nebude existovat rovnomeérné nejsilnéjsi test, budeme se snazit
vytvorit alespon nezkresleny test.

Piiklad 3.2 (JEDNODUCHA HYPOTEZA A SLOZENA ALTERNATIVA PRO NAHODNY VYBER
Z NORMALNTHO ROZDELEN{ PRI ZNAMEM ROZPTYLU). Mé&me L{X;,..., X} ~ N(u,0?),
kde 02 je znamé. Necht i, i1 € R.

Jak jsme jiz ukazali v prikladé 2.3, kriticky obor je jiny pro py < pg a pe > o, takze
nenajdeme kriticky obor stejnomérné nejsilnéjsiho testu

Hy: = pg proti Hy :p# pp nahlading « € (0,1),

proto se budeme snazit najit kriticky obor alespoii nezkresleného testu.
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(A) Zvolime-li kriticky obor typu

WQI{XGRTLZ.Tzkl}:{XER”ZZI_'JZM()—FLUl_a}.

Pak silofunkce (cozZ je sila testu jakozto
funkce parametru 8 € ® — Q) je tvaru

5*(8) = 1—3(8) = " (1) = / P dv

@

=P, (X > k)

- Pu,a(X > o + \/Lgul—a)
X_ _

= Poe (37 2 892+ 11-0)

Ztejmé plati

B*(po) = a

v

Silofunkce [3* (1)

0.9

08

0.7

0.6

05

04

03}

0.2

01r

a pro 1 < iy JE SILA TESTU < CHYBA 1. DRUHU.

(B) Zvolime-li kriticky obor typu

Wa:{XGR”:ESkQ}:{XGR”::ZS;LO—

Silofunkce 5*(u)

\/Lﬁul_a} o

Pak silofunkce je tvaru

5*(8) = 1—3(8) = " (1) = / P dv

- P;w(X < k2)
= Puo(X < po — Fti-a)
= Puo (G < ok — e
=@ (55 — i)
Ziejmé opét plati
B*(po) = o

a Pro fiy > fo

JE SILA TESTU < CHYBA 1. DRUHU.

(C) Abychom se vyvarovali pfedchozich obtizi, zvolme nyni kriticky obor takto

Wo={x € R": & ¢ (k1, ks), kde k1 < k2}:{x€ R": ¢ (uo—

o

Jrl1-g, to + \/Lﬁul—%) } -
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Silofunkce 5*(u)

Pak silofunkce je tvaru L

5*(0) =1 3(8) = 5" () = / Py dv

@

=P, (X <kiANX > ko)
=1=Puo(o—Fru-g <X <pot+Fui-g)

=1 (kg <o < tus)

—1-0 (Lot g )+ (£ -y g )

Ziejmé plati

B* (o) =

5
Ho
a neexistuje zadné p # g, pro které je sila testu mensi nez chyba 1. druhu, takze jde
o nezkresleny test.

4. Testy podilem vérohodnosti a testy zaloZzené na intervalovych odhadech

Neymanovu-Pearsonovu vétu nelze bezprostiedné aplikovat na pripad, kdy mnoziny @,
®; nejsou obé jednobodové. Jeji princip konstrukce kritického oboru lze vSak pouzit
s tim, Ze na misté p;(x), j = 0,1, piSeme sup p(z;0). Dostavame tedy kriticky obor tvaru

9€@j

Wi = {X € R" : sup p(x;60) > ¢ sup p(x;@)} .
0cO; 0c®g

Pokud ¢ > 1 (coz je pravidlem) je ekvivalentné

~

Wy = {X € R" : sup p(z; 0) > ¢ sup p(x; 9)} = {X € R"™ : p(x; Ope) > cp(a; 50,MLE)} :

0cO VISCN

kde 8,5 je maximéalng vérohodny odhad 6 € © a By .e je maximalné vérohodny odhad
za hypotézy H.

Piiklad 4.1 (NAHODNY VYBER Z NORMALNIHO ROZDELENI PRI NEZNAMEM ROZPTYLU
A OBOUSTRANNE ALTERNATIVE). Mé&me 1{X;,..., X,,} ~ N(u,0?), kde p a o? jsou
neznamé parametry. Mame testovat hypotézu

Hy : = po proti alternativé Hi : o # po na hladiné vyznamnosti « € (0, 1)
Parametr @ = (u,0?) je zde dvourozmérny, mnozina © = {(u,0?) : p € R,0 < 0% < oo}.
Maximéalné vérohodné odhady jsou

P n

OMLE = <X - % ;Xw % ;(Xz - X)Z) a §O,MLE - (,UOa % Z(Xz - N0)2>

i=1

Dosadime-li tyto odhady za 6 = (u, 0?) do vyrazu

2

plx;0) = [Ty (ks oxp { — 254" }) = @mo®)  exp {5 XLy (1 — 0)?}
dostaneme pro W nerovnost

(=50 (2 —2)?) Fexp {2} = c (B0 (2 — p0)?) *exp {—%

coz je
Do (@i — 7)< ex o (wi — o).
i=1

=1
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Déle vyuzijeme vztah
n

S -2 = () - (@ - g = S (wi— ) = Y- 2) 4 (@),

=1

=(n—1)s2
n n
takze > (7, —7)2 < ¢ |D (2 —T)2 +n(T — p)?
i=1 i=1
coz nakonec mizeme vyjadrit takto

‘j—uo‘\/ﬁECQ ﬁZ?:l(ﬁUi—.’f>2:CQS = @\/ﬁZCQ.

X—po

Protoze veli¢ina 1), = \/ﬁ mé za platnosti nulové hypotézy Studentovo t-rozdéleni
o n— 1 stupnich volnosti, pak na zakladé tohoto rozdéleni mtizeme urcit kritickou hodnotu

Cy = tl_%(n — 1),

nebot

X—
o= P(MO,Uz)(|Tn| > cy) = P(uo,UQ) (| SNO‘\/E > tl_%(n — 1))

nebo ekvivalentné

1—a = Pl (X — Sty a(n—1) <o < X+ Sty a(n— 1))

Hypotézu Hy : p = pp tedy zamitame ve prospéch alternativy H; : pu # po na hladiné
vyznamnosti «, pokud realizace

by = 2ol fry >y

(n—1).

N[R

Vysledky priklada 2.3 a 4.1 naznacuji, ze existuje urcity VZTAH MEZI TESTY A
INTERVALOVYMI ODHADY, ktery lze popsat nasledovné.

Méjme ndhodny vybér X = (X7, ..., X,,) rozsahu n z rozdéleni, které zavisi na parametru
0 =(0,...,0,) € © a parametrickou funkci v(8).

(A) Hypotéza Hy : v(0) = v(0¢) proti (tzv. oboustranné) alternativé Hj : v(6) # v(6y) :

Méjme intervalovy odhad (D, (X), H, (X)) parametrické funkce 7(8) o spolehli-
vosti 1 — . Pokud plati nulova hypotéza, pak

1—a = Py (Dp(X) <~(80) < Ho(X)),

takze kriticky obor tohoto testu mé tvar:

Wa = {X € R": 7(0y) ¢ (Dn(X), Ha(X))} -
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Zjistime-li v konkrétni situaci, ze

v(00) & (dn(X), hn(X)) tj. realizace x € W, ,

potom

e bud nastal jev, ktery ma pravdépodobnost a (voli se blizka nule),

e nebo neplati nulova hypotéza.
Protoze pti obvyklé volbé o = 0.05 nebo o« = 0.01 je tento jev ,prakticky nemozny“,
proto nulovou hypotézu Hy, zamitame ve prospéch alternativy H;.

V opac¢ném pripadé, tj. pokud
v(0o) € (d,(x), hy(X)) tj. realizace x & W, |

nulovou hypotézu Hy nezamitame.
Hypotéza Hy : v(6) = v(8y) proti (tzv. jednostranné) alternativé Hy : y(0) > v(6p) :

V tomto pripadé vyuzijeme dolni odhad Dn(X) parametrické funkce v(0) o spo-
lehlivosti 1 — a.. Pokud plati nulova hypotéza, pak

1 —a = Py (Dn(X) < 7(6)),
takze kriticky obor tohoto testu méa tvar:
W, = {X e R": D,(X) > 7(6,)}.

Hypotéza Hy : v(0) = v(0y) proti (tzv. jednostranné) alternativé Hj : v(0) < v(6y)

V tomto ptipadé vyuZijeme horni odhad Hn(X) parametrické funkce v(0) o spo-
lehlivosti 1 — . Pokud plati nulova hypotéza, pak

1 —a= Py (v(6) < Hy(X)),

takze kriticky obor tohoto testu ma tvar:

W, = {X € R”: H,(X) < (60)}.

Ptedchozi ivahy shriime do néasledujici tabulky:

Hypotézu Hy zamitame, pomoci

Hy Hy intervalu spolehlivosti kritické oblasti,

tj. pokud x € W, kde W, =

7(0) =(60) | 7(8) # 7(0o) | 7(60) & (dn(X), hn(x)) | {X € R":7(0o) ¢ (Dn(X), Hn(X))}

0) = v(00) | 7(6) > 7(6) 7(6o) < dn(x) {X eR": Du(X) > v(60)}

7(8) =~v(6o) | 7(0) < v(60) Y(600) > hn(x) {(X eR": Hy(X) <(60)}
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5. Testy o parametrech normalniho rozdéleni, testy zaloZzené na centralni
limitni vété

Pomoci intervalovych (dolnich, hornich) odhad, které jsme jiz dfive odvodili v sekci 4,
dostavame celou fadu kritickych oblasti testi o parametrech normalniho rozdéleni. Pozna-
menejme, ze se shoduji s testy podilem vérohodnosti.

Prehled takto ziskanych testt pro JEDEN NAHODNY VYBER 1{Xj,..., X} ~ N(u,o?)
podavame v nasledujici tabulce:

Hy H,y Hypotézu H, zamitame, pokud X € W, tj. | Pfedpoklady
= po | j 7 po | X — polv/n > ouy g o? znamé
W= fy | [ > fo (X — po)y/n > oup_q 0? zndmé
=y | < po (X — o)/ < —oup_q 0% zndmé
= o | p# o | X — poly/n > Sty_a(n—1) o2 neznamé
w=po | 1> o (X — po)y/n > Sty_o(n—1) o2 neznamé
W= po | < o (X — po)y/n < =Sty _o(n —1) 02 neznamé
0% =02 | 0 # o2 % i (XQ% (n — 1),X%_%(n — 1))  neznamé
o2 =03 |0*> 0} % >3 (n—1) (& neznamé
o2 =03 |0? <o} % <x%(n—1) (& neznamé

V piipadé DVOU NEZAVISLYCH VYBERU

e prvni ndhodny vybér w{X;,..., X,,} ~ N(u1,0?) (s vybérovym primérem X a
vybérovy rozptylem S?),

e druhy nahodny vybér 1L{Y;,...,Y,,} ~ N(us,02) (s vybérovym priimérem Y a
vybérovy rozptylem S%),

e a pokud oznacime

(n1—1)512 + (n2—1)522

SZ, = ,
12 ny + No — 2
pak nasledujici tabulka se tyka testti rovnosti sttednich hodnot a rozptyli:

H, H, Hypotézu H, zamitame, pokud (X', Y’") € W,, tj. | Pfedpoklady

v X/ 0'2 0'2 ’ ’

p = o | H1 F o (X =Y|>w_g\/ P+ 32 07,05 Znamé

f1 = o | ph1 F o X -Y|> ti—a(ni+ny—2) 512\/le:22 o} = 05 neznamé

52 .
0? =02 |0l +# 03 54 ¢ (F%(nl—l,n2—1),F1_%(n1—1,n2—1)) [i1, fte NeZNamé

Nésledujici  tabulka  nabizi ASYMPTOTICKE TESTY pro néhodné  vybéry
W{Xy, ..., X, } =~ L(u(0),0%(0)) s kone¢nymi druhymi momenty (s vybérovym primérem
n

X =13 X; ase 52 =5%X), coz je (slab&) konzistentni odhad rozptylu ¢2(6)):
i=1

H, H, Hypotézu Hy zamitame, pokud X € W,, tj. | Predpoklady

[t = fo | 1 F Ho Bl /> g 0 <o) < o0

= fio | jt 7 Ho ol /n>uy g W{X1,..., Xn} = Po(u)
— ‘X—Pol > « 1L ~

p Po p#po \/m\/ﬁ_ul—g {thXn}_A(p)
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6. Vztah mezi pravdépodobnosti chyby prvniho, druhého druhu a poctem
pozorovani

Abychom si uvédomili vztah mezi obéma chybami, ukazeme jednoduchy priklad.

Piiklad 6.1 (JEDNODUCHA HYPOTEZA I ALTERNATIVA PRO BINOMICKE ROZDELENTI).
Dva chlapci, Honzik a Frantisek, maji kazdy sviij pytlik s barevnymi kulickami. Honzik ma
80 bilych a 20 modrych kulicek, Frantisek 30 bilych a 70 modrych kulicek. Oba pytliky jsou
k nerozeznani. Vybereme nadhodné jeden z pytliki a chceme rozhodnout, kterému z chlapcii
patii. Za tim tcelem provedeme nésledujici test:

Vybereme z pytliku 10 kulicek. Pokud mezi nimi bude méné nez

Vychozi test A: 1" g hilych kulidek, zamitneme hypotézu, Ze patii Honzikovi.

Vypocitejme chybu prvniho i druhého druhu a pokusme se najit takovy test, ktery by zajistil,
aby chyby prvniho i druhého druhu byly vici chlapctim co nejvice spravedlivé.

Oznacme jako Y ndhodnou veli¢inu, ktera znac¢i pocet biljch kulicek mezi deseti vy-
branymi. Nahodna veli¢ina Y € {0,1,...,n}, n = 10. Zfejmé ma binomické rozdéleni, coz

pro 7 = 0,1 znac¢ime
_ . ) ) (M)eY(1—6,)"v y=0,...,n,
Y ~ Bi(n,0) s pravdépodobnostni funkci pj(z) = ¥/’ ”
0 jinak.

Budeme testovat hypotézu Hy : 6 = 6y, = 0.8 proti alternativé H; : § = 6, = 0.3, kde
kriticky obor je W, = {0,1,...,k—1}. ,,Spravedlivy“ test budeme hledat pomoci procedury
v Matlabu s vyuzitim pfikazli ,binocdf(y,n,theta)"

p1(y) (vlevo) a po(y) (vpravo)

Hledéani ,spravedlivého® testu pro

Chyby 8 (x) a a (o)

0.35 . F—
pt H,: 6,=0.8 proti H: 6,=03
0 0 1 1
V\Z Bi(10,0.8) o '
0.3 = = =
SO W=(0,..., 0) 0=0.0000 B=0.9718 08
W=(0,..., 1) 0=0.0000  B=0.8507
0.25 a 0.7
W=(,..., 2) 0=0.0001  P=0.6172 o LB .
oz W=(0,..., 3) 0=0.0009  B=0.3504
W=(,..., 4) a=0.0064  B=0.1503 08
01s W=(0,..., 5) 0=0.0328  B=0.0473 04
E
W=(0...., 6) 0=0.1209  B=0.0106 03
o W=(0...., 7) 0=0.3222  B=0.0016 o
00 W=(0...., 8) 0=0.6242  B=0.0001 o
W=(0,..., 9) 0=0.8926  B=0.0000
— — _ 0 *
o — — V\é—(o ..... 10) 0=1.0000 p=0.0000 0 2 4 6 8 10
W _ =(0,...,5) a =0.0328 B =0.0473
opt opt opt

Pokud mezi deseti vybranymi kulickami bude méné nez k£ = 6 bilych,

imalni B: ‘s . , oy . o a
Optimalni test pak zamitame hypotézu, ze pytlik s kulickami patii Honzikovi.

Teprve nyni je pravdépodobnost chyby prvniho i druhého druhu vyvazena, srovnejme

k-1
3222 A _ A
a=/ podv =" 08(1-08)"" = 0.3 | _ oo 06778
Wa i=1 0.0328 B 0.9672 B
0.0016 A | g 0081 A
0.0473 B 109527 B

chyby 1. druhu je 1—a =0.9672
chyby 2. druhu je 1— 3 = 0.9527.

10
B= [ pdr=> 03"(1-03)""=
w1 i=k

Tedy pravdépodobnost, Ze se v testu B vyvarujeme

V predchozim prikladé jsme se snazili najit takovy test, aby obé dvé chyby vyhovovaly
nasim predstavam.



RNDr. Marie Forbelska, Ph.D., Mgr. Jan Kolacek, Ph.D. ud

Nyni se opét vratime k prikladu 3.2 a ukazeme, ze sila testu je pro pevné danou chybu
prvého druhu ovlivnéna rozsahem vybéru.

Piiklad 6.2 (SiLA TESTU A ROZSAH VYBERU PRO JEDNODUCHOU HYPOTEZU A SLOZENOU
ALTERNATIVU V PRIPADE NAHODNEHO VYBERU Z NORMALNIHO ROZDELENI PRI ZNAMEM
ROZPTYLU). Necht 1{X;,..., X,,} =~ N(u,0?) je normalni ndhodny vybér, ve kterém je
je nezndmy parametr a o2 > 0 je zndmé konstanta. Uvazujme test hypotéz
(a) Ho:p=po proti Hy:p# po
(b) Ho:p=po proti Hy:p < po
() Ho:p=po proti Hy:p> po
V prikladu 3.2 jsme zkonstruovali nezkresleny test pro oboustrannou alternativu a
v prikladu 2.3 stejnomérné nejsilnéjsi testy pro jednostranné alternativy.
Na néasledujicich grafech ukazeme, jak pii pevné dané chybé prvého druhu roste hodnota

silofunkce pfi rostoucim rozsahu vybéru. Toho se pravé vyuziva, pokud si pfedepiseme obé
chyby a hledame rozsah vybéru, pii kterém neptekroc¢ime stanovené chyby.

X ~ N{po, 0%/ /) (a) Silofunkce B*(u) =1 — B(Iu)
4o =5, 0 =1, n—=10,20,...,90,100 a=0.05, g =5, o = 1,n = 10,20,...,90,100

a2 a4 a6 a8 5 52 54 56 58 6

Hy Ho

Hustoty vybérovych primért Wo = {X ER":z ¢ (NO — Vati-g, o + %Ul—%)}
(b) Silofunkce 5*(u) =1 — B(Ip) (c) Silofunkce 5*(u) =1 — B(Ip)

a=0.05, po =5, ¢ =1,n=10,20,...,90,100 a=0.05, g =5,

o =1,n=10,20,...,90,100

L1-B

4 01l

4 06 -

4 05

4 03l

Ho

Wa:{xeanfguo—ﬁul,a} Wa:{XERanZM()‘F%ul,Q}
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Priklad 6.3 (VYSKA DESETILETYCH CHLAPCU). V roce 1961 byla u 15 ndhodné vybra-
nych chlapct z populace vsech desetiletych chlapct Zijicich v Ceskoslovensku zjisténa vyska
Vysky 15 desetiletych chlapct
]1\2\3\4\5\6\7\8\9\10\11\12\13\14\15\
] 130 \ 140 \ 136 \ 141 \ 139 \ 133 \ 149 \ 151 \ 139 \ 136 \ 138 \ 142 \ 127 \ 139 \ 147\

Je znamo, ze kazda nasledujici generace je v primeéru o néco vyssi nez generace predché-
zejici. Mtzeme se tedy ptat, zda primér r = 139.133 gzjistény v ndhodném vybéru rozsahu

n = 15 znamena, Ze na 5% hladiné mame zamitnout
IR RRREEEEE NI S SRR {1 nulovou hypotézu Hy : = 136.1 (zjisténi z roku 1951)
ve prospéch alternativni hypotézy H; : p > 136.1.

Rozptyl 02 = 6.42 cm?, zjistény v roce 1951 (kdy se provadélo rozséhlé Setieni), mizeme
povazovat za znamy, nebot variabilita vySek zustava (na rozdil od stiedni vysky) témér
nezmeénéna.

(I) TESTOVANI NULOVE HYPOTEZY POMOCI PIVOTOVE STATISTIKY Ux A KRITICKE HOD-
NOTY. Protoze kriticky obor Wy lze ekvivalentné vyjadrit i takto

Wo={xeR":z < k;g}:{x ER": 7 < g — \/iﬁul_a}:{x ER™:uz = £, /n < ul_a},

a

pocitejme uz; = w 15 = 1.835. Protoze uz = 1.835 prekracuje kritickou hodnotu
Ul_o = Uggs = 1.645 (ziskdme pomoci Matlabu, a to piikazem ,norminv(0.95)“) nulovou
hypotézu na 5% hladiné zamitneme ve prospéch alternativni hypotézy, Ze se stiedni

vyska desetiletych hochu zvétsila.

(II) TESTOVANI NULOVE HYPOTEZY POMOCI p-HODNOTY

0.25

Dosazena hladina odpovidajici testové
statistice (tj. tzv. p-hodnota, anglicky
{ P-value, significance value), coz je nejmensi
hladina testu, pii které bychom jesté
| hypotézu H, zamitli, je rovna 0.033

\
\

0.2

\

\

|

: (opét ziskdme pomoci Matlabu pifkazem

\

\

\

\

\

0.15

,1 — normcdf (mean(x),136.1,6.4/sqrt(n))“ ),
| takZe napiiklad pii o = 2.5% by jiz dosa-
zeny vysledek nebyl statisticky vyznamny.

0.05 | interval spolehl|Wosti

Protoze p-hodnota je mensi nez zvolena hla-
ol O q . , . 7
= gl o [ dina vyznamnosti o = 0.05, hypotézu za-

..
132 133 134 135 136 137 138 139 140 141
e 140 .14 mitame.

p—\}’gigo.033206
(III) TESTOVANI NULOVE HYPOTEZY POMOCI INTERVALU SPOLEHLIVOSTI (D, +00)
Protoze jde o jednostranny test, pouzijeme dolni odhad stfedni hodnoty u

_ & o _ 6.4 _
d=1— \/—ﬁul_a = 139.133 — \/—1—51645 = 136.415

Protoze interval spolehlivosti (136.415, +00) nepokryva hodnotu 136.1, proto nulovou hypo-
tézuna na hladiné vyznamnosti o = 0.05 zamitame.
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Piiklad 6.4 (POCET POZOROVANI PRI DANE CHYBE PRVNIHO A DRUHEHO DRUHU).

Méjme 1L{ X, ..., X, } =~ N(u,0?), kde 02 = 25 je zndmé. Chceme testovat hypotézu
Hy:pp=po=5 proti Hy:p=p =4
Nasim tukolem je zjistit rozsah vybéru tak, aby chyba 1. druhu byla rovna 0.05 a druhého
druhu 0.01.

V prikladé 2.3 jsme, ukazali, ze kriticky obor pro rovnomérné nejsilnéjsi test pro alternativu
typu po > 1 je tvaru

Woz{xeR"::ESk‘g}:{XER":ESMO—\/Lﬁul_a}.
Jeli a = 0.05, pak u;_, = 1.645. Pti této volbé mame zajisténu chybu prvniho druhu
rovnou 0.09, tj.

Pu(X <ky) =0 (‘;/;\;%) = o = 0.05.

Nyni musime zvolit n tak, aby pro chybu druhého druhu platilo

Py(X>k)=1-0 (%) < B =0.01,
takze "

ky —pa  Ho— Jat-a = H1 g — iy

B T VTRV

X~ N(Mlv 0—2/\/5) X~ N(/J’Ovoj/\/ﬁ)

Ul—a

a odtud jiz dostaneme, ze

() Po(x)
u1—p + U1 = L5,
takze
_ U1_pF+Ul—a _
Vi = "t s - 19,8560
.
_ | (uptuio)® o] _ _
"= [ et ] — [394.2610] = 395 , y
kde symbol [c¢] znadl zaokrouhleni na celé Vl;/l ELENUEL L
0

¢islo nahoru.

Pokud ovsem bychom ¢ neznali, pak by tloha nesla vytesit.
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Piiklad 6.5. PAROVY TEST

] Na sedmi rostlindch byl posuzovan vliv fungicidniho piipravku
N podle poc¢tu skrvn na listech pred a tyden po pouziti pfipravku. Otes-
\” tujte, zdali méa pripravek vliv na pocet skrvn na listech. Data udavajici

X2 o ol pocet skrvn na listech pred a po pouziti pripravku:

POCET SKRVN NA LISTECH
& (j i pred pouzitim piipravku X; || 9|17 | 31| 7|8 ] 20| 10
s o M po pouziti pripravku Xo |10 11|18 |6 |7 |17| 5

X1
Za predpokladu, ze ndhodny vybér pochéazi z normaliho rozdéleni, tj.

X1 Xin 251 ‘7% PO102
i ’ ~ N. = 0= , kde p € (0,1
{ (X2,1) (X2 n> } ? (H (Hz poioy O3 erc(0l)

Xl ~ N(:U’lvo-%)
X2 ~ N(M27J2)

a statistika T = 5, /f fs{;/f ma za platnosti nulové hypotézy Hp: g — pe =0

pak Z = X; — Xo ~ N(u, = g — pa,02 = 03 + 02 + 2po102)

Studentovo rozdéleni o n — 1 stupnich volnosti.

(I) TESTOVANI NULOVE HYPOTEZY POMOCI INTERVALU SPOLEHLIVOSTI

[Xl _X2_t1_a/2(n—1) -S/\/ﬁ;
b i\i ‘ H Tl Xy =Xyt ap(n—1)-S/Vn]
' [4 £ 2.4469 - 4.6547/2.6458] =

| ,
f interval spolehlivosti |

1 x x x x x [—0.30492; 8.3049]

0 2 4 6 8 10 12
Protoze interval spolehlivosti pokryva hodnotu Z = 0, na dané hladiné vyznamnosti

hypotézu nemuzeme zamitnout.

(II) TESTOVANI NULOVE HYPOTEZY POMOCI STATISTIKY T A KRITICKE HODNOTY

0.4

Vypocitame-li hodnotu statistiky

_ X1—-X
=5
a porovname s kvantilem Studentova rozdéleni, t;.

t= D=2 = 22736 # ty_qa(n — 1) = 2.4469,

takze hypotézu

Hy:py—po2=0

|
|
|
|
|
|
|
|
|
|
|
|
|
|
0

T s . nezamitame.
T=2.2736
p-val=0.063354

(III) TESTOVANI NULOVE HYPOTEZY POMOCI p-HODNOTY

-3 -2 -1

Vypocitame-li p-hodnotu a porovname se zvolenou hladinou vyznamnosti o = 0.05
p=P(T|>t)=21—-P(|T| <t)) =0.06335 > «
takze hypotézu
Hy:py—po =0
nezamitame.

Shrneme-li predchozi vysledky slovné, pak nulovou hypotézu o tom, ze
PRIPRAVEK NEMA VLIV NA POCET SKVRN
na hladiné vyznamnosti o = 0.05 nemuZeme zamitnout oproti alternativé o jeho vlivu.
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Piiklad 6.6 (DVA NEZAVISLE NAHODNE VYBERY Z NORMALNIHO ROZDELENI PRI NEZNA-
MYCH ALE STEJNYCH ROZPTYLECH). Bylo vybrano 13 poli stejné kvality. Na 8 z nich se
zkousel novy zptisob hnojeni, zbyvajicich 5 bylo osetfeno béznym zpiisobem. Vinosy psenice
uvedené v tunach na hektar jsou oznaceny X; u nového a Y; u bézného zptisobu hnojeni.
(prevzato z knihy Andél, J.: Statistické metody, str. 82, pt. 8.2).

Je tieba zjistit, zda zptisob hnojeni ma vliv na vynos psenice.

Necht w{X;,..., X,,} ~ N(u,0?) je na-
hodny vybér rozsahu n; z normalniho rozdeé-
leni N(u1,0?), X je jeho vybérovy primér a
1 %”‘ ‘ % 77777 | S? jeho vybérovy rozptyl.

Dale necht 1L{Y7,...,Y,,} ~ N(pu2,03) je na-
hodny vybér rozsahu ny, z normalniho rozdé-
leni N(uy,02), Y je jeho vybérovy primér a
. :E,,‘ | S2 jeho vybérovy rozptyl.

Predpokladejme, Ze oba vybéry jsou stochas-
22 a2 a5 a8 s P —— ticky nezavislé, tj. X 1L Y.

X;|95.7]155(43159]52(56(58]5.1
Y; 195.0145142 |54 (44

Chceme-li testovat hypotézu, Ze rozdil stfednich hodnot je nulovy (pfi nezndmém rozptylu

0% = 02 = 03), za pivotovou statistiku zvolime statistiku

X-Y — (,ul — ,ug) ning
Te g = ~t —2
X-v St 1+ 19 (1 4 ng ),

2 (m—1)S}+ (no—1)S3
2, — .

kde

n1+n2—2

Chceme-li pouzit T's_y, méli bychom byt presvédceni o tom, Ze rozptyly obou vybéri se vy-

znamné nelisi. Budeme tedy nejprve testovat hypotézu Hy : Z—z = 1, ze podil obou rozptylt
2

2

. . 7’ . . v v 7’ (o . . . ’

je roven jedné proti alternativé, Ze se nerovna Hj : P} # 1. Za pivotovou statistiku zvolime
2

statistiku
~ Stod
- Siot

F NF(nl—l,ng—l).
(a) Mzeme napiiklad vypocitat statistiku F' za platnosti nulové hypotézy a porovnat ji
s prislusnymi oboustrannymi kvantily.

0.7

Protoze

f=1.1243 os |-
Fas(n—1,ny—1) = 0.1811
Fl_%(nl—l,ng—l) =9.0741

vidime, Ze f neni ani vétsi nez horni
kriticky bod, ani mensi nez dolni o}
kriticky bod, takze hypotézu o rov-
nosti rozptyli proti alternativé ne-
rovnosti nezamitame a muzeme o
konstatovat, ze data nejsou v roz-

poru s testovanou hypotézou. 0 ek 4 s 6 7 ° ° 10

p-val=0.96557

05 |

04 |

02 H
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(b) Dalsi moznosti je spocitat dosazenou hladinu vyznamnosti, tj. p-hodnotu (pomoci Matla-
bu: 2#min(1-fcdf (var(x) /var(y),n1-1,n2-1) ,fcdf (var(x) /var(y) ,n1-1 ,n2—1)) a srovnat
se zvolenou hladinou testu a:

p — value = 0.9656 > 0.05

Protoze p-hodnota je vyrazné vetsi nez zvolena hladina testu, hypotézu o rovnosti roz-
ptylt proti alternativé nerovnosti nezamitame. MuZeme také Tici, Ze data nejsou
v rozporu s testovanou hypotézou.

(c) A naposledy mtizeme jesté zkostruovat 100(1 — )% interval spolehlivosti pro podil roz-

o

0_2
ptyli 0—%

52 1 s2 1
S%Fl_%(nl—l,m—l)’S%F%(nl—l,ng—l) )
a zjistit, zda pokryva hodnotu 1. Protoze dostavame interval (0.1239,6.2088), ktery
pokryva jednicku, hypotézu nezamitame.
Diky predchozimu zjisténi jiz mutzeme bez obav testovat hypotézu Hpy: g — e =0

proti alternativé Hj : 3 — s # 0 a provedeme to opét tfemi zpuisoby:

(I) TESTOVANI NULOVE HYPOTEZY POMOCI INTERVALU SPOLEHLIVOSTI

X—Y—tia(v)Sy/lt2. X Vit a(v)Sy/82) = (0.6875 4+ 2.201 - 0.5089/1.7541
2 ninz 2 ninz
= (0.048958; 1.326)

Protoze interval spolehlivosti nepokryva nulu, na dané hladiné vyznamnosti hypotézu
zamitame ve prospéch alternativy.

(II) TESTOVANI NULOVE HYPOTEZY POMOCI STATISTIKY T A KRITICKE HODNOTY

0.4

Vypocitame-li hodnotu statistiky

T- __X_Y_(/il_ﬂz) ning
X-v =

512 ni + N
a porovname s kvantilem Studentova rozdéleni, t;.

te g = 2.3697 > t;_o(11) = 2.201,
takze hypotézu

Hy:pg —p2=0

|
|
|
|
|
|
|
|
|
|
|
|
|
|
0

-3 -2 -1 1

tou07° Zamitame.
p-val=0.037169

(III) TESTOVANI NULOVE HYPOTEZY POMOCI p-HODNOTY

Vypocitame-li p-hodnotu a porovname se zvolenou hladinou vyznamnosti o = 0.05
p=P(|Tx_y|>t)=2(1—-P(|Tx_y| <)) =0.037169 < «
takZze hypotézu
Ho:pp—po =0
zamitame.
Shrneme-li predchozi vysledky slovné, pak nulovou hypotézu o tom, ze
HNOJENI JE STEJNE UCINNE

na hladiné vyznamnosti o = 0.05 zamitame ve prospéch alternativy, zZe ma rozdilné acinky.



KAPITOLA 6

Regresni analyza

1. Pojem regrese

Nézev regrese pochazi z praci antropologa a meteorologa Francise Galtona, které predlozil
vefejnosti v letech 1877 az 1885. Galton se zabyval obecnymi otdzkami dédi¢nosti a mimo
jiné také o vztah mezi vyskou otct a jejich prvorozenych synt. Pozorovanim a analyzou
udajt dosel k rovnici, ze které vyplyva, ze
© vysoci otcové sice maji i vysoké syny, ale v praméru jsou

vetsi nez jejich synové,
¢ a podobné i mali otcové maji i malé syny, ale v priiméru jsou

mensi nez jejich synové.
Smérnice regresni primky mé hod-
notu mensi nez 1 (pfiblizné kolem 0.5). ¥ =244 08
To znamena, Ze otcové, ktefi jsou na-
priklad o 10 cm vyssi, nez je primérna
vyska muzu jejich generace, maji syny
v primeéru jen o 5 cm vyssi, nez je pri-
mérnd vyska muZe v generaci synt (jde
samoziejmé o vysku v dospélosti).
Smérnice regresni primky, kterad ¢i- AN )
selné charakterizuje velikost této ten- 1 e . ]
dence, dostala proto ndzev regresni -
koeficient.

Tuto tendenci navratu nasledujici generace smérem k priméru nazval Galton regresi
(puvodné tomuto jevu fikal reversion, nez pozdéji zménil na regression = krok zpét).

Soucasné pojeti regresni analyzy ma sice jen malo spole¢ného s puvodnim zamérem Gal-
tona, nicméné myslenka pristupu k empirickym datiim ziistala zachovana a pojem regrese
se natolik vzil, Ze se pouziva dodnes.

HEIGHT OF OFFSPRING (IN)

AVERAGE HEIGHT OF PARENTS (IN)

Sir Francis Galton F.R.5. 1822-1911

2. Definice modelu
Regresni analyza je velmi Siroké téma, proto se v této tivodni prednasce omezime jen na
studium modelu s regresni primkou, ktery definujeme takto:
DEFINICE 2.1. Necht
Yi,...,Y, (1) jsou nezavislé ndhodné veliiny
se stfednimi hodnotami ’EY; = Bo + frx;

(2) jsou homoskedastické ndhodné veli¢iny

(M1)

tj. maji v8echny stejny rozptyl | DY; = o 1=1,...,n

kde
x1,...,T, jsou znamé konstanty, z nichz alespon dvé jsou ruzné,
Bo, 51 € R jsou neznamé parametry

Uvedeny model (M1) nazveme MODELEM LINEARNI REGRESE (s regresni pfimkou).

Tento model se ¢asto vyskytuje v praxi, kdy mezi (nendhodnymi) veli¢inami z a y existuje
linearni zavislost ‘y = Bo + bz ‘,

e jejiz parametry vSak nezname

83
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e a informaci o nich ziskdvame jen experimentalné, tj. tak, Ze pro zvolené hodnoty

naméiime odpovidajici hodnoty zatizené chybou méreni

Namérené veli¢iny jsou tedy rovny ’Y; =y +e&; = Po+ brxi + & 1=1,....,n ‘
Jsou-li chyby nezavislé
nahodné
bez systematické slozky, coz vyjadiime pozadavkem Fe; =0
méiené stejné presné De; = 02

pak dospéjeme k uvedenému modelu.

3. Odhady neznamych parametra pomoci metody nejmensich ¢tvercu

Metodou, kterd se nejcastéji pouziva k ziskdni bodovych odhadt neznamych pa-
rametru, je tzv. METODA NEJMENSICH CTVERCU, kterd spoc¢iva v prolozeni dat (z;,Y;)

krivkou tak, aby soucet ¢tvercit odchylek byl minimalni. Pokud body proklddame ptimku,
nazveme ji REGRESNI PRIMKOU.

DEFINICE 3.1. Nahodné veli¢iny 5, a (1, které pro dana Y7,...,Y, minimalizuji soucet

Ctvercu
n

S(Bo; B1) = Z(Y; —Bo— 51%‘)2,
i=1
nazyvame odhady parametru [y, 5, metodou nejmensich ¢tvercu.

V nasledujicich dvou vétach jesté nebudeme ¢init zadny predpoklad o typu rozdéleni

nahodnych veli¢in Y; — EY;, nemuseji byt ani stejné rozdelené.
Jesté diive nez vyslovime prvni vétu, zavedme ndsledujici znaceni

n n
Y:%E Y; a f:%E T
i—1 =1

a dale

n

n
= Z(wl — )’ = Z x7 —nz* >0 (nebot alespoit dvé z; jsou riizna)
i=1

i=1

= i(yi — V) (2, — 7) = ixY —nzY
=1 =1
Sor]=> (- )= >0 -
=1 =1

VETA 3.2. V modelu (M; maji odhady nezndmych parametri Sy a (1 pomoci metody
nejmensich ctvercu ndsledujici tvar

i (Yi=Y)(z:—2) | Sxy > o 7
1= — =Y —
Z?zl(xi _ E)Z SXX a /80 le 3

pricemz rezidualni soucet ¢tvercu nabiyva hodnoty

SeZ = S(B:)aé\l) = Syy —

B |=

2
SXY

Sxx’
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Diikaz. Odhady B\O a B\l musi nutné vyhovovat soustavé rovnic

9S(Bo, B1) 0 dS(Bo, 1)

=0
9Bs . 95,

Provedeme-li uvedené derivace, dostaneme

~2 3% — = fra) = 0
-2 il(yz — Bo — Brzi)z; =0

(2

n n 7.
Z Y; _ 77/60 + ﬁl Z T tzv. SYSTEM
=1 =1 NORMALNICH

i n n 9
2 Yiwi = fo+ fr 2, @ ROVNIC
i=1 i=1

Vzhledem k predpokladu, ze alespon dvé hodnoty x; jsou od sebe rtzné, pak determinant
soustavy rovnic

n ZZEZ n

n 2 n
—1 _ 2 _ N2
n ! —ng x; — E x; —ng (r; —x)* =nSxx >0,
no2
> Ti Zi:l Z; i=1 i=1 i=1

takze tato soustava ma prave jedno reseni, které oznacime 3y a 1. S vyuzitim notace pomoci
T a Y lze systém normalnich rovnic napsat jako

ngo + n@lf =nY

n n
~ A )
nPol + [ E Ty = E x;Y;
i=1 i=1

7 prvni rovnice okamzité dostaneme, ze |Gy =Y — 517 |
Pokud prvni rovnici vynasobime vyrazem —Zx a obé rovnice se¢teme, mame

n n
. _ g
51 gx?—nf2 :E Y, —nzY = |[ ZXY
i=1

" Syx

1=1
J/ N
NV NV

Sxx Sxvy

J/

Nutnou podminku k existenci minima jsme jiz splnili. Nyni bude tfeba dokazat, ze jde
skuteéné o minimum, tj. ze pro libovolné Sy, 51 € R plati S(Bo, 51) < S (5o, f1)-

Pripomenme, ze

n n

Sxy = Z(CEZ — ) = fo —nz? = ixf = Sxx + nz?

=1 =1 =1
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a upravujme

S(ﬂo, 51) = Z(Yz — Bo — 51%)2 = Z [(Y; - Bo - 511’2) - (50 - Eo) - (51 - Bl)xi]2

i=1

=1
= Z(Y; - BO - Blﬂii)2 + n(ﬁo - 30)2 + (ﬂo — 30)2 Zx?
i=1 =1

— 280 — Bo) Y _(Yi — Bo — Bri) —2(Bo — Bo) Y_ (Y — Bo — Buy)
=1

i=1

. S/ J/

16S(ﬁ0 A1) _g 155(,80 B g
2 960 208,

2(8o — Bo) (B1 — B) Z%

S(Bo, Br) +n(Bo — Bo)* + (B — B1)? [Sxx +na?] + 2(Bo — o) (P — Bu)n
= S(Bo, B1)+n(Bo — Bo)? +(B1—51)*Sxx + n(B1—B1) 232 +2(Bo—Bo) (b1 — B )n
—_———— ~ -— AN . .

= (5o, B+ (51— B S+ [(B — Bo) + (51— Bz (15)
=52 =52>0 h -
T e o= =52>0

Takze pro libovolné [y, 81 € R skutecné dostavame, ze

S(Bo, B1) > S(fo, B1)

coz znamena, ze 3y, 51 jsou odhady parametri [y, 81 metodou nejmensich ¢tverci.

Jesté nez dopocitame rezidudlni soucet ¢tvercti, oznacme

. Bo— P =Y SXY?E‘F:E;(Y%— Y 4 52X (g, — )

Sxx

a pocitejme

n n

S(o ) = (i~ B~ BV =S (M- VP =D [V ¥ - 22w - 2)]

i=1 i=1 i=1

3

= [ -V - 28w - )i - V) + B - 0]

Sxx S%x
=1
S 5?2 52 SyySxx — S?
= Syy — 2255 Sxy + S Sxx =|Syy — 22X | = YYEIR  UXY

Nasim dalsim ukolem bude

e popsat vlastnosti odhadi B\g a 30 ziskanych pomoci metody nejmensich ¢tverci
e a najit odhad nezndmého parametru o?.

Pro tyto tcely budou velmi vyhodné nasledujici transformace:

!/

(I) Centrovani: V=Y — p pomoci p= (p1,-..,4n) , kde EY; = pu; = po + Prx;
pro i =1,...,n, takze plati

(a) EV;=0= EV =0

(b) DV; = D(Y; — S — frz:) = DY; = o®
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2 °o .
(c) C(V;,V;) =C(Y,,Y;) = {g Z ;‘7 . coz plyne z nezavislosti  Yj,...,Y,.
vt7F7J

(IT) Ortogonalizace: Z = BV = B(Y — u) pficemz B je ortonormaélni matice tvaru

1 1 1 1
r1—T To—T r3—T . Ty —T b/
VSxx VSxx VSxx VSx x b’2
B = b3 bso bss b3y, = 3| = (51 Sn) ,
z ' :
bnl bn2 bn3 bnn bn

0 j#£k

1 5=
b/ by — { J=k
s’sj = ! ‘7 =k,
/ 0 j#k.

pricem?z takZe celkové plati |BB'=B'B =1, |
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Zkoumejme vlastnosti této transformace:

(1) ézf = ZZ= (Y~ p)'BB(Y — ) = 3(Y; — o — bui)? = S(Bo, )

=1
= S(Bos ) + [ (B0 — Bo) + (Br— BO)zE| + (B — B1)2Sxx
= S(B\o, Bl) + Sg + 512

(2) A = \/Lﬁlil(Y — Q) = \/%; Y= Bo — frxi) = \/%(nf/ —nfy —npT)
1=1
— V(¥ =Bz —Bo+ Bz — 417) = v | (Bo - o) + (B — B)a]
=Bo
= Z:=5:
(3) Zy = by(Y —p) = = ;( —7)(Y; = Bo — Prwi)
= \/SIX—X ; Yi(x; — ) — Bo(z; — T) — Bi(z; — T)x]
— SXX (Z ;Y — an) Sxx (x;— ) —\/5}17( <Z x?—n;ﬁ)
=1 =1
g =Sxy =0 =Sxx
= SXY VSxx — Biv/Sxx = (B — B1)v/Sxx
XX
=B
= Z2=52
(4) ;Zf = S(By, 1) nebot S(Bo,B1) = ;ZE = S(Bo, B1) + S2 + 52
(5) EZ; = Eibﬁ(ﬁ—ui)inbﬁVi:ibﬁ EV; =0
i=1 i=1 =1
DZ;, = EZ'=DY biV;"S SRV =0 S 12 =
i=1 i=1 —
=1
prol # k
C(Z1,Zy) = C(Z Z )=Zzb ik, C(Vi, Vi)
=1 J=1 i=1j5=1
= S bk C(Vi, Vi) =0® by =0
- ~—— ~—~—

=g2 =0 pro l#k
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Predchozich poznatki nyni vyuzijeme ve véteé:

VETA 3.3. V modelu (M1) plati

(1) Odhady Bo | a|Bi| jsou nestranngmi odhady parametri By a Bi.

52

tatistika | Sy, =
(2) Statistika | Sy, p—

je nestranngm odhadem parametru .

(8) Velicina Y =B+ Bz je nestrannym odhadem veliciny | y = Bo+ ﬁ1x| pro Vx € R.

Dikaz.

(1) Pocitejme postupné

EY|=E (%ZE) :%ZEK:%ZE(BO—#&@) :50‘1‘51%2%:
i=1 i=1 i=1 =1

o= B ($%) = s <Zm — ) (i - z)) =55 Y (@ DBV, - )

- ﬁ Z(% —1)(BY; - BY) = ﬁ Z(fz —Z)(Bo + Brri — o — i)

i=1 i=1

Efy| = B(Y — Biz) = E(fo + f1 @~ i) = b+ EBiz — BBz =

=Ep

(2) Dale pocitejme

S? 1 1 1
EI2 — F e — E2: EY2: —9 2: 2
stl- 2 (525) g= Loy - Lpo90=[7]

(3) Z nestrannosti Bo a Bl plyne

EY | = E(By+ Biz) = By + Brz = [y]
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VETA 3.4. Necht v modelu (M1) pro i = 1,...,n plati, Ze ndhodné wveliciny
Y; ~ N(By+ Bizi,0%)| Pak

N 2
(1) Odhad parametru |6y ~ N (Bl,a—) :
Sxx

~ 1 72
(2) Odhad parametru |y ~ N (50,02 (— -2 )) :
n  Sxx

(3) Odhad pro y=Bo+Biz |Y =Bo+Px ~ N <50+51$,02 (%4_ (x—g‘g)2>) ‘

Sxx
B —2)52
(4) Ndhodny vektor <§0> a statistika | K = w jsou nezavislé.
1 o
(5) Statistika |K ~ x*(n—2)|.
Dikaz. Pokud predpokladame, ze pro ¢ = 1, ..., n maji ndhodné veli¢iny Y; normalni rozdeé-
leni
Y; ~ N(/BO + 61xi7 02)7
pak
Vi=Y,— 08— Bixi ~ N(0702)
a také

Z; =BV = byVi ~ N(0,0” bb,).
k=1 1

Navic vzhledem k tomu, Ze Z; jsou normalni ndhodné veli¢iny, pak z nekorelovanosti plyne
také nezavislost.

(1) Protoze 31 = g’,j{(—)’; a statistika Z, = (B\l — p1)VSxx, pak odhad 51 lze vyjadrit pomoci
Zy takto

~ Z.
Pr=—2=+p ~ N(B,0*Syy).
Sxx
(2) Protoze
Zi=+n [(ﬂo — Bo) + (b1 — 51)3_7}
a
—~ B Z2
61 61 - SXX7
pak
n Z1 Zs = 2 (1 7
BO:\/_H_mx+BO ~ N(ﬁo,O' (E—FSXX))

(3) Pocitejme postupné

~ ~ ~ Zl 22 B 22
= = _— _|_
Fohorho=por oo mat (gt )

B Z 2 - 1 (z—12)°
_ﬁo—f—ﬁlx—l—%—l——m(x—a:) ~ N(Bo+ﬁ1x,02(g+w)>
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o~ o~ n
(4) Protoze 3y a [ zavisi pouze na Z; a Z,, kdezto S*> = > Z? a Z,. .., Z, jsou nezavislé,
i=3

pak také statistika

—92)92 2 )
g DS 8P vektor (g)

2 2
o o 1
jsou nezavislé.

(5) Protoze

7
— ~ N(0,1
’ 0.1)
pak
_9 9 2 n 7 2
K:(” )SM1:i: Zi ~ (n—-2)
o? o? —~\o
O
DUSLEDEK 3.5. Necht v modelu (M1) pro i = 1,...,n plati, Ze ndhodné veliciny
Y; ~ N(By+ pizs,0%) | Pak plati
(1) Statistika
7= P —  ~ tn—2)
SMl\/ % + S;;X
(2) Statistika
ngﬁl_ﬁl SXX Y t(n—2)
St

(8) Statistika R
o Y=tBo) g

—7)2

Diikaz. Postupné dokazujme jednotliva tvrzeni:
(1) Vime, ze v modelu (M1) ma LS-odhad parametru [y normalni rozdéleni
—~ 22
By ~ ]\7<ﬂ0,(72 (%—l—%))
Po provedeni standardizace dostaneme

v = =h N,

50_ —2
1 T
O-V n + Sxx

Se statistikou Us, Je nezavisla statistika

—2)5%
K — (n 02) M1 2(n — 2)
Protoze plati, ze
Us
Bo
- (n—2)
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pak po dosazeni a Gpravach dostaneme
Bo—Bo
1 z2

Vi By —
_ Sxx___ Bo—=Do T o~ tn-2)
n—2)s2, 1 72
\/_ \/—2 St n T 5ex

(2) Pfi dikazu druhého tvrzeni budeme postupovat zcela analogicky jako v predchozim
pripadé:

IS N(ﬁn%) = Uglzﬁl LN,

Sxx
Dale

BB 51
U o/ B, —
U 1K = [B=—P = vax _\hoh

— = = S ~  tln—2).
K \/‘”2>SM1 S XX (n )

n—2

a

n—2

(3) Postupujme opét analogicky jako v predchozich dvou pFipadech

Y = 5o+5133NN<50+511’ o (1+(_§:)2)> = Up = Y~ (b + Bro) ~ N(0,1).

Sxx _+(S —7)2
XX
Dale
Y—(Bo+P1z)
2 ~
Us Lot Y —
Gp ik = [G)- =D JEEREAT )
= ¢ Suny/ + 42
n—2

4. Intervalové odhady a testy hypotéz v regresnim modelu
V predchozim odstavci jsme necinili zadny predpoklad o typu rozdéleni nahodnych velic¢in
Y; (resp. g;) proi=1,...,n.
Abychom mohli konstruovat intervalové odhady a provadét testy hypotéz, musime pfi-
pojit predpoklad o typu rozdéleni, a to predpoklad norméalniho rozdéleni.
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DUSLEDEK 4.1. Necht v modelu (M1) pro i = 1,...,n plati, Ze ndhodné veliciny
Y; ~  N(Bo+ Bizi,0%)|. Pak intervalovy odhad (se spolehlivosti 1 — o)

(1) pro By je tvaru
(B() - SMM/ % = Sfjx _5(71 — 2),/6\0 = SM1\/ % == SZQX g(n — 2)) .
(51 SMl Bt1_2(n - 2), By + jM—ltl—%(n - 2)) :

(2) pro [y je tvaru

(3) proy = By + frx je tvaru
(Bo + Bz — Say/ L+ &2t a(n—2), B0 + Bro + Sany/ 2+ St s (n - 2)) |
(4) pro o? je tvaru
(n—2)S3;, (n—2)Sin
Xi_a(n—2)" x&(n—2)

Diikaz. Pfi dokazovani prvnich tif tvrzeni pouzijeme pivotové statistiky 7, (j = 1,2,3)
uvedené v predchozim dusledku, tj. vyjdeme ze vztahu

l—a=P(-t1_s(n—2)<T; <t1_a(n—2))

a pomoci jednoduchych tprav dostaneme prvni tii tvrzeni.

Pro dtikaz étvrtého tvrzeni vyuzijeme pivotovou statistiku K = % ~  x}(n-2),
.
1—04=P<X2%("—2) SKSX?_%(H—2)>

a po jednoduchych tpravach dojdeme k poslednimu tvrzeni. U

Vsimnéme si nyni TESTOVANI HYPOTEZ v regresnim modelu (M1). Testy lze obecné

sestavit napf. metodou podilu vérohodnosti. V nasledujici tabulce je popiSeme pomoci kri-
tickych oblasti W,,.

H, H; | Hypotézu Hy zamitame, pokud Y € W, tj.
Bo=0]8#0 ’gof/\/l‘irsjz a(n—2)
Bo=01p5 >0 Bo —a(n —2)
Bo=0|Bo <0 Bo/ \/5+Sxx—_ _a(n—2)
B1=0]p#0 131’\/% > Sunti—a(n —2)
fr=0|5>0 Biv/Sxx > Swti—a(n —2)
pr=0|5 <0 BivSxx < —Suti—a(n —2)
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5. Né&které specialni pripady regresnich modelu

5.1. Regresni primka prochazejici poc¢atkem. Pokud vztah mezi veli¢inami x a y
je vztahem piimé timérnosti, pak v regresnim modelu (A1) klademe

Bo=0
a body (z;,Y;) proklddame regresni pfimkou prochéazejici poc¢atkem. Ozna¢me nejprve
n n n
Sxx = fo Sxy = Zl‘in’ Syy = ZYf-
i=1 i=1 i=1

Odhad parametru ; pomoci metody nejmensich ¢tvercti vypocteme, kdyz nejprve polozime

prvni derivaci funkce
n

(51) Z(Yz - 51%’)2

rovnu nule, tj.
n

—2 Z(Yz — Brxi)r; =0
i=1
a odtud pak

n
B _ > iy Yiti _ Xy
" I T
=11 XX

Presvédc¢ime se, Ze jde o minimum:

n

S(B) = 30— B = 3 (0= Bua) = (81 — Foya|

i=1 =1
= (Vi = Buwi)? =2(B1 — Br) D (Vi = Prai)ai +(By — )Y o
=1 =1 =1
S(El) édi(aﬁll) =0
= S(B\l) + (81— 51 Z = + (B — 31)2 Xx
—— ——
= 5
>0

takze pro libovolné 3; € R plati | S (51) < S(B1) | Nyni explicitné vyjadieme S (31):

S(Br)|= i(Yi —b:)’ = Z (Y@' Zz 11};%:'”)2

i=1

_ZYQ 11 leZY iz Tili) Zz lel Z

’Ll ’Ll -1

_Zy2 Zz 1Yxl) — S5, — S;(Y

*
D ie 1$ Skx

Abychom mohli odvodlt vlastnostl odhadt opét pouzijeme transformaci vektoru Y, a to
ortogonalizaci Z = BV = B(Y — p) pficemz B je ortonormalni matice tvaru
x1 x2 x3 . T b
VSix  VSkx  V/Skx V5% x b’l
B— ba1 bao e S 2

bnl bn2 bn3 e bnn b;"b
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1 7=k
pricemZ b’b, = j " takZe celkové plati ’BB’ =B'B = In‘
J 0 j#k

a V=Y-—p pomoci p=(ps,...,pun)", kde EY;=p;=px; pro i =

Postupné spocitejme
(a) EV;=0= EV =0
(b) DV; = D(Y; — Bix;) = DY; = o*
o’ Q=] y L
(c) C(V;,V;) =C(Y,,Y;) = {O it coZ plyne z nezavislosti Yi,...,Y,,.

(@) BZy = EY bu(Yi — p) = E X bVi = Y- by BV, = 0
i=1 i=1 i=1 \:6"

DZ; = EZ? = DZbﬂV e Zb?Dv_a Zb;: 02

pro |l # k
C(Z,2Zy) = C (Z biVi, > bkj‘@) =2 > bubk; C(Vi, V)
i=1 j=1 ‘
= Y C(V;,V;) =0®> bbb, =0
i=1 N——
=02 =0 pro l#k
(e) Vsimnéme si, ze

> 72 = ZZ=(Y-—p)BB(Y —p)= Z(Yi — Bizi)? = S(B1)

i=1 =
B

— S(B) + (B — B1)2Sxx = S(Bo, Bu) + S?

Zy = by(Y—p)= \/@le(Y pra;) = mzla:Y \/sz

S
= 2XY /S — BTk = (BL— B/ Sex = Z: =S¢

Skx
~—
=B
(g) Nakonec
sl — S(B\l) nebot S(8)) =>. 2% = 5(51)4‘512
i=2 =1 —

=52

1,...

95

Pomoci predchozi transformace snadno spocitame vlastnosti odhadt, kdyz si uvédomime, ze

plati

Zl:(gl_ﬁl)\/s}k(X ~ L(0,07) = Bi=pi+ \/@ - E(Bl’%)’

tj. B\l je nestrannym odhadem parametru .
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S? ,
Opét ukazeme, ze statistika 5]2\41 = 61 je nestrannym odhadem parametru .
n_
52 1 <
ESy =E(—— | = Y EZ}=|o
M1 (n_ 1) n — 1 — 7
=2 _ o

Piiddme-li podminku normality, tj. ¥; ~  N(Biz,02) proi = 1,...,n, pak LS-odhad
parametru 5, ma normalni rozdéleni

o~ 0_2 =~ _ -
i ~ N (ﬁl’ﬁ) = Ual = %\/ Skxx ~ N(0,1)
a je nezavisly se statistikou

—1)52
K = =% 0)2 ML~ 2 (p—1).
Diky témto vlastnostem mizeme ziskat statistiku

Us, B

T=—A—8=n, /5y ~ Hn—1)
=1
Na zavér si jesté vS§imnéme TESTOVANI HYPOTEZ v regresnim modelu s regresni piimkou

prochézejici pocatkem. Testy 1ze obecné opét sestavit napf. metodou podilu vérohodnosti.
V nésledujici tabulce je popiseme pomoci kritickych oblasti W,,.

H, H, | Hypotézu H, zamitame, pokud Y € W, tj.

Bl =0 ﬁl 7é 0 ’31|\/ SXX > SMltl_%(n — ]_)
fr=0|5>0 Biv/Sxx = Saunti—a(n — 1)

B1=0]5 <0 B\l\/ Sxx < —=Smnti—a(n—1)
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5.2. Dva nezavislé ndhodné vybéry. Nechf 1L{Xy,..., X, } ~ N(ux,0%) je na-

hodny vybér rozsahu n, z normalniho rozdéleni N(ux, %), X,, je jeho vybérovy primér a
S% jeho vybérovy rozptyl.

Déle necht uw{Yy,...,Y, } ~ N(uy,oy) je ndhodny vybér rozsahu ny z normélniho
rozdéleni N (py,0%), Yy, je jeho vybérovy pramér a S jeho vybérovy rozptyl.

Polozime-li |n = n, + n, | a zavedeme-li nasledujici znaceni

1/1 = X1 T =1
Y. = X,, T, =1
Ynz +1 — Yi Tpny+1 — 0
Y, =Y, T =0

Yy

dostavame regresni model (A1), ve kterém

n
i=1

n
V| — 1 E g ng Y Ny
T n }/Z T | natny X”x + Ng+ny Ynu
i=1

_ Z(zz . f)2 — Z;EZQ —ni? = Ny — (Na +ny) (n[—fny>2
i=1

=1

2 Nz (Net+ny—ng) _ | neny

Nz (Ng+ny)—n
Na+ny Ng+ny Nz+ny

Sxv|=D (Yi=Y)(x; —7) =) ¥ —naV
=1 1=1

= nanx — (nx + ny)(nz"#y) [n—an 4w Yny}

XL
Ny +Ny Ny +Ny

ne 1y Xn, —n,Y, -
-l [ ()

Syy == Z(E — Y)2 == Zn:}/f — TZ}_/2
i=1

i=1

n _ _ 12
= 3V (e ) [ K T |
=1

Ny +ny

n — —
_ y2 _ (naXny+nyYn,)?
§ i
1=1
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i ( Vo)
’\ SXY Nz +ny N Yny S =
Bl - S - Ny - XTLT _Yny
XX Natny

. V 7 — Ng % n \/
/80 =Y — 1T = an—FnIfnyYn —

Y

S?| = Syy — Ser o = Syy — 515XY

n _ _
Z 2 (naXng +nyYn,)? Ngn % ¥, 2
= YZ —_ Y —_— A (an - Yny )

Nz +ny Nz +Ny

_ Z V- L [0 X2 42,0, K, Vo, 40, V2 0, X2~y Ko, Vo, 1, V2|

o Z Y2 nz+n |:nx<n‘” + ny)st + ny(nw + ny)YT?yi|

Ny +Ny
:z:XQ—nch2 + Z Y2—ny =|(n, —1)S% + (n, — 1)S%
P 1 ny+1
(nx—l)S§< (”yI)SY
a8 [ DS+, DS}
M1 n—2 Ng + Ny — 2

Vzhledem k tomu, zZe vybérové priméry jsou nestrannymi odhady stiednich hodnot, pak
neznamé parametry 5y a [3; 1ze interpretovat takto

Bo = py
51=NX—MY

Na zavér si jesté v§imnéme, Ze (oboustranny) interval spolehlivosti, ktery jsme odvodili
pro neznamy parametr 3

(51 2aL A=t _g(n - 2), By + \/SM—ltl_,(n - 2)>

po dosazeni méa tvar pro 5y je tvaru

(:3\1 — nwny ti—a(n 2),31 -r nmny t1a(n — 2))

ng +ny nz+ny

a je naprosto shodny s intervalem, ktery jsme odvodili pro rozdil stfednich hodnot dvou
nezavislych ndhodnych vybéri z normalniho rozdeéleni.
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Piiklad 5.1. Mame analyzovat data o po¢tu pracovnich hodin za mésic spojenych s pro-
vozovanim anesteziologické sluzby v zavislosti na velikosti spadové populace nemocnice (viz
nasledujici tabulka). Udaje byly ziskany ve 12 nemocnicich ve Spojenych stéatech.

ZAVISLOST POCTU PRACOVNICH HODIN

Por. Pocet Velikost populace NA VELIKOSTI POPULACE
pracovnich | spadové oblasti 4000 ‘ ‘ ‘ ‘ ‘ ‘ ‘
¢islo hodin (osoby v tisich) 0
1 304,37 25,5 ° ’
2 2616,32 2943 s000L
3 1139,12 83,7
4 285,43 30,7 2500 °
5 1413,77 129,8 o
6 1555,68 180,8 20001
7 383,78 43,4 ool R
8 2174,27 165,2 ©
9 845,30 74,3 1000} °°
10 1125,28 60,8 °
11 3462,60 319,2 soof
12 3682,33 376,2 ®
O0 5‘0 160 léO 260 2‘50 360 35;0 400

Graf naznacuje linearni vztah mezi pracovni dobou a velikosti populace, a tak budeme
pokracovat kvantifikaci tohoto vztahu pomoci ptimky y = 5y + S 2.

4000

Pouzivame-li model regresni analyzy pro sta-
tistické zpracovani nasich dat, je dobré ovérit
predpoklady, ze kterych model vychéazi. Shrime
je v nasledujicich ttech bodech.

3500
3000~

= (1) Zavisle proménnd Y (pracovni doba) m4 nor-

malni rozdéleni pro kazdou hodnotu neza-
visle proménné z (velikost populace).

(2) Rozptyl zavisle proménné Y je stejny pro
kazdou hodnotu nezavisle proménné x.

(3) Zavislost veli¢iny Y na z je linearni.

2000

1500~

1000 -

500

Pro tuto chvili predpokladejme, Ze pro nas pii-
o ‘ ‘ ‘ ‘ ‘ ‘ ‘ klad jsou tyto predpoklady splnény.

0 50 100 150 200 250 300 350 400

Odhad absolutniho ¢lenu 3y a smérnice (3, regresni piimky a jejich statistické charakteris-
tiky jsou uvedeny v dalsi tabulce. Smérodatna chyba koeficientu je vybérova smérodatna

odchylka odhadovaného parametru, tj. s, = Spr1y /% -+ % a sp, = \/S% (Ve statistickych

programech je obvykle oznacovana anglicky jako Standard Error.)

STATISTICKE CHARAKTERISTIKY LINEARNI REGRESE

H Parametr \ Koeficient \ Smeérodatné chyba koef. \ t-statistika \ p-hodnota H
Absolutni ¢len  f 180,658 128,381 1,407 0,1896823
Smeérnice 51 9,429 0,681 13,847 | 7.520972e-08

7 tabulky tedy dostavame:
pracovni doba = 180,658 + 9,429 - velikost populace.
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To je treba interpretovat jako odhad primérné hodnoty poctu pracovnich hodin pro po-
pulaci s danou velikosti. Oc¢ekavame, ze na kazdych dalsich 1 000 lidi stoupne za mésic pocet
pracovnich hodin o 9,429, coz je smérnice regresni piimky. Uvédomte si, Ze absolutni c¢len
(180, 658) znadi prumérny pocet pracovnich hodin, kdyz je populace rovna nule. To ziejmé
nedava smysl a mélo by nam to pripomenout, ze model by se mél pouzivat pouze v tom roz-
mezi obou veli¢in, v némz se pohybovaly pozorované hodnoty. V tomto pfipadé to znamena
x od 26 do 370. Je ovSem pravda, ze dosazena hladina vyznamnosti pro absolutni ¢len je
priblizné 0,19, a nelze tedy Tici, Zze by se absolutni ¢len 3y vyznamné lisil od nuly.

Pripomenme, ze tyto vysledky jsme spocitali pro ndhodny vybér 12 nemocnic. Kdy-
bychom ted zvolili jiny ndhodny vybér 12 nemocnic, dostali bychom odlisny odhad smérnice
a absolutniho ¢lenu. Urceme proto intervaly spolehlivosti neznamych parametra 5y a 3.

Oboustranny interval spolehlivosti pro 3,  Oboustranny interval spolehlivosti pro [

180,6575 4 2,228 - 128,3812 = 180,6575 + 286,051 9,429 £ 2,228 - 0,681 = 9,429 + 1,517
\ ‘ ‘ ‘ ‘ ‘ ‘ ‘ ‘ ‘
| !
l l
| i I ——
| |
| |
l l

200 -100 8 100 200 300 200 500 (‘) 2 4 6 8 10 12
(—105,394; 466,709) (7,912; 10,946)

Na zékladé vybéru 12 nemocnic miizeme fici, ze nezndmy parametr 3y lezi mezi —105, 394
a 466, 709 a neznamy parametr 31, tj. parametr zmény primérného poctu pracovnich hodin
v zavislosti na zméné velikosti populace (v tisicich), lezi mezi 7,912 a 10,946 pracovnimi
hodinami za meésic.

Protoze interval spolehlivosti pro By pokryva nulu, nelze potvrdit, ze se vyznamné lisi
od nuly. Naproti tomu interval spolehlivosti pro §; nulu nepokryva, tedy se vyznamné lisi
od nuly, jinak feceno pocet pracovnich hodin skutecné linearné zavisi na rozsahu spadové
populace.

Pokud bychom uvazovali regresi prochazejici poc¢atkem (plné ¢ara) a vysledek srov-
nali s obecnou regresni ptfimkou (Carkovana ¢ara), dostaneme nésledujici odhady

By = 10,185 sp: = 0,4371, 4500
t* = 3,30157, p* — hodnota = 1.0318¢ — 10
4000 A
Oboustranny interval spolehlivosti pro f; /
O
10,185 + 2,2 - 0,4371 = 10,185 + 0,962 ss00l 2

: 3000} S/

| : o

: —e— 4 2500

‘ o

: 2000F T

(‘) 2 s s 8 10 12 egol J g o)

[©)
(9,223; 11,147) o S
o s

Protoze interval spolehlivosti pro ] nulu ne- wooer 5
pokryva, opét jsme prokazali, Ze se vyznamné ., .-
lisi od nuly, tj. pocet pracovnich hodin sku- g
tecné linedrné zavisi na rozsahu spadové po-  of—————————————————
pulace.

pracovni doba = 10,185 - velikost populace.



