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Defińıcia 1 (asymptotické rozdelenie poriadkovej štatistiky) Nech X(1), X(2), . . . , X(n) sú
poriadkové štatistiky náhodného výberu X1, X2, . . . , Xn. Majme pravdepodobnost’ α, kde F (tα) = α.
Asymptoticky plat́ı, že

√
n( j

n
− α) konverguje k 0. Potom je poriadková štatistika X(j) normálne

rozdelená so strednou hodnotou E[X(j)] = tα a rozptylom σ2
X(j)

= α(1−α)
f2(tα)n

. Ak X ∼ N(μ, σ2), potom

σ2
X(j)

= σ2 π2

24 ln n
.

Pŕıklad 1 (rozptyl poriadkovej štatistiky) (a) Pomocou delta metódy odvod’te rozptyl poriad-
kovej štatistiky v defińıcii 1. (b) Pomocou defińıcie 1 odvod’te rozptyl poriadkovej štatistiky, ak
X ∼ N(μ, σ2).

Pŕıklad 2 (graf distribučnej funkcie a jej IS) Nakreslite graf distribučnej funkcie N(μ, σ2), kde
μ = 0 a σ2 = 1. Do grafu dokreslite 95% pás spol’ahlivosti pre F (x). Jeho hranice vypoč́ıtajte pomocou
simulácie pseudonáhodných č́ısel z N(0, 1) pri n = 50, kde Fn(x) je odhadnutá z dát. Teoretická
distribučnú funkciu Φ(λ) naprogramujte v alebo použite knǐznicu kolmim a funkciu pkolm(); help
k tejto funkcii je pristupný na http://cran.r-project.org/web/packages/kolmim/index.html.

Pŕıklad 3 (χ2-test dobrej zhody) Majme dáta Grades z knǐznice PASWR, ktoré reprezentujú SAT
skóre (n = 200) náhodne vybranej vzorky študentov z jednej univerzity v USA. Otestujte na hla-
dine významnosti α = 0.05, či majú dáta normálne rozdelenie. Použite intervaly 〈μ − 3σ, μ − 2σ〉,
(μ − 2σ, μ − σ〉, (μ − σ, μ〉, (μ, μ + σ〉, (μ + σ, μ + 2σ〉 a (μ + 2σ, μ + 3σ〉. Nakreslite histogram pou-
žit́ım vyššie spomenutých intervalov a superponujte ho s očakávanými hodnotami SAT skóre v každej
kategórii, ked’ F0(x) ∼ N(μ, σ2).

Pŕıklad 4 (χ2-test dobrej zhody) Johann Gregor Mendel vo svojich pokusoch s kŕı̌zeńım rastĺın
hrachu (Pisum sativum) študoval dedičnost’ siedmych rôznych znakov. V každom z pokusov, pri sle-
dovańı jedného znaku, źıskal po kŕı̌zeńı dvoch čistých ĺıníı (t.j. dominantného homozygota AA s re-
ceśıvnym homozygotom aa) generáciu, v ktorej mali všetky rastliny rovnaký fenotyp (t.j. heterozygoti
Aa). Po ich samooplodneńı (čo je prirodzený spôsob rozmnožovania hrachu) źıskal d’aľsiu generáciu,
v ktorej sa vyskytovali sledované znaky v dvoch formách, a to zakaždým v pomere vel’mi bĺızkom 3:1.
Jedným zo znakov, ktoré študoval, bola farba semien. Po kŕı̌zeńı 258 hybridov źıskal celkove 8023 se-
mien, z ktorých 6022 bolo žltých a 2001 zelených. Otestujte platnost’ fenotypového štiepneho pomeru
3 : 1 na hladine významnosti α = 0.05.

Pŕıklad 5 (χ2-test dobrej zhody; početnosti úmrt́ı) Otestujte zhodu početnost́ı X Pruských ar- DÚ
mádnych jednotiek, v ktorých nastalo n úmrt́ı zapŕıčinených kopnut́ım koňom za rok (pozri pŕıklad zo
SI1) s Poissonovým rozdeleńım s parametrom λ, t.j. X ∼ Poiss(λ) na hladine významnosti α = 0.05.

Pŕıklad 6 (χ2-test dobrej zhody; početnosti chlapcov) Otestujte zhodu početnost́ı rod́ın X s DÚ
n chlapcami (pozri pŕıklad zo SI1) s binomickým rozdeleńım s parametrami N a π, t.j. X ∼ Bin(N, π)
na hladine významnosti α = 0.05.

Pŕıklad 7 (χ2-test dobrej zhody; úrazy robotńıkov) Otestujte zhodu početnost́ı robotńıkov X DÚ
s n úrazmi v továrni (pozri pŕıklad zo SI1)
(a) s Poissonovým rozdeleńım s parametrom λ, t.j. X ∼ Poiss(λ) a
(b) s negat́ıvne binomickým rozdelńım s parametrami α a π, t.j. Negbinom(α, π) na hladine význam-
nosti α = 0.05.
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Pŕıklad 8 (χ2-test dobrej zhody; fetálna aktivita) Nech X predstavuje početnosti pät’sekun- DÚ
dových intervalov (z 240) v posledných 2/3 t’archavosti zaznamenaných ultrazvukom, v ktorých sa plod
ovce n-krát pohol (pozri tabul’ku). Vypoč́ıtajte očakávané početnosti za predpokladu, že X ∼ Poiss(λ).
Otestujte zhodu pozorovaných a teoretických početnost́ı na hladine významnosti α = 0.05.

Tabul’ka 1: Pozorované početnosti mn pät’sekundových intervalov v posledných 2/3 t’archavosti za-
znamenaných ultrazvukom, v ktorých sa plod ovce n-krát pohol

n 0 1 2 3 4 5 6 7
pozorované mn 182 41 12 2 2 0 0 1

Pŕıklad 9 (Kolmogorov-Smirnovov test dobrej zhody) Majme výšky n = 12 náhodne vybra-
ných 10-ročných dievčat x = (131, 132, 135, 141, 141, 141, 141, 142, 143, 146, 146, 151)T . Otestujte na
hladine významnosti α = 0.05, či majú dáta normálne rozdelenie, kde F0(x) ∼ N(μ, σ2).

Pŕıklad 10 (nezávislost’ μ a σ2; pravdepodobnost’ pokrytia) Nech X ∼ N(μ, σ2), kde μ =
20 a σ2 = 100. Vypoč́ıtajte Pearsonov korelačný koeficient rX,S pomocou simulačnej štúdie. Nakreslite
sivou farbou rozptylový graf (xm, sm), kde m = 1, 2, . . . ,M , kde M = 100000. Dokreslite do grafu

čiernou farbou také body, pre ktoré plat́ı tW,m =
∣
∣
∣xm−μ

sm

√
n
∣
∣
∣ < tn−1(α/2), ako aj hranice, ktoré definujú

také body (xm, sm), pre ktoré tW,m = tn−1(α/2). Vypoč́ıtajte pravdepodobnost’ pokrytia 95% DIS pre
μ ako podiel

∑
m I (tW,m < tn−1(α/2)) /M . Zvol’te (a) n = 5, (b) n = 50 a (c) n = 100.

Pŕıklad 11 (nezávislost’ μ a σ2; pravdepodobnost’ pokrytia) Nech X ∼ [pN(μ, σ2
1) + (1 − p)

N(μ, σ2
2)], kde p = 0.9, μ = 20, σ2

1 = 100 a σ2
2 = 400. Vypoč́ıtajte Pearsonov korelačný koeficient rX,S

pomocou simulačnej štúdie. Nakreslite sivou farbou rozptylový graf (xm, sm), kde m = 1, 2, . . . ,M ,

kde M = 100000. Dokreslite do grafu čiernou farbou také body, pre ktoré plat́ı tW,m =
∣
∣
∣xm−μ

sm

√
n
∣
∣
∣ <

tn−1(α/2), ako aj hranice, ktoré definujú také body (xm, sm), pre ktoré tW,m = tn−1(α/2). Vypoč́ıtajte
pravdepodobnost’ pokrytia 95% DIS pre μ ako podiel

∑
m I (tW,m < tn−1(α/2)) /M . Zvol’te (a) n = 5,

(b) n = 50 a (c) n = 100.

Pŕıklad 12 (necentrálne t-rozdelenie) Nakreslite distribučnú funkciu necentrálneho t-rozdele-
nia tn−1,λ, kde δ = μ − μ0 a λ = δ/(σ/

√
n). Použite μ0 = 0, δ = 1, σ = 1.4 a n = 26. Vypoč́ıtajte

pravdepodobnost’ nad kvantilom x0.975 pod krivkou hustoty tohoto rozdelenia.

Pŕıklad 13 (necentrálne t-rozdelenie) Nakreslite hustoty jedného centrálneho a štyroch necen-
trálnych t-rozdeleńı tn−1,λ (δ = μ − μ0 a λ = δ/(σ/

√
n)) do jedneho obrázka tak, aby boli odĺı̌sitel’né

farbou alebo typom čiary. Použite μ0 = 0, δ = 0, 0.5, 0.8, 1 a 1.2, σ = 1.4 a n = 26.

Nech X ∼ N(μ, σ2), kde σ2je naznáma. Testujme H01 : μ = μ0 vs. H11 : μ 6= μ0. Potom

UW =
n

n − 1
T 2

W , ULR = n ln

(

1 +
UW

n

)

a US =
nUW

n + UW

.
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Pŕıklad 14 (pravdepodobnost’ empirickej CHPD) Nech X ∼ N(μ, σ2), kde μ = 0 a σ2 =
2.52. Testujte H0 : μ = 0 oproti H11 : μ 6= 0 na α = 0.05, σ2 je neznáme. Použite na si-
muláciu empirickej Pr(CHPD), kde počet simulácíı je M = 10000 a rozsah náhodného výberu
je n = 5, 10, 20, 30, 50, 100, 500, 1000. Vypoč́ıtajte testovacie štatistiky (1) uW,m = n

n−1
t2W,m, (2)

uLR,m = n ln
(
1 +

uW,m

n

)
a (3) uS,m = n

n+uW,m
uW,m, kde m = 1, 2, . . . ,M . Vypoč́ıtajte relat́ıvnu

početnost’ p zamietnutých H01 na hladine významnosti α = 0.05 medzi M testami, kde p =

Pr(CHPD) =
∑M

m=1 I(H0 zamietame)

M
. Porovnajte výsledky vzhl’adom na rýchlost’ konvergencie s rastúcim

n.

Pŕıklad 15 (pravdepodobnost’ empirickej CHPD t-testu) Nech X ∼ N(μ, σ2), kde μ = 500
a σ2 = 100. Testujte H0 : μ = 500 oproti H1 : μ > 500, ak α = 0.05, σ je neznáme. Použite
na simuláciu empirickej Pr(CHPD), kde počet simulácíı je M = 10000 a rozsah náhodného výberu je
n = 20 pre jednovýberový Studentov t-test o strednej hodnote μ. Použite funkciu t.test(x, alternative =
”greater”, mu = mu0) a pre každú testovaciu štatistiku tm,m = 1, 2, . . . ,M vypoč́ıtajte p-hodnotu a jej
štandardnú chybu za platnosti H0. Ide o zistenie relat́ıvnej početnosti p zamietnutých H0 na hladine

významnosti α = 0.05 medzi M testami, kde p = Pr(CHPD) =
∑M

m=1 I(H0 zamietame)

M
.

Pŕıklad 16 (pravdepodobnost’ teoretickej CHPD pri danom n) Nech X ∼ N(μ, σ2), kde
σ2je naznáma. Majme H01 : μ = μ0 vs. H11 : μ 6= μ0. Nakreslite tri vyššie uvedené pravdepodob-
nosti ako funkcie n, t.j. (1) αW (n), (2) αLR(n) a (3) αS(n), kde n ∈ (1, 1000). Označte v grafe také
n, pre ktoré α(n) prvýkrát prekroči hranicu 0.052 pre UW a ULR zhora a hranicu 0.048 pre US zdola.
Porovnajte výsledky vzhl’adom na rýchlost’ konvergencie s rastúcim n. Vypoč́ıtajte podiely nW /nS a
nLR/nS a okomentujte.

Pŕıklad 17 Nech X ∼ N(μ, σ2), kde odhady x = 4 a s2 = 2.892. Rozsah náhodného výberu n = 25.

(a) Vypoč́ıtajte silu 1 − β pre μ0 = 2.5 a μ1 = 4 (μ1 predstavuje hodnotu μ za platnosti H1)
za predpokladu, že σ = 2.5.

(b) Použite na simuláciu hustoty rozdelenia tn−1,λ testovaćıch štatist́ık t
(m)
W,λ = xm−μ0

sm

√
n (ne-

centrálne t-rozdelenie s n − 1 stupňami vol’nosti a parametrom necentrality λ), kde n = 25,
λ = 3, m = 1, 2, . . . ,M , pri M = 20000 opakovaniach. Na základe tohoto rozdelenia výpoč́ıtajte
silu testu pre μ0 = 2.5 a μ1 = 4 (pozri obrázok 45). (1) X ∼ N(4, 2.52) a (2) X ∼ [pN(4, 2.52)+
(1 − p)N(4, 4.52)], kde p = 0.9.

Pŕıklad 18 (empirická silofunkcia t-testu) Nech (a) X pochádza z normálneho rozdelenia,
X ∼ N(μ1, 1002), a (b) X pochádza zo zmesi dvoch normálnych rozdeleńı, X ∼ [pN(μ1, 1002)
+(1 − p)N(μ1, 2002)], kde p = 0.9. Rozsah náhodného výberu n = 20. Použite na simuláciu em-
pirickej silofunkcie pre jednovýberový Studentov t-test. Testujeme H0 : μ = 500 oproti H1 : μ 6= 500,
kde μ1 = 450, 460, . . . , 640, 650 (ide o obojstrannú alternat́ıvu). Použite funkciu t.test(x,mu=500),
na výpočet každej testovacej štatistiky tm,m = 1, 2, . . . ,M , kde M = 10000, vypoč́ıtajte p-hodnotu
korešpondujúcu tm a porovnajte ju s hladinou významnosti α = 0.05. Tak źıskate empirickú silofun-
kciu 1 − β̂(μ1) pri danej alternat́ıve. Do grafu zakreslite 1 − β̂(μ1) pri danej alternat́ıve ako aj ich

štandardné chyby
̂

SE[1 − β̂(μ1)] =

√
(1−β̂(μ1))β̂(μ1)

M
v podobe chybovej úsečky 1−β̂(μ1)±

̂
SE[1 − β̂(μ1)].

Do grafu vkreslite aj teoretickú silofunkciu 1− β(μ1), μ1 ∈ 〈450, 650〉 (použite funkciu power.t.test()).

(6. mája 2015)
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Pŕıklad 19 (MC odhad koeficientu spol’ahlivosti 1 − α) Vypoč́ıtajte v MC odhad koefi-
cientu spol’ahlivosti (pravdepodobnosti pokrytia) pre pravostranný (horný) 95% JIS pre σ2 pri M =
1000 a n = 20. Tento JIS je ekvivalentný s testom H02 oproti H12. (a) Nech X ∼ N(0, 4), (b)
X ∼ χ2(2) a (c) X ∼ [pN(0, 4) +(1 − p)N(0, 9)], kde p = 0.9.

Pŕıklad 20 (minimálny rozsah súboru) Vypoč́ıtajte v minimálny rozsah náhodného výberu

pre test H03 : σ2 ≥ σ2
0 oproti H13 : σ2 < σ2

0 pri α = 0.05 a 1 − β = 0.8, ak podiel
σ2
0

σ2 je rovný (a) 1.1,
(b) 1.5 a (c) 5.

Pŕıklad 21 (minimálny rozsah n) Vypoč́ıtajte minimálny rozsah n pre ρ = 0.1, 0.2, . . . , 0.9,
ρ0 = 0 pri α = 0.05, 1 − β = 0.8 a obojstrannej alternat́ıve H11.

Pŕıklad 22 (minimálny rozsah n) Vypoč́ıtajte minimálny rozsah n pre ρ = 0.1, 0.2, . . . , 0.9, ρ0

vždy o 0.1 menšie ako ρ, pri α = 0.05, β = 0.8 a obojstrannej alternat́ıve H11.

Pŕıklad 23 (konvergencia ρ a ξ k normálnemu rozdeleniu) Urobte v simuláciu pseudo-
náhodných č́ısel z N2 (μ,Σ), kde μ1 = 0, μ2 = 0, σ1 = 1, σ2 = 1 (pozri pŕıklad zo SI1), kde
n = 5, 10, 20, 50 a 100, M = 10000. Použite (a) ρ = 0, (b) ρ = 0.50 a (c) ρ = 0.9. Pre každé
m = 1, 2, . . . ,M , vypoč́ıtajte Pearsonov korelačný koeficient rm a Fisherovu Z-premennú zR,m. Zo-
brazte histogramy simulovaných rm a zR,m a superponujte ich teoretickými hustotami prislúchajúcich
normálnych rozdeleńı.

Pŕıklad 24 (minimálny rozsah N) Vypoč́ıtajte minimálny rozsah n pre p = 0.1, 0.2, . . . , 0.9,
p0 = 0 pri α = 0.05, β = 0.8 a obojstrannej alternat́ıve H11. Skontrolujte, či je splnená Haldova
podmienka. Ak nie je, doplňte minimálne N , ktoré túto podmienku spĺňa.

Pŕıklad 25 (minimálny rozsah N) Vypoč́ıtajte minimálny rozsah N pre p = 0.1, 0.2, . . . , 0.9, p0

vždy o 0.1 menšie ako p, pri α = 0.05, β = 0.8 a obojstrannej alternat́ıve H11. Skontrolujte, či je
splnená Haldova podmienka. Ak nie je, doplňte minimálne N , ktoré túto podmienku spĺňa.

Pŕıklad 26 (pravdepodobnost pokrytia) Nech X ∼ Bin(N, p), kde N = 30 a p = 0.8 a pravde-
podobnost’ úspechu p̂ = 24

30
= 0.8, kde x = 24 a N = 30. Waldov 95% empirický DIS pre p je rovný

(d, h) = (0.657, 0.943). Vypoč́ıtajte pravdepodobnost’ pokrytia tohoto intervalu. Pozn.: pravdepodob-
nost’ pokrytia Waldovho 95% DIS pre p vypoč́ıtame nasledovne

Pr(pokrytie) =
∑

j Pr(X = Npj : p ∈ Waldov 95% DIS pre pj),

kde pj ∈ MJ =
{

1
30

, 2
30

, . . . , 1 − 1
30

}
, t.j. ide o súčet takých funkčných hodnôt pravdepodobnostnej

funkcie v bodoch Npj, kde p ∈ Waldovmu 95% DIS pre pj. Výsledky usporiadajte do tabul’ky, ktorej

st́lpce budú xj, pj, dj (dolná hranica Waldovho 95% DIS pre pj), hj (horná hranica Waldovho 95%
DIS pre pj), Pr(pokrytie) a pokrytie (indikácia toho, či p patŕı alebo nepatŕı Waldovmu 95% DIS
pre pj).

Pŕıklad 27 (pravdepodobnost pokrytia) Nech Xi ∼ Bin(N, pi). Vypoč́ıtajte pravdepodobnosti
pokrytia (a) Waldovho 95% DIS a (b) skóre 95% DIS pre každé pi, kde pi patria množine MI =〈

1
N

, 1 − 1
N

〉
, sú ekvidǐstantne vzdialené medzi 1

N
a 1 − 1

N
a ich počet M = 5000. Nakreslite obrázok,

kde na osi x budú pi a na osi y pravdepodobnost’ pokrytia Pri(pokrytie). Zvol’te (a) N = 30, (b)
N = 100 a (c) N = 1000. Pozn.: pravdepodobnosti pokrytia Waldovho 95% DIS pre pi vypoč́ıtame
nasledovne
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Pri(pokrytie) =
∑

j Pr(X = Npj : pi ∈ Waldov 95% DIS pre pj),

kde pj ∈ MJ =
{

1
N

, 2
N

, . . . , 1 − 1
N

}
, t.j. ide o súčet takých funkčných hodnôt pravdepodobnostnej

funkcie v bodoch Npj, kde pi ∈ Waldovmu 95% DIS pre pj.

Pŕıklad 28 (pravdepodobnost’ pokrytia, ak σ2
1 = σ2

2 sú neznáme) Nech Xj ∼ N(μj , σ
2), kde

j = 1, 2, μ1 = 20, μ2 = 35 a σ2 = 100. Pomocou simulačnej štúdie (M = 100000) vypoč́ıtajte
pravdepodobnost’ pokrytia 95% DIS pre μ1 −μ2 ako podiel

∑M
m=1 I (tW,m < tdf (α/2)) /M , kde tW,m sú

testovacie štatistiky klasického dvojvýberového t-testu. Zvol’te (a) n = 5, (b) n = 50 a (c) n = 100.

Pŕıklad 29 (pravdepodobnost’ pokrytia, ak σ2
1 6= σ2

2 sú neznáme) Nech Xj ∼ N(μj , σ
2
j ), kde

j = 1, 2, μ1 = 20, μ2 = 35, σ2
1 = 100 a σ2

2 = 150. Pomocou simulačnej štúdie (M = 100000)
vypoč́ıtajte pravdepodobnost’ pokrytia 95% DIS pre μ1 − μ2 ako podiel

∑M
m=1 I (tW,m < tdf (α/2)) /M ,

kde tW,m sú (1) testovacie štatistiky klasického dvojvýberového t-testu a (2) testovacie štatistiky Wel-
chovho dvojvýberového t-testu. Zvol’te (a) n = 5, (b) n = 50 a (c) n = 100.

Pŕıklad 30 (pravdepodobnost’ pokrytia, ak σ2
1 = σ2

2 sú neznáme) Nech Xj ∼ [pN(μj , σ
2) +

(1 − p)N(μj , σ
2
a)], kde p = 0.9, j = 1, 2, μ1 = 20, μ2 = 35, σ2 = 100 a σ2

a = 400. Pomocou
simulačnej štúdie (M = 100000) vypoč́ıtajte pravdepodobnost’ pokrytia 95% DIS pre μ1 − μ2 ako
podiel

∑M
m=1 I (tW,m < tdf (α/2)) /M , kde tW,m sú testovacie štatistiky klasického dvojvýberového t-

testu. Zvol’te (a) n = 5, (b) n = 50 a (c) n = 100.

Pŕıklad 31 (pravdepodobnost’ pokrytia, ak σ2
1 6= σ2

2 sú neznáme) Nech Xj ∼ [pN(μj , σ
2
j ) +

(1 − p)N(μj , σ
2
ja)], kde p = 0.9, j = 1, 2, μ1 = 20, μ2 = 35, σ2

1 = 100, σ2
2 = 150, σ2

1a = 400 a σ2
2a =

450. Pomocou simulačnej štúdie (M = 100000) vypoč́ıtajte pravdepodobnost’ pokrytia 95% DIS pre
μ1 − μ2 ako podiel

∑M
m=1 I (tW,m < tdf (α/2)) /M , kde tW,m sú (1) testovacie štatistiky klasického

dvojvýberového t-testu a (2) testovacie štatistiky Welchovho dvojvýberového t-testu. Zvol’te (a) n = 5,
(b) n = 50 a (c) n = 100.

Pŕıklad 32 (sila a silofunkcia testu rozdielu stredných hodnôt) Použite na simuláciu hus-
toty rozdelenia testovacej štatistiky Tdf,λ dvojvýberového testu rozdielu stredných hodnôt μ1 − μ2 za
platnosti dvojstrannej alternat́ıvy H11 pri M = 20000 opakovaniach. Túto hustotu v podobe histogramu
v relat́ıvnej škále zakreslite do obrázka a superponujte ju s teoretickou hustotou. Vypoč́ıtajte silu za
platnosti alternat́ıvy H11 : μ1 − μ2 = 2, kde n1 = n2 = 25. Použite (a) klasický dvojvýberový t-test
a (b) Welchov dvojvýberový t-test. (1) X1 ∼ N(4, 2.52), X2 ∼ N(2, 2.52) a (2) X1 ∼ [pN(4, 2.52) +
(1 − p)N(4, 4.52)], X2(2, 4.5

2), kde p = 0.9.

Pŕıklad 33 (maximálne vierohodné odhady; nádor prsńıka) Majme početnosti subjektov X1,
ktoré majú rozš́ırené metastázy nádoru prsńıka, kde X1 ∼ Bin(N1, p1) a početnosti subjektov X2,
ktoré majú lokalizované metastázy nádoru prsńıka, kde X2 ∼ Bin(N2, p2). (a) Aplikujte funkciu vie-

rohodnosti L(θ|x1,x2), kde θ = (θ, η)T , logaritmus pomeru šanćı θ = ln p1/(1−p1)
p2/(1−p2)

a rušivý parameter

η = ln p2

1−p2
na dáta v tabul’ke a vypoč́ıtajte θ̂. (b) Nakreslite funkciu vierohodnosti ako aj profilovú

funkciu vierohodnosti a DIS. Zopakujte pre n1 = 6 a n2 = 0. (c) Vypoč́ıtajte vierohodnostný 95% DIS
pre θ pomocou metodiky 15% cut-off štandardizovanej profilovej funkcie vierohodnosti. DIS dokreslite
do jedného obrázka k profilovej funkcii vierohosnoti v jej 15% cut-off.
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Tabul’ka 2: Početnosti subjektov s rozš́ırenými a lokalizovanými metastázami
metastázy rozš́ırené lokalizované spolu

áno 5 1 6
nie 10 9 19

spolu 15 10 25

Pŕıklad 34 (sila ANOVA F -testu a minimálny rozsah) Majme štyri populácie, ktorých stred-
né hodnoty sú μ1 = 390, μ2 = 405, μ3 = 415 a μ4 = 410. Predpokladajme, že Yji ∼ N(μj , σ

2
e).

(a) Vypoč́ıtajte silu 1 − β ANOVA F -testu rovnosti stredných hodnôt za predpokladu, že K = 6,
σ2

e = 202 a α = 0.05.
(b) Vypoč́ıtajte silu 1 − β ANOVA F -testu rovnosti stredných hodnôt za predpokladu, že K = 6,
σ2

e = 102 a α = 0.05.

(c) Použite na simuláciu hustoty necentrálneho FdfA,dfe,λ2 testovaćıch štatist́ık F
(m)
W,λ (necentrálne

F rozdelenie s dfA a dfe stupňami vol’nosti a parametrom necentrality λ2), kde α = 0.05, K = 6,
σ2

e = 202, λ2 =
∑J

j=1 (μj − μ̂)2 /(σ2
e/K), m = 1, 2, . . . ,M , pri M = 1000 opakovaniach.
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