NEPRIME ORDINACE
CA, DCA, PCoA A NMDS



KORESPONDENCNI ANALYZA
CORRESPONDENCE ANALYSIS (CA)

o zalozena na konceptu niky (Hutchinson 1957)
e druhy vykazuji unimodalni odpovéd na ekologické gradienty, optima druh(
stejné jako jejich niky se vzajemneé lisi
* CA hleda takové gradienty, na nichz se niky druhi maximalné separuji

o zachovava X? (chi kvadrat) vzdalenosti
e odrazi rozdily v relativnim zasoupeni druh( vazené celkovou pocetnosti
* Netrpi problémem dvojitych absenci (double zeros)
* mozné pouzit na prima data pocetnosti
* nesmi byt negativni hodnoty a prazdné vzorky

* V ekologii CA zavedena Markem Hillem v roce 1973 pod nazvem reciprocal
averaging — coz je algoritmus, ktery se pouziva pro konstrukci ordinacnich os




SIMULOVANA DATA
JEDEN EKOLOGICKY GRADIENT

o simulovany gradient dlouhy 5000 jednotek
o 300 druht s unimodalni odpoveédi, riznymi Sirkami nik

o 500 vzorktd nahodné rozmisténych podél gradientu
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CA — SKALOVANI ORDINACNICH SKORE

o stejné jako u PCA 2 casta sSkalovani

* 1-zaméreno na vzorky, umisténi vzork( odpovida vazenému priméru druhd,
jsou zachovany X? vzdalenosti mezi vzorky

e 2 —zaméreno na druhy, umisténi druht odpovida vazenému primeéru vzorkd,
zachovava X? vzdalenosti mezi druhy




CA — ORDINACNI DIAGRAM (DRUHY A VZORKY)
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ARTEFAKTY V ORDINACICH
PRICINY

o dusledek algoritmu (linedrni nezavislost vsech os), ale kvadratickd neni
osetrena

o dusledek projekce (nelinedrni vztahy mezi druhy -> linearni prostor)
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ORDINACNI DIAGRAMY
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ARTEFAKTY V ORDINACICH
MOZNOSTI RESENI

o odstranéni trendu z ordinacnich os (detrending)

« detrendovana korespondencni analyza, Detrended Correspondence Analysis (DCA, Hill
& Gauch 1980)

» detrending by segments (nejCastéjsi)
e detrending by polynomials
o pouziti takovych ordinacnich technik, které umoznuji ordinaci vzorka v
prostoru pomoci jinych metrik nez je Euklidovska distance (PCA) nebo chi-
kvadrat distance (CA)
e analyza hlavnich koordinat, Principal Coordinate Analysis (PCoA)

* nemetrické mnohorozmérné skalovani, Non-metric Multidimensional Scaling (NMDS)




DCA — ODSTRANENI TRENDU
(Detrended Correspondence Analysis, detrendovana
korespondencni analyza)

Krok 1 — rozdéleni prvni osy na nékolik segment
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Krok 2 — vycentrovani druhé osy kazdého segmentu kolem nuly
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DCA — ODSTRANENI TRENDU
(Detrended Correspondence Analysis, detrendovana
korespondencni analyza)

Krok 3 — nelinearni preskalovani prvni osy
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Vysledek skalovani:
e osy naskalované v jednotkdach smérodatné odchylky (SD)

* celé druhové slozeni se obméni na 4 SD



http://ordination.okstate.edu/

VYBER ORDINACNI METODY NA ZAKLADE DCA
LINEARNI NEBO UNIMODALNI?

Pokud je délka 1. osy DCA
o mensi nez 3 SD — homogenni data - linearni metoda
o Vvetsi nez 4 SD — heterogenni data - unimodalni metoda

o Vvrozmezi 3-4 SD — obé techniky pracuji rozumné

Plati jen pro detrendovani po segmentech a délku prvni osy!




PCOA — PRINCIPAL COORDINATE ANALYSIS
(analyza hlavnich koordinat)

o metoda zalozena na nepodobnostech mezi vzorky

o vstupni data — matice nepodobnosti mezi vzorky

* Bray-Curtis (percent dissimilarity) — vhodnd metrika nepodobnosti pro abundanéni
data; netrpi problémem dvojitych nul

* Sorensen, Jaccard index — pro presence/absence data; netrpi problémem dvojitych
nul

e pokud zvolim Euklidovskou vzdalenost -> obdoba PCA
e pokud zvolim Chi-kvadrat vzdalenost -> obdoba CA

o umisti objekty na zakladeé jejich nepodobnosti do Euklidovského
prostoru (tvoreného souradnicemi — skére vzorku na osach)

o Pri prevodu nepodobnosti (B-C, Sor, Jacc) do Eukleidovkého
prostoru mohou vznikat osy s negativnimi eigenvalues a skore
tvorenymi imaginarnimi Cisly

* Problém pro intepretaci vysledk( (mnozstvi vysvétlené variability),
« Casto lze vyfedit odmocnénim plivodni nepodobnosti (zejuména u semimetrickych
nepodobnosti - B-C, Sor)

o synonymum MDS — (metric) MultiDimensional Scaling




PCOA — PRIKLAD NA VZDALENOSTECH MEZI MESTY
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NMDS - NON-METRIC MULTIDIMENSIONAL SCALING)
NEMETRICKE VICEROZMERNE SKALOVANI

o nemetricka varianta PCoA (nepracuje primo s distancemi mezi
vzorky, ale s jejich poradim)

o vstupni data — matice nepodobnosti mezi vzorky

o iterativni algoritmus, ktery nemusi pokazdé dojit ke stejnému
vysledku (lokalni optima)

o Stress — parametr kvality analyzy

o nutno urcit pocet dimenzi, se kterymi bude metoda pracovat

Bud pocet zobrazovanych dimenzi nebo tento pocet+1

* Je dobré zkusit vice hodnot k (typicky az 5) a sledovat, kde dochazi k
prudkému poklesu stresu. Toto k nasledné zvolime pro konecnou analyzu

o na rozdil od PCoA optimalizuje vysledné vzdalenosti mezi
vzorky do nékolika malo (dvé — tfi) dimenzi




NMDS — SHEPARDUV DIAGRAM

vzdalenost mezi vzorky v
ordina¢nim diagramu
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Mon-metric fit, B2 = 0.968
Linear fit, B2 = 0.852

nepodobnost mezi vzorky

Pro stress-value pfriblizné
plati:

< 0.05 - vynikajici
< 0.1 -vyborny

< 0.2 —dobry

> (0.3 — Spatny

(Clarke & Warwick 2001)




DCA2

POROVNANI METOD

DCA
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tradi¢ni algoritmus ma tendenci

nebo péticipou hvézdu (artefakt) jakdkoliv data zobrazit jako kouli




KTEROU NEPRIMOU ORDINACI ZVOLIT?

Mérené proménné Druhové slozeni

- Parametry prostredi
- Morfometricka data

PCA ANO (standardizace po ANO (ale tyicky vyZaduje
proménnych) standardizaci po vzorcich — napf.
Hellingerova standardizace)
DCA NE ANO — dobre identifikuje

gradienty v datech

PCoA ANO, pokud nelze pouzit std- ANO (Bray-Curtis pro abundance;
PCA; napt. Gower dissimilarity  Jaccard nebo Sorensen pro
pro kombinaci kategoridlnicha pres/abs data)
kvantitativnich proménnych Dobre identifikuje gradienty.

NMDS NE ANO — dobre zobrazuje
vzdalenosti mezi vzorky v 2D
prostoru pres vice (ale ne
mnoho!) gradient(




PROBLEM VZACNYCH DRUHU

o nazor, ze maji prilis velky relativni vliv na vyslednou ordinaci v
unimodalnich metodach (Legendre and Gallagher 2001)

o Greenacre (2013) naopak demonstruje, ze prispévek vzacnych
druhd k X? vzdalenostem je maly

o downweighting rare species

* (nepfilis) snizi pocetnosti ,vzacnych” druh(

e vzacnost stanovena pomoci inverzniho Simpsonova indexu

* |weigh parameter v cca()/decorana()

e Diskuze o downweighting na:
http://r.789695.n4.nabble.com/ordination-in-vegan-what-does-downweight-do-td4010352.html|
o Obecné je dobré odstranit druhy s 1 vyskytem — predstavuji

prakticky jen neinterpretovatelny sum v datech

o U velkych dat (tisice vzorku) s omezenou kvalitou (fytocenologické
databaze) i druhy s vice vyskyty — < 10, < 20 apod.

o Odstranéni vzacnych druhd muze , stvorit” prazdné vzorky!
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