NUMERICKA KLASIFIKACE



SHLUKOVANI

O rozpoznani objektd, které jsou si dostatecné podobné, aby
mohly byt dany do stejné skupiny

o zjisténi odlisSnosti mezi skupinami




DISKONTINUUM VS. KONTINUUM

o Evolucni teorie predikuje diskontinuum — druhy

e taxonomové hledaji diskontinuity dané odliSnostmi mezi druhy

o Svét ekologie nejcasteji kontinualni

* metody schopné rozpoznat shluky podobnych objekt(, zatimco ignoruji
nékolik hrani¢nich

o Nelze oCekavat diskontinuity ve spolecenstvech, aniz by
prostredi bylo diskontinualni (nebo nevzorkujeme opacné
konce gradientl) whittaker 1962




PROC MA SMYSL VECI KLASIFIKOVAT?

Visible Spectrum

a.gov

http://wfc3.gsfc.nas

Red Orange Yellow Green Blue Indigo Violet

>

vinova délka (~ ekologicky
gradient)



http://wfc3.gsfc.nasa.gov/

PROC MA SMYSL VECI KLASIFIKOVAT?

Visible Spectrum

a.gov

http://wfc3.gsfc.nas

Red Orange Yellow Green Blue Indigo Violet

vinova délka (~ ekologicky
gradient)



http://wfc3.gsfc.nasa.gov/

PROC MA SMYSL KLASIFIKOVAT?

1-stiemchova jasenina /Pruno-Fraxinetum/ v komplexu s mokiadnimi olZinami /Alnion

glutinosae/

7-ternySova dubohabfina /Melampyro nemorosi-Carpinetum/

18-bukina s kybelnici devitilistou /Dentario enneaphylii-Fagetum/

24-bikova butina /Luzulo-Fagetum/

33-mochnova doubrava /Potentillo albae-GQuercetum/

36-bikové a/nebo jedlova doubrava /Luzulo albidae-Quercetum petraeae, Abieti-Quercetum/
37-bezkolencové doubrava /Molinio arundinaceae-Quercetum/

41-(sub)montanni a smriina na balvanitych rozpadech /Betulo carpaticae-Pinetum, Anastrepto
piceteeum/




KLASIFIKACE

o smyslem je najit diskontinuity (v jinak ¢asto kontinualni realité), které
muUzZeme pojmenovat — napriklad proto, abychom si usnadnili komunikaci

o cilem je seskupit podobné objekty (vzorky, druhy) do skupin, které jsou
vnitrné homogenni, dobre popsatelné a zaroven dobre odlisitelné od
ostatnich skupin

e pokud analyzuji vzorky — dana skupina obsahuje vzorky s podobnym druhovym sloZzenim
(napf. podobna stanovisté)

e pokud analyzuji druhy — dana skupina obsahuje druhy s podobnym ekologickym
chovanim




TYPOLOGIE
,SYSTEM TYPU“

o vysledek shlukovani objektl na kontinudlnim gradientu
o vysledkem typy, pomoci nichz Ize popsat kontinuum

o tyto typy samozrejme nejsou ani ,prirozené”, ani jediné
,Spravné”




KLASIFIKACE
OBECNE ROZDELENI

o subjektivni vs ebjektivnai

e v dobé rozkvéetu metod numerické klasifikace se vérilo, ze numerické metody
prinaseji klasifikaci zalozenou na objektivnich kritériich, tedy tu ktera
,skute€né existuje” (narozdil od té subjektivni, ktera je ,,vymyslem badatele®)

* vsechny klasifikace jsou ale z principu subjektivni

o nheformalizovana vs formalizovana

* formalizovana klasifikace je takova, ktera je provedena na zakladé jasnych
kritérii a diky tomu je mozné ji znovu reprodukovat

e opakem je klasifikace zalozena na neformalnich kritériich (napriklad pocitu),
kterou pak neni snadné zopakovat




OTAZKY, KTERE BYCH SI MEL POLOZIT PRED TiM,
NEZ ZACNU NECO KLASIFIKOVAT

o Pro jaky ucel klasifikaci délam?
» chci klasifikovat mUij datovy soubor (srovnat knihy v moji domdci knihovnicce)

* chci vytvorit obecny klasifikacni systém, ktery bude pouzitelny i na dalsi soubory
(vytvofit knihovnicky systém kategorizace knih, pouZivany i v jinych knihovndch)

o Podle jakych kritérii budu objekty klasifikovat?

e kritérium, podle kterého budu posuzovat, jestli si jsou objekty vice ¢i méné podobné
(knihy budu tridit podle obsahové podobnosti nebo napr. podle velikosti)

e odpovida vybéru indexu podobnosti mezi vzorky

o Jak stanovim hranice mezi jednotlivymi skupinami?

e pravidla, podle kterych budu prirazovat objekty do skupin
e odpovida vybéru klasifikacniho algoritmu
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KLASIFIKACE

K-means partitioning ><

(shlukovani metodou K-primért)
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NEHIERARCHICKA

866T 24puada g aJpusdan

nehierarchicka metoda — vSechny shluky jsou si rovny
minimalizuje sumy ¢tvercu vzdalenosti vzork( od centroidl shluku
na zacatku uzivatel zvoli pocet shluku (k)

iterativni metoda, za¢ne od ndhodného pfrirazeni vzorkl do shlukd,
postupné prehazuje vzorky mezi shluky a hleda optimalni feseni

vysledek do urcité miry zélezi na pocatecnim rozmisténi shlukt do
vzorku a je proto dobré proces mnohokrat zopakovat (najit stabilni
reseni), protoZze metoda ma tendenci nachazet lokalni minima




IDENTIFIKACE “SPRAVNEHO K“

o Spusténi kmeans pres cascadeKM

o Calinski — Harabasz criterion (~ F-ratio: MS /MS

* Nejvyssi hodnota ~ optimum

mezi shluky uvnitr sthkl"J)

* Hodnota K, pfi které C-H crit. Vzroste, mlze byt taky zajimava
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DALSI METODY PATRITIONING

o K-means

* Kompatibilni pouze s na metrickymi distancemi
* Jinak nutné prepocitat nepodobnosti na vzdalenosti pomoci PCoA

Spocte se PCoA, a do K-mean se pouZije prvnich X os, které vyscétluji 90 nebo 95% variability
- Arbitrarni, ale funguje

o Partitioning around the medoids
e Centrum neni priimér, ale néjaky konkrétni bod (medoid)
e Pouzitelné na jakoukoliv nepodobnost
* Ma byt robustnéjsi nez k-means
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KLASIFIKACE
HIERARCHICKA A AGLOMERATIVNI

Shlukova analyza (cluster analysis )
o hierarchickd metoda
* shluky jsou hierarchicky usporadany

o aglomerativni metoda
* shluky jsou tvofeny ‘odspodu’, tzn. postupnym shlukovanim jednotlivych vzork( do
vétSich skupin
o zakladni volby:
* mira nepodobnosti mezi vzorky (distance measure)
* shlukovaci (klastrovaci) algoritmus (clustering algorithm)




SHLUKOVA ANALYZA (CLUSTER ANALYSIS)

Vysledek shlukové analyzy je ovlivnén celou
radou rozhodnuti, které provadime

na raznych urovnich

zpracovani dat

vysledna
klasifikace
matice nepodobnosti

e vybér shlukovaciho
algoritmu (single linkage,
e complete linkage atd.)
primarni data

¢ transformace
¢ standardizace

* mira nepodobnosti
(Euklidovska, Bray-
Curtis atd.)

sbér dat

e volba dllezitostni hodnoty
(pokryvnost, pocetnost)




SHLUKOVA ANALYZA (CLUSTER ANALYSIS)
SHLUKOVACI ALGORITMY
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SHLUKOVA ANALYZA (CLUSTER ANALYSIS)
SHLUKOVACI ALGORITMY

Metoda jednospojna (single linkage, nearest neighbour)
o vzorky se poji ke shluku, ve kterém je jim nejpodobnéjsi vzorek
o pridam se ke skupiné, ve které je ten, kdo je mi nejvic sympaticky

Metoda vSespojna (complete linkage, farthest neighbour)

o vzorky se pripoji ke shluku az v okamziku, kdy shluk obsahuje vSechny podobné
vzorky

o Zzjistim nejnesympatictéjsi jedince ve vsech sjkupindch a pfiddm se ke skupiné ve
které je ten nejmin nesympaticky
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SHLUKOVA ANALYZA (CLUSTER ANALYSIS)
DENDROGRAM

o zalezi na tom, které vzorky jsou spojeny na které urovni
o nezalezi na tom, ktery vzorek (skupina) je vpravo a ktery vlevo
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METODA JEDNOSPOJNA VS VSESPOJNA

Bray-Curtis distance / Single linkage
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metoda jednospojna se vyrazné retézi




SHLUKOVA ANALYZA (CLUSTER ANALYSIS)

SHLUKOVACI ALGORITMY

Average linkage (napr. UPGMA)

o zahrnuje radu metod, které stoji mezi
single a complete linkage a v ekologii
jsou smysluplnéjsi

o UPGMA (unweighted pair-group
method using arithmetic averages) —
vzorek se pripoji ke shluku, ke kterému
ma nejvétsi (nevazenou) priimérnou
podobnost se vsemi jeho vzorky

o pridam se ke skupiné, ve které jsou mi
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SHLUKOVA ANALYZA (CLUSTER ANALYSIS)
SHLUKOVACI ALGORITMY

Wardova metoda (Ward’s minimum
variance method)

Euclidean distance / Ward's method

o minimalizuje soucet Ctercl vzdalenosti
mezi vzorky a centroidy jejich shluk

o jsou spojovany ty shluky (vzorky) jejichz
shluknuti povede k nejmensimu
narustu souctu ¢tvercd
vnitroshlukovych vzdalenosti g - g

o vysledné shluky maji tendenci byt “Me Fﬁ .

hypersférické a zhruba stejné velikosti 2%0r=R co T,

o neméla by se kombinovat se
Sgrensenovym (Bray-Curtis) indexem
nepodobnosti, mozno pouze s
metrickymi distancemi




KOFENETICKA VZDALENOST

o Vzdalenost mezi dvéma vzorky definovana jako nepodobnost
v ramci skupiny v niz jsou dva vzorky spojené do jednoho
klastru

Cluster Dendrogram
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VZTAH MEZI ORIGINALNI NEPODOBNOSTI A KOFENETICKOU
VZDALENOSTI
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