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Vícerozměrné metody
1. Vstupní data pro vícerozměrné analýzy
2. Metriky podobností a vzdáleností
3. Cluster Analysis
4. Principal component analysis
5. Correspondence analysis
6. Canonical analysis
7. Discriminant analysis
8. Factor analysis
9. Multidimensional scaling

Projection of the variables on the factor-plane (  1 x   2)
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Úvod do vícerozměrných metod I.
Vícerozměrné metody: Název vícerozměrné vychází z typu vstupních dat, tato data jsou tvořena 
jednotlivými objekty (i.e. klienti) a každý z nich je charakterizován svými parametry (věk, příjem atd.) a 
každý z těchto parametrů můžeme považovat za jeden rozměr objektu.
Maticová algebra: Základem práce s daty a výpočtů vícerozměrných metod je maticová algebra, 
matice tvoří jak vstupní, tak výstupní data a probíhají na nich výpočty.
NxP matice: N objektů s p parametry pak vytváří tzv. NxP matici, která je prvním typem vstupu dat do 
vícerozměrných analýz. 
Asociační matice: Na základě těchto matic jsou počítány matice asociační na nichž pak probíhají
další výpočty, jde o čtvercové matice obsahující informace o podobnosti nebo rozdílnosti (tzv. metriky) 
buď objektů (Q mode analýza) nebo parametrů (R mode analýza).Měřítko podobnosti se liší podle 
použité metody a typu dat, některé metody umožňují použití uživatelských metrik. 
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Vstupní matice vícerozměrných analýz
NxP MATICE ASOCIAČNÍ MATICE

Hodnoty parametrů pro jednotlivé
objekty

Korelace, kovariance, vzdálenost, 
podobnost
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Úvod do vícerozměrných metod II.
SHLUKOVÁ ANALÝZA ORDINAČNÍ METODY

vytváření shluků objektů na 
základě jejich podobnosti
identifikace typů objektů

zjednodušení vícerozměrného 
problému do menšího počtu 
rozměrů
principem je tvorba nových 
rozměrů, které lépe vyčerpávají
variabilitu dat
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Vzorce v Excelu
• vpisují se do buněk sešitu
•vzorce jsou vždy uvozeny = (lze též + -)
• aritmetické operátory + zabudované funkce Excelu
• pro „sčítání“ nečíselných položek se používá &
• výpočet je založen buď na číselných konstantách nebo 
odkazech na buňky

=3*log(A1)
uvození vzorce

konstanta zabudovaný vzorec Excelu

odkaz na buňku
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Vzorce v Excelu – odkazy na buňku – styl A1
Relativní odkazy

• A1 = buňka 1. řádku sloupci A
• A1:B6 = blok buněk – levý horní roh je v 1. řádku, sloupec A, 

pravý dolní na řádku 6, sloupec B 
• relativní odkaz se při automatickém vyplnění buněk vzorcem

posune

Absolutní odkaz – odkaz na buňku  je pevně dán, při
kopírování nebo automatickém vyplnění se nemění, lze 
uzamknout jak řádky, tak sloupce samostatně

$A$1
uzamčení řádku

uzamčení sloupce
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Maticové vzorce v Excelu
• výpočty z matic dat
• zadávání je ukončeno stiskem CTRL+SHIFT+ENTER

{=SUMA(A17:A23*B17:B23)}

Vzorec je založen na těchto dvou 
maticích dat

Násobení řádků matic

Celkové sečtení

Nezbytné pro operace s maticemi.
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Měření vzdálenosti objektů
Euklidovská vzdálenost
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i,j – označení objektů
dij – vzdálenost objektů i a j
p – počet parametrů
k – k-tý parametr
wk – váha parametru k

Vážená euklidovská vzdálenost
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Minkowski (power distance)
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- celé číslo 
=1 Manhattan (city block) 
= 2 Euklidovská vzdálenost

Chebychev

jkikij xxd −= max
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Měření podobnosti objektů
Binární koeficienty podobnosti

Objekt 1
1 0

1 a b
Obj
ekt 
2

0 c d

a, b, c, d = počet případů, kdy souhlasí
binární charakteristika objektu 1 a 2 
a+b+c+d=p

Symetrické binární koficienty - není rozdíl mezi případem 1-1 a 0-0

Simple matching coefficient

p
daxxS +

=)( 21

Hamman, Yule coefficient, 
Pearson’s (phi) a další
koeficienty
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Asymetrické binární koeficienty – odstranění double zero

Jaccard`s coefficient

cba
axxS
++

=)( 21 cba
axxS
++

=
2

2)( 21

Sorensen`s coefficient

Řada dalších koeficientů dávajících různou váhu 
jednotlivým kombinacím parametrů
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Kvantitativní koeficienty
Obdoby binárních koeficientů pro více parametrů než 0/1

Simple matching coefficient pro více parametrů

p
souhlasxxS =)( 21

p=počet parametrů

Gowerův koeficient
Zahrnutí podobnosti podle různých typů parametrů – binární, kvalitativní
a semikvantitativní i kvantitativní (odlišný výpočet pro jednotlivé typy). 
Celkový součet podobností je podělen počtem parametrů. Může 
zahrnovat podmínku nepočítat s chybějícími parametry – Kronecker`s 
delta.

Více informací a další měření vzdáleností a podobností najdete v knize 
LEGENDRE, P. & LEGENDRE, L. (1998). Numerical ecology. Elseviere Science 

BV, Amsterodam.
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Vícerozměrné metody v

Statistica 6 – nabídková
větev Multivariate Exploratory
Techniques v menu Statistics

Statistica 5.5 – několik 
samostatných modulů volitelných 
ze základní nabídky (Cluster Analysis, 
Factor Analysis, Canonical Analysis, 
Multidimensional Scaling, Correspondence
Analysis a jiné)
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Statistics >> Multivariate Exploratory Techniques >> Cluster Analysis

• Joining (tree clustering) – hierarchické shlukování, podle vzdálenosti mezi 
objekty jsou tyto skládány do skupin pomocí různých algoritmů.
• K – means clustering (hypotéza existence x clusterů a její ověření
analogické k ANOVA – sestavení clusterů tak aby se minimalizovala jejich 
vnitřní variabilita a maximalizovala variabilita mezi clustery), nehierarchické
shlukování
• Two-way joining (shlukování je prováděno zároveň na základě jak objektů, 
tak parametrů)



CENTRUM BIOSTATISTIKY A ANALÝZVÝUKA

“Klasická“ shluková analýza hierarchicky spojující objekty do skupin podle 
vzdálenosti v asociační matici

Vybrání proměnných pro výpočet
Vstupní soubor je matice 
objekty x parametry nebo 
matice vzdáleností

Mají být shlukovány 
sloupce nebo řádky 
vstupní matice objekty x
parametry?

Shlukovací algoritmus

Použitá vzdálenost mezi objekty 
(jen matice objekty x parametry)

Výběr z 
dat

Automatizovaný 
výstup Smazání chybějících 

dat nebo jejich 
nahrazení průměrem
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Joining (Tree Clustering) – shlukovací algoritmy

centroid

Na tuto vzdálenost se ptá single linkage
Na tuto vzdálenost se ptá complete linkage

Další metody počítají s průměrnou vzdáleností všech objektů shluků nebo 
vzdáleností centroidů (vzdálenost může být vážena velikostí shluků). 
Wardova metoda se snaží minimalizovat  variabilitu uvnitř shluků.
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Výsledky programu Statistica se typicky dělí na záložky Quick (nejdůležitější
výstupy) a Advanced (podrobnější analýza, nastavení vlastností výstupů)

Horizontální a vertikální
dendrogram

Popis analýzy

Pravoúhlé větve stromu

Matice 
vzdáleností

Popis 
objektů
(průměr a 
SD)

Vzdálenost v %

Postup skládání
stromu v podobě
tabulky a grafu

Export matice vzdáleností (podle zvolené metriky) do 
speciálního souboru Statistica pro matice vzdáleností
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Dendrogram představuje grafický výstup shlukové analýzy, kde jsou objekty 
propojeny tak, jak postupovalo jejich shlukování

Tree Diagram for 22 Cases
Complete Linkage

Euclidean distances

0 20 40 60 80 100

(Dlink/Dmax)*100

Porsche
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Buick
Toyota
Mazda

Volvo
Saab
BMW

Mercedes
Audi

Nissan
Mitsub.
Pontiac
Honda

VW
Dodge

Chrysler
Olds

Acura

Vzdálenost (zde v %)

Shlukované
objekty

Popis analýzy
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Almagenation schedule a graf poskytují uživateli přehled nad celým procesem 
shlukování, tj. při jaké vzdálenosti a jaké objekty nebo jejich skupiny se shlukly

Amalgamation Schedule (Cars.sta)
Complete Linkage
Euclidean distances

linkage
distance

Obj. No.
1

Obj. No.
2

Obj. No.
3

Obj. No.
4

Obj. No.
5

,4580483
,6231085
,6670490
,7060042
,7914339
,9847189
1,127473
1,137488
1,202407
1,284603
1,537968
1,834401

Chrysler Dodge
Audi Mercedes

Honda Pontiac
Saab Volvo

Chrysler Dodge VW
Chrysler Dodge VW Honda Pontiac

Mazda Toyota
Mitsub. Nissan

Audi Mercedes BMW
Acura Olds

Audi Mercedes BMW Saab Volvo
Chrysler Dodge VW Honda Pontiac

Plot of Linkage Distances across Steps
Euclidean distances
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Joining (Tree Clustering) – asociační matice
Asociační matice představují speciální typ souborů programu Statistica (přípona 
.smx),  jde o čtvercové matice nesoucí informaci o vztazích mezi řádky a sloupci, 
tvoří alternativní vstup pro vícerozměrné analýzy,některé analýzy lze provádět pouze 
na datech v tomto formátu. Na rozdíl od běžných souborů obsahují 4 speciální řádky, 
pro správnou funkci je nezbytné dodržet jejich přesnou syntaxi.

Var 1 Var 2 Var 3

Var 1 1.00 .20 .30

Var 2 .20 1.00 .10

Var 3 .30 .10 1.00

Means 12 11 10

Std. Dev. 3 5 2

No. Cases 50

Matrix 1

Vlastní matice vzdáleností

Průměr a SD proměnných 
(není nutné pro matici 
podobností a nepodobností)
Počet případů = počet z nějž
byla matice vytvořena, ne počet 
jejích řádků

Typ matice  1 = korelace, 2  = podobnosti, 3 = nepodobnosti, 4 = kovariance
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Shluková analýza K-means clustering
K-means clustering se snaží rozdělit objekty do zadaného počtu shluků tak, aby 
byla minimalizována variabilita uvnitř shluků a maximalizována mezi shluky

Vybrání proměnných pro výpočet
Mají být shlukovány 
sloupce nebo řádky 
vstupní matice objekty x
parametry?

Počet očekávaných 
shluků
Počet iterací – kroků
výpočtu

Smazání chybějících 
dat nebo jejich 
nahrazení průměrem

Automatizovaný 
výstup Nastavení počátečních shluků, 

od nichž se výpočet odvíjí
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K-means clustering - výsledky
K-means clustering pracuje s objekty pouze na základě Euklidovské vzdálenosti, na 
tuto skutečnost je nezbytné pamatovat pokud tato metrika není pro data vhodná.

Popis analýzy

ANOVA pro jednotlivé
proměnné

Euklidovská
vzdálenost středu 
shluků

Graf průměrů
jednotlivých 
proměnných v shlucích

Průměr, rozptyl, SD 
parametrů v shlucích

Objekty v shlucích a 
jejich vzdálenost od 
centroidu

Uloží příslušnost k shluku doplněnou o vzdálenost k centroidu 
pro všechny objekty (+ vybrané parametry).
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K-means clustering – tabulky výsledků
ANOVA jednotlivých parametrů
rozdělených podle shluků

Středy a vzdálenosti 
středů shluků

Popisná statistika shluků

Členové shluku a jejich vzdálenost od středu shluku
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Plot of Means for Each Cluster

 Cluster 1
 Cluster 2
 Cluster 3

PRICE
ACCELER

BRAKING
HANDLING

MILAGE

Variables

-3,5

-3,0

-2,5

-2,0

-1,5

-1,0

-0,5

0,0

0,5

1,0

1,5

2,0

K-means clustering – průměry parametrů

Průměry v 
shlucích

Čáry pro 
jednotlivé
shluky

Jednotlivé parametry
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Statistics >> Multivariate Exploratory Techniques >> Principal components …

Smazání chybějících 
dat nebo jejich 
nahrazení průměrem

1. proměnné pro výpočet
2. suplementary variables

nejsou použity pro výpočet, 
ale objeví se na výsledku 

3. active cases – vybrání cases
(řádků), které se použijí pro 
výpočet, ostatní se mohou 
pouze zobrazit

4. grouping variables – pro 
označení skupin objektů

Analýza je založena na matici 
korelací (standardizace 
proměnných) nebo kovariancí
(vliv rozdílných rozptylů)

Pro výpočet rozptylu se 
používá n nebo n-1.
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Principal component analysis – výsledky quick
Počet faktorů

Popis analýzy
Koordináty 
parametrů na 
faktorových osách

Koordináty objektů
na faktorových 
osách

Eigenvalues
~ variabilita vyčerpaná
faktorovými osami, jejich 
součet = počet 
parametrů

Grafické znázornění eigenvalues

2D graf 
parametrů
vzhledem k 
faktorovým 
osám 

2D graf 
objektů
vzhledem k 
faktorovým 
osám 
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Factor coordinates of variables = korelace

Faktorové osy

Pozice parametrů
na faktorových 
osách

parametry

Factor coordinates of cases

Faktorové osy

Příslušnost objektů do 
skupinobjekty

Pozice parametrů
na faktorových 
osách
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Eigenvalues vyjadřují variabilitu vyčerpanou faktorovými osami, jejich hodnoty slouží
při rozhodnutí kolik faktorových os je pro nás zajímavých

Eigenvalue Kumulativní
eigenvalue/vyčerpaná
variabilita

variabilita vyčerpaná
příslušnou osou

Eigenvalues of correlation matrix
Active variables only

  37,66%

  22,69%

  16,58%
  14,47%

   8,59%

0,0 0,5 1,0 1,5 2,0 2,5 3,0 3,5 4,0 4,5 5,0 5,5 6,0

Eigenvalue number
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Eigenvalues of correlation matrix, and related stati
Active variables only

Value number
Eigenvalue % Total

variance
Cumulative
Eigenvalue

Cumulative
%

1
2
3
4
5

1,883153 37,66307 1,883153 37,663
1,134548 22,69096 3,017701 60,354
0,829119 16,58238 3,846820 76,936
0,723700 14,47401 4,570521 91,410
0,429479 8,58959 5,000000 100,000

Eigenvalue

Principal component
vytvořená PCA

Průběh scree plot
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Plot variables factor coordinates – vynáší do prostoru faktorových os původní
parametry, zobrazuje jejich korelaci s faktorovými osami

Projection of the variables on the factor-plane (  1 x   2)

 Active

 PRICE

 ACCELER

 BRAKING

 HANDLING

 MILAGE

-1,0 -0,5 0,0 0,5 1,0

Factor 1 : 37,66%
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Původní
parametry v 
ordinačním 
prostoru PCAVybrané faktorové

osy a vyčerpaná
variabilita
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Plot variables cases coordinates Výpočet je založen na původní NxP matici a 
matici eigenvektorů, zobrazuje vzájemné vzdálenosti objektů

Projection of the cases on the factor-plane (  1 x   2)
Cases with sum of cosine square >=  0,00

 Active

Acura

Audi
BMW

BuickCorvette
ChryslerDodge

Eagle

Ford

Honda
Isuzu

Mazda

Mercedes

Mitsub.
Nissan

Olds

Pontiac
Porsche Saab

Toyota

VWVolvo

-6 -5 -4 -3 -2 -1 0 1 2 3 4 5

Factor 1: 37,66%
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Vybrané faktorové
osy a vyčerpaná
variabilita

Objekty v 
ordinačním 
prostoru PCA
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Principal component analysis – výsledky II parametry

Korelace proměnných 
a faktorů

2D graf 
parametrů
vzhledem k 
faktorovým 
osám 

Koordináty 
parametrů na 
faktorových 
osách

Podíl variability 
proměnných vyčerpaný 
daným počtem faktorů

Nastavení grafu

Eigenvalues

Grafické znázornění
eigenvalues

Eigenvectors – vektory faktorů v 
původním prostoru

Příspěvek 
proměnných k 
jednotlivým faktorům
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Eigenvectors

parametry
faktory

eigenvektor

Contribution of variables Communalities

Příspěvek parametru k variabilitě faktoru



CENTRUM BIOSTATISTIKY A ANALÝZVÝUKA

Principal component analysis – výsledky III objekty

Koordináty objektů
na faktorových 
osách

2D graf objektů
vzhledem k 
faktorovým osám 

Factor scores

Factor scores
coefficients
Příspěvek 
proměnných k 
jednotlivým 
faktorům

Uložit koordináty nebo scores objektů
Výběr objektů podle sumy cos2

objektu pro dané faktory

Nastavení grafu
Cos2 úhlu mezi 
faktorem a 
vektorem objektu 
(communalities)
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Factor scores

Faktorové osy

Příslušnost objektů do 
skupinobjekty

Factor coordinates
dělené odmocninou 
eigenvalue

Factor scores coefficients

Faktorové osy
parametry Eigenvektory podělené

odmocninou eigenvalue
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Principal component analysis – popisná statistika

Průměr a SD 
proměnných

Korelační a 
kovarianční
matice 
proměnných, 
inverze, uložení

Popisné grafy 
jednotlivých 
proměnných

Zobrazení objektů
podle různých 
proměnných
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Statistics >> Multivariate Exploratory Techniques >> Correspondence Analysis

Podstatou korespondenční
analýzy je analýza 
kontingenčních tabulek, tj. 
tabulek kde průsečíky řádků a 
sloupců obsahují frekvenci 
dané kombinace

Nastavení vstupních dat 
raw data – proměnné s názvy řádků a sloupců tabulky – frekvence se dopočítají
frekvence s třídící proměnnou – sloupec názvů řádků, názvů sloupců, sloupec s 
frekvencemi
frekvence bez řídící proměnné – klasická tabulka – řádky X sloupce, na průsečíku 
frekvence
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Correspondence analysis – výsledky Quick

Koordináty řádků a 
sloupců v souřadném 
systému

Výstup všech základních 
výsledků

1D, 2D, 3D grafy řádků a sloupců v souřadném systému

Počet rozměrů pro grafy a 
tabulky

Vybere počet os, 
vyčerpávajících určitou 
hodnotu inertia

Popis analýzy
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Row and column coordinates

Koordináty v ordinačním prostoru CA

Sloupce nebo řádky 
(samostatné
tabulky)

Celkový podíl řádku v tabulce 
relativních frekvencí (výpočet závisí
na nastavení záložky options)

Kvalita zobrazení daného 
bodu daným počtem 
dimenzí (proporce bodu k 
celkové inertii dané
počtem dimenzí)

Podíl bodu na celkové
inertii (neovlivněno 
počtem dimenzí)

Obdoba kvality (cos2 a relative
inertia pro jednotlivé dimenze



CENTRUM BIOSTATISTIKY A ANALÝZVÝUKA

Grafy CA 1D,2D,3D

1D Plot of Row and Column Coordinates for Dimension:  3
Input Table (Rows x Columns): 34 x 16

Standardization: Row and column profiles
Eigenvalue: ,09920 (9,9196% of Inertia) Contribution to Chi-square: 26,981

Row1
Row2Row3

Row4

Row5

Row6

Row7

Row8

Row9

Row10

Row11

Row12

Row13

Row14

Row15

Row16

Row17

Row18

Row19
Row20

Row21Row22

Row23Row24

Row25

Row26

Row27

Row28

Row29

Row30

Row31

Row32

Row33
Row34

COKE_Y

COKE_N
DCOKE_Y

DCOKE_N

DPEPSI_Y

DPEPSI_N

D7UP_Y

D7UP_N

PEPSI_Y

PEPSI_N

SPRITE_Y

SPRITE_N

TAB_Y

TAB_N

SEVNUP_Y

SEVNUP_N

Row Coordinates Column Coordinates
-1,2

-1,0

-0,8

-0,6

-0,4

-0,2

0,0

0,2

0,4

0,6

0,8

C
oo

rd
in

at
e 

V
al

ue

2D Plot of Row and Column Coordinates; Dimension:  2 x  3
Input Table (Rows x Columns): 34 x 16

Standardization: Row and column profiles
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Dimension 2; Eigenvalue: ,15143 (15,14% of Inertia)

-1,2

-1,0

-0,8

-0,6

-0,4

-0,2

0,0

0,2

0,4

0,6

0,8

D
im

en
si

on
 3

; E
ig

en
va

lu
e:

 ,0
99

20
 (9

,9
20

%
 o

f I
ne

rti
a)

3D Plot of Row and Column Coordinates; Dimension:  1 x  2 x  3
Input Table (Rows x Columns): 34 x 16

Standardization: Row and column profiles
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Grafy obsahují koordináty jak řádků, tak 
sloupců původní tabulky.

Grafy mohou být generovány pro 
všechny kombinace dimenzí.
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Correspondence analysis - nastavení

Počet rozměrů pro grafy a 
tabulky

Vybere počet os, 
vyčerpávajících určitou 
hodnotu inertia

Způsob standardizace koordinátů
1. Interpretace vzdáleností v 

rámci řádků i sloupců
2. Kanonická standardizace 
3. Interpretace jen v rámci řádků
4. Interpretace jen rámci 

sloupců
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Correspondence analysis – výsledky Advanced

Koordináty řádků a 
sloupců v souřadném 
systému

Výstup všech 
základních výsledků

Eigenvalues ~ inertia 
“vysvětlená“sloupci + 

graf

Tabulka frekvencí
výskytu + 
nestandartizované
koordináty

1D, 2D, 3D 
grafy řádků
a sloupců v 
souřadném 
systému

Nastavení grafů – výběr os, zkrácení popisek, identické
měřítko
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Eigenvalues and Inertia for all Dimensions (Beverage.st
Input Table (Rows x Columns): 34 x 16
Total Inertia=1,0000 Chi2=272,00 df=495 p=1,0000

Number
of Dims.

Singular
Values

Eigen-
Values

Perc. of
Inertia

Cumulatv
Percent

Chi
Squares

1
2
3
4
5
6
7
8
9
10
11
12

0,694078 0,481745 48,17449 48,1745 131,0346
0,389141 0,151430 15,14304 63,3175 41,1891
0,314954 0,099196 9,91959 73,2371 26,9813
0,297800 0,088685 8,86851 82,1056 24,1223
0,275500 0,075900 7,59004 89,6957 20,6449
0,221580 0,049098 4,90976 94,6054 13,3546
0,174100 0,030311 3,03109 97,6365 8,2446
0,153736 0,023635 2,36348 100,0000 6,4287
0,000000 0,000000 0,00000 100,0000 0,0000
0,000000 0,000000 0,00000 100,0000 0,0000
0,000000 0,000000 0,00000 100,0000 0,0000
0,000000 0,000000 0,00000 100,0000 0,0000

Plot of Eigenvalues
Input Table (Rows x Columns): 34 x 16

Total Inertia=1,0000 Chi2=272,00 df=495 p=1,0000
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Vysvětlený χ2

Jednotlivé
dimenze

eigenvalue
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Korespondenční analýza analyzuje kontingenční tabulky, k původní tabulce 
frekvencí je vytvořena tabulka očekávaných frekvencí a tyto dvě tabulky jsou pomocí
χ2 srovnány, analýza hledá takové nové dimenze, které vyčerpávají maximální část 
celkové χ2 hodnoty (tzv. inertia)

sloupce

relativní frekvence bodů v původní
matici

Podíly 
řádků a 
sloupců

suma celé matice
řádky
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Correspondence analysis – přehledy

Pozorované
četnosti Očekávané

četnosti
Podíly v řádcích

Podíly v sloupcích
Rozdíl 
pozorovaných a 
očekávaných 
frekvencí

Podíly v celé
tabulce

Standartized deviates – odmocnina vlivu na 
Chi – square + doplnění znaménka

Vliv jednotlivých položek tabulky 
na celkový Chi-square
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K výsledkům analýzy je možné přidat další řádky nebo sloupce, jejichž pozice v 
souřadném prostoru se spočítají na základě CA, ale její výpočet neovlivní (obdoba 
suplementary variables a ne-active cases u PCA

Přidání dalších řádků nebo 
sloupců

Přidají se do analýzy na 
základě již spočítaných 
parametrů
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Statistics >> Multivariate Exploratory Techniques >> Canonical Analysis

Výběr 
proměnných

Typ vstupních 
dat – n x p 
matice nebo 
korelační matice

Výběr proměnných 
pro jednotlivé tabulky

Deskriptivní statistika a 
korelační matice
Grafy a popisná statistika
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Canonical analysis umožňuje nadefinovat některé z parametrů jako nezávislé, jiné
jako závislé, smyslem je studium vztahů těchto skupin parametrů

eigenvalues

graf eigenvalues

χ2 testy – slouží pro rozhodnutí kolik canonical
roots vybrat jako reprezentační

souhrn analýzy

Canonical scores a 
weights (užití pro 
výpočet scores a 
interpretaci canonical
roots)
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Souhrn výsledků

χ2 testy

Plot of Eigenvalues
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Number of Canonical Roots
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Graf eigenvalues

Eigenvalues
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Canonical analysis – výsledky II

Korelace mezi 
proměnnými v rámci 
tabulek a mezi nimy

XY graf faktorů
proti sobě

Graf kanonických 
korelací

Struktura faktorů a redundance
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Statistics >> Multivariate Exploratory Techniques >> Discriminant Analysis

Diskriminační analýza na základě námi daného rozdělení objektů do skupin vytváří
model pro jejich rozdělení podle parametrů

Nastavení proměnných s 
hodnotami a se skupinami 
+ definice rozlišovaných 
skupin

Výběr z 
dat

Smazání chybějících 
dat nebo jejich 
nahrazení průměrem

Rozšířené možnosti 
specifikování modelu
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Discriminant analysis – definice modelu

Typ metody:
• Standartní
• Forward stepwise
• Backward stepwise

Rychlé nastavení metody

Popisná statistika

Nastavení stepwise
metod
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Discriminant analysis – výsledky

Popis výsledků – příspěvek 
jednotlivých proměnných k 
diskriminaci objektů

Vzdálenosti 
diskriminovaných 
skupin

Popis analýzy

Kanonická analýza
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Discriminant analysis – výsledky tabulky
F spojené s danou WL

parametry

Wilk`s Lambda po vyjmutí parametru 
(0=perfektní diskriminace, 1=žádná
diskriminace)

Wilk`s Lambda spojená s 
unikátním  příspěvkem 
parametru k diskriminační
síle modelu

p spojené s daným 
F to remove

Tolerance = měřítko 
redundance

R2 (spjato s 
tolerance)
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Discriminant analysis – výsledky klasifikace

Mahalanobisova
vzdálenost2 objektů od 
centroidů skupin

Pozorované a vypočítané
příslušnosti do skupin

Klasifikace objektů

Pravděpodobnost 
zařazení Uložení klasifikace (jaký parametr a kolik objektů

uložit)

Předem nastavená pravděpodobnost zařazení do 
skupiny

Klasifikační funkce
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Discriminant analysis – výsledky klasifikace

Koeficienty klasifikační funkce Vzdálenost do centroidů

Objekt

Jeho klasifikace

Vzdálenost od centroidů

Objekt patří do skupiny pro 
kterou mu vyšla vyšší
hodnota funkce
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Statistics >> Multivariate Exploratory Techniques >> Factor Analysis

Faktorová analýza - Účelem je zjištění struktury vztahů proměnných na základě
korelace a redukce počtu proměnných.

Výběr proměnných

Typ vstupního souboru (matice 
n x p nebo asociační matice 
korelací
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Faktorová analýza - extrakce faktorů

Popis vstupu

Počet faktorů, 
které mají být 
extrahovány

Jejich minimální
eigenvalue

Typ extrakce 
jednotlivých 
faktorů

Deskripce – popis parametrů, korelace, multiple
regression atd.
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Faktorová analýza - výsledky

Eigenvalues

Způsob rotace

Factor loadings a 
jeho graf
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Faktorová analýza – výsledky II

Eigenvalues

Communalities
Scree plot 
(všechny 
eigenvalues)

Reprodukovaná a residuální korelační matice
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Faktorová analýza – výsledky III

Způsob rotace

Factor loadings a 
jeho graf

Hierarchical analysis of oblique factors - dvoustupňová analýza 
(nejprve výběr shluků proměnných podle jejich „unikátnosti“, pak 
tvorba sekundárních (se sdílenou variabilitou) a primárních faktorů
(shluky podobných proměnných))
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Faktorová analýza – výsledky IV

Factors scores
coefficients

Factor scores a 
jejich uložení

Deskripce – popis parametrů, korelace, 
multiple regression atd.
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Statistics >> Multivariate Exploratory Techniques >> Multidimensional Scaling

Multidimensional scaling dokáže na základě asociační matice s libovolnou 
metrikou vytvořit její Euklidovskou reprezentaci (příklad: na základě tabulky 
vzdáleností měst vytvoří mapu). 

Výběr parametrů (vstupní soubor musí mít formát asociační matice)

Počáteční konfigurace
Počet 
dimenzí k 
extrakci

Vzdálenosti menší než jsou 
považovány za 0

Počty iterací
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Multidimensional Scaling - výpočet
Multidimensional scaling může sloužit pro přípravu podkladů pro k-means
clustering pokud nemůžeme na naše data použít Euklidovskou vzdálenost. Metoda je 
výpočetně velmi náročná.

Parametry měnící
se při přepočtech
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Multidimensional Scaling – výsledky Quick

Popis analýzy
Výstup nových 
dimenzí + 
charakteristiky

Výstupní 2D a D 
graf

Shephard diagram ~ věrnost
reprezentace
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Multidimensional Scaling – výsledky tabulky

Shepard Diagram
 Distances and  D-Hats vs. Data
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D-hat ~ průběh vzdáleností při dobré reprezentaci

vzdálenosti

Nové dimenze

Stress – měřítko reprezentace, čím 
nižší, tím lepší reprezentace
Alienation – cizost, čím nižší, tím 
lepší reprezentace

Shepard diagram
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Multidimensional Scaling – výsledky Advanced

Výstup nových 
dimenzí + 
charakteristiky

Výstupní 2D a 3D graf

D-hat, D-star

Matice 
vzdáleností
(reprodukovaná)

D-hat, D-star versus 
reprodukovaná
vzdálenost ~ věrnost
reprodukce

Sumární hodnoty (reprodukovaná
vzdálenost, D-hat, D-star) Shepard diagram
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Scatterplot 2D
Final Configuration, dimension 2  vs. dimension 4
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2D graf Vzdálenosti x D-har (D-star)
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 Distances and  D-Hats vs. Data
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Scatterplot 3D

Final Configuration
Dimension 2  vs. Dimension 4  vs. Dimension 3
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