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Uvod

¢ Mnohorozmerné metédy:

nazov ,mnohorozmerné” — data su tvorené objektami (vzorky, lokality), kazdy z nich je
charakterizovany viacerymi parametrami (druhmi)

kazdy z tychto parametrov mézme povazovat za jeden rozmer objektu (vzorky)

DATOVA MATICA
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vzorka 1 Hodnoty pre druhy (presencia/absencia;
vzorka 2 abundancia; dominancia) pre kazdu vzorku
vzorka 3 &
vzorka 4 Ordinacia a zhlukova analyza su jediné
vzorka 5

mozné techniky, ktoré mézeme pouzit bez
vzorka 6 nameranych environmentalnych dat.




ZHLUKOVA ANALYZA ORDINACIA
¢ Klasifikuje vzorky (lokality), druhy & Usporaduva vzorky pozdiz trendu
alebo premenné v datach

¢ Nachadza skupiny v datach
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Zhlukova analyza

Zhlukova analyza:
¢ Roztriedenie objektov do niekolkych pomerne homogénnych zhlukov

& ZniZenie poCtu dimenzii objektov tak, ze radu uvazovanych premennych (druhy)
zastupi jedina premenna, vyjadrujuca prislusnost objektu k definovanej skupine

Na zaklade druhov

(premennych)
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vzorka 4
vzorka 5
vzorka 6
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vzorka 1
vzorka 2

vzorka 3
vzorka 4

vzorka 5
vzorka 6
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fikacia objektov
do skupin

zhluky su disjunktné

objekty vnutri zhluku si su ¢o
najviac podobné a s objektami
z rdznych zhlukov ¢o najmenej



Zhlukova analyza

Ciele klasifikacie su hlavne:
poskytnut informaciu o konkurencii druhov (vnutorna struktura dat),
stanovit typy spoloCenstiev pre deskriptivne studie (syntaxondmia alebo mapovanie),

odhalit' vztahy medzi spoloCenstvami a prostredim analyzovanim skupin vytvorenych
zhlukovou analyzou s ohfadom na environmentalne premenné (externa analyza).

*
*
*

Vstupné data

Vystupy analyzy

Tabulka spojitych alebo katego- e Tzv. dendrogram popisujici vazby medzi objektami

rialnych dat popisujuca objekty

vzorka 1
vzorka 2
vzorka 3
vzorka 4
vzorka 5
vzorka 6
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alebo parametrami

¢ Rozdelenie objektov alebo parametrov do daného
poCtu skupin

vzorka 1 B2

vzorka 2 i j
K3
S2
S3

vzorka 3 B2 ,__h
vzorka 4 ] —

4] m— J.
vzorka 5 1
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Zhlukova analyza

: single-linkage clustering
agglomerative

clustering average-linkage clustering
complete-linkage clustering
hierarchical i
techniques
¢ skupiny usporiadané _| monothetic | | association
do hierarchicke] method analysis
Struktury
— divisive clustering
|| polythetic | | two way indicator
method species analysis
non-hierarchical K-means

techniques clustering




Hierarchické aglomerativne zhlukovanie

Koeficienty podobnosti

Sorensenov koeficient
2a 3a
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Hierarchické aglomerativne zhlukovanie

Metriky vzdialenosti

Euklidovska vzdialenost

Dl(Xl’ Xz) = \/Z?Zl(yjl - yj2)2

Vazena euklidovska vzdialenost

D9(X17 Xz) = \/Z?_lwf(yjl - yj2)2

Minkowski (power distance)

: 1
D (%, %) = |:Zyj1 —Yj }

A - celé Cislo
A =1 Manhattan (city block)
A = 2 Euklidovska vzdialenost’

Manhattanska vzdialenost

p
D, (X, %) = Zyjl — Y2
j=1

Vysledok zhlukovej analyzy je
silne ovplyvneny vyberom
metriky vzdialenosti, resp.
indexu podobnosti




Hierarchické aglomerativne zhlukovanie

hierarchical
techniques

agglomerative
clustering

+ zacina jednotlivymi objektami, ktoré su spajané do vacsich
zhlukov

< vyzaduje maticu podobnosti alebo nepodobnosti (site by
site), ktorou zacCina

& pre data presencie/absencie aj pre kvantitativne data
existuje mnoho indexov podobnosti

& VSetky aglomerativne metody su zalozené na spajani
jednotlivych objektov (vzoriek) alebo zhlukov do vacsich
skupin

Definicia podobnosti medzi skupinami sa
u jednotlivych metdd lisi. Metody sa
navzajom liSia chapanim vzdialenosti
medzi zhlukmi.

—+ centroid Iné metddy:

» vzdialenost medzi centroidmi

vzdialenost pri single linkage - average linkage
— = = Vzdialenost pri complete linkage



Hierarchické aglomerativne zhlukovanie

Metoda najblizSieho suseda

(jednospojna metdda, metoda jedinej vazby, single linkage,
the nearest neighbor method)

A B
d
Vzdialenost' medzi dvoma zhlukmi je dana ako minimalna
vzdialenost’ medzi vSetkymi moznymi zastupcami zhluku. |7_‘
Casto sa i velmi vzdialené objekty moZu zist v rovnakom zhluku,
ak vacsi podet dalsich objektov medzi nimi vytvori akysi most. 1 2 3 5 4



Hierarchické aglomerativne zhlukovanie

Metdéda najvzdialenejSieho souseda

(vSespojna metdda, metdda uplnej vazby, complete linkage,
the furthest neighbor method)

Vzdialenost medzi dvoma zhlukmi je dana maximalnou vzdialenostou
medzi vSetkymi moznymi zastupcami oboch zhlukov.

Zhluky s medzi sebou dobre oddelené. ]

Tendencia k tvorbe kompaktych zhlukov, nie vSak vel'mi velkych. 1 2




Hierarchické aglomerativne zhlukovanie

Metoéda priemernej vzdialenosti (stredospojna metdda, metdda
priemernej vazby, average linkage, UPGMA — unweighted pair-group
method using arithmetic averages)

Medziskupinova (ne)podobnost je definovana ako priemerna (ne)podobnost medzi vSetkymi

moznymi parmi ¢lenov.
Metdda vedie Casto k podobnym vysledkom ako metdda najvzdialenejSieho suseda.




Hierarchické aglomerativne zhlukovanie

Centroidova metéda (Gowerova metdda, centroid method, UPGMC —
unweighted pair-group method using centroids)

centralny bod

ABDEC b

|

3 4 5§

Tato metdda nevychadza uz z agregacie informacii o medzizhlukovych vzdialenostiach
objektov. Kritérium je euklidovska vzdialenost centroidov. Pri tejto metdde je vzdialenost
medzi zhlukmi pocitana ako vzdialenost medzi centroidmi tychto zhlukov.



Hierarchické aglomerativne zhlukovanie

Medianova metoda (median method, WPGMC — weighted pair-
group method using centroids, weighted centroid clustering)

) centralny bod
centralny bod ABDE

ABDEC



Hierarchické aglomerativne zhlukovanie

Wardova metdda (Minimum variance clustering)

Wardova metdda je podobna stredospojnej a centroidnej metdde. Kritérium pre
spojovanie zhlukov je prirastok celkového vnutroskupinového suctu stvorcov odchylok
pozorovani od zhlukového priemeru. Prirastok je vyjadreny ako sucet stvorcov v novo
vznikajucom zhluku, zmensSeny o sucty Stvorcov v oboch zanikajucich zhlukoch.
Wardova metdda ma tendenciu odstrafiovat’ malé zhluky, teda tvorit’ zhluky zhruba
zhodnej velkosti.




Hierarchické aglomerativne zhlukovanie

retazového efektu spojila do jedného zhluku
plné trojuholniky a do druhého prazdne
trojuholniky, zatial ¢o Wardova metdda a
metdda priemernej vzdialenosti by priniesli
skupiny ohraniCené Ciarami (podla Everitt &
Dunn 1983).




Hierarchické aglomerativne zhlukovanie

Vysledkom hierarchického aglomerativheho zhlukovania je dendrogram (strom).

V tomto pripade boli pouzité:
¢ vsSespojna zhlukovacia metdda (complete linkage)
¢ miera vzdialenosti: Euklidovské vzdialenosti

D1 : Dendrogram znazornuje podobnost’ spoloCenstiev
g —— kérovcov Siestich lokalit v zaplavovej oblasti Dunaja
% } v troch obdobiach
0 D|§:|—|_ ¢ 1:1991-1992 pred prehradenim Dunaja
G2 | ¢ 2:1993-1997 prvych 5 rokov po prehradeni
) S —— ¢ 3:1999-2004 dalSich 6 rokov po prehradeni
v 3 —7 | Sledované lokality:
K3 — ¢ D: Dobrohost
Vos2— + G: Gabgikovo
4 6 8 10 12 14 16 18 ¢+ B: BOdl’ky
Linkage Distance o | Istragov
+ K: Kralovska luka
¢ S: Sporna sihot



Hierarchické aglomerativne zhlukovanie

Minimalni kostra (minimum spanning tree)
graf, ktory spojuje vSetky opjekty tak, ze sa tu nevyskytuju ziadne smycCky alebo
kruznice a zaroven sucty dlzok spojnic medzi uzlami (objektami) je minimalny.

Grafické zobrazenie je podobné hierarchii ziskanej \\
pomocou zhlukovacej metddy najblizSieho suseda. 5

Rozdiel je ten, ze minimalna kostra zobrazuje tie \
objekty, ktoré su za spojenie prislusnych zhlukov o4

zodpovedné.
Vystup je mozné zobrazit na ordinaCnom diagrame. ., .



Hierarchické aglomerativne zhlukovanie

Metdéda spojovania susednych objektov (neighbor-joining method)

Metoda je podobna zhlukovacim metédam.

Pouziva sa napr. k hodnoteniu dat ziskanych pri analyze diZkového polymorfizmu
DNA, tj. v situaciach, kedy su vysledkom analyz matice binarnych dat (pritomnost
alebo nepritomnost’ pruzkov v odpovedajucich poziciach na elektroforetickom gély).
Je zalozena na genetickej vzdialenosti, ktora zavisi na poCte zhodujucich sa pruzkov v
prislusnych vzorkach.

Pri vypocCte vzdialenosti vytvorenych zhlukov od zostavajucich objektov sa postupuje
podobne ako pri metdde priemernej vzdialenosti. Ale ,susedné objekty” sa nespajaju
tie, ktoré lezia najblizSie, ale tak, aby bol vysledkom €o najkratSi strom (dendrogram).
Dendrogram sa sklada z uzlov (node) spojenych medziuzlami (internode) a vetvi
(branch).

nezakoreneny dendrogram (unrooted) zakoreneny dendrogram (rooted)

Unrooted NJ tree from Matrix from Example data set
"8/ L w;; -
1
3




Hierarchické aglomerativne zhlukovanie

Vysledok klasifikacie je ovplyvneny rozhodnutim na niekolkych urovniach

Zber dat
1 < dblezitostna hodnota
(pokryvnost, poCetnost)
Hrubé data
l p transformacia, Standardizacia,
meranie podobnosti
Matica (ne)
podobnosti
|« zhlukovaci algoritmus
Dendrogram Podra Kovaia a Lep&a (1986) maj

transformacie vacsi vplyv na vysledok
zhlukovania nez metddy zhlukovania.
Kritické problémy analyzy
¢ Velké mnozstvo parametrov alebo objektov v dendrograme je obtiazne
interpretovat
¢ Analyza je silne zavisla na zvoleni vhodnej metriky vzdialenosti
¢ Analyza je silne zavisla na zhlukovacom algoritme



Hierarchické aglomerativne zhlukovanie

Zhody (ties)

& Pri pouziti aglomerativnych zhlukovych metéd méze nastat’ situacia, kedy sa v
matici podobnosti vyskytuju tzv. zhody (ties)

¢ NajCastejSie dochadza k zhodam pri analyze binarnych dat, je tu velka
pravdepodobnost rovnakej vzdialenosti medzi objektami

¢ Nahodné rieSenie takejto situacie méze ovplyvnit vyslednu klasifikaciu

(dendrogram)
a D C d
X =

a — graf je uplny, b — graf je nesuvisly a vSetky izolované
komponenty su uplné, c — graf je nesuvisly a aspon jedna
komponenta nie je uplna, d — graf je suvisly, ale nie je uplny



Hierarchické aglomerativne zhlukovanie

RiesSenie situacii

a) spoja sa vSetky objekty naraz

b) paralelne sa vytvori viac skupin (tzv. multiple fusion)

c) ad) tri moznosti rieSenia:
1 ,silent mode (arbitrary)” T {
Vazby sa rieSia nahodne, spoji sa len e A= [T e I
posledna najdena dvojica (je tu vplyv T
poradia objektov v primarnej matici) . 0-¢ 0-¢
2 ,single linkage” . . .
VSetky objekty, ktoré su spojené
vazbou, sa spoja do jedného zhluku 1 04 2 o 3 0.4/
3 ,suboptimal fusions” 0.3 1 0.3 1 0.2
Nekompletné komponenty sa
ignoruju a hfadanie najmensSich 0.2 0.2- 0.2-
vzdialenosti v matici pokracuje kym
sa uz ziadne nekompletné 0.1 0.1 0.1
komponenty nevyskytuju

Ll Lr -1k ] Ll LuL-Irk- g o] Lol Ll T ]



Hierarchické aglomerativne zhlukovanie

REALNE DATA

hierarchical
techniques

agglomerative
clustering

6 lokalit, kazda lokalita monitorovana v 3 obdobiach

datova matica: 18 vzoriek x 63 planktonnych druhov;
hodnoty = stuperi dominancie

single-linkage

average-linkage complete-linkage

K3
- — & ,
D3

B2 | G2 I G3
o3 3 B+ —
&3 i 0] ———— B3

S1 B3 13
G1F— 13 I K2 I
B1 — K2 B K3 I
G2 | S 8

| S3 S2 ———
K1 K3 S3—

6.0 6.5 7.0 7.5 8.0 8.5 9.0 9.5 5 6 7 8 9 10 11 12 13 14 4 6 8 10 12 14 16
Linkage Distance Linkage Distance Linkage Distance

Dendrogramy vytvorené pomocou troch rédznych zhlukovacich algoritmov: single-linkage, average, and
complete-linkage. V prvom pripade (single-linkage) je zjavné silné zretazenie objektov.

18
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Hierarchickeé divizivne zhlukovanie

hierarchical techniques divisive clustering

¢ delenie prebieha ,zhora“; zaCina vSetkymi objektami ako s jednou skupinou
¢ rozdelenie suboru na 2 Casti
¢ dalSie delenie Casti

Y| e ., y
o o °
[ ]
..
I
[ ]
o °
e © o
...
X X X

Casté pouzitie ku klasifikacii biologickych spologenstiev



Hierarchickeé divizivne zhlukovanie

hierarchical techniques

divisive clustering

+ Sper. med. - + Glau. mar. -

monothetic method

association analysis

+ Puc. mar.

+ Agro. sto.

+ delenie na zaklade jedného parametra

+ najprv je najdeny druh, ktory je najviac
asociovany s ostatnymi druhmi; skupiny su
rozdelené na zaklade prezencie/absencie
tohto druhu

_ & metdda citliva na pritomnost vzacnych

+

druhov a nepritomnost beznejSich druhov

1] 1l V| |V

two way indicator
species analysis

Psor. lur. -
.
polythetic method
+ Coch. dan. -
VI VI VI

TWINSPAN

A binary key for identifying types of salt-marsh habitat (lvemey-Cook, Proctor 1966)




Hierarchickeé divizivne zhlukovanie

polythetic method + delenie skupiny je zalozené na vSetkych druhoch
| podla ich skére na prvej osi vytvorenej ordinaciou (v
TWINSPAN-e koreSpondencna analyza)

two way indicator

species analysis + dichotomia vznika ordinaciou lokalit na zaklade

diferencialnych druhov

TWINSPAN + berie do uvahy aj abundancie druhov vo forme tzv.
pseudo-druhov => potrebné urcCit hranicné hodnoty
(cut levels)
Pévodna tabulka Tabulka s pseudodruhmi

pouzitymi v TWINSPAN
Species A B Species A B
Cirsium oleraceum 0 1 Cirsoler1 0 1
Glechoma hederacea 6 0 Glechede1 1 0
Juncus tenuis 15 25 Glechede2 1 0
Junctenu1 1 1
Junctenu2 1 1
Junctenu3 1 1
Junctenu4 0 1




Hierarchickeé divizivne zhlukovanie

hierarchical
techniques

divisive
clustering

¢ zacina so vSetkymi objektami ako s jednou skupinou

# skupina je rozdelena na dve menSie skupiny, ...

monothetic method

polythetic method

association analysis

two way indicator species analysis

poskytuje jednoduchy binarny kluc,
ktory sa da pouzit na klasifikovanie
dalSich vzoriek

len pre data prezencia/absencia

ziskané skupiny — menej
homogénne ako skupiny vytvorené
polytetickou metodou

konecna klasifikacia - nie robustna

o

ziskané skupiny su viac homogénne
ako skupiny vytvorené monotetickou
metddou

neposkytuje jednoduchy kfuc
vhodny pre zaradenie novej vzorky
do danej triedy (skupiny)

predpoklada len jeden zakladny
trend v datach




Hierarchické zhlukovanie

hierarchical techniques

agglomerative clustering divisive clustering

== Zhlukovanie je intuitivne => je to == | jednoducha interpretacia vysledkov
najpopularnejSia klasifikana metdda

divizivne techniky su pre velmi

objemné objemné data vhodnejsie

ako aglomerativne techniky

Vysledok je sumarizovany v dendro-
grame — jednoducha interpretacia

== | Neexistuje ,spravny” zhlukovaci _ — ,
algoritmus monoteticka metdda nie je robustna
Vysledky sa dramaticky menia s

* roznym zhlukovacim algoritmom
* roznym indexom podobnosti

polyteticka metdda neposkytuje
jednoduchy kluc vhodny pre
zaradenie novej vzorky do danej
Aglomerativne zhlukovanie nie je skupiny

efektivne pre velmi velké data




Nehierarchické zhlukovanie

non-hierarchical

Nehierarchické zhlukovanie

techniques Objekty su na zaklade zadaného podtu zhlukov rozdelené podla
kritéria maximalnej homogenity zhlukov.
y y
X X

Ukazka rozdelenia objektov do zhlukov nehierarchickou metédou k-means clustering.
Vysledok je ovplyvneny volbou poctu zhlukov.

VIavo: pocCet zhlukov 3 je dobra volba; vpravo: poCet zhlukov 2 je zla volba.



Nehierarchické zhlukovanie

Princip nehierarchického zhlukovania

¢ Pre vypocet sa pouziva opakovana relokacna procedura. Zacina s k skupinami
a potom presuva objekty tak, aby minimalizovala variablitu vnutri skupin a
maximalizovala variabilitu medzi skupinami.

¢ RelokacCna procedura sa ukonci, ked ziadny dalSi presun uz kritéria nezlepsi.

¢ Takto ziskavame vsak len lokalny extrém, nemame istotu, ze je zaroven
globalnym extréemom

¢ Odporuca sa zacCat' s roznymi pocCiatoCnymi skupinami a sledovat, €i su
vysledky tychto analyz rovnakeé.

Rizika analyzy
¢ pri chybnom odhade poctu zhlukov dava metoda chybné vysledky

¢ vypocet je mozny len na Euklidovskych vzdialenostiach so
vSetkymi jej obmedzeniami



Nehierarchické zhlukovanie

non-hierarchical
techniques

K-means
clustering

# skupiny nie su zahrnuté do vacsich skupin, ani neobsahuju
mensie skupiny

¢ rozdeluje objekty do urcitého poctu skupin

¢ K-means clustering pracuje s euklidovskymi vzdialenostami

EI]: Nehierarchické metody mozu byt vhodnejsie ako hierarchické techniky
* v pripade vacsieho objemu dat
* v pripade, ze v datach neexistuje hierarchicka struktura

mm | pocCet skupin K je potrebné Specifikovat vopred uzivatelom

K-means clustering pracuje s euklidovskymi vzdialenostami
=> to moze byt problémom v pripade, ked euklidovska vzdialenost nie je
,najlepsiou” metrikou




Zhlukova analyza vseobecne

Ked data nemaju uplne jednoznacnu a zretelnu strukturu (jedna sa
viacmenej o nahodne rozptylené objekty), je pravdepodobng, ze
pouzitie r6znych zhlukovacich technik prinesie odlisne vysledky.

Pokial r6zne zhlukovacie techniky prinasaju z toho istého suboru dat
zhodne, resp. podobné vysledky, je to do istej miery potvrdenie
struktury obsiahnutej v datach (hoci zhlukovacie metddy patria k
postupom produkujucim hypotézy a nie su urCené k ich testovaniu).

Mnohé zhlukovacie techniky su citlivé na pritomnost odlahlych objektov
(outliers, vyrazne atypické pripady). Pred samotnou zhlukovou analyzou
je preto vhodné pouzit niektoru z metdd na ich detekciu, napr. PCA.
Vyrazne odlahlé objekty spravidla z dalSich analyz vyluCime.

Zhlukové analyzy vSeobecne nie su vhodné na data, ktore popisuju
variabilitu znaku zavislom na gradiente prostredia.



Zhlukova analyza suhrn

Vstup zhlukovej analyzy:
¢ Matica podobnosti alebo vzdialenosti objektov
¢ Tabulka objektov charakterizovanych niekofkymi parametrami

Vystup zhlukovej analyzy:

¢ Strom (dendrogram) pri hierarchickej zhlukovej analyze

¢ Zaradenie objektov do vopred definovaného poctu zhlukov pri
nehierarchickej analyze

Pri pouziti zhlukovej analyzy je nutné pamatat’ na obmedzenia:

¢ aglomerativne zhlukovanie nie je efektné pre velmi velké data

+ pri hierarchickej aglomerativnej analyze je vysledok silne ovplyvneny vyberom
indexu podobnosti, resp. metrikou vzdialenosti a zhlukovacim algoritmom

+ ! neexistuje spravny zhlukovaci algoritmus !!!

+ pri hierarchickej divizivnej analyze: monoteticka metdda nie je robustna;
polyteticka metdda predpoklada jeden hlavny trend v datach a je ovplyvnena
nastavenim hranic pseudo-druhov

¢ pri nehierarchickom zhlukovani je nutné urcit pocCet skupin vopred
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