ANALYZA A KLASIFIKACE
DAT

MU

EE_  prof. Ing. Jifi Holéik, CSc.
IBA




VII.

VOLBA A VYBER PRIZNAKU

IBA




ZACINAME

v kolik a jaké priznaky ?
malo pfiznakd - mozna chyba klasifikace;

moc priznakd - moZnd nepfimé&fend pracnost,
vysoké naklady;

U

KOMPROMIS
(potrebujeme kritérium)



ZACINAME

KOMPROMIS
(potrebujeme kritérium)

pripustna mira spolehlivosti klasifikace
(napr. pravdépodobnost chybné klasifikace,
odchylka obrazu vytvoreného z vybranych
priznaku vuci uréitému referenénimu);

urcCit ty priznakové proménne, jejichz
hodnoty nesou nejvice informace z hlediska
resené ulohy, tj. ty proménné, kterou jsou
nejefektivnéjsi pro vytvoreni co
nejoddélenéejsich klasifikacnich trid;



ZACINAME

¥ algoritmus pro urceni priznakovych velicin
nesoucich nejvice informace pro klasifikator
neni dosud teoreticky formalizovan - pouze
dil¢i suboptimalni reseni spocivajici:
ve vybéru nezbytného mnozstvi veliCin z predem
zvolené mnoziny;
vyjadieni puvodnich veli¢in pomoci mensiho
pocCtu skrytych nezavislych veliCin, ktere

zpravidla nelze primo meérit, ale mohou nebo
také nemusi mit urcitou vécnou interpretaci



VOLBA PRIZNAKU

v pocatecni volba priznakovych velicin je z
velké casti empiricka, vychazi ze zkusenosti
ziskanych pri empirické klasifikaci clovéekem
a zavisi, krome rozboru podstaty problému i
na technickych (ekonomickych) moznostech
a schopnostech hodnoty veliCin urcit



ZASADY PRO VOLBU PRIZNAKU

&

¥ vybér veli¢in s minimalnim rozptylem uvnitr
trid

pOX) p(xg )
g of 1" y
x‘imﬂ Kte. ’Czrm Jfwun 112. Xmm :"-'zmm Xee ¥gmin  Xamax X2e 2may
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ZASADY PRO VOLBU PRIZNAKU

&

v vybér velicin s maximalni vzdalenosti mezi
tridami

p(Xy R0y d

I r

3 77 {7 7 T + N 9,
Xaymin xie Xamin Xamax K32 X3max Xemin ~ *ae Kgmox Kewin  Xue Ripmay

.
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:

Kt

© Institut biostatistiky a analyz



ZASADY PRO VOLBU PRIZNAKU

v vybér vzajemné nekorelovanych velicin

pokud jsou hodnoty jedné priznakove veliciny
zavislé na priznacich druhé veliCiny, pak pouziti
obou téchto veliCin neprinasi zadnou dalsi
informaci pro spravnou klasifikaci — staci jedna z
nich, jedno ktera




ZASADY PRO VOLBU PRIZNAKU

v vybér veliin invariantnich vuéi deformacim

volba elementu formalniho popisu zavisi na
O V4 n \Y4 V4
vlastnostech puvodnich i predzpracovanych dat a
O v . v (o) \Y V4 V4
muze ovlivhovat zpusob predzpracovani

AATTAL Al <




VYBER PRiIZNAKU

v formalni popis objektu puvodné
reprezentovany m rozmernym vektorem se
snazime vyjadrit vektorem n rozmeérnym
tak, aby mnozstvi diskriminacni informace
obsaZené v puvodnim vektoru bylo v co
nejvetsi mire zachovano

>l ym > 20



VYBER PRiIZNAKU

dva principidlné ruzné zpusoby:

v selekce - nalezeni a odstranéni téch priznakovych
funkci, které prispivaji k separabilité klasifikacnich

trid nejmeéneg;

v extrakce - transformace puvodnich pfiznakovych
promennych na mensi pocet jinych priznakovych

promennych

)
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VYBER PRiIZNAKU

dva principidlné ruzné zpusoby:

v selekce - nalezeni a odstranéni téch priznakovych
funkci, které prispivaji k separabilité klasifikacnich
trid nejmeéne;

v extrakce - transformace puvodnich pfiznakovych
promennych na mensi pocet jinych priznakovych
promennych

Abychom dokazali realizovat libovolny z obou
zpusobu vybéru, je tfeba definovat a splnit urcité
podminky optimality.



ki
L

VYBER PRIZNAKU
PODMINKY OPTIMALITY

Necht J je kriteriadlni funkce, jejiz pomoci vybirame
priznakoveé veliciny.
V pripadé selekce vybirame vektor x=T(x;,...,X,) ze
v v 7 . v 7 (o) .
vsech moznych n-tic y priznaku vy;, i=1,2,...,m.
. . . Y4 (o) 7 v rv
Optimalizaci selekce priznaku formalne zapiseme

jako y)w

Problémy k reseni:
stanoveni kriterialni funkce;
stanoveni nového rozmeéru kriterialni funkce;
stanoveni optimalizacniho postupu



VYBER PRIZNAKU
PODMINKY OPTIMALITY

Necht J je kriteriadlni funkce, jejiz pomoci vybirame
driznakoveé veliciny.

V pripadé extrakce transformujeme priznakovy
prostor na zaklade vyberu zobrazeni 2> z mnoziny
vsech moznych zobrazeni ¢ prostoru 2™ do 2", tj.

H)=exu)

Priznakovy prostor je pomoci optimalniho zobrazeni
> dan vztahem X =2>(y)

Problémy k reseni:
stanoveni kriterialni funkce;

stanoveni nového rozmeéru kriterialni funkce;
zvoleni pozadavkl na vlastnosti zobrazeni;
stanoveni optimalizacniho postupu



SELEKCE PRIZNAKU
PRAVDEPODOBNOSTNI MIRY

pro bayesovske klasifikatory

je-lix = (1, %os--, %n) MOZNA N-tice priznaky,
vybranych ze vSech moznych m hodnot y;,
i=1,...,m, n <m, pak pravdépodobnost chybného
rozhodnuti P, je pro tento vybeér rovna

Rmedd Fm da):imi ()=
:3[ m '[Fw—ﬂx\ ) F(O?)bFldx)Ck—irga Xy| ) Rep)dy=
“Hmaxgja)FeN



SELEKCE PRIZNAKU
PRAVDEPODOBNOSTNI MIRY

v pro dichotomicky bayesovsky klasifikator (R=2) je celkova
pravdépodobnost chybného rozhodnuti

e=H b))+l o) Rl

v pravdepodobnost chyby bude maximalni, kdyz integral bude
nulovy — obé vahované hustoty pravdépodobnosti budou
stejne, pravdepodobnost chyby bude minimalni, kdyz se obé
hustoty nebudou prekryvat.

@ Cim vétsi vzdalenost mezi klasifikacnimi tfidami, tim mensi
pravdépodobnost chyby

U

Integral mize byt povaZovan za vyjadieni
»pravdépodobnostni vzdalenosti"



SELEKCE PRIZNAKU
PRAVDEPODOBNOSTNI MIRY

Zobecnéni

~(X)=J( fitx o) Ren)i="12K
J(x) = 0;
J(x) = 0, kdyz jsou hustoty
pravdépodobnosti totozné;

J(%) je maximalni, kdyz se hustoty
neprekryvaji



SELEKCE PRIZNAKU
PRAVDEPODOBNOSTNI MIRY

Chernoffova vzdalenost

_— S S~1 .
Jo, =~ 1n f p {x|m1>.p (xlm&)dx, s € <0,1>;

Bhattacharyvova vzddlenost
J = - 1n I [p(x]w ).ply|w )]i dy ;
B 177 2 ’

Divergence
Plx|w)
p(x|w2)

JD - I [p(xlwi) - p(zlwz)] in [ ] dy ;

Patrikova - Fisherova vzddlenost

3
I, = { f [p(xlwi) # p(xlwé)]gdx } :
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SELEKCE PRIZNAKU
PRAVDEPODOBNOSTNI MIRY

zpramérn®nad Chernoffova vzddlenost

o =3 S-—-4 )
-, = 1nI [Pex|o ) Po ) ]7. [pix|w)Plw )] Tdy, s € <0,1>;

zpramérnénad Bhattacharyyova vzddlenost

_ 3 :
JB = in I [p(xlwi).P(a&).p(g|w2>.thé}] dy ;

zpramérn®é®nd divergence
p(xlwi)P(wi)
pix|w,)Plw)

JD = I [p(xlwi)P(wi) - p(x|w2)P(wz)].1n [ ] dyx ;

zpram&érnénd Patrikova - Fisherova vzddlenost

-
2 "
Jg = { f [p(x]wi)P(wil = p(xlwz)P(w2>] dy } .

© Institut biostatistiky a analyz ‘ W



SELEKCE PRIZNAKU
PRAVDEPODOBNOSTNI MIRY

v pro vice klasifikaCnich trid tzv. bayesovska
vzdalenost

JBA:J;LZFI(O\) \X)JP(X)DX



SELEKCE PRIZNAKU
POMER ROZPTYLU

rozptyl uvnitr tridy pomoci disperzni matice

Ch)= 210Gt e )Fd ol
kd
H=Jr )



SELEKCE PRIZNAKU
POMER ROZPTYLU

rozptyl mezi tfidami muze byt dan

B0=) JRoR@)Hs
Kae =4

pokud b XR@)M—
zetak@sat

0= Roh )T —+4)



SELEKCE PRIZNAKU
POMER ROZPTYLU

v vyjadreni vztahu obou rozptylu

Je1(x)=tr(D*(x).B(x))
Jro () =tr(B(x)/tr(D(x))
Js(x)=1D(x).B(x) = IB(x)|/ID(x)]
Jra(x) = In(J:3(%))




NEPRAVDEPODOBNOSTNI METRIKY

Euklidovska metrika (s nejnazornejsi

geometrickou interpretaci)

poX)7 204 F

/2

Hammingova metrika (Manhattan m.)

P6X%)= 2% %

Minkovského metrika

%) _Zx] —xg”‘_vm

|

Vi

Vi

Vi

Vi

¢


http://upload.wikimedia.org/wikipedia/commons/0/08/Manhattan_distance.svg

NEPRAVDEPODOBNOSTNI METRIKY

v Euklidovska metrika (s nejnazornéjsi
geometrickou interpretaci)

poX)7 204 F -

v Hammingova metrika (Manhatta m.)
5 N
ﬂ(&a&): 4 )(] _)%‘ W A \./ :

v Minkovského metrika

%, %) _gxl %"




NEPRAVDEPODOBNOSTNI METRIKY

v Euklidovska metrika (s nejnazornéjsi
geometrickou interpretaci)

poX)7 204 F -

v Hammingova metrika (Manhatta m.)
% S Q)

v Minkovského metrika

%, %) _gxl %"




NEPRAVDEPODOBNOSTNI METRIKY

Cebysevova metrika

R Xe)=Ma; |

Cebysevovu metriku Ize vyjadrit jako limitu

%) =TT, %)

Sokalova metrika

) —{fE )

V2
,

N

. J



NEPRAVDEPODOBNOSTNI METRIKY

Cebysevova metrika

R Xe)=Ma; |

Cebysevovu metriku Ize vyjadrit jako limitu

%) =TT, %)

Sokalova metrika

) —{fE )

V2
,

N

. J



NEPRAVDEPODOBNOSTNI METRIKY

Cebysevova metrika

R Xe)=Ma; |

Cebysevovu metriku Ize vyjadrit jako limitu

%) =TT, %)

Sokalova metrika

) —{fE )

V2
,

N

. J



NEPRAVDEPODOBNOSTNI METRIKY

Volba podle toho jak potrebujeme posilit vliv
proménnych, u nichz je pro dané obrazy x,
a X, velky rozdil.

Xa

]




NEPRAVDEPODOBNOSTNI METRIKY

nevyhody:
fyzikalni nesmyslnost vytvaret kombinaci
s V= O V' 4 n V 4 Y 4 A4
velicin s ruznym fyzikalnim rozmerem
jsou-li priznakove veliCiny zahrnovany do
vysledné vzdalenosti se stejnymi vahami,
zvysuje se vliv korelovanych velicin



NEPRAVDEPODOBNOSTNI METRIKY

mozné odstranéeni (potlaceni) nevyhod:

vztazenim k néjakemu vyrovnavacimu faktoru, napr.
stredni hodnoteé, smerodatne odchylce, normé
daneho obrazu x=(Xy, X5, ...,X,)

X=/ 2%,
rozpéeti , .
A=max;-mi,

resp. standardizaci podle vztahu

y="2, i=1.0j=1..K
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NEPRAVDEPODOBNOSTNI METRIKY

mozné odstranéeni (potlaceni) nevyhod:

v Ize i subjektivné Ci na zaklade néjake
apriorni informace o uloze priradit kazdé
priznakoveé proméennée vahovy koeficient,

napr. vahovana Minkovského metrika ma
tvar

%)= 3%
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NEPRAVDEPODOBNOSTNI METRIKY

mozné odstranéeni (potlaceni) nevyhod:
v vahovani pfiznaku Ize zapsat maticové
u = 'C.x,
kde prvky transformacni matice C jsou definovany
jako
C; =a,proi=1,..,n
Ci=0,proi #]
Za tohoto formalismu je Euklidova metrika
definovana vztahem

0% 2%)=| (6 ) CTC o —x)[ 2



NEPRAVDEPODOBNOSTNI METRIKY

mozné odstranéeni (potlaceni) nevyhod:

v pokud jsou slozky transformovaného obrazu dany
linedrni kombinaci vice slozek puvodniho obrazu,
neni ani matice C, ani matice C.TC cCisteé diagonalni.
Pouzijeme-li misto matice C.7C inverzni kovariancni
matice K1, pak definicni vztah pro vahovanou
Euklidovu metriku je definicnim vztahem pro
Mahalanobisovu metriku

AEULW) =A%) = 706 ) K. 66— )| 2



NEPRAVDEPODOBNOSTNI METRIKY

mozné odstranéeni (potlaceni) nevyhod:

v pokud jsou slozky transformovaného obrazu dany
linedrni kombinaci vice slozek puvodniho obrazu,
neni ani matice C, ani matice C.TC cCisteé diagonalni.
Pouzijeme-li misto matice C.7C inverzni kovariancni
matice K1, pak definicni vztah pro vahovanou
Euklidovu metriku je definicnim vztahem pro
Mahalanobisovu metriku

UL W) =A%) = 06 ) K. 66— )| 2

v Kovarianéni matice dvou (ndhodnych) vektoru
X=T(X{,...,X,) @ Y="(Y4,...,Y,) j& dana vztahem

v K(x,y)=E((x-Ex)."(y-Ey)) = [cov(X;,¥;)]mn
v



KOEFICIENTY KORELACE

© Institut biostatistiky a analyz



KOEFICIENTY KORELACE

TO SNAD OPAKOVAT NEMUSIME

© Institut biostatistiky a analyz



KOEFICIENTY ASOCIACE
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KOEFICIENTY ASOCIACE

v Koeficienty asociace jsou miry podobnosti
mezi obrazy obsahujicimi logické (binarni,
dichotomické) priznakove veliciny.

v Ke zjistéeni podobnosti je treba sledovat

shodu Ci neshodu hodnot odpovidajicich si
priznaku = Ctyfi mozné situace



KOEFICIENTY ASOCIACE

a) u obou obrazu sledovany jev nastal (oba
odpovidajici si priznaky maji hodnotu true)
- pozitivni shoda;

b)uo
uo

C) uo

brazu X; jev nastal (x,, = true), zatimco
orazu X; nikoliv (x;, = false);

brazu X; jev nenastal (x; = false),

zatimco u obrazu x; ano (x;, = true);

d) u obou obrazu sledovany jev nenastal (oba
odpovidajici si priznaky maji hodnotu false)
- negativni shoda;



KOEFICIENTY ASOCIACE

true false
true A B
false C D




KOEFICIENTY ASOCIACE

v sledujeme, kolikrat pro vsechny priznaky
obrazu x; a x; nastaly pfipady shody a
neshody

A+D celkovy pocet shod priznaku;
B+C celkovy pocéet neshod priznaku;

A+B+C+D =n tj. pocet ptiznaku obou obrazu

Na zakladé poctu zjistenych shod a neshod
jsou definovany ruzné koeficienty asociace.



KOEFICIENTY ASOCIACE

Jaccardiv (Tanlmotuv) koeficient

S(%,%)= A+B4C

(neni definovan pro dvojice obrazu, které vykazuji
negativni shodu ve vsech priznacich);

Sokalliv- Micheneriv koeficient

SX)=ABICIT

Diceliv koeficient

SXX) B C B




KOEFICIENTY ASOCIACE

Russeltiv- Raouv koeficient

S?F(Xa)g)_A_FB_AQ_D

Asociacni koeficienty zpravidla nabyvaji hodnot z
intervalu (0,1). V pripade R-R koeficientu je pri
srovnani dvou tychZ obrazu hodnota szz = 1 pouze
kdyz doslo u vSech pfiznaku jen k pozitivni shodé.




KOEFICIENTY ASOCIACE

Rogerstiv-Tanimotiv koeficient

K%)= AR B0~ BrIOHAIBICD
Hammaniv koeficient

S6X)=ABCIT

Na rozdil od vSech predchazejicich nabyva
Hammanuv koeficient hodnot z intervalu (-1,1),
pricemz hodnoty -1 nabyva, pokud se priznaky
neshoduji ani jednou, 0 nabyva kdyz je pocet shod
a neshod v rovnovaze a +1 je v pripade uplnée
shody mezi vSemi priznaky.

e
N
H H
%, s
’}'A g}



KOEFICIENTY ASOCIACE

Na zakladé Cetnosti A az D Ize vytvaret take
drive uvedené miry:

Pearsoniiv korelacm koef|C|ent

S(%.X )= A CT'D A5OBD

kritérium shody 92

S0.)=NEFXX)




KOEFICIENTY ASOCIACE

Na zakladé Cetnosti A az D Ize vytvaret take
drive uvedené miry:

v Hammingova vzdalenost

QXX )=BHC

v Euklidova vzdalenost

% X)=BIC




KOEFICIENTY ASOCIACE

Z koeficientu asociace, které vyjadfuji miru
podobnost |ze odvodit koeficienty
nepodobnosti

A%.X )=1S(X.X)
V pripadé Jaccardova a Dicova koeficientu

nepodobnosti je dodefinovana hodnota i pro
pripady uplné negativni shody tak, ze

dy(Xi,X;) = dp(X;;X;) =0proA=B=C=0



KOEFICIENTY ASOCIACE

L

Cosine 0.0,1.0 Ma+er *¥B+c)

. 2 0%*e
Dice 0.0,1.0 P
Euclid 0.0,1.0 \/ c+d

at+b+o+d
Forbes 0.0,00 Clarbrctd
Hamman -1.0,1.0 e +d)=G b
Jaccard 0.0,1.0 YT
; Kulczynski 0.0,1.0 05+ )
_ Manhattan 1.0,0.0 ki)

(@ +b+ec+d)
W



‘ KOEFICIENTY ASOCIACE

Sokal-Michener 0.0,1.0 ¢ +d
ad+b+eo+d
Pearson -1.0,1.0 letd)—a”h)
Ja+or B+ a+d)* B+ d)
Rogers-Tanimoto 0.0,1.0 ct+d
(@ +8)+la+b+e+d)
Russell-Rao 0.0,1.0 ¢
ad+b+o+d
Simpson 0.0,1.0 g

¥ il @+ ), (B +e))

Yule -1.0,1.0 (e *d) - (@ *)
(c *d) + (a *b)
W




PODOBNOST MEZI TRIDAMI

v ,podobnost" jednoho obrazu s vice obrazy
jedné tfidy (skupin, mnozin, shlukl);

v ,podobnost® obrazu dvou tfid (skupin,
mnozin, shlukQ);

v zavedeme funkC| ktera ke kazdé dvojici
skupin obrazu (C,, G) prirazuje cislo D(C,, G
ktere podobneé Jako miry podobnosti Ci
nepodobnosti (metriky) jednotlivych obrazu
musi splnovat minimalné podminky:



M (S1)
M (S2)
M (S3)

7 (S3')

PODOBNOST MEZI TRIDAMI

PODMINKY

D(Gy G) > 0
D(G/ G) = D(G, G)
D(G, G) = max;;D(G, G)

(pro miry podobnosti)
D(¢, ¢) = 0 pro véechna i

(pro miry podobnosti)




METODA NEJBLIZSIHO SOUSEDA

v je-li d libovolna mira nepodobnost|
(vzdalenosti) dvou obrazu a ¢ a ¢ jsou

J
libovolné skupiny mnoziny obrazu {x.},

i=1,...,K, potom metoda nejblizsiho souseda
deﬂnUJe mezi skupinami ¢ a ¢; vzdalenost

LANG. G
i NG:G) ;E%ED@%)

Pri pou2|t| teto metody se mohou vyskytovat v Jednom shluku casto |

=V V7

generovat shluky protahleho tvaru



METODA K NEJBLIZSICH SOUSEDU

Je zobecnénim metody nejblizSiho souseda.

Je definovana vztahem

QnGG)=m @& %)

tj. vzdalenost dvou shluku je definovana
souctem k nejkratsich vzdalenosti mezi
obrazy dvou skupin obrazu.

Pozn.:

Pri shlukovani metoda castecné potlacuje generovani retézcovych
struktur.



METODA NEJVZDALENEJSIHO SOUSEDA

¥ opacny princip nez nejbliiél' sousedi

LANG G
R

Generovani protahlych struktur tato metoda potlacuje, naopak vede ke
tvorbé nevelkych kompaktnich shlukd.

¥ j& mozneé i zobecneéni pro vice nejblizSich
o
sousedu

DAGE)=m E(xo X)



METODA CENTROIDNI

v vychazi z geometrického modelu v
euklidovském n rozmérném prostoru a
urcuje vzdalenost dvou trid jako cCtverec
Euklidovy vzdalenosti tézist obou trid.

V V

hodnota z obrazu patficich do této tfidy, tj.

X=X - - K X :§§ik I=1..n
P D(GO)=E%X)



METODA PRUMERNE VAZBY

7 vzdalenost dvou tfid ¢ a ¢; je prumérna
vzdalenost mezi vsemi obrazy trid ¢ a C.
Obsahuje-li shluk ¢ P obrazu a G Q obrazu

pak jejich vzdalenost je deﬂnovana vztahem

DAGO) =%

Metoda ¢asto vede k podobnym vysledkim jako metoda
nejvzdalenéjsiho souseda.



WARDOVA METODA

v vzdalenost mezi tridami (shluky) je
n V4 A\ 4 O A4 \"4 0
definovana prlrustkem souctu ctvercu

V V «V

vytvoreneého z obou uvazovanych shluku C
a ¢; oproti souctu Ctvercu odchylek mezi

V V Vv



WARDOVA METODA

V VWV a«V

jsou-li X a )gtéiiété tfid ¢ a ¢ a Xtézisté
sjednocené mnoziny, pak Wardova
vzdalenost obou shlukl je definovéna
vyrazem

DN(GG):X;ZXFX()Z_
{;Zxk AP+ LK

Metoda ma tendenci vytvaret shluky zhruba stejné velikosti,
tedy odstranovat shluky malé, resp. velké.

Pozn.:



WARDOVA METODA




ALGORITMY SELEKCE PRIZNAKU

v vybér optimalni podmnoziny obsahujici n

(n< m) priznakovyc
kombinatoricky pro
moznych reseni)

N proménnych -

vlem (m!/(m-n)!n!

U

hledame jen kvazioptimalni reseni




ALGORITMUS OHRANICENEHO VETVENI

predpoklad:

v monotonnost kritéria selekce - oznacime-li
X; mnozinu obsahujici j pfiznaku, pak
monotonnost kritéria znamena, ze
podmnoziny

Xic Xyonoac XXy
splnuje selekcni kritérium vztah
J(Xy) <I(Xy) ... £ 3(XL)
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ALGORITMUS OHRANICENEHO VETVENI

uvazme pripad selekce dvou pfiznaku z péti

Y1
Y2 yal) QY4 Y33 Q% QY

WS %O B0 %O O B0 %O BO 5O U0



ALGORITMUS SEKVENCNI DOPREDNE
SELEKCE

¥ algoritmus zacina s prazdnou mnozinou, do
ktere se vlozi proménna s nejlepsi hodnotou
selekcniho kritéria;

¥ v kazdém nasledujicim kroku se prida ta
proménna, ktera s drive vybranymi
velicinami dosahla nejlepsi hodnoty kritéria,
tj.

J({IXp13)=max J({Xyjr), v e4Y-X >



ALGORITMUS SEKVENCNI ZPETNE SELEKCE

¥ algoritmus zaCina s mnozinou vsech
priznakovych veliCin;
v v kazdém nasledujicim kroku se eliminuje ta
v ’ 7 o) . . 4
promenna, ktera zpusobuje nejmensi pokles
kriterialni funkce, tj. po (k+1). kroku plati

J({Xm-k-1})=max J({Xm—k_Yj})l Y; e{Xm-kJ




ALGORITMY SEKVENCNI SELEKCE
SUBOPTIMALITA

Suboptimalita nalezeného reseni sekvencnich

. o . o
algoritmu je zpusobena:

v dopredna selekce - tim, ze nelze vyloucit ty
veliciny, které se staly nadbytecné po prirazeni

dalSich veliCin;

v zpéetna selekce — neexistuje moznost opravy pri

neoptimalnim vylouceni

Dopredny algoritmus je vy
brotoze pracuje maxima

kKterekoliv proménne;
nocetné jednodussi,

neé v n-rozmernem

brostoru, naopak zpétny algoritmus umoznuje
(@) v Vv v v 7 7 .
brubezne sledovat mnozstvi ztracene informace.
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ALGORITMUS PLUS P MINUS Q

o pridani p velicin se g velicin odstrani;
broces probiha, dokud se nedosahne

hozadovaného poctu pFiznaku;

v je-li p>q, pracuje algoritmus od prazdné

mnoziny;

v je-li p<q, varianta zpétného algoritmu




ALGORITMUS MIN - MAX

Heuristicky algoritmus vybirajici priznaky na
zakladé vypoctu hodnot kriterialni funkce
pouze v jedno- a dvourozmerném
priznakovém prostoru.

Predpokladejme, ze bylo vybrano k
priznakovych veliCin do mnoziny {X,} a
zbyvaji veliciny z mnoéiny {Y-X,}. Vyber
veliciny Yi e{Y X, } prinasi novou informaci,
kterou muzeme ocenit relativne k I|bovolne
velicine x; eX, podle vztahu

AJ(lexi) = J(yJ'lXi) - J(Xi)




ALGORITMUS MIN - MAX

Informadni pfirustek AJ musi byt co nejvétsi,
ale musi byt dostatecny pro vsechny
veliiny jiz zahrnuté do mnoziny X,.
Vybirame tedy veliCinu y,, {, pro kterou plati

AJ(Yis1,X) = max; min; AJ(y;,X;), X; € X



