Bi 8600 Vicerozmeérne statistické metody

Danka Harustiakova

Podzim 2009

LIBA Institat biostatistiky a analyz, Masarykova univerzita

¢ Rozvrh:
3.11.
10.11.
24.11.
1.12.
15.12.

¢ Ukoncenie:
pisomna skuSka zamerana na principy a aplikaciu analyz

¢ Ciel kurzu:
vysvetlit principy viacrozmernych analyz, ich aplikacie v bioldgii a ich
interpretacie
prehlad zakladného software
priklady na realnych datach




Vzt'ah klasickej a viacrozmernej statistiky

¢ Viacrozmerna analyza dat vyuziva pristupy klasickej Statistiky
¢ Viacrozmerna analyza dat je zaroven citliva na problémy klasickej
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Kontingencné tabulky — princip analyzy
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Korelacna analyza

¢ Korelacia - vztah (zavislost) dvoch znakov (parametrov)

Y, Y,

Korelacie medzi parametrami su zakladom faktorovej analyzy a analyzy
hlavnych komponentov. Pokial vazby medzi parametrami nie su, tak
tieto metody stracaju zmysel.

Rizika korelacnej analyzy
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Vyznam viacrozmerného hodnotenia dat

Viacrozmerné vnimanie skutocnosti
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Viacrozmerné hodnotenie — nova kvalita

Len kombinované parametre maju odpovedajucu informaénu silu
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Viacrozmerné hodnotenie vychadza z
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jednoduchych principov

Priklad: viacrozmerna vzdialenost’ merania medzi dvoma objektami
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Viacrozmerné modelovanie je strategickou
disciplinou

technické parametre vodi¢ove schopnosti rychlost’, povrch,
automobilu a jeho stav situacia
X, X, X X, Xs swssumas Xp

Zakladné principy viacrozmerného
hodnotenia dat




Pojmy vo viacrozmernych analyzach

¢ Viacrozmerné metody:

nazov ,viacrozmerné®, mnohorozmerné“ — vychadza z typu vstupnych dat -
data su tvorené objektami (vzorky, lokality), kaZzdy z nich je charakterizovany
viacerymi parametrami (druhmi)

kazdy z tychto parametrov mbézeme povazovat' za jeden rozmer objektu
(vzorky)

¢ Maticova algebra:

Zakladom prace s datami a vypocCtami viacrozmernych metod je maticova
algebra. Matice tvoria vstupné aj vystupné data a prebiehaju na nich vypocty.
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Vstupna matica viacrozmernych analyz

¢ Datova matica — N objektov, P parametrov
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Typy viacrozmernych analyz

ZHLUKOVA ANALYZA ORDINACNE METODY
¢ Vytvara zhluky objektov na zaklade ¢ Vytvaraju nové rozmery, ktoré
ich podobnosti lepSie vyCerpavaju variabilitu dat
+ ldentifikuje typy objektov — zjednodusSuju viacrozmerny
priestor
y Faktorové osi
/ =
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Podobnost’ a vzdialenost’ objektov v

mnohorozmernom priestore




Podobnost’ a vzdialenost’

¢ Velmi dolezitym pojmom je pojem podobnosti medzi jednotlivymi
objektami (miera podobnosti objektov).

¢ V literature sa mozno stretnut’ s troma zakladnymi typmi popisu
podobnosti — nepodobnosti objektov:

1. koeficienty asociacie
} miery podobnosti

2. koeficienty korelacie

3. metriky miery nepodobnosti

Zoznam taxonov: viacrozmerny popis spolo¢enstva

¢ Na zoznam taxénov sa da pozerat tiez ako
na zoznam rozmerov spolo¢enstva 4

& Zaznam o najdenych taxonoch tak vlastne
tvori viacrozmerny popis daného
spoloCenstva

¢ Spolocenstva mbézeme porovnavat podfa ich
vzajomnej pozicie v n-rozmernom priestore Y A V¢

¢ Pre porovnanie spoloCenstiev sa da
teoreticky pouzit lubovolny
koeficient/metrika viacrozmernej podobnosti
alebo vzdialenosti




Problém dvoch nul (double zero problem)

¢ V pripade binarnych koeficientov (druh sa vyskytuje/nevyskytuje) nie je
mozné uvazovat rovnakou vahou pre suhlas pritomnosti (11) a
nepritomnosti (00) taxdnov (symetricky koeficient)

¢ Problémom vyuZitia vSetkych typov metrik pre data abundancii spocCiva v
odliSnom vyzname pritomnosti a nepritomnosti taxénov

¢ Pokial sa taxon nachadza v oboch porovnavanych spoloCenstvach —
znamena to, ze spolocenstva si budu v tomto ohlade podobné, pretoze
maju podmienky umoznujuce pritomnost taxénu

¢ Pokial sa taxdn nenachadza ani v jednom z dvoch porovnavanych
spologenstiev — priina mbéze byt najr6znejSia — double zero problém

¢ Pre odstranenie tohto problému sa pouzivaju asymetrické koeficienty -
hodnotenie suhlasnej pritomnosti (11) a nepritomnosti (00) taxénov nie je
symetrické

Koeficienty podobnosti (indexy podobnosti)

¢ V ekoldgii sa vyuziva rada indexov podobnosti zalozenych bud na
pritomnosti/nepritomnosti taxénov alebo na abundanciach

Binarne koeficienty podobnosti

Spoloc¢enstvo 1

Spo 1 0

loce 1 g b a, b, ¢, d = pocet pripadov, kedy suhlasi binarna
nstv charakteristika spoloCenstiev 1 a 2

02 0 C d a+b+c+d=p

Symetrické binarne koeficienty — nie je rozdiel medzi pripadom 1-1 a 0-0
Asymetrické binarne koeficienty - rozdiel medzi pripadom 1-1 a 0-0

Viac informacii a dalSie merania vzdialenosti a podobnosti najdete v knihe
LEGENDRE, P. & LEGENDRE, L. (1998). Numerical ecology. Elseviere Science
BV, Amsterdam.




Symetrické binarne koeficienty

Symetrické binarne koeficienty

Simple matching coefficient (Sokal & Michener, 1958)

¢ Obvyklou metédou pre vypocet podobnosti medzi dvoma objektami je
podiel poCtu deskriptorov, ktoré koduju objekt rovnako, a celkového poctu
deskriptorov. Pri pouziti tohto koeficientu predpokladame, Ze nie je rozdiel
medzi nastanim 0 a 1 u deskriptorov.

a+d
P

Sl (Xl’XZ):




Symetrické binarne koeficienty

Rogers & Tanimoto koeficient (1960)

¢ Dava vacsiu vahu rozdielom ako podobnostiam.

a+d
a+2b+2c+d

Sz (Xl’XZ) —

Symetrické binarne koeficienty

Sokal & Sneath (1963)

o Dalsie styri navrhnuté koeficienty obsahuju double-zero, ale si navrhnuté tak,
aby sa znizil vplyv double-zero:
2a+2d

S. (X, %X,)=— "2
2 (%) 2a+b+c+2d

¢ tento koeficient dava dvakrat vacsiu vahu zhodnym deskriptorom nez rozdielnym

a+d

34(X1,X2): b+c

¢ porovnava zhody a rozdiely prostym podielem v meritku, ktoré ide od 0 do

nekonec¢na
Sg (x x)—1 a .2 . d + d
YT 4la+b a+c b+d c+d

¢ porovnava zhodné deskriptory so suctami okrajov tabulky
a d
J@+b)a+c) /(b+d)(c+d)

¢ je vytvoreny z geometrickych priemerov ¢lenov vztahujucich sa k a a d, podla
koeficientu S5.

Se (X, %,) =




Asymetrické binarne koeficienty

Asymetrické binarne koeficienty

Jaccardov koeficient (1900, 1901, 1908)

¢ Vsetky Cleny maju rovnaku vahu

a
a+b+c

S? (Xl’XZ):




Asymetrické binarne koeficienty

Sorensenov koeficient (1948) (Coincidence index, Dice(1945))

¢ Varianta predchadzajuceho koeficientu dava dvojnasobnu vahu dvojitym
prezenciam, pretoZze sa méze zdat, Ze pritomnost’ druhov je viac
informativna nez ich absencia, ktora méze byt spésobena réznymi faktormi
a nemusi nutne odrazat rozdielnost’ prostredia. Prezencia druhu na oboch
lokalitach je silnym ukazovatelom ich podobnosti. S7 je monotdénna k S8,
preto podobnost’ pre dve dvojice objektov vypocitana podfa S7 bude
podobna rovnakému vypoctu S8. Oba koeficienty sa liSia len v meritku.
Tento index bol prvykrat pouzity Dicem v R-mode Studii asociacii druhov.
Ina varianta tohto koeficientu dava duplicitnym prezenciam trojnasobnu
vahu.

2a 3a
Ss (Xl’XZ) = S9 (X1’X2) =
2a+b+c 3a+b+c

Asymetrické binarne koeficienty

Russel & Rao (1940)

¢ navrhnuta miera umoziuje porovnanie poctu duplicitnych prezencii (v
Citateli) proti celkovému poctu druhov, najdenych na vSetkych lokalitach,
zahffajucich druhy, ktoré chybaju (d) na oboch uvazovanych lokalitach.

a
S11()(11)(2) :E




Asymetrické binarne koeficienty

Kulczynski (1928)

¢ koeficient porovnavajici duplicitné prezencie s diferenciami

812(X1’ Xz) — m

Kvantitativne koeficienty




Kvantitativhe koeficienty

»Klasické” indexy podobnosti

¢ Sgrensenov kvantitativny koeficient, kde aN a bN su celkové pocty jedincov v
spoloCenstvach A a B, jN je potom suma abundancii pokial sa druh
nachadza v oboch spolo€enstvach, je po€itana vzdy z nizSej abundancie
daného druhu v spolocenstve

~2jN
" (aN +bN)

¢ Morisita-Horn index, kde aN je celkovy pocet jedincov v spolo€enstve A a ani
pocet jedincov druhu i v spoloCenstve A (obdobne plati pre spolo¢enstvo B)

2 (an.bn. 2
C.y= 2. (anbn,) dazzag'
(da+db).aN.bN aN

Kvantitativhe koeficienty

Jednoduchy porovnavaci koeficient (Sokal & Michener, 1958)

¢ modifikovany simple matching coefficient méze byt pouzity pre multistavové
deskriptory - Citatel obsahuje pocCet deskriptorov, pre ktoré su dva objekty v
rovnakom stave — napr. ak je dvojica objektov popisana nasledujucimi
desiatimi multistavovymi deskriptormi: hodnota S,, vypocitana pre 10
multistavovych deskriptorov bude S, (x,,x,) =4/10=0.4

¢ Podobnym spdsobom je mozné rozSirit vSetky binarne koeficienty pre
multistavové deskriptory.

Druhy X

S(XX)_ZhOda Objectx, |9|3|7|3|4]9]5[4]0]|6
1\ "My 27 — .

p Objectx, [ 2|3|2[1]|2]9]3]2]0]|6

||+ ] ]+

zhoda 1 0141 510|0(1]|0]o0]1]|1]|%




Gowerov vseobecny koeficient podobnosti (1971) I.

¢ Gower navrhol vSeobecny koeficient podobnosti, ktory méZe kombinovat rézne
typy deskriptorov. Podobnost’ medzi dvoma objektami je vypocitana ako priemer
podobnosti, vypocCitanych pre vSetky deskriptory. Pre kazdy deskriptor j je
hodnota parcialnej podobnosti s, medzi objektami x1 a x2 vypocitana
nasledovne:

SlS(X1’ Xz) = 7zsj12

¢ Pre binarne deskriptory s.=1 (zhoda) alebo 0 (nezhoda). Gower navrhol dve
formy tohto koeficientu. NasledUJuca forma je symetricka, dava s;=1 double-zero.
Druha forma, Gowerov asymetricky koeficient dava pro double-zero s,=0

¢ Kvalitativhe a semikvantitativne deskriptory su upravené podfa jednoduchého
zamenovacieho pravidla, S= 1 pri suhlase a S, = 0 pri nesuhlase deskriptorov.
Double zero su oSetrené rovnako ako v predchadzajucom odstavci.

¢ Kvantitativne deskriptory (realne Cisla) su spracované nasledovne: pre kazdy
deskriptor sa nejprv vypocita rozdiel medzi stavmi oboch objektov, ktory je
potom vydeleny najvacsim rozdielom (R;), najdenym pre dany deskriptor medzi
vSetkymi obJektaml v Studii (alebo v referencnej populacii — doporucuje sa
vypocitat najvacsiu diferenciu R, kazdého deskriptoru j pro celu populaciu, aby
bola zistena konzistencia vysledkov pre vSetky parcialne studie).

Gowerov vseobecny koeficient podobnosti (1971) Il.

¢ normalizovana vzdialenost méze byt odpocitana od 1 aby bola
transformovana na podobnost.

Sj _1_ ‘yjl - ij‘
RJ'

¢ Gowerov koeficent moze byt nastaveny tak, aby zahfial pridavny flexiblilny
prvok: ziadne porovnanie nie je vypocitané u deskriptorov, u ktorych chyba
informacia bud' u jedneho alebo u druhého objektu. Toto zaistuje Clen w;,
nazyvany Kroneckerovo delta, popisujuci pritomnost/nepritomnost’ informacie
v oboch objetkoch: ak je informacia o deskriptore y; pritomna u oboch
objektov (w;=1), inak (w;=0), tento koeficient nadobuda hodnét podobnosti
medzi 0 a 1 (najvacsia podobnost objektov). DalSiou moznostou je vazenie
réznych deskriptorov prostym priradenim Cisla v rozsahu 0-1 w;.

p
ijlzsjlz

IES

szlz
-1

SlS(Xl’ X,) =




Metriky vzdialenosti

Viacrozmerné metriky vzdialenosti

Metriky vSeobecne
Na miery nepodobnosti, t.j. metriky kladieme spravidla urcité poziadavky:

¢ Mali by reSpektovat rozdielnu variabilitu jednotlivych Statistickych znakov a
prisudzovat vacsi vplyv tym jednorozmernym vzdialenostam, ktoré vykazuju
nizsiu variabilitu.

¢ Sucasne by mala zvolena metrika reSpektovat Strukturu dat a to tak, aby
vacsi vplyv na viacrozmernu vzdialenost mali tie vzdialenosti, ktoré boli
zistené u nekorelovanych €i len slabo korelovanych Statistickych znakowv.

& Metrika musi spifat 4 vlastnosti:
1. d(A,B) =d(B,A)
2.A#B = dAB)>0
3. A=B < dAB)=0
4.d(A,B) <d(A,C) + d(C,B)




Viacrozmerné metriky vzdialenosti

Euklidovska vzdialenost’

¢ Ide o zakladné metrické meritko vzdialenosti a pocCita vzdialenost objektov
obdobne ako Pythagorova veta (pocita preponu pravouhlého trojuholnika).
Metdda je citliva na rozdielny rozsah hodnét vstupujucich premennych
(vhodnym rieSenim mé&ze byt Standardizacia) a double zero problém. Nema

hornu hranicu hodnét.
p 2
Dl(X11 Xz) = \/ijl(yjl - yj2)

¢ Ako dalSie meritko sa pouziva tiez Stvorec tejto vzdialenosti. Jeho
nevyhodou su semimetrické vlastnosti.

Dlz(xl’XZ) :ijzl(ylj - Y2j)2

' I
y12 y11

Viacrozmerné metriky vzdialenosti

¢ Euklidovska vzdialenost’ je vyuzivana Castokrat uplne neopravnene. Pri
pouziti tejto metriky by sme mali byt velmi obozretni, lebo jej vyuZitim
mbzeme podstatne skreslit’ vysledky analyzy. Euklidovska metrika totiz
neberie do uvahy korelovanost’ jednotlivych parametrov (Statistickych
znakov).

Vazena euklidovska vzdialenost’

& Varianta euklidovskej vzdialenosti — pripisuje jednotlivym premennym
rézne vahy a zohladnuje tak ich vyznam. Problémom vSak zostava
spravne urcenie vektoru vah.

D, (X, %,) = \/Z?zle (Y- yj2)2




Viacrozmerné metriky vzdialenosti

Priemerna vzdialenost’

¢ Euklidovska vzdialenost je prepocitana na pocet parametrov (druhov
v pripade vzdialenosti spoloCenstiev odberov).

1
D22(X1; Xz) — pz;)zl(yjl - yj2)2

Dz (Xl’xz):\/Dj

Viacrozmerné metriky vzdialenosti

Chord distance (Orléci, 1967)

¢ Odstranuje double zero problém a vplyv rozdielneho poctu jedincov druhov
vo vzorcoch pri vypocte Euklidovskej vzdialenosti. Jej maximalna hodnota je
druha odmocnina z poctu druhov a minimum 0. Pri vypocte pocita len
s pomermi druhov v ramci jednotlivych vzoriek. lde vlastne o Euklidovsku
vzdialenost pod&itanu pre vektory vzoriek Standardizovanych na dizku 1,
alebo je mozny priamy vypocet uz zahfiiujuci Standardizaciu. Vnutorna ¢ast
vypoctu je vlastne kosinus uhla zvieraného vektormi, zapis vzorca je mozny
i v tejto forme.

>PoyLy.
X1 D,(Xx,%,) =2 1- p J 12 . |oJ2 2
” \/ijl yjl ZJ'=1 yj2

D4

2 D, =+/2(1—cos®)




Viacrozmerné metriky vzdialenosti

Geodeticka metrika

& Pogita dizku vysece jednotkovej kruZznice medzi normalizovanymi vektormi
(viz. Chord distance).

x1 D3

D 2
D, (x, X;) = arccos{l _ M}

D4 2

x2

Viacrozmerné metriky vzdialenosti

Manhattanska vzdialenost’

¢ |de vlastne o sucet rozdielov jednotlivych parametrov popisujucich objekty

D, (X, X,) = Zfr}zl‘ylj - yzj‘




Viacrozmerné metriky vzdialenosti

Minkowského metrika

¢ Je v8eobecnou formou vypoctu vzdialenosti — podla zadaného koeficientu
mdze odpovedat napr. Euklidovskej alebo Manhattanskej metrike. So
stupajucim koeficientom umocnovania stupa vyznamnost vacsich rozdielov.
Existuje eSte obecnejSia forma, kedy koeficient umociovania a
odmocnovania je zadavany zvlast.

De (X, X,) = [Z'Ll‘ylj — Y ‘r]%

Viacrozmerné metriky vzdialenosti

Mahalanobisova vzdialenost’ (Mahalanobis 1936)

¢ Zohladnuje vzajomné vztahy medzi premennymi, teda berie do uvahy ich
skorelovanost. Je nezavisla na rozsahu hodnét premennych. Pocita tak
vzdialenost medzi objektami v systéme suradnic, kt. osi nemusia byt na
seba kolmé.

¢ Je potrebné vSak upozornit, Ze pri pouziti Mahalanobisovej vzdialenosti
potlacujeme vplyv rozdielov vo variabilite premennych na vysledky, ¢o
nemusi byt vzdy Ziaduce.

¢ Ak su premenné nekorelované, parové korelacné koeficienty su nulové a
premenné vstupujuce do vypoctu su prevedené na normovany tvar, tak
Mahalanobisova vzdialenost’ odpoveda Stvorcu euklidovskej vzdialenosti.




Viacrozmerné metriky vzdialenosti

Mahalanobisova vzdialenost’ (Mahalanobis 1936)

¢ V praxi sa pouziva pre zistenie vzdialenosti medzi skupinami objektov. Su
dané dve skupiny objektov w1 a w2 o n1 a n2 pocte objektov a popisané p
parametrami:

D: (Wl’ Wz) :@V _1d1‘2

¢ kde @ je vektor o dizke p rozdielov medzi priemermi p parametrov
v oboch skupinach. V je vazena disperzna matica (matica kovariancii
parametrov) vnutri skupin objektov.
1
V=—"-]n-1)S,+(n,-1)S
o s
+ kde S1 a S2 su disperzné matice jednotlivych skupin. Vektor d;, meria
rozdiel medzi p- rozmernymi priemermi skupin a V vklada do rovnice
kovarianciu medzi parametrami.

Vstupna matica viacrozmernych analyz

| NxP MATICE | ASOCIACNA MATICA |
— M
fE 5559579
o o O 0 0 0 0 0
O 0 o0 o0 0 0 00

objekt 1 objekt 1

objekt 2 objekt 2

objekt 3 objekt 3

objekt 4 objekt 4

objekt 5 objekt 5

objekt 6 ﬁ objekt 6 ﬁ

Hodnoty parametrov pre jednotlivé
objekty

Korelacia, kovariancia, vzdialenost,

podobnost




