Stanoveni obsahu inosinu, adenosinu a jejich 2'-deoxy- forem
v modelové smési — optimalizace a validace metody

Uloha do laboratorniho cvigeni - Specialni metody

pro magisterské studium Ustav chemie-Analyticka chemie, podzimni semestr

Pro zéklady kapalinové chromatografie na reverzni fazi (RPLC) prostudujte také
navod k tloze do laboratorniho cviceni Metody chemického vyzkumu v jarnim semestru.

Znalost téchto informaci bude v ramci tlohy ovéfena.

1 Cil tlohy
L. modelova optimalizace HPLC metody s vyuZitim planu pokust

a umélych neuronovych siti

I1. validace optimalizované HPLC metody
2 Teorie
2.1 Optimalizace metody

Pti vyvoji nové HPLC metody je dalezité docilit separace vSech sledovanych latek
a to za co nejkrat$i dobu. Separace i celkova délka analyzy je ovlivnéna mnoha faktory
(slozeni mobilni faze, pH, teplota, pratokova rychlost, povaha vzorku). Proces hledani
nejlepSich separacnich podminek pro vybrany analyt/skupinu analyti se nazyva optimalizace.
Optimalizace je zalozena na znalosti pouzitého systému a povahy analytu. Na zdklad¢ téchto
diskutovany v navodu pro podzimni tlohu, kapitola 2.4.

Pfi optimalizaci Ize postupovat ,klasickym zptisobem*, kdy se pfi konstantnich
podminkach zméni Groven vzdy jen jedné optimalizované veli¢iny (napt. pH vodné slozky
mobilni faze). Tento postup vyzaduje velké mnoZstvi experimentil, z cehoz plyne jak casova
tak materidlova naroc¢nost. Planovani pokusii (experimental design, ED) snizuje pocet nutnych
experimentl cilenou zménou vice parametri zaroven. Experimentator nejdiive zvoli okrajové
hodnoty optimalizovanych faktort (napt. pH by mélo byt optimalizovano od 3 do 7, procento
organické slozky od 0 do 40 %). Plan pokust pak jiz urci experimenty, které je nutné provést,
abychom pokryly celou optimalizovanou oblast vSech faktord. Mezi Casty typ planu pokust
patii faktorovy plan, hvezdicovy plan a jejich kombinace — centralné kompozitni plan (central

composite design, CCD).



Prednosti faktorového planu (factorial design) je moznost odhaleni vzajemné
interakce jednotlivych proménnych (pokud existuji). Poctu vstupnich proménnych odpovida
pocet rozmérti (optimalizovanych faktori, napt. pH vodného roztoku; f). Poctu hodnot kazdé
vstupni proménné odpovidéa pocet tirovni (hladin, na kterych je faktor méten, napt. pH 3,5a 7

pii optimalizaci pH vodné slozky; L) — viz. Obr. 1. Celkovy pocet bodl (experimentil) je

pritom dan vztahem: n = L.
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Obr.1 Schéma faktorového planu pro pfipad optimalizace dvou (napt. pH vodné slozky

a obsah metanolu v mobilni fazi; A) a tfi faktori (napt. pH vodné slozky,

koncentrace soli a obsah metanolu v mobilni fazi; B). Cerné body odpovidaji

podminkam jednotlivych experimentd.

Hvezdicovy plan (star design) je vhodny pro vyjadieni hyperplochy a obsahuje

(2f+1) bodt (Obr. 2).
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Obr.2  Schéma hvézdicového planu pro dva (A) a tfi (B) optimalizované faktory.
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Obr.3 Schéma centralné kompozitniho planu (CCD) pro dva (A) a pro tfi (B) rozméry

(optimalizované faktory).

Kombinaci faktorového a hvézdicového planu ziskame centrdlné kompozitni plan
(central composite design, CCD; Obr. 3). Poget bodt odpovida 27+ 2f +1 (Obr. 4A). Body
z faktorového planu (na Obr. 4A zobrazeny zluté¢) maji jednotkovou vzdalenost od centralniho
bodu (na Obr. 4A vyznaCen Cervené). Body hvézdicového planu (na Obr. 4A oznacené
zelen¢) maji vzdalenost a, kdy o > 1 a zavisi na poctu faktort. a lze vypocitat podle vzorce:
—

Existuji tfi typy CCD designu (Obr. 4B). Rozdil mezi nimi je v interpretaci krajnich
hodnot optimalizovanych faktorii zadanych operatorem (viz. vyse). VySe byl uveden ptiklad
krajnich hodnot pro optimalizaci pH vodné sloZky od 3 do 7. Tyto limity byly zvoleny podle
pH stability stacionarni faze a proto neni mozné jejich piekroceni. U typu CCD I vSak design
zamérné krajni hodnoty piekracuje, aby lépe zmapoval chovani systému ve zvolenych
intervalech. Proto CCD I neni mozné¢ aplikovat v ptipadech, kdy operatorem zvolené intervaly
jednotlivych faktorti jsou limity redlnymi (napf. obsah organické slozky 0 %). V takovych
pfipadech volime jeden =z alternativnich typt CCD. V pfipadé CCD II délime body
hvézdicového designu (Obr. 4B, rizové body) hodnotou a. V ptipadé CCD III délime
vSechny body vyjma centralniho hodnotou a. Tim docilime ,,zmenseni* planu pokust tak, ze

pokryva ndmi zadané limity.



Pro vyhodnoceni dat ziskanych zexperimentii podle planu pokust je vyhodné
pouzit umélych neuronovych siti. Vysledkem je aproximace hyperplochy napii¢ celym

intervalem vSech optimalizovanych faktorti, ze které lze ziskat optimalni separa¢ni podminky.
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Obr.4 A — Vyznaceni vzdalenosti bodii faktorového designu (zluté body) a hvézdicového
designu (zelené¢ body) od centradlniho bodu (Cerveny bod). B — Tti typy CCD
designu. ,,1¢ a ,,-1 oznacuji vzdalenost od centralniho bodu designu a operatorem

zadan¢ hranice pro jeden z optimalizovanych faktort.

2.2 Umélé neuronové sité

Umélé neuronové sité (artificial neural networks, ANNs) byly vytvofeny na zakladé
jednoduchych modelt neuroni — funkénich bun€k nervového systému zivych organismd.
Kazda neuronova sit’ prevadi (transformuje) hodnoty vstupnich veli¢in na hodnoty vystupnich
veli¢in pomoci transformacni funkce. ANN lze vyuzit pii modelovani a fizeni slozitych
soustav, které nelze s uspokojivou piesnosti matematicky popsat, nebo matematicky model
procesu je tak slozity, ze jeho pfipadna algoritmizace je bud’ Casové a programové velmi

naro¢na nebo dokonce nemozna.

221 Popis a matematicky model umélé neuronové sité

ANN je tvofena neurony nejcastéji usporddanymi do vrstev. Kazdy neuron ptijima
signaly z neuronti pfedchozi vrstvy nebo z vnéjsiho zdroje (Obr. 5). Vyznam kazdého z téchto
vstupll je ur¢en vahou vstupu wy;, kde dochazi k tlumeni nebo buzeni signalu. Vstupni hodnota
(%) neuronu j je tedy dana souctem vystupl z neuront i (y;) vyndsobenych vahami spojeni

mezi neurony 7 a j (w;):

¥; = Z:i ¥l wis)

Aplikaci aktivacni funkce je vstupni hodnota x; pfeménéna na hodnotu vystupni y;:



¥ = Flxs)
Timto je korigovana amplituda vystupu neuronu do akceptovatelného rozmezi. To je obvykle
definovano jako interval (-1;1), nebo (0;1). Vystup je bud konecnym vysledkem, nebo je

pfeddn neurontim v dal$ich vrstvach.
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Obr.5 Matematicky model neuronu. Vystup z neurontl na i-t€ urovni je na zaklad¢ vah

spojeni secten. Suma je dale zpracovana aktivacni funkci, kterd reguluje amplitudu

vystupu do akceptovatelné meze (vétSinou (-1;1), nebo (0;1))

Vrstvy tvofené neurony lze rozdélit podle jejich umisténi na 3 ¢asti. Prvni vrstva se
nazyva vstupni a ma za ukol pfijimat hodnoty z okoli pro zpracovani a ptivést je na vstup
kazdého neuronu nasledujici vrstvy. Druhd vrstva je oznacovana jako skryta. Pocet skrytych
vrstev ve vnitini ¢asti zavisi na slozitosti funkce, kterou ma sit’ vykonat a na zvoleném typu
sité. Ve vétsing piipadi je dostatena jedina skryta vrstva. Ukolem skrytych vrstev je zvyseni
aproximacnich vlastnosti neuronové sité. Posledni vrstva, vystupni, obsahuje neurony
predavajici signal do okoli. Tyto vystupni signaly jsou pak odezvou neuronové sité na signaly

vstupni.



Skryta vrstva

Obr. 6 Model neuronové sité s jednou skrytou vrstvou. Jako vstupni vrstva jsou pouZity
napi. hodnoty optimalizovanych faktord naplanované dle planu pokust (napt. pH,
koncentrace soli, obsah organické slozky). Dva neurony vystupni vrstvy jsou pak
napi. retencni ¢asy dvou analytl pozorované za podminek definovanych pomoci

vstupnich neuroni.

Podle toku signdlu neuronovou siti pak délime sit¢ na dopfedné (feed-forward) a se
zpétnou vazbou (rekurentni, feed-back). Pti pouziti struktury s dopfednym Sifenim signalu se
signal $ifi po orientovanych spojnicich jenom jednim smérem. V rekurentnich sitich existuji

mezi neurony nebo vrstvami zpétné vazby.

2.2.2 Trénovani umélych neuronovych siti

Zakladni a velmi podstatnou vlastnosti ANN je schopnost ucit se. Faze uceni
predchazi fazi vlastni prace a slouzi k ur€eni se vahovych koeficientim mezi neurony. Faze
uceni miize probihat dvéma zptisoby, s ucitelem a bez ucitele. Pfi metod¢ uceni s ucitelem je
sit’ trénovana pomoci dvojice vstupni vzorek a prislusny, ocekdvany vystupni vzorek.
Vyuzivaji se trénovaci data v takovém rozsahu, aby plné€ popsaly vSechny vlastnosti mnoziny
dilezité pro danou ulohu. V naSem piipadé se jedna o vysledky z experimentl naplanovanych
s pomoci planu pokust. Jako vstupni vzorek vezmeme slozeni mobilni faze a vystupnim
vzorkem je néktery z parametri separace, napi. rozliSeni mezi dvéma sousednimi analyty,
retenni Cas posledni latky atd. Na zaklad¢ skutecné odezvy trénované sit¢ a ocekéavané
odezvy se upravuji véhové koeficienty. U metody ufeni bez ucitele systém nedostava
oc¢ekavané vystupy od ucitele, ale odvozuje si je od svého vystupu prostiednictvim zpétné

vazby.



K trénovani sité¢ existuje n¢kolik trénovacich algoritmi. Algoritmus uceni doptedné
neuronové sit¢ metodou zpétného Sifeni chyby (Backpropagation Algorithm) je nejcastéjsi
pouzivana metoda. Zakladem je vrstvena sit’, kde nejsou zZadné zpétné vazby. Chyba se Sifi
zpétné pres vSechny vrstvy k prvni vrstvé. Musi ale byt znama vstupni a vystupni dvojice
hodnot.

Béhem procesti uceni je nutno davat pozor na tzv. pretrénovani sité (popsano nize).
Pretrénovana sit’ dava sice presné vysledky pro trénovaci data, ale nerelevantni vysledky pro
data, se kterymi se doposud nesetkala. Ztraci tzv. vlastnost zobecnéni. Pro zabranéni
pretrénovani sit¢ se data pred trénovanim rozdéluji na 3 (pfipadné pouze 2) ¢asti: data
trénovaci, data validacni (tato data nejsou nutnd) a testovaci data. Trénovaci data se vyuzivaji
pro nastaveni vah sit€¢ a musi pokryvat cely interval optimalizovanych parametrti. Tato data
ziskdme napft. z experimentli provedenych na zaklad¢ planu pokust, ktery tyto predpoklady
napliuje. Pro nejvhodnégjsi nastaveni parametrii (napt. pocet skrytych vrstev, pocet neuronti
ve skryté vrstve) se vyuzivaji validacni data, kterd mohou byt soucasti dat trénovacich.
Testovacimi daty se ovéfi funkce natrénované ANN. Jde o data nahodné vybrana v celém

intervalu testovanych parametri, kterd nejsou soucasti trénovaci sady.

223 Kontrola ué¢eni umélych neuronovych siti
Mira uspésnosti natrénované ANN lze hodnotit podle stfedni kvadratické chyby

(RMS, root mean square error), ktera se vypocte podle vzorce:

RMS = |
mh

kde 4 je pocet vzorkl (pocet tadkl), m je pocet vystupnich proménnych, o je vypocitana
hodnota j-t¢ho neuronu pro i-tou proménnou, ¢ je ocfekdvand (experimentilné zjiSténd)
hodnota j-t¢ého neuronu pro i-tou proménnou. Umocnénim na druhou RMS zvySuje vahu
vétSich rozdilii. Pokud méame pouze jednu vystupni proménnou, vzorec se zjednodusi na:
|| h "
|E (‘7‘;' — I )
’ i=1

RMS = \| =

n
RMS je vétsSinou automaticky pocitdna béhem trénovani sit€ pro trénovaci

i testovaci sadu. Diky uceni ANN na trénovacich datech se chyba pro tato data s poctem
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ucicich cykll snizuje. Pfi trénovani sité jde ve vétsiné piipadl o jeji schopnost generalizovat.
Kritériem uspesnosti sité v tomto ohledu je RMS u testovacich dat. Tato chyba nejdiive klesa,
ale po urcitém poctu cykli zacne znovu rist (Obr. 7). V takovém piipadé jiz hovoiime
o pretrénovani sité¢ — sit’ je schopna ptesné predpovédet vystupni neurony pro trénovaci data,
ale ztraci jiz schopnost generalizovat problém na data, se kterymi se jesté nesetkala. Uceni

cvwr
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Obr.7 Prubéh chyby predpovédi v pritbé¢hu ucicich cykli pro trénovaci a testovaci data.
Cervena &ara oznaduje pocet ucicich cykli, kde je pozorovana minimélni chyba
pfedpovédi pro testovaci data. V tomto bodé€ se zastavuje trénovani sité. Pii vice
ucicich cyklech se chyba pro testovaci sadu zvétSuje a dostdvame se do oblasti

pretrénovani site.

Dtlezitym kritériem neni jen primérna odchylka, ale také rozptyl chyb. Primérna
absolutni chyba (MAE, mean absolute error) udava primérnou hodnotu absolutnich rozdili
mezi pfedpovézenym a naméfenym udajem:

1 h
;’me:I—‘ﬂo,.—r,.
S 2 Jos 1,

b=l

kde /4 je pocet vzorka (pocet fadktl), o je vypocitand hodnota j-tého neuronu, ¢ je o¢ekavana
(experimentalné zjisténd) hodnota j-t¢ho neuronu (obdobné plati i pro sit€ s vice vystupnimi
neurony). V ptipadé RMS jsou odchylky pted zprimérovanim umocnény a vétsi odchylky tak

maji vétsi vahu. U MAE jsou si vSechny odchylky rovnocenné (primeéruji se rovnou bez
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umocnéni). RMS nabyva stejné nebo vétsi hodnoty nez MAE. Pokud RMS = MAE, pak
v§echny odchylky maji stejnou velikost. Cim vét§i rozdil mezi RMS a MAE, tim v&tsi je
rozdilnost mezi odchylkami.

Linearitu vztahu mezi pfedpovézenym a pozorovanym retencnim casem lze

hodnotit korela¢nim koeficientem (r).

2.24 Vyuziti natrénované umélé neuronové sité

Natrénovanou ANN lIze vyuzit k pfedpovédi vystupnich neuronti pro vSechny
mozné¢ kombinace vstupnich neuront. Jedinym limitem je rozsah hodnot jednotlivych
vstupnich neuront, ktery se musi fidit rozsahem pouzitym pro trénovani sité. Stejné jako
u kalibraci, tak 1 u ANN neni mozZné vysledky extrapolovat. Grafickou zéavislost hodnoty
vystupniho neuronu na hodnoté vstupnich neuronti nazyvame hyperplochou (Obr. 8).
Hyperplochu, piipadné dvojice vstupnich a vystupnich dat, je mozné vyuZzit k nalezeni
optimalnich podminek separace.

Pti hledani optimalnich podminek je vhodné fidit se obecnymi doporucenimi pro
metody kapalinové chromatografie. Témi zakladnimi jsou: 1) rozliSeni mezi sousednimi
analyty alespoil musi byt alesponi 1,5 a 2) doba analyzy by méla byt co nejkratsi. Doporucuje
se také, aby retencni Cas analytu byl vétSi nez dvojnasobek mrtvého retencniho casu.
U monolitickych kolon je vSak separace rychlejsi v porovnani s ¢asticovymi kolonami. Proto
tento pfedpoklad nebyva v n€kterych ptipadech splnén. Piedpoklady pro HPLC metodu do
ur¢ité miry naznacuji vyhodnost zvoleni rozliSeni sousednich analytli a reten¢niho Casu
piikladech zapotiebi pocet vystupnich neuroni minimalizovat. Plati totiz, Ze Cim vice
vystupnich neurond, tim méné spravné jsou vystupy ANN.

Neékolik vybranych mobilnich fazi se nakonec ovéiuje experimentidlné. Chyby
experimentalnich vysledkli od pfedpovézenych jsou bézné do 30 %. V pruméru byvaji chyby
okolo 10 %. V ptipadé, Ze chyby jsou vEtsi, je nutné zvazit volbu jiné topologie sité (vice, Ci
méné vnitinich neuront, vice vrstev) véetné zahrnuti dalSich vstupnich veli¢in nebo naopak

odebrani nékteré¢ho z vystupnich neuront.

2.3 Validace metody

Protoze zplsob ziskavani a zpracovani experimentalnich dat ovliviiuje konecné

vysledky z hlediska pfesnosti a spravnosti, je nutné ovéfit funkénost zvoleného analytického



postupu. Pied zavedenim analytické metody do praxe je proto nutné zjistit vhodnost metody
pro feSeni dané¢ho analytického problému, statisticky prokédzat spolehlivost (tj. piesnost
a spravnost metody) analytické metody vcetné celého obsluzného analytického systému
a vySetfit jeji praktické hranice pouzitelnosti. Tento proces se nazyva validace metody.
Validace se pouziva nejen po vyvinuti nové analytické metody, ale také pti prevodu

analytické metody z jiné laboratofe.

2.3.1 Druhy validaci
Validace metody v ramci jedné laboratofe se nazyva interni (vnitini) validace a lze
ji déle rozdélit:
1. prizkumova validace se stanovuje na omezeném poctu vzorkl a slouzi ke
zjisténi vhodnosti analytické metody pro dany ukol
2. plna validace obsahuje vyhodnoceni vSech validacnich parametri
3. wvalidace pii prevodu metody slouzi pro zavedeni jiz validované metody
z jiné laboratoie

4. retrospektivni validaci Ize vyuzit pro jiz dfive namétena data

Externi (vngjs$i) validace zahrnuje interni validaci spolecné s validaci metody
srovnanim vysledkt metody z vice laboratofi a zahrnuje ovéfeni reprodukovatelnosti metody.
Cilem validace metody je zjistit selektivitu, spravnost, pfesnost (opakovatelnost,
dlouhodoba opakovatelnost), selektivitu, linearitu, dynamicky rozsah, limit detekce, limit

kvantifikace a robustnost.

2.3.2 Test zpisobilosti HPLC
Pokud zvolime za analytickou metodu HPLC je nutné pfed zahajenim vyvoje nové
metody, pfed validaci metody i v prubéhu studie provadét test zpusobilosti HPLC. Timto
testem ovéiujeme schopnost HPLC systému davat relevantni, spravné a piesné vysledky. Test
zahrnuje:
1. Test opakovaného néstiiku (6 nastiiki, relativni smérodatna odchylka —
RSD by mé¢la byt mensi nez 1,5 %)
2. Test linearity (zvolit si min. 5 bodii o rtizné koncentraci, koeficient
determinace by nem¢l dosahovat mensi hodnoty nez 0,9900)

3. Test G€innosti chromatografické separace
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233 Valida¢ni parametry

2.3.3.1 Selektivita

Selektivita analytické metody je schopnost pfesného a spravného urceni analytu
1 v pritomnosti interferujicich latek (matrice). Neselektivni metoda dava signal, ktery
neodpovidd skutecnému obsahu analytu, ale je zesilen signdlem rusivé slozky. Pokud je
k dispozici matrice vzorku, analyzujeme matrici, dale vzorek bez matrice i bez analytu
(v ptipadé HPLC nastiikneme mobilni fazi), standardni roztoky sledovanych latek, kontrolni
vzorky (matrice + standardy stanovované slozky), vzorky s pifidavkem standardni
(stanovované) slozky. Zjistime, zda interference pochazi ze srovnavaciho vzorku metody, pak
se musi odstranit zdroj interference (kontaminace rozpoustédla, laboratorniho nédobi,
ptistroju atd.) nebo pochazi ze srovnavaciho vzorku matrice a je nutné optimalizovat extrakci

vzorku, ptedseparaci (€iSténi vzorku). Odezva interferujicichh latek musi byt mensi nez 1%

cvwr

2.3.3.2  Presnost (Precision)

Ptesnost analytické metody je mira shody mezi jednotlivymi vysledky ziskanymi
z n€kolika méfeni stejnych homogennich vzorki za danych podminek. Piesnost se vyjadiuje
na 3 urovnich. opakovatelnost, dlouhodoba opakovatelnost a reprodukovatelnost.

1. Opakovatelnost (Repeatability) se zkouma na identickém materialu (mé&fi
se 3-5 vzorkl na nékolika koncentracnich hladinach) pouzitim téze
zkuSebni metody, v téze laboratofi, stejnym pracovnikem za pouziti tychz
piistroju a zatizeni, béhem kratkého ¢asového rozmezi.

2. 'V dlouhodobé opakovatelnosti (Intermediate Precision) se promita
variabilita v méfeni. Nejcastéji méfenim v delsim ¢asovém okamziku,
provedeni jinym pracovnikem nebo s jinym laboratornim vybavenim.

3. Reprodukovatelnost (Reproducibility) vyjadfuje miru shody mezi
jednotlivymi laboratofemi a je potiebna pii pfenosu analytické metody

z laboratote, kde je pouZzivana, do jiné laboratofe.

2.3.3.3  Spravnost (Accuracy)

Spravnost je definovana jako odchylka od spravné hodnoty. Vyjadiuje se jako
vytéznost (Recovery) a udava pomér mnozstvi analytu zjisténého danou analytickou metodou

k pfidanému mnozstvi. Udava se jako desetinny zlomek nebo v procentech. V HPLC se
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vyhodnocuje analyzou vzorku s pfidanym standardem na minimaln¢ tfech koncentracnich
pohybovat kolem 7 a relativni smérodatna odchylka pro kazdou koncentra¢ni hladinu nemé
byt vétsi nez 3%. Vytéznost (100xzjisténo/ptidano) pro koncentracni hladinu se ma

pohybovat v rozmezi 95% az 105%.

2.3.3.4  Linearita (Linearity)

Linearita vyjadfuje schopnost
metody dédvat vdaném = rozsahu

koncentraci vysledky pfimo Umérné

koncentraci  stanovované latky ve

vzorku. Pro urceni linearity se voli

minimalné 5 vzorku vcelé méfici

1
oblasti. Provede se regresni analyza ,’r '
ceen , D Lo [
(zjisténi regresnich koeficienti a a b ! ; |
i
Cetné  testovani  jejich  statistické L " c
véetné  testov jejic statistické D X LH
vyznamnosti, zjisténi  korela¢niho
. i i Obr.8 Urceni intervalu spolehlivosti
koeficientu — r a koeficientu determinace [Lo,Lu] koncentrace ¢ na zékladé
— /). Ke statistickému potvrzeni intervalu  spolehlivosti signalu
¥ [Up,Un].

linearity sledované zavislosti je mozné

vyuzit napt. tabulky kritickych hodnot korela¢nich koeficientii » pro linedrni zavislost — viz.
Tab. 1. Pfesnost kalibra¢ni ptimky piedstavuje interval spolehlivosti. Ten je nejuzsi ve stiedu
kalibrace, a proto je vhodné konstruovat kalibra¢ni pfimky s ohledem na tuto skutecnost tak,
aby ocekavané hodnoty méfené veliCiny lezeli pfiblizn€ uprostied voleného kalibracniho
rozsahu. Z obrazku 8 je také patrnd nutnost co moznd nejptfesnéjSiho ur€eni y i x pfi
kalibracnich experimentech. Za podminek zobrazenych na Obr. 8 (velikost intervalu
spoelhlivosti kalibra¢ni pfimky a méfeného signélu y) ndm totiz vychdazi interval spolehlivosti
zjistované koncentrace pies témét cely kalibrovany interval! Vypocet intervalu spolehlivosti
kalibrace neni trivialnim ukonem, zvlada jej vSak vétSina statistickych programt, vcetné

programu Statistica.
Tab. 1: Kritické hodnoty korela¢niho koeficientu » pro pocet stupiiti volnosti v a dvé

hladiny vyznamnosti a pro ktery plati v = n — 2, kde n piedstavuje pocet

korelaénich bodu
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o 03 o

Vv Vv A%

0,05 0,01 0,05 0,01 0,05 0,01
1 0,999 999 6 707 834 11 553 684
2 0,950 999 7 666 798 12 532 661
3 0,878 959 8 632 765 13 514 641
4 0,811 917 9 602 735 14 497 623
5 754 875 10 576 708 15 482 606

2.3.3.5  Limit detekce (Detection Limit)

cvwr

mnozstvi analytu ve vzorku, ktery jest€¢ mize byt detekovan. Existuje n€kolik moznosti jak ho
stanovit. U separacnich metod 1ze vyuzit hodnoty signalu slepého pokusu a kalibra¢ni piimky.
Z chromatogramu slepého pokusu se ur¢i maximalni kolisani zakladni linie (hyax) v oblasti
dané 20-ti nasobkem polositky piku stanovovaného analytu. Pro odezvu detekovatelného
mnozstvi analytu pak plati: yg = 3 X hpax @ pro koncentraci na mezi detekce: x4 = yq/bi, kde
smérnice kalibracni pfimky b; musi byt z koncentracni zavislosti y = b;x, kde y je vyska
chromatografického piku a ne plocha.

Dalsi moznosti je metoda postupného zied’ovani, kdy davkovany analyt postupné
fedime az do okamziku, kdy poskytnuty signdl ma jesté vysku 3x vétsi nez primérny Sum.
Pocetné lze tento problém feSit z informaci dostupnych v chromatogramu, kde koncentrace
analytu je natolik nizka, zZe je viditelny i Sum zakladni linie. K vypoctu LOD pak vyuzijeme

napft. vzorce:

LOD:3'N'C,
S

kde § je vyska signalu analytu pii koncentraci analytu ¢ a N je vySka Sumu zakladni linie. Jak
je z vysvétleni patrné, existuji odliSnosti v moznych piistupech. Vzdy je proto nutné vedle

hodnoty LOD ¢i jinych limitti metody, uvést také zpiisob, jakym bylo vysledki dosazeno.

2.3.3.6  Limit kvantifikace (Quantitation Limit)

Limit kvantifikace se urCuje stejné¢ jako dolni limit detekce, jen nepfedstavuje
trojnasobek, ale desetinasobek Sumu a uréuje mnozstvi, které je mozné danou metodou jesté

nejen spolehlivé detekovat, ale také stanovit.
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2.3.3.7  Robustnost (Robustness)

Robustnost analytické procedury je mira jeji kapacity zistat neovlivnénad malymi,
ale ndhodnymi zménami v experimentalnich parametrech. V ptipadé HPLC by méla robustni
metoda davat piijatelné vysledky (napf. retencni Cas, plocha piku, rozliSeni) 1 kdyz dochazi
v experimentalnich parametrech (napf. slozeni mobilni faze, pH, teplota kolony, pritokova
rychlost) k mirné odlisnosti od pozadovanych v disledku bézné nepiesnosti (napi. nepresnosti
odmérného nadobi, pomocnych pfistrojii). Robustnost je experimentalné zjistovana pomoci

zamérného vnaseni malych zmén do metody a zkoumani jejich disledk.

3 Prakticka cast
3.1 Ptistroje a zafizeni
e HPLC systém 10 AVP fy SHIMADZU:
e odplynovac GT-154
e systémova fidici jednotka SCL-10AVP
e pumpa LC-10AVP
e picka CTO-10ASVP
e PDA detektor SPD-M10AVP
o fidici software Class-VP 5.02
¢ 2 monolitické kolony 100x4.6 mm, Onyx C18
e knihovna UV-VIS spekter purinti, pyrimidinti, nukleosida a nukleotida
¢ injekéni stiikacka se specialné upravenou jehlou pro davkovani vzorkt
(Hamilton)
e mikropipety
e ultrazvukova lazen

e odmérné baiky a dal$i bézné laboratorni zatizeni

3.2 Chemikalie

e standardy bazi nukleotidi (koncentrace 10mM):
= 2’-deoxyinosin-5’-monofosfat (dIno)
* inosin-5’-monofosfat (Ino)
= 2’-deoxyadenosin-5’-monofosfat (dAde)

= adenosin-5’-monofosfat (Ade)
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e thiomocovina (0,002% roztok ve vod¢)
e mobilni fdze pro méfeni vzorki a standardii (vodny roztok fosfatu sodného

o koncentraci 15mM a pH 3,8; metanol pro chromatografii)

3.3 Postup — modelova optimalizace metody

V této Casti postupu je naznaceno, jak 1ze béhem optimalizace metody postupovat
s vyuzitim ED a ANN. Vzhledem k tomu, ze z ¢asovych divoda nelze cely postup zvladnout
v laboratornim cviceni, budou zde pouze diskutovany jednotlivé aspekty tohoto pfistupu
k optimalizaci s vyuzitim readlnych vysledka ziskanych pii optimalizaci Glohy. Cilem je ziskat

optimalni metodu separace dvou nukleosidii — adenosinu a inosinu — a jejich 2’-deoxy- forem.

3.3.1 Plan pokusu

Navrhnéte parametry separace (pritok, teplota, slozeni mobilni faze atd.), které je
vhodné optimalizovat (ofekava se jejich vliv na separaci), a které je mozno ponechat
konstantni (neocekéva se jejich signifikantni vliv na separaci). U vybranych parametri
k optimalizaci navrhnéte rozpéti vjakém by mély byt testovany a pomoci centralné

kompozitniho planu (typ CCD III; viz. Obr. 4B) navrhnéte potfebné experimenty. ~15 minut

3.3.2 Vytvareni umélych neuronovych siti

Na zéklad¢ planu pokusii byly provedeny separace smési (obsahujici Ade, dAde,
Ino, dIno) za podminek navrzenych v planu pokust. Urcete vstupni neurony ANN. Navrhnéte
jaké separacni charakteristiky z chromatogramii (reten¢ni Casy, rozliSeni, polositky pika atd.)
1ze nejlépe vyuzit jako vystupni neurony umelych neuronovych siti. Dilezité je pfitom vyuziti
ptedpovézenych hodnot vystupnich neuronil pii posouzeni vhodnosti separacnich podminek.

~15 minut

333 Trénovani umélych neuronovych siti

Do ANN byla vlozena vstupni a vystupni data ziskand dle planu pokust.
Architektura sit¢ obsahovala jednu skrytou vrstvu. K trénovani ANN byl pouzit program
Statistica. Natrénovano bylo celkem 100000 siti. Nastaveny rozsah neurona ve skryté vrstve

byl 3-15. Z natrénovanych siti bylo programem podle RMS vybrano 100 nejlepsich. K témto
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sitim byly vypocitany hodnoty RMS, MAE a jejich rozdil. Na zaklad¢ téchto hodnot vyberte

nejvhodné;jsi sit’ pro predikci retencnich charakteristik separované smési. ~15 minut

3.34 Vybér optimalni mobilni faze

Byla provedena separace modelové smési (obsahujici Ade, dAde, Ino, dIno) za
ttech vybranych podminek (viz. 3.3.3). Zhodnotte redlné chovani systému v porovnani
s ptedpovézenymi hodnotami. Proved’te vyber optimalni mobilni faze. Do protokolu uved’te
procentudlni odchylky ptedpovézenych hodnot od naméfenych a diskutujte rozdily.

~10 minut

34 Postup - Validace metody

V této Casti budete provadét caste¢nou validaci optimalizované metody stanoveni
Ctyf analyti v modelovém vzorku. Pro pfipravu smési standardii pouzijte zasobni roztoky
o koncentraci 10mM.

V ptipad¢ provadéni opakovani experimentl je vhodné provést také testovani na
odlehlost krajnich vysledkt. V ptipadé, ze Vam testovani odhali odlehly vysledek, zvazte jeho
vylouceni (vylucovat by se méla pouze ta data, kterd jsou zatizena hrubou chybou).

Pro intervaly spolehlivosti a testovani statistické vyznamnosti rozdili si zvolte
hladinu vyznamnosti 0,05 nebo 0,01. Problém volby hladiny vyznamnosti si vysvétlime na
pripadu, ktery budete pfi vypracovavani protokolu fesSit — bod. 3.4.4. Hladina vyznamnosti
znamena tzv. chybu I. druhu, tzn. pravdépodobnost, ze zamitneme nulovou hypotézu i pies to,
ze plati. Nulovou hypotézou mliZe byt napf. tvrzeni ,,pozorovana vytéznost metody je 100%".
Pokud budeme testovat na hladiné vyznamnosti 0,05, pocitime s tim, Ze v péti procentech
pripadl se stane, ze nam vyjde rozdil statisticky vyznamny (tj. zamitneme rovnost nami
naméfenymi a teoretickymi vytéznostmi) i1 pies to, ze ve skuteCnosti neni. V pfipad¢, ze
spocitame intervaly spolehlivosti pro hladinu vyznamnosti 0,01 vyjdou ndm vétsi —
pravdépodobnost zamitnuti pravdivé nulové hypotézy (ndmi pozorovand primérna vytéznost
se nelisi od 100 %) tak bude logicky mensi. Pfi vybéru hladiny vyznamnosti je proto vhodné
mit na paméti definici dané nulové hypotézy, kterou chci testovat a dle toho si pak zvolit

patfi¢nou pravdépodobnost, Ze ji zamitnu 1 kdyZ bude pravdiva.
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3.4.1 Linearita

Linearitu ovéite méfenim 7 (pfipadné vice) koncentraci standardu. Krajni
koncentrace je nutno volit tak, aby bylo mozné urc¢it dynamicky rozsah metody — minimalné
jeden kalibra¢ni bod u hladiny limitu detekce a jeden nad hranici linearity. V naSem piipadé
sestrojte kalibracni ktivku v rozsahu 1-0,004mM. Sestrojte kalibra¢ni zavislost a urcete
dynamicky rozsah metody (body mimo dynamicky rozsah do linearni zavislosti nezarazujte,
pouze je zobrazte v kalibraénim grafu). Pro linearni zavislost otestujte vyznamnost obou
parametrti linedrni rovnice a napi. pomoci programu Statistika zobrazte také piislusné
intervaly spolehlivosti. Nakonec urCete zda je koeficient determinace vétSi nez kriticka

hodnota (viz. Tab. 1) a byla tak statisticky potvrzena linearita zavislosti. ~1 hodina

34.2 Opakovatelnost

Piipravte si smési vSech Ctyf standardnich latek v ekvimolarnim mnozstvi na
3 koncentraénich hladinach — 0,5; 0,05 a 0,005 mM. Kazdou smés zméfte 5x za sebou. Pro
retencni Cas a plochu pikli vypocitejte smérodatnou odchylku (SD), relativni smérodatnou

odchylku (RSD) a intervaly spolehlivosti. ~1,75 hodiny

3.4.3 Dlouhodoba opakovatelnost

Pro zjisténi dlouhodobé opakovatelnosti Vam budou poskytnuta data od kolegt,
ktefi Glohu vypracovali pfed Vami (minimaln€ 4 skupiny; celkem budete mit k dispozici
petice hodnot). K vypoctu dlouhodobé opakovatelnosti vezméte vzdy prvni méfeni pro
kazdou koncentra¢ni hladinu. Jako variabilita se do dlouhodobé opakovatelnosti promitne
mefeni v delsim ¢asovém tseku a méfeni jinym pracovnikem. Dlouhodobou opakovatelnost
retencnich Casii aploch pikli opét vyjadiete jako pfislusné smérodatné odchylky (SD),
relativni smérodatné odchylky (RSD) aintervaly spolehlivosti na zvolené hladiné

vyznamnosti. Vyhodnoceni této ¢asti dodejte

344 Spravnost metody

Spravnost metody ovéite zméfenim samotného modelového vzorku a vzorkl
s ptidavky vSech ¢tyi standard na dvou koncentra¢nich trovnich (0,1 a 0,01mM). Méteni
kazdého vzorku proved’te minimalné tfikrat. Pfidavek Spravnost metody vyjadiete jako
vytéznost v procentech pro kterou urcete interval spolehlivosti na zvolené hlading
vyznamnosti. Do protokolu uved’te mimo jiné ,grafické”, pfipadné¢ pocetni zhodnoceni

statistické vyznamnosti rozdilu primérné vytéznosti metody a 100% hodnoty (blizsi
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informace viz. Poznamka ke statistickému zpracovani, ndvod do podzimnich laboratofi).

~1 hodina

34.5 Limit metody (LOD a LOQ)

LOD a LOQ zjistéte dvéma zptsoby: 1) z kalibra¢ni piimky a nastfiku slepého
vzorku (mobilni faze, ptipadné destilovana voda jako rozpoustédlo ve vzorku) a 2) pocetni
metodou z chromatogramu ziskaného zméfenim smési s nizkymi obsahy analyti a patrnym
Sumem zdkladni linie jak je popsano v odstavci 2.3.3.5. Do protokolu uved'te porovnani takto

zjisténych limith a v diskuzi srovnejte jejich spravnost.
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