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Abstract

Customer relationship management (CRM) is a process when company exploits information about customers. Company that
wants to gather information about its and competitive customers needs to analyze data sources using various quantitative
and data mining methods. For example - market basket analysis. Article explains how to exploit results of market basket
analysis, specifically association rules and sequence analysis, in financial companies.

Abstrakt

Riadenie vztahov so zdkaznikmi (CRM) predstavuje proces, v ktorom spolo¢nost’ maximdlne vyuZiva informdcie
o0 zdkaznikoch. Aby firma ziskala informdcie o svojich a konkurencnych zdkaznikoch, potrebuje analyzovat svoje a cudzie
ddtové zdroje pomocou réznych kvantitativnych metdéd a metod data miningu. Medzi takéto metddy patri aj analyza
ndkupného kosa (market basket analysis). Cielom ¢ldnku je ukdzat' vyuZitie vysledkov analyzy ndkupného kosa, konkrétne
asociacnych pravidiel a sekvencnej analyzy, vo financnych organizdcidch.
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Uvod

Analyza nakupného kosa nie je jednoducha technika. Nazov tejto skupiny metdd je odvodeny od situacie, ked zakaznik chodi
s nakupnym vozikom po supermarkete a dava si spolu do kosika potrebné produkty (tovary).

Pojem ,analyza nakupného kosa“ zahfha skupinu technik a metdd analyzy transakénych dat o predaji produktov v sledovanej
oblasti (point-of-sale transaction data). NajcastejSie pouzivanou technikou v praxi si asociacné pravidla. Automatické generovanie
asociacnych pravidiel z transakénych dat je mozné robit pomocou data miningovych softvérov (napr. SAS Enterprise Miner, SPSS
Clementine, STATISTICA Data Miner a pod.).

Asociacné pravidla reprezentuji schémy (vzory, pravidld) v datach bez toho, aby bola definovana cielova (modelovana, zavisla,
target) premennd, preto sa tato technika zarad'uje medzi techniky nepriameho data miningu (undirected data mining). Medzi dalSie
techniky analyzy nakupného kosa patri sekvencna analyza a taxonomicka analyza nakupného kosa. Sekvenéna analyza analyzuje
postupnost (poradie) nakupovanych produktov. Taxonomicka analyza nakupného koSa vyzaduje (daje o hierarchickej Struktire
poloziek (tzv. taxondmiu), Cize Udaje o kategoriach a subkategoériach nakupovanych produktov. Zistuje, ktoré kategorie, resp.
subkategorie produktov si zakaznik kupuje spolu a v akej postupnosti.

Cielom predkladaného prispevku je vysvetlit principy asocianej a sekvencnej analyzy a aplikovat tieto techniky na transakéné
data z oblasti poistovnictva a bankovnictva pomocou softvéru SAS Enterprise Miner 5.3.

1. Udaje pre analyzu nakupného ko3a

Udaje pre techniky analyzy nakupného kosa majli povahu transakénych dat. Je pre ne typické, Ze sa skladaj zo $tyroch zakladnych
Casti, resp. datovych tabuliek:

e Datova tabulka o zakaznikoch obsahuje ID zakaznika (customer), meno, adresu a pod..

e Datova tabulka o zakazkach (objednavkach, nakupoch) obsahuje ID zakazky (order), ID zakaznika, datum objednavky
(nakupu), typ platby, celkovu cenu, datum zaslania, naklady na dopravu a pod..

e Datova tabulka o polozkach zakazky (UCtovnych polozkach, line items) obsahuje ID U¢tovnej polozky, ID zakazky, ID produktu
(tovaru, sluzby), mnozstvo, jednotkovu cenu, jednotkové naklady a pod..

e Datova tabulka o produktoch méze obsahovat ID produktu, produktovi kategoriu, produktovl subkategoriu, popis produktu
a pod..

Datové tabulky predstavujl relaént databazov( Strukturu, v ktorej zakladnym prvkom je zakazka (order). Zakazka predstavuje
transakciu a sklada sa z jednotlivych poloziek (items). Polozky s zvycajne napojené na tabulku charakteristik produktov. Zakazka sa
viaze na urcitého zakaznika (ID zakaznika), ktory moZe mat aj niekolko zakaziek a preto sa ID zakaznika v transakcnych datach
opakuje na viacerych riadkoch datovej tabutky.



2. Asociacné pravidla

Asociacné pravidla si povodne odvodené z nakupnych dat a vyjadrujd, ktoré tovary si zakaznik kuapil, resp. kupuje spolu v obchode,
Cize dava si ich zvycajne spolu do nakupného kosika (basket). Dnes sa vsak tato technika aplikuje aj v inych oblastiach, napr. analyza
poloziek kupenych cez kreditnd kartu, analyza zak(penych volitelnych sluzieb zakaznikmi telekomunikacnej spolocCnosti, analyza
bankovych sluzieb pouzivanych retailovymi zakaznikmi a podobne.

Vysledkom asociacnej analyzy s asociacné pravidla (association rules), ktoré hovoria o tendencii zoskupovania sa nakupovanych
produktov alebo sluzieb a si dobre zrozumitelné. Napriklad pravidlo ,,ak si zdkaznik kipil pomarancovy dZus, tak si kupi aj sodu“, je
kazdému hned’ jasné. Od asociacnych pravidiel pozadujeme aby boli nielen jasné ale aj uzitocné. Asociacna analyza produkuje tri
zakladné druhy pravidiel:

1. pouzitelné (osozné, prospesné),
2. trividlne a
3. nevysvetlitelné.

PouZitelné asociané pravidla obsahuji informaciu vysokej kvality. Napriklad pravidlo ,,ak zdkaznik kipi babiku Barbie, tak si kupi
aj ¢okoladu“ vedie obchodnika k tomu, aby tieto tovary umiestnil blizko seba v obchode a zvysi tym svoje trzby.

Trividlne asociaéné pravidla obsahuji vysledok, ktory je vSeobecne znamy pre danu oblast podnikania. Napriklad pravidlo ,ak
zdkaznik kapi pocitac, tak si kipi aj monitor* patri medzi trivialne zistenia a zbytocne sme mrhali prostriedky na vyskum.

Nevysvetlitelné asociacné pravidla sa nedaji objasnit’ a neved( k nejakému prospesnému cinu. Napriklad pravidlo ,,ked’ sa otvorilo
nové oddelenie hardvéru, tak sa stal jednym z najpreddvanejsich tovarov WC Cisti¢“ patri medzi takéto vysledky. Vysvetlenie moze
byt rézne, napr. ze zlava na tento WC Cisti¢ v sledovanom obdobi bola taka vysoka, ze zakaznici kupovali tento produkt vo zvysenej
miere.

Podla originalnej definicie Agrawala [R. Agrawal akol., 1993] pre definovanie asociacnych pravidiel je potrebné zaviest
nasledujuce pojmy. Nech I={iy, iy, ..., in} je sUbor binarnych atribUtov o rozsahu n, ktoré nazyvame polozkami (items) a nech D={t;, t;,
..., tm} je suborom transakcii o rozsahu m, nazyvanym databaza. Kazda transakcia v D ma pridelené jedinecné identifikacné Cislo ID
a obsahuje podmnozinu poloziek z I. Priklad databazy D je uvedeny v tabulke 1.

ID transakcie Nazov produktu (polozka)
(zadkaznika) A B c D
1 1 1 0 0
2 0 1 1 0
3 0 0 0 1
4 1 1 1 0
5 0 1 0 0

Tabulka 1 Priklad databdzy D pre 4 polozky

Asociacné pravidlo je definované ako implikacia A==>B, kde A, B sG z I asu to disjunktné polozky (prvky), Cize ANB=@. Kazdé
asociacné pravidlo sa teda sklada z dvoch Casti, z podmienky A (condition) a vysledku B (result) a zvyCajne predstavuje vyrok:

Ak podmienka, tak vysledok (ak A potom B, resp. A==>B).

Asociacné pravidla mozu byt aj zlozitejsie, Cize mdzu obsahovat’ aj viac prvkov ako dva (prvky A, B). Napriklad medzi trojprvkové
pravidla (prvky A, B, C) patri vyrok:

Ak A a B, tak potom C (resp. A&B==>C).

Kvalita asocianych pravidiel sa posudzuje troma ukazovatelmi: support, confidence a lift. Vzorce a charakteristiky tychto
ukazovatelov pre dvojprvkové asociacné pravidla typu A==>B su nasledujlce:

e Support udava pravdepodobnost, ze dve polozky (A a B) sa vyskytnu sucasne u zakaznika. Je mierou délezitosti (significance,
importance) pravidla A==>B. Je to symetricky ukazovatel.

pocet transakcii s obsahom poloziek Aa B
polet vietkych transakcii v databaze |D|

Ssupport =

e Confidence (strenght) udava podmienenu pravdepodobnost’, Ze ak ma zakaznik polozku A, tak ma aj polozku B. Nie je to uz
symetricky ukazovatel a je velmi citlivy na vyskyt polozky B (vysledku pravidla) v databaze.

transakcie s obsahom poloZziek AaB _ P(ANB)

confidence = = P(B/A)

transakcie s obsahom poloziek A~ P(A4)

e Lift (improvement, interest) vypoCitame ako podiel dvoch pravdepodobnosti. Ocakavana pravdepodobnost (expected
confidence) vyjadruje teoretickli pravdepodobnost za predpokladu nezavislosti poloziek A a B, Cize pre pravidlo A==>B
vyjadruje pravdepodobnost’, Ze zakaznik ma produkt B. Ukazovatel liftu je tiez symetricky.

confidence _P(B/A) P(ANnB)/P(A) P(AnB)  P(podmienka a vysledok)

lift = expected confidence . P(B) P(B) " P(A)P(B) ~ P(podmienka)P(vysledok)




Lift interpretujeme ako vSeobecnU mieru zavislosti (asociacie) medzi dvoma prvkami. Hodnoty vysSie ako 1 indikuju pozitivnu
zavislost, hodnoty nizSie ako 1 indikuju negativnu zavislost' a hodnoty rovné 0 indikuju nezavislost. Napr. ak je lift=2 pre pravidlo
A==>B, tak zakaznik, ktory ma produkt A, ma produkt B s dvojnasobnou pravdepodobnostou v porovnani s nahodne vybratym
zakaznikom.

Pre pravidlo s liftom nizs$im ako 1, je lepSie vyuzitelna negacia tohto pravidla. Napr. pravidlo ,,ak B a C, tak A“ ma lift len 0,74
a confidence 0,33. Polozka Asa objavuje u zakaznikov napr. s pravdepodobnostou 0,45 ateda jej negacia (non A) ma
pravdepodobnost’ 0,55. Negacia tohto pravidla ma tvar ,ak B a C, tak non A“ a ma confidence 0,67 (1-0,33). Lift tohto nového
pravidla je uz 1,22 (0,67/0,55), Co je v praxi lepSie pouzitelné.

Generovanie asociacnych pravidiel je viackrokovy proces. Algoritmus mézeme vSeobecne popisat’ takto:
1. Generovanie matice vyskytu (co-occurrence matrix) pre jednotlivé prvky.
2. Generovanie matice vyskytu (co-occurrence matrix) pre dva prvky. Jej pouzitie pre hladanie dvojprvkovych asociacnych

pravidiel.

3. Generovanie matice vyskytu (co-occurrence matrix) pre tri prvky. Jej pouzitie pre hladanie trojprvkovych asociacnych
pravidiel.

4. Atd.

Vysledkom su asociacné pravidla vytvorené kombinaciami prvkov (produktov). Uz napriklad pre 5 prvkov je to velky pocet pravidiel,
lebo ich pocet rastie exponencialnym radom. Je potrebné tento proces niekde zastavit' a rieSenim je tzv. orezanie (pruning). Na
orezanie sa najCastejSie pouziva nastavenie minimalnej hodnoty supportu.

3. Vyuzitie metod analyzy nakupného kosa

Na analyzu pouzijeme transakéné data o nakupe styroch poistnych produktov za urcité sledované obdobie zakaznikmi nemenovanej
poistovne, teda I={HP,PZP, PDOM, ZIP}. Datovy subor ASOC_DATA.sas7bdat obsahuje 4913 riadkov (transakcii) pre tri premenné
(Tabulka 2).

Kéd produktu Pobis Pocet transakcii Pocet zakaznikov
(PRODUCT) P s produktom*
HP Havarijné poistenie 118 113
p7p Povjnne zmluvné poistenie motorového 658 550
vozidla
PDOM Poistenie domacnosti 1882 1425
ZIP Zivotné poistenie 2255 1709
Pocet transakcii Celkovy pocet riadkov v datovej tabulke 4913
L : Pocet roznych zakaznikov, resp.
Pocet zdkaznikov CUSTOMER_ID 2835

Tabulka 2 Poistné produkty a ich vyskyt v transakcnych datach z poistovne (ASOC_DATA.sas7bdat)

Zoznam a charakteristika premennych datového siboru z poistovne ASOC_DATA.sas7bdat je nasledovny:

e CUSTOMER_ID je identifikacna premenna nominalneho typu, v ktorej je uvedené ID zakaznika. Pocet r6znych ID zakaznikov
v transakénej databaze je 2835 (t.j. |D|=2835) a mozeme to zistit z vystupnych sUborov softvérového riesenia z uzla
Association.

e PRODUCT je cielova (target) premenna nominalneho typu, ktora obsahuje kod poistného produktu, ktory si zakaznik kupil
v sledovanom obdobi. Z dat sme zistili, Zze v sledovanom obdobi si jeden zakaznik kapil maximalne Styri rozne produkty
(HP,PZP, PDOM a ZIP) a ten isty produkt si mohol kipit aj viackrat (Porovnaj v tabulke 2 stlpce pocet transakcii a pocet
zakaznikov). Hodnoty kddov poistnych produktov, ktoré sa v transakciach vyskytovali, ich popis a vyskyt je v uvedeny tabulke
2.

e SEQUENCE je sekvenéna (poradova) premenna, ktora vyjadruje postupnost nakupovania produktov u jednotlivych
zakaznikov.

Na uskutoCnenie asociacnej a sekvencnej analyzy sme pouzili data minigovy nastroj SAS Enterprise Miner 5.3 (d’alej len SAS EM).
Vytvorili sme pracovny diagram (Obrdzok 1), ktory vyjadruje postup analyzy a sklada sa z troch uzlov (nodes).

Asociacna analyza

Na vykonanie asociacnej analyzy je v SAS EM urceny uzol Association (premenovali sme ho na Asociacnd analyza, vid' Obrdzok 1),
ktory sa nachadza v Casti hlavnej ponuky Explore. Pouzili sme len dve vstupné premenné a to CUSTOMER_ID ako identifikacnu (ID)
premenn( a PRODUCT ako cielovu (target) premenn(. Premennt SEQUENCE sme nepouzili.

Vyuzili sme preddefinované nastavenia uzla Association systémom SAS EM (Obrdzok 2). Softvér tak bude vytvarat maximalne
Stvorprvkové pravidla (Obrdzok 2 - Cast Association: Maximum Items=4), ktorych support bude vyssi ako 5% (Obrazok 2 - cast
Association: Support Type=Percent a Support Percentage=5.0).
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Obrdzok 1 Postup asociacnej a sekvenénej analyzy Obrdzok 2 Cast nastaveni v uzle Association
v SAS Enterprise Miner 5.3 v SAS Enterprise Miner 5.3

Z asociacnej analyzy s tymito nastaveniami sme ziskali 10 vyslednych asociaénych pravidiel (Tabulka 3), ktoré su usporiadané podla
hodnoty liftu a ktorych support je vyssi ako 4%.

index SET_SIZE EXP_CONF CONF | SUPPORT LIFT COUNT RULE
1 3 19.400 26.400 4.656 1.361 132 ZIP & PDOM ==> PZP
2 3 17.637 24.000 4.656 1.361 132 PZP ==> ZIP & PDOM
3 3 50.265 52.590 4.656 1.046 132 ZIP & PZP ==> PDOM
4 3 60.282 54.772 4.656 0.909 132 PZP & PDOM ==> ZIP
5 2 50.265 43.818 8.501 0.872 241 PZP ==> PDOM
6 2 19.400 16.912 8.501 0.872 241 PDOM ==> PZP
7 2 19.400 14.687 8.854 0.757 251 ZIP ==> PZP
8 2 60.282 45.636 8.854 0.757 251 PZP ==> ZIP
9 2 60.282 35.088 17.637 0.582 500 PDOM ==> ZIP
10 2 50.265 29.257 17.637 0.582 500 ZIP ==> PDOM

Tabulka 3 Asociacnd analyza - 10 vyslednych pravidiel pre ddta z poistovne

Najvyssiu hodnotu liftu 1,36 ma 3-prvkové pravidlo ZIP & PDOM ==> PZP. Support tohto pravidla 4,66% (132/2835 = 0,04656)
znamena, ze zakaznikov ktori si kapili 3 produkty poistovne, konkrétne: Zivotné poistenie, poistenie domacnosti a aj povinné zmluvné
poistenie motorového vozidla, je v subore 4,66%. Confidence (CONF) pre toto pravidlo je 26,4% (132/500 = 0,264) a vyjadruje
pravdepodobnost’, ze ak si zakaznik kupil poistenie domacnosti (PDOM) a Zzivotné poistenie (ZIP), tak si kupi v tejto poistovni aj
povinné zmluvné poistenie motorového vozidla (PZP). Ocakavana pravdepodobnost (EXP_CONF = expected confidence) pre toto
pravidlo je 19,4% (550/2835 = 0,194) a vyjadruje pravdepodobnost’ vyskytu povinného zmluvného poistenia motorového vozidla
u zakaznika za predpokladu nezavislosti od zakupenia produktov poistenie domacnosti a Zivotné poistenie. Lift 1,36 (0,264/0,194 =
1,36) znamena, ze u zakaznika ktory si kupil poistenie domacnosti a zivotné poistenie, je Sanca 1,36 ku 1, Ze si kupi aj povinné
zmluvné poistenie motorového vozidla v porovnani s ndhodne vybratym zakaznikom.

Analogicky je mozné interpretovat’ aj ostatné asociacné pravidla v tabulke 3. Prakticky vyznam maju len asociacné pravidla s liftom
vyssim ako 1. Takto ziskané informacie sa daju vyuzit v marketingovych kampaniach poistovne pri ponuke produktov uz len vhodnym
zakaznikom (tzv. cross-sell a up-sell).

Sekvencna analyza

Sekvenéna analyza, na rozdiel od asociacnej analyzy, vyuziva aj premennd, v ktorej st zachytené informacie o poradi nakupovania
produktov firmy jednotlivymi zakaznikmi. Vysledkom st dvoj az niekolkoprvkové pravidla, z ktorych je zrejma postupnost nakupu
produktov firmy u zakaznikov zoradené podla hodnoty supportu. Hodnoty supportu st zoradené zostupne a udavaju percento, resp.
pravdepodobnost’ vyskytu sekvenéného pravidla v databaze.

Pre vykonanie sekvencnej analyzy v SAS EM sme tiez vyuzili uzol Association (premenovali sme ho na Sekvencnd analyza, vid
Obrdzok 1). Pouzili sme vSak vsetky tri vstupné premenné a to CUSTOMER_ID ako identifikacn( (/D) premenn(, PRODUCT ako cielovl
(target) premenn( a premennd SEQUENCE ako sekvencnl (poradov() premennu. Ponechali sme preddefinované nastavenia systému
SAS EM pre tento uzol (Obrazok 2). Softvér tak bude vytvarat maximalne trojprvkové sekvencné pravidla (Obrazok 2 - Cast’ Sequence:
Chain Count=3), ktorych support bude vyssi ako 2% (Obrdzok 2 - Cast’ Sequence : Support Type=Percent a Support Percentage=2.0).

Zo sekvencnej analyzy v SAS EM s tymito nastaveniami sme ziskali az 17 vyslednych pravidiel (Tabulka 4), ktoré sG usporiadané
podla hodnoty supportu a ich confidence je vysSia ako 2%. Softvér vytvaral maximalne 3-prvkové sekvencné pravidla.



index NITEMS COUNT SUPPORT CONF RULE
1 2 408 14.392 23.874| 1IP ==>Z7IP
2 2 374 13.192 26.246 PDOM ==> PDOM
3 2 334 11.781 23.439 PDOM ==> ZIP
4 2 302 10.653 17.671 ZIP ==> PDOM
5 2 166 5.855 9.713 ZIP ==> PZP
6 2 151 5.326 10.596 PDOM ==> PZP
7 2 136 4.797 24.727 PZP ==> ZIP
8 2 133 4.691 24.182 PZP ==> PDOM
9 3 105 3.704 25.735 ZIP ==> ZIP ==> ZIP
10 2 97 3.422 17.636 PZP ==> PZP
1 3 92 3.245 30.464 | ZIP ==> PDOM ==> ZIP
12 3 89 3.139 23.797 PDOM ==> PDOM ==> ZIP
14 3 83 2.928 27.483 ZIP ==> PDOM ==> PDOM
13 3 83 2.928 24.850 PDOM ==> ZIP ==> PDOM
15 3 81 2.857 24.251 PDOM ==> ZIP ==> ZIP
16 3 70 2.469 17.157 | ZIP ==> ZIP ==> PDOM
17 3 64 2.257 17.112 PDOM ==> PDOM ==> PDOM

Tabulka 4 Sekvencnd analyza - 17 vyslednych pravidiel pre ddta z poistovne

Na zaklade vysledkov mozeme konstatovat, Ze zakaznici poistovne si najCastejSie kupovali dve Zivotné poistenia za sebou (pravidlo
ZIP ==> ZIP) ato s pravdepodobnostou (support) 14,4% (408/2835 = 0,143915) as podmienenou pravdepodobnost'ou
(CONF=confidence) 23,87% (408/1709 = 0,23873). Tato podmienena pravdepodobnost znamena, ze ak si zakaznik ako prvy kapil
produkt zivotné poistenie (ZIP), tak si aj ako druhy kipi nejaky produkt Zivotného poistenia (ZIP) a to s pravdepodobnostou 23,87%.

Trojprvkové sekvencné pravidla s najvyssou pravdepodobnostou vyskytu v sledovanej poistovni su ZIP ==> ZIP ==> ZIP (3,7%) a ZIP
==> PDOM ==> ZIP (3,2%). Trojprvkové pravidlo ZIP ==> PDOM ==> ZIP ma sucasne najvyssiu hodnotu confidence (az 30,46%, t.j.
92/302 = 0,304635). Toto Cislo znamena, ze ak ma klient uz kipené postupne 2 produkty a to Zivotné poistenie (ZIP) a potom
poistenie domacnosti (PDOM), tak si s pravdepodobnostiou 30,46% kipi ako treti produkt opat’ nejaku Zivotnu poistku. Takto sa chova
vsak len 3,2% klientov poistovne, na ktorych mozeme aplikovat' toto pravidlo. V pripade, Ze oslovime v kampani na kupu zivotného
poistenia len zakaznikov, ktori uz maju v nasej poistovni zak(penu sekvenciu dvoch produktov ato ZIP ==> PDOM, tak
pravdepodobnost’ Uspesnosti tejto kampane bude 30,46%. Rozhodnutie, ¢i je to vela alebo malo, zavisi od penazného vyjadrenia
nakladov a ziskov z takejto kampane.

Softvérové produkty poskytuju aj Sirok( paletu grafickych prostriedkov pre nazorné zobrazenie vysledkov dataminigovych metod. Aj
SAS Enterprise Miner 5.3 v spominanych uzloch pre analyzu nakupného kosa (uzly Association a Market Basket) ponika niekolko
grafov. Medzi velmi nazorné grafické pomdcky patri tzv. linkovy graf (Link Graph), ktory slizi na lepSiu vizualizaciu asociacnych
alebo sekvencnych pravidiel (Obrdzok 3 a 4). Velkost a farba uzlov v tomto grafe znazorfiuje déleZitost' produktu. Cim je uzol vacsi
ama cervenu farbu, tym sa produkt (polozka, item) CastejSie v transakénej databaze vyskytuje. Cim je spojovacia Ciara medzi
polozkami hrubsia, tym je vazba medzi produktmi délezitejsia. Z linkového grafu asociacnych pravidiel je hned’ zrejmé (Obrdzok 3),
Ze najviac predavanym produktom v sledovanom obdobi bolo Zivotné poistenie (ZIP). Produkt havarijné poistenie (HP) patri medzi
produkty s nizkou pocetnostou vyskytu v databaze a preto sa na linkovom grafe ani v asociaénej aani v sekvencnej analyze
nevyskytuje pri pouzitych nastaveniach v SAS EM. Asociacné pravidla s produktom HP mali nizky support (nizsi ako 2%).

PZP & PDOM

ZIP & PDOM

PDOM

Obrdzok 3 Linkovy graf asociacnych pravidiel pre ddta Obrdzok 4 Linkovy graf sekvencnych pravidiel pre ddta
z poistovne Z poistovne



Analyza nakupného kosa s hierarchickou taxonoémiou produktov

Softvér SAS EM vo svojej poslednej verzii 5.3 obsahuje uzol s nazvom Market Basket. Tento uzol sa tiez nachadza v ponuke Explore,
tak ako uzol Association. Je to $pecialny uzol na vykonanie taxonomickej asociacnej analyzy, t.j. asociacnej analyzy so zadefinovanou
hierarchickou Struktrou produktov (poloziek). Napriklad pre nase Udaje z poistovne by sme Styri produkty zoskupili do dvoch skupin.
Prvi skupinu by tvorili len produkty na poistenie auta (oznacenie: poistauto), Cize by obsahovala polozky (produkty) HP a PZP. Druh(
skupinu by tvorili ostatné poistné produkty (oznalenie: poistine), Cize ZIP a PDOM. Tito velmi jednoduchl jednostupriovi
hierarchickd strukturu vyjadruje Obrdzok 5. Je potrebné tuto Struktdru zapisat’ do datového stboru (Tabulka 5, v stlpci Level len Cislo
1) a pouzit’ v uzle Market Basket v Casti Hierarchy (vid' Obrdzok 6).

Produkty Product ParentProd Level
poistovne HP poistauto 1
1 1
[Poistenie auta] [ Poistenie iné ] pzp poistauto 1
(poistauto) (poistine) PDOM poistine 1
— —_—
ZIP poistine 1
( HP ] [ PZP ] ( ZIP ] [PDOM]

Tabulka 5 Datovy stbor, ktory mapuje hierarchicku
Strukturu produktov poistovne
(ASOC_TAXONOMIA.sas7bdat)

Obrdzok 5 Hierarchicka Struktura produktov poistovne

| ITEM LEVEL | COUNT | SUPPORT
2
50 ) HP 1 113 3.99
1.0 )
1o ] PZP 1 550 19.40
Percent
5 PDOM 1 1425 50.26
2.0
ZIP 1 1709 60.28
AAEMASOC TAXONOMIA
i poistauto 2 586 20.67
poistine 2 2634 92.91
Opens an editor that enables you to specify the parent and Tabulka 6 Vystup z uzla Market Basket - Vyskyt poloZiek
children wariables that define the hierarchy. 1-stupriovej hierarchickej struktury produktov poistovne

Obrdzok 6 Nastavenia uzla Market Basket

RULEID COUNT | SUPPORT | SUPLIFT | CONF LIFT | RULE
3 1709 60.282 0.298 | 64.882 1.076 | poistine ==> ZIP
1 1425 50.265 0.082 | 54.100 1.076 | poistine ==> PDOM
2 550 19.400 0.877 | 93.857 4.838 | poistauto ==> PZP
5 77 2.716 -0.274 | 68.142 3.512 | HP ==> PZP
4 74 2.610 0.842 | 65.487 1.303 | HP ==> PDOM

Tabulka 7 Vystup z uzla Market Basket - Hierarchické asociacné pravidld pre ddta z poistovne

V pripade takejto jednoduchej jednostuprovej Struktiry len pre 4 produkty nie je vysledok velmi zaujimavy a neprinasa nové
poznatky oproti asociacnej analyze z uzla Association. Pri nastaveniach v SAS EM, Ze sa maju zobrazit' len pravidla s podmienenou
pravdepodobnostiou (CONF) vyssou ako 50% (vid’ Obrazok 6), mame vo vystupe (Tabulka 7) len 5 trividlnych pravidiel.

Uvedieme preto zaujimavejSiu aplikaciu z prostredia banky, ktora ponuka svojim klientom az 13 roznych produktov. Vystup
v podobe linkového grafu z asociacnej analyzy je pomerne neprehladny (vid’ Obrdzok 7). Je zrejmé, Ze najdolezitejsie produkty banky
st dva UCty, konkrétne produkty CKING - bezny Gcet a SVG - sporiaci UCet. Je vhodné navrhnat' hierarchickd taxonomickd Struktaru
produktov banky, aby sme mohli lepsie pochopit vztahy medzi skupinami poloziek. Navrhujeme pouzit dvojstupnovu hierarchickd
Struktlru pre tychto 13 produktov banky tak, Ze ich zoskupime na prvej Grovni do Siestich podskupin a na druhej Grovni vytvorime tri
hlavné skupiny produktov: UCty, karty a vypozicky (vid’ Obrdzok 8).

Z vystupnej tabulky (Tabulka 8) je zrejmé, Ze najviac produktov banky je z kategorie Uctov (7384 transakcii), potom sl to rozne
vypozicky (5724) a nakoniec rézne druhy kariet (4370). Zo subkategorii (LEVEL 2) ma najvyssi vyskyt podskupina acc, ¢o su rézne
druhy Gctov a z Gctov je to konkrétne Gcet CKING - bezny (cet. Tento produkt sa v databaze banky za sledované obdobie vyskytol



s pravdepodobnostou 85,78% a ma lift 1,12 (pozri RULEID 5 v Tabulke 9). Zaujimavé zistenie d'alej je, Ze v banke je vysoky podiel
klientov ktori maju po6zicku a potom aj bezny Ucet a plati to aj opacne (pozri RULEID 47 46 v Tabulke 9). Asi nov( informaciu sa
nedozvieme z pravidiel Cislo 87 a 86, ktoré maju lift 1 a hovoria o tom, Ze ked’ ma klient v banke nejak( pézicku, tak ma v banke aj
nejaky druh U¢tu a opacne. To su trivialne pravidla.

Najvyssi lift 1,83 ma pravidlo card ==> ATM. Znamena to, ze ked’ si klienti kupuji nejakl kartu, tak je to karta ATM (automated
teller machine debit card). Takych klientov je v banke 38,46%.

hAbdA Oy & CI

SVG & IRA

> & CCRD

G & AMIOL L R T

Wty
AUTO & Ay ] ATER ] =T 3 P

SV G CD & A : »
o LI gt * 4t & CCRD
SUG & CKCRD o ———— Y i
- A ' £
v

4 VT
CKCRD & CCRD "‘ CHINGE CD & ATM

SVGE & HMEQLE & Az
WG Z CHCRD

HMEQLE & CCER

CCRD & AT
MARADA & ATMEVG & hih D

tf \
SWG & HMEQLC & CKING
pic)

MELILC & CHING & AT
Sits & CRING & COKING & AUTO MTG & CKING

Obrdzok 7 Vystup asociacnej analyzy pre bankové ddta - linkovy graf pre 13 produktov

Produkty

banky

Karty
(cards)

Ucty
(account)

P6Zicky
(loans)

— L) o] o]
cuns | [ ma ] [wuon ] [ svo | [rwusr] [ co | [iccro | [cucro] [ amw | [ measc | [ wrs | [rom] [ auro]

Obrdzok 8 Dvojstupriovd hierarchicka Struktura produktov v banke (BANK.sas7bdat)

Zaver

Analyza nakupného ko$a patri medzi techniky nepriameho data miningu a jej vysledkom su jasné a pochopitelné pravidla o tom,
aké produkty si zakaznici najéastejSie kupujl a v akej postupnosti. Ich nevyhodou je hlavne vysoka vypoctova narocnost pri velkom
objeme transakcii a pri velkom pocte produktov. Je potrebné si stanovit’ limit supportu, aby sme znizili naroky na softvérové vypocty.
Tato metdéda ma vsak tiez problémy, ked sa niektoré produkty vyskytuju v databaze zriedkavo. Analyza nakupného koSa pracuje
dobre, ked' sa vsetky produkty (polozky) vyskytuju priblizne s rovnakou frekvenciou a to nebol nas pripad, pretoze v nasich datach z
poistovne sa dva produkty vyskytovali CastejSie (PDOM a ZIP) a dva produkty zriedkavejsie (HP a PZP). Bankové data obsahovali viac
poloziek, az 13 réznych produktov, pre ktoré je uz mozné vytvorit viacstupfiovll hierarchickd Struktiru a pouzit’ taxonomickd analyzu
nakupného kosa.

Techniky analyzy nakupného kosa st vhodné pre organizacie, ktoré esSte nemaji vytvorené vlastné historické databazy o chovani
svojich zakaznikov, ¢ize na zaciatku podnikania. Ak vsak organizacia uz ma takuto historickl databazu vybudovanu, tak na
modelovanie chovania zakaznikov je vhodna logisticka regresia alebo iné metody tzv. prediktivneho modelovania, napr. rozhodovacie
stromy a neuronové siete.

Techniky analyzy nakupného kosa je mozné pouzit na analyzu dat s cielom lepSie poznat chovanie svojich zakaznikov tak
v obchodnych retazcoch, ako aj vo financnych institiciach, v telekomunikaciach, ale aj vo web a textminingu.
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ITEM LEVEL | COUNT | SUPPORT RULEID | COUNT | SUPPORT | SUPLIFT | CONF | LIFT |RULE
TRUST 1 390 4.88 6 7159 89.59 0.94 96.95 1.08 | account ==> acc
MTG 1 594 7.43 5 6855 85.78 2.83] 95.75 1.12 | acc ==> CKING
AUTO 1 742 9.29 3 5214 65.25 1.73] 91.09| 1.40 ] loans ==> loan
IRA 1 866 10.84 87 5132 64.22 0.01 89.66 1.00 | loans ==> acc
CKCRD 1 903 11.30 86 5132 64.22 0.01 71.69| 1.00 ]| acc ==> loans
CCRD 1 1237 15.48 78 5060 63.32 0.03| 73.81 1.03 | CKING ==> loans
HMEQLC 1 1316 16.47 79 5060 63.32 0.03] 88.40] 1.03] loans ==> CKING
MMDA 1 1394 17.44 9 4944 61.87 0.90| 94.82| 1.53] loan ==>SVG
cD 1 1960 24.53 47 4552 56.96 0.02| 66.40] 1.02 | CKING ==> loan
ATM 1 3073 38.46 46 4552 56.96 0.02| 87.30] 1.02] loan ==> CKING
SVG 1 4944 61.87 2 4370 54.69 0.00| 100.00| 1.83 ] cards ==> card
CKING 1 6855 85.78 73 4329 54.17 0.03| 63.15] 1.02 | CKING ==> SVG
hyp 2 594 7.43 74 4329 54.17 0.03| 87.56] 1.02|SVG ==> CKING
cred 2 1316 16.47 33 4185 52.37 0.00| 95.77| 1.04] card ==> account
dep 2 1960 24.53 105 4185 52.37 0.00| 95.77| 1.04| cards ==> account
card 2 4370 54.69 34 4185 52.37 0.00| 56.68| 1.04| account ==> card
loan 2 5214 65.25 104 4185 52.37 0.00 56.68 1.04 | account ==> cards
acc 2 7159 89.59 84 4173 52.22 0.03 58.29 | 1.07 | acc ==> cards
cards 3 4370 54.69 25 4173 52.22 0.03] 95.49] 1.07|card ==> acc
loans 3 5724 71.63 85 4173 52.22 0.03] 95.49] 1.07] cards ==> acc
account 3 7384 92.40 26 4173 52.22 0.03 58.29 1.07 | acc ==> card
Tabulka 8 Vistup z uzla Market 23 4149 51.92 0.04] 94.94] 1.11] card ==> CKING
Basket - Hierarchickd Struktira 77 4149 51.92 0.04| 94.94| 1.11[ cards ==> CKING
produktov banky a ich vyskyt v databdze
76 4149 51.92 0.04]| 60.53] 1.11] CKING ==> cards
24 4149 51.92 0.04] 60.53] 1.11] CKING ==> card
1 3073 38.46 1.11 70.32| 1.83] card ==> ATM

Tabulka 9 Vystup z uzla Market Basket pre bankové ddta - vybrané asociacné pravidlad



