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Kapitola 1

Zaklady teorie pravdépodobnosti

Matematické modely ve financich jsou z velké vétSiny stochastické. Zaklad-
nim nastrojem, ktery vyuzivaji, je teorie pravdépodobnosti. V této kapitole
pfipomeneme nékteré zdkladni pojmy a techniky z teorie pravdépodobnosti,

tak jak je budeme v dalsich kapitolach potifebovat.

1.1 Motivace

Uvazujme jako piiklad cenu jedné akcie firmy Apple piisti pondéli na konci
obchodovani. Dnes je pro néas tato cena neznamé a modelujeme ji tedy jako
nadhodnou veli¢inu. OvSem pfisti tyden v ttery jiz bude zndmou hodnotou
(konstantou). Pro matematické modelovani ve financich je typickd tato in-

terakce ndhodnych a znamych velicin.

Vzajemnému pusobeni ndhodnosti a plynuti ¢asu se vénuje teorie stochas-
tickych procesii. Pfipomenme, Ze posloupnost ndhodnych veli¢in X;, t € I,
kde I je indexova mnozina, se nazyva stochasticky proces.

Je-li X; cena zvolené akcie v budoucim case ¢, pak zifejmé X;, X;,1 nejsou
nezévislé ndhodné veli¢iny. Hodnota X; néco fikd o pravdépodobnostnim
rozdéleni ndhodné veliciny X,;,;. Na druhé strané, piirustky X, o — Xy
a X1 — Xy budou ve vétsiné nasich modeli nezavislé. To tzce souvisi s tzv.
hypotézou efektivniho trhu. Podle ni vSechny informace dostupné v case t
jsou jiz obsazeny v cené X;. Jak uvidime, je to také jednim z hlavnich argu-

b

menti, pro¢ je geometricky Browntiv pohyb “pfirozenym ” modelem vyvoje



cen akcii.

1.2 Pravdépodobnost

Teorie pravdépodobnosti je hlavnim nastrojem modelovani ve finan¢ni ma-
tematice. Je dobré si uvédomit hned na zac¢atku, ze pojem pravdépodobnost

mé vice moznych interpretaci.

1. Frekventisticky ptistup: Pravdépodobnost jevu je limita jeho relativni
Cetnosti pii velkém poctu opakovani téhoz experimentu. Nevyhodou
této definice je omezeni na opakovatelné jevy. Predpoklad opakovatel-

nosti konkrétni situace na trhu neni ve financich tplné realny.

2. Bayesovsky pristup: Pravdépodobnost vyjadiuje miru nasi nejistoty o
pravdivosti néjakého tvrzeni, zalozenou na informacich, které v danou
chvili mame. V tomto pojeti je kazda pravdépodobnost ve skute¢nosti
podminéna (informacemi, které pravé mame). Napiiklad pravdépodob-
nost padnuti Sestky na kostce je P(X = 6) = %, pokud neméame zad-
nou informaci o tom, jak je kostka vyrobena. Budeme-li znat napiiklad
pfesné sloZeni materidlu (nehomogennost dieva), miize se tato pravdé-

podobnost zménit.

Matematicka technika vypocti nicméné na interpretaci ve vétsiné piipadu

nezavisi a je stejni pro obé pojeti.

1.3 Opakovani zakladnich pojmii teorie prav-
dépodobnosti

Pravdépodobnostni prostor (model) obvykle oznacujeme (2, A, P), kde

— ) je prostor elementarnich jevi, t.j. vSech moznych stavi modelovaného

systému, které chceme rozlisovat (napt. {1,2,3,4,5,6} u hodu kostkou).

— A je mnozina vSech pozorovatelnych jevi. PrvkyA jsou podmnoziny ).
Jev je tedy formalné vzato mnozina elementarnich jevi, které jsou s nim

sluc¢itelné. (Napiiklad jev “padne sudé ¢islo” je mnozina {2,4,6})
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Je-li © kone¢na nebo spocetna (tak tomu bude u v8ech diskrétnich mo-
delu), je A v definici pravdépodobnostniho prostoru nadbyte¢né, nebot au-

tomaticky A je rovno exp €2, mnoziné vSech podmnozin (2.

- P: A — (0,1) je pravdépodobnostni mira. V diskrétnim piipadé staci
znat hodnoty této miry na elementarnich jevech, tedy P: Q — (0,1). P(w)

je pak pravdépodobnost elementarniho jevu w a pro obecny jev A € A plati

P(A) =) P(w).

wEA

Pokud je ale €2 nespocetna, pak exp (2 méa pfilis velkou mohutnost, aby
se na ni dala definovat pravdépodobnostni mira. Musime se pak omezit na

mensi g-algebru. S tim se setkdme az u spojitych modeli.

1.4 Diskrétni nAhodné proménné

Diskrétni ndhodné proménna (ndhodné veli¢ina) je funkce
X :Q—={xy,29,...} TR,

kde {z1,xs, ...} je diskrétni podmnozina R.

Definice 1.4.1. Pravdépodobnostni funkce ndhodné veli¢iny X je defino-
vana jako
flz) = P(X = x).

Definice 1.4.2. Distribuc¢ni funkce ndhodné veli¢iny X je

F(z) = P(X <z).
Piipomenme si jesté definici nezavislosti dvou jevi.

Definice 1.4.3. Jevy A, B C Q jsou nezavislé, jestlize

P(ANB)

P(A):W,

tedy
P(ANB)=P(A)P(B).

8



Jinak fe¢eno (podle prvniho vztahu), vime-li, Ze nastal jev B, nezméni to
pravdépodobnost jevu A.

Definice 1.4.4. Diskrétni ndhodné veli¢iny X a Y jsou nezdvislé, jestlize

jevy {X ==z} a {Y =y} jsou nezévislé pro vSechna z a y. Jinymi slovy,

znalost hodnoty X nedava zddnou informaci o hodnoté Y.
Pravdépodobnostni funkce obsahuje vSechny informace o uvazované na-

hodné veli¢iné. Casto nam ale staci jeji Ciselné charakteristiky.

Definice 1.4.5. Ocekdvdnt (stiedni hodnota) nadhodné veli¢iny X s prav-

dépodobnostni funkci f(z) je definovana jako

E(X)= ) xf(x),

x: f(z)>0
je-li fada absolutné konvergentni.

Ocekavani mizeme vypocitat také pomoci vztahu

E(X)=)Y X(w)Pw).

we

Definice 1.4.6. Je-li k pfirozené ¢islo, k-ty moment m; ndhodné veli¢iny
X je definovén jako
my, = B(XF).

Definice 1.4.7. k-ty centrdlni moment o} je definovan jako

or = E(X —my)").

Specidlng,

je stfedni hodnota a



je rozptyl (variance). Tedy oy = 02, kde 0 = /0, je stfedni smérodatna
odchylka.

Definice 1.4.8. Necht A je jev, tj. A C €2, a necht I4 : 2 — R je ndhodné

veli¢ina definovana vztahem

1 proweA

Talw) = {0 prow ¢ A’

Pak I, se nazyva indikdtorovd funkce jevu A.

Libovolnou nadhodnou veli¢inu muzeme zapsat pomoci indikidtorovych funkci
jevi A; = {X = z;}. Mame

X = x4,

14 je prikladem Bernoulliovské nahodné veli¢iny. Nabyva pouze hodnot 0 a
1.

1.5 Zavislost a nezavislost ndhodnych veli¢in

Lemma 1.5.1. Necht X a 'Y jsou nezdvislé ndhodné veliciny. Potom

E(XY) = E(X)E(Y).

Dikaz: Oznaéme A, = {X =z} a B, ={Y =y}. Pak
XY =Y wyla,nz,,
T,y

tedy
E(XY) = nyE(IAwﬂBy) = nyP(Ax NB,) =

x?y

> wyP(A,)P(B,) = (3 _xP(A)(Y_yP(B,)) = E(X)E(Y).

10



Opak obecné neplati.

Definice 1.5.2. f{ikéme, 7e nahodné veliciny X a Y jsou nekorelované,
jestlize plati:
E(XY)=EX)E(Y).

Véta 1.5.3. Necht X a 'Y jsou ndahodné veliciny. Pak

1. Var(aX) = a*Var(X) pro a € R.
2. Jsou-li X a'Y nekorelované (specidlné nezdvislé) nahodné veliciny, pak

Var(X +Y) =Var(X) + Var(Y).

Dikaz: Prvni tvrzeni plyne ihned z definice. Dokazeme druhé tvrzeni.
Var(X +Y)=E((X+Y) - E(X +Y)*) =

E[(X+Y)-2X+Y)E(X+Y)+ (E(X+Y))?] =
E(X+Y)?) 2B X +Y)E(X+Y)+ BE(X +Y)?) =
= E(X?) +2E(XY)+ E(Y?) - 2[(E(X))*+2E(X)E(Y) + (E(Y))?]
+E(X)? +2E(X)E(Y)+ E(Y)?
= E(X*)+ BE(Y}) +2E(XY) — (E(X))? —2E(X)E(Y) — (E(Y))* =
= (B(X?) = (B(X))?) + (B(Y?) = (B(Y))?) = Var(X) + Var(Y),

kde predposledni rovnost plyne z piedpokladu, ktery implikuje E(XY) =
E(X)E(Y).

Definice 1.5.4. Kowvariance nahodnych veli¢in X a Y je definovana jako

cov(X,Y) = E[(X — E(X))(Y — E(Y))].

Korelaéni koeficient X a 'Y je

cov(X,Y)

X,Y) = .
4 ) VVar(X)Var(Y)

11



Plati:
p(X,)Y)=0< E(XY)=EX)EY) < cov(X,Y)=0

cov(X,Y)=E(XY)—- EX)E(Y).
Dale je
p(X V) < 1.

Klicova otézka z praktického hlediska je, jak ovérit nezavislost dvou da-

nych ndhodnych veli¢in. Definice k tomu vétsinou vhodna neni.
Definice 1.5.5. Necht X a Y jsou diskrétni ndhodné veli¢iny (na stejném

pravdépodobnostnim prostoru). SdruZend distribucéni funkce X a Y je

definované vztahem

Fxy(x,y)=P(X <z ANY <y).

Definice 1.5.6. Sdruzend pravdépodobnostni funkce: fxy : R* — [0, 1]

je definované vztahem

fxy(zy) =P(X =2z AY =y).
Analogicky se definuje sdruzena pravdépodobnostni funkce pro vice ndhod-
nych veli¢in. Nasledujici lemma dava dobte ovéfitelné kriterium nezavislosti.

Lemma 1.5.7. Diskrétni ndhodné veliciny X a'Y jsou nezdvislé prave tehdy,

kdyz
fxy(,y) = fx(7)fy(y)

pro vsechna x,y € R.

Dikaz: cviceni.

Ze znalosti sdruzené pravdépodobnostni funkce fxy miZzeme vypocitat

margindlni pravdépodobnostni funkce fx a fy. Mame

12



fx(z)=P(X =)= P(J{X =2} n{Y =4}))

Y

= ZP(X =z ANY =y)= ZfX,Y(L?J)-

Piiklad 1.5.8. Necht X : Q — {1,2,3}a Y : Q — {—1,0,2} jsou ndhodné

veli¢iny a sdruzena pravdépodobnostni funkce je dana tabulkou:

| ly=—1]y=0]y=2]fx|
- T K PR
128 18 138 158
T B
T = 0 = T
7 T Nd 18
Y 18 18 18 18

Jsou X a Y nezavislé? Zrejmé ne, v tom piipadé by radky tabulky musely
byt nasobkem jeden druhého. Vypocteme kovarianci téchto dvou ndhodnych
veli¢in. Mame

XY :Q—{-1,0,-2,-3,2,4,6}.
Dale

6 10 21 37 13
Bx)=2 0 2 5T gy 19
K=t tr-1w FV)=1

1 2 92 3 3 929
BXY)= —1- 419> 9% 142 ;42 -2
(XY) 18 T 8 T8 TR T8 T 18

Celkem tedy
29 481 522481 41

cou(X,Y) = B(XY) = EX)E(Y) = Tg = 5o = g5 = 7.

Y pd

1.6 Podminéni pravdépodobnost a podminéné
ocekavani
Ptripoménme definici podminéné pravdépodobnosti pro jevy,

P(ANB)

PA|B) = =55

13



Ve finan¢nich modelech je obvykle pravdépodobnost podminéné infor-
maci, kterou mame v danou chvili. Formalné to zachycuje nasledujici defi-

nice.

Definice 1.6.1. Podminéné pravdépodobnostni funkce ndhodné velic¢iny Y

za podminky X = z, kterou budeme oznacovat fy|x(. | x), je definovana jako
frix(y|lz)=PY =y | X =2z),

pro kazdé z takové, ze P(X = x) > 0.

7 definice mame

tedy

_ Jxy(zy)
frix(ylz) = o)

coz je analogicky vztah jako plati pro podminéné pravdépodobnosti jevi.

V predchozim piikladu mame pro z =1

frix(y|1) ~ (1 ’ 2) = Tx

566) " h
Vime-li, ze X = z, pak Y mé novou pravdépodobnostni funkci fy|x(y | x)
jakozto funkci y (z je pevné).

Ocekavani viéi této funkcei je podminéné ocekavani Y za podminky X =
x, které oznacime ¥(x) = E(Y | X = z).

Definice 1.6.2. Funkce (tj. ndhodna veli¢ina)
U(x)=EY | X =x)

se nazyva podminéné ocekdvdni Y pii znalosti X.

V minulém piikladu je:



a W(3) =2

Véta 1.6.3. (O celkovém ocekdvdni) Pro podminéné ocekdvini V(x) =

E(Y | X = x) plati

tedy

Dikaz: cviceni.
1.7 Souc¢ty nahodnych velic¢in
Lemma 1.7.1. Necht X a'Y jsou dvé ndhodné veliciny na (2, A,P) a f(z,y)

je jejich sdruzend pravdépodobnostni funkce. Pak pro jejich soucet Z = X +Y
plati

P(X+Y =2) :Zf(x, z— ).

Dikaz: Mame

{(X+Y=z}=J{X=2AY =2-2})

tedy

PX+Y=2)=> PUX =2} A {Y =z—2}) =) f(z,2—x).

15



Pokud X, Y jsou navic nezavislé, pak

fxy(z, 2 — ) = fx(2) fr(z — 2),

tedy
fxiv(z) = fo(ﬂé’)fY(Z — ),

coz je konvoluce funkci fx a fy. Oznacuje se fx * fy.

16



1.8 Priklady

NS
&

Piiklad 1.8.1. Necht A a B jsou jevy s pravdépodobnostmi P(A) =
P(B) = 5. Dokaite, ze plati

12
a najdéte priklady v nichz nastava rovnost.
Priklad 1.8.2. Hana maé tii déti, kazdé z nich ma stejnou pravdépodobnost
byt kluk i holka. Uvazujme nésledujici jevy:

A = { vSechny déti maji stejné pohlavi}

B = { nejvyse jedno z nich je kluk}

A = {v rodiné je jak kluk tak holka}
—Ukazte, ze A je nezavislé na B a B je nezavislé na C.
— Je A nezavislé na C7

Priklad 1.8.3. Vypoctéte stiedni hodnotu a rozptyl
a) Bernoulliho rozdéleni
b) Geometrického rozdéleni

¢) Poissonova rozdéleni

Priklad 1.8.4. Najdéte priklad dvou ndhodnych veli¢in, které jsou nekore-

lované, ale nejsou nezévislé

17



Kapitola 2

Nahodna prochazka

2.1 Jednoducha nidhodna prochazka

Jednoducha ndhodna prochazka je zakladem diskrétnich modelid pro pohyb

cen aktiv. Je to “diskrétni verze” Brownova pohybu.

Uvazujme nasledujici hru: Hazi se opakované minci (ne nutné férovou).
Padne-li hlava (H), ziskdme 1 K¢. Padne-li orel (O), prohrajeme 1 K¢é. Ozna¢me
Sp sumu, kterou mame na zacatku, a S, sumu, kterou mame po n hrach.

Je tedy

n
Sp =50+ ZXm
i=1
kde X; je ndhodna veli¢ina popisujici vysledek i-té hry. Predpokladame, Ze

pravdépodobnostni funkce X; je
P(X;=1)=p, PX;=-1)=1—-p=gq

pro vSechna ¢ a navic X; jsou nezéavislé.

X, jsou tedy analogii Bernoulliho ndhodné veli¢iny, kde misto hodnot
{1, 0} mame {1, —1}. Pro kazdé pevné n je S, ndhodna veli¢ina, tedy
{Sn},—, je stochasticky proces.

Definice 2.1.1. Stochasticky proces {S,} -, se nazyva jednoduchd nd-

hodnd prochdzka. Je-li p = q = %, nazyva se symetrickd jednoducha

nahodné prochazka.

18



Nékdy je vhodnéjsi uvazovat jinou interpretaci — nahodny pohyb ¢astice
po piimce: V kazdém kroku ¢ = 0, 1, 2, ... se ¢astice posune bud o 1 doprava

s pravdépodobnosti p, nebo o 1 doleva s pravdépodobnosti g =1 — p.

Velmi uzite¢né je grafické zndzornéni jednoduché nahodné prochazky.
Body o soufadnicich (n, S,) spojime tseckami. Vznikla lomend ¢ara se na-
zyvé trajektorie (cesta) nahodné prochézky. Trajektorie je grafické znazor-

néni realizace nadhodného procesu {S,}, .

Varianty ndhodné prochazky:
e jiné rozdéleni X; (napf. normaélni)

e hodnoty X; ne v R, ale v R? (vicerozmérna nahodné prochézka).

2.2 Zakladni vlastnosti ndhodné prochazky

Lemma 2.2.1. Jednoduchd ndhodnd prochdzka je prostorové homogennt,

tedy plati
P(S,=j|So=a)=P(Sy,=j+b|So=a+D).
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Dikaz: Obé strany rovnosti jsou rovny

P(ZX,— =j—a).

Podobné je ndhodné prochazka homogenni i v Case.

Lemma 2.2.2. Jednoduchd ndhodnd prochdzka je dasové homogennt, ne-
boli plati
P(S,=j|So=a)=P(Spsm =171 Sm =a).

Dikaz: Leva strana je rovna

P() X;=j-a),
=1

pravé strana je rovina
n+m

P(Y X;=j—a)

i=m-+1

Rovnost tedy plyne z nezavislosti a stejného rozdéleni X;.
Lemma 2.2.3. Jednoduchd ndhodnd prochdzka md Markovovu vlastnost,

tedy
P(Sm+n :] | S[), Sl, ceey Sm) - P(Sm+n :j | Sm)

Dikaz: Znéme-li hodnotu S,,, pak rozdéleni pravdépodobnosti S,,.,, zavisi

jen na krocich X, 11, X;ni0, ..., Xinan, tedy je nezavislé na Sy, Si, ..., Spm_1.

Markovovu vlastnost 1ze intuitivné popsat slovy: “ndhodnd prochdzka nemd

pamet 7, “minulost ovlivniuje budoucnost jen skrze soucasnost”.
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2.3 Zakladni techniky pro pocitani s nahodnou
prochazkou

Tato sekce se vénuje zédkladnim technikdm pocitani s ndhodnou prochazkou:
e podminéni 1. krokem
e pocitani trajektorii

e generujici funkei

2.3.1 Technika podminéni 1. krokem

Piiklad 2.3.1. (zruinovani hrace): Uvazujme piedchozi hru s férovou minci
(p = 3). Padne-li hlava (H), hra¢ ziska 1 K&, padne-li orel (O), hra¢ prohraje
1 Ké. Necht Sy = k je jeho pocateéni jméni. Hrac¢ si chce koupit auto v
cené N. Bude hrat tak dlouho, dokud S,, = N (koupi auto) nebo S,, = 0

(bankrot). Jaka je pravdépodobnost, Ze hra¢ zbankrotuje? UvaZujme jevy:
A ... hra¢ nakonec zbankrotuje;

H ... prvni hod je hlava (P(H) = p);
O ... prvni hod je orel (P(O) = q). Podle véty o uplné pravdépodobnosti

plati
P(A)=PH)P(A|H)+ P(O)P(A | O).

Ozna¢me Py, (A) hledanou pravdépodobnost bankrotu pro dané pocateni

jméni k, tedy

Pi.(A) = P(H)P(A [ H) + P(O)P;(A | O).

Pi.(A | H) je ale pravdépodobnost bankrotu v situaci, kdy hra¢ po 1.
kroku méa k+1 (a hra za¢ina z hlediska pravdépodobnosti znovu, z nezévislosti
X;). Tedy

Py(A|H) = Py (A)

a podobné
Pi(A ] O) = P (A).
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Ozna¢me p, = Pi(A). Dosazenim dostaneme

1 1
Pk = PPr+1 + qPr—1 = 5pk+1 + épk—la

coz je diferen¢ni rovnice 2. fadu. Mame
1 1
§(pk+1 — i) = 5(]% — Pk-1),

tedy prirustky pravdépodobnosti jsou konstantni. Oznac¢me piirastky b =
Pk — Pr—1, tedy pr = po + kb. Okrajové podminky pro diferen¢ni rovnici jsou:

po = 1 (okamzity bankrot)
pn = 0 (okamzita koupé auta)

Odtud dostaneme 1 4+ Nb=0, tedy b = — = a

N
k
szl—ﬁ

2.3.2 Technika pocitani trajektorii

Uvazujme ndhodnou prochazku vychéazejici z bodu a. Mame tedy

S():(l, P(XZ:]_):]?, P(Xl:—l):(L

S, =a-+ iXZ-.
=1

Pro pevné danou cestu je pravdépodobnost, ze prvnich n kroki bude

sledovat pravé tuto cestu, rovna p"¢', kde r je pocet kroki doprava (nahoru)

a [ je pocet kroku doleva (doli), tedy
7“:‘ {Z SlH—Sl:l,ZSn—l}],

kde | . | znaci velikost mnoziny.
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Kazdy jev mizeme vyjadiit pomoci vhodné mnoziny trajektorii (které
jsou s nim v souladu), a jeho pravdépodobnost je soucet pravdépodobnosti

téchto trajektorii. Mame
P(S, =blSo=a)=> M;(a,b)p"q"",

kde M (a,b) je pocet cest (Sp, Si, ..., Sp) takovych, ze Sy = a, S, = b, a
majicich ptfesné r kroki doprava.
Vime, ze r+l=nar—101=b—a. Odtud 2r =n + b — a, ¢ili

n+b—a
r=——-
2
a
l_n—b+a
Tedy
n n+b—a n—b+a n n+b—a n—b+a
P(S, =blSo=a) = [ )p™ g™ = el
B T

pokud 1(n +b—a) € N (jinak je pravdépodobnost rovna 0).

2.3.3 Princip reflexe

Ozna¢me N, (a,b) pocet vSech cest z bodu (0,a) do bodu (n,b). Vime, 7e

Nn(a,b)—M;;(a,b)—( " )

s(n+b—a)

Dale necht N°(a,b) je pocet vsech cest z bodu (0, a) do bodu (n,b), které
obsahuji n&jaky bod (k,0) na ose x, tedy navstivi bod 0.

Véta 2.3.2. (princip reflexe): Je-li a, b > 0, pak plati

N%(a,b) = N,(—a,b).

Dikaz: Kazda cesta z bodu (0, —a) do (n, b) protne osu x poprvé v néjakém

bodé (k,0). Reflexi této cesty okolo osy x dostaneme cestu z bodu (0,a)
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do (n,b), ktera navstivi osu x. Tato operace dava vzajemné jednoznaénou
korespondenci mezi cestami z (0, —a) do (n,b) a cestami (0,a) do (n,b),
které navstivi osu x. Tedy N%(a,b) = N,(—a,b).

Véta 2.3.3. (o wvolbdch): Je-li b > 0, pak pocet cest z bodu (0,0) do bodu

(n,b), které se nevrdti do bodu 0, je

b
—N,
"N (0.0).

kde N, (0,b) je pocet viech cest z bodu (0,0) do bodu (n,b).

Dikaz: Pro vsechny takové cesty je prvni krok bod (1,1) (jinak se nutné

dostaneme do nuly), tedy jejich pocet je roven (z ¢asové homogenity):

(1,0) = Ny (1,0) = Ny (—1,0) =

(s 1wo- 1)~ (toen) = () - ()

kde jsme oznadili m = (n +b).

Piiklad 2.3.4. (Uloha o wolbich) Kandidat A ma o hlasi; kandidat B
dostal g hlasu, kde a > (3, tj. kandidat A zvitézil. Jaka je pravdépodobnost,
7e béhem voleb byl A celou dobu pied B?

Oznacme X; = 1, je-li i-ty hlas pro A, X; = —1, je-li i-ty hlas pro kandidata
B. Je tedy n = a + . Soucet

popisuje, o kolik vede A nad B v ¢ase k (piipadné prohrava, je-li Sy < 0).
Podle véty o volbach je trajektorii z bodu (0,0) do bodu (a+ §,a — f3),
které se nedostanou do 0, presné
a—p
PN (0,0 — ).

a+ +5(0,a = p)
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Hledana pravdépodobnost je tedy

g__T_gNa+5<ané_ﬁ) _ Oé—ﬁ
NaJrﬁ(O?Oé_ﬁ) O‘"i_ﬁ.

Nyni se budeme zajimat o to, jaka je pravdépodobnost, zZe se ndhodna
prochazka nevrati do 0. Mame Sy = 0 a chceme S; # 0, ..., S, # 0, jinak
feceno S1.95...5, # 0.

Véta 2.3.5. Je-li Sy =0, pak pron > 1 plati

b
P(5,55...8, # 0 A Sy = b) = |—n|P(Sn =b),

tedy
1
P(515,...5, #0) = EEHSnD

Dikaz: cviceni
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2.3.4 Generujici funkce

Uvazujeme posloupnost realnych ¢isel
a={a;i=0,1,2 .}.

Takova posloupnost obsahuje velké mnozstvi informace, kterou mizeme vy-
hodné “zakodovat” do jediného objektu (funkce), s nimz budeme moci lépe
pracovat. Mimo jiné ziskdme moZnost pouZit operace (napf. derivaci), které

pro posloupnosti nemaji smysl.

Definice 2.3.6. Generujici funkce posloupnosti a je funkce dana souc-

tem mocninné rady
[ee]
Ga(s) = g a;s’
i=0

pro s € R, pro ktera fada konverguje.

Posloupnost a dostaneme z generujici funkce GG, zpét vztahem

kde Gfli)(O) je i-ta derivace G, v bodé 0.
Piiklad 2.3.7. Necht a = {0, 1,0, —1, 0, 1, 0,...} . Pak

Go=5—84+5 —s + ...,

co? je geometricks fada s prvnim ¢lenem s a s kvocientem ¢ = —s2. Tedy
s
Gu(s) =
(5) 1+ s2

pro | s |[< 1 (obor konvergence).
Déle budeme definovat generujici funkci diskrétni nahodné veliciny.

Definice 2.3.8. Necht X je diskrétni nahodna veli¢ina, ktera nabyva hod-

noty v mnoziné {0, 1, 2,...} , s pravdépodobnostni funkci



Generugici funkce této ndhodné veliciny je definovana jako generujici

funkce jeji pravdépodobnostni funkce, tedy

Gx(s) =) fli)s' = ZP(X =4)s’

Plati zfejmé

Zakladni vlastnosti generujicich funkeci:

1. Existuje nezaporné ¢islo R (polomér konvergence) takové, ze G(s) kon-

verguje pro | s |[< R a diverguje pro | s |> R.

2. G(s) muzeme derivovat nebo integrovat ¢len po ¢lenu, libovolné mno-

hokrat, pro | s |< R.

3. Jednozna¢nost: Je-li G,(s) = Gy(s) pro | s |< R/, kde 0 < R’ < R, pak

a, = b, pro vSechna n.
Piiklady generujicich funkci ndhodnych veli¢in:
1. Konstantni ndhodné veli¢ina. P(X = ¢) = 1, kde ¢ € NU {0}. Mame

Gx(s) =15 = s“.

2. Bernoulliho nahodna veli¢ina. P(X = 1) =pa P(X =0) =1 —p.
Tedy
Gx(s)=ps' +(1—p)s’ =1—p+ps.

3. Geometrické rozdéleni. P(X =n) = p(1—p)" ! pron € N. Dostaneme

Gix(s) = D_f(D)s' =D p(1=p)"'s" = psl(1=p)s"" =




4. Poissonovo rozdéleni s parametrem \. P(X = k) = 27e~*. Tedy

)\Z ] /\S — s s— s—
GX(S):Z /\z )\Z — /\)\ :e)\ )\26)\( 1)’

= 0

T

s vyuzitim ) Z = e”.

'n,n'

2.3.5 Charakteristiky ndhodnych veli¢in a jejich gene-
rujici funkce

Zakladni charakteristiky ndhodnych veli¢in, F(X) a Var(X), 1ze jednoduse

spotitat pomoci Gx(s).
Véta 2.3.9. Necht X je ndhodnd velicina s generujici funkci Gx(s). Pak
plati:

1. E(X)=G(1).

2. Obecne,
E(X(X -1)..(X-k+1)=6%(1)

(tzv. k-ty faktoridlni moment).

Dikaz: Prvni tvrzeni je specidlni piipad druhého. Mame

GP(s) = s i(i = 1).(i— k+ 1) f(i) =

=E(s*"X(X - 1)...(X —k+1)).

Pro s — 1_ dostaneme

GP1) = B(X(X —1)..(X —k+1)).

Pro rozptyl dostaneme specidlné vztah
Var(X)=E(X) - EBEX)?*=EXX -1)+X) - E(X)*=

= B(X(X — 1)) + E(X) - B(X)? = G%(1) + Gy (1) - [Gx (1)
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2.3.6 Soucty ndhodnych veli¢in a konvoluce

Nécht a = {a;, i > 0} a b= {b;, i > 0} jsou dvé posloupnosti, pak konvoluce

¢ = ax b je posloupnost definovand vztahem
Cp — aobn + albn_l + ...+ anbo.

Jsou-li G,, G, generujici funkce posloupnosti a a b, pak generujici funkce

posloupnosti ¢ je

Ge(s) = icnsn = i ( " aibn_Z) s" =
n=0 i=0

n=0

= (;ai3i> (;bn-ié‘"—i) = (;ai8i> (Zobns”> = Go(5)Gy(s).

Tim jsme dokézali nésledujici tvrzeni.

Véta 2.3.10. Generujici funkce konvoluce dvou posloupnosti je soucinem

generugjicich funkci téchto posloupnosti.

Véta 2.3.11. Necht X a 'Y jsou nezdvislé nahodné veliciny. Pak

Gx+y(8) = Gx(S)Gy(S).

Diikaz: Vime, Ze pro pravdépodobnostni funkci X +Y plati fx.y = fx*fy

(z nezévislosti), a podle pfedchozi véty vime, Ze generujici funkce konvoluce

je soucin generujicich funkci. Tedy

Gxiy = GxGy.

Je-li S = X1+ Xo + ... + X,,, kde X jsou nezavislé, pak z pfedchozi véty

plyne
Gs =Gx,Gx,..Gx,.
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Definice 2.3.12. SdruZend pravdépodobnostni generujici funkce nd-

hodngch veli¢in, nabyvajicich hodnot v NU {0}, je definovana jako

GXl,X2(51732) = ZP(X1 =i N\ Xy = j) 5335 = E(Sflsgﬁ)

Analogicky je mozné definovat sdruzenou pravdépodobnostni generujici funkci

pro vice ndhodnych veli¢in.

2.3.7 Generujici funkce a nadhodna prochazka

Uvazujme opét nahodnou prochézku

kde P(X; =1) =pa P(X; = —1) = ¢ = 1 — p. Ptitom X, jsou nezavisl¢ a
So = 0.

Jak Casto se ndhodnéa prochazka vraci do poc¢atku? Jaké je pravdépodob-
nostni rozdéleni prvniho navratu do poc¢atku? (Pro dalsi navraty je to opét
totéz, z nezavislosti X;.) K zodpovézeni téchto otézek vyuzijeme generujici
funkce.

Oznacéme

po(n) = P(Sn = 0)

pravdépodobnost, ze ndhodné prochézka je v 0 v ¢ase n, a

fo(n) = P(S1 #0, S, #0, ..., S,_1 #0, S, = 0)

pravdépodobnost, ze prvni navrat do poc¢atku nastal v case n.

Uvazujme generujici funkce téchto dvou posloupnosti,

Py(s) = Zpo(n)s"
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Fo(s) =) _fo(n)s™.

Mame po(0) = 1 (nebot Sy = 0) a fo(0) = 0.
Lemma 2.3.13. Plati

[N

Py(s) = (1 — 4pgs®)

Dikaz: Vime, ze S, = 0 < pocet kroku doprava = pocet kroku doleva,

= [. Pocet takovych cest je (Z) pro n sudé a 0 pro n liché.

2

2
Oznac¢me k = 7, tj. n = 2k. Mame

po(2k) = (2:) P*d*

A =3 () s 1)

k=0

tedy r =

Tvrdime, ze Py(s) = ﬁ. Vyuzijeme obecného binomického rozvoje
~4pgs

(1+2)" = i (Z) ",

(Z) _a(a—l)..ﬁ(!a—nJrl)

Pro a € N je rozvoj konecny, pro a € R A a ¢ N je rozvoj nekoneény.

Dosazenim a = —% a x = —4pgs? dostaneme
_1 > 1 k
(1— 4pgs?) 2 = ;( kz) (—4pgs®)* = (2.2)
Z( k2) (—4)" (pgs®)" .
k=0
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Porovnanim 2.1 a 2.2 tedy stac¢i dokazat, 7e

()= (5)

Pro levou stranu dostaneme

D) e

1-3-5-..(2k —1) 1-3-5-..-(2k—1)
k 2k _ 9k
2k (~1) o =2 5 .

Pro pravou stranu

2k\ _ 2k (2k—1)(2k—=2) .1 (2k—1)(2k ~3)..3 1
k) k! o k!

ok (2k—1)(2k—3)...3-1
k! '
Tedy obé strany se rovnaji. Tim je lemma dokézano.

Véta 2.3.14. Plati
1) Py(s) =1+ Py(s)Fp(s)

N

2) Fo(s) =1— (1 —4pgs®)>.

Dukaz: Ozna¢me A jev, Ze S, = 0 a necht By jsou jevy “prvni navrat do
pocatku nastal v k-tém kroku” (k =1, 2, ..., n).
1) By jsou disjunktni a davaji rozklad, tedy
P(A) = Y P(A| B P(BY).
k=1

Mame P(By) = fo(k) a P(A | By) = po(n — k), z ¢asové homogenity. Tedy

po(n) = S poln — k) fo(k).
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Vynésobime s" a seCteme,

> polm)s" = 373 poln = ) o(k)s" =

n=1k=1

(Z fo(k)sk) (Zpo(n - k:)s”_k> — Py(s)Fy(s).
Protoze

Zpo(n)s” =P -1,
n=1

dostavame PO —1= P()F(), tedy PO =1+ P()F().

Pro dikaz 2) dostavame z 1)

Diisledek 2.3.15. Pravdépodobnost toho, Ze se c¢éastice nékdy vrati do

pocatku, je rovna

Zfo(”) = k(1) =1-|p—q]l.

Specialné, pro symetrickou ndhodnou prochazku (p = ¢) je navrat jisty.
Disledek 2.3.16. (Pdlyova véta v dimenzi 1) Symetrickd ndhodné pro-
chazka se s pravdépodobnosti 1 vrati do pocatku.

Disledek 2.3.17. Je-llip=q= %, tedy navrat je jisty, pak ocekdvani casu

Ty prvniho navratu do pocatku je

E(Ty) =) nfo(n) = Fy(1) = oo.
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1. Mame
Fo(l)=1—+/1—=4pg=1—+/1—-4p(1—p)=1—+/1—4dp+4p?> =
=1-v/(1=2p=1-[1=-2p[=1-|1-p—pl|=1-|qg—p]|.

Prog=p=3je Fp(1)=1-0=1.

2. Je-li navrat jisty, tedy p = %, pak P(Ty = o0) = 0, a tedy E(Tp) =
Fj(1), kde Fy =1 — /1 — 4pgs?®. Mame

F = _1 1 4pqs

L (—4pg2s) = P
2\/1—4pqs2( Pg2s) V1 —4pgs?

tedy lim Fi(s) = +oo.

s—1_

2.3.8 Casy navstiveni bodu r

Ozna¢me
fr(n)=P(S1#7r, So#r, .., Sp1#1, Sy =7)

pravdépodobnost, Ze se ndhodné prochazka dostane poprvé do bodu r v ¢ase

n, s generujici funkci

F.(s) = Zfr(n)sn

Véta 2.3.18. Plati
1. F.(s)=[Fi(s)]" pror>1,

1— (174pq52) %
2qs :

2. Fi(s) =

Dikaz: Ozna¢me T, = min{n; S, = r} pocet kroku potiebnych k dosazeni
hodnoty r poprvé. Necht r > 0. Abychom dosahli r, musime se dostat nejdiive
do bodu 1, a potom z bodu 1 do bodu r. To je z prostorové homogenity totéz
jako dostat se z 0 do r — 1. Odtud plyne T, = T1 + T,_1. Z nezavislosti tedy
dostaneme F,. = F}F,_;. Mame pron > 1

fl(n) = p(Sl 7é 1, SQ 7é 1, ceey Sn—l 7é 1, Sn = 1) = P(A) =
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—P(A| S, =1)P(S;=1)+P(A| S = —-1)P(5; = —1) =
—P(A|S;=1)p+P(A|S;=—-1)g=0p+ fo(n—1)q.

Odtud
filn) = fa(n — 1)g.

Vynasobime s"

Ji(n)s" = qfa(n —1)s"

a secteme pres n > 1. Tedy

n=2 n=2
Y sqfa(n—1)s" = 5¢)_ fo(n)s".
n=2 n=1
Odtud dostavame
Fy — ps = Fygs.

Vime, 7e Fy = FZ, tedy
Fy —ps = Figs,

coz vede ke kvadratické rovnici
qsF? — I +ps=0.

Resenim dostaneme dva kofeny

1—+/1—4qps2

Fl — 2qs
14++/1—4qps?

2qs

14++/1—4qps?

2qs
je tvrzeni dokazano.

Koien ale nevyhovuje zadani, protoze ma v bodé 0 limitu oco. Tim

Diisledek 2.3.19. Pravdépodobnost, Ze ndhodné prochazka nékdy navstivi

kladnou ¢ast realné osy, je rovna min {1, ’5’}.
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Dikaz: Hledanéa pravdépodobnost je rovna pravdépodobnosti, ze nahodna

prochazka navstivi bod 1. Ta je rovna

Zfl(n)a

souctu pravdépodobnosti, ze se dostaneme do bodu 1 v néjakém case n. Vime,

Fi(s) = Zfl(n)s”.

Dosazenim s = 1 dostaneme

- - _1_(1—417@)%_1— 1—dp(l1—p)
o= )= LUl L

-1 =2p3? 1-]1-2p| 1-|q—p| _

20-p)  2(1-p) 2q
B 1—(—2(;1—12)) _ 1,2Z+q _ g_g =1 prog<p
1—2qq+p — ;_Z — § prog > p
Piiklad 2.3.20. Ruleta ma 37 ¢isel (véetné 0). Budeme sazet stéle na licha
¢isla, tedy p = % aq= % Pravdépodobnost, 7ze budeme nékdy vyhravat je
_ 18
¢ = 1

2.3.9 Maxima
Véta 2.3.21. Necht Sy = 0. Pro n > 1 plati
b
P(Sn:b&Sl-Sg---Sn#O):’nJ- P(S, =)

a tedy
1
P(S;- S-S, #0) = . E(]Sn])-

Dikaz: Necht S, = b > 0. Podle véty o volbéach je pocet cest z bodu (0,0)
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do bodu (n,b), které nenavstivi poc¢atek celkem

b
= N, (0,D).
Z L N(0,0)

Tedy
b ntb  nb b
P(S,=b& S1-Sy---S,#0)=—-N,(0,b)-p2 -qgz =—-P(S,=0).
n n
Podobné pro b < 0.
Jakou maximalni hodnotu nabyva N. P. do ¢asu n?

Oznac¢me
M, = max{S;;0 <i <n}

a opét Sy = 0, tedy M,, > 0.

Véta 2.3.22. Necht Sy = 0. Pak pron > 1 plati

P(S, =10) pro b >
(%)T*b - P(S, =2r —b) prob <r

P(MnZT&Sn:b):{
Dikaz: Ziejmé M, > S, tedy 1. ¢ast je jasna.

Dale mame pro b < r: Necht N!(0,b) je pocet cest z (0,0) do (n,b), které
obsahuji néjaky bod s hodnotou r, t.j. (i,r) pro 0 < ¢ < n a necht pro
takovou cestu ¢ je (i., ) prvni takovy bod. Uvazujme reflexi takové cesty pro
ic < k < n okolo ptimky y = r. Tak dostaneme cestu ¢’ z (0,0) do (n,2r —b).

Kazda takova cesta ¢ vznikne z jednozna¢né urcené cesty c. Tedy
N}(0,b) = N,(0,2r — b)
. Tedy

n+b n—>b

(M, >r & S,=b)=N"(0,b)-p2 gz =

r—b
— <2> CNT(0,b) - ptE T g =



Jaké je pravdépodobnost, ze N.P. dosidhne nového maxima v daném case?

Véta 2.3.23. Nechtb = 0. Pravdépodobnost fi(n), Ze N.P. se poprvé dostane

do bodu b v case n je
b
fo(n) = L - P(S, =0b).

n

Dikaz: Plyne z predminulé véty a principu reverze (obraceni).

Necht pro puvodni trajektorii ndhodné prochazky je
(0,81, Sn) = (0, X1, X1 + Xa,..., Y X)),
i=1

Uvazujme obracenou trajektorii
(0,Ty,...,T,),
kde

(0,71, ..., ) = (0, X, Xy + X1, ., Y X3).

X; jsou IID, tedy obé maji stejné rozlozeni (pro libovolné p).

Ptvodni nahodné prochéazka spliiuje
Sp=b>0&651,...,5,#0

(podminky pfedminulé véty) <= obracenna ndhodna prochazka spliuje
T,=0ba

T.—Th i = Xo+( X+ +X1)—(Xp+. . =X, +1) = X4+ -+ X; > 0 pro Vi,

tedy nasledné bod b nastane v ¢ase n.

Tedy

foln) = P(Sn:b&sl.52~~sn¢o>:%p<sn=b>.

Analogicky pro b < 0.
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Podobné, necht py, je ocekavany pocet navstév bodu b pied prvnim navratem
do pocatku (mame Sy = 0). Pak

[y = Z P(S,=0& S-S5+ S, #0) = Zfb(n) = P(S,, = b pro néjaké n)
n=1 n=1

Tedy pro p = % plati nasledujici véta:

Véta 2.3.24. Necht p = % a Sy = 0. Pak pro libovolné b # 0 je ocekdvany

pocet ndvstév bodu b pred ndvratem do 0 rovno 1.

Dikaz: Necht
fo = P(S,, = b pro néjaké n > 0).
Podminéno hodnotou S; mame
Jo = %(fbﬂ + fo-1)
pro b > 0, s okr. podm. fy = 1. Navic je

f,=Ab+ B

pro konst. A. Jediné FeSeni lezi v intervalu [0,1) je tedy f, = 1 pro Vb > 0.
Ale fy = 1.
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2.4 Priklady

Piiklad 2.4.1. Najdéte pocet cest z bodu (0,0) do bodu (3,7)

Piiklad 2.4.2. Najdéte pocet cest z bodu (1,2) do bodu (7,4) které nena-

v§tivi pocatek
Piiklad 2.4.3. Najdéte generujici funkce posloupnosti

a) {0,1,0—1,0,1,...}

Piiklad 2.4.4. Pomoci generujici funkce najdéte stiedni hodnotu a rozptyl

nahodné veli¢iny s geometrickym rozdélenim
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Kapitola 3

Zakony arcsinu a Poélyova véta

3.1 Zakony arcsinu pro symetrickou ndhodnou
prochazku

V této podkapitole uvedeme dva zdkony arcsinu, pro ¢asy pobytu napravo

od pocatku (tj. v kladnych hodnotach) a pro posledni navstiveni pocatku.

3.1.1 1. zakon arcsinu

Véta 3.1.1. (1. zdkon arcsinu pro posledni ndvstévu poédtku) Uva-

Zugme symetrickou ndhodnou prochdzku, t.j. p = %, a necht Sy = 0. Prav-

dépodobnost, Ze posledni ndvstéva pocdtku do casu 2n nastane v case 2k, je
rovna

P (SQk - 0) P (Sgnfgk = 0) .

Dikaz: Oznacme «s,(2k) pravdépodobnost, Ze posledni navstéva pocatku

do ¢asu 2n nastane v case 2k. Mame
g, (2k) = P (Sor = 0) P (Sog4152%k+2---S2n # 0 | Sop = 0).
7 ¢asové homogenity plyne
a9, (2k) = P (Sor, = 0) P (S152...89p, -9k 0| So = 0).
Tvrzeni tedy plyne z nasledujiciho lemmatu.
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Lemma 3.1.2. Pro symetrickou ndhodnou prochdzku plati:

kde P(Som = 0) = (™) (1)™".

Dikaz: Vyuzijeme disledek véty o volbach: Je-li Sy = 0, pak pron > 1

plati
1
P (515;...5, #0) = EEU Snl)-

Déle ze symetrie plyne
P(S1nSm £ 0) = - B(] Sy ) = 23 2kP (S, = 28
1---:2m — 2m 2m — 2mk:1 2m —
1 2m
=2 —P =2k)=2 — =
> =2 =25 () (3)
1\ & om — 1 om — 1
2| = — )
(2) ;Km—l—k—l) (m+k>}
2m — 1 B 2m — 1 _2k 2m
m+k—1 m—+k/) 2m\m+k)/)

Opravdu, mame

@m-1)..(m—k+1) (@m—1).(m—Fk) _

nebot plati

(m+k—1)! B (m +k)!
 (m+Ek)2m—-1)..(m—-k+1)—-2m—1)...(m—k+1)(m—k)

B (m+k)!
_@m-D.(m—k+[m+k)—(m—FK] 2k2m@2m-1)..(m—k+1)
B (m+k)! - 2m (m+k)! B

2k [ 2m
:%(m%—k)'

V poslednim ¢lenu vyraz se sumou je tzv. teleskopicky soucet. Z takovéhoto
souc¢tu nam zistane jen prvni a posledni ¢len, ostatni se vyrusi. Odtud plyne,

L) ) )
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() ()=
(1) 2m (2m — 1) ... (m + 1) (

2 m)!

) ()

V nésledujici podkapitole uvidime proc se témto tvrzenim fik4 zédkon ar-

2

a odtud plyne tvrzeni véty.

csinu.

3.1.2 Stirlingova formule

Chceme porovnat hodnotu n! (ktera se v riznych formach vyskytuje v kom-
bina¢nich ¢islech pro pocty trajektorii) s mocninnymi funkcemi. Vime, ze
n">n(n—1)..21> 2" tedy n™ > nl > 2™

Jak rychle jde ale posloupnost a, = :—' k nule? Lze ji srovnat s geomet-

rickou posloupnosti? Pro n — oo dostaneme

(n+1)! n!

_\nTl) n
ant1 (n41)"H! ()" ( n ) - 1
- n! o n! - -

Qn . - n+1 e

Tedy (zatim jen hodné pFiblizné) mizeme psét

n! 1

—_—~ —

nn  en’

neboli n! ~ Z—: Stirlingova formule dava piesnéjsi odhad. Plati

n
nl ~ —v2mn
en
v tom smyslu, Ze
, n!
l,lmni)oo’n’n— =1.
V2t

Ze Stirlingovy formule dostaneme odhad na hodnotu ug, = P (S = 0).

Lemma 3.1.3. Plati u,, ~ —= pro k — oo, tedy

. Ugg
lim —— = 1.
koo ——

Vrk
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Dikaz: Mame

ugp, = P (Sox = 0) = (2:) (%)Qk

“mtm (3) <G (3) -
Ch= \/2m2k (1)'“ B 2%1{;%\/%( 1 ) vz
(tevam) 2 ()

Tim je lemma dokazano.

Podle zakonu arcsinu je

Qon(2k) = UgkUon—ok,

tedy
P (SQk - O N 52k+1...52n % 0) = P (Sgk = 0) P (S2n72k' = 0) .

Ze Stirlingova vzorce mame

Oézn(2k

1
v (n—k ﬂ\/k:(n—k).
Hodnota \/k (n — k) je maximéalni pro k = g, tedy ag,(2k) je minimalni pro
k=13
Oznac¢me T, ¢as posledniho navstiveni bodu 0 do ¢asu 2n. Pak pro x €
(0, 1) méme
P (Ty, < 2zxn)
(T k<zm7r\/k (n —
/fm 1 du— 2 e \/E
————du = —arcsin/ —,
o myu(n—u) T n

nebot
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3.1.3 2. zakon arcsinu

2. zakon arcsinu se tyka ¢ast pobytu na jedné strané od pocatku (tj. doby,

kdy jeden z hracu byl ve vedeni).

Véta 3.1.4. Necht p = % a So = 0. Pravdépodobnost, Ze ndhodnd prochdzka

stravi presné 2k casovych intervalii napravo od poédatku je (opét) rovna
P (SZk - O) P (SQn,Qk = O) .

Diikaz: u¢ebnice Grimmett, Stirzaker.

3.2 Polyova véta v R”

Definice 3.2.1. Méjme posloupnost ndhodnych vektordt X, Xs, ..., X,
kde
X= (X, X2, x)

(2

je m-rozmérny vektor. Necht plati

P(x?=1)=2
* 1
P(xP=-1) =2
2
pro v8echna ¢ € N a pro v8echna j € {1, 2, ..., m}, a vSechna Xi(j) jsou

navzajem nezavislé nahodné veli¢iny.

m-rozmérnd ndhodnd prochdzka je definovana vztahem
() — gW) )
Sn - SO _'_ZX]C )
k=1
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tedy vektorove

Sp =S+ Y Xi.

k=1
Pro m = 2 uvazujme mnozinu miizovych bodiu
22 ={(i,j)|i,j €Z} =Z D L.
Necht Sy = (0, 0), pak
PIS = [1,1] = P[$1 = [-1,-1]] =

= PISi=[-1,1] = Py =[1,-1]] =

Véta 3.2.2. (Pdlyova véta): Pravdépodobnost, Ze se ndhodnd prochdzka
vrati nekonecnékrdat zpet do pocdatku je rovna 1 prom =1 am = 2 a je rovna

0 pro m > 2.

Poznamenejme, ze pro m = 3 je pravdépodobnost alespon jednoho navratu
do pocatku = 0, 35.

Dikaz: Jako u jednorozmérné prochazky oznaé¢me

pravdépodobnost navratu v case n, a

fo(n) =P (S, =0 A 5155...5, 1 #0)

pravdépodobnost prvniho navratu v case n. Necht Py a Fj jsou generujici

funkce téchto posloupnosti. Vime, ze plati

1
Fo=1——.
0 7
Méme
P (Castice se nékdy vrati do pocatku) = ifo (n)=ry(1)=1-— ! ,
n=1 PO (1>
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kde ale

Odtud dostavame, ze

1 pokud > po (n) diverguje
P (¢astice se nékdy vrati do poc¢atku) = ns!
<1 pokud > pg(n) konverguje

n=1

Podle Stirlingovy formule vime, Ze ugy, = \/L;k Pro m =1 je z nezavislosti

komponent

Vime, ze

=1

B

diverguje, protoze
oo
1
n’
n=1

konverguje pro s > 1 (7 integralniho kriteria). Pro m > 1 je

P(S,=0)=P (S =57 = .= 8" =0) = (P(5) =0))",

Daéle

[e.9]

Shon) x>
n=1 n=

= n=1

konverguje pro % > 1, tj. m > 2. Tedy pro m > 2 je hledana pravdépodob-
nost alesponi jednoho navratu do pocatku mensi nez 1, prom =1am = 2
je tato pravdépodobnost 1. Pravdépodobnost nekoneéné monoha névrati je

tedy rovna 0 pro m > 2 a rovna 1 pro m < 2.
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3.3 Piiklady

Piiklad 3.3.1. Uvazujme jednoduchou nadhodnou prochazku s Necht T je

¢as prvniho navratu do pocatku. Dokazte, 7e

1 (2
P(T = 2n) = -— (:)wn

Priklad 3.3.2. Ukazte, ze pro jednoduchou ndhodnou prochazku pravde-

podobnostni funkce maxima spliiuje
PM,=r)=P(S,=r)+ P(S,=r+1)

pror > 0.
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Kapitola 4

Markovské retézce

4.1 Diskrétni Markovské retézce

Uvazujme posloupnost nahodnych veli¢in
Xoyoo s Xy oo vy (4.1)

které nabyvaji hodnoty ve spocetném nebo kone¢ném stavovém prostoru S.
Pro kazdé n je tedy X, ndhodna veli¢ina, nabyvajici N riznych hodnot, kde

N je velikost mnoziny S (N muze byt rovno nekone¢nu).

Definice 4.1.1. Stochasticky proces X = {X,}°°, se nazyva Markovsky

fetézec, pokud splhuje Markovovu podminku
P(Xn =S ‘ XO = To, - - 7Xn71 = l’nfl) = P(Xn =S ’ anl = .I'n,1) (42)

pro kazdé n € N a s,xg,...x,1 € 5.
Mnozina S je nejvySe spocetnd, tedy bez jmy na obecnosti mizemem
predpokladat, ze S C N. Pak X,, =i znamen4, Ze proces je v ¢-tém stavu v

¢ase n. Vyvoj systému je popsan pravdépodobnostmi piechodu
P(Xn-i-l =] | Xn = Z) (4'3)

které obecné zavisi na n, 7, 7. Pokud pravdépodobnosti nezavisi na n, je proces

homogenni.

Definice 4.1.2. Markovsky Tetezec je homogenni, jestlize plati

49



pro kazdé n, i, j. Pfechodova matice P = (p;;) je |S| x |S| matice piechodo-

vych pravdépodobnosti
pij = P(Xp1 = j | X,y =1). (4.5)

Déle budeme piedpokladat, ze X = {X,}>%, je homogenni Markovsky

fetézec s pfechodovou matici P = (p;;).

Véta 4.1.3. Prechodovd matice P je stochastickd matice, tedy plati

1. P md nezdporné cleny,

2. soucty prvku v kaZdém rddku jsou rovny jedné, tedy
> by =1, (4.6)
J

pro kaZdé 1.

Prvni tvrzeni je zfejmé, druhé plyne z faktu ze fetezec musi ze stavu ¢
prejit do néjakého stavu (pFipadné i stejného).

Naopak, kazda matice s vlastnostmi z predchozi véty mize byt prechodo-
vou matici néjakého procesu, véta tedy dava tplnou charakterizaci takovych
matic.

Kratkodoby vyvoj procesu je ur¢en matici P. Abychom mohli zkoumat
dlouhodoby vyvoj, budeme uvazovat matici prechodu za ¢asovy interval délky

n.

Definice 4.1.4. n krokova prechodova matice je matice

kde
pij(m,m+n) = P(Xpim =7 | Xpn =1). (4.8)

7 homogenity zfejmé mame
P(m,m+1)=P. (4.9)
Véta 4.1.5. Plati
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Necht

(4.10)

(4.11)

je pravdépodobnostni funkce pro X,,. a u" je fadkovy vektor se slozkami

Pak plati
/Ln — MOPn

(4.12)

(4.13)

Vyvoj procesu tedy zalezi na pocatecnim rozdéleni a na iteracich matice P.

Piiklad 4.1.6. Uvazujme jednoduchou ndhodnou prochazku. Stavovy pro-

stor je v tomto piipadé S = Z a plati

p proj=1+1
pij =44 proj=i—1.
0 jinak

4.2 Klasifikace stavu

Definice 4.2.1. Stav i se nazyva rekurentni (trvaly), pokud
P(X,, =iprongakén | Xy=1)=1

Pokud
P(X,, =i pronéjaké n | Xg=1i) < 1,

pak se stav nazyva tranzientni (pfechodny).

Definice 4.2.2. Stfedni ¢as rekurence stavu je dan vztahem
pi = E(T; | Xo =),
kde

T; =min(n > 1: X, = j).

o1

(4.14)

(4.15)

(4.16)

(4.17)

(4.18)



Stav ¢ je nulovy, pokud

[ = 00 (4.19)
a je nenulovy, pokud
i < 00. (4.20)
Definice 4.2.3. Perioda d(i) stavu i je definovana jako
ged(n @ pi(n) > 0). (4.21)

Stav se nazyva periodicky, pokud d(i) > 1. Nazyva se aperiodicky, pokud
d(i) = 1. Plati tedy
pokud n nedéli d(i).

Definice 4.2.4. Stav se nazyva ergodicky, pokud je rekurentni, nenulovy a

aperiodicky.
Priklad 4.2.5. Pro nahodnou prochazku jsou vSechny stavy periodické
s periodou 2. V piipadé p # % jsou tranzientni. Pro p = % jsou nulové
rekurentni.
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4.3 Priklady

Priklad 4.3.1. Hazime opakované kostkou. Které z nasledujicich procesi

jsou Markovské fetézce?

1. Nejvétsi ¢islo M,,, které padlo do n-tého hodu.
2. Pocet Sestek které padly v n hodech.

3. V case r cas (), od posledni Sestky.

4. V Case r ¢as B, do pristi Sestky.

Priklad 4.3.2. Ukazte, Ze libovolna posloupnost nezavislych ndhodnych
veli¢in s hodnotami ve spocetné mnoziné je Markovsky fetézec. Kdy bude

takovy fetézec homogenni?
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Kapitola 5

Markovské retézce ve spojitém
case

Uvazujme stochasticky proces X (t), t > 0, ve spojitém ¢ase, ktery nabyva

hodnoty v nezapornych celych c¢islech.

Definice 5.0.3. Proces X(t), t > 0 je Markovsky fetézec ve spojitém case,
jestlize pro v8echna s,t > 0 a nezaporna cela ¢isla 4, j, x(u) plati Markovska

vlastnost
P(X(t+s)=7X(s) =14,X(u) =z(u),0 <u<s)

= P(X(t+s) = j|X(s) = ).

Markovska vlastnost tedy rika, analogicky jako v diskrétnim ptipadeé, ze prav-
dépodobnostni rozdéleni budoucich stavi, podminéné soucasnym a vSemi

minulymi stavy, zavisi jen na soucasném stavu a je nezavislé na minulosti.

Definice 5.0.4. Pokud navic pravdépodobnost
P(X(t+s)=j|X(s) =1)

nezavisi na t, pak se Markovsky fetézec ve spojitém case nazyva stacionarni.
Oznacme jako 7; ¢as ktery stravi proces ve stavu nez se presune do dalsiho

stavu. Pak z markovské vlastnosti plyne
P(Ti >S+t‘7’i > S) :P(Tl >t),
tedy tato ndhodna veli¢ina nemé pamét a musi mit exponencialni rozdéleni.
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Timto zpisobem mizeme popsat Markovsky fetézec ve spojitém case. Je
to proces, ktery kdykoliv vstoupi do stavu ¢, pak

— Cas ktery stravi v tomto stavu ma exponenciélni rozdéleni, s intenzitou,
kterou oznacime v;

— pokud proces opusti stav ¢, pak vstoupi do jiného stavu j s pravdépo-

dobnosti F;;, kde
> Pi=1

i#]

V principu je mozna situace, kdy stav ma nekonec¢nou hodnotu v;. Takovy
stav se nazyva okamzity, a proces jej okamzité opusti. V dalsim ale takové
stavy uvazovat nebudeme.

Markovsky tetézec ve spojitém cCase se nazyva regularni, pokud s prav-
dépodobnosti jedna je pocet piechodu v libovolném koneéném intervalu ko-
necny.

Definujme

¢i; = vl

Vime, Ze v; je intenzita s jakou proces opousti stav ¢ a F;; je pravdépo-
dobnost ze pak prejde do stavu j. Celkem tedy g;; je intenzita s jakou proces
prechézi ze stavu ¢ do stavu j.

Dale oznacime
Py(t) = P(X(t +s) = j|X(s) = i)

pravdépodobnost, ze fetézec, ktery je momentéalné ve stavu ¢, se za ¢as t bude

nachazet ve stavu j.

5.1 Procesy zrodu a zaniku

Definice 5.1.1. Markovsky fetézec ve spojitém case, pro ktery plati
2; =0

jakmile |i — j| > 1, se nazyva proces zrodu a zaniku.
Jinak fe¢eno, proces zrodu a zaniku miize ze stavu ¢ prejit pouze do stavu

1+ 1 nebo 7 — 1. Pokud hodnota procesu reprezentuje velikost populace, pak
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prechod do stavu i+ 1 chapeme jako zrozeni nového jedince, prechod do stavu
1 — 1 pak znamena zanik jedince.

Ozna¢me prislusné prechodové pravdépodobnosti jako

i = qii+1,
Hi = qii—1-

Méme ziejmé
v =N + i,

Z ij = Uj-
J

Plati tedy

Ai
=1-P;.
Ai ’

Jako ptiklad uvazujme proces pattici mezi takzvané fronty. Konkrétné pujde
o frontu typu M/M/s.

V tomto piipadé mame

Pz’,z'+1 =

) np prol<n<s
Hn = Sy pron > s ‘

Mo7znéa interpretace tohoto procesu je néasledujici. Pfedpokladejme, 7e zé-
kaznici pfijizdi k benzinové pumpé s s stojany podle Poissonova procesu s
intenzitou A. Kazdy zékaznik jede ihned ke stojanu, pokud je néktery volny.
Pokud ne, postavi se do fronty. Kdyz zakaznik ukon¢i ¢erpani, opusti systém a
prvni zakaznik v fadé, pokud néjaky je, ptijede ke stojanu. Predpokladejme,
ze Casy obsluhy jsou exponencidlni se stiedni hodnotou l% Pokud je X(t)
pocet zdkazniku v systému, pak jde o proces zrodu a zaniku s uvedenymi
parametry.

Linearni model ristu s migraci odpovida procesu, pro ktery plati

Hn = T,

o6



A =nA+ 0.

Kazdy jednotlivec rodi s intenzitou A. Migraci popisuje parametr 6, zanik

probihé s intenzitou pu.

5.2 Kolmogorovova rovnice
Nasim zakladnim objektem jsou pfechodové pravdépodobnosti

Py(t) = P(X(t +5) = jIX(s) = ).

Lemma 5.2.1. Plaif

lim i(t) =
t—0 t
¢ P (t
t—0 t

Dale mame

Z Py (t) Pyj(s
k=0

Odtud plyne

Py;(t+h) Z Py (h) Py (t)
neboli
P(t+h)— ZPm ) Prj(t) — (1 — Py(h))Py(t).
k#i

Vydélenim h a limitnim pfechodem pro A — 0 dostaneme s vyuzitim pied-
choziho lemmatu
P,i(t+h)— P;(t ) P(h
i PP = PO iy 5 Pl ) )

h—0 h h—0
ki

Tak dostavame nésledujici tvrzeni.
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Véta 5.2.2. (Kolmogorovova zpétnd rovnice) Pro vSechna i,j, a t > 0 plati

Pli(t) = qiePej(t) — v Py (1).
ki

o8



Kapitola 6

Poissoniv proces

6.1 Zakladni vlastnosti Poissonova procesu

Definice 6.1.1. Poissoniv proces s intenzitou A je proces N = {N(t) : t >
0} nabyvajici hodnoty v .S = {0,1,2,...} takovy, ze
1. N(0)=0apros<tjeN(s)<DN(t).

Ah +o(h) prom =1
2. P(N(t+h)=n+m|N(t) =n) =< o(h) prom > 1.
1 —=Xh+o(h) prom =0
3. Je-li s < t, pak pocet N(t)—N(s) udalosti v intervalech [s, t] je nezavisly
na N(s), tedy poc¢tu udélosti v [0, .

N(t)... pocet prichodu, udélosti, emisi, do ¢asu t.
N je takzvany citaci proces. Je také prikladem Markovského fetézce ve spo-

jitém Case. Zajima néas rozlozeni N ().

Véta 6.1.2. N(t) md Poissonovo rozdéleni s parametrem At, tedy

P(N(t) =j) = e M, j=0,1,2,...
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Diikaz. Podminime N (¢t 4+ h) hodnotou N (t):

P(N(t+ h) = j) ZP P(N(t+h) = jIN(t) =

_ Z P(N(t) =1i)P((j — 7) pFichodu v ¢ase (t,t+ h))

_ P(N(t) = j — 1) P(1 prichod) + P(N () = j) P(#adny prichod) + o(h).
Tedy p;(t) = P(N(t) = j) spliuje
pi(t+h) = Ahpj1(t) + (1 = Ah) - p;(t) +o(h)  proj#0
po(t+h) = (1—Ah)-po(t) + o(h).

V prvni rovnici odec¢teme p;(t), vydélime h a nechame h — 0. Pak
Pi(t) = Apj_1(t) — Ap;(t) pro j #0 (6.1)
a podobné z 2.rovnice
Po(t) = —Apo(t).
Okrajové podminky jsou

1 proj=0
23 (0) 7 {O pro j # 0.

To je systém diferen¢né-diferencialnich rovnic pro p;(t).
Reseni najdeme pomoci generujicich funkei (v proménné s a s parametrem

t). Definujeme
t) = pi(t)s’ = E(s").
0

Rovnici (6.1) vynasobime s’ a se¢teme pies j. Dostaneme

oG
ot

s okrajovou podminkou G(s,0) = 1. Regeni je ziejmé

= As—1)G,

o J
G(s,t) = MoVt = e_)‘tz &Sj.

|
0]'
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Uvedeme si jesté dilezitou alternativni definici.

Definice 6.1.3. Necht Tj, 77, ... jsou dany vztahem
To =0, T, = inf{t : N(t) = n}.

Pak T), se nazyva ¢as n-t¢ho ptichodu.

Definice 6.1.4. Definujeme ¢asy mezi p¥ichody (inter-arrival times), jako
nadhodné veli¢iny

X,=T,—T,_1.
Ze znalosti N(t) umime najit hodnoty X,,. Naopak, z X,, lze zrekonstruovat

N(t) pomoci
T,=) X N(t)=max{n;T, <t}.
1

Véta 6.1.5. Ndhodné veliciny X1, Xo, ... jsou nezdvislé a maji exponenci-
alnt rozdéleni s parametrem \.

Pfipomenuti: Nahodna veli¢ina X ma exponencidlni rozdéleni s paramet-

rem A > 0, jestlize jeji distribuc¢ni funkce je

Flr)=1—e 1>0. (6.2)
Uvazujme Bernoulliho pokusy v ¢asech 9, 20,30, ... a necht W je ¢as ¢ekani
na prvni aspéch. Pak
k: 5
P(W >ké)=(1—-p)" a EW=-.
p

Zvolme t pevné. Do ¢asu t jsme udélali piiblizné k = % pokust. Necht o — 0.
Abychom dostali netrividlni limitu, musi také p — 0. Necht £ — \. Pak

t t
pav o (i (1) 8) =0 e
Diikaz. Nejdiiv uvazujeme X:
P(X, >t)= P(N(t) =0) = e ™.
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Dale podminime X5 hodnotou X;,
P(Xg > t‘Xl = tl) = P(Zédny pﬁChOd A% [tl, tl + t”Xl = tl)

Udalost {X; = t1} se vztahuje k intervalu [0,t], zatimco udalost "zadny
pfichod v [t1,t; + t]" k ¢asu vétsimu nez t;. Z definice Poissonova procesu

jsou nezavislé, tedy
P(Xy > t| X, = t;) = P(7adny p¥ichod v [t;,t; +t]) = e,

Tedy X, je nezavisla na X; a mé stejné rozdéleni. Tvrzeni dale plyne indukci

pfes n. ]

6.2 Cramér - Lundbergitiv model

Cramér - Lundbergiv model je zdkladnim modelem v matematické teorii
nezivotniho pojisténi.
Piedpoklady Cramér - Lundbergova modelu:

1. Pojistné naroky nastavaji v ¢asech 0 < 77 < T, < ..., coZ jsou ¢asy

ptichodu homogenniho Poissonova procesu N (t)

2. Pojistny narok piichézejici v i-tém case T; ma velikost X;. Posloupnost

X; tvori nezéavislé stejné rozdélené nezaporné ndhodné veli¢iny

3. Posloupnosti 7; a X; jsou navzajem nezavisle. Tedy i N(t) a X; jsou

nezavislé.
Proces
N(t)
i=1

ktery popisuje celkovy pojistny narok do ¢asu t, se nazyva sloZeny Poissoniv

proces.
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6.3 Inspekcéni paradox

Uvazujme homogenni Poissoniiv proces s intenzitou A a predpokladejme, ze
se pravé nachazime v pevné danném case t. Pfirozena otazka je, jaké méa
rozdéleni doba od posledniho piichodu, a naopak doba do nejblizsiho nasle-
dujiciho prichodu.

Oznacéme

¢as od posledniho piichodu a

F(t) == TN(t)Jrl —t

¢as do néasledujictho piichodu.

Zajima nas sdruzené rozdéleni nahodnych veli¢in B(t) a F(t). Specialng,
co muzeme na zakladé znalosti B(t) fici o F/(t)?

Intuitivné by se mohlo zdat, ze ¢im delsi je B(t), tim kratsi by mélo byt
Cekani na dalsi piichod. Piesto vypocet sdruzeného rozdéleni ukazuje, ze B(t)

a F(t) jsou nezavislé. Tento vysledek se obvykle nazyva inspekéni paradoz.
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Kapitola 7

Slozeny Poissoniv proces

Definice 7.0.1. Stochasticky proces S(t) se nazyva slozeny Poissontiv pro-

ces, jestlize jej lze zapsat ve tvaru

N(t)
S(t) =YX, (7.1)

kde N(t) je Poissoniv proces a X; jsou IID nahodné veli¢iny, nezavislé na

procesu N(1).

7.0.1 Moment generujici funkce

Definice 7.0.2. Moment generujici funkce ndhodné veli¢iny X je definovana

vztahem

M (t) = E (")

prot > 0.

Je-li X spojitd ndhodné veli¢ina s hustotou f, pak

M (t) :/OO e f (1) da.

o0

Pro kazdé k£ € N je
E(X*) =M®(0).

Opravdu, derivujme integral podle parametru,
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(0= [ s @) da,

o

tedy

M’(O):/mxf(x)dx:E(X).

o0

Analogicky, k-nasobnym derivovanim dostaneme

M® (1) = /OO z*el f (z) d.

o0

Tedy

M®(0) = E (X").

Chceme spocitat moment generujici funkei slozeného Poissonova procesu. Z

véty o celkovém ocekavani dostaneme

E (e") = exp(Mt(¥x(t) — 1)). (7.2)

Derivovanim moment generujici funkce ziskdme pro momenty néasledujici

vztahy.

Véta 7.0.3. Pro ocekdvani sloZeného Poissonova procesu plati
E(S(t)) = ME(X;) (7.3)

a pro jeho rozptyl
Var(S(t)) = ME(X?). (7.4)

7.1 Vlastnosti exponencialniho rozdéleni

Definice 7.1.1. Spojitd nahodna veli¢ina mé exponencidlni rozdéleni, jestlize

jeji hustota je dana vztahem
fz) = de™™ (7.5)
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pro x > 0 a je rovna nule jinak.

Distribu¢ni funkce exponencialniho rozdéleni je tedy

Flr)=1—e?" (7.6)

pro x > 0, a rovna nule jinak.

Moment generujici funkce exponencialniho rozdéleni je dana vztahem

Ele'™] = / eMAe ™ Mdr = /\L (7.7)
0 - t

Momenty ndhodné veliciny X muzeme ziskat derivovanim moment gene-

rujici funkce. Tim dostaneme

EX] = % (7.8)
Var[X] = % (7.9)

Jednou z hlavnich vlastnosti exponencidlniho rozdéleni je to, Ze nemé4

pamét. Plati totiz

P{X >s+1|X >t} = P{X > s}. (7.10)

Je-li napiiklad X Zivotnost dané soucéastky, pak piedchozi vztah rika,
ze pravdépodobnost, ze soucastka bude fungovat alespon s + ¢t hodin, za
podminky Ze jiz funguje ¢ hodin, je stejna jako pocatecni pravdépodobnost

7e bude fungovat alespon s hodin.

7.2 Vlastnost absence paméti

Exponencidlni rozdéleni je jediné rozdéleni které neméa pamét. DokéZeme to
nasledovné. Necht
F = P{X > z}. (7.11)

Pak plati
F(s+1t) = F(s)F(t). (7.12)



Jinak Fe¢eno, I’ spliiuje funkcionalni rovnici

h(s +t) = h(s)h(t).

(7.13)

DokaZzeme ted, Ze jedind zprava spojitd feSeni této rovnice maji tvar odpo-

vidajici exponencialnimu rozdéleni.

Ze vztahu
h(s+t) = h(s)h(t)
mame

2 1

n n o n
Opakovanim stejného argumentu dostaneme

Dale plati

MU:M%+~+%ﬁdﬂ
Odtud
W) = h(1)*
a dale
h(z) = h(1)*,

a tedy

kde A = —Ing(1). Musi tedy platit

n Az
F =,

protoze distribuc¢ni funkce je zprava polospojité.
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7.3 Mira rizika

Uvazujme spojitou ndhodnou veli¢inu X a distribu¢ni funkci F

a hustotouf.

Definice 7.3.1. Funkce miry rizika je definovina jako

A(t) = % (7.23)

Predstavme si, ze sledujeme Zivotnost néjaké soucéstky, a predpoklé-
dejme, ze soucéstka jiz funguje ¢t hodin. Chceme spocitat pravdépodobnost,

ze nevydrzi dalsi casovy tusek dt, tedy

P{X € (t,t + dt)| X > t}. (7.24)

Méame
Xe(tt+dt), X >t

P{X € (t,t+dt)|X >t} = PX > 1) , (7.25)
COZ je Tovno
X € (t,t+dt) _ f(t)dt
P(X>t) — F(t) (7.26)
= \(¢t)dt. (7.27)

Tedy A(t) reprezentuje intenzitu pravdépodobmosti, Ze t-letd soucastka

pfestane fungovat.

Je-li rozdéleni exponencialni, pak z vlastnosti absence paméti je rozdéleni
stejné jako pocatecni, tedy A je konstantni. To miuzeme ovéfit i piimym

vypoctem,

)\6—/\15

Mira rizika pro exponencialni rozdéleni je tedy konstantni.

Ukazeme jeste, ze mira rizika naopak jednoznac¢né urcuje pravdépodobnostni

rozdéleni. Opravdu, mame

—af) _ Al (7.29)



Integrovanim dostaneme

tedy
F(t) — ceo Me)ds

kde pro t = 0 dosteneme ¢ = 1. Celkem

F(t) = efixo,
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7.4 Priklady

Priklad 7.4.1. Mouchy a vosy pfilétaji na talit jako nezavislé Poissonovy
procesy s intenzitou A a p. Ukazte, ze pfilet hmyzu na talit je dan Poissono-

vym procesem s intenzitou \ + .

Priiklad 7.4.2. Hmyz priléta na talit jako Poissontuv proces s intenzitou A a
maé zelenou barvu s pravdépodobnosti p, nezavisle na barvé ostatniho hmyzu.

Ukazte, ze prilety zeleného hmyzu sleduji Poissontiv proces s intenzitou pA.
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Kapitola 8

Procesy obnovy

Jak jsme vidéli v predchozi kapitole, ¢asy mezi prichody pro Poissoniiv pro-
ces tvoii nezavislé stejné rozdélené ndhodné veli¢iny s exponencidlnim roz-
délenim. Ptirozené zobecnéni Poissonova procesu dostaneme tak, ze budeme

uvazovat namisto exponencidlniho libovolné rozdéleni.

Definice 8.0.3. Necht X, X5,... je posloupnost nezapornych nezavislych
nahodnych veli¢in se stejnou distribu¢ni funkci F'. Hodnoty X, Xs,... re-

prezentuji ¢asy mezi jednotlivymi udalostmi. Ozna¢me
p = EX]]

stfedni hodnotu ¢asu mezi jednotlivymi udalostmi. Polozme

Tedy S,, je ¢as n-té udélosti.
Zajiméa nas pocet udélosti, které nastaly do ¢asu t. Ten se rovnéa nejvétsi

hodnoté n takové, ze n-ta4 udalost nastala pred nebo piesné v Case t, tedy
N(t) = sup{nl|S, < t}.

Protoze ¢asy mezi prichody jsou nezévislé a stejné rozdélené, pii kazdém

prichodu za¢ina z pravdépodobnostniho hlediska proces znovu.

71



8.1 Rozdéleni poctu prichodu

Zakladni vztah pro odvozeni pravdépodobnosti rozdéleni poctu prichodi vy-
chazi z nasledujiciho faktu:
Pocet udalosti které nastaly do ¢asu t je vétsi nebo roven n pravé tehdy,

kdyz n-ty prichod nastal do ¢asu t. Tedy
N(t)>n=S, <t

Odtud dostaneme

= P(S, <t) — P(Sps1 < 1).

Protoze ndhodné veli¢iny X,, jsou nezavislé a stejné rozdélené s distribucéni

funkci F, mé S,, rozdéleni dané n-nasobnou konvoluci F' samo se sebou,
F,=FxFx-...xF.

Dostaneme tedy
Necht

Pak m(t) se nazyva funkce obnovy. Zajimaji nas jeji vlastnosti.

Véta 8.1.1. Plati

m(t) =Y Fu(t).
n=1
Dikaz: Mame
N(t) =) I
n=1

kde

[ 1 pokud n-ta udalost nastala do ¢asu t
" 10 jinak '
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Tedy
E(N(t) = E[S_ L.

a z linearity
EDy L)=) ElL]
n=1 n=1

Dale z vlastnosti indikatorové funkce mame

Y E[L]=) P, =1)
n=1 n=1
To je rovno

i P(S, <t) = fj Fu(t),

coz jsme chtéli dokazat.
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Kapitola 9

Diskrétni modely ve finan¢éni
matematice

V této kapitole se budeme vénovat 1-krokovym a vicekrokovym diskrétnim
modelim finan¢niho trhu. Jak uvidime, vicekrokovy (binomicky) model je

zalozen na jednoduché ndhodné prochazce.

9.1 1-krokovy model

Uvazujeme jednu pevné zvolenou akcii, a predpokladejme, ze — v ¢ase t =0
je cena akcie Sy zndma hodnota, — v ¢ase t = 1 je cena akcie S; ndhodné
veli¢ina (neznama hodnota). Hodnota S (w) je funkei trzniho scénaie w € €,

kde
Q={w, ..., w}

je prostor trznich scénart

Déle predpokladejme, 7Ze existuje bezrizikové aktivum, jehoz hodnota v
case t = 0 jerovna 1 a v ¢ase t = 1 je rovna e" za vSech trznich scénéii.
Hodnota r se nazyva bezrizikova trokova mira. Pfedpokladame, 7Ze trokova

mira je stejna jak pro pijcovani, tak pro ukladani penéz.

Piiklad 9.1.1. Forwardovd smlouva (uzaviena v ¢ase t = 0) je nasledu-
jici zavazny kontrakt: V case ¢ = 1 koupi X od Y jednu akcii za cenu F. Za

uzavieni smlouvy se neplati. Jaka je “spravna” cena F'7
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Véta 9.1.2. Jestlize neexistuje arbitrdz, pak jedind moznd cena ve forwar-

dové smlouveé je
F= Soer.

Arbitrazi je minéna moznost jak si bez rizika zajistit zisk “z ni¢eho”. Pfesnou

definici si uvedeme za chvilku.

Dikaz: Dokézeme, ze jak F' > Sye”, tak F' < Spe” vede k arbitrazi.
1) Necht F' > Spe” (vyhodné pro Y'). Uvazujme nésledujici strategii:

t=0..Y sivypujéi v bance Sy, koupi akcii a uzavie forwardovou smlouvu

na prodej akcie.

t=1...Y proda akcii za F, do banky vrati Spe”.

Zistane mu bezrizikovy zisk F' — Spe” > 0, strategie tedy davéa arbitraz.
2) Necht F' < Spe” (vyhodné pro X) Uvazujme ted tuto strategii:

t =0 ... X prod4 akcii na kratko (tedy vypujéi si akcii — tzv. short-selling)
za Sy, ulozi vynos do banky a uzavie forwardovou smlouvu na koupi akcie.
t = 1 ... X dostane z banky Spe”, koupi akcii za F' a vrati ji (tj. uzavie
kratkou pozici). Ziastane mu Spe” — F' > 0, tj. bezrizikovy zisk. Opét je to
arbitraz.

Tedy pokud neexistuje arbitraz, pak F' = Spe”.

Priklad 9.1.3. Ewropskd call opce dava drziteli pravo koupit akcii v ¢ase
t =1 za cenu K (tzv. realizatni cena opce). Kupec opce zaplati v ¢ase t = 0

za toto pravo prodejci cenu Vj. Jaka je férova cena V4?7
V ¢ase t = 0 nezname S;. Drzitel opce ji v ¢ase t = 1 uplatni, je-li K < S

(jinak koupi akcii levnéji na trhu). Tedy hodnota v ¢ase t = 1 je

S1— K pokudS; > K

Vi=(Si1—-K), = .
1= )+ {0 pokud S7 < K
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Vi Vyplatni funkce Bwropské call opce

S1

Jak4 je hodnota V5?7 Predpokladejme, Ze existuji dva mozné trzni scénaie

(w1, ws) a necht pro t = 1 mame Sy (w;) = dy a S1(w2) = ds.

® S=h..w

S @

® Si=0..w

Chceme urcit Vj, za piedpokladi
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1. di < K <dy
2. d1SS()€r§d2

(pro Spe” < di < dy dostaneme arbitraz a stejné tak v opacném piipadé).
UvaZzujme portfolio (z1, o2, x3) € R?, kde x; je pocet aktiv penéZniho trhu
(bezrizikovych), x5 je pocet akcii a x3 pocet opci.

Hodnota portfolia v ¢ase t = 1 za scénafe wq je

Yy = I‘ler + I’le + 0373

Hodnota portfolia v ¢ase t = 1 za scénéie wq je

Yo = x1€" + Tody + (dy — K) x5

Zobrazeni T : (1, o2, ¥3) — (y1, y2) je linearni zobrazeni z R3 — R2,

které ma nenulové jadro dimenze 1.
Tedy pro portfolio (0, 0, 1) existuje jednozna¢né portfolio (z1, x9, 0),

které ma stejnou hodnotu jako (0, 0, 1) v obou scénaiich (tzv. replikujici
portfolio).
Hodnoty 1 a x5 najdeme feSenim rovnic
$1€T + Igdl =0

pro Vi (wy) a
xleT + l’gdg = dg — K

pro Vi (ws).
Resenim dostaneme:
—dle_’” (d2 — K)
r =
dy — dy
a
dy — K
Ty = i
T dy—d,

Portfolio (x1, z2, 0) ma stejnou hodnotu jako (0, 0, 1) v kazdém scénafi.

Musi mit tedy stejnou hodnotu i v ¢ase t = 0 (jinak by existovala arbitraz).
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_ dl(dQ—K> dQ—K BTS()—dl _
Vo= —e 1 —dy— K) (20T
o= M g = = K (e

= e "Vi(w)p+Vi(w)(1-p),
kde Vi (w1) =0, e™" je diskontni faktor a

. GTSQ —d1
 d—d

se nazyva “trzni” (risk-neutralni, rovnovazna) pravdépodobnost scénaie ws.
Tedy V4 je diskontované ocekavani hodnoty opce v ¢ase t = 1 vzhledem

k trzni pravdépodobnostni mife.

9.2 Zakladni véta APT

APT oznacuje arbitrazni teorii oceiovani (Arbitrage Pricing Theory). Uva-
7ujme trh s K aktivy A', ..., AX volné& obchodovatelnymi, kde A! je bezrizi-
kové aktivum. Cena podilu aktiva A7 v ¢ase t = 0 je S} (znamé hodnota).

Dale mame trzni scénare
Q={wy, ..., wn}.
Predpokladejme, ze A' je bezrizikové, tj.
Si(w;) =e"

pro vSechna 7 =1, ..., N, kde r je arokovi mira.
59 (w;) bude oznacovat hodnotu aktiva A7 v ¢ase t = 1 za scénére w;. Jsou
to tedy ndhodné veli¢iny, neboli funkce na prostoru trznich scénaii 2.

Celkem dostavame matici N x K s prvky S7 (w;).

Definice 9.2.1. Portfolio je vektor

e = (01, 0, ..., 0]{) S RK,
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kde 6; je pocet podilii aktiva A7 v portfoliu. Pro 6; < 0 je majitel v kratké

pozici v aktivu A7 (o velikosti | 6; |). V ¢ase t = 0 je hodnota © rovna
K
Vo (©) =) 6;53.
j=1
Pro t = 1 zavisi hodnota © na w;,

K
Vi(O, wi) = 60;5] (w).
Jj=1

Definice 9.2.2. ArbitrdaZ je portfolio, které “ziskava penize z niceho”, tj.
formalné bud
% (©)<0 a Vi(6,w)>0

pro vSechna w; € €2, nebo
WO)<0 a Vi1(O,w;) >0
pro vSechna w; € ().
Definice 9.2.3. Pravdépodobnostni mira m; = 7(w;) na mnoziné ) vSech

scénaii je rovnovdind pravdépodobnostni mira (neboli risk-neutralni
mira), jestlize pro vsechna A’ je hodnota podilu v ¢ase t = 0 rovna diskon-
tovanému ocCekavani vzhledem k pravdépodobnostni mife m hodnoty podilu

v ¢ase t = 1. Tedy
SE = e_TZW(wi)S{(wi)
i=1

pro vSechna j =1, ..., K, kde e™" je diskontni faktor.
Véta 9.2.4. (Zdkladni véta APT): Rovnovdind praveépodobnostni mira
existuje prave tehdy, kdyz neexistuje arbitrdz.
Dikaz:

Implikace < je snadna. Jestlize existuje rovnovaznéa pravdépodobnostni

mira m a O je portfolio, jehoz hodnota v ¢ase t = 1 je > 0 za vSech scénai,

pak
N

Vo(©) = e m(w)Vi(©,wi) > 0,

i=1
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odkud plyne 7e © neni arbitraz (a arbitraz tedy neexistuje).

Nyni chceme dokazat opacnou implikaci: Neexistuje-li arbitraz, pak exis-

tuje rovnovazna pravdépodobnostni mira takova, ze

N

Sy = e*"ZW(wi)S{ (wy).

=1

Pro j =1 plati tento vztah automaticky,
N
1=95; = €7TZ7T<WZ'>€T
i=1

= e*rzw(wi)sll (wi)-

Uvazujme nyni 2 < 57 < K. Ozna¢me ¢ mnozinu vSech vektori tvaru

Yy = (y27 ceey yK)7 kde
N

yi = ey m(w)S(wi)

i=1
pro vSechna j = 2, 3, ..., K, pro néjakou pravdépodobnostni miru 7.

e C RE-! je uzavieny konvexni polyedr. Je konvexnim obalem svych
extrémnich boda, které odpovidaji pravdépodobnostem 7 (w;) = 1, 7 (w;) =

0 pro j # 0.
Chceme dokézat, ze neexistuje-li arbitraz, pak

S = (82 ... SK) ee.
Jinak teceno, pokud S ¢ ¢, pak existuje arbitraz. Vyuzijeme vétu o od-

délujici nadrovineé.

Véta 9.2.5. (Véta o oddélujici nadrovine:) Necht F' C R™ je uzaviend kon-

verni mnozina o x ¢ F. Pak ezistuje v € R™ tak, Ze v-x < v -y pro viechna

y- F, kde - je skaldrni soucin.

Dikaz: Necht a je nejblizsi bod v F' k bodu z, pak vektor a —x méa hledané

vlastnosti.
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Podle této véty mame
S€e=30"=(0y, ..., ) #0
tak, Ze pro vSechna y € ¢ plati:
y-0*>95-0%

€ obsahuje extrémni body, tedy pro vSechna ¢ plati:

K K
ey 0 Sl(wi) > 05 S
j=2 j=2

Levou stranu nerovnosti ozna¢me C;, pravou stranu D. Ukazeme, Ze existuje
arbitraz.

Zvolme 0, tak aby C; > 6; > D pro vSechna i. Pak portfolio (=01, 0s, ..., 0k)
je arbitraz. Jeho hodnota v ¢ase t = 0 je < 0 a hodnota v ¢ase t =1 je > 0

pro vSechna w;.

Uvazujeme evropskou call opci, jejiz vyplatni funkce je

Vi=(5—K);:.
Déle Si(w;) = d; proi = 1,2 a d; < dy. Pokud neexistuje arbitraz, pak

existuje m takové, Zze cena akcie v t = 0 je diskontované ocekavani
SO =e¢ . (7'('((4}1) . d1 +7T((U2) . dg) s

a navic vime, ze m(wy) + m(wq) = 1. Specidlné tedy plati d; < Spe” < dy (v

predchozim to byl piedpoklad, ted to plati automaticky).

Dostaneme
7T(u) ) B d2 — SQ@T
VT, —d,
a
7'('(0.) ) . Soe’” - d1
2 dy — dy

Je-li opce volné obchodovatelna, a ma-li zistat trh bez arbitraze, musi
totéz platit i pro opci, tedy:

. Sge’” - d1

Vo = m(we)(de — K) 4+ m(w1)0 = m(we)(dy — K) = - (dy — K).
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9.2.1 Jisténi (Hedging)

Uvazujme aktiva A', A2 ..., AKX B. Necht S/(w;) a SP(w;) jsou ceny A7,

resp. B, v Case t a scénéii w;, kde t =0, 1.

Definice 9.2.6. Portfolio © = (01, 0, ..., 0k) je replikujici portfolio pro
B, jestlize

K
SP(wi) = _0;% (wi)
j=1
pro vSechna 7 =1, ..., N.

Véta 9.2.7. Necht © = (64, 0a, ..., Ok) je replikujici portfolio pro B. Neexistuje-

lv arbitraz, pak v case t =0 plati:

K
Se =Y _0;S.
j=1

K .
Ditkaz: Nechf tvrzenineplati. Je-li SP > 76,57, pak portfolio (—1, 61, 6a, ..., k)
j=1

v aktivech B, A', A%, ..., AK je arbitraz, protoze

K .
> 0,85 — S <0
j=1
K N
SP(wi) =Y ;51 (w;) =0
=1

pro v8echna w; € Q.

Analogicky, pro
K
Sy <> 0,8
j=1

vezmeme opacné portfolio.
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9.3 Model s vice periodami

9.3.1 Trh se dvéma periodami

Uvazujme jedno bezrizikové aktivum a 1 rizikovou akcii. Trzni scénafe jsou

nyni
Q={H+), =), (=), (=)}
@ ++
+
o
L ® +-
t=0
Q-+
o
t=1
.__
t=2

Predpokladejme, ze
51(4‘) = USO
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(u jako up a d jako down.) Mame t¥i ¢aste¢né trhy. V kazdém udélame stejny
vypocet jako v jednokrokovém modelu. Dostaneme rovnovazné pravdépodob-

nosti (pro jednoduchost predpokladejme, ze r = 0)

1—d
pu:u—d
(Sp se vykrati) a
Cu—1
Pd—u_d-

Celkem rovnovazna pravdépodobnostni mira bude:
P(++) =p,, P(==)=ps P(+=)=P(=+)=pupa.
9.3.2 Vicekrokovy model s T' kroky
Mnozina vSech moznych scénaii je v tomto piipadé
Q={(+++, s +t), (+ +, e, +, =), iy (=, —, -, =)}
M4 27 prvki, je tedy 27 moznych scénaii.
Pro scénér w € () je jeho rovnovazna pravdépodobnost

P(w) = pkpy X,

kde K je pocet + ve scénéfii w.

Chceme-li ocenit opci, jeji cena bude diskontované ocekavani jeji hodnoty

v Case T
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vi¢i rovnovazné pravdépodobnostni mife. Pro jednoduchost uvazujme r = 0.

Necht m je nejmensi pfirozené &islo takové, ze Sou™d!—™ > K. Mame tedy

Zpﬁpg ”( ) (Sou"dT_” — K)

T
U — 1) T n jT—n
; b (n) (Syard™ — K
kde (:) je pocet trajektorii s celkem n plusy.

Poznamka. Polozime-li d = %, pak v limité pro T' — o0 a u = eVt do-
staneme Black-Scholestv spojity model pro ocenovani opci. o je parametr

nazyvany volatilita.

Model ktery jsme uvazovali v této podkapitole se také ¢asto nazyva bino-

micky. Jeho autory jsou Cox, Ross a Rubinstein.
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9.4 Priklady

Priklad 9.4.1. Najdéte cenu evropské call opce pii danych hodnotéach

Sp =100, r =0, S;(w;) = 110, Sy(ws) =95, K =105

Priklad 9.4.2. Najdéte cenu evropské put opce pii danych hodnotach

So = 40, r = O, Sl(wl) = 50, Sl(UJQ) = 35, K =45

Priklad 9.4.3. Najdéte horni a dolni odhad pro cenu evropské call opce v

neiplném trhu se tfemi scénéii, pii danych hodnotach

So = 10, r = 0, Sl(wl) = 12, Sl(WQ) = 11, Sl(w;g) = 9, K =10
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Kapitola 10

Martingaly

10.1 Férova hra

Martingal je matematickym vyjadienim myslenky “férové hry”

Implicitné jsme se s timto pojmem jiz setkali, v kapitole o diskrétnich
modelech trhu.

Pripomenme, Ze v jednokrokovém modelu trhu se dvéma scénaii existuje

rovnovazna pravdépodobnostni a plati
SO = €_TEP (S1) =F (e_TSl) s

Tedy cena v ¢ase t = 0 je diskontované ocekavani vzhledem k pravdépo-

dobnosti P ceny v case t = 1.

Obecné, pro T-krokovy model mame analogicky
So = Ep (STe””T) )
Navic, pro libovolny ¢as t < T plati
Si = Ep (Sre ™™D Sy, 81, ..., Si)

tedy S; je podminéné ocekavani diskontované hodnoty Sr, podminéné infor-

macemi o trznim scénari, které mame v case t.

Jak uvidime za chvilku, tato vlastnost znamena, ze diskontovany proces

S; je martingal.

87



Piipomenme si jesté formalni definici stochastického procesu.

Definice 10.1.1. Mg&me méfitelny prostor (2, A), mnozinu redlnych &isel
R a indexovou mnozinu T # () (ktera hraje roli ¢asu). Déle mé&jme zobra-
zeni X : Q x T — R, takové, ze pro vSechna t € T je X (e, t) nahodna
veli¢ina (kterou znac¢ime X). Pak takové zobrazeni nazyvame stochas-

ticky proces definovany na mnoziné 7. Znacime {X;; t € T'}.
Stochastické procesy délime na 4 zakladni typy:
e diskrétni proces s diskrétnim ¢asem (napt. ndhodné prochézka)
e diskrétni proces se spojitym ¢asem (napt. Poissoniv proces)
e spojity proces s diskrétnim ¢asem (nap¥. Markovovy fetézce)

e spojity proces se spojitym ¢asem (napt. Wieneriv proces)

10.2 Prirozena filtrace

Definice 10.2.1. Ve vicekrokovém trhu se informace o trznim scénaii od-
haduje krok po kroku. Pro ¢t < T definujeme

Fi = {vSechny jevy urc¢ené béhem prvnich ¢ period} .

Z¥ejmé F; je o-algebra. Konetna posloupnost (F;),.,., Se nazyva prirozend

filtrace prostoru trznich scénaiu 2.

Obecné, systém o-algeber (Ft)q, se nazyva filtrace, jestlize plati
Fi C Fs

kdykoliv je t < s. To znamen4, ze s rostoucim ¢asem neztracime informace,

o-algebra se s rostoucim ¢asem nezmensuje, typicky se naopak zvétsuje.

Priklad 10.2.2. 2-krokovy model trhu. Mnozina trznich scénaiti v tomto

modelu je

Q={(++), (+-), (=+), (=)}
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V case t = 0 jsou urc¢eny pouze jevy Q a (), tedy
Fo = {(D’ Q}

V ¢ase t = 1 jsou uréeny jevy: Fiy = {(++), (+—)}aF_ ={(—+), (—)}.
Tedy
.Fl - {@, Q, F+, F,}

V Case t = 2 jsou uréeny vSechny jevy (kazda podmnozina ), tedy

Fy = exp Q = { vSechny podmnoziny 2} .

Piiklad 10.2.3. T- krokovy model. Mnozina €7 trznich scénaiu je mno-
7ina posloupnosti délky T se slozkami + nebo -. Celkem je takovych scénéitu
2T,

Castecny scénar je posloupnost

é: (517 €27 ) gt)
délky t < T, kde §; = + nebo {; = — pro j = 1, 2, ..., t. MnoZinu téchto

scénaiu oznacme €2;.
Pro kazdy ¢asteény scénai £ = (&1, ..., &) definujeme jev F'(§) jako mno-

zinu vSech uplnych scénait, jejichz prvnich ¢ slozek jsou praveé &, ..., &. Tedy

F¢) ={weQ: w;=¢ proviechna j =1, 2, ..., t}.

Uplné scénare odpovidaji koncovym uzliim stromu, castec¢né pak nekon-

covym. o-algebry F; definujeme pak takto

F; = {v8echna kone¢na sjednoceni jevi F (§), kde €=(&1,&2, ..., &) € U}

Cena akcie v Case t zavisi na trznim scénéfi, ale jen na jeho slozkich
do casu t, nezavisi na slozkidch scénare v casech > t. Tedy proces ceny je

adaptovany piirozené filtraci, ve smyslu néasledujici definice.

Definice 10.2.4. Posloupnost ndhodnych veli¢in X, je adaptovand pvi-
rozené filtract, jestlize pro kazdé t a pro kazdy trzni scéndif w = &, ..., &r

hodnota X, (w) zavisi jen na ¢asteéném scénaii wy, wo, ..., wp.
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10.3 Martingal

Definice 10.3.1. Necht F je pfirozena filtrace prostoru trznich scénaii
Q = {wy, wo, ..., wy} a P je pravdépodobnostni mira na . Adaptovana

posloupnost ndhodnych velicin X; se nazyva martingal, jestlize plati
E (X1 | F) = X,

pro viechna t € {0, 1, ..., T — 1}.
Pokud
E(Xp | Ft) > X,

mluvime o submartingalu, pokud
E(Xp | Fr) <X,

mluvime o supermartingalu.
F; obsahuje veskeré informace dostupné v case t. Casto je tato informace

obsazena v hodnotach X, Xs, ..., X;. Pak mame

E(Xt+1 | Ft) - E(Xt+1 | X17 XQ, ceey Xt)

Piiklad 10.3.2. (Symetrickd jednoducha ndhodna prochazka). Necht
PX;,=1)=1t=P(X;=-1)aS,=X;+ ..+ X,. Pak S, je martingal.

10.4 Samofinancujici portfolia

10.4.1 Dynamické portfolio

Uvazujme T-krokovy model trhu s aktivy A', A% ..., AK. Ozna¢me S (w)
cenu podilu aktiva A v Case t ve scénafi w a ©7 (w) pocet podilii aktiva A,
které drzime v portfoliu © v Case t za scénéfe w.

Posloupnost ©4 musf byt adaptovana piirozené filtraci. Dynamické port-

folio je omezené, jestlize nahodné veli¢iny ©7 jsou viechny omezené.
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10.4.2 Samofinancujici portfolio

Hodnota portfolia © po rebalancovani (upraveni) v ¢ase t za scénéfe w je
Ve =Vew) =) 6f w)s
A

kde s¢itame pies viechna aktiva A = Al A%, ... AK.

Hodnota V2, po probéhnuti obchodovéni v ¢ase ¢ bude obecné jina, nez
V.

Pokud do portfolia nepfiddvame ani neodebirame prostiedky, musi byt
jeho hodnota tésné po rebalancovani stejna jako pted rebalancovanim. Tedy

plati

Z @AStH Z @t+1 f (

kde S;‘_‘H jsou nové ceny a @t-i-l jsou nové podily v portfoliu.

Upravou pak dostaneme
Vi W) - }j@A (@) = St W)

To je podminka pro samofinancugici portfolio.
Véta 10.4.1. Necht v T-periodickém trhu M neexistuje arbitrdZ a necht

existuje bezrizikové aktivum s drokovou mirou r = 0. Pak vzhledem k rovno-
vazné pravdépodobnostni miFe je proces cen (S;) libovolného obchodovatelného

aktiva martingalem vzhledem k prirozené filtraci
Definice 10.4.2. Necht F; je prirozena filtrace a Y; je posloupnost nahod-

nych veli¢in adaptovanych F;. Y; se nazyva predvidatelnd posloupnost,
jestlize pro vSechna t > 1 je Y; F;_; - méfitelna. (tedy hodnota Y; je uréena

jiz v Case t — 1).
10.5 Martingalova transformace

Definice 10.5.1. Necht posloupnost nahodnych veli¢in {X;} pro 0 <t <T
je martingal a necht {Y;} pro 0 <t < T je pfedvidatelna posloupnost. Pak
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martingalovd transformace {(Y e X),} _,., je posloupnost ndhodnych
veli¢in definované jako
t—1

(YeX) = XO"‘ZYJ (AX)j—H?

J=0

kde (AX) = Xt+1 — Xt'

t+1

Véta 10.5.2. Martingalovd transformace je martingalem vzhledem k F;.
Dikaz: Cyviceni.

Diisledek 10.5.3. Necht M je T-periodicky trh bez arbitraze, obsahujici
bezrizikové aktivum s tdrokovou mirou » = 0 a necht M ma rovnovaznou
pravdépodobnostni miru P. Pak pro kazdé samofinancujici portfolio je proces

jeho ceny (Vt@) martingalem.

0<t<T
Dikaz: Z podminky pro samofinancujici portfolio plyne, Ze proces ceny je

martingalova transformace, a tedy martingal.

10.5.1 Podminéna ocekdvani a martingalova transfor-
mace

Vlastnost martingalu znamena, ze “o¢ekavand budouci hodnota = soucasné
hodnota”. Nasledujici obrazky maji ilustrovat graficky pojem martingalu. Do

grafu zaneseme prislusné hodnoty a ocekavani‘:

. n. S
t=20: E(Slo|So)

4. _s
=1 5505y

5. _S
t=2: E(522|52)
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Predchozi obrazek neni martingal - u martingalu jsou nahote i dole stejné

hodnoty, viz nasledujici obrazek:

93



140
140

100
100

oo
oo
— |-

90
90

94



10.6 Priklady

Priklad 10.6.1.
Necht X,, jsou nezavislé nidhodné proménné spliujici F(X,) = 0 pro

vSechna n . Dokazte, Ze posloupnost ¢astecnych souctu

So=0

Sn:X1+X2++Xn

pro n > 1, je martingalem vzhledem k X,,.
Piiklad 10.6.2. Necht X, jsou nezavislé ndhodné proménné splhujici £(X,,) =
0 a Var(X,) pro viechna n. Uvazujme posloupnost ¢aste¢nych souctu S, z

predchoziho prikladu. Dokazte, Ze vztahy

MOZO

M, = S?

pro n > 1 definuji martingal vzhledem k posloupnosti X,
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Kapitola 11

Uplnost trhu

11.1 Veta o uplnosti trhu

Uvazujeme trh M s aktivy A', ..., A*. Podle zakladni véty arbitrazni teorie
(APT) plyne z neexistence arbitraze existence rovnovazné pravdépodobnostni
miry (muze jich byt i vice).

Definice 11.1.1. Trh bez arbitraze se nazyva uplnyg, jestlize existuje pravé

jedna rovnovazna pravdépodobnostni mira. Trh je netplny, pokud existuje

vice rovnovaznych pravdépodobnostnich mér.

Definice 11.1.2. Derivdt je obchodovatelné aktivum, jehoz hodnota V; v
Case t = 1 je funkei V; (w;) trzniho scénaie. Tedy Vi je ndhodna veli¢ina na
Q={wy, ..., wn}

Definice 11.1.3. Replikugici portfolio pro dany derivat V', jehoz hodnoty

v Case t = 1 za scénéfe w; jsou rovny Vj (w;) je portfolio © = (4, ..., 0x) v

aktivech A', ..., A* takové, ze:
k .
Vi (wi) = ) 0,87 (wi),
7j=1

kde S7 (w;) je cena j-tého aktiva A7 za scénéie w;.
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7 neexistence arbitraze plyne, ze

k
Vb = ZHJSé,
7j=1

tedy pokud existuje replikujici portfolio, derivat ma jednoznacné urcenou

cenu v ¢ase t = 0.

Véta 11.1.4. (o dplnosti trhu): Necht M je trh bez arbitriZe s bezriziko-

vgm aktivem. Ezistuje-li pro kazdy derivdt replikujici portfolio v A, ..., A¥,
pak je trh uplny. Naopak je-li M iplny a rovnovdZnd pravdepodobnostni mira
ddvd kladnou pravdépodobnost kaZdému scéndri (tj. ©(w;) > 0 pro Vi), pak
pro kaZdy derivdt existuje replikujici portfolio (a tedy derivdt md jednoznacné

uréenou cenu,).

Diikaz je zalozen na jednoduchych myslenkach z linearni algebry. Derivaty
tvoif vektorovy prostor (izomorfni RY). Trh je tplny, pravé tehdy kdyz vek-
tory hodnot aktiv A', A2, ..., A v jednotlivych scénafich generuji RY. Tedy
vektory 7 (w;), 7 =1, ..., k generuji RV, Specialné plati k > N.

Dikaz: Chceme nejdiive dokdzat, ze pokud existuje replikujci portfolio,
pak M je tuplny.
Uvazujme pro pevné zvoleny scénaf w; € () nasledujici derivat Dy, jehoz

hodnota v ¢ase t = 1 je rovna

V1(wi)={0 pro i # 1

1 proi=1

Podle predpokladu existuje replikujici portfolio pro D;, ozna¢me ho © =
(01, ..., O), v aktivech Al ..., AF. Tedy

Vo= 0,8

Je-li m rovnovazna pravdépodobnostni mira, pak také
N
Vo = e_TZX/l (wi)m =e " (w).
i=1
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Odtud plyne
k
7 (w) = GTZQJ»SS
j=1

a tedy 7 je jednoznac¢né urcena.
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Zbyva nam dokazat opa¢nou implikaci. Oznacime
CL_; = (S{ (wl) ) S{ (WQ) PR S{ (WN))

vektor v RY pro kazdou hodnotu j (tedy kazdé aktivum A;). Derivat je
vektor v RY, ktery da se replikovat pravé tehdy, kdy# vektor jeho hodnot v
jednotlivych scénéafich patii do linedrniho obalu vektort a;.

Necht existuje 7 (w;) jednozna¢né uréend, takova, ze 7 (w;) > 0 pro v8echna
7. Budeme postupovat sporem: Necht existuje deriviat D, ktery nema repli-
kujici portfolio. Tedy jsou-li jeho hodnoty ve scénafich w; rovny f(w;) a
oznacime-li

F= (), ... flwn)),

pak f neni linearn{ kombinaci @, a tedy a; negeneruje RY. Existuje tedy

vektor v = (vq, ..., vy), ktery je kolmy na vektory a; pro vSechna j, tedy
plati

N .

> 0iS] (wi) =0

i=1

pro j =1, ..., k. Aktivum A' je bezrizikové, tedy
Ap (wi) =€

pro v8echna i. Specialné tedy v (1, ..., 1) a

N

ZUZ' = 0.

=1

Pro dostateéné malé ¢ > 0 oznac¢me
™ (wy) = m(w;) + ev;.

Méame

N N N
Zﬂ'* (w;) = ZW (wi) + Zvi =14+0=1.
i=1 i=1 i=1
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Navic, je-li € dostatetné malé, pak 7* (w;) > 0, nebot 7 (w;) > 0, a plati

N N
Zﬂ' w;) w;) = Zﬂ' (w;) S{ (w;) + SZUZ-S ZTF w;) w;) -
i=1 i=1

Tedy 7* je dalsi rovnovazna pravdépodobnostni mira, coz je spor. Tim je

tvrzeni dokazano.
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Kapitola 12

Wieneriv proces (Browntv
pohyb)

12.1 Limita ndhodné prochazky

Wieneruv proces je stochasticky proces ve spojitém cCase se spojitymi hod-
notami, ktery muzeme intuitivné chapat jako limitu ndhodné prochazky pri
zmenSovani ¢asového a prostorového kroku Az At (tedy pro Az — 0 a
At — 0).

Necht P{X; =1} = P{X;=-1} = 1, kde X;, ..., X,, ... jsou stejn¢

rozdélené nezavislé ndhodné veli¢iny s E (X;) =0 a Var (X;) = 1. Potom
Sn:SQ+X1+X2+...+Xn,

kde Sy = 0 je standardni symetrickd nadhodna prochézka.
Zvolme délku ¢asového kroku At a velikost prostorového kroku Az. Pro

t =nAt, tedy n = Ait, definujeme proces

St == SnAt = (X1 + X2 + ...+ Xn) Al’

Z nezévislosti piirastku X; plyne, ze E(S;) =0 a

Var (S) = (Az)?n = (Az)? é.

Zajima nés chovani tohoto procesu v limitnim pfechodu Az — 0 a At —

0. UvaZujeme mocninnou zavislost mezi Az a At. Polozme At = (Axz)”, kde
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p > 0. Pro At — 0 pak dostavame
(Ax)g —0 prop<?2

Var (S;) = AL

tq=t prop=2.
— 00 prop>2

Kone¢ny nenulovy rozptyl tedy dostaneme jen pro volbu p = 2. Pro
At = (Axz)®

dostaneme v limité pro At — 0 standardni Wieneriv proces.

7 Centralni limitni véty plyne, Ze S; ma v limité pro At — 0 a (Az)® = At
normalni rozdéleni N (0, ¢).
Véta 12.1.1. (Lindenbergova centrdlni limitni véta) Necht X,, X, ...
jsou nezduvislé ndahodné veliciny se steynym rozdélenim, které maji stredni

hodnotu p a koneény rozptyl o*. Oznacme

(X1 +Xo+ ...+ X, — un)
vn

pron=1,2 ... PakY, konverguje v distribuci k rozdéleni N (0, o?).

Y, =

Definice 12.1.2. Stochasticky proces W;, kde t € [0, 00), se nazyva stan-

dardni Wieneriv proces, jestlize plati:
1. Wy =0

2. (spojitost) S pravdépodobnosti 1 je trajektorie Wienerova procesu spo-

jita.

3. (nezdvislost) PrirustkyWienerova procesu jsou nezavislé, tj. pro 0 <
1 <51 <ty <59 <o <ty < s, jsou piirastky Wy, — Wy, Wy, —

Wiy, ..., Wy, — Wy, navzajem nezavislé.

4. (normalita pFirdstki) Prirtustky Wy — W, pro s > t maji rozdéleni
N (0, s —t).

Specidlné z vlastnosti 1 a 4 mame
Wy~ N (0, 1) ~VtN (0, 1).
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Oznac¢me AW piirastek Wienerova procesu za ¢as At. Mame
AW =V Ate,

kde € mé standardni normalni rozdéleni N (0, 1).

Pro ocekavani a rozptyl AW dostaneme

E(AW) = VAtE () =0

Var (AW) = E (AW)?) = At.
Zobecneny Wienertv proces mizeme definovat pomoci infinitezimal-
niho piirtstku
dX = adt + bdW,

kde a, b jsou konstanty a W je standardni Wienertv proces. Koeficient a je

koeficient driftu a b je koeficient volatility. Opét mame

AX = aAt + beV/AL,

tedy
E(AX) = aAt

Var (AX) = b*At.

Pro b = 0 mame
dX = adt,

tedy X; = at je deterministicky proces.

Dalsi mozné zobecnéni: koeficienty a, b se mohou ménit a mohou zaviset

na t a pripadné i na hodnotach X.
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12.2 Wieneruv proces pro cenu akcie

Wienertiv proces neni vhodny pro popis vyvoje ceny akcie z nékolika divodii:
e Ceny akcie mohou nabyvat i zaporné hodnoty.

e Pii Wienerové procesu je pravdépodobnost, Ze se cena zvysi o 1 K¢
stejné je-li S = 1 K¢, nebo S = 100000 K¢é. To co je ve skute¢nosti
dulezité neni absolutni zména (ta zavisi mimo jiné také na jednotkach

v nichz cenu vyjadiujeme), ale relativni zména vici cené akcie.
Je-li volatilita nulova, méame

AS = uSAt.

Z tohoto vztahu mizeme vyjadrit relativni piirastek

=2 = LAt
S ,LL Y

kde 4 je konstanta (drift). Odtud dostavame

— = udt
S /’L

a TfeSenim diferencialni rovnice se separovanymi proménnymi
St = S(]G'LLT.

Obecné
dS = pSdt + o SdW,

kde u je drift a o je volatilita. Tak je definovan geometricky Wieneriv

proces. Mame

% = pdt + odW

a diskretizaci{ dostaneme:

AS = uSAt + oSev At,
kde e ~ N (0, 1).
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Tedy
A
—S = uAt + oeV At,

S

odkud AS
? ~ N (MAt, 0'2At) .
Jinak feceno,
AS
E| — | = uAt
( S ) :

* AS

Var <?> = o2 At.

K vyfeSeni rovnice, t.j. odvozeni explicitniho vztahu pro S potiebujeme

It6ovo lemma.

12.2.1 It6éovo lemma

Pro porovnéni pripomeinme nejdiive diferencial deterministické funkce.
e 1 proménna: dG = %—de
xr

e funkce 2 deterministickych proménnych z, ¢:

oG oG
A~ —At+—A
ot bt or

neboli ac ac

V pripadé Wienorova procesu plati heuristicky vztah

(dW)? = dt
proto budeme mit navic ¢len
10*°G 9

[toovo lemma je analogii pravidla pro diferencial slozené funkce a slouzi

k vypoctu piirustku funkce stochastického procesu.
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Necht hodnota stochastického procesu X spliuje rovnici
dX =a (X, t)dt+b(X, t)dW,

kde W je standardni Wieneruv proces a a, b jsou funkce X a t. Necht G (z, t)
je dvakrat spojité diferencovatelna funkce dvou proménnych z, t. Jakou rov-

nici spliwje piirastek procesu G (X, t)?
Itéovo lemma Tika, ze pro G plati

2
dGza—Gdt—l—a—GdX—l—laG

107G 2
ot ox 2 Ox? (dX)

kde za dX dosadime a (dX)? poc¢itame podle pravidel
dtdt =0, dtdW =0, (dW)?* = dt.

Tak dostaneme celkem

W+§8x2 +(l% dt + —bdWV.

2
dG-(aG 10%°G 8G> oG
ox

12.2.2 Odvozeni Black-Scholesovy rovnice

Black-Scholesova rovnice popisuje vyvoj hodnoty evropské opce v Black-
Scholesové modelu. Predpokladejme, Ze pohyb ceny akcie je popsan geomet-

rickym Wienerovym procesem

dS = pSdt + o SdW,

neboli

% = pdt + odW.

Pouzijeme Itoovo lemma na funkci G (S, t) = [nS . Mame

06 _, 96 _1 96 _ 1
oo 7 08 S 0952  S%

Tedy z Itoova lemmatu
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2
dG = (u— 7) dt + odW

2

d(InS) = (/L— %) dt + odW.

Odtud plyne, Ze In Sy — In Sy ma normélni rozdéleni se stiedni hodnotou
(,u — %2) T a rozptylem o2T. Tedy

2
InSp~N (ln50+ (,u— %) T, 02T> .

St mé tedy lognormdlni rozdélent, tj. In St méa normalni rozdéleni.

Mame rovnici pro cenu akcie, ktera sleduje geometricky Wienertuv proces

S = pSdt + o SAW (12.1)

Necht f je cena evropské call opce s danou realiza¢ni cenou K a ¢asem

expirace 1. Zisk z takové opce v ¢ase T je

(Sp—K)., .

f zavisina S a t a je tedy funkeci dvou proménnych, f (.S, ¢t). Hodnota f (.S, t)
je cena opce v Case t v situaci, kdy cena akcie je rovna S.

Podle Itoova lemmatu plati pro zménu ceny opce

af of 0% f
df = dt + %ds + 5@ (dS)?.
za dS dosadime z 12.1, tedy
5’f of 10%f 2

Jelikoz (dt)2 a dtdW jsou ¢leny vyssiho fadu a vime, ze (aZI/V)2 = dt, dosté-

vame:

of of 10°f 5252 of
df = <8t FGhS + 5553075 | di + SoSdW (12.2)
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Vhodnou kombinaci 12.1 a 12.2 muzeme sestavit portfolio z akcii a opci,
jehoz vynos je deterministicky. Jinak feceno, miizeme eliminovat stochasticky
¢len dW.

Ozna¢me II hodnotu portfolia slozeného z 1 opce a —% akcie, tedy

of

M=——25+1
aSS+ f

Pro prirastek hodnoty portfolia za ¢as dt mame:
of
dll = | —== ) dS + 1df.
(~5is) a5 +1a

Po dosazeni z 12.1 dostaneme

_(_9f of  of LPf 5o
dH—( ,uS+8t+asuS+ o5 | dt,

stochasticky c¢len se vyrusi.
Prirustek hodnoty portfolia dIT se musi (z neexistence arbitraze) rovnat

zisku z bezrizikového aktiva s tirokovou mirou r, tj.
dIT = rlldt.

Celkem dostaneme

(%+182—f0252> dt:r( 8f5+f) dt

ot | 2082 K

* of  10%f of
ZJ -2 J 2Q2 ~J —
8t+283208 —I—aSST rf

To je Black-Scholesova parcidlni diferencidlni rovnice.
Po transformaci (substitucich) dostaneme rovnici difuze (rovnici vedeni
tepla)
of 0 f
ot~ 0s?
Regenim spoletné s transformovanou koncovou podminkou (zname hod-
notu f (7)) = (Sp — K), ) dostaneme Black-Scholesiiv vzorec.
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12.3 Priklady

Piiklad 12.3.1. Vypocitejte diferencidly nasledujicich procest

X(t) =3t 4 V0
X(t)=t+W(t)
X(t) =5+ sinW(t)

Piiklad 12.3.2. Necht X je zobecnény Wieneriiv proces s parametry u a
o. Najdéte stochastickou diferencialni rovnici pro néasledujici funkce promeén-
nych X a t:

f(z,t) = 2*
f(z,t) =In(3 + x)

f(x, Zf) _ et+xt
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