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1. Metody pruzkumové analyzy
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Exploraéni analyza — PROC?

Je tieba pochopit data:

> najit chyby v datech

> najit vzory v datech

> najit porusenti statistickych predpokladii, testovani hypotéz

> ...a predevsim proto, ze pokud to neudélame, budeme mit
velké problémy pozdéji.



Explorace dat - jednorozmeérna

Frekvencni tabulky, histogramy:

pocet podil badrate

Muz 248 768 55,0% 13,08%

Zena 203 194 45,0% 7,69%

Total 451 962 100,0% 10,66%
delka_zamestnani pocet podil badrate

0 20 825 4,6% 4,69%

1 163 144 36,1% 13,43%

2 67 462 14,9% 12,80%

3 43 778 9,7% 10,97%

4 26 256 5,8% 10,01%

5 27 526 6,1% 9,32%

6 15 893 3,5% 8,16%

8 18 036 4,0% 8,39%

10 17 195 3,8% 6,72%

20 33641 7,4% 5,60%

24 5176 1,1% 4,48%

48 12 934 2,9% 4,28%

666 96 0,0% 3,13%

Total 451 962 100,0% 10,66%
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Explorace dat - jednorozmeérna

) vySe Uvéru vs. bad rate

OK? Nebo je to zpusobeno jinym faktorem???
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Explorace dat - jednorozmeérna

spojite promenne:

» Prameér

> Modus

> Kvantily

> Rozptyl

» Min./maximalni hodnota

je vhodna kategorizace



Explorace dat - jednorozmeérna

] Histogramy, box ploty
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Explorace dat - vicerozmerna

Kontingenc¢ni tabulky

do 5000|5000- 10 000 | 10 000 - 15 000 | vic nez 15 000
BT 4 291 8 581 9176 9 044
CT 7 587 12 493 6 500 7236
FK 258 1017 851 557
MT 27 191 39 551 16 524 5992
NA 426 1088 1114 2737
oT 2478 3 689 2103 3475
VT 384 1001 963 9 086
row % do 5 000 5 000 - 10 000 | 10 000 - 15 000 | vic nez 15 000
BT 13,8% 27,6% 29,5% 29,1%
CT 22,4% 36,9% 19,2% 21,4%
FK 9,6% 37,9% 31, 7% 20,8%
MT 30,5% 44,3% 18,5% 6.7%
NA 7,9% 20,3% 20,8% 51,0%
oT 21,1% 31,4% 17,9% 29,6%
VT 3,4% 8,8% 8,4% 79,5%
col% do 5000 |5000- 10000 |10 000 -15 000 | vic nez 15 000
BT 10,1% 12,7% 24,6% 23,7%
CT 17,8% 18,5% 17,5% 19,0%
FK 0,6% 1,5% 2,3% 1,5%
MT 63,8% 58,7% 44,4% 15,7%
NA 1,0% 1,6% 3,0% 7,2%
oT 5,8% 5,5% 5,6% 9,1%
VT 0,9% 1,5% 2,6% 23,8%

10



Explorace dat - vicerozmeérna
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Explorace dat - vicerozmeérna

- Vek vs. délka zameéstnani

5 let
...defaultni
hodnota???
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Explorace dat - vicerozmeérna

1 Vék vs. délka zameéstnani vs. default

13



Relationships between Continuous
Variables — scatter plots
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Correlation

/**Negat‘w e,\ Ze ro . (Pos/t/ve .
* *gé@* x X
”égi * * * %% >
\ * & . & *M
STRONG weak STRONG
Negative Positive
1 0 1

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc.,

Correlation Coefficient

Cary, NC, USA.
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Extreme Data Values

Odlehlé (extrémni) hodnoty mohou zcela zkreslit vysledky analyzy.

dataset = 1 dataset =2
20 — %
15 —
10 — —
>
0.02
5 —
X
0 ] b 3
| | | | | | | | | | | |
0] 2 4 6 8 10 O 2 4 6 8 10

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



Diskriminacni sila proménnych pro prediktivni
modely

Weight of evidence, information value

r ... number of levels (categories) of the categorical variable
g; ... number of “goods” the in ~th category

b; ... number of "bads” the in /th category

G =2 g;... total number of “goods”

B := 2 b;... total number of "bads”

Weight of evidence for the +th category: woe; = In(g;/ G)—In (b;/ B)
Information value for the £th category: Inf val; = [(g;/ G) — (b;/ B)] -
woe;

Total information value for the corresponding variable:  Inf_val = Z inf_val;

17



Diskriminacni sila proménnych

Incorporation Date

Raw RegVar Percant B G TOT G/BOdds %Good %Bad BadRate WoE v
0&NOI OEW 12 ¢ 1357 952 % 1091 7 11% | 19% = 127% . -0557. 0,046116
1 nc2  13% 133 1073 1206 8 12% | 19% . 11,0%  -0,394 0023731
27 miss__ 42% 299 3601 _ 3900 12 2% 4% 1.1% 0,007 2,04E-05
8-15 nc3 2% 108 1942 2050 18 23%  15%  53% 0,408 0,030887
16+ ORI 1% ¢ 39 L 019 1058 26 12% | 5% | 37% 0,781 0,050288
Total 718 8587 9305 12 7,7% 0,151

> <0.02 unpredictive

> 0.02-0.1 weak

> 0.1 -0.3 medium

> 0.3 —0.5 strong

> >0.5 too high ...je tieba provérit, pravdépodbné je néco Spatné



Diskriminacni sila proménnych

Lorenzova krivka, Giniho index

X=F, B0 (a)
Y =F.,coop(@), a€[L,H].

Gini = = 2A

A+ B

n+m

Gini =1- Z(Fm,BADk o Fm.BAD k—l) ; (Fn.GOODk o Fn.GOODk—l)
k=2

19



Diskriminacni sila proménnych

Lorenzova kfivka ...kontrola monoténnosti vysvétlované
proménné (def. rate) na dané vysvétlujici proménné

1

Kategorizace (WOE)

09+
025} 0.8
07+
0.2f
& 8
5 8°
‘s Th
(=
015+
01k o2r
01+
O 1 1 1 1 1 1 1
0.05 ‘ ‘ ‘ ‘ . ‘ ‘ ‘ : 0 0.1 0.2 0.3 0.4 05 0.6 0.7 0.8 0.9
0 0.1 0.2 0.3 0.4 05 06 07 0.8 0.9 1
prediktor BAD
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Diskriminacni sila proménnych

Giniho index

L e i i

<0.05
0.05 — 0.1
0.1 -0.2
0.2 — 0.5

> 0.5
neéco spatne

unpredictive

weak

medium

strong

too high ...je tfeba provérit, pravdépodbné je

21



[pohlavi | [Gini: [ o0,1401]
pocet podil badrate

Muz 248 768 55,0% 13,08%

Zena 203 194 45,0% 7,69%

Total 451 962 100,0% 10,66%

|delka_zamestnani_hrube | [Gini: [ o1611]
pocet podil badrate

0 20 825 4,6% 4,69%

1 163 144 36,1% 13,43%

5 165 022 36,5% 11,29%

666 102 971 22,8% 6,45%

Total 451 962 100,0% 10,66%

[delka_zamestnani_jemne | [Gini: [ 0,1762]
delka_zamestnani pocet podil badrate

0 20 825 4,6% 4,69%

1 163 144 36,1% 13,43%

2 67 462 14,9% 12,80%

3 43 778 9,7% 10,97%

4 26 256 5,8% 10,01%

5 27 526 6,1% 9,32%

6 15893 3.5% 8,16%

8 18 036 4,0% 8,39%

10 17195 3,8% 6,72%

20 33 641 7,4% 5,60%

24 5176 1,1% 4,48%

48 12934 2,9% 4,28%

666 96 0,0% 3,13%

Total 451 962 100,0% 10,66%

[info.value: [ 0,0828|
Info.Value: 0,1100
[Info.value: [ 0,1285]

Diskriminacni sila proménnych

pohlavi

== podil
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SAS: the FREQ Procedure

The FREQ procedure can do the following:

e produce one-way to n-way frequency and crosstabulation (contingency)
tables

e compute chi-square tests for one-way to n-way tables and measures of
association and agreement for contingency tables

e automatically display the output in a report and save the output in a SAS
data set

General form of the FREQ procedure:

PROC FREQ DATA=SAS-data-set
<option(s)>;

TABLES variable(s) </ option(s)>;
RUN;

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The FREQ Procedure

A FREQ procedure with no TABLES statement generates one-way frequency
tables for all data set variables.

proc freq data=orion.sales;
run;

This PROC FREQ step creates a frequency table for the following nine
variables:

* Employee ID * Job Title
* First Name e Country

e Last Name * Birth Date
o Gend;r * Hire Date

e Salary

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The TABLES Statement

The TABLES statement specifies the frequency and

crosstabulation tables to produce.

proc freq data=orion.sales;
tables Gender Country;
run;

-

one-way
frequency tables

An asterisk between variables requests a n-way crosstabulation

table.

proc freq data=orion.sales;
tables Gender*Country;
run;

-

two-way
frequency table

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The TABLES Statement

A one-way frequency table produces frequencies, cumulative
frequencies, percentages, and cumulative percentages.

proc freq data=orion.sales;
tables Gender Country;
run,
The FREQ Procedure
Cumulative Cumulative
Gender Frequency Percent Frequency Percent
F 68 41.21 68 41.21
M 97 58.79 165 100.00
Cumulative Cumulative
Country Frequency Percent Frequency Percent
AU 63 38.18 63 38.18
UsS 102 61.82 165 100.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



The TABLES Statement

An n-way frequency table produces cell frequencies, cell
percentages, cell percentages of row frequencies, and cell

percentages of column frequencies, plus total frequency and

percent.

proc freq data=orion.sales;
tables Gender*Country;

run; \__WF__J\__WF__J

rows columns

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The TABLES Statement

The FREQ Procedure
Table of Gender by Country
Gender Country
Frequency
Percent

Row Pct
Col Pct AU us Total

F 27 41 68
16.36 24.85 41.21
39.71 60.29
42.86 40.20

21.82 36.97 58.79
37.11 62.89
57.14 59.80

Total 63 102 165
38.18 61.82 100.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



Additional SAS Statements

*Additional statements can be added to enhance the report.

proc format;
value S$ctryfmt 'AU'='Australia'
'US'='United States';
run;

options nodate pageno=1;

ods html file='pll2d0l.html';
proc freq data=orion.sales;
tables Gender*Country;
where Job Title contains 'Rep';
format Country Sctryfmt.;
title 'Sales Rep Frequency Report';
run;
ods html close;

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Additional SAS Statements

HTML Output

Sales Rep Frequency Report

The FREQ Procedure
Frequency Table of Gender by Country
Percent
Row Pct Country
Col Pct Gender | Australia United States Total
F 27 A0 G
16 98 2516 4214
A0 .30 5270
A4 26 A0 82
M 34 58 92
2138 A6 48 57 86
A6 96 53 .04
5574 5318
Total £ 985 159
38 36 5164 10000

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.




Options to Suppress Display of Statistics

Options can be ©placed in the TABLES statement
after a forward slash to suppress the display of the default statistics.

suppresses the display of cumulative frequency

NOCUM )
and cumulative percentage.
NOPERCENT suppresses the display of percentage, cumulative percentage,
and total percentage.
NOFREOQ suppresses the display of the cell frequency and
total frequency.
NOROW suppresses the display of the row percentage.

NOCOL suppresses the display of the column percentage.

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



Additional TABLES Statement Options

Additional options can be placed in the TABLES
statement after a forward slash to control the displayed
output.

LIST displays n-way tables in list format.
CROSSLIST displays n-way tables in column format.

FORMAT= formats the frequencies in n-way tables.

32

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



LIST and CROSSLIST Options

Cumulative Cumulative

Gender Country Frequency Percent Frequency Percent
F Australia 27 16.36 27 16.36
F United States 41 24.85 68 41.21
M Australia 3  21.82 104 63.03 Itables Gender*Country / ]_lst;l
M United States 61 36.97 165 100.00
| |
Table of Gender by Country
Row Column
Gender Country Frequency Percent Percent Percent
F Australia 27 16.36 39.71 42.86
United States 41 24.85 60.29 40.20
Total 68 41.21 100.00
M Australia 36 21.82 37.11 57.14
United States 61 36.97 62.89 59.80
Total 97 58.79  100.00 |tab1es Gender*Country / crosslist;
Total Australia 63 38.18 100.00
United States 102 61.82 100.00
Total 165 100.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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PROC FREQ Statement Options

Options can also be placed in the PROC FREQ statement.

displays a table that provides the number of levels

MHEVE S for each variable named in the TABLES statement.
PAGE displays only one table per page.

begins the display of the next one-way frequency table
COMPRESS onthe same page as the preceding one-way table if
there is enough space to begin the table.

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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NLEVELS Option

proc freq data=orion.sales nlevels;

run,

tables Gender Country Employee 1ID;

Partial PROC FREQ Output

The FREQ Procedure

Number of Variable Levels

Variable Levels
Gender 2
Country 2

Employee ID 165

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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SAS: the MEANS Procedure

The MEANS procedure provides data summarization
tools to compute descriptive statistics for variables across
all observations and within groups of observations.

General form of the MEANS procedure:

PROC MEANS DATA=SAS-data-set <statistic(s)> <option(s)>;
VAR analysis-variable(s);
CLASS classification-variable(s);

RUN:;

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The MEANS Procedure

By default, the MEANS procedure reports the number  of
nonmissing observations, the mean, the standard deviation,
the minimum value, and the maximum value
of all numeric variables.

proc means data=orion.sales;

run,
The MEANS Procedure
Variable N Mean Std Dev Minimum Maximum
Employee ID 165 120713.90 450.0866939 120102.00 121145.00
Salary 165 31160.12 20082.67 22710.00 243190.00
Birth_Date 165 3622.58 5456.29 -5842.00 10490.00
Hire Date 165 12054.28 4619.94 5114.00 17167.00

p112d05

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.




The VAR Statement

The VAR statement identifies the
and their order in the results.

proc means data=orion.sales;
var Salary;

analysis variables

run,
The MEANS Procedure
Analysis Variable : Salary
N Mean Std Dev Minimum Maximum
165 31160.12 20082.67 22710.00 243190.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The CLASS Statement

The CLASS statement identifies variables whose values define

subgroups for the analysis.

proc means data=orion.sales;
var Salary;
class Gender Country;

run,
The MEANS Procedure
Analysis Variable : Salary
N
Gender Country Obs N Mean Std Dev Minimum Maximum
F AU 27 27 27702.41 1728.23 25185.00 30890.00
Us 41 41 29460.98 8847.03 25390.00 83505.00
M AU 36 36 32001.39 16592.45 25745.00 108255.00
Us 61 61 33336.15 29592.69 22710.00 243190.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The CLASS Statement

proc means data=orion.sales;
var Salary;
class Gender Country;

/

classification run;
variables The MEANS Procedure
_ | analysis
Analysis Variable : Salary - .
variable
N

Gender Country Obs ‘N Mean Std Dev Minimum Maximum
F AU 27 2\\ 27702. 41 1728.23 25185.00 30890.00
Us 41 41 29460 .9 Bl ""w—ﬂ“ = 00
" AU s 35 32001 _3| statistics for analysis variable |
Us 61 61 33336.15 29592.69 22710.00 243190.00

§

The CLASS statement adds the N Obs column, which is the number of
observations for each unique combination of the class variables.

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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PROC MEANS Statistics

*The statistics to compute and the order to display them can
be specified in the PROC MEANS statement.

proc means data=orion.sales sum mean range;
var Salary;
class Country;

run;
The MEANS Procedure
Analysis Variable : Salary
N
Country Obs Sum Mean Range
AU 63 1900015.00 30158.97 83070.00
US 102 3241405.00 31778.48 220480.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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-~ PROC MEANS Statistics

Descriptive Statistic Keywords

CLM CSS CV LCLM MAX

MEAN MIN MODE N NMISS
KURTOSIS RANGE SKEWNESS STDDEV STDERR
SUM SUMWGT UCLM USS VAR

Quantile Statistic Keywords

MEDIAN |
e P1 P5 P10 Q1| P25
Q3| P75 P90 P95 P99 QRANGE

Hypothesis Testing Keywords

PROBT T

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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SAS: the SUMMARY Procedure

The SUMMARY procedure provides data summarization tools
to compute descriptive statistics for variables across all
observations and within groups of observations.

General form of the SUMMARY procedure:

PROC SUMMARY DATA=SAS-data-set <statistic(s)>
<option(s)>;

VAR analysis-variable(s);
CLASS classification-variable(s);
RUN:;:

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The SUMMARY Procedure

The SUMMARY procedure uses the same syntax
as the MEANS procedure.

The only differences to the two procedures are
the following:

PROC MEANS PROC SUMMARY

The PRINT option is set by default, The NOPRINT option is set by default,
which displays output. which displays no output.

Omitting the VAR statement analyzes Omitting the VAR statement produces a
all the numeric variables. simple count of observations.

44
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SAS: the TABULATE Procedure

The TABULATE procedure displays descriptive statistics
in tabular format.

General form of the TABULATE procedure:

PROC TABULATE DATA=SAS-data-set <options>;
CLASS classification-variable(s),
VAR analysis-variable(s);
TABLE page-expression,
row-expression,
column-expression </ option(s)>;
RUN;

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The TABLE Statement

The TABLE statement describes the structure of the table.

page row column

table expression ’/ expression '/ expression ’

1

dimension expressions

e Commas separate the dimension expressions.

e Every variable that is part of a dimension expression must
be specified as a classification variable (CLASS statement)
or an analysis variable (VAR statement).

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The TABLE Statement

b1 page row column
table expression , expression ’ expression ’

*Examples:

|table Country;

|table Gender , Country;

‘table Job Title , Gender , Country;

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



The CLASS Statement

The CLASS statement identifies variables to be used
as classification, or grouping, variables.

General form of the CLASS statement:

CLASS classification-variable(s),

* N, the number of nonmissing values, is the default statistic
for classification variables.

e Examples of classification variables:

Job Title, Gender, and Country

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The VAR Statement

The VAR statement identifies the numeric variables
for which statistics are calculated.

General form of the VAR statement:

VAR analysis-variable(s);

e SUM is the default statistic for analysis variables.
e Examples of analysis variables:

Salary and Bonus

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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One-Dimensional Table

proc tabulate data=orion.sales;
class Country;
table Country;

run;

Country

AU UsS

63.00 102.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



Two-Dimensional Table

proc tabulate data=orion.sales;
class Gender Country;
table Gender, Country;

run,
Country
AU us
N N
Gender
F 27.00 41.00
M 36.00 61.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Three-Dimensional Table

proc tabulate data=orion.sales;
class Job Title Gender Country;
table Job Title, Gender, Country;
run;
Job Title Sales Rep. I
Country
AU UsS
Job_Title Sales Rep. II
Gender Country
F AU us
M N N
Gender
p112d08
F 10.00 14.00
M 8.00 14.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Dimension Expression

Elements that can be used in a dimension expression:
e classification variables
e analysis variables
e the universal class variable ALL
e keywords for statistics

Operators that can be used in a dimension expression:

e blank, which concatenates table information
e asterisk *, which crosses table information

e parentheses (), which group elements

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.

53



Dimension Expression

proc tabulate data=orion.sales;
class Gender Country;
var Salary;
table Gender all, Country*Salary;

run,
Country
AU us
Salary Salary

Sum Sum
Gender
F 747965.00 1207900.00
M 1152050.00( 2033505.00
All 1900015.00 3241405.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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/

“PROC TABULATE Statistics

Descriptive Statistic Keywords

CSS CV LCLM MAX
MEAN MIN MODE N NMISS
KURTOSIS RANGE SKEWNESS STDDEV STDERR
SUM SUMWGT UCLM USS VAR
PCTN REPPCTN PAGEPCTN ROWPCTN COLPCTN
PCTSUM REPPCTSUM PAGEPCTSUM ROWPCTSUM COLPCTSUM

Quantile Statistic Keywords

MEDIAN | P50 P1 P5 P10 Q1| P25
Q3| P75 P90 P95 P99 QRANGE

Hypothesis Testing Keywords

PROBT T

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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PROC TABULATE Statistics

proc tabulate data=orion.sales;

class Gender Country;

var Salary;

table Gender all, Country*Salary* (min max) ;
run;

Country
AU UsS
Salary Salary
Min Max Min Max

Gender

F 25185.00 30890.00 25390.00 83505.00
M 25745.00 108255.00 22710.00 243190.00
All 25185.00 108255.00 22710.00 243190.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



Additional SAS Statements

* Additional statements can be added to enhance the report.

proc format;
value $ctryfmt 'AU'='Australia'
'US'='United States';

run;
options nodate pageno=1;

ods html file='pll12d08.html';

proc tabulate data=orion.sales;
class Gender Country;
var Salary;
table Gender all, Country*Salary* (min max) ;
where Job Title contains 'Rep';
label Salary='Annual Salary';
format Country S$ctryfmt.;
title 'Sales Rep Tabular Report';

run;

ods html close;

p112d08

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



Additional SAS Statements

HTML Output

Sales Rep Tabular Report

Country
Australia United States

Annual Salary Annual Salary

Min Max Min Max
Gender
F 2518500 3083000 25389000 3298500
M 2074500 32660500 2271000 3599000

All 2518500 36603200 2271000 35990.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Vice o PROC TABULATE:

* In the SUGI 28 proceedings:

e “The Simplicity and Power of the TABULATE Procedure’,
by Dan Bruns

http://www2.sas.com/proceedings/sugi28/197-28.pdf
* Online (from the SUGI 27 proceedings):

e ‘Anyone Can Learn PROC TABULATE’,
by Lauren Haworth,
http://www2.sas.com/proceedings/sugi27/po6o-27.pdf
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SAS: the UNIVARIATE Procedure

The UNIVARIATE procedure produces summary reports
that display descriptive statistics.

General form of the UNIVARIATE procedure:

PROC UNIVARIATE DATA=SAS-data-set;
VAR variable(s);
RUN;

The VAR statement specifies the analysis variables and their
order in the results.

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The UNIVARIATE Procedure

The following PROC UNIVARIATE step shows default
descriptive statistics for Salary.

proc univariate data=orion.nonsales;
var Salary;
run;

Without the VAR statement, SAS will analyze all
numeric variables.

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The UNIVARIATE Procedure

The UNIVARIATE procedure can produce the following
sections of output:

e Moments

 Basic Statistical Measures
e Tests for Locations

e Quantiles

* Extreme Observations

e Missing Values

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Explorace - Vizualizace

Na prvnim misté se obvykle cituji knihy prof. Tufteho, napt. Tufte E.R. (1983) The
Visual Display of Quantitative Information, Graphic Press, Chesire, Conn.

Weby o vizualizaci, napt.
e http://www.math.yorku.ca/SCS/Gallery/noframes.html - galerie s pou¢nym
vykladem a ptiklady i nezdatfenych ¢i 1zivych grafii
e http://www.agocg.ac.uk/ - John Lansdown (1992) Aspects of Design in

Computer Graphics: Some Notes -
http://www.agocg.ac.uk/train/hitch/hitch.htm

Jiné weby, napt. stranky rtiznych vizualiza¢nich programi a organizaci
e http://www.cybergeography.org/atlas/atlas.html nebo
http://miner3d.com/products/gallery.html
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Vizualizace — historie

1 William Playfair, 1786: prvni publikovana prezenta¢ni grafika

g

g 5= ' T

3 . TR $ 18

21
=

1 Dr. John Snow, 1845: epidemie cholery v Londyne

—
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Vizualizace — historie

- Florence Nightingale, 1858: dtivody umrti v priibéhu
KrymSké Va’ | ky (1853- 1856) ne CAUSES or MORTALITY

N THE ARMY w THE EAST

g
. }
o wiNd |k ,
-
17 g 4'”
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Vizualizace — investigativni analyza

'
I
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L ﬂ http://www.i2inc.com/

i}t’!

Law Enforcement Government Commercial ‘?Eﬁ%__.f-':_:
» Counterterrorism » Criminal prosecutions » Forensic accounting

» Narcotics investigations  » National security » Money laundering

» Organized crime » Military intelligence » Insider trading violations

» Intelligence analysis » Embassy security » Corporate security

» Fraud » Postal inspection and fraud  » Anti-pirating investigations

» Missing persons » Prison investigations » Entertainment copyright violations
» Major investigations » Park and wildlife services » Competitive intelligence

» Counterfeiting » Antitrust investigations » Civil lawsuits

» Immigration control » Tax fraud investigations » Fraud:

» Major event security » Customs investigations » Credit card

» Money laundering » Insurance

» Gang investigations » Retail

» Health care
» Commercial
» Telephone
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Vizualizace — investigativni analyza

 osobni kontakty, pojistné podvody
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Vizualizace — investigativni analyza

- Prani Spinavych penéz, kriminalni gangy
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iIsk management

izualizace —r
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Vizualizace - dendrogram

Credit ranking (1=default)

Category % n

B Bad

52,01 168]

® Good

47,99 155

Total

(100,00) 323

I """""""""" 1=

Paid Weekly/Monthly
Adj. P-value=0,0000, Chi-square=179,6665, df=1

Weeklry pay

Node 1
Category % n

B Bad 86,67 143)|
8 _Good 133322
Total (51,08) 165

I -

Social Class

Adj. P-value=0,0004, Chi-square=20,3674, df=2

Monthly salary

Node 2

Category % n

B Bad 15,82 25|
O Good 84,18_133
Total (48,92) 158

| -

Age Categorical

Adj. P-value=0,0000, Chi-square=58,7255, df=1

Y oung (< 25)

Middle (25-35);0ld ( > 35)

Management;Professional Clerical;Skilled Manual Unskilled
Node 3 Node 4 Node 5
Category % n Category % n Category % n
B Ead 7111 32] B Bad 97,56 80| B Bad 81,58 31|
O Good 28,89 13 O Good 244 2 O Good 18,42 7
Total (13,93) 45 Total (25,39) 82 Total (11,76) 38

Node 6 Node 7
Category % n Category % n
B Bad 48,9824 @ Bad 0,921
O Good 51,02 25 B Good 99,08 108
Total (15,17) 49 Total (33,75) 109
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Vizualizace — ekonomie

S&P Composite Index: Regression to Trend

Real (inflation-adjusted) Price since 1871 with Regression

10000 -

This log-scale chart illustrates regression to the trend across 13% years of

market history. The peak in 2000 was an unprecedented 162% above trend
— double the peak in 1929. The index had been above trend for 17 years.

dshort.com

February 2010

The latest daily close was 34% abowve trend.
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Meteo-vizualizace

Current Surface
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Kartogram

) Obce s poctem 500 a vice obyvatel s vysokorychlostnlm pripojenim k
internetu, podle okresti (%), k 31.12.2006

Koncentrace v pg/m?

Nejsou data > 40 - 50

= 10 >S0- 75
>10- 20 > 75 - 100
>20- 30 >100 - 150
> 30 - 40 >150

Znecisténi ovzdu5| prachem

24hodinovy primér
10.2. 2010

Zdroj: Cosiy hydrometeoroiogicky dstav



Kartodiagram

ZASAHY JEDNOTEK PO PROTI HMYZU
v okresech Ceské republiky v letech 1997-2000
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Politics too complicated
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Meéritko grafu

 Ktera primka roste strmeji?
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Meéritko grafu

J Pohled tvtirce grafu:
» Zvyraznéni trendu - pozitivni vysledky.
» Potlaceni trendu — negativni vysledky.

J Pohled uzivatele grafu:
» Graty bez uvedeného méritka jsou silné€ podezrelé.

» Nepodléhat podsouvané informaci o rastu/poklesu.
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What Is SAS/GRAPH Software?

SAS/GRAPH software is a component of SAS software

that enables you to create the following types of graphs:

e bar, block, and pie charts

e two-dimensional scatter plots and line plots
e three-dimensional scatter and surface plots
e contour plots

* maps

e text slides

e custom graphs

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Zakladni typy grafu

*Bar Charts (GCHART Procedure) ¢Pie Charts (GCHART Procedure)

Frequency of Job Title, Broken Down by Gender Frequency Distribution of Job Titles

3-D Pie Chart
FREQUENCY
704

G

a0

Sales Rep. |

40

30 4

Sales Rep. |l

20 46

Sales Rep. IV
16

Sales Rep. Il
34
Sales Rep. | Sales Rep. |l Sales Rep. Il Sales Rep. Iv

Employee Job Title

Employee Gender [ F —
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http://support.sas.com/ctx/samples/index.jsp?sid=1066&tab=code
http://support.sas.com/ctx/samples/index.jsp?sid=1075&tab=code

Zakladni typy grafu

eScatter and Line Plots
(GPLOT Procedure)

Plot of Budget by Month for 2006 and 2007

Budget
$5,000,000

$4,000,000 4

$3,000,000

$2,000,000 -

$1.0000001 T T T T T T T T T T T I —— I T T T T T T T T

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.

*Bar Charts with Line Plot Overlay
(GBARLINE Procedure)

Costs and Personnel for Western Regions

Total Cost
$3,000,000

$2,000,000

$1,000,000

Beaumont

Cheyenne Fortland

REGICN

Rockiord

# of Employees
1,500,000

1,260,000

1,000,000

7€0,000

500,000

260,000
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Three-Dimensional Surface and Scatter
Plots (G3D Procedure)

Lead Dispersion about Pollution Source 483 Lead Dispersion about Pollution Source 483
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ooooo
o
<
il
0.007 2 1 N
0.00G6 ]
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Maps (GMAP Procedure)

*Multiple graphs on a page
*Maps (GMAP Procedure) (GREPLAY Procedure)

Distri bution Gf JObs Total Fguipment Costs by Region Equipment and Personnel Costs in Canada
An Empty State Indicates No Jobs

000 $100,000 500,000

Equipment @ Personnel B
POL_TYPE = CO = LEAD TofB| cHst Bppears below bars

Regional Office Locations Number of Contracts by Pollution Type
TFor Boston and Raleigh

FREECT

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



Producing Bar and Pie Charts with the
GCHART Procedure

General form of the PROC GCHART statement:
PROC GCHART DATA=SAS-data-set;

Use one of these statements to specify the chart type:

HBAR chart-variable . . . </ options>;
HBARS3D chart-variable . . . </ options>;

VBAR chart-variable . . . </ options>;
VBARS3D chart-variable . . . </ options>;

PIE chart-variable . . . </ options>;
PIE3D chart-variable . . . </ options>;

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Producing Plots with the GPLOT
Procedure

You can use the GPLOT procedure to plot one variable
against another within a set of coordinate axes.

General form of a PROC GPLOT step:

PROC GPLOT DATA=SAS-data-set;

PLOT vertical-variable*horizontal-variable </ options>;
RUN;
QUIT;

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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2. Aplikace logistickych regresnich
modelu




Logisticka regrese

Simultanni efekt nezavislych (explanac¢nich)
promeénnych na Sanci

Odds 3429 P/l—P =0 ﬁo + ﬁ1X1 +: BzXZ s ...+,B](Xk

Jestlize logaritmujeme obé strany
LOg{P/l-P} — log e PotBXit+ B Xo+...+fiXi

Logit P = B_+P X +B,X,+..4+, X,
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Logit Transformation

Logistic regression models transform probabilities called logits™.

logit(p;) = '”((1—pipi )j

where
i indexes all cases (observations)
D; is the probability the event (a default, for example) occurs in

the ith case
In is the natural log (to the base e).

* The logit is the natural log of the odds.

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Logit link function

1.0

Logit
0.4+ Transform

0.2 5

0.0 -

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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-10 +
I I I I I
10 -2 0 S 10

The logit link
function transforms
probabilities
(between o and 1) to
logit scores (between
—oo and +0).
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Logistic Regression Model

logit (p;) =B, + BX, + ...+ B X,
where
logit (p;)= logit of the probability of the event
B,=intercept of the regression equation
B.=parameter estimate of the k" predictor variable

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Logistic Regression Curve

1.0 4

1

0.5 - pl = 1+e—(,80+,81X1+...+,Bka)

Probability

IIIIIIIIIIIIIIIIIIIIII

X
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Logistic Regressions -example

. M A A A
logit( p ) = Wy + Wy X4 + W5 X,

1
1 + eogit(p)

A —
p —
Find parameter estimates by

maximizing

> log(p) + 2 log(1-p)

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Logistic Regressions -example

logit( p ) =-0.81+092x, +1.11x,

1
1 + glogit(p)

A
p=

Using the maximum likelihood
estimates, the prediction
formula assigns a logit score to
each x, and x,.

Dalsi priklad na:
http://support.sas.com/documentation/cdl/en/statug
/63033/HTML/default/viewer.htm#statug_logistic_se
ct002.htm

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Odhad parametru

e Metoda maximalni vérohodnosti vede na soustavu nelinearnich
rovnic.

* Tuto soustavu fesime Netwon-Raphsonovou itera¢ni metodou.

e Vicena: - http://www.stat.cmu.edu/~cshalizi/402/lectures/14-logistic-
regression/lecture-14.pdf

« http://czep.net/stat/mlelr.pdf

« http://www.stat.psu.edu/~jiali/course/stat597e/notes2/logit.pdf
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Maximalné verohodny odhad (MLE)

MLE is a general purpose method for parametric model estimation.
We will make use of it to estimate the logistic regression.

If we have a model with parametric structure 6, we can compute the
likelihood that the model will generate a sequence of n observations

D = (dy, ..., dy).
L(8|D) = P(D|0)

The model which best fits the data is selected as the one which maximizes
this likelihood.

e

0 =arg méf::s{L(EHD)

If we assume independence between the observations, this then gives

m
0 =arg max l_[ P(d;|0)
i=1

Zdroj: http://wwwz.imperial.ac.uk/~abellott/Credit%20Scoring%:202.pdf 94



Maximalné verohodny odhad

This MLE can be expressed more conveniently in terms of log-likelihoods
(since log is monotonic on its argument):

m
0 =arg mélxz log P(d;|0)
i=1

Remember:

e We do not know the true value of the parameter 6, but we want to
estimate it.

 To distinguish the estimate from the true value, in our notation, we put a
“hat” on the estimate: 0.

MLE has several nice asymptotic properties:
o Consistency
o Asymptotic normality
o Efficiency.
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Maximalneé verohodny odhad

Consider the training data set Di..i, With n observations (borrowers).

Remember
e X; denotes values for predictor variables for observation i.
e y; denotes the outcome for observation i, either O or 1.

Then the likelihood of the outcome for each observation i is given by

P(y; = 0[x;, B) if y;=0,
1-P(y; =0[x;,B) if y;=1

which is
P(y; = O|x4, B)* (1 — P(y; = D|Xi*B))yI

giving log-likelihood for each observation:
(1 —y;) logP(y; = 0[x;, B) + y; log(1 — P(y; = 0|x;, B))
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Maximalné verohodny odhad

Assuming independence between observations, this gives the log-likelihood
function for B:

n
1 1
log L(BIDirain) = ) (1~ 30108 ({5 o=garegen) + 71108 (75 om07wm)

=1

Differentiating by each coefficient in B and setting the derivative equal to
zero to find the maxima gives

- 1
(1 TV (1 14 E-[ﬁﬁﬂ-m))) =0
i=1

L
1 ( ! ) =0
Xij Vi 14+ e—(Bo+Bx) /)|

for each attribute j=1 to m.

and

n
i=1

These are non-linear equations that can be solved by computer intensive
processes such as Newton-Raphson methods.



Standard errors on the MLE

Since 0 is only an estimate of the best model to explain the data, it is
possible to derive standard errors s on the estimates.

Asymptotic normality for MLE is such that
6;,—6
(6, ry J)—}N(Ul} asn— o
j
where 9 g; and s; are the jth components of 0, 0 and s respectively and
N(0,1) is the standard normal distribution.
This property then allows us to generate:-

e Generate a hypothesis tests using the Wald chi-square statistic;

e Generate confidence intervals around the estimate.
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MLE- testovani hypotéz

We test the hypothesis that an estimated coefficient is not zero against the
null hypothesis that it is zero. That is, we testing if a parameter has a
genuine effect in the model.

e Null hypothesis: Hy:8; =0
o Alternative hypothesis: H;:6; # 0

0.
The Wald test says reject H, if% > Zy /o for some significance level «,

where z,/, = ®7'(1 - a/2) and ® is the CDF for the standard normal
distribution.
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MLE — konfidencni intervaly

The asymptotic normality property also allows us to compute confidence
intervals (ClIs):

P(é} — Zafgz% < 9} < é} + Za;fzgj) - 1—a

das n — oo,

This is a range of possible values of the parameter within a given confidence
level 1 — a.

Note: the larger the confidence level, the broader the confidence interval.
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Likelihood Ratio Test

The maximized likelihood gives a measure of how well the model fits the

data (1=perfect fit, 0=no fit). The ratio of likelihoods between two models,
A “"nested” in B, can be used to test whether the fit of A improves on B.

Definitions

Suppose we have two models A and B with the same structure except A has
more parameters than B:

0, = (61, ....04,) @and Bz = (64, ..., 6;,)
Then A is nested in B.

The likelihood ratio statistic is A = 2 log (LEEA%)
B
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Newton-Raphsonova metoda

Zakladni princip metody:

p(x, )=

L(ﬂ):iyiﬂTXi —log(1+e” ) ﬁnew - ﬁold o aZL(IBT) - oL(p)
opop-  op

ﬂnew _ (XTWX)—leW(XﬂoId _I_W—l(y_ p))

-
e

e Maticovy zapis:

Y ... vektor pozorovani vysvétlované proméniy¢

X ... matice plany, typuNx(p+1)

P... vektor pravdépodobnosti P(X;, P

W..nxn diagonalni matice vah, s diag. prvky p(X;, ,BOId) -(L- (%, IBOId))

Jde o numerickou itera¢ni metodu -> je tieba zkontrolovat, zda
byla splnéna podminka konvergence (metoda ,,dokonvergovala®
k optimalnimu fesenti)
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Vyhody logistickeé regrese

Malo parametrt
Snadné pouziti i interpretace
Lze snadno zaclenit i diskrétni prediktory

Funguje dobfe i na datech, ktera se pomérné znacné lisi od
gaussovskych smési
A predevSim vétSinou dobfe funguje, pokud vénujeme
odpovidajici pozornost piiprave dat
e praktickad zkusSenost: ve ¢tyfech pripadech z péti je logisticka regrese na
datec(}il, ktera analyzuji, bud nejlepsi nebo zhruba stejné dobra jako jiné
metoday.
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Interpretace, rozdily proti OLS

Regresni koeficienty b: kladné znamenaji, Ze proménna svym
ristem zvySuje Sanci zafazeni do skupiny koédované cislem 1, a
naopak zaporné indikuji pokles této Sance

Casto se pouziva exp(b)): je to faktor, kterym se ndsobi $ance
p/(1-p) pti jednotkovém nartistu x; a neménnych ostatnich x;

e Pozor na rlizna méfitka, v nichZ x; mohou byt méfena;

Misto F-testu celkové validity nyni mame chi-kvadratovy test pro
totez

Misto t-testu signifikance proménnych v modelu jsou Waldovy
statistiky; je to v podstaté totéz a ¢teme to stejné

Misto R? jsou jen pseudo-R?
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Priklad

The following logistic regression output was produced on a data set of
40,000 credit cards.

Likelihood Ratio = 1819 (p-value < 0.001)

Variable Coefficient | Estimate |Standard | Wald |P >
error chi- chi-
square|square
Intercept Bo -0.181 0.084 4.6 0.032
Age b1 +0.0353 | 0.0013 | 757.6 | <0.001
Income (log) £, -0.0164 | 0.0100 | 2.67 0.10
Residential phone [ +0.622 0.030 | 430.8 | <0.001
Home owner * 0
Renter Pa -0.155 0.039 15.6 | <0.001
Lives with parents P +0.256 0.045 32.1 | <0.001
Months in residence B -0.00025 | 0.00011 5.4 0.020
Months in current job L7 +0.00210| 0.00025 | 72.9 | <0.001

* Notice that the Home owner category is set as base residency category
and so has no coefficient estimate. We will discuss this in a later lecture.

Zdroj: http://wwwz.imperial.ac.uk/~abellott/Credit%20Scoring%:202.pdf 105



\V4V 4
Priklad
We have used logistic regression to model the negative outcome (ie y = 0).

e This may seem odd given that the outcome of interest is the positive
one (eg default).

e However, this model ensures the log-odds scores are the right way
round: ie increasing scores imply increasing creditworthiness.

e There is no material difference. If we had modelled y = 1, the signs on

the coefficient estimates would be reversed but everything else would
be the same.

Interpretations:

The estimates (highlighted) form the scorecard.

Estimates greater than 0 indicate relative decrease in risk.

Estimates less than O indicate relative increase in risk.

Small p-values indicate coefficients that are statistically significantly
different to zero (how small?).

Large p-values indicate coefficients that have a good chance of actually
being zero.
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Priklad

Remember in the exercise in Chapter 1 we gave details of six borrowers.

You were asked to select three to accept and three to reject.

Here the scores assigned by the model above are shown. The observations
with the three lowest scores are rejected by the model. The actual outcome
in each case is also shown. How does your performance compare with the

model?
Age | Monthly | Residential | Residence | Months in | Months | Score | Model Actual
Income phone? type? residence |in current accept or | outcome
(£) job reject?

22 1,145 | Yes Home 48 12 1.11 | Reject Good
owner

46 15,500 | Yes Renter 48 192 2.14 | Accept Good

71 900 | Yes Renter 96 12 2.68 | Accept Good

32 5,000 | Yes Renter 438 168 1.61 | Accept Bad

25 1,385 | Yes Renter 12 0 1.05 | Reject Bad

43 3,145 | No Home 96 36 1.25 | Reject Bad
owner
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Priklad

Variable Value Coefficient | Estimate |Value x
Estimate
Intercept n/a Lo -0.181 -0.181
Age 22 B4 +0.0353 +0.777
Income (log) log(1145) [ -0.0164 -0.116
=7.04

Residential phone 1 [ +0.622 +0.622
Home owner * 1 0 0
Renter 0 B -0.155 0
Lives with parents 0 Ls +0.256 0
Months in residence |48 Pe -0.00025 -0.012
Months in current job |12 7 +0.00210 0.025
Score (sum) +1.115

Compute the PD of the borrower.

Score = 1.115

» P(y =1|s) = — = 0.25.
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Multinomialni logisticka regrese

Taktéz polytomicka regrese

Zavisle proménnd ma M kategorii, vice nez dvé. Napt.:
kterou stranu respondent voli?
Zakladni idea:

e Prohlasit jednu kategorii za referencni

e Spocitat M-1 obycejnych logistickych modelt pro kazdou ze
zbylych kategorii oproti referenc¢ni

e A predikovat tu kategorii, kde vysla nejvétsi pravdépodobnost
pres vSechny modely
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// 7 ’ |
Budovani model

] Forward

J Backward

] Stepwise

] Enter

e

=

- zacina se s prazdnym modelem
- postupné pridavani proménnych

- zacina se s plnym modelem (vSechny
proménné)
- postupné odebirani proménnych

- zacina se s prazdnym modelem
- postupneé se pridavaji a odebiraji
promeénne

- je pfedepsan seznam promeénnych v
modelu
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Logistic Regression with Sequential Steps

e Forward regression
» starts with a baseline model (intercept-only)
- searches all variables and finds the strongest one
 keeps adding variables in order of strength until no significant
improvement is achieved in the model.
e Backwards regression
- starts with a full model using all variables

- removes the weakest input variable provided that taking it out
does not cause a significant reduction in the fit of the model

- continues removing the weakest input variables in order unless
there is a significant reduction in the fit of the model; at which
point the algorithm stops.

111
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Logistic Regression with Sequential Steps

e Stepwise regression

» isa combination of forward and backward regression

 begins the same way as forward

- re-evaluates the statistical significance of all included variables

after each new variable is added.

# If a previously included variable becomes statistically
insignificant when a new variable is added, that variable
is then removed.

# The algorithm stops when no more variables can be

found that add significantly to the fit of the model and

all variables remaining in the model are statistically
. pniant

im spole¢nosti SAS Institute Inc., Cary, NC, USA. 112



The Logistic Regression Task

Logistic Regression for Local:SASUSER.SALES_INCLE¥EL |
D ata
hodel
Reszponze
Effects Data source:  LocalSAaSUSER.SALES_IMCLEVEL Edit
Selection T azk. filter: Mone | |
Options
Plots
F'_redicticnns “ariables to azsign: T azk roles:
Titles . Mame | dir| Dependent wariable LI - PR S
Properties i i ]
izl IncLevel warable required: e
i@ Purchase i@ Quantitative variables }l e | =
£ Gender 4 Clazsification varables =
@ Incarme 45 Group analysis by
@.-‘-‘«ge i@ Frequency count [Lirnit JE A S|
| i Relative weight [Limit;
I
The zelection pane enables pou to chooze different zetz of options for the task. ;l

=] Preview code Fun | - | Save Cancel Help |

The "Dependent wariable" role must have a variable assigned to ik,

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Which link function, which response

Level to Model?

i Logistic Regression for Local:SASUSER.SALES INCLEYEL ﬂ
Data Model > Hesponze
hodel
Rezponze
Effects Response twpe: I Binary ll
Selection
Dptionz Type of model; < & logit
Plots :
Predictions probit
Titles " complementary log-log
Froperties | glogit
>
Rezponze levels for ]
Purchaze: 1
Fit model to level: “ ;I
< 4 | |
=]
=] Preview code | Run | - | Save Cancel Help |

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.

Volba linkovaci

funkce.

Specity the level
of the response
variable that you
want to model.

For example, do
you want to model
the probability of
aoorai’?
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LOGISTIC Procedure

General form of the LOGISTIC procedure:

PROC LOGISTIC DATA=SAS-data-set
<options>;
CLASS variables </ options>;
MODEL response=predictors </ options>;
UNITS independentl=list ... </ options>;
ODDSRATIO <‘label’> variable </ options>;
OUTPUT OUT=SAS-data-set
keyword=name </ options>;
RUN;

Vice napf. na: http://www.okstate.edu/sas/v8/sashtml/onldoc.htm
http://www.okstate.edu/sas/v8/saspdf/stat/chap3g.pdf

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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LOGISTIC Procedure - priklad

ods html file=“logistic_vyvoj.html" style=sasweb;

proc logistic data=dm1l.data_vyvoj descending;

model good4=goods_type w phone w a uver w
fam_state_w income_w credit_ w vek w

run:
ods html close:
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LOGISTIC Procedure - priklad

proc logistic data=dml.score_base outest=work.model_def;

CLASS AGE _d EDUCATION_d CAR_AGE _d/ param=glm;
MODEL def bad =AGE_d EDUCATION d CAR_AGE d
total income_d(init_pay by INCOME_d)

/| SELECTION=FORWARD HIERARCHY=MULTIPLECLASS,;
score out=work.tab scored_ def;
run;
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LOGISTIC Procedure - priklad

proc logistic

data=dml.score base outest=work.model def namelen=200;

where client_type="1-Novy";

CLASS sex_k child num_k fam_state k age Kk;

MODEL def bad =AGE_w EDUCATION_ w
AGE_W*EDUCATION_ w
sex_Kk|child_num_k|fam_state klage k@4

/selection=stepwise slentry=0.6 slstay=0.1 details corrb

run,
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LOGISTIC Procedure - priklad

proc logistic

data=dml.score base inest=hc.modelSU namelen=200;

CLASS sex_k child num_k fam_state k age Kk;

MODEL def bad = AGE_w EDUCATION_w
AGE_W*EDUCATION_ w
sex_K|child_num_k|fam_state k|lage k@4

/selection=none maxiter=0;

output out=dm1l.data_all scr (keep=id_credit score def bad
compress=yes)

prob=score;

run;
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3. Neuronove site
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Neuronové sité (Neural Networks)

Nékdy se také uvadi nazev Artificial Neural Networks (ANN),
tj. umeélé neuronové site.

Zalozené na pozorované funkcionalité lidského mozku.

Ovsem v porovndni s mozkem jde o velmi zjednodusSeny
matematicky model.

Casto jde u NN o adaptivni systém, ktery méni svou strukturu
na zakladé vnéjsich ¢i vnitinich informaci ziskanych v priabéhu
ucici faze.

Vyuzivaji se napft. pfi vyhledavani vzora v datech, rozpoznavani
feci nebo klasifika¢nich problémech.
http://en.wikipedia.org/wiki/Artificial_neural_network
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Priklad neuronove sitée

(stredni)
Medium

(vysoky)
Tall

vstup skrytd vrstva vystup
(input) (hidden layer)  (output)
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The Neuron

e Excitatory (+) and inhibitory (-) inputs, arriving at the
dendrites, are weighted by adaptable synapses.

e The weighted inputs are added together.
e If the sum is greater than an adaptable threshold (bias)

value, the neuron sends activation down its axon.

123
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The McCulloch-Pitts Neuron

1
Wa}" E(y)

e A McCulloch-Pitts neuron with d inputs is formally
defined by the following equation:

ECy) = f(w0 +Zdlwixij

e The step function, f(.), turns each McCulloch-Pitts neuron
into a linear classifier/discriminator.

124
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The Hebb Rule

e The strength of the connection between neurons i and j
should be adjusted in accordance with the equation:

AWij =77 ¥;X j
* The eta (n) term is the neuron’s learning rate, which scales the
amount of weight adjustment.
e Permitted learning rate values range from o to 1.

e Large learning rate values risk divergence.

125
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The Widrow-Hoff Delta Rule

e Hebb’s learning rule is unstable.

e Widrow and Hoff proposed a variant of Hebb’s rule, one that
is stable under a range of learning rates:

AW = n(y; — yi)xj
e They called their learning model the delta rule.

e Because the delta rule reduces the sum of squared error, it is
also known as the least mean squares rule.

126
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The Perceptron

e The perceptron is a pattern-recognition machine invented in
the 1950s for optical character recognition.

91
i)

lel

—o—— V¥

=l

%

e Each processing unit is a McCulloch-Pitts neuron.

e A perceptron with n outputs is a discriminator function that
divides the input space into n distinct regions.

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The Limitations of a Simple Perceptron

* The simple (linear) perceptron can only solve linearly
separable problems.

e The EXLUSIVE OR truth table (below) is an example of a
problem that is not linearly separable.

Inputs Output

— | m
T | T1
M|l | T
!
_|
N

T T
128
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Vyhody NN

Schopnost uceni.
Snadna parametrizace.
Robustnost.

Resi mnoho problémd.
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The Impact of Noisy Data

neural network

0
g o 0 o
.l
o o
Orrore o o
o

regression

regression
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Nevyhody NN

Nesnadné porozuméni/interpetace.
Miizou trpét preucenim (overfitting).
Vstupy musi byt numerické.

Obtizna verifikace.
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Typy neuronovych siti

Existuje cela fada typi neuronovych siti, pricemz
kazdy z nich se hodi na jinou tfidu ulohy.

Podle pritomnosti ,,ucitele” délime neuronové sité na

e sité s ucitelem (srovnavani vystupu s pozadovanym)

e sité bez ucitele (bez vnéjsiho arbitru).

132



Typy neuronovych siti podle zpracovani signalu

Symbol Zpuasob zpracovani signalu

= chybi vrstva

zadné

linearni kombinace
vzdalenost
znaménko
sigmoida

Gaussova funkce

H O © N < -

exponenciala
MIN nejmensi vyhrava

MAX nejvétsi vyhrava
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Typy neuronovych siti podle zpracovani signalu

OLAM L(+Z) Haykin

HEBB * - L+Z Hopfield
HAMM * L+MAX L+7Z Lipmann
MLP:1 * L+Z L+7Z Widrow, Hoff
MLP2 * L+S L+S Rummelhart
SOM * — V+MIN Kohonen

RBF * V+G L Poggio, Girosi
MOD * L+E L Jacobs, Jordan
COUNT * V+MIN L Nielsen
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Typy neuronovych siti podle zpracovani signalu

V predchozi tabulce je zakladnich devét typt siti:

optimalni linedrni asociativni pamét (Optimum Linear Associative
Memory - OLAM),

Hebbova sit (HEBB),

Hammingova sit (HAMM),

vicevrstva sit s bipolarnimi neurony (Multi Layer Perceptron 1 - MLP1),
vicevrstva sit se spojitym chovanim (MLP2), Kohonenovy mapy (SOM),
sit s radidlni bazi (RBF),

modularni sit (MOD) a

sit se zpétnym $ifenim (counterpropagation - COUNT).

Dalsi sité 1ze vytvaret jejimi kombinacemi.
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Asociativni neuronové sitée

U asociativni paméti probiha vybaveni prislusné
informace na zakladé jeji ¢aste¢né znalosti (asociace).

Rozlisujeme sité s paméti
e autoasociativni (upfesnéni ¢i ztplnéni vstupni
informace na zakladé jiz nauceného)

 heteroasociativni (vybaveni si sdruzené informace na
zakladé vstupni asociace)
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Uceni neuronovych siti
Algoritmus uceni je rlizny, nicméné obecné ma tyto kroky:
e inicializace vah (malé ndhodné hodnoty)
e piredlozeni nového vzoru (vektor realnych hodnot X)
e vypocet aktualniho vstupu (podle f aktiva¢ni funkce)
e prizptisobeni vah (prepocteni vah podle zjisténé odchylky)
e opakovani procesu uceni (az do stabilizace vah w;)

Faze uceni sité se nazyva adaptivni a po nauceni je sit ve fazi
vybavovani (aktivni fazi).
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Vyuziti neuronovych siti

Uloha Vhodné neuronové sité

logické obvody HEBB, HAMM, MLP1

odstranéni Sumu MLP1, MLP2, RBF, MOD

fec¢ a vyslovnost MLP2, SOM

komprese COUNT

data mining OLAM, HEBB, SOM

optické rozpoznavani znak HEBB, OLAM, HAMM, MLP1, MLP2, RBF,

SOM
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Linear Perceptron

97 (E(Y)) =Wy + D WX

139
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Activation Functions

{0 = arctan
Elliott

Activation
o

-1 0 Net Input
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Multilayer Perceptron
g™ (E(y)) = w, +ZW9.(W0.+ZW., J]

b Sy ise?,

hidden layer

.
.
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Shaping the Sigmoid

W, + w, tanh(w,, + W, ;X)

/A
w, + W,

Wy — W,
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Skip-Layer Perceptron

h d d
g (E(y)) = Wo +Zwigi(W0i + ZWinj } +ZWka
i1 =1 k1

% TR A i J

-
hidden layer skip layer

-
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MLP with Two Hidden Layers

g (E(y)) W +ZW gk[WOk +ijk g (WOJk +Zwljk i j
= 5
- v -

y
nested hidden layers
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How Many?

* A single hidden layer network models any continuous
relationship between the inputs and outputs.

e Two hidden layers model discontinuous relationships.

e The number of hidden units that will be required in each
defined hidden layer is problem specific.
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Overview of Radial Basis Functions

e Ordinary Radial Basis Functions (ORBF).
e Normalized Radial Basis Functions (NRBF).

TN
SRR

\
\‘ 3%“'%%“

W
‘R\m

M
N
W
\\\\ \\m N
NN
o\ RN = 3""‘?‘:“:‘-’&"'
N
\Qﬁﬂﬁt‘&%ﬁ% g

X9 Xq
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Ordinary Radial Basis Functions
g (E(Y)) =w, "‘iZ::Wi EXP {_ W, [Zd:(xj _Wij)zj:|
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Shaping the Gaussian

Wy +W, EXP (_ ng(X e W11)2 )

> W; >0

> W, <0
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RBF Combination Functions

e XRADIAL  Unequal Heights and Widths.
e EQRADIAL Equal Heights and Widths.

e EWRADIAL Equal Widths.

e EHRADIAL Equal Heights.

e EVRADIAL Equal Volumes.

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA. 150



Normalized Radial Basis Functions
Qll(E(Y))WoJrZh:Wi[Zeki }where €, = exp {f.In(ai)—wé[i(xj—wji)zﬂ

j:1ej j=L
\ )
-
hidd it
iaaen uni L
A N

= B
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4. Bayesovske site

Bayesian Networks (Belief Networks)
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P(A|B)P(B)
P(A)

* Bayestuiv vzorec: P(B|A) =

* Typicky priklad vyuziti Bayesova vzorce (test na TBC):
Test ma senzitivitu 9o%, spefificitu 1% a TBC trpi 5 lidi z
10 000. Jaka je pravdépodobnost, Ze osoba, které test
urcil pritomnost TBC, touto chorobou skutecné trpi?
|0,043] --> Vidime, Ze (ne)pritomnost TBC ma vliv na
vysledek testu.

* V redlném svété jsou komplikovanéjsi zavislosti. Napt. fakt zda
osoba kouri ma vliv na to, zda trpi bronchitidou nebo
rakovinou. Kazda z téchto chorob ma vliv na kondici a navic
(ne)pritomnost rakoviny plic ma vliv na vysledky RTG. Otazkou
tedy je, jak tuto situaci resit.
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Feature | Value | When the Feature Takes this Value
Abilhl) = .25 P(1]h1) = .003 H hl There is a history of smoking
Ab1|h2) = .05 P(1|h2) = .00005 h2 There is no history of smoking
B bl Bronchitis is present
b2 Bronchitis is absent
L l1 Lung cancer is present
[2 Lung cancer is absent
Pfi|b1,11) = .75 P(c1|H) = .6 F fl Fatigue is present
A fi|b1,R) = .10 P(cl|R) = .02 f2 Fatigue is absent
P(f1|b2,11) = .5 ( cl Chest X-ray is positive
P(f1|b2,12) = .05 c2 Chest X-ray is negative

Zdroj: Neapolitan, R.E. (2004)

* Pojem Bayesovskeé sité jako prvni pouzil Judea Pearl v roce 1985.

» Za zakladni prace na toto téma lze povazovat:

* Pearl, J.: Probabilistic Reasoning in Intelligent Systems (1988)
* Neapolitan, R.E.: Probabilistic Reasoning in Expert Systems (1989)

154



* Formalizmus na podporu rozhodovani pod vlivem nejistoty.

* Reprezentuje sdruzené rozdéleni pravdépodobnosti vektoru
nahodnych velicin.

* Pti volbé pravdépodobnosti kombinuje historicka data (napf.
zpozdéni vlaku) a nazor odbornika (napt. kvalita testu).

* Uplatnuji se v Risk managementu v oblastech s
nedostatecnymi nebo zaddnymi daty, napi. pfi urcovani rizika
teroristického utoku nebo selhani nového systému.

» Vyuziti v medicinské diagnostice, vyhodnocovani rizika, chyb
materialu, kvality softwaru,...

» Komerc¢ni software: Agenarisk, BayesLab, BNet,...
* Freeware/ open source: MSBNx, OpenBayes, Powersoft,...
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O——®

* Orientovany acyklicky graf (DAG).

* Uzel vyjadiuje nahodnou velic¢inu (diskrétni nebo spojitou).

* Orientovand hrana vyjadiuje zavislost mezi danymi uzly.

* Kazdy uzel je zavisly na svych ,rodic¢ich® jinak jsou uzly

navzdjem podminéné nezavislé (D-separované).

* Zjednoduseni: Zz P(X,Y,Z)=P(X)*P(Y|X)*P(Z|Y,X)
na P(X.Y,Z)=P(X)P(Y|X)*P(Z|Y)

* ProY plati: Xje jeho ,rodi¢“ (pfimy predchtidce)
Z je jeho ,dité“ (primy nasledovnik)
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* Sdruzené rozdéleni pravdépodobnosti vektoru nahodnych

veli¢in n n

Pe(X1, Xo, ..., Xn) = H Pg(Xi|mi) = HQX;'\?T;'
i=1 =1

» Sit B=<G, O>, kde G je DAG s uzly X, X ,..,X_ a © je moZina
parametru Oy .. pro vSechny nahodne veli¢iny X;.

* Podminéné rozdéleni pravdépodobnosti kazdého uzlu X, je
zavislé na mnoziné€ jeho rodica m,.

* Diskrétni pfipad: podminéné rozdéleni pravdépodobnosti
(CPD) nahodné veli¢iny Z obsahuje parametry 0,y uspotadané v
pravdépodobnostni tabulce (NPT, CPT):

Y [ P(Z=2z]Y) P(Z = z|Y) P(Z = z|Y)

| P(Z=zlY=yn) P(Z=2z[Y=y) P(Z=z]Y=nx)
o | P(Z=21Y =ys) P(Z=2|Y=y) P(Z=2zY=y)
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 Zpétné vyhodnocovani podminénych pravdépodobnosti pfi
pozorovani skutecné hodnoty nékteré nahodné veliciny.
* Bayesovska sit obsahuje skryté i pozorované uzly

&

* Mame dané P(X1), P(X2) a P(Y| X1, X2).

* Pfi pozorovani skute¢né hodnoty Y=y se zméni P(X1) na
P(X1|y) a P(X2) na P(X2]y).

P(y|X1)P(X1)

* Pomoci Bayesova vzorce P(X1|y) = P(y)
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MartinOversleeps

-

_

NormanlLate

MartinOversleeps
Ho | bar charts
B

0.4 | 0,

TrainStrike

Ho bar charts
0.1 0.3 i

Parent Hode(s) MartinLate
MartinOversleeps | TrainStrike ﬁ bar charts Parent Hode(s) HormanlLate
s Yes 0.8 0.2 TrainStrike Iﬁ Ho bar charts
No 06 0.4 B
o Yes || 06 04 Tes 0.8 0.2 I
No 0.3 07 Mo 0.1 0.9
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O = Martin oversleeps | M = Martin late
T = Train strike N = Norman late

Maode MName State O | State 1
k artin late Yes Mo

0.4460 0,5540
Martin oversleeps:  |Yes Mo

0.4000 06000
Marman late True Falze

01700 0.8300
Train stike Yes No

0.,1000 0,3000

P(N)=P(N|T)P(T) + P(N|-T)P(~T) = 0.8 0.1 +0.1%0.9 = 0.17
P(M)=P(M|T.O)P(T)P(O) + P(M|T.-0)P(T)P(~0)+
+ P(M|~T, O)P(~T)P(O) + P(M|~T.-0)P(~T)P(=0)
~08%0.1%04+06%0.1x%0.6+0.6%0.9x0.4+03%0.9x0.6
— 0.032 + 0.036 + 0.216 -+ 0.162 = 0.446

Pravdépodobnost, Ze bude mit Martin zpozdéni je 44,6%.

Pravdépodobnost, Ze bude mit Norman zpozdéni je 17%. -



Mode Name State O | State 1
t artin late es Mo

05424 04576
tlartin oversleeps  [Yes Mo

0.4000 06000
Marman late Yes Mo

1.0000 0.0000
Train strike Yes Mo

0.4706 0.5294

Pozorujeme, Ze Norman mél zpozdéni, tj. P(N)=1.

P(N|T)P(T) 0.8x0.1
P(N) 0.17
P(M)=P(M|(T|N). 0)P(T|N)P(O) + P(M|(T|N),-O)P(T|N)P(=0)+
+ P(M|=(TIN). O)P(~(T|N))P(0)+
+ P(M|~(TIN). ~0)P(~(T|N))P(~O)
—08x0471%x04+06%x0471%x0.6+0.6%0.529x0.4
+0.3%x0.529%x0.6 =0.151 +0.169 + 0.127 + 0.095 = 0.542

P(T|N) = — 0.471 (vyrazné vice nez 0.1)

Pokud ma zpozdéni Norman, roste pravdépodobnost, Ze bude mit zpozdéni i Martin.
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* Objektové orientovane BNs.

* Urcovani NPTs pro rozsahlé BNs.
» Bayesovské sité ucici se z dat.

* Dynamické bayesovskeé siteé.

 Hybridni bayesovske sité.
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*V klasické BN je mnozina uzl a vazba mezi nimi fixni a
pouZzitelna jen pro dany piipad.

* Programatorskeé teSeni pres abstraktni datové typy a objektové
orientovane programovani.

* ADT = implementacné nezavisla specifikace struktury dat s
operacemi na této struktute, napft. zasobnik.

* Objektové orientované programovani = organizovani ADT.

» Zakladnim prvkem OOBNSs je objekt.

* Nejzakladnéjsi objekt je ndhodna veli¢ina (jako u klasické BN).

* Napft. objekt auto ma atributy barva, majitel, motor,.... Barva je
tedy zakladni objekt (nabyva kone¢ného mnozstvi hodnot), ale
majitel ma své dalsi atributy.
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* Komplexni objekt je definovany pfirazenim stochastickych
funkci kazdému jeho atributu a propojenim atributi pomoci
BN, tj. vytvofeni pravdépodobnostniho modelu.

- ,Bayesovska sit bayesovskych siti".

* Stochasticka funkce pro vSechny hodnoty vstup@i priradi
rozdéleni pravdépodobnosti hodnot vstup.

*Trida objekti = mnozina objektdi popsanych stejnym
pravdépodobnostnim modelem.

* Tfidy umoznuji sestavit obecnou strukturu, kterou je mozné
pouzit pfi feSeni raznych problémf.

* Pouzivaji se pfi modelovani dynamickych BNs.
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* U rozsahlych siti je problém s ru¢nim plnénim NPTs,
predevS$im pro uzly s mnoha moznostmi (¢asova naroc¢nost,
riziko preklepu).

* Uspofddané uzly reprezentuji kvalitativni proménné,
chapeme je jako disktretizaci intervalu |o, 1].

* Napt. X1, X2, Y € {velmi nizka, nizka, vysoka, velmi vysoka}

X1 :kvalita testovacich nastrojti @
X2  :kvalita testovacich postupii
Y : efektivnost testu

=> NPT pro Y bude mit ptes 125 polozek.

* Moznost zjednoduseni pomoci Noisy-OR nebo Noisy-MAX

modeld.
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* Jen pro dikrétni nadhodné veliciny.

* Noisy-OR pro bindrni proménné, Noisy-MAX je rozsifreny model
pro vicehodnotové proménneé.

* Predpoklada se, Zze ,rodice” jsou navzdjem nezavisli pfi
ovliviiovani ,ditéte”

* Logaritmicka redukce rozsahu NPTs.

* Deterministicky OR model predpoklada, ze Xi = True => Y =True
nezavisle na hodnotach ostatnich rodica.

* U Noisy-OR modelu tato implikace nemusi nastat:

P(Y; = True|X; = True) = p;
P(Y; = True|X; = False) =0

* V i:Xi= False =>Y = False redalné nemusi platit...Leaky Noisy-OR.
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* Moznost naucit se kvantitativni, ale i kvalitativni ¢ast.

* Naucena pravdépodobnost vyjadiuje relativni cCetnost
(ne subjektivni pravdépodobnost).

* Uceni vyuziva bayesovsky princip: 7(6|y) o< f(y|0)m(0)

* Neinformativné apriorni  rozdéleni -  jakdkoli
pravdépodobnost je stejné mozna.

* Informativné apriorni rozdéleni — napt. Beta rozdéleni.

* Vytvoreni rozSifené BN s uzly reprezentujici nase
piesvédceni o relativni ¢etnosti (rodi¢ daného uzlu).
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* Rozsirenti BNs pro modelovani rozdéleni
pravdépodobnosti nekonec¢né posloupnosti nahodnych
veli¢in 71, Z2,...
* Nejcastéji jde o ¢asovou fadu (napf. pfi rozpoznavani
hlasu) nebo posloupnost znaki (napft. proteiny).
» Stochastické procesy s diskrétnim casem.
* Modelace dynamickych systémii, samotna BN se v cCase
nemeni.
* DBN je definovana jako dvojice (Bi, B_,), kde B1 je BN
definujici apriorni P(Z1) a B, je 2TBN, ktera definuje
P(Z,Z..) jako

P(Z:|Z:_1) HP Z!Pa(Z

* kde Z je i-ty bod v Case t a Pa(Zt ) jsou jeho rodice.

168



Prior Water Level
Post Water Level

Flood Defences

Obr.: Dynamicka BN, zdroj: Fenton a Neil
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Hybridni Bayesovské sité:

* Obsahuji diskrétni i spojité nahodné veliciny.

* Nejcastéji je pouzivany podminény linedrni Gausstiv model:
dité ma normalni rozdéleni se stfedni hodnotou zavislou na
spojitych i diskrétnich rodicich a s rozptylem nezavislym na
spojitych rodicich.

* Neni mozné, aby diskrétni dité mélo spojité rodice.

* Je ale mozna diskretizace.

* Priklad: cash-flow spole¢nosti (spojity bod) ovlivni
pravdépodobnost kapitalové investice (diskrétni bod).
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Skryté Markovské modely (HMMs):

* Nejjednodussi typ dynamickych a zaroven hybridnich BNss.
* Pro kazdy casovy okamzik ma jeden diskrétni skryty bod a
jeden diskrétni nebo spojity pozorovany bod.

QL2 ™I ™| ass
!
® OO

* Kruh je spojity bod, ¢tverec bod diskrétni. Bily bod je skryty,
Sedy bod pozorovany.
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HWM with Gaossiah cutpot HBMBA with mixlule Apto Reglessive HBB
of Gaussians cutpot

O QXCP .
© Y DO

Ihpot—ooipul HMM

Coupled HW{M Factonal HM

Obr.:  Neékteré varianty HMMs, zdroj: Murphy
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Linearni dynamické systémy (LDSs):

» Dalsi ptiklad DBNS; stejna topologie jako HMMs.
* Navic predpoklad linearniho Gaussova rozdéleni vSech bodi.

Auto Regressive model AR(1) switching AR model Switching Kalman filter Kalman filter model

Obr.: Nékteré varianty LDSs, zdroj: Murphy
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5. Bayesovske site - aplikace

Sometimes | just popup for no

particular reason, like now. Av=yes |d2=3es

A = no .42 = No
V O\

Ay = A=

Az = yes Ay = yes
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» Prvni pracovni aplikace BNs
- Obdobi 1988 — 1995
> Diagnostika
L ékarstvi — MUNIN
HUGIN

Diagnostika poruch (zavad)
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MUNIN

» Dokoncen jako system pro podporu
rozhodovani lékaru.

» Je tezke odhadnout, do jake miry byl v
té dobé pouzit. Lékari byli vuci nému
skeptiCti — neverili temto Ul aplikacim.
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BNs a Microsoft

» Rok 1996 - "Konkurencni vyhodou
Microsoftu jsou jeho odborné znalosti
v Bayesovskych sitich."

 VVysoké investice do vyzkumu
> Eric Horvitz
- David Heckerman
» Oblasti vyuziti
> uzivatelska podpora
- automatizovana diagnostika chyb
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Uzivatelska podpora

« MS Office — Paperclip

» Jedna z nejslavngjsich, ale take
nejvice nepochopenych aplikaci BNs v
Microsoftu. [

Sometimes | just popup for no
particular reason, like now.
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Automaticka diagnostika chyb

® Predevsim diagnosticky systém selhani tiskaren

‘Local 1B
Path OK

5

Zdroj: Fenton, N., Neil, M.:Managing risk in the modern world, London Mathematical Society ,2007 s



Farmaceutické spolecCnosti

» VVysoké vyuziti — moznost vysSi
u€innosti a spravnosti jejich testu.
Snizeni nakladu.

» Rok 2006 - FDA (Food and Drug
Administration) oznamila svou snahu
vyuzivat Bayesianské techniky.

> Gil — urychleni procesu schvalovani a
zvyseni celkové bezpecnosti.
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Vyvoj softwaru

Pro novy software je dulezité, aby obsahoval co
nejmeéné chyb. Ale | pfes mnoho testu, tam stale
néjake chyby budou.

Cil — aby uvolnény software obsahoval co hejméné
chyb a aby pfipadné chyby mély na koncové
uzivatele co nejmensi vliv.

BNs se vyuzivaji pro tvorbu pfedpovédi o
zbytkovych chybach.

Dulezité predevsim pro bezpeénostni software.
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System TRACS

* Systém pro predpovidani spolehlivosti pozemnich
vozidel.

» QinetiQ (Spolec¢nost, ktera poskytuje technicke
poradenstvi zakaznikim v celosvétovem letectvi,
obrané a bezpecnosti trhu).

» Vybér vozidla pro Ministerstvo obrany (UK)
- Obtizné, ¢asové naroéné a nachylné k chybam
- Pavodné: kombinace testovani prototypu a
modelovani analyz — velmi drahé a neuspokojive

- Nasledné vyvinut BNs model.
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Systém TRACS

» Vytvoren na zakladé sablon bayesovskych modelu
zalozenych na konkrétnich subsystémech
architektury dané specifikace vozidla.

» Moznost komunikovat s modelem BNs
prostfednictvim jednoduchého dotazniku GUI
(Graphical User Interface)

» Systém TRACS Setfi ¢as | penize — predpovedi
jSOuU presné|si, protoze jsou schopné s pevhymi
daty kombinovat | subjektivni udaje.
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Meteorologie

» Misto studie — Pyrenejsky poloostrov
> 100 pozorovacich stanic

- Vy$sSi pocet dostupnych dat — vyvoj statistickych
a data miningovych technik

Zdroj: Cano, R., Sordo, C., Gutiérrez, J.M.: Applications of Bayesian Networks in Meteorology, 2004
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Meteorologie

« Pro¢ pouzivat BNs?

> Jsou schopny podat kompaktni a srozumitelné
znazornéni pravdépodobnostni informace.

- Jsou schopny pracovat s velkym poétem
promeénnych.

- Uzel = proménna hrana = zavislost
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Meteorologie

» Vyuziti BNs
- Doplhovani chybégjicich dat
- Nutnost Uplnych Gdaju
- Problém s daty s vysokou odchylkou
> Chybéjici Udaje musi byt nahrazeny pfi
zachovani hlavnich vlastnosti puvodnich
dat

- Regresni modely X Gaussovské BNs
Moznost vyuziti vSech informaci
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Adaptivni testovani

» Adaptivni testy - automaticky se
pfizpusobuji zjisténé Urovni znalosti
zkouseneho.

» Po ziskani odpovedi na polozenou
otazku system automaticky vybere
nasledujici otazku s vyuzitim znalosti
ziskané na zaklade predchozich
odpovéedi zkouseného.
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Adaptivni testovani

» Jednoduchy priklad

Zdroj: Vomlel, J.: Dvé aplikace bayesovskych siti, VSE Praha
» Nutnost vyuziti pocitact — pocitacové
adaptivni testovani (computerized adaptive
testing)
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Adaptivni testovani

Model slozeny ze dvou modelu:

Model studenta - popisuje vztahy mezi znalostmi a dovednostmi studenta
Pozorovaci modely - pozorovaci model odpovida jedné otazce

Testové znalosti a dovednosti; Y = {}1- GLACE hr}

Soubor otazek: X = {Xl ----- X—m}

Model studenta — pfipravené papirove testy, ktere resili
studenti prvniho roéniku stfedni skoly

Testovany Ctyfi zakladni dovednosti a Ctyfi operacni dovednosti na
zlomcich.

Shrnuti vysledkt do datovych zaznamu o jednotlivych studentech.
Objeveno nékolik typickych Spatnych pfistupu k feSeni nékterych operaci.
Pomoci PC-algoritmu vytvofena struktura modelu studenta.

Nékteré vztahy mezi velicinami vysvétleny pomoci latentnich veli€in.
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Adaptivni testovani

» Vysledny model studenta

Zdroj: Vomlel, J.: Dvé aplikace bayesovskych siti, VSE Praha
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ni

Q-

Adaptivni testov

. Piiklad glohy: ~-1_#_ 1. 51

Zdroj: Vomlel, J.: Dvé aplikace bayesovskych siti, VSE Praha
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Adaptivni testovani

» Vysledek a porovnani

- Klasicky pristup pro testovani znalosti — teorie odezvy
(vicerozmérna teorie odezvy) — od 60.let 20.stoleti
> Neni schopen poskytnout podrobnéjsi diagnostiku.
> Vyhody Bayesovskych siti:
BN lépe modeluje pfremysleni studenta.
Moznost kratSi doby testovani.
> Vysledky ukazaly, ze testy vyuzivajici BNs maji vysokou
uspésnost.
Vice nez 90% dovednosti bylo odhadnuto jiz po 7
otazkach.

V papirovych testech bylo potfeba 20 otazek.
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Technicka diagnostika

» Diagnostika odhalujici technicke problemy
zafizeni.

« Pomoci poéitadovych systému muze byt podstatné
urychlena.

» Uvedeny priklad ma tfi typy velic¢in:
- Poruchy zafizeni: FeF

- Akce (opravné kroky): A € A

- Pozorovani: Q € Q
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Technicka diagnostika

« Priklad: Pfedpokladejme, ze tiskarna vytiskne stranku, ktera
je prilis svétla. Tento problém muze mit mnoho pficin.
Uvazujme zjednoduseny model obsahujici pouze 4 mozné
pri€iny svétleho tisku: F1 distribu¢ni problem toneru, F2
vadny toner, F3 naruseny tok dat a F4 spatné nastaveni
ovliadace. Necht akce, které mohou vyresit tento problém
jsou: A1 “vyjméte toner, zatfeste s nim a ulozte ho zpét“s
cenou c1 = 5, A2 “zkuste jiny toner”s cenou c2 = 15 a A3
“vypnéte a zase zapnéte tiskarnu” s cenou c3 = 1. Pro
kazdou akci expert zadal podminénou pravdépodobnost P(Ai
= yes | Fj). Napriklad, akce A2 “zkuste jiny toner” vyresi
distribuéni problém toneru a vadny toner s pravdépodobnosti
0.9,t). P(A2=yes | Fi) =0.9,1 =1, 2, ale nevyfesi Spatné
nastaveni ovladace, t.j. P(A2 = yes | F4) = 0.
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Technicka diagnostika

« Muzeme predpokladat dvé véci:
- Akce a otazky jsou navzajem podminéné
nezavislé je-li znama pricina.
- Spatnou funkci zafizeni zptisobuje pouze jedna

pri¢ina. Actions
Faults ,

.F;\:

Problem "/F_.)\. e P
I 2/

Zdroj: Vomlel, J.: Dv& aplikace bayesovskych siti, VSE Praha
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Technicka diagnostika

» Strategie - mame dvé mozna fesSeni problemu
> Problém je vyfesen X Problém zustane nevyresen.
> Definujeme dva typy terminalnich uzlu:
Uspésné terminalni uzly
Nelspésné terminalni uzly

Ag = yes
Az = no
B = o i)
i
lase™
L~

. _ —
~y N Az = no ~ A1 = no
Q1 = yes l\}zJ _} (h/. Q

Az = yes Ay =yes

Zdroj: Vomlel, J.: Dvé aplikace bayesovskych siti, VSE Praha 196



Technicka diagnostika

» Mé&me hodnotici funkci C'RR(e;) a jeji dvé slozky
t(er) a cler).

» Dostaneme kritéerium, které nazyvame ocekavana
cena opravy.

Bed§)= Z;ELMP(% ) f(e)= ZEEMP(@,I ) (t(e,) + c(e))

» Zakladni ulohou pak je najit takovou strategii s,
ktera minimalizuje Eg(S).
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Technicka diagnostika

» Dosazené vysledky

-/ duvodu jednoduchosti modelu je mozné
provadét vétsi pocet vypodétu podminénych
pravdépodobnosti.

- Diagnosticke strategie byly porovnany s
optimalnimi strategiemi a hodnoty E.p jim byly
velmi blizké. Prumérna odchylka byla méné nez
2%.
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Pravni argumentace

» Uvazujme tento pfipad — u soudu byly predlozeny
dva mozné scénare autonehody.

» Fakta: Havarie jednoho automobilu se stala kolem
3:00, kdy auto narazilo do stromu. Policiste, ktefi
dorazili na misto nehody zjistili nasledujici:

- Ridicka sedéla na zemi vedle auta, a uvedla, ze ,on“ zatahl
ruéni brzdu.

o Tézce zranény cestujici sedél na pfednim sedadle
spolujezdce.

= Ruéni brzda byla v zatazené pozici.
= Auto projelo spravné zata¢ku, do chvile nez nabouralo.
> Na silnice byly stopy brzdéni v zataéce.

- Byly tam stopy smyku vedouci k mistu nehody.
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Pravni argumentace

» Co nasledovalo:

> Ani jeden si nemohl na nehodu poradné vzpomenout.

> Vraceli se z party a spolujezdec byl opily.

> Spolujezdec podal na fidiéku zalobu o nahradu skody.

- Ridi¢ka se héjila tim, Ze ruéni brzdu zatahl spolujezdec.

> Nizozemské pravo: povinnosti fidi¢e je, aby mél auto pod
kontrolou.

- Zavér vrchniho soudu: vzhledem k pravdépodobnosti s
jakou pasazér zatahl ruéni brzdu, nemuze byt fakt, ze se
jedna o nehodu jednoho auta, pouzit jako dukaz ve
prospéch navrhovatele.
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Pravni argumentace

« Kauzalni struktura tohoto pfipadu:

Zdroj:P.E.M. Huygen: Use of Bayesian Belief Networks in legal reasoning, 2002,Free University,
Amsterdam. 201



Pravni argumentace

« Stejna struktura zakreslena jako BN

@ pulled brake

——————
@

Zdroj:P.E.M. Huygen: Use of Bayesian Belief Networks in legal reasoning, 2002,Free University,
Amsterdam.
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Pravni argumentace

« Podateéni pravdépodobnosti

» Objektivni hodnoty Zadana skuteénost ,crash®

Speeding | Speeding
Q.01 Speeding 6.26 Speeding
naet not

Zdroj:P.E.M. Huygen: Use of Bayesian Belief Networks in legal reasoning, 2002,Free University,
Amsterdam.
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Pravni argumentace

» /Z modelu vyplyva, ze je vice pravdépodobne, ze
srazka nastala zatahnutim ruéni brzdy nez
prekroéenim rychlosti.

» Pokud se zadaly hodnoty vyhodné pro zalobce,
byly vysledne pravdépodobnosti zavinéni
srovnatelne.
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PATERNITIES SEARCH WITH OBJECT-ORIENTED
BAYESIAN NETWORKS

ANDRADE Marina, (PT), FERREIRA, Manuel Alberto M., (PT)

Abstract. Patermaty dispute problems are examples of simations in which forensic approach
DMNA profiles smady 15 a common procedure. To mmplement this approach an effiment tool
the object-onented Bayesian networks (OOBMN). Along this paper are presented the varu
O0BN adequate to selve the simple patermity dispute and more complex patermaty disp
problems with incomplete DNA profiles data about the putative father such as: only putat
grandfather informaten only putative uncle mformation, only putative father s um
information and only simultanecusly putative uncle and putative father's uncle mformaty
Here it 15 exhibited an algebraic treatment, for the smmple problem and with those the use of
object-onented Bayesian networks 15 shown. Then the most complex kind of problems that
ocour 15 presented. Although these are not the most common cases there 1= notice of
ocowrence at least m Portuzuese courts.

1 Simple Paternity Dispute

In a disputed patemity decision problem there are formally two challenging hypotheses (prosecution
and defense):

Hp: The true father is the putative father.
Vs

Hp: The true father is another individual randomly drawn from the population, and not genetically
related with the mother or the putative father.

The court has to decide about the paternity of the child, and so. after Bayes™ Law

P(H,|E)_PE|H,) PH,)

= 1
PH, E) FEH,) P, -

with E the vector containing the available evidence, genetic information of the mother (mgf), of the
child {cgf) and of the putative father (pfer), being the algebraic approach simple.

It is needed to assess the likelihood fimction over the hypotheses as to the true father, ie., to
evaluate the likelihood ratio:

_PE|H,)

~ PlE|H,) @.

Waturally the court has to answer to the tuly patemity of the child. Se it has to evaluate the ratic of
the hypotheses in dispute. Admitting that P(H, |= P(H ) then (1) becomes

P(H,|E)_PE|H,)

PlH, |E) PE|H,) @
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In fact, knowing that the markers are in different chromosomes (Iinkage eguilibeium) and assuming
random mating (Hardy-Weinberg equilibrium) there is independence between and within markers.
Thus, it is pessible to obtain the LR for each marker separately and finally nmltiply the values to
determine the overall likelihood ratio based on the data available for all markers.

To determine algebraically the probability of the triplet E, under the two hypotheses, it is reasonable
te consider that before knowing any data on the cluld 1t is reasonable to assume that the 1dentity of
the true father is independent of the mother’s and the putative father’s. And supported on that, it is
easily seen that it is possible to determine the conditional probability of the child’s genotype. given
the other two available genotypes. Thus, to determine P{E | H ) one has only to apply Mendel's
laws. But the calculus of P(E | H, ) neceszarily demands the knowledge of the population allele
frequencies for the considered markers.

If for a certain marker the triplet E = (mgt, cgt, pfer) is E = (4, B}(B.B}(4.B)), and p, and py are
the population allele frequencies then

P(E|H, )= Plimgt.cet: pfet) | (mgt; pfet)]
= Plegt | (mgt; pfet ]
=0353=05

P(E| H, )= P|(mgt.cet. pfet)| (mgt.rgt )]
= Plegt | (mgt:rgt)]
=05xp,

where rgf assigns the gencfype of a random mdividual of the population, not related to the mother
or the putative father.

Therefore,

=22

Pe

The considered problem is, as shown, easily algebraically solved. It 1s used to illusirate the
simplicity and the advantages of this tool in more complex situations. Given the freedom of choice
for the vamables to mclude in the graphical approach, different representations can be obtaned.
Some of them simpler than others. To get a “good’ representation is very important to the efficiency
and the viability of the computational routines. These are extremely sensible to the organization of
the graphical structure. The first step consists on the 1dentification and definition of the nodes for all
the variables of interest to the problem.

Then the graphical representation can be obtamed. According to Dawid et al. (2002). in order to
maximize the gfficiency of the calenlafions as well as the logical clarity of the representation we
chose to disaggregate each mdividual's genotype o its constituent, unobserved, paternally and
maternally inherited genes.

Figure 1 exhibits the QOB for a patemity case as the discussed above considenng a simgle marker.
Each node (instance) in the network represents itself a Bayesian network.

Figure 1: Simple paternity network.

In this simple paternity case instances pfing. pfpg. mpg and mmg are all of class founder. a single
node gene, having for its space of states all the possible alleles that can be presented for the specific
case, and the comespendent population gene frequencies. Instances mgt, cgt and pfgt are of class
genotype, an unoerdered pair of alleles inherited from patemal pg, and maternal. mg. genes. here
represented by gmin-=min{pg, mg} and gimax:=max{pg, mg}, where pg and mg are input nodes
identical to the gene node of founder. Instances tfmg and tfpg are of class whom, describing the
true father's allele ongin. If tf=pf” has true for value then the true father’s allele tfg. will be
identical with the putative father's, pfe, otherwise the true father's allele 15 randomly chosen from
another man in the population. And cpg and cmg instances are of class inherit, modelling the
Mendel’s inheritance in which the child’s allele is chosen at random from the two parents. pg and
mg, here as the sequence of the observed outcome of a fair comn toss.

For illustration according to Dawid ef al. (2002), the data for marker FES are child genotype cgt =
{B. B}, mother’s genotype mgt = {4, B} and putative father's genotype = {4, B}. The population
allele frequencies are p, = 0.28423 and py = 0.25942.

After specifying the network, put 1t fo mm and then insert the evidence. Considenng equal prior
probabilities for the query node representing the hypotheses, the likelthood 15 got after inserting the
evidence. The likelihood ratio, based on the data for this marker, is obtained from the marginal
posterior  distribution of the query nede. Thus, Plif = pf ?=true| E)=0.6584
and Plif = pf 7= false| E)=0.3416, and LR =1.9274  being these results in agreement with the
algebraic approach (note that 0.5/0.25942& 1.9274).

3 Paternities search in more uncommon situations

When the data E are not in the form (mgr. cgt, pfer) it is not possible to determine in algebraic
form the likelihood function for the vanous hypotheses, 1e. to determine the weight of the genetic
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comnection of the child with the putative father ancestor(s). The use of Bayesian networks allow to
overcome these problems. These networks are a good tool to compute the likelihood functions.
Forwarding and backwarding the information a measure of the “strength™ of the information

available in each case 15 obtamed.

In the sequence the networks for the uncommon cases described in the infroduction are presented

each one together with a numencal example.

The data considered are the same for the whole cases and are in Table 1 where five different
markers are considered and the respective genotypes for the mother, the child. the grandfather, the
uncle and the grandfather brother, where * indicates rare alleles. and (a) signs alleles considered as

good discriminate markers. with more than 10 alleles in each marker.

Table Marker mgt cgt gfet ungt gfbat
D351338 16.18 13* 16 13* 17 13* 16 13* 13
VWA 16,17 13* 16 13*, 16 16, 18 13%, 13
D16553% 11.12 12,12 9.12 10. 12 12.13
Dgs1179 12,13 13,17+ 14, 17% 14,13 12,17%
D21511(a) 29,312 29,312 20312 28,312 29.30

Genetic profiles

In Table 2 the respective allelic frequencies are presented: p; is the i allele frequency
population.

Marker Frequencies
D351338 piz s pie pi7 P
0.0032 0.2611 02477 0.2065 0.1606
VWA pis s P 7 Pis
0.0023 0.1216 0.2300 0.2649 0.1859
D165339 B Py P Pz Pz
0.1431 0.0543 03000 02876 0.1654
DEs1179 i J5E Pt P P
0.1351 03028 02178 01223 0.0031
D21511(a) Px P P Pz
0.1674 0.2136 0.2437 01138

Table 2: Allele frequencies
The allelic frequencies used were collected m
www umi. duesseldorf de/WWW/MedF ak/Serologv/dna him
for Portugal (Azores and Madeira archipelagos not mclhuded).

in the

4 Oanly putative grandfather information

Bayesian nefworks for more complex problems can be built out of the same fundamental local
modules that we have already descmibed for the simple patermty dispute problem. Dawid et al.
(2002).

The object-criented Bayesian network for the “only putative grandfather information™ case is shown
in Figure 2. Note, for example, the node gfgt (grandfather genotype) and the respective comnmections
with the other nodes.

(" aomea :| [wmj(wmnjwa :'I
T 0 7

\

Figure 2: Only putative grandfather network

The results cbtained are in Table 3. In the last column Rescaled — comected so that the sum of the
entries is equal to 1 — is presented the result for the 3 markers. Since the markers are independent
the final result is obtained by multiplying the result obtained for each marker.

D351358 VWA D165539 D851179 DI1511  Rescaled
FAH.|E| | 09874 09905  0.5779 09878 06255 (.99999%
FAH|E] |0.0126 00001 04221 0.0122 03745 §33E07

Table 3: Analysis results with only putative grandfather information

5 Oanly putative uncle information

The object-cnented Bayesian network for the “only putative umcle mformation”™ case 1s shown in
Figure 3.
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Figure 3: Only putative uncle network

The results obtained are in Table 4 following the same methodology as in section 3.

D351358 VWA D165539 D851179 DI1511 Rescaled

FE,E) |09874 03333 05779 03333 035582 097133
FEJE) [00126 06667 04221  0.6667 04418 002867

Table 4. Analysis results with only putative uncle information

& Ounly putative father “s uncle information

In Figure 4 the object-oriented Bayesian network for the “only putative father’s uncle information™

case 1s shown.

It is a network more complex than the former ones owing to the further parentage relationship
considered, that implies more complex genetic connections.

1)
7
T\
50

Figure 4: Onlv putative father ‘s uncle network

The results obtained are in Table 5.

D3S1358 VWA DI65539 DSSII79 D2ISIL Rescaled
FEE) |00755 09822 05423 09762 05300 0099992
Az)E) |00245 00178 04577 00238 04691  §I8E06

Table 5: Analysis results with only putative father ‘s uncle information

-

Only simultaneously putative uncle and putative father’s uncle information
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Figure 5: Ounly simultaneouszly putative uncle and putative father's uncle
The “only simultanecusly putative uncle and putative father’s unele information”™ case network 15 the last
one presented (m Figure 5) and the results are prezented in Table 6.

D3S1358 VWA D165539 D8S1179 DI1S11 Rescaled
FlE |E] [09875 09650  0.5764 09336  0.3707 0999988
AH|E) 00125 0.0350 04236 00464 04293 1.23E-05

Table 6: Analvsis vesults with only simultaneously putative uncle and putative father’s uncle
information

8 Conclusions

The patermities search in more uncommeon cases demands the calculation of probabilities in the
context of numerous and complex successive uses of Bayes Law. This situation is impossible to be
treated algebraically. It was shown that the object-oriented Bayesian networks are a very powerful
tool, very simple to use. that allows the referred calculations in an efficient way.

The major problem is to build the network taking in account the various and complex connections
that may occur in parentage relationships. Then the use of an adequate software as Hugin or SPSS
makes easy to apply it in practical cases. In this work Hugin was the chosen.

Inspecting the tables of results one can note that, as expected, rare alleles shared lead to greater
probabilities of true patemity. On the confrary, more frequent alleles shared lead to lesser
probabilities.

With the particular data used the final probabilities for true patemity were in general great.
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6. Vypocet pojistného
Vv Zivotnim pojisténi



Déleni zivotniho pojistéeni

pojisténi rizikova - jedna se o pojisténi, u kterych se
piedem nevi, zda dojde k pojistné udalosti a nasledné
vyplaté pojistného plnéni.

pojisténi rezervotvorna - v pripadé tohoto druhu
pojisténi musi pojistovna pocitat s vyplatou pojistného
plnéni vzdy. At dfive v pfipadé smrti nebo pozdéji pti
doziti konce pojisténi.



Pojisteni pro pripad umrti
- rizikové pojisténi
- vyplata pouze v pripadé amrti



Smiseneé zivotni pojisteni
PO]J

pojisténi pro pripad smrti nebo doziti
pojistna ¢astka je vyplacena vzdy
muze byt kladen vétsi dtiraz na jedno z rizik a podle toho mohou byt
nastaveny pojistné ¢astky pro kazdé riziko zvlast
muZe byt sjedndano na zvysujici se pojistnou ¢astku pti doziti se v pritbéhu
pojistné doby, nebo mtize byt sjednano pro dvojici osob apod.
varianty smiseného pojisténi, kdy opravnénym osobam je vyplaceno plnéni
v pripadé amrti pojiSténého a poté jesté jedno plnéni v dobé smluveného
konce pojisténi
byva rozsifovano o kryti dalsich pojistnych rizik nezivotniho charakteru
(araz, invalidita, vaZna nemoc apod.)



Duchodoveé pojisteni
kryje pouze riziko doziti
vyplata jednorazové nebo pravidelné dtichodové splatky

varianty

- Zakladni dozivotni dtichod - vyplacen od data naroku
na starobni dtichod

- Docasny dtichod - vyplata v pfipadé€ trvalé invalidity



Financni matematika v pojisténi

Spojite uroceni

Hodnota dtchodi
- systém opakujicich se plateb, jejichz vyse zlistava v case
stejna nebo se méni dle urcitého schématu

- ocenéni dlichodu vztazenim vsech jeho plateb ke stejnému
casovému okamziku s pouzitim trokové miry



Pojistné

= uplata za poskytnutou pojistnou ochranu

Netto pojistne
Brutto pojistné



Netto pojistné

oznacované taky jako ryzi, predstavuje hodnotu veskerych
zavazkt pojistovny, které pripadaji na vSechny klienty vzhledem
k jejich predpokladanym pojistnym udalostem.

Pti stanovovani vyse netto pojistného se prihlizi

zejména k nasledujicim faktortim:
vysi sjednané pojistné castky
ohodnoceni rizika
vysi technické urokové miry



Faktory ovliviuji vysi netto pojistného
vysi sjednané pojistné ¢astky
Plati zde vztah pfimé améry mezi pojistnou ¢astkou a pojistnym, tzn. ¢im vyssi pojistna castka,

tim vyssi pofistné. Piedchazeni jejiho znehodnocovani by mélo zabranit sjednani dynamizace
pojistné smlouvy.

ohodnoceni rizika - riziko iumrti nebo doziti

Vyse pojistného se odviji predevsim od pohlavi a véku pojisténého. Do ceny pojisténi vstupuje

taky zohlednéni zdravotniho stavu, vyse pojistné ¢astky a délka trvani pojisténi. Ohodnocovani
riz<i¥<a slouzi k urceni velikosti netto pojistného v Zivotnim pojisténi, v néf<ter§’/ch fipadech muze
vést k odmitnuti sjednani Zivotniho pojisténi ze strany pojistovny. K ur¢eni pravdépodobnosti
doziti urcitého véku a pravdépodobnosti umrti pred dosazenim urcitého véku slouzi pojistovnam
umrtnostni tabulky.



Faktory ovliviuji vysi netto pojistného
vyse technické urokové miry

V pripadé technické urokové miry se jedna o garantovanou vynosnost pro klienta, se
kterou musi pojistni matematici pocitat, aby se nestala situace, Ze v ptipadé
pojistovny, ktera bude pocitat s vyssim zhodnocenim rezerv se dostane do
nerovnovazné situace v diisledku toho, Ze od klienti vybira nizsi pojistné. V soucasné
dobé je horni limita vysSe technické urokové miry regulovana statem vyhlaskou ¢.
303/2004 Sb., kterou se provadi néktera ustanoveni zakona o pojistovnictvi, ve znéni
pozdéjsich predpisd.

- Aktudlné 2,4 % p.a.



Umrtnostni tabulka

Sklada se ze sloupci a fadki. Ve sloupcich
jsou uvedeny jednotlivé veli¢iny (pocet
osob, pocet zijicich osob v daném véku,...).
Radky predstavuji hodnoty veli¢in

uvedenych ve sloupcich pro konkrétni vék.



Umrtnostni tabulka

x e Px % D, G N; M, S R: L, I, ex
3 00554 25 0,9997488800 0,0002511200 93 811,96 23,10] 360909524 2304538 103 437600,62) 1580906.99] 99541 7208709 72,41
4 99329 14 0,9998393373 0.0001406623 9104841 12,68 3351528328 2302229 99 828 503,38 1557 861.61 99 322 7109 168 1143
5 99515 13 0,9998693664 00001306336 90 133,80 1154] 3421333387 23 009,61 96313222,10f 153483932] 00509 7009 646 70,44
i 99302 11 0.0003304405 0,0001105503 8335403 9.58 333320007 2290806 92 880 88823 151182071 90 497 6910137 69.45
7 09491 13 0,9993693349 0,0001306651 86 612,90 1L,10{ 324484514 2298849 80 556 688,16] 148883165 99484 6 810 640 68,45
8 99478 16 0.0098301604 0,0001608396 8400332 1339 31382324 2297739 86 311 843,02 1463 843.16 99470 6711 156 67.46
9 99462 15 0,9998491886 0,0001508114 8311535 1231 307332872 22 264,00 83153610,78] 144286577 00454 6611 686 66,47
10 99447 14 (.,9008592215 00001407783 §1381.18 11.26 2990 103,37 2295170 80 080 282,06 141990176 99 440 63512232 63,43
11 09433 14 0,0908592017 0,0001407983 79 970,29 11,04 2908522,19 22 040,44 7709017860 1306950,06] 99416 6412702 64,49
12 99419 16 0.0998390630 0.,0001609350 7839120 1237 2828 55191 2292940 74 181 636,30 1374 009,62 99411 6313 363 63.30
13 09403 19 0,9993088589 0,0001911411 76 841,75 1440( 2750160,70 22 917,03 7135310459 135108022] 99394 6213954 62,51
14 99384 20 0.9057987604 0,00020123%6 73 320,63 14,56 267331883 22 902,63 68 602 943,89 1328 163.1% 99374 6 114 560 61,32
15 99364 25 0,9997433008 0,0002516002 73 818,02 1831) 159799830 22 887,77 6592962494| 130526056 99351 6015186 60,54
16 09339 20 0.9997080703 0,0002919297 72 363.08 20,71 13524 16938 22 369 56 63 331 626,64 128237278 99 323 59015 833 59.55
17 09310 43 05995670124 0,0004329876 7092348 30,11 245180630 22 848,85 60 807 457.26] 125950322 99288 5816 510 58,57
18 09267 32 0.0994761603 0,0005238397 69 302.72 35,69 1380 882,82 2281874 38 333 630,93 1236 634,37 99241 INTN 31.39
19 09215 58 0,9994154110 0,0005845890 68 104,23 39,03 231138010 22 783,05 55074 768,13] 121383563 90186 5617981 56,62
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21 99095 63 0,9993642464 0,0006357536 6538048 40.75] 2176 546,05 22703,11 51420112,16] 1168308,56] 99064 5419 669 54,69
2 09032 &7 0.0993234510 0,0006765490 64 05776 4249 2111 16557 22 662 36 49243 566.10 1145 605,43 08 090 5320 606 33,73
23 089635 71 0,9991825746 00007174254 6275924 4414] 204710781 22 619,87 47132 400,54] 112294309 983930 5221607 52,76
pL] 08304 69 0,0003022833 00006977167 61 484,52 42.06 1084 348,57 575,73 45 085292.73 110032322 o8 859 5122677 31,80
25 08815 a7 0,9993220339 0,0006779661 60 236,89 40.04] 192286404 22 533,67 43100944,16] 107774749 98701 5023818 50,84
26 08738 63 (.,9003418233 0.0006381743 3901574 38,08 1 862 62715 22 493,63 41178 080,12 1055213.82 98 723 4925027 40.87
27 08693 63 05993616569 0,0006383431 5782048 36,19) 180361142 22 455,55 3031545297 103272018 984662 4826301 48,90
28 98630 &7 0.9993206933 00006793065 56 630,36 3103 1745 790.93 2241937 37511 84155 101026463 98 597 4727 640 47,03
29 08563 69 0,9992990401 0,0007000599 55502,04 38.09] 168914037 22 381.64 35 766 050,62 98784526| 98518 4629043 46,97




Popis umrtnostni tabulky

q, je pravdépodobnost umrti x-letych (pred x + 1
narozeninami)

p, je pravdépodobnost doziti se x + 1 narozenin (pfeziti véku
X)
1, je pocet osob dozivajicich se véku x (pojisténi na dozivotni

dtichod)

d,je pocet zemftelych ve vékux » | - 1
pro piipad umrti)

(pojisténi na doZiti a

X+1



Komutacni Cisla

Slouzi pro zrychleni vypoctt z divodu casto se opakujicich souctti
a soucinu

Dx - diskontovany pocet osob dozivajicich se véku x

Cx — diskontovany pocet zemielych ve véku x

Nx - soucet Dx az do konce tabulky

y—

/c
£
|

Mx - soucet Cx az do konce tabulky Dyix = Z i - VK

K=

=
A
1

o

Sx - soucet Nx az do konce tabulky
Rx - soucet Mx az do konce tabulky



Brutto pojistné

p
Brutto (cellzové) Pojistmeé
Netto (rvzi) pojistné spravni naklady
rezervotvorna (sporici) slozka | nmkova slozka spravui naklady
"




Brutto pojistné

PB=PN+a+B+y+0+c¢

PB — brutto pojistné
PN — netto pojistné
a — jednorazové pocatecni naklady
B — bézné spravni naklady po celou dobu pojisténi
Yy — bézné inkasni naklady
® — bézné spravni naklady spojené s vyplatou
dlchodu
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Naklady pojisténi

jednorazové pocate¢ni naklady (o)- ba’rvaji vynaklddany pojistovnou hned na pocatku pojistné doby, pfi

sjednani pojistné smlouvy. Témito naklady pojistovna pokryva provize prodejci zivotniho p(giéténi, vydaje na
ji [ jednané pojistné

o Ve

vystaveni pojistné smlouvy, lékatskou vstupni prohlidlgu apod. a zpravidla byvaji umérné sje
castce nebo dtiichodu ve formé néjaké vyse procenta z pojistné ¢astky,

bézné spravni naklady () - vynakladany béhem celého trvani pojisténi nezahrnuté v ostatnich nakladovych
polozkach a jsou spojeny s udrzovanim daného pojisténi, korespondenci s pc()f'iétén)'fm, administrativou apod. a
udavaji se opét jako procenta z pojistné ¢astky nebo dtichodu, ale byvaji o fad nizsi nez naklady pocatec¢ni
inkasni naklady (y) - jsou spojené s inkasem bézného pojistného ale tentokrat jsou stanovena jako procenta
z ro¢niho brutto pojistného,

naklady pfti vyplaté diichodu (8) - tykaji se pouze pojisténi, kde dochazi k V)’/iplaté dtichodu a tedy souvisi
pouze s vyplatami dichodu. V soucasné dobé dochazi ke zmensovani y a 8 naklada diky bezhotovostnim
platbam.

Bezpecnostni prirazku si pojistovna vétsinou pripocitava pro pripad nepfiznivych vykyvii nahodné povahy

v souboru pojisténych, kterymi mohou byt napt. ndhlé zvyseni timrtnosti v nékterych vékovych kategorii,
hromadné ruseni pofistn}'fch smluv klienty, epidemie atd. Pojistovna by méla dbat na to, aby se tato
bezpec¢nostni ptirazka nestavala dodate¢nym zdrojem nadmeérnych ziskt pojistovny.



Principy pri vypoctu netto pojistneho

Fiktivni soubor
pojistovna predpoklada, Ze vSechny osoby se narodily 1.1. a zemfeli 31.12.
pfedpoklad, Ze pocet osob, které ve véku x uzaviou stejny typ pojisténi, {e Ix z pouZité
umrtnostni tabulky. Tedy, Ze dany typ pojisténi uzaviou vSechny osoby, které jsou ve véku x

nazivu. Ackoliv j fe skutecnost zcela jina, jde o zna¢né zjednoduseni, které vede k dostatecné
presnym vysledkéim a k jeho praktickému vyuziti.

Princip ekvivalence
prijmy a vydaje pojistovny jsou v rovhovaze
zohlednéni:
a) ¢asové rozlozeni piijmi a vydaja - finan¢ni matematika
finan¢ni toky rozloZené v Case se vztahnou diskontovanim do jejich pocate¢ni hodnoty nebo
naopak
b) ndhodny charakter fin. tokt — o¢ekavani (stt. hodnota)



Princip ekvivalence

ocCekavana pocatecni hodnota pojistného

oCekavana pocatecni hodnota pojistného plnéni

Predpoklady:
P — jednorazové pojistné
O — bezné pojistne
PC=1
V .... Diskontni faktor=1/(1+i)



Pojisténi pro pripad smrti

Pravdépodobnostni vzorec - vznik vydélenim 1,

—x
r+1

— ) ) LI 4 > 14 14
Vzore P ; 1 Px G isel - vznik vynasobenim v*
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ni pro pripad doziti

X-leta osoba dostane PC v pripadé, ze bude nazivu
Rovnice ekvivalence
Vzorec pomoci komutacnich cisel

In X+n

. lx4n -V Dyin

I, L, 1 -vx D
Pravdépodobnostni vzorec

| n lg4n -V
P = A A—

x



Dozivotni duchod predlhutni

X-letd osoba dostane vyplacenu PC v pfipadé, Ze je vidy na zac¢atku obdobi
nazivu

Vzorec pomoci komutacnich cisel

Pravc D 'Zorec

(X

r={]



Dozivotni duchod polhutni

Vypocet pomoci komutacnich cisel




Dozivotni duchod s garanci vyplaceni n let

x-leta osoba se pojisti tak, Ze po dobu n let mu bude vyplacena PC, at uZ je na
Zivu nebo ne

I v p=1-1 v 411 v v et Ly v 411, v v et 1]y oy

XTH

[ v - P=1.1_v"+1-1 ! -’\!I +ot 1 ST +1-0, vt 1w

D P-=D_-(l+v+-+v™)+D_ +D_  +D_ ., +-+D,

'Drlpzﬂx.v _1+Nx+n
' v—1

" -1 N .

p=- + =g+ ,d,

v—1 D ”'

X



Dozivotni duchod rostouci linedarne

x- leté osobé je 1. rok vyplacena 1 p.j., 2.rok 2 p.j.,...

X 1.1 .vF 19, IIIIJ]. . III.J?'i'—l . J L E L@
| v p =1 v 42 vy +eetned v VT et (@-x+1) vy

D-P =1D +2:D_++nD_  ++(@-x+1)-D,
DIIP :SI

S
p-x
DT
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Smisene pojistent
PC je vyplacena v pfipadé Ze kdykoliv do doby x+n zemfe
nebo se dozije véku x+n

3
X

Ivi-P =1d, v77+ld vV ++ld ., V7" +I, v
p P =1-Cc +1-C_,++1-C_._,+1-D_,
D -P =M,-M,, +D,.,
*M:c _Mx—.-r +'Dx+ﬁ'
D

P =

x

I.-v-p =l-d_-vi-v+l-d_,-vi-vi+-r+led . ,-v -vi+1-1_. -v'-w

n



Bézné netto pojistné

Predpokladame, ze doba placeni je kratsi nez
doba trvani pojisténi

Pojisténi na doziti

N_—-N___



Motivacni priklad

Jaké bude bézné netto pojistné pokud budete 15 let platit pojistné
a chcete od 40. roku prvnich 10 let garanci diichodu 12 0ooo K¢
rocnée, poté chcete, aby 10 let dtichod rostl o 500 K¢, poté chcete
opét garanci 10 let ve vysi narostlého ro¢niho dtichodu a poté
chcete, aby od 70. roku Zivota diichod 5 rokt klesal o 5 % z vyse

dtichodu, kterou obdrzite v 69. roku Zivota? (vypocet viz tabule)



7. Investovani do akcii



Akcie

Akcie je majetkovy cenny papir
S drzenim akcie vznikd majiteli
e Vlastnické pravo na urcity podil firmy,
e Pravo podilet se na chodu spolec¢nosti, tj. icastnit se valnych hromad,
e Pravo na likvida¢ni ztstatek
Je to dlouhodoby cenny papir, bez pevné doby splatnosti
Ptevoditelny na jinou osobu
Musi obsahovat:
Obchodni jméno a sidlo spole¢nosti
Jmenovitou hodnotu
Oznaceni formy akcie
U akcie na jméno i jméno akcionare
Datum emise



Vynos z akcii

Dividenda
e Penézity podil z ¢istého zisku akciovych spolecnosti vyplaceny akcionaim
e Neni pevné dana

Prodani akcie na trhu cennych papirti

e Zisk nebo ztrata je rozdil mezi cenou, za kterou jsme akcii koupili a cenou, za
kterou ji prodavame



Cena jednotlivych akcii je dana stfetem poptavky a nabidky, neda se urcit jeji
budouci hodnota

YvI/7I w7 b4

Jako kazda komodita na trhu je i cena akcie tim vyssi, ¢im vétsi je poptavka

Efektivni mechanismus pievodu volnych financ¢nich prosttedki investort ke
spole¢nostem



Druhy akcii

Dle formy:
e Akcie na majitele (dorucitele)
e Najméno
e Narad
Dle ticasti na fizeni spolec¢nosti
e Kmenové akcie
e Prioritni akcie
Dale specifické akcie
e Zaméstnanecke akcie
o Zlaté akcie (zakladatelské)
e Pozitkové akcie

Dalsi investi¢ni instrumenty, zajistujici narok na budouci cash flow jsou finan¢ni
investi¢ni instrumenty (napf. cenné papiry, finan¢ni derivaty), realné investi¢ni
instrumenty (napf. nemovitosti, umélecké sbirky, drahé kovy)



Vyhody spojeneé s akciemi z hlediska emitenta

Ziskany kapitdl ma spole¢nost na neomezené dlouhou dobu, akcie jsou
nesplatitelné

Akciova spole¢nost mtize shromazdit velké mnozstvi kapitalu
Moznost ziskavat dalsi kapital emisi novych akcii
Nemusi vyplacet dividendy, pokud tak rozhodne valna hromada

Obchodovanim na sekundarnim trhu je zabezpecena likvidita akcii, snizeni
ndklad@ emitenta

Rostouci prestiZ eminenta, pokud jsou akcie obchodovany na sekundarnim
trhu

Obchodovanim na sekundarnim trhu dochazi k dennimu ocetiovani hodnoty
spole¢nosti pfipadajici na jednu akcii
Emisi akcii dochdzi k diverzifikaci rizika mezi vétsi pocet akcionaral!

[1] Veseld, Jitka. Investovani na kapitalovych trzich.



Nevyhody spojené s akciemi z hlediska emitenta

Akcionafi maji pravo zasahovat a podilet se na fizeni spole¢nosti
Informacéni povinnosti spojené s vysokymi informac¢nimi naklady
Vysoké emisni ndklady s novymi akciemi

Za poruseni zavazkl ruci celym svym majetkem

Dividendy vyplaceny az ze zisku po zdanéni

Prisna regulace pravni formy v podobé akciové spolecnosti ve snaze zabranit
vzniku monopolni ¢i oligopolni trzni struktury

Spolecnosti, u kterych jsou akcie vefejné obchodovatelné, musi provadét
transparentni a kontinualni dividendovou, investi¢ni a finan¢ni politiku

Ve spole¢nosti miize dochdzet ke konfliktu zdjm@t mezi managmentem a
akciondrfi spole¢nostil!



Vyhody spojené s akciemi z hlediska akcionare
(investora)

Investici do akcie mtize investor dosahnout kapitalového zisku
Inkasuje diichod ve formé dividendy, pokud je vyplacena
Existuje omezené ruceni, akcionar neruci za zavazky akciové spole¢nosti

M4 moznost podilet se na fizeni akciové spole¢nosti, ucastnit se valné
hromady a hlasovat

Ma pravo na likvidac¢ni ztistatek
Ma pfedkupni pravo na nakup novych akcii

Investovani do akcii pfedstavuje anonymni investovaniNema pravo podilet se
na fizeni spole¢nostiU obchodovatelnych akcii je zajisténa likvidital



Nevyhody spojené s akciemi z hlediska akcionare
(investora)

Investici do akcie mtize investor dosahnout kapitalové ztraty
Ziskava nulovy dtichod, pokud dividenda vyplacena neni

Ve spole¢nosti mtize dochdzet ke konfliktu zdjmit mezi managmentem a
akcionari spolec¢nosti

Minoritni vlastnik ma z praktického hlediska omezenou moznost zasahovat
do fizeni firmy

Nema narok na vraceni svého vkladu

MtiZe dochazet k vysokému zdanéni kapitalovych zisk ¢i dividend

S neobchodovatelnymi akciemi je spojena nizka likvidita

Obchodovani s malym poctem kust akcii je spojeno s vysokymi transakénimi
naklady!
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Ocenovani akcii
Spolehliva metoda stanoveni spravné hodnoty akcie neexistuje
Cena akcie je nasledkem mnoha udalosti a nelze ji predvidat

Nelze pokryt vSechny faktory, které cenu akcie ovliviuji

Existuje mnoho teorii, které vysvétluji chovani cen akcii (napt. ndhodna
prochazka)

Pro ocenovani akcii je dilezitym parametrem predevsim zisk spole¢nosti



Dlouhodoby vyvoj cen akcii

Odrazi trendy fundamentalnich velic¢in a to
e Makroekonomickych (HDP, inflace, zaméstnanost, ...)
e Odvétvovych (dostupnost surovin, vyvoj technologii, ...)
e Individudlnich (zadluZeni, uroven vedeni, ...)



Metody ocenovani akcii

* Fundamentdlni analyza
* Technicka analyza
* Psychologickd analyza



Kritéria investichiho rozhodovani

Vv VvV

Investice je zamérné obétovani dnesni hodnoty za acelem ziskani vyssi
hodnoty v budoucnu

e Vynos plyne z naroku na plynouci cash flow, nebo cena podkladového aktiva
stoupne a prodame ho za vyssi cenu, nez za kterou jsme ho nakoupili

Existuji 3 zakladni investi¢ni faktory tvofici tzv. magicky trojuhelnik
e Vynosnost
e Rizikovost

« Likvidita

[2] Patria.cz [online]. 2000-2011. 2012 [cit. 2012-3-12]. Burza cennych papirt Praha v datech. Dostupné z WWW: <http://cs.wikipedia.org/>



Vynosnost, riziko, likvidita

Vynosnost udava miru zhodnoceni penéznich prostredki

* ex post (jiz zrealizovana)

e exante (ofekavana vynosnost)
Riziko je nebezpeci, Ze nedosahneme ocekavaného vynosu. Za vyssi riziko
investor zpravidla pozaduje vyssi vynos

e Riziko zmén trzni urokové miry, infla¢ni, ménové, pravni, udalosti, ztraty likvidity

predmétného finan¢éniho instrumentu, ...

e Riziku Ize predchazet diverzifikaci portfolia, tj. ,nevsazet vSe na jednu kartu”
Likvidita je rychlost, s jakou je moznost pfeménit financ¢ni instrument bez
ztraty zpét v hotové penize



Akciové indexy

Akciovy index je skupina konkrétné vybranych jednotlivych akciovych titult. Jeho
hlavni ulohou je okamzité prozradit investorovi, jak si vedou akciové tituly, jez jsou v
indexu zahrnuty, jako celek.

Pfi zméné vah se vychazi z aktualnich cen za tu kterou akcii k danému dni,
maximalni vdha muze byt vzdy maximalné jen 25%, u akcii, které jsou mimo
prazskou burzu obchodované i na jiné burze v zahranici, se Poéité dale pomér
zobchodovanych akcii Ceska republika: zahrani¢nimu trhu. 3!

PX(t)= K[r)M—(r) %1000

24(0)

e M(t) trzni kapitalizace baze v Case t
e M(o) = 379 786 853 620,0 K¢ predstavuje trzni kapitalizaci baze indexu PX ve vychozim dni 5. 4. 1994
e K(t) faktor zohlednujici zmény uskute¢néné v bazi indexu, s aéinnosti od 19. 3. 2012 hodnota faktoru ztetézeni K(t)
= 0,4680501949
Dow Jones Industrial Average (DJIA)
National Association of Securities Dealers Automated Quotations 100 (NASDAQ)
S&P 500
Nikkei 225
Index PX, coz je oficidlni index Burzy cennych papirt Praha.

BIITHNED.CZ [online]. 1998-2011. 2012 [cit. 2012-3-11]. Vdha indexu pro vypocet PX. Dostupné z WWW:
<http://byznys.ihned.cz/trhy-a-investice/c1-35147550-akcie-aaa-prestanou-mit-vahu-pro-vypocet-indexu-px



Akciové indexy

Akciové indexy maji za ukol stru¢né informovat o vyvoji celku urcitého
akciového trhu ¢i jeho ¢asti. Indexy se pouzivaji jako standard (benchmark),
coz je méritko primeérné vynosnosti daného trhu, se kterym se méri
uspésnost ¢i neuspésnost investovani portfoliovych manazerd. Je-li
vykonnost portfoliového manazera vyssi nez rlist indexu, fika se, Ze manazer
prekonal trh. Indexy predstavuji indikatory akciového trhu, koncentrujici
pohyby cen akcii do jednoho ¢isla a vypovidaji o vyvojovych tendencich trhu.



Index PX

SPAD (Systém pro podporu trhu akcii a dluhopist) je
nejvyznamnéjsi segment BCPP. V ramci tohoto segmentu se obchoduje s
cennymi papiry vybranych vyznamnych podniki - jsou to ty nejlikvidnéjsi a
nejobchodovatelnéjsi.

e Ukolem SPADU je zajistit fungovani burzovniho trhu na prazské burze.

Blue chip, blue chip stocks (¢esky ,modry Zeton®) je termin oznacujici akcie
nelvetsmh a nejziskovéjsich spolec¢nosti, které jsou obchodovany na burze,
maji stabilni riist a pravidelné vyplaceji dividendy. V CR to jsou zejména tltuly
spolec¢nosti obchodované na hlavnim trhu SPAD BCPP tvorici Index PX.



Index PX

Index sdruzuje nasledujici spole¢nosti, v zavorkach uvedeny véhy: 53!
e Erste group bank (21,72 %)
o CEZ (19,02 %)

e KB (17,38 %)

e Telefénica C.R. (15,53 %)
e VIG (12,55 %)

e NWR (4,71 %)

e Unipetrol (3,83 %)

e Philip Morris CR (2,68 %)
e CETV (0,95 %)

e Fortuna (0,63 %)

» Pegas Nonwovens (0,51 %)
e Orco (0,21 %)

o AAA (0,16 %)

e Kitd (0,13 %)

BIBurza cennych papirii Praha [online]. 1998-2011. 2012 [cit. 2012-3-1]. Bdze indexu PX ke dni 11.3.2012. Dostupné z WWW:
<http://www.bcpp.cz/Statistika/Burzovni-Indexy/>.



Index PX

¢ Dlouhodoby vyvoj PX indexu [4!

148, 3. 11.4. 12.5. 16.6. 21.7. 23.3. 23.19. 27.168.
2811 2811 2811 2811 2811 2811 2811 2811

Index9.3.zo1z

[41Burza cennych papirti Praha [online]. 1998-2011. 2012 [cit. 2012-3-11]. Index PX. Dostupné
z WWW: <http//www.bcpp.cz/Statistika/Burzovni-Indexy/Detail.aspx?bi=1>.

1.12.
2a11




Obchodovani na sekundarnim trhu

Akcie nejsou prodavany pouze jejich kone¢nym majiteldm (primarni trh), ale
bézné se s nimi obchoduyje a to prostrednictvim sekundarniho trhu



Burzy

New York Stock Exchange Euronext
e Vroce 2007 fze NYSE a Euronext (Francie, Belgie, Holansko, Portugalsko, Luxembursko, Velkd Britanie)

Tokyo Stock Exchange (Japonsko)
National Association of Securities Dealers Automated Quotations (NASDAQ, USA)
London Stock Exchange (Velka Britanie)
Shanghai Stock Exchange (Cina)
Frankfurt Stock Exchange (Némecko)
Burza cennych papirti Praha (BCPP, CR)

[slWikipedie [online]. 2012 [cit. 2012-3-11]. Pohled na obchodovani v roce 2008. Dostupné -
http://upload.wikimedia.org/wikipedia/commons/thumb/3/3e/NYSE127.jpg/80opx-NYS




Burza cennych papiru Praha, a. s.

ZaloZena na ¢lenském principu, tj. pfistup do burzovniho systému a pravo obchodovat maji pouze
licencovani obchodnici s cennymi papiry, ktefi jsou zaroven ¢leny burzy

24.11.1992 Vznik BCCP, a.s.
5.4.1994 Zahajeni vypoctu oficialniho burzovniho indexu PX 50, dnes jiz nahrazeno PX

15.3.1996 Zahdjeni obchodovéni v systému KOBOS (prtibézné obchodovani pfi proménlivé cené) s 5
emisemi akcii a 2 emisemi obligaci

25.5.1998 Zahdjeni obchodovani v systému SPAD (Systém pro podporu trhu akcii a dluhopisti)

8.12.2005 Objemy obchodi v pribéhu roku po][arve piekrocili bilionovou hranici, celkovy objem
obchod za rok 2005 dosahl 1041,2 mld. korun!!

[6] Miras.cz [online]. 2000-2011. 2012 [cit. 2012-3-12]. Burza cennych papirt Praha - historie. Dostupné z WWW:
<http://www.miras.cz/akcie/burza-praha-historie.php>
[7] Wikipedie [online]. 2000-2011. 2012 [cit. 2012-3-12]. Burza cennych papira Praha v datech. Dostupné z WWW:
<http://cs.wikipedia.org/>



Investicni doporuceni

Sektor ‘Doporuéeni Cilova cena Ména

CEZ Energetika akumulovat 970 CZK
NWR Teézba uhli akumulovat 310 CZK
KB Bankowvnictvi  koupit 4150 CZK
TELEFONICA Telekomunikace drzet 387 CZK
FORTUNA Sazkoveé sluzby koupit 145 CZK

[8] Cyrrus [online]. 1998-2011. 2012 [cit. 2012-3-11]. Aktualni doporuceni. Dostupné z WWW:
<http:/ /www.cyrrus.cz/aktualni-doporuceni>.



Portfolio

Titul Kupni hodnotal® | Mnozstvi Akcie dohromady

CEZ 829,00 40 33 160,00
KB 3 782,00 10 37 820,00
NWR 145,60 210 30 576,00
Telefonica O2 C.R. 395,80 51 20 185,80
Fortuna 98,70 300 29 610,00
Hodnota portfolia 151 351,80

Vyvoj akcif a pfislusného portfolia byl sledovan od
24. 2. 2012 do 9, 3, 2012

(9]Burza cennych papirii Praha [online]. 1998-2012. 2012 [cit. 2012-3 11]. Index PX. Dostupné z WWW:
<http://www.bcpp.cz/Statistika/ Burzovm Indexy/Detail.aspx?bi=1>.



Ceské energetické zavody (CEZ), a. s.

ZaloZeny roku 1992
Hlavnim pfedmétem cinnosti je vyroba a prodej elektfiny
Dale se zabyva vyrobou, rozvodem a prodejem tepla

V roce 2003 se CEZ spojila s distribu¢nimi spole¢nostmi SeC energetika, SeM
en., StC en., VC en., a ZC en. a vznikla Skupina CEZ

Postupné akvizice v mnoha staty Evropy
Skupina CEZ patii do evropské desitky nejvétsich energetickych koncernti
V Ceské republice je Skupina CEZ nejvétsim vyrobce elektfiny a tepla



Hlavni akcionari CEZ

Ceska republika

Ostatni pravnicke osoby
domaci

zahraniéni

Fyzickeé osoby

domaci

zahraniéni

stav K 31.12.2007

65,99 %
19,04 %
10.24 %
5.80 %
4,14 %
4,04 %
0,10 %

stav Kk 31.12.2008

63,39 %
12,97 %
11.599 %
1.38 %
4,55 %
4.43 %
0.12 %

stav Kk 31.12.2009

69,78 %
4,02 %
273 %
1,20 %
5,41 %
5,26 %
0,15 %

stav k 31.12.2010

69,78 %
2,34 %
1.22 %
1.12 %
5,13 %
4,43 %
0.70 %

[10] CEZ, a. s. [online]. 1998-2012. 2012 [cit. 2012-3-11]. Struktura akcionaita. Dostupné z WWW: <http://www.cez.cz/cs/o-
spolecnosti/cez/struktura-akcionaru.html>



Dlouhodoby vyvoj akcii C

Titul - CEZ
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[11] LULlu [ULLLLIE ], 1YYO~2ULL. ZULZ [CIL. Z2U1Z73714]. JELdLL Bldl. JUDLUPILIE £ VV VV VV .«http://www.patria.cz/akcie/CEZPsp.PR/cez/graf.html>



Vyvoj akcii CEZ v priibéhu mésice

Titul - CEZ
1432012 22:23
W Closing Price: 815,00

ity et @ oz 179
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Vyvoj akcii CEZ v prabéhu 14 dni
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[1?1] Investi¢ni web [online]. 2012 [cit. 2012-3-14]. Kurzy. Dostupné z WWW:
<http://www.investicniweb.cz/kurzy/bcpp/charts/detail/czooos112300.html>



KB

ZaloZena v roce 1990 jako statni instituce
V roce 1992 byla transformovana na akciovou spole¢nost

KB je univerzalni bankou se Sirokou nabidkou sluzeb v oblasti podnikového
a investi¢niho bankovnictvi

Nabizeji dalsi specializované sluzby, mezi néz patfi penzijni pripojisténi,
stavebni spofeni, spotfebitelské tivéry a pojisténi, dostupné prostiednictvim
sité pobocek KB, pfimého bankovnictvi a vlastni distribuc¢ni sité

Sluzby samotné Komerc¢ni banky vyuziva 1,59 milionu zdkaznik
prostiednictvim 395 pobocek a 677 bankomat( po celé Ceské republice



Vyvoj akcii KB v prubéhu 14 dni
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NWR

Spole¢nost NWR je pfednim stfedoevropskym producentem ¢erného uhli a
koksu

V soucasné dobé spole¢nost tézi na tizemi Ceské republiky
NWR zaméstnava 18 553 lidi

Spolec¢nost NWR sidli v Nizozemsku a jejim majitelem je jeden
z nejbohatsich Cechii Zdené&k Bakal



Vyvoj akcii NWR v pribéhu 14 dni
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Telefonica C.R.

Vznikla 1. ¢ervence 2006 spojenim spole¢nosti CESKY TELECOM, a.s. a
Eurotel Praha, spol. s r.o.

Je pfednim telekomunika¢nim operatorem na ceském trhu

V soucasnosti provozuje témét 7mil. mobilnich a pevnych linek



Vyvoj akcii Telefénica C.R. v pribéhu 14 dni
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Fortuna

Zakladajici spole¢nost tohoto seskupeni Fortuna sazkova kanceldf, a. s.
vznikla v roce 1990 v Praze

V roce 2009 vznikla Fortuna Entertainment Group a stala se nejvétSim
stfedoevropskym provozovatelem kurzovych sazek

Vzestup online sazeni jak v Cesku, tak i na Slovensku



Vyvoj akcii Fortuna v prubéhu 14 dni
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\lyvoj portfolia v prubéhu 14 dni
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VVyvhodnoceni portfolia

Titul Mnozstvi Prodejni Zména(%) Akcie Zmeénav
hodnota dohromady korunach

CEZ 40 806,9 -2,74 32276 -884
KB 10 3745 -0,99 37 450 -370
NWR 210 146 -0,41 30 660 -84
Telefonica 51 395 -0,20 20 145 -40,8
Fortuna 300 98,85 -0,15 29 655 -55
Hodnota 150 186 -1 433,8

portfolia




Vyvoj indexu PX v pribéhu 14 dni
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8. Fundamentalni analyza



Typy analyz:

Technicka analyza

Psychologicka analyza

je zaloZena na predpokladu, Ze investovani je ve zna¢né mife ovlivnéno emocemi

Fundamentalni analyza:
* Globalni FA

e Odvétvova FA
e Firemni FA



Globalni FA

jde o celkové zhodnoceni hospodarské situace na daném
trhu a jeji vliv na vyvoj akciového trhu jako celku

VVVVVV

muzeme povazovat zejmena:
e Vyvoj HDP
e Vyvoj urokovych mér
e Zména Inflace

e Vyvoj penézni zasoby



Vyvoj HDP

vztah HDP a akciovych kurzi je kladny
jedna se o predbihajici faktor, a to o 3 az 9 mésicii

pokud predpokladame rist HDP, investofi nakupuji
akcie, coz ve vysledku pozitivné ovlivni realny vystup
ekonomiky



Vyvoj urokovych mer

negativni vztah

pri rastu urokovych mér dochazi k poklesu kurz akcii a
naopak, coz mize byt vysvétlovano napriklad jako:
e zména budouci vnitini hodnoty akcii

e odliv penéznich prostredkti z akciovych trhi



Zmena inflace

jeji vliv na vyvoj akciovych kurzli neni zcela ztfejmy, avsak
spiSe budeme mluvit o slabém negativnim vztahu

rst inflace je velice ¢asto doprovazen riistem urokovych
meér a taktéz v inflacnim prostredi roste nejistota

v ekonomice, tudiz pro investory stoupa riziko investic do
cennych papirt



Vyvoj penézni zasoby
kladny vztah, hlavné v kratkém obdobi

predbihajici faktor

pii ristu penézni zasoby je vice penéz investovano do
jednotlivych akciovych titulii, coz zptisobuje rist jejich
ceny



Odvetvova FA

odvétvova analyza zkouma specifika a vztahy v odvétvi, ve
kterém dana spolec¢nost ptisobi a jejich vliv na kurzy

dtlezitou roli zde hraji faktory jako:
e citlivost odvétvi na hospodarsky cyklus
e zivotni cyklus daného odvétvi
e struktura trhu

 regulace v odvétvi



Citlivost odvetvi na hospodarsky cyklus

Cyklicka odvétvi

firmy produkujici statky zbgtné spotteby, tedy vyrobky a sluzby, jejichz spotieba neni
nultflé a lze ji odlozit do budoucna. Cena akcie se poté vyviji podobné jako hospodarsky
cyklus.

napf.: stavebnictvi, automobilovy priimysl, cestovni ruch, elektrotechnika

Neutralni odvétvi

spole¢nosti produkujici statky nezbytné spotieby (nulova cenova elasticita), ¢i
navykové produkty

napf.: potravinaiské produkty, farmaceuticky primysl, tabakovy prtimysl a vyroba
alkoholickych napoju.

Anticyklicka odvétvi

odvétvi, ktera profituji béhem recese
firmy z anticyklickych odvéti produkuji levnéjsi substituty drahych produkti,
napt.: levné odévy, obuv a potraviny nahrazujici drahé vyrobky



Zivotni cyklus v odvétvi

Pionyrska faze
¢ spolec¢nost produkuje nové, ¢i silné inovované produkty
e po téchto statcich prudce nartista poptavka, firmy mohou dosahovat nadprtimeérnych zisk
e to zptisobuje rostouci konkurenci a mtize dochazet ke krachu nékterych podniki
e investor miize dosahovat mimotadnych vynost, avsak za vyssiho rizika

e napi.: boom ve vypocetni technice v priibéhu go. let

Faze rozvoje
 stabilizace odvétvi, firmy, které preckaly pionyrskou fazi
e upeviiovani pozice na trhu

Faze stability
e natrhu se nachazeji silné firmy, které maji zavedené jméno
 stabilni vyvoj trzeb, marzi a zisku
* tato faze se vyznacuje nizkymi vynosy a postupné rostoucimi naklady, zejména na marketing a propagaci
produktt
* nékteré spolecnosti zde jiz nevidi budoucnost a odvétvi postupné opoustéji.

Obdobi utlumu
e odvétvi zastarava, objem produkce pozvolna klesa a firmy zde ukoncuji ¢innost



Firemni FA

vénuje se samotné akciové spole¢nosti
zkouma, jak firma hospodari

jaky je jeji ocekavany vyvoj v budoucnosti

zda je prislusny cenny papir spravné ohodnocen -
pomoci vnitini hodnoty akcie

cilem je najit na trhu nadhodnocené a podhodnocené
akcie a nasledné provadét pripadny nakup ¢i prodej



Vnitrni hodnota

Vnitini hodnotu pocitame v rtiznych ¢asovych periodach:
e vdelSim obdobi - abychom zjistili, jak se méni a jakym smérem mtzeme
ocekavat dalsi pohyb kurzu

e v kratkém obdobi - je mozné povazovat vnitini hodnotu za konstantni a
tudiz schopnou porovnani se skutecnym kurzem akcie

Pro budouci pouZziti oznac¢ime aktualni vnitini hodnotu cenného
papiru jako V a skute¢ny trzni kurz P..

P_.>V_- nadhodnoceny cenny papir
P_ =V, - relativné spravné ohodnoceny cenny papir

P, <V, - cenny papir je podhodnoceny



Metody stanoveni vnitrni hodnoty akcie

Dividendové diskontni modely - DDM
Ziskové modely
Cash Flow modely

Dalsi ohodnocovaci modely



Vstupni hodnoty pro modely

Mira rtstu dividend

Pozadovana vynosova mira



Mira rustu dividend

Historicka data
Prameér hodnot za delsi obdobi
e aritmeticky
e geometricky

Nevyhoda - nezahrnuje zadné predpoklady do
budoucna

”ﬂrzm — m
g= tm g= Y01 Xgs X ...X gnm



Mira rustu dividend

Z firemnich ukazatel(

Mira rtstu dividend se rovnd mire rastu zisku na akcii

'D:rz+:l 1 — En+1

9= .

Ei"!
® Budeme vychazet z nasledujicich vztah(:

e .. = ROE, X VK,
VK, — VK,_, =bXe,

® Dosazenim ziskame:

ROE, “x VK, — ROE _, X VK, _4 VK, — VK, _4

1

9= ROE, , X VK,_, T VK,

Tl



PoZzadovana vynosova mira
Nejznameéjsi CAPM
e (Capital Asset Princing Model)
e patfi mezi nejpouzivanéjsi modely

e zahrnuje celou fadu faktorti

r=r1+ P

T’=T’f—|‘ﬁ[1'“m—?’f}



Metody stanoveni vnitrni hodnoty akcie

Dividendové diskontni modely - DDM
Ziskové modely
Cash Flow modely

Dalsi ohodnocovaci modely



Dividendové diskontni modely

nejcastéji pouzivané modely

diskontovanim budouci o¢ekavané hodnoty akcie i
jednotlivych dividendovych vynost v jednotlivych
letech

D, D, Dp+ Cp Cn
VH = i T ez L e = Zi=1 {1+r}1 RCEST:




Dividendoveé diskontni modely

Modely s nulovym riistem

Jednostupniové DDM

e Gordontiv model

Vicestupnové modely



Dividendoveé diskontni modely

Jednostupriové DDM a Gordontv model
Jednostupnové

_ won Do(1+g) Cp
VH = 2= (1+1)! * (1+r)"
Gordontiv model
VH — Do(1+g) _ Dy
r—g r—g

e Musi byt splnér
e (r-g)>o,tudizg<r



Dividendoveé diskontni modely
Vicestupnové DDM

D,:,-I:1+g1:|nj m Du":1+gz:|'n'|:1+gz}j 4 Cn+m
(1+1)! =1 (14r)n+m (1+r)n+m

VH = >,

Rtistova nadprimeérna mira réstu dividendy je zptisobena
ristovymi faktory firmy

Pfechodna béhem této fdze je nadprimérnd mira rlstu
postupn€é snizovana az na normalni miru r@stu pro dané
odvétvi

Finalni zde jiz pocitame s primérnou mirou rastu dividendy
v nasem odvétvi po celou dobu, tedy v nasem pripadé
nekonec¢nou dobu drzby akcie



Ziskové modely

pocitaji se samotnym ziskem - ziskové m.

byvaji povazovany za presnéjsi nez dividendové
zamétuji se na kratsi investi¢ni horizont - priblizné tfi
roky, maximalné pét let

3 zakladni typy:
e P/E ratio
e P/BV ratio
e P/S ratio



Ziskové modely — P/E ratio

nejcastéjsi ukazatel
kolika nasobek zisku si ¢lovék ceni

porovnava se v ramci odvétvi ne napric¢ trhem

VH _Di/Ey  Dy/E;  Du/E
E, (1L+1) (1+71)2 (1 +r)n

p, _ VP, VP, |, VP,
*/E T (141) | (1471)? o (141)m
VP, VP, VPy
VH=Eo, X ({1+r} (1+r)2 = {1+r}“—)
VP (14
VH = Ep x 2178 _

r—g

E, X

VP
r—g




Ziskové modely — P/BV ratio

vyuziva ucetni hodnotu vlastniho kapitalu
P/BV (price-to-book-value ratio)

ocCekavany zisk v pfiStim roce nahradime soucinem
rentability vlastniho kapitalu a o¢ekavané ucetni hodnoty
vlastniho kapitalu na akcii

hodnota vyssi nez 1 - tak si investori cenni akcii vice nez
podilu hodnoty majetku spolecnosti, ktery pripada na
jednu akcii
vypovidajici schopnost je nizka a ¢asto opozdéna
ucetnictvi jednotlivych spole¢nosti byvaji odliSna

E;XVP BV, XROEXVP

VH = P = —
r-g r—g




Ziskové modely — P/S ratio

vyjadtuje, jak moc si investor cenni jedné koruny z trzby
podniku

muzeme pouzit i v pripadé, kdy podnik dosahuje nizkého zisku
Ci ztraty
1ze 1épe porovnavat podniky navzajem

e S - oCekavané trzby na VH E, XVP M, %S, XVP
akcii v prvnim roce  r-g 2 r-g

e M - ocekavana ziskova
marze na akcii v VE _ P X _ M xVP
prvnim roce 5 S r—g



Pfiklad — spole¢nost CEZ

Ceské Energetické Zavody.
v roce 2009 byla nejvétsi ceskou firmou podle trzeb

32 tisici zameéstnancu - treti nejvetsi

Struktura vlastnik:
 Ministerstvo financi CR - 69,369 %
e Ostatni pravnické osoby - 4,427 %
e Fyzickeé osoby - 5,416 %
e Spravci celkem - 20,788 %



Pozadovana vynosova mira

Bezrizikova vynosova mira I 6,95 %
Trzni vynosova mira - 14,25 %
Beta faktor B 0,73

E(Tm_rf) = Pﬂ
0. 73 * ( 0.1425 - 00,0655 )= 0.05621

Tf —+ PT“if =T
0.0655 + 0.05621 =0.12171



Mira rustu dividend
 Rok 2000 2001 2002 2003 2004 2005 2006 2007 2008 2009 2010

Dividenda 200 250 450 800 900 15,0 20,00 40,00 50,00 53,00 50,00

Mira rlstu
X 25% 80% 78% 13% 67% 33% 100% 25% 6% -6%
dividendy v %

Aritmeticky prmér — 42,06 %

Geometricky primér — 37,97 %



Dividend
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Mira rustu dividend

Aritmeticky primér 42,06 %
Geometricky primér 37,97 %

UdrZovaci rlstovy model 7,25 %



DDM
Y

Pozadovana vynosova mira r 12,171 %
Mira riistu dividend g 7,25 %
Posledni vyplacena dividenda D 50

Pouzijeme Gordonlv model

v Do(1+ g) 50(1+0,0725) - 1080 7
 r—g 0121714 0,0725 ’




Ziskové modely — P/E ratio
50

VP D 0,57
prmm— e e— e — »
E 68,47
Pozadovana vynosova mira r 12,171 %
Mira rustu dividend g 7,25 %
Dividendovy vyplatni pomér VP 0,57
Ocekavany zisk v dal§im roce E, 81,02
P
VH = E; X —E; xF
12T g 1 / E
0,57
VH =81,02 x = 81,02 x 11,485 =930,53

0,12171— 0,0725



Ziskové modely P/BV ratio

PoZadovana vynosova mira r 12,171 %
Mira ristu dividend g 7,25 %
Dividendovy vyplatni pomér VP 0,57
Rentabilita vlastniho kapitalu ROE 20,8 %

Ocekavana ucetni hodnota
BV 431,43
vlastniho kapitalu na akcii

BV, X ROE X VP
= m—

VH

VH 131,43 X 0,208 X 0,57 43143 % 2,389 = 1030,77
-~ 0,12171-0,0725 A3 X 2 - ’




Shrnuti

Soucasny kurz
DDM
Ziskovy model — P/E ratio
Ziskovy model — P/BV ratio

Doporuceni

CEZ

787,5 K¢
1089,72 K¢
930,53 K¢
1030,77 K¢

KOUPIT

KOUPIT
KOUPIT

KOUPIT



9. Metody technické analyzy



Technicka analyza

analyticky pristup zabyvajici se vyvojem kurzti cennych papirt ¢i
cen komodit. Je to zptsob rozhodovani o koupich a prodejich
finan¢nich instrumentli na zdkladé minulého vyvoje jejich
trznich cen a objemu obchod.

postavena na analyze publikovanych trznich dat, kterymi jsou
kurzy nebo objemy obchoda.

Hlavnim cilem je prognoézovani kratkodobych pohybti akcii nebo
akciovych indexti. Zaméiuje se na zmény trznich cen jako na
indikatory nabidky a poptavky.

je zaloZena na predpokladu, Ze vSechno, co potfebuje investor

védét, je obsazeno v trznich cendch. Dava nam doporuceni, kdy
provést obchod.



Zakladni predpoklady technicke analyzy

Trzni ceny odrdzeji a zahrnuji veskereé informace.
Ceny se pohybuji v trendech.

Historie se opakuje.



DOW THEORY

odvozena z c¢lankt, které publikoval Charles H. Dow ve
Wall Street Journal v letech 1900 az 1902 .

Podle Ch. Dowa se vétSina akcii chova podobnym
zpisobem. Nemusime tedy zkoumat kazdou akcii zvlast,
ale situaci na trhu by méla dostatecné popisovat primeérna
trzni cena akcii.

Vytvoril indexy: Dow-Jones-Rail-Average (DJRA) a Dow-
Jones-Industrial-Average (DJIA)



Principy Dowovy teorie |.

Akciové indexy v sobé zahrnuji vSechny relevantni informace.

Pohyby akciovych kurzii Ize rozlozit na tfi zakladni trendové pohyby,
kterymi jsou primarni (1 rok a déle), sekundarni (3 tydny az 3 mésice)
a terciarni trend (méné nez 3 tydny).

Primdrni trendy obsahuji tfi fdze - akumulac¢ni, rostouci a faze
distribuce.

Akciové indexy se musi navzdjem potvrzovat. To, co je vyrobeno, musi
byt téZ dopraveno, proto by mél byt vyvoj obou indext (DJIA a DJTA)
stejny.

Objem obchodt musi potvrzovat trend. Nastoupeny trend na trhu je
potvrzen, pokud ho doprovazi rostouci objem obchodti. Oproti tomu
klesajici objem obchod naznacuje pravdépodobnou zménu trendu.

Nastoupeny trend trva az k jasné zméné trendu.



Principy Dowovy teorie ll.

Budouci vyvoj kurzt (pokracovani trendu nebo jeho zménu) Ize
odvodit z minulé trzni situace. Byc¢im, neboli rostoucim
trendem (Bull Trend) nazyvame trend, jehoZz kazdy vrchol je
vyssi nez predchozi, a taktéz kazdé dno je vyssi nez dno
predchozi. Naopak, pokud je kazdy vrchol nizsi nez vrchol
predchozi a kazdé dno je nizsi nez dno predchozi, mluvime o
medvédim neboli klesajicim trendu (Bear Trend). Zména trendu
z byc¢iho na medvédi nastane, pokud novy vrchol nedosahne
urovné piedchoziho vrcholu a nové dno lezi niz nez predchozi
dno. Jestlize byl doposud na trhu medvédi trend a novy vrchol
lezi vySe nez predchozi vrchol, zatimco nové dno je vyS nez
predchozi dno, znaci to zménu trendu na by¢i trend.



Kritika Dowovy teorie

Signaly k ndkupu a prodeji prichazeji prilis pozdé a mlizou

byt fal

leSné nebo nejednoznacné interpretovatelné.

Pomal

hda pouze pfi analyze primarniho trendu, pficemz na

sekundarnim a terciarnim trendu lze téz docilit vysokych

zisk.

Soustredi se pouze na trh jako celek, a proto neni schopna
umoznit vybér jednotlivych akcii.



Metody technické analyzy

Grafické metody - hledaji opakujici se formace, které
vznikaji na grafech ceny nebo objemu akcie.

Technické indikatory — Indikator je funkce casu, vektoru
parametr(i, historickych cen a objemt, ktera konkrétnim
hodnotam prirazuje vektor redlnych cisel.



Grafické metody

Grafy - pomocné nastroje technickeé analyzy

= Carovy graf

= Useckovy graf

= Graf typu svice

= Graf objemu obchodti

= Znakovy graf (Point & Figure)



Graficky znak typu svice

(Japonskeé svicky)

nejvyssi cena nejvyssi cena

oteviraci cena Zaverecna cena

Zaveéerecna cena oteviraci cena

nejnizsi cena nejnizsi cena
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Grafické metody a formace

Hranice podpory (Support Level) a hranice odporu
(Resistance Level)

Konsolida¢ni formace (signalizuji pokracovani ptivodniho
trendu po jeho docasném preruseni) - trojuahelniky, vlajky;,
praporky a kliny, atd.

Reverzni formace (signalizuji zménu trendu) - hlava a
ramena, vrcholy, dna, atd.

Trendové kanaly

Mezery



Hranice podpory

Podpora je takova uroven ceny akcie, pri které je poptavka
tak silnd, Ze zastavi pokles ceny.

Linie podpory znazornuje hladinu, od které by se mél kurz
cenného papiru odrazit smérem vzhtru.

Pokud kurz linii podpory propadne a vzroste pfitom objem,
je to znamka zmeény trendu. Prolomena linie podpory se
pak stava linii odporu.



Hranice podpory




Hranice odporu

Odpor je uroven ceny akcie, pri které je nabidka takova, ze
zastavi rust ceny.

Linie odporu znazornuje hladinu, od které by se mél kurz
cenného papiru odrazit smérem dold.

Pokud je linie odporu prolomena za rostouciho objemu, je
to znamka zmény trendu a linie odporu se obvykle méni v
linii podpory.



Linie odporu
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Trojuhelnik
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Vlajka a praporek
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Hlava a ramena
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Dvojity vrchol

neckline

prorazeni neckline
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Trendovy kanal
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Mezery lll.



Mezery IV.



Fibonacciho studie

Fibonacciho fada se sklada z ¢lend, kde kazdy nasledujici ¢len je
roven souctu dvou predchozich: 1, 1, 2, 3, 5, 8, 13, 21, 34, 55,...
Nasledujici ¢len je Vid?’ priblizné 1,618 nasobek predchazejiciho
a zaroven 0,618 nasobek ¢lenu nasledujiciho.

Fibonacciho oblouky - zakresleni trendové linie mezi dva
extrémni body a dale zobrazeni tfi oblouk se stredem v druhém
extrému o polomérech 38,2%, 50,0% a 61,8% délky trendové
linie.

Cilem je najit urovné podpory a odporu v blizkosti Fibonacciho
oblouk.

Pouzivaji se i Fibonacciho véjite, hladiny ndvratu a ¢asové zény
jako svislé linie zobrazené v intervalech rovnajicich se
jednotlivym hodnotam Fibonacciho disel.



Fibonacciho oblouky

1999

Cl: Cigna Corp (Weekly bars)

www. GénesisiFT.com
07/06/2002 = 102.30 (-3.75)
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Technické indikatory

Klouzavé primeéry a metody na nich zalozené
Oscilatory

Objemoveé indikatory

Sentiment indikatory

Indikatory Site trhu



Klouzavé prumery a metody na nich zalozené

,2trend-following metody” — svymi signdly a doporucenimi
zpravidla nasleduji trend.

Nejlépe funguji v dobte trendujicich trzich.

Nejcastéjsim vyhodnocovanim signald je sledovani situace,
kdy se indikator protne s cenou.

Protne-li indikator cenu zezdola nahoru - signal k nadkupu.

Protne-li indikator cenu shora dolt — prodejni signal.



Klouzavé primery a metody na nich zalozené

Druhy klouzavych primeéra se lisi podle vahy prifazované udajim rtizného
start:

= Jednoduchy

= Vazeny

= Exponencidlni

= Trojuhelnikovy

= Proménlivy

Metody zalozené na klouzavych primeérech:
= MACD

Obalky

Bollingerovy pasy

Procentni pasy

Klouzava regrese



Jednoduchy klouzavy prumeér
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MACD

Moving Average Convergence Divergence

je tvofen dvéma kiivkami. Prvni kfivku dostaneme po
odecteni dlouhodobého exponencidlniho klouzavého
praméru od kratkodobého exponencidlniho klouzavého
praméru a oznacujeme ji jako MACD. Druhou, nebo-li
signalni ktivku ziskame vyhlazenim MACD pomoci dalsiho
exponencidlniho klouzavého priméru.
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Oscilatory

Hodnota kolisa zpravidla bud kolem néjaké urovné nebo v ramci
pasma.

= Momentum

= Price Rate of Change

= Moving Average Spread (MAS)

= Cenovy oscilator (Price Oscillator)
= Trix

= Index relativni sily (RSI)

= Stochastik



Momentum

Zjistuje velikost zmény kurzu za urcité obdobi, ¢imz méri
zrychleni nebo zpomaleni trendu.
Hodnoty indikatoru se pohybuji kolem oscila¢ni linie o v

pripadé absolutniho Momenta nebo kolem oscila¢ni linie 1
(popt. 100) v pripadé relativniho Momenta.

Protne-li oscila¢ni linii zezdola nahoru - signal k nakupu.

Protne-li oscila¢ni linii seshora dolt1 - signal k prodeji.

Na silné trendujicim trhu mtze vysilat ukvapené signaly.



Momentum
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Index relativni sily (RSI)

100 )
1+ RS

R5I = 1DD—(

kde RS je podil primérnych kladnych zmén v kurzu a
pramérnych zapornych zmén v kurzu béhem stanovené
casove periody.

RSI vyjadfuje vnitini silu jednotlivého cenného papiru.
Hodnoty RSI se pohybuji v intervalu o az 100.

Da se dobfte vyuzit k analyze prekoupeného a preprodaného
trhu.



ivni sily (RSI)
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Objemové indikatory

Pracuji s udaji o objemech obchod, které jsou doplnovany
udaji o vyvoji kurz.
Pokud objem obchod roste, znac¢i to vétsi aktivitu

investorti. Pfi upadajici aktivité na trhu je malo obchodniki
ochotnych za tuto cenu obchodovat, tudiz mitZzeme

ocCekavat zménu trendu.
Vyuziti predevsim na trzich s malou likviditu.



Objemové indikatory

On Balance Volume (Bilance objemu)

Price and Volume Trend (PVT)

Volume Rate-Of-Change (ROC)

Volume Oscillator (Oscilator objemu)

Indexy PVI a NVI (Volume indexes)

Volume Accumulation/ Distribution Indicator (AD)

Chaikintv oscilator
Money Flow Index (MFI)



On Balance Volume
OBV, = Z v, — Z v,

Pe-Pr-a Pt=Pt-1

kde p je kurz akcie a v je objem obchoda.

Vychazi z predpokladu, Ze na trhu obchoduji dva typy investort
— smart money (profesionalni investofi) a general public.

Nakupni signal - indikator za¢ne stoupat, zatimco cena klesa.
Prodejni signal - indikator za¢ne klesat, zatimco cena roste.
Indikator, ktery predbiha trend.



On Balance Volume
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Sentiment indikatory

Maji blizko k psychologickeé analyze.

Predmétem jejich zkoumadni jsou nadlady, ocekavani a
minéni investord.

Investori jsou ovladani optimismem ¢i pesimismem a podle
toho, kterd nalada na trhu prevlada, kurz roste nebo klesa.

Podle vykladu se déli na:
= Anticyklické
= Cyklickeé



Anticyklické sentiment indikatory

Snazi se zachytit chovani Siroké investorské vetejnosti,
ktera své obchody vétsinou uzavira v nevhodné trzni situaci
a se zpozdénim.

Proto by investor mél jednat opacné, neZ signalizuje
anticyklicky indikator.

= Odd-lot Theory

= Short Sales Ratio

= Doporuceni investi¢nich poradcti
= Put/Call Ratio



Cyklické sentiment indikatory

Snazi se zmapovat chovani profesiondlnich investor, ktefi
predstavuji obzor uspésného investorského chovani.

Doporuceni - chovat se v souladu s indikatory.

= Barron's Confidence index (BCI) neboli Barronuv
index dvéry

= Struktura portfolia fonda



Indikatory sire trhu

Sleduji kvantitativni pohyb celého trhu, a to na zakladé
udaj o poctu akcii, které klesly a poctu akcii, které stouply.
Snaha zmapovat vykonnost vybrané akcie, odvétvi ¢i jistého
trzniho segmentu - vzdy vSak k relaci k jinému odvétvi ¢i
segmentu.

Dobré pro predpovéd pravdépodobné extrémni zmény
trendu, kterou odhali s dostatecnym predstihem.

Kvtli svému pohledu na celkovy trh nejsou urceny pro
analyzovani jednotlivych akcii.



A4V A4

Indikatory Sire trhu
Advance/ Decline Line (A/D)

Advance-Decline-Ratio
Advance-All-Ratio

McClellantv Sumation index (MSI)
McClellantiv oscilator

Relativni sila



Advance/ Decline Line (A/D)

ADL, = ADL,_, + (Al — DI)

vyjadiuje ciselné kumulativni rozdil mezi poctem emisi
akcii, jejichz kurz stoupa a klesd na dané mnoziné akcii
(baze indexu) v Case.

reaguje na zménu podminek drive nez akciovy index.
Trzni index roste, zatimco A/D Line jiz klesa - signal k
prodeji.

Trzni index klesd, zatimco A/D Line jiz roste - signal k
nakupu.



Advance/ Decline Line (A/D)
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Advance-Decline-Ratio (ADR)

ADR,. = ADR + (Af)
| = —1 .D.ir
vyjadiuje ciselné kumulativni podil mezi poctem emisi
akcii, jejichz kurz stoupa a klesd na dané mnoziné akcii
(baze indexu) v Case.

reaguje na zménu podminek drive nez akciovy index.
Trzni index roste, zatimco A/D Line jiz klesa - signal k
prodeji.

Trzni index klesd, zatimco A/D Line jiz roste - signal k
nakupu.



10. Ocenovani nemovitého majetku




Oceriovani majetku predstavuje

soubor ¢innosti, kdy je urc¢itému predmétu nebo
souboru predmétt pfifazovana urcita penézni
hodnota



< \V4 \V4 V 4

Ucel oceneéeni
Prevod, prechod, déleni nebo navysSovani vlastnictvi
Financovani a uvérovani
Skody na majetku
Ucetnictvi
Dané a poplatky
Investicni, arbitrazni a trzni poradenstvi

Pojistovnictvi



Oceriovani majetku v CR

Ocenovani administrativni ze zakona ¢. 151/1997 Sb., o
ocenovani majetku, provadéci vyhlasky Ministerstva
financi

Ocenovani trzni



Administrativni ocenéni

ZalozZeno na piresné definovanych postupech a krocich

Slouzi ucelim a potiebam statni spravy:datové ucely, ocenéni majetku
investi¢nich a penzijnich fondt, vyvlastnéni apod.

Zajisténi spravedlivého ocenéni

Striktné dano zakonem, neni zde zadny prostor pro individualni pristup
Vysledna cena pfi fadném dodrzeni metodiky by méla byt jednoznacna a

pokud mozno jedina



Negativum uredniho ocenovani

Vznikd cena uméle vytvorena, ktera se skute¢nou objektivni
hodnotou majetku pfijimanou trhem ma jen malo
spolecného!



\V4 V4 \"4 V4 V4
Trzni ocenovani
Systematicky, ale zaroverni individudlni tviirci proces, spocivajici v hledani

cenotvornych faktort, v jejich analyze a nasledném vazeni vsech vliv(i, které
na hodnotu véci ptisobi

Neurcujeme cenu, ale pouze jeji ODHAD!

Vybér metodiky ocenéni je ¢isté na odborném a zodpovédném uvazeni

odhadce nebo soudniho znalce



Postup pri ocenovani

Zadani — presna charakteristika pfedmétu a acelu ocenéni, datum, misto, kde
se nemovitost nachdazi, identifikace zadavatele, cena posudku a datum jeho
plnéni

Ovéreni existence nemovitosti

Provedeni mistniho Setfeni

Urceni a pouziti oceniovacich metod

POSUDEK



Priklad posudku

http://www.mmdrazby.cz/data/auctions/8/znalecky-posudek-
varvazov_132670241932.040.pdf



Zakladni dokumenty potrebné k ocenéni nemovitosti

Vypis z katastru nemovitosti

Kopie prislusné ¢asti katastralni mapy

Vypisy z pozemkové knihy

Cenova mapa pozemk - pokud je v dané obci vypracovana
Vykresova dokumentace

Stavebni povoleni, tizemni rozhodnuti a projektova dokumentace
k nému

Kupni, ndjemni a dalsi prevodni smlouvy

Smlouvy ¢i doklady o sprave, sluzbach, pojisténi, odpisech, nakladech
na opravy a udrzbu, danich

Fyzicka i pravni bfemena vztahujici se k nemovitosti, prehled a
soucasny stav uvera

Fotodokumentace

Vysledky mistniho ohledani nemovitosti provedeného osobné
odhadcem



Zakladni metody ocenovani nemovitého majetku

* Nakladova
® Vynosova

* Porovnavaci

* Jejich kombinace



me

nalozen}'fgh néqgﬁ na vyrobu ¢i sestaveni dané véci

d71 Z

Nakladova

Zalozena na tyzickych a technickych vlastnostech ocennovaného
predmeétu

Historicky nejstarsi a nejpracnéjsi zptisob oceriovani

Kolik by stalo postaveni této nemovitosti dnes? (zapocitava se
material i prace)

Opotiebeni



Metody zalozené na nakladovém principu

Individualni cenova kalkulace
Podrobny polozkovy rozpocet

Pouzitim technicko-hospodarskych ukazatelt

Podle vyhlasky ¢. 504/2002



Zjisténi vecné hodnoty pomoci THU

Zjistime zakladni tabulkovou cenu ZC z
katalogu THU

Vypocitame zakladni upravenou cenu
ZCU a obestaveny prostor

ZCU = ZC X Ky X Kpog X K; X Kiyy X Ky
RC = ZCU X OP

VH = RC — OPOTR



Vynosova metoda

Ekonomicky pohled na nemovitost
Vlastnikovi nemovitosti patfi i veskeré pozitky z vlastnictvi nemovitosti

vychdzi z hrubého najemného, které je potieba dale snizit o naklady na jeho
dosazeni

Cisté prijmy se diskontuji na souc¢asnou hodnotu kapitaliza¢ni mirou



Vécna renta

® Konstantni vynosy po dlouhou dobu

C =-

Z
l



Docasnha renta

© V urcitém casoveéem obdobi lze
predpokladat totalni opotrebeni
nemovitosti

C, =z X -
gqn X i




Konstantni vynos po urcitou dobu, s prodejem na
konci

b Je potreba odhadnout cenu
nemovitosti za n let

v—ZX( ”xl)_l__



Pomoci diskontovanych penéznich toku

®» Kalkulovano s prijmy a vydaji

=3

ZD; zbytek v roce n
= o




Mira kapitalizace

Vyznamné ovliviiuje vyslednou hodnota nemovitosti

Vyse uroku je pfimo umérna riziku, které sebou prinasi dana
Investice

Jeji urceni zavisi pouze na uvaze odhadce ¢i soudniho znalce



Jak urcit miru kapitalizace

Odvozenim od urokové sazby v bankovnich institucich

Zjisténim z jiz realizovanych prodejt staveb, které jsou nasledné
pronajimany

Pouzitim miry kapitalizace podle cenového predpisu



Mira ka

Cislo
polozky

Nazev
polozky

nitalizace podle cenového predpisu

Mira kapitalizace

Nemovitosti pro vyrobu a garazovani

Nemovitosti pro obchod a administrativu

Nemovitosti pro hromadné ubytovani a stravovani

Nemovitosti pro dopravu, spoje a Skolstvi

Nemovitosti pro kulturu

Nemovitosti pro zdravotnictvi

Nemovitosti pro zemédelstvi

Nemovitosti pro skladovani

Bytoveé domy

Ostatni nemovitosti

Majetkova prava




Vynosova hodnota (K¢)

Zavislost vynosové hodnoty na pouZzité mire
kapitalizace

10 000 000

8 000 000 o

6 000 000

4 000 000

2 000 000

3

4 5 6 7 8
Mira kapitalizace (% p.a.)

10




riklad

Zjistéte vynosovou hodnotu obytného domu
6 bytti: 5x byt 1+1 a 1x byt 2+1
Dobry technicky stav, postaven v roce 1940
Pozemek pod domem neni ve vlastnictvi majitele

Byt 1+1 obyva chronicky neplati¢, jeden byt 1+1 je volny, ostatni byty jsou
pronajimany na zakladé najemni smlouvy na dobu neurcitou za regulované
najemné

Rohovy dam, ktery se nachazi v Ostravé Privozu na ulici Jilova (jedna se o méné
atraktlvm lokalitu

Dim ma 3NP a 1PP, sedlovou stfechu
Obestavény prostor ¢ini 1 991m3, zakladni cena je 3870K¢/ms3.
Mira kapitalizace ¢ini 5%.



o o ’ o

dentifikace vynosu
Jednotka | Pocet Eategorie Cena za | Vyméra | Majem za | Celkem | Poznamlka
£. pokoiil m2 wyb, bytu | ndjem v

(E.E) EE

1 1+1 il 18,55 48,50 25,- 91%5,-
p 1+1 - 50,00% 1 4550 - 2275 Volny byt
3 1+1 I 15,55 48,00 50,- 830,-
4 1+1 il 18,55 44,00 - - Meplatif
5 1+1 il 18,35 42,34 43,- 785,-
& 2+1 I 15,55 63,44 150,- 1177,-
Celkem mésitni najem 270 - 6045 -
Celkem rofni najem z provezu domu T57EN, -




ldentifikace nakladu

Polozka Maldad rotni Poznamlea
Dafl = nemowitosti 1764 -
Pojisténi stavby 4 506, -
Provoz a adrzba a8 525 -
IMNaklady na pronajetn 4 500,-
pozemlu
HNaklady na Spravu 0,- neuvaiujeme
netmovito sti
Cidpisy 0,- neuvaZujeme
Celkem 49 295 -




Vypocet vynosové hodnoty

Polozka Mira kapitalizace v %o Wenosova hodnota
Diskontni sazba 1,25 1 958 8500 -E¢
Eéiny urok v bance 2,00 1324 250,-EE
Porovnavaci zpiisoh ¢.m. 5,00 529 700,-Kc
Porovnavaci zptsob hom, 8,00 9477 250 K&
Cenowy pfedpis 400 FHTR00 -Ee




Porovnavaci metoda

nejpouzivanéjsi oceniovaci princip
Setkavame se s ni v kazdodennim zivoté
Nemovitost je vyrazné heterogenni véci

Predpoklad: shodné fyzické vlastnosti a stejna kombinace vlastnickych prav
Zalozena na porovnani s jiz prodanymi nemovitostmi - prodany za posledni rok

nejspolehlivéjsi a nejobjektivnéjsi nastroj slouzici k urceni trzni hodnoty

nutné mit k dispozici databazi s dostatecnym poc¢tem nemovitosti, u nichz
jsou znamy zakladni technické parametry a také cena, za kterou se obchod

realizoval



Metody zalozené na principu porovnani

Odbornou rozvahou
Pomoci koeficientu prodejnosti
Metoda pfimého porovnani

Metoda nepfimého porovnani



Priklad

Zjistéte porovnavaci hodnotu bytu
lokalita: predmeésti
3+1, vyméra je 6omz2, balkon, cihla
primérny technicky stav
osobni vlastnictvi
Byt neni zatiZen zadnymi zastavnimi ani jinymi pravy, které by

mohly omezovat nové vlastniky v nakladani s bytem



Vlypocet porovnavaci hodnoty odbornou rozvahou

Cislo Typ | Pramen | Lokalita Technicky Cena Eoeficient | Upravena
il bytu popis nabidkowa Cena (E&)
bty
1 08V | InZerce Centrum 241, 69m* G50 000 0,20 585 000
hallbon,
panel

2 dr | inzerce Centrum 1+1, 35me, S50 000 0,90 * 569 000

panel 1.15
3 1d kupni Okrajova 241, 55m?, &40 000 1,00 &40 000
smlouwa oblast ballton, cihla
4 ogy | inzerce | Predmeésti 341, 70m*, 00 000 0,90 210000
(navazuyici ballon,
centrum) panel
5 08V | InZerce T:Tpadkové 341, 100m2, | 450000 0,90 405 000

oblast balkon, cihla

Primérna hodnota 601 800




Metoda primého porovnani

Stanoveni koeficientu:

koeficient polohy Kp
Koeficient velikosti bytu Kv
Koeficient konstrukce Kk
Koeficient balkonu Kb



Vypocet porovnavaci hodnoty primym porovnanim

Byt | Cena | Koef. Kor. Kor. | Kp| Kv [Kk| Kb I Cena
pr;illen Vlastnictvi | Cena (tis.
ceny K¢
1 | 650 | 090 1,00 585 (1,111,035 (09| 1,0 |1,02465 | 570
2 | 550 | 0,90 1,15 570 (1,1]0,825|09|095| 0,7759 | 734
3 | 640 | 1,00 1,05 672 (090965 (1,0 1,0 | 0,8685 | 773
4 | 900 | 0,90 1,00 8§10 |1,0| 1,07 [0,9] 1,0 | 0,963 | 841
5 | 450 | 0,90 1,00 405 (0,5] 1,28 (1,0 1,0 | 0,64 | 632
Primér 710




11. Black-Scholesuv model, jistéeni,
citlivosti



BS model — otcové myslenky

Fischer Black (1938-1995) Myron Scholes (1941-)



BS model - pojmy

= model pro ocenovani opci
St ... cena podkladového aktiva v case T
S, ... cena podkladového aktiva v ¢ase o (spotova)
K ... realiza¢ni cena
o ... volatilita
T ... doba expirace
r ... bezrizikova urokova mira
c ... cena evropske call opce

P ... cena evropské put opce



BS model - predpoklady

neexistence transakc¢nich naklad

nemeénné zdanéni opci

urokova mira stejna pro ptijcku a vyptijcku

trhy funguji nepretrzité (odstranuji arbitraz okamzité)
ceny akcii jsou spojitou nahodnou veli¢inou

akcie nenese dividendy

opce je evropského typu

akcie lze prodavat i na kratko

mutZeme obchodovat i s ¢asti akcie



BS model - tvar

C — SUN(dl) S KE_TTN(dz)
p =Ke "'N(—d,) — SoN(—d,)

kde

N je distribu¢ni funkce standardizovaného normalniho rozdéleni



Citlivost - Greeks

* A ..delta

* 0 ...theta
°['...gamma
° V..vega

* p...tho



Delta a delta-neutralni portfolio

Delta vyjadfuje rychlost zmény ceny opce vzhledem ke

zméné ceny akcie:
dc

=4S
Delta-neutralni portfolio: A = o

Vyhoda: Pfi malych zménach ceny akcie se hodnota celého
portfolia neméni.

Plati: Ac = N(d,), Ap = N(d,) - 1, Aport. = suma(n;A,),
A(akcie)=1

Pozor na vysoké transakcéni naklady.

A



Theta

Theta vyjadiuje rychlost zmény ceny opce vzhledem ke
zmene casu: Ic

Qzﬁ

Proti ¢asu nema smysl se jistit — vime, jak se méni.
O v praxi ndahrazkaza T

Oc ziskame derivaci podle T



Gamma a gamma-neutralni portfolio

Gamma vyjadiuje rychlost zmény ceny opce vzhledem ke
zméné delta: A 2

L 55 e

Cim je I' vétsi, tim ¢astéji musime rebalancovat portfolio.
[-neutralni portfolio: I' = o

Vyhoda: I pti velkych zménach ceny akcie se hodnota
celého portfolia neméni.

Plati: I'(akcie)=0, I'c dostaneme druhou derivaci podle S



Vega

Vega vyjadriuje rychlost zmény ceny opce vzhledem ke
zméné volatility: I

V:%

Plati: V (akcie) = o
Obvykle pokudI'=0 <~ V %0

ProI' = 0 AV = o potfebuje dva rtizné derivaty na stejné
podkladové aktivum



Rho

Rho vyjadiuje rychlost zmény ceny opce vzhledem ke
zméné urokové miry: 3

Pza

pc ziskame derivaci podle r



Jisteni — moznosti investora
nicnedélani (naked position)
prodej akcii

Jisténi pomoci opci:
kryty call
ochranny put
dynamické jisténi (delta hedging)

Jisténi = chranéni investice v akciich.



Kryty call

- sklada se z short call opce a long akcie
- pripadna ztrata z akcii je kryta vynosem z
opci



Ochranny put

- sklada se z long put opce a long akcie
- garance minimalni hodnoty investice



Dynamickeé jisteni

utvorime delta-neutrdlni portfolio => je imunni vi¢i malym
vykyvlim ceny akcie

za dany ¢asovy usek ménime svou pozici v opcich tak, aby
portfolio ztistavalo delta-neutralni

existuje delta-hedging s call a s put



Priklad

Vypocitejte cenu evropskeé call opce pomoci BS vzorce, kdyz
znate:

e doba expirace 1 rok

e spotova cena je 2K¢

e urokova mira 82%,

e realiza¢ni cena je 2K¢

e volatilita 0,6

e napovéda: N(1,666)=0,9521, N(1,366)= 0,9141, N(1,066)=0,8569, exp(-0,82)=0,44
e vysledek c =1,15K¢



/droje

Hull, J.C. Options, futures and other derivatives. 8. vyd.
Boston: Pearson, 2012, 847 s. ISBN 9780273759072.

Ambroz, L. Ocerovdni opci. Vyd. 1. Praha: C.H. Beck, 2002,
xvi, 313 s. ISBN 8071795313.

prednasky do MFoo3



12. Ocenovani derivatu, hranicni opce,
opce zavislé na cesteé



Spusoby ocenovani derivatu

Black-Scholesov vzorec a jeho modifikacie
¢ =kS,N(kd,)—kXe " N(kd,)

4 (S X)+(r+o?/2)r g I/ X)+(r=c?/2)r
W o T ; aJT
¢ - cena kupnej opcie r - trzna urokova miera
So - cena podkladového aktiva v ¢as o T - doba do expiracie opcie
X - realiza¢na cena o - volatilita podkladového aktiva

N() - distribu¢na funkcia normdélneho standardizovaného rozdelenia
k - je 1 pre call opciu a -1 pre put opciu

Predpoklady:
Log-normalne rozdelenie podkladového aktiva
Urokova miera sa nemeni
Nevyplacaju sa dividendy
Opcia je europska
Ziadne transak¢né naklady
Nekonecna delitelnost podkladového aktiva
Obchodovanie je spojité
Short-sale je povoleny



Spusoby ocenovani derivatu

Risk - neutralne ocenovanie
Binomickeé a trinomické stromy

3D binomické a trinomické stromy

e Spread opcie resp. tam kde sa vyuZzivaju 2 procesy sucasne



Spusoby ocenovani derivatu

Simuldcia Monte Carlo

e Urcenie strednej hodnoty z urc¢itého poctu nahodnych
pokusov

e Vhodna pre path-dependend opcie

e Opcie s viac podkladovymi aktivami

e Opcie ktoré neboli analyticky ocenené

e Nachylna na vysoké chyby pri nizkom pocte opakovani



Opcni formace

Bull a Bear spread (short a long cal

1 Profit

- o S e - i . e

Combo (long OTM call a short OTM put)

l/put s ré6znymi realiza¢nymi cenami)
?Proﬁt g

_________________

Long Combo
Profit
& Loss
9500+
0 . T
/sncu:u 5400 MIFT
-20500+




Opcni formace

* Straddle, Strangle (1 call +1 put)

A Profit
LONG STRANGLE

ST \ 35 45 /
s0 N+
30 10 0 Stock Price
at Expiration

-5200 —

* Butterfly, Condor (long call+2 short call+long call) call/put

A Profit

..................... Profit THE CONDOR
\ P or Lo
\‘ ’I
\ 7/
i 200
N7/
K, M K, Sy
1 la ’ > w0 |
/ ’,’ \ J
N
AR T (
/’ \\
---------------- \
\ 5300
\
\
\




Opcni formace

* Ladder (short call+2 long call) alebo (2 long put+shor put)

Profit

or Loss ¢t

$300 —

SHORT CALL LADDER

N/

50

5200

I-.l_.

Smck Price
at Expiration

Profit
or Loss 4

$200 —

LONG PUT LADDER

Stock Price
at Expiration

=300

1
J T T I -



Exotické opce

Path-depended opcie (zavislé na ceste)

Azijské opcie
Forward-start opcie
One-clique option
Barirove opcie
Roll-up/Roll-down opcie
Lookback opcie

Shout opcie

Lock-in opcie

Korela¢né opcie

Vymenné opcie
Best-of/Worst-of and cash opcie
Korela¢né binarne opcie
Kvocientné opcie

Produké¢né opcie

Opcie zahrani¢ného kapialu

Quanto opcie

Rainbow opcie

Spread opcie
Dual-strike opcie
Out-performance opcie
Basket opcie

Ostatné

Opcie s nelinearnou vyplatou
Zlozené opcie

Chooser opcie

Opcie s podmienenou prémiou
Explodujtce opcie

Reset opcie

Konvexné opcie



Kombinace

Kanarské opcie
Bermudské opcie
Havajské opcie
Ruské opcie
Parizske opcie
[zraelské opcie

Napoleonské opcie



Barierové opce

* Opcie zavislé na ceste, ktoré sa spustia resp. ukoncia svoju platnost pri
prerazeni vopred stanovenej hranice, ktora je bud pod alebo nad spotovou
cenou v dobe vypisania opcie

« Opciamoze vyplacat rabat, ak nedojde k spusteniu, alebo zanikne

* Delenie
» Put/Call
» Knock-In/Knock-Out
» Up/Down
* Ocenenie
A= ¢pSe 9TN(px,) — pXe "N (px, — poVT)
B = ¢Se 9TN(¢px,) — pXe ""N(¢px, — ¢paVT)
2(u+1) H 2p
C=¢se=9"(3) N —¢Xe™ () N(mys —novT)
2(u+1)

D= 95e0(2) " Nerys) — oxe™ () Wy - novT)



Barierove opce

2p

E=Ke " {N(nxz —noVT) — (g) N(ny, — naﬁ)]

F=K (E) N(nz) + (?) N(nz — 2nAoVT)
Kde
n 2 in .5
Xy aEfXF) + (1 + p)oVT N e JS’%) + (1 + po\T
2
Y = —a(ﬁ) + (1 + w)oVT Y2 = —UE,;) + (1 + woVT
0.2
r—g——-
( )+ Ao\T = £
a J 2(?'-9)
S- spotova cena podkladoveho aktiva pri oceneni r- trzna drokova miera
H- droven bariery g- miera rastu dividend
X- strike o- volatilita

K- rabat



Bariéroveé opce

Ak X >H

Down-In Call

Down-Out Call

Up-In Call

Up-Out Call

Down-In Put

Down-Out Put

Up-In Put

Up-Out Put

Hodnota

C+E

A-C+F

A+E

B-C+D+E

A-B+C-
D+F

A-B+D+E

B-D+F

Ak X< H

Down-In Call

Down-Out Call

Up-In Call

Up-Out Call

Down-In Put

Down-0Out Put

Up-In Put

Up-Out Put

Hodnota

A-B+D+E

B-D+F

B-C+D+E

A-B+C-
D+F

A+E

C+E

A-C+F



Bariérove opce

* Bariérove up opcie

Barrier m

/Il_,r"vrvt L"‘”“w“ e
J-..‘TW Strike Price Strike Price




Azljske opce

Opcie kde je vyplata zavisla na rozdiele medzi priemerom cien podkladoveého aktiva za urcité
vopred stanovené obdobie a vopred stanovenou realizaCnou cenou.

Moze byt aj rozdiel medzi spotovou cenou a priemerom (fluktuujuca realizacna cena)

Aritmeticky a geometricky priemer
Vyhody: lacnejSie nez vanilla opcie, nizSia volatilita
Ocenenie Geometrickej call opcie:

1

n—j

(n—j)n-j-1)(4n—4j+1)

T
{037

n

6n°

Tsa_

r,n—j

einfs (i)

Geometricky priemer:
Bsa(O):]., Bsa(j):(
Casové funkcie:
Tsa e n-— J s
r,n—j n Tn—j =7

Pomocné funkcie:

_r(T_Trs,%—j %0'2 (Trs,%—j Gl o ) {In[i

sa - A 2 sa -
A*(j)=e B*(j) e

Cena opcie:

n — celkovy pocet prvkov z ktorych sa pocita priemer
] — priebezny pocet prvkov z ktorych sa pocita priemer

o\ T

C* =kS,A%?(j)e "N (kd,fi ke TR )— kXe "N (kd:?, )

k—1 pre call a -1 pre put
T - doba do expiracie opcie



Lookback opcie

Opcie zavislé na ceste, ktorych payoff je zavisli na maxime resp. minime, ktory vyvoj ceny
podkladového aktiva dosiahol za urcité obdobie.
Delenie

Fixny strike — payoff je urceny ako rozdiel medzi maximalnou cenou a fixnou realiza¢nou
cenou pre call opciu a rozdielom fixnej realiza¢nej ceny a minimom podkladového aktiva pre
put opciu

Pohyblivy strike - payoff je dany rozdielom maxima a spotovej ceny v rozhodny den pre call a
spotovej ceny a minima pre put opciu. Vzdy dojde k realizacii.

Relativne drahé, vhodné na komodity

Ocenenie:
Fixed strike Lookback call ak X>Max(S) - _2(r—9) =
C - Se WIN(@ )= Xe " N(a Jase T felt ol N(al)_[ij “ N|a - 2(r—gWT
2(r—g) X o

Fixed strike Lookback call ak X<Max(S) 2 *%
C =58 TN ) e[Sy —X) SN 567 5 E e () < N(al _2r-ghT J



Lookback opcie

Fixed strike Lookback Put ak X<Min(S)

2 s %
Po N e e e (ij ° N —a1—2(r gGNT —e™9TN(-a,)
2(r—g)\ X o
Fixed strike Lookback Put ak X>Min(S)
: _2r-g) =
P=e""[(X =S,n )+ Sun N(C,)]-Se 9" N(=c,)+Se™ T —Z [ 2 ] : N(—01+M —el 9 N(~c,)
2(r o g) Swin o
Kde
In(sj+(r—g+1aij In[ 3 j+[r—g+laz)T In( > j+(r—g+laij
o X 2 b, = Smax 2 i e 2
1 oJT oNT : oNT

S- spotova cena pri uzatvarani kontraktu r — trzna arokova miera
X- realiza¢na cena T - doba do maturity opcie
S, historicky maximalna cena g — miera rastu dividend

S..i,- historicky minimalna cena o - volatilita



Lookback opcie

2(r-g)
2 7 0'2 —,
C =Se 9"N(c;)—Sune " N(c,)+Se™" - ik [SS j N(—cl+2(r gNT J—egTN(—cl)
Lookback s pohyblivou realizaénoglrc?:r?c} M %

2(r-g)
—rT —gT o S
P =S, e "N(d,)—Se TN(_d.)+ Se _(

J N d1+2(r—g)ﬁ +e 9"N(d,)
2(r—g)| | Sy o
S 8

In(SMINj+(r—g+202jT e
%~ kde oNT

In[wj+(r—g+aij
e = dEE T

O

¢
3



Shout opcie

Su to modifikacie eurépskej opcie. Ako bonus ma majitel opcie pravo “zakricat” na vypisovatela
jedenkrat (pripadne viac krat) na vypisovatela v priebehu Zivotnosti opcie v ¢ase T, ked
predpoklada, Ze je cena dostato¢ne vysoko (nizko).

Payoff je vacsia hodnota z vyplaty z eurdpskej vanilla opcie alebo z rozdielu spotovej ceny pri
shout-e a realizac¢nej ceny.

Podobna lookback opcii, ale lacnejsia

Kombindcia vlastnosti lookback a americkej opcie

Vyuzivaju sa v ako sucast urokovych produktov a v segregovanych poistnych fondoch
Payoff: call

max(0,S; —S.)+ (S, — X) St - cena pri expirdcii
put S_- cena pri shout-e
max(0,S, —S;)+(X —S.) X - realiza¢na cena

Oceriyjua sa simulaciami, napriklad Monte Carlo. Pripadne binomickymi a trinomickymi
stromami. Presné analytické rieSenie neexistuje.



Zlozené opcie

Opcie na opcie

Vysoko volatilné v porovnani s vanilla opciami

Vyuziva sa distribu¢na funkcia dvojrozmerného normalneho rozdelenia M(a,b,p)
Payoff je dany ako:

max (0, kPV; [max(0,hS™ —hX, T, )|~ kX, )

Kde
« h-jepre podkladova opciu 1ak je call
-1ak je put
« k- je pre compound opciu 1ak je call
-1ak je put

« X realiza¢na cena podkladovej opcie
« X, realiza¢na cena compound opcie
« T, doba expiracie podkladovej opcie
« T, doba expiracie compound opcie



Zlozené opcie
CC=Se‘gT1M[a1,bl;\/?] Xe‘rTlM[ z\zj e X,N(a,)

Call na call opciu =
C, =Se "M (ai,—bl;—\/_l_i2 —X,e ™M (a —b, —\FJ+e "= X,N(a,)
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Call na put opciu - T

P. = X,e ™M (— a,,b,;— Fj —Se "M [ FJ +e " X,N(-a,)

I T

Put na call opciu T

P, = X,e "M (— a,,—b,; \/E} —Se "M (— a,—b; \/Ej —e"™X,N(-a,)
Put na put opciu

- - [ S )+(r-g+ic?r S 1,2
= g 56 2 Inx— o r—g+§a T,
a, = T e :
O-\/t O'\/TT
=a,-o.[T, b,=b, —c. T,

Pre kriticka hod{lotu = mu%l p%aﬁlt ze hodnota eurépskej call/put opcie v ¢ase T, je X,
XS e A



Chooser opcie

Tieto opcie maju vlastnost, Ze v ur¢itom vopred stanovenom case v buducnosti T1 sa drzitel opcie
rozhodne ¢i je dana opcia call alebo put.

Drahsie ako vanilla opcie
Lacnejsia alternativa obchodovania straddlov
Hodnota v case T, je:
Max(c,p)
kde

c - je hodnota kupnej opcie v case T, s realizaciou v ¢ase T,
p - je hodnota predajnej opcie v ¢ase T, s realizaciou v ¢ase T,
Ocenenie:
Na zaklade call-put parity dostaneme

max(c, p)= max(c, c+ Xe (™) _ sle—g(Tz—Tl)): c+e 9™ max(0, Xe (9X=) _ S,)

S, je cena podkladového aktiva v ¢ase volby typu opcie
T, doba do volby typu opcie
T, doba do maturity opcie



Chooser opcie

Cena chooser opcie je urc¢ena ako:

Ch=Se 9:N(d,)— Xe ™N(d,)—Se ?=N(—g,)+ Xe "™ N(-d,)

.
In +|r-g+=-o° [T,
Ry < d,=d,-o.T,

In()s(j +(r—g)T, + ;ale
kde . oT
S — cena podkladového aktiva pri ocefiovani opcie
X - realiza¢na cena opcie
S, - je cena podkladového aktiva v ¢ase volby typu opcie
T, - doba do volby typu opcie
T, - doba do maturity opcie
r - trzna urokova miera
o - volatilita
g — miera rastu dividend

e,=e-0.T,




Bindrne/Digitalne opcie

4

Opcie, ktoré maju binarnu vyplatnt funkciu. Ak podkladové aktivum prekrodi realiza¢nu cenu, drZitel opcie
ziska podkladové aktivum alebo vopred stanovent sumu penazi.

Relativne drahé opcie
Cash-or-nothing

. Call,—l drzitel ziska sumu K ak cena podkladového aktiva je vyssia ako realiza¢na cena (S>X), inak
neziska nic¢

e Put - drzitel ziska sumu K ak cena podkladového aktiva je nizsia ako realiza¢na cena (S<X), inak nic¢
Ocenenie:
CCOI’] o Ke_rT N (d ) F)COI"I o KeirT N (_ d )
Asset-or-nothing

e Call - drzitel ziska podkladové aktivum ak cena podkladového aktiva je vyssia ako realiza¢na cena
(S>X), inak neziska ni¢

e Put - drzitel ziska podkladové aktivum ak cena podkladového aktiva je nizsia ako realiza¢na cena
(S<X), inak ni¢

Ocenenie:
GG _ gp 9T
C..ieSe P N{d) P, =Se ?"N(-d)
S 1
In| = |+|r—-g+=0° [T
A X 2
o) \/-T
¢ - cena kupnej opcie r - trzna urokova miera
So - cena podkladového aktiva v ¢as o T - doba do expirdcie opcie
X - realiza¢na cena o - volatilita podkladového aktiva

N() - distribu¢nd funkcia normalneho $tandardizovaného rozdelenia



Dalsie typy opcii

Amortizované/Velerybie opcie- rozdiel medzi priemernou cenou podkladového
aktiva a realiza¢nou cenou (urcenej percentualne zo spotovej ceny)
Cliquet/Ratchet (?ﬁ)tions — opcie s periodickym VysForiadanim, pri prenastaveni
realizac¢nej ceny podla posledného vysporiadania. Zisk sa méze priebezne vyplacat
alebo akumulovat.

Alfa-kvantilové opcie - lacnejsia verzia Lookback opcie. Ako rozhodujtica sa berie
najnizsia, resp. najvyssia hodnota, kde cena zotrva asporn urc¢iti dobu. Neobchoduje sa
este.

Bermudské opcie — kombinacia americkych a eurépskych opcii. Maju niekolko
realiza¢nych dni. Vyuzivaju sa na arokovych trhoch a Forexe.

Kanarske opcie - opat kombinacia americkych a eurépskych. Opcia sa sprava ako
eurdpska az do istého vopred stanoveného datumu a nasledne funguje ako americka,
alebo bermudska opcia.

Kosikové opcie - podkladové aktivum je index, alebo skupina podkladovych aktiv
Instalment opcie - prémia za opciu sa splaca po Castiach. Séria zloZenych opcii.
Coupe option - podobné Cliquet opciam, ale po vyplate sa nova realiza¢na cena
nastavi na horsiu zo spotovej ceny a pévodnej realizacnej ceny.



Dalsie typy opcii

Parizske opcie - kombinacia bariérovych a azijskych opcii. Na rozdiel od bariérovych
knock-in/out je spusteny ak podkladové aktivum zotrva urcitti dobu na druhej strane
bariéry resp. ak ju pretne priemer cien.

Edokko (Tokijske) opcie - rozsirenie Parizskych opcii. Redukuje potrebu predaja
podkladového aktiva vypisovatelom opcie na kratko ak je opcia I'TM tesne pred
expiraciou

Vymenné opcie — umoznuju vo vopred stanoveny termin vymenu podkladovych
aktiv. Pouzivaja sa najma na menové pary.

Napoleonske opcie - vyplacaju fixny kupén a najhorsi vysledok indexu za urcité
obdobie.

Duhové opcie — maju 2 a viac podkladovych aktiv z ktorych sa vybera vysledok
najlepsieho/najhorsieho/priemer

Opcie Spreadu - Payoff je funkciou 2 alebo viacerych podkladovych aktiv
Extreme spread opcie - modifikacia lookback opcie. Payof je rozdiel maxima v
druhej Casti zivotnosti opcie a maxima v prvej ¢asti zivotnosti opcie.
Predlzitelné opcie - vypisovatel alebo drzitel m6zu predlzit Zivotnost opcie



Dalsie typy opcii

Havajské opcie - kombinacia americkych a azijskych opcii. Payoff je rozdiel medzi
strikom a priemernou cenou a je mozna predc¢asna realizacia.

Pasové (Passport) opcie — podkladové aktivum je zostatok obchodného u¢tu bank.
Europsky typ opcie.

Dovolenkové (Vacation) opcie - to isté ako pasové, len maja charakteristiku
americkej opcie.

Izraelské opcie — americka opcia s moznostou vypisovatela opcie ukoncit jej platnost
kedykolvek pocas jej zivotnosti. Drzitel opcie dostane nejaky rabat.

Ruské opcie - kombinacia americkej a lookback opcie. Drzitel opcie ma pravo na
urcité percento z maximalnej hodnoty, ktoru opcia dosiahla. Neobchoduje sa este.
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