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Multikolinearita

Multikolinearitou se rozuḿı vzájemná lineárńı závislost vysvětluj́ıćıch
proměnných. Přesnou multikolinearitou se rozuḿı p̌ŕıpad, kdy jednotlivé sloupce
xj, j = 1, . . . , k matice plánu X jsou lineárně závislé, takže pro aspoň jednu
nenulovou konstantu cj plat́ı

c1x1 + · · ·+ ckxk − 0.

V praxi bychom se s t́ımto p̌ŕıpadem neměli setkávat, nebot’ p̌ri rozumně
sestaveném regresńım modelu využijeme lineárńı kombinaci a zmenš́ıme počet
vysvětluj́ıćıch proměnných. Podobně nereálný je v praxi p̌ŕıpad ortogonálńıch
vysvětluj́ıćıch proměnných, kdy matice X je ortogonálńı a plat́ı, že X′X = Ik.
V praxi se tedy multikolinearitou rozuḿı p̌ŕıpad, kdy p̌ribližně plat́ı rovnice
vyjaďruj́ıćı lineárńı kombinaci vysvětluj́ıćıch proměnných. V p̌ŕıpadě silné
multikolinearity je determinant informačńı matice X′X bĺızký nule, nejmenš́ı vlastńı
č́ıslo je rovněž bĺızké nule a matice X′X je

”
skoro singulárńı“. O multikolinearitě

svědč́ı i vysoké hodnoty poměru nejvěťśıho a nejmenš́ıho vlastńıho č́ısla.
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Důvody multikolinearity

Multikolinearitu způsobuje regresńı rovnice obsahuj́ıćı nadbytečné
vysvětluj́ıćı proměnné. Statistickými technikami můžeme p̌rebytečné
proměnné identifikovat a vyloučit z regresńı rovnice.

Multikolinearitu jen ztěž́ı odstrańıme v úlohách, kdy vzájemná sp̌raženost
hodnot vysvětluj́ıćıch proměnných je způsobena neuvažovanými veličinami
nebo formou statistického zjǐst’ováńı. Jde-li nap̌r. o údaje z časových řad,
je podobný vývoj sledovaných veličin dostatečným důvodem vzniku
multikolinearity. Vzhledem k tomu, že multikolinearitu hodnot́ıme výhradně
na základě určitého souboru pozorováńı, stač́ı nesprávný výběr kombinaćı
hodnot vysvětluj́ıćıch proměnných, nereprezentuj́ıćıch obor možných hodnot,
k existenci významné multikolinearity.

Závažným důvodem multikolinearity je skutečný vztah vysvětluj́ıćıch
proměnných v rámci sledovaného jevu, procesu nebo systému. V tomto
p̌ŕıpadě je ťreba využ́ıt všechny informace nevýběrového charakteru k zlepšeńı
kvality regresńıch odhadů.
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Důsledky multikolinearity

V p̌ŕıpadě p̌resné multikolinearity je matice X′X singulárńı a běžnou inverźı
nepǒŕıd́ıme odhad neznámých parametr̊u β metodou nejmenš́ıch čtverc̊u. Pro
p̌ribližnou multikolinearitu jsme sice schopni matici X′X invertovat, ale kvalita
pǒŕızených odhadů je poměrně ńızká.
Sńıžeńı kvality se projev́ı

v kovariančńı matici var(β̂) = σ2(X′X)−1

v p̌resnosti prováděných výpočt̊u

nebot’ důsledkem vysokých rozptyl̊u odhadů jsou p̌ŕılǐs široké intervaly
spolehlivosti, a tedy malá p̌resnost odhadu.
Logickým důsledkem multikolinearity je obt́ıžné vyjáďreńı individuálńıho vlivu
jednotlivých vysvětluj́ıćıch proměnných. Projev́ı se to ńızkými hodnotami testových
kritéríı v t-testech nedovoluj́ıćımi potvrdit závažnost jednotlivých regresor̊u v
regresńı funkci. Závažným důsledkem je značná výpočetńı nespolehlivost a
nestabilńı hodnoty regresńıch odhadů. Stač́ı malý zásah do statistických údaj̊u a
výsledné odhady jsou odlǐsné.
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VIF – Variance Inflarion Factors

Diagonálńı prvky matice (X′X)−1, tj.

a = diag(X′X)−1

označované v literatǔre jako VIF – variance inflarion factors úzce souviśı s
v́ıcenásobnými korelačńımi koeficienty, vyjaďruj́ıćı vztah j-té vysvětluj́ıćı
proměnné a lineárńı funkce ostatńıch vysvětluj́ıćıch proměnných. Lze je zapsat jako

aj =
1

(1− r2
j )x
′
jxj

,

kde rj = rxj·x1x2 ...xj−1xj+1 ...xk je koeficient mnohonásobné korelace.
Vysoký stupeň multikolinearity se projevuje vysokými hodnotami korelačńıch
koeficient̊u rj, ale i vysokými hodnotami některých jednoduchých korelačńıch
koeficient̊u.
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Detekce multikolinearity

Testujeme hypotézu H0 : R = Ik proti H1 : R 6= Ik, kde R je korelačńı matice
proměnných. Plat́ı-li nulová hypotéza, pak

K = −
[

n− 1− 1
6
(2k + 7)

]
ln |R| ∼ χ2

(
k(k− 1)

2

)
.

Hypotézu H0 tedy na hladině významnosti α zaḿıtáme, pokud

K > χ2
1−α

(
k(k−1)

2

)
.
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Identifikace proměnných zp̊usobuj́ıćıch
multikolinearitu

Pro identifikaci proměnných způsobuj́ıćıch multikolinearitu se doporučuj́ı statistiky

Fj =
n− k
k− 1

(djj − 1),

kde djj jsou diagonálńı prvky matice D = R−1. V p̌ŕıpadě, že proměnná Xj
nezpůsobuje multikolinearitu, má veličina Fj Fisherovo – Snedecorovo rozděleńı
F(k− 1, n− k).
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Odstraněńı multikolinearity

Do modelu zǎrad́ıme jen ty regresory, které významně p̌risṕıvaj́ı ke zlepšeńı kvality
odhadu β. K výběru nejlepš́ı podmnožiny regresor̊u použijeme metodu postupné
regrese.
Algoritmus :

1 Spočteme korelačńı matici R a provedeme test hypotézy H0 : R = Ik. Je-li
korelace prokázána, pokračujeme daľśım krokem.

2 Spočteme korelačńı koeficienty rY,X1 , . . . , rY,Xk a vybereme ten regresor Xi,
jehož rY,Xi je v absolutńı hodnotě nejvěťśı.

3 Sestav́ıme model Y = β0 + β1Xi a odhadneme jeho parametry. Vypočteme

hodnotu statistiky F =
(n−2)s2

Ŷ
s2 = (n−2)ID

1−ID , kde ID znač́ı index determinace.

Pokud F > F1−α(1, n− 2), ponecháme regresor Xi v modelu.

4 Spočteme parciálńı korelačńı koeficienty
rY,X1·Xi , . . . , rY,Xi−1·Xi , rY,Xi+1·Xi , . . . , rY,Xk·Xi a vybereme ten regresor Xj,
jehož rY,Xj·Xi je v absolutńı hodnotě nejvěťśı.
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Odstraněńı multikolinearity

5 Sestav́ıme model Y = β0 + β1Xi + β2Xj a odhadneme jeho parametry.

Vypočteme hodnotu statistiky F = (n−3)∆ID
1−ID , kde ∆ID je p̌ŕır̊ustek indexu

determinace p̌ri zǎrazeńı Xj do modelu a ID je index determinace pro model
Y = β0 + β1Xi + β2Xj. Pokud F > F1−α(2, n− 3), ponecháme regresor Xj v
modelu.

6 Spočteme parciálńı korelačńı koeficienty rY,X1·(Xi,Xj)
, . . . , rY,Xk·(Xi,Xj)

a

vybereme ten regresor Xl, jehož rY,Xl·(Xi,Xj)
je v absolutńı hodnotě nejvěťśı a

tak pokračujeme dále.
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Daľśı možnosti

Zlepšováńı podḿıněnosti matice X′X
Model standardizovaných proměnných. Mı́sto původńıch proměnných yi a
xij pracujeme s proměnnými ve tvaru

qi =
yi − ȳ

sy
, zij =

xij − x̄j

sxj

,

kde sy a sxj jsou směrodatné odchylky jednotlivých proměnných.
Standardizaćı vysvětluj́ıćıch proměnných dostáváme p̌ri použit́ı metody
nejmenš́ıch čtverc̊u ḿısto matice X′X korelačńı matici R = Z′Z/n. Vektor
Z′q/n obsahuje jednoduché korelačńı koeficienty ryxj . Standardizaćı
proměnných se zmenšuj́ı zaokrouhlovaćı chyby a zlepšuj́ı se možnosti
hodnoceńı individuálńıho vlivu proměnných pomoćı regresńıch parametr̊u.
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Daľśı možnosti

Model v kanonickém tvaru. Mı́sto modelu ve tvaru

Y = X′β + ε

pracujeme s modelem
Y = U′γ + ε,

kde matice U = XV, vektor γ = V′β a V je matice standardizovaných
vlastńıch vektor̊u odpov́ıdaj́ıćıch vlastńım č́ısl̊um matice X′X. Odhady
parametr̊u v kanonickém tvaru:

γ̂ = L−1U′Y,

kde L je diagonálńı matice s vlastńımi č́ısly matice X′X. Kovariančńı matice
odhadů var(γ̂) = σ2L−1 ukazuje, že i v tomto p̌ŕıpadě jsou odhady nezávislé.
Residuálńı součet čtverc̊u se transformaćı neměńı.

Hřebenová regrese (ridge regression) – lm.ridge v baĺıku MASS
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Př́ıklad

V souboru
”
vydaje.Rdata“ jsou uložena data o 20 náhodně vybraných

domácnostech. Sloupce proměnné
”
domacnosti“ obsahuj́ı postupně tyto údaje:

výdaje za potraviny a nápoje (Y), počet členů domácnosti (X1), počet dět́ı (X2),
pr̊uměrný věk výdělečně činných (X3) a p̌ŕıjem domácnosti (X4). Metodou
postupné regrese zkonstruujte model s nejlepš́ı podḿıněnost́ı regresor̊u.

Řešeńı Uvažujme nejďŕıv model se všemi regresory. Spočtěme nejprve pro ilustraci
det((X′X)−1) = 4, 65× 10−16. Také hodnoty VIF jsou pro prvńı dva regresory
vysoké:

clenu deti vek prijem

21, 23 16, 18 1, 31 3, 4

Testujeme-li hypotézu H0 : R = I4, hodnota testové statistiky

K = −
[

19− 15
6

]
ln |R| = 64, 94

výrazně p̌revyšuje kritickou hodnotu χ2
0,95 (6) = 12, 59. Hypotézu H0 tedy na

hladině významnosti 0, 05 zaḿıtáme.
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Řešeńı

Pro identifikaci proměnných způsobuj́ıćıch multikolinearitu můžeme spoč́ıtat d́ılč́ı
statistiky Fj

clenu deti vek prijem

107, 88 80, 94 1, 66 12, 83

které porovnáme s kritickou hodnotou F0,95(3, 16) = 3, 24.
Postupná regrese

1 Spočteme korelačńı koeficienty rY,X1 , . . . , rY,X4 = (0, 77; 0, 67; 0, 18; 0, 73).
Vybereme regresor X1, nebot’ jeho korelace je v absolutńı hodnotě nejvěťśı.

2 Sestav́ıme model Y = β0 + β1X1. Vypočteme hodnotu statistiky

F = (n−2)ID
1−ID = 18·0,5897

1−0,5897 = 25, 87. Tato hodnota je věťśı než

F0,95(1, 18) = 4, 41, takže regresor X1 ponecháme v modelu.

3 Spočteme parciálńı korelačńı koeficienty
rY,X2·X1 , rY,X3·X1 , rY,X4·X1 = (0, 36; 0, 499; 0, 32). Vybereme regresor X3, jehož
parciálńı korelačńı koeficient je v absolutńı hodnotě nejvěťśı.
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Řešeńı

4 Sestav́ıme model Y = β0 + β1X1 + β2X3. Vypočteme hodnotu statistiky

F = (n−3)∆ID
1−ID = 17·0,102

1−0,69 = 5, 64. Tato hodnota je věťśı než

F0,95(2, 17) = 3, 59, tedy ponecháme regresor X3 v modelu.

5 Spočteme parciálńı korelačńı koeficienty
rY,X2·(X1,X3)

, rY,X4·(X1,X3)
= (0, 19; 0, 17). Vybereme regresor X2, jehož

parciálńı korelačńı koeficient je v absolutńı hodnotě nejvěťśı.

6 Sestav́ıme model Y = β0 + β1X1 + β2X3 + β3X2. Vypočteme hodnotu

statistiky F = (n−4)∆ID
1−ID = 16·0,012

1−0,704 = 0, 63. Tato hodnota je menš́ı než

F0,95(3, 16) = 3, 24, a tedy regresor X2 již nezahrneme do modelu.

Výsledný model je tedy tvaru

Y = β0 + β1X1 + β2X3.
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Úlohy k procvičeńı

Př́ıklad 1.1

V souboru
”
cement.RData“ jsou uloženy údaje, které se týkaj́ı chemického

složeńı portlandského cementu:

y množstv́ı tepla v kaloríıch na gram cementu
x1 Tricalcium aluminate 3CaO.Al2O3 v %
x2 Tricalciam silicate 3CaO.SiO2 v %
x3 Tetracalcium alumino ferrite 4CaO.Al2O3.Fe2O3 v %
x4 Dicalcium silicate 2CaO.SiO2 v %

Testujte multikolinearitu v daném modelu. Metodou postupné regrese nalezněte
vhodný model. Poté ově̌rte normalitu residúı.
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Úlohy k procvičeńı

Př́ıklad 1.2

V proměnné
”
mtcars“a jsou uložena data pro modelováńı závislosti spoťreby

paliva osobńıch automobil̊u (proměnná mpg, počet mil/galon) na vlastnostech
motoru, které jsou popsány následuj́ıćımi proměnnými:

cyl počet válc̊u
disp objem válc̊u (kubické palce)
hp výkon (počet końı)
drat p̌revodový poměr zadńı nápravy
wt hmotnost vozidla (kilolibry)
qsec zrychleńı (počet sekund z 0 na 1/4 ḿıle)
vs uspǒrádáńı válc̊u (1 –

”
V“, 0 – za sebou)

am p̌revodovka (0 – automat, 1 – manuál)
gear počet p̌revodových stupň̊u
carb počet karburátor̊u

Testujte multikolinearitu v daném modelu. Metodou postupné regrese nalezněte
vhodný model. Ově̌rte také normalitu residúı.

adatový soubor implementovaný v jazyce R
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Úlohy k procvičeńı

Př́ıklad 1.3 (pro náročné)

Naprogramujte funkci
”
multicol.R“, která pro zadaný model zjist́ı p̌ŕıtomnost

multikolinearity v datech. V p̌ŕıpadě, že je multikolinearita p̌ŕıtomna, metodou
postupné regrese nalezne vhodný model.
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