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Dalsi typy stromu ’

CHAID, PRIM, MARS




CHAID - Chi-squared Automatic Interaction Detector

G.V.Kass (1980)
Strom pro kategorialni proménné— prevod spojitych
promennych na ordinalni

Je Casto vyuzivan v komercnich sférach, pfedevsim v
marketingu a pruzkumech vefejného minéni, ma ale pouziti i
v prirodovednych oborech.

nebinarniho typu

Po prvnim deleni nemusi zbyvat dostatek pozorovani na
vytvoreni dalSich ,pater” stromu —vhodnéjsi pro vétsi
datoveé soubory.

Jako kriterialni statistika pro vétveni se pouziva y? —test.

Pokrocilé neparametrické metody JBA



Priklad - kosatce

SETOSA Tree graph for IRISTYPE
VERSICOL Num. of non-terminal nodes: 1, Num. of terminal nodes: 4
—VIRGINIC
D=1 N=150
SETOSA
|
PETALWID
|
| | | |
<= 0,600000 <=1,500000 <=1,800000 > 1,800000
| | | |
D=2 N=50 D=3 N=48 D=4 N=18 ID=5 N=34
SETOSA VERSICOL VIRGINIC VIRGINIC
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> —test - opakovani

y° —test je pouzit pro zjisténi nezavislosti v kontingenéni
tabulce, ktera je tvorena kombinaci kategorii zavisle
promenne a prediktoru

Jsou-li Y a X nezavislé, ma testova statistika priblizne
Pearsonovo y? rozdéleni s u = (r-1)(s-1) stupni volnosti, kde r
je pocet fadku a s je pocet sloupcu v kontingenéni tabulce.

Nezavislost v kontingencni tabulce znamena, ze se obeée
promenne navzajem neovliviuji v hodnotach, které nabyvaji.

Hypotéza nezavislosti jevu je zde nulovou hypotézou H,.
Pearsonuv y? —test je ¢asto oznaCovan jako test dobré shody.
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Kontingencni tabulka

kategorie prediktoru X
j 1 2 s Celkem
i

>
% 1 P11 P12 P1s R,
Q|2 P21 P2, P2s R,
<|r prl prz prs Rr

Celkem S, S, S, n

porovnavame ocCekavane Cetnosti v kontingencni tabulce s jejich skuteCnymi
cetnostmi
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y° —test

kde i a j je oznaCeni radku (resp. sloupcu) v kontingencni tabulce,
p; Je pozorovana frekvence, o, oCekavana frekvence, n je celkovy
pocCet pozorovani, R; je poCet pozorovani v radku i, S; je pocet
pozorovani ve sloupci J.
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Priklad - Rozdéeleni semen dvou pfribuznych rostlin podle barvy a tvaru

Bylo zkoumano celkem 160 semen dvou druhl pfibuznych rostlin. Semena
byla roztfidéna do nasledujicich kategorii: Zluté/hladké; Zluté/vrasdité;
zelené/hladke; zelené/vrascité

Zluté/hladkeé | zluté/vrascité| zelené/hladke | zelené/vrascité| Celkovy
soucCet
Druh1 10 25 10 15 60
Ocekavany pocet
Druh2 20 30 20 30 100
Ocekavany pocet
Celkovy soucet 30 55 30 45 160
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Algoritmus rustu stromu CHAID

Krok1: pro kazdy prediktor X:: Vytvor kontingencni tabulku kategorii
zavisle proménné a prediktoru.

Krok 2: mohou nastat tri pripady:

Pokud je pocCet kategorii prediktoru > 2, utvori se dvojice z kategorii prediktoru—
kategorialni x ordinalni. Najde se takova dvoijice, ktera si je co do hodnot zavisle
proménné Y nejvice podobna —dvaijice, jejiz »? - test méa nejvyssi p hodnotu.
Pokud ma prediktor 2 kategorie — algoritmus pokracCuje krokem 5

Pokud ma prediktor X pouze jednu kategorii — p hodnota je nastavena na 1

Krok 3: Dvojice s nejvyssi p hodnotou, ktera neni statisticky vyznamna
nebo vetsi nez alphaZ2, se slouCi do jedné skupiny.
u ordinalniho prediktoru se spojuji pouze sousedni kategorie
u kategorialniho jsou dvojice vytvofeny kombinaci vSech kategorii.
Prediktor X je dale pouzivan s novymi jiz slouCenymi kategoriemi
Pokud je i po slou€eni poCet kategorii > 2, algoritmus se vrati do kroku 2.
Pokud ne, algoritmus pokracuje krokem 4 nebo 5.

MU

Pozn: alpha2, 3 a 4 jsou hodnoty zadané uzivatelem
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Algoritmus rustu stromu CHAID

Krok 4: SlouCené kategorie mohou byt zpétné rozdéleny. Jestlize se nove
vytvorené skupiny kategorii skladaji ze tfi nebo vice puvodnich kategorii,
najde se nejlepsi binarni rozdéleni mezi slou¢enymi kategoriemi (s

[ &4

alpha3, dojde k rozdéleni.

Krok 5: Kazda kategorie, ktera ma velmi malo pozorovani (minimum je
definovano uzivatelem), je spojena s nejpodobnéjsi kategorii (opét urceno
na zakladé nejvétsSi p hodnoty)

pozn: toto nastaveni je volitelné a byva dostupné jen v nékterych softwarech.
VysSe popsanym postupem jsme ziskali optimalni slouCeni pro kazdy prediktor.

Krok 6: V poslednim kroku je spocCitana adjustovana p hodnota 2 testu
pro sloucené kategorie kazdého z prediktorl pomoci Bonferroniho
korekce. Vybere se prediktor s nejmensi adjustovanou p hodnotou nebo
hodnotou vetsSi nez alpha4. Tento prediktor s optimalné slouCenymi
kategoriemi je pouzit k rozdéleni uzlu. Pokud vyznamny prediktor nelze
nalézt, uzel se jiz dale nedeli a je povazovan za terminalni.

MU
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Algoritmus rastu stromu CHAID — ilustraéni pfiklad

Zajima nas klasifikace potravnich strategii druhtt makrozoobentosu
podle ruznych kategorii nadmorské vysky. Pro jednoduchost se budeme
zabyvat pouze jednim prediktorem.

Krok 1

Kontingencni tabulka -v burikach by byly pocty jednotlivych druht

N-niZinné |S - stfedni P - podhorské |H - horskeé

sbéraci
spasaci
filtratofi
dravci
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Algoritmus rastu stromu CHAID — ilustraéni pfiklad

Pro kazdou podtabulku je spocitan Pearsonlv 3?2 -test nezavislosti. Najdeme
nejvétsi p hodnotu testu, pokud neni signifikantni (mensi nez zvolené a),
kategorie spojime. Protoze je nadmorska vyska ordinalni parametr, mtuzeme

sloucit pouze vedlejsi kategorie.

Krok2a3
N S S P P H
sbéraci sbéraci sbéraci
spasaci spasaci spasaci
filtratofi filtratofi filtratofi
dravci dravci dravci
2 _ 2 -
Z1° p=0,01 X% p=0,05 x1° p=0.1
N S P+H
sbéradi
spasaci
filtratori
dravci
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Algoritmus rastu stromu CHAID — ilustraéni pfiklad

Test slouCenych kategorii:

Opét spocitame Pearsonllv y?-test nezavislosti pro kazdou podtabulku, nyni jiz
slou¢enych kategorii. Obé p hodnoty byly statisticky vyznamné pro zvolené a=0,05 a
k dalSimu slouceni jiz nedochazi. Pfechazime rovnou do kroku 6, nebot jsme ziskali
optimalni slou€eni prediktoru — krok 4 a 5 neni v naSem pfikladu potieba.

N S S P+H
sbéraci sbéraci
spasaci spasaci
Krok2a3 filtratori filtratofi

dravci dravci

1% p=0,01 7.2 p=0,001

N S P+H

sbéraci

spasaci

filtratori

dravci

p*B g
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Algoritmus rastu stromu CHAID — ilustraéni pfiklad

Finalni rozdéleni uzlu:

v v

adjustovanou p hodnotou, puvodni uzel obsahuijici cely datovy
soubor bude rozdélen na tfi dcefiné uzly, podle slouCenych kategorii

nadmorské vysKky.

Krok 6

MU
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Bonferroniho korekce

V algoritmu dochazi k souCasnemu testovani vice hypotéz —v naSem
prikladu bylo tfeba ucCinit celkem Ctyfi testy pro mozné slouceni
kategorii.

Pfi mnohonasobném testovani vSak vzrista pravdépodobnost, ze
zamitneme nulovou hypotézu H,, prestoze plati.

Pocet provadénych testu u metody CHAID roste s po¢tem kategorii
zavisle proménné a prediktoru.

Pouzitim Bonferronino korekce je mozné zmirnit vliv mnohonasobného
testovani a ziskat porovnatelné p hodnoty pro jednotlive prediktory
s riznym poctem kategorii.

Vysledna p hodnota pro kontingencni tabulku kategorii zavisle

promenné a optimalne slouceneho prediktoru je vynasobena B

koeficientem, Cimz ziskame adjustovanou p hodnotu pro dany
N prediktor.

MU
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Bonferroniho korekce - Koeficient B

ordinalni proménna — sluCovani sousednich kategorii
kategorialni promeénna— slucovani vSech moznych kombinaci

s—-1
Bordinal — r—1

Bkategoria' - Zr:(_ 1)i I(IEr__I)IS)'

kde r je pocCet fadku a s je pocCet sloupcu kontingencni tabulky
kategorii zavisle proménné a prediktoru.
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Strom CHAID

Rust stromu se zastavi, pokud je dosazeno nasledujicich pravidel:
neni mozne nalézt zadneé vyznamné rozdeéleni.

VSechna pozorovani zavisle proménné v uzlu maji stejnou
hodnotu nebo identickou hodnotu pro kazdy prediktor.

Pokud je dosazeno uzivatelem definovanych nastaveni, ktera se
tykaiji:
parametru velikosti stromu jako je nastaveni poctu
terminalnich uzld nebo vétvi;

poCtu pozorovani v uzlu, které je mensi nez minimum
stanovené uzivatelem nebo poCtu pozorovani, které by po
rozdéleni vedlo k dcefinym uzlum s menSim poctem
pozorovani, nez je definovano uzivatelem.

Celkovou spravnost stromu OA, ., urcujeme stejné jako v pfipadé
stromu CART. K odhadu obecné chyby e(f) je mozné opét pouzit k-
testovacich souboru z krosvalidace.

MU
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Classification matrix 1

P‘fiklad- kOsatCe Dependent variable: IRISTYPE

Options: Categorical response, Analysis sample

Classification matrix 1 (lrisdat)
Dependent variable: IRISTYFE
Options: Categoarical response, Analysis sample
Observed | Predicted | Predicted | Predicted | Row Total
SETOSA [WERSICOL | WIRGINIC
Number [ SETOSA] a0 a0
Column Percentage 100.00% 0.00% 0.00%
Fow Percentage 100.00% 0.00% 0.00%
Total Percentage 33.33% 0.00% 0.00% 33.35%
Mumber YWERSICOL 45 5 il
Column Percentage 0.00% 93.75% 9.62%
Row Percentage 0.00% a0.00% 10.00%
Total Percentage 0.00% 30.00% 3.33% 33.33%
| Mumber WIRGINIC 3 47 50
Column Percentage 0.00% 6.25%  90.38%
Fow Percentage 0.00% G.00% 94.00%
Total Percentage 0.00% 200%  31.33% 33.33%
Count All Groups 50 45 52 150 "
Total Percent 33.33% 3200%  3467%
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A PR 9

PRIM - Patient Rule Induction Method
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PRIM - Patient Rule Induction Method

PRIM (Friedman & Fisher, 1999) - metoda primarné urena pro regresi.

PRIM podobné jako ostatni rozhodovaci stromy rozdéluje pozorovani
zavisle proménné Y pomoci hodnot prediktoru do uzlu t,,..,t, —
oznacovanych jako okna B;,..., B,

Graficky muzeme okna znazornit jako jednotlivé regiony v prostoru
prediktoru X,,..., X),.

V pfipadé metody PRIM se vSak vyhledavaji takoveé regiony, ve kterych

v v

Vysledkem je sada jednoduchych pravidel, ktera definuji jednotliva okna
a rozdéluji pozorovani zavisle proménné

Pokrocilé neparametrické metody JBA



PRIM
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Méjme 100 pozorovani. Zavisle proménna Y oznacuje presenci y; = 1 (trojuhelniky)
nebo absenci y; = 0 (koleCka) urcitého druhu rostliny. Pro jednoduchost uvazujme
pouze dva spojité prediktory: teplotu X, a srazky X,. Rostlina bude pfitomna s vetsi
- pravdépodobnosti v podminkach danych rozsahem prediktort
(@4 = X;=by) N (a, = X, < by), které jsou zde znazornény pomoci okna B.

MU
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PRIM - algoritmus

1. Soubor se rozdéli na testovaci a trénovaci (v poméru zadaném uzivatelem). Sefadi se
hodnoty prediktortl od nejmensi po nejvétsi. Okno obsahuje cely datovy soubor (trénovaci)

2. Okno se zmensSuje podél jedné hrany o malé mnozstvi pozorovani (€asto a=0.1 nebo
0a=0.05) — tak aby vysledny primér ve zmendeném okné byl co nejvétsi (nejmensi)

Krok 1)a 2 se opakuje dokud okno neobsahuje predem stanovené minimum pozorovani (napfr.
10

3. dochazi k reverznimu procesu-okno je zpétné rozsifovano do vSech sméru, ale jen pokud

se zvySi primér v okné
Z kroku 1-3 se ziska sekvence oken o rizném poctu pozorovani

4. pouzije se krosvalidace k vybrani optimalniho okna B,-testovaci soubor!

5. Odstrani se vzorky z okna B, -pozorovani ktera jsou odstranéna z okna maji nejvyssi
(nejnizsi) hodnoty prediktoru X

Krok 2-5 se opakuje, dokud neni dosazeno konecného poctu oken B,,B, ,..... By

Okna jsou dana rozhodovacimi pravidly
Stejné jako v CART lze pouzit kategorialni prediktor

MU
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PRIM - algoritmus

200 bodu, rovhomérné rozdélenych do jednotkového ctverce

Zavisle proménna Y ma hodnotu 1 (Cervena barva) pokud je 0.5
<X,<0.8 a 0.4 <X,<0.6

Zavisle proménna Y ma hodnotu 0, modra barva
Proporce bodu o které se okno posune a=0.1

Pokrocilé neparametrické metody JBA



PRIM - algoritmus
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(Hastie et. al, 2009)

Algoritmus je hierarchicky a pouzivame krosvalidaci
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PRIM

Stejné jako v CART lze pouzit kategorialni prediktor

Oproti CART je vyhodou, Ze se probere vétsi Skala pravidel a
muzZeme najit optimalni feseni

Nevyhoda- neni k dispozici stromova struktura — okna jsou
dana rozhodovacimi pravidly

PRIM je velmi vhodny pro pfipady, kdy nas zajima nalezeni
proménné — napf. pfi ruznych ochrannych opatfeni, kdy
vysledky mohou slouzit ke stanoveni vhodné velikosti uzemi
podle pravdéepodobnosti vyskytu druhu nebo ke zjisteni
Klimatickych podminek, pri kterych dochazi k nejvetsimu
znecisteni ovzdusi

MU
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MARS - Multivariate Adaptive
Regression Splines
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MARS - Multivariate Adaptive Regression Splines

Friedman (1991)
technika pro regresni problemy

na rozhrani mezi stromovou technikou a parametrickou
regresi—zobecnéni postupné (stepwise) linearni regrese

odstranuje urcité nedostatky binarnich regresnich stromu, predevsim
nespojitosti odhadnutych hodnot zavisle proménné

prediktory mohou byt spojité i kategorialni

vysledkem metody je regresni rovnice — chybi stromova struktura a
interpretace vysledku pfi velkém poctu proménnych muze byt obtiznéjsi

k rozdéleni pozorovani zavisle proménné se nepouziva konstanta, ale
linearni aproximace

Pokrocilé neparametrické metody JBA



Spline- interpolace

Interpolace - n body mohu prolozit polynom (n -1) radu
- vétSi stupen polynomu - oscilace mezi body
dana mnozina bodu se aproximuje po Castech = spline krivky

y y
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MARS
linearni spliny - po ¢astech linearnich funkce (x - t), a (f - x),, kde + je
kladna Cast
(x - t), pokud x > ¢ (t-x), pokud x <t
(x-1,= 1 (t-x), =
0, jinak 0, Jinak

se svym stfedem (uzel) v kazdé hodnoté x

j» Pro kazdy prediktor Xj

Priklad funkce (x — 10), a (10 - x), Alternativni zapis:max(0, x — t) a max(0, t — x)

Zrcadlovy par .

t X (Hastie et. al, 2009) Ml
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MARS - priklad

Linearni regrese

y =-37+5.1x =

I
B 10 12 14 16 18 20
®

MARS

y =25 + 6.1max(0, x - 13)
—3.1max(0, 13 - x) i

I L
a 10 12 14 16 18 20
}{ MU
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MARS x linearni regrese

Me&jme regresni rovnici:

Y :/80 +iﬂm(xm)+g

kde Y je zavisle proménna, X,,..., X, jsou prediktory
B, je intercept a B,,..., B,, regresni koeficienty

u jednorozmerne linearni regrese je k vyjadreni zavislosti Y na X pouzita
primka a koeficienty jsou odhadnuty metodou nejmensich ¢tvercu

MU
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MARS

predpokladejme model s jednim prediktorem a hodnotou uzlu t = 10,

ktery miZeme zapsat pomoci dvou regresnich rovnic:

Y=0,+p,(X,)+& pro x>10

Y=0,+5,(X)+¢ pro x<10

Rovnice muzeme vyjadfit ve tvaru:

Y =b, +b, (X, —t), +b,(t-X,), +&

kde by = By, by =B, a b, =,

Pokrocilé neparametrické metody JBA



MARS - interakce proménnych

Stejné jako u linearni regrese Ize i u metody MARS pouzit interakce
promennych

pro dva prediktory X, X;:

Y = bo +b1(X1 _t1)+ +b2(t1 - X1)+ +b3(X1 _t1)+(X2 _tz) té

+

z cehoz plyne:
Y =b,+b X, —-bt +¢ pro X,>ta X,<t,
Y =b,-b,X, +b,t +¢& pro X, <t

Y =h, +b X, bt +t,(X, X, —t, X, —t,X, +tt, )+ pro X,>ta X,>t,

Pokrocilé neparametrické metody JBA



MARS - interakce

h(X;,X5) = (X4=Xs51)s “(X70 = X,),

(Hastie et. al, 2009) e
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MARS - pfiklad

% denni méfeni koncentrace ozonu, rychlosti vétru, teploty
vzduchu a intenzita slunecniho zareni v New Yorku

ozone = 25
+ 3.1*max(0; temperature-85)
-1.28*max(0; 85-temperature)
-4.9*max(0; 13-wind)
- 0.09*max(0; radiation-139)
-0.049*max(0; radiation-112)*max(0; 13.21-wind)

MU
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MARS

Regresni funkci pro MARS muzZeme tedy vyjadfit jako:
M
— ,80 + Z/Bmhm(x )
m=1

kde h_ jsou bazové funkce nebo jejich interakce a koeficienty b, pro dané
h JSOU odhadovany stejné jako u linearni regrese metodou nejmensmh
Ctvercu.

Algoritmus MARS je velmi podobny postupnému dopfednému vybéru
(forward stepwise selection) vysvétlujicich proménnych v regresnim modelu
— namisto proménnych se vybiraji linearni splajny.

Zaciname s nulovym modelem (bez prediktort).

Postupné se pridavaji jednotlivé €leny do rovnice (bazové funkce) — pouze
takove, jejichz prispevek k variabilité vysvétlené modelem je statisticky
vyznamny.

Tento pfispévek se urcuje na zakladé snizeni residualniho souctu ¢tvercu
modelu.

ﬁMU
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MARS- krovalidace

krosvalidacni kritérium GCV (generalized cross-validation) — vybere
se model s optimalnim poctem ¢lenu v rovnici.

GCV lze pouzit i pro odhady relativnich vyznamnosti jednotlivych
prediktoru.

VA= My

kde N je pocCet pozorovani, y; je hodnota zavisle promenné odhadnuta
modelem a M(1) je parametr slozitosti modelu, ktery ma tvar:

M(A)=r+cK

kde r je poCet nekonstantnich bazovych funkci v modelu a K je pocet uzlu ¢
v modelu, kde jiZ probéhl vybér parametrd pomoci dopfredného vybéru

Konstanta c je urCena experimentalne:
¢ = 3 pokud nejsou zahrnuty interakce
c = 2 pro rovnici s interakcemi

MU
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MARS - krovalidace

Datovy soubor je rozdélen na testovaci a trénovaci v poméru zadaném
uzivatelem (Casto 70% trénovaci a 30% testovaci)

Na trénovacim souboru je vytvoren model a je spocitana jeho presnost
(R?) na testovacim souboru.

Hodnota GCYV je spocCitana pro ruzné podmodely, majici rizny pocet
¢lenu v rovnici, ktery oznacCuje parametr M(A).

Je vybran podmodel s nejmensi hodnotou GCV.

Analogie s CART a CHAID — optimalni pocet terminalnich uzlt stromu a
PRIM — okna optimalni velikosti.

MU
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Algoritmus metody MARS

Krok1: Algoritmus zacina s konstantni funkci h_(X) = 1

Krok2: Vytvofi se splajny (zrcadlové pary) se svym stfedem (uzlem t) v kazdé
hodnote Xx;, pro kazdy prediktor X; — ziskame mnozinu vSech ,kandidatskych*
bazovych funkci C — model je tvoren prvky z této mnoziny nebo jejich kombinaci.

Krok3: Z mnoziny C jsou do modelu pfidavany pomoci postupného vybéru
vyznamné bazové funkce, které snizuji rezidualni chybu modelu.

IProces postupuje hierarchicky, vyznamné interakce jsou pfidavany do modelu
pouze z kombinace bazovych funkci, které jiz byly do modelu vybrany!

Z kroku 1 - 3 jsme ziskali rovnici s vybranymi Cleny — pocet Clenu vSak byva
vétSinou velmi velky

Krok4: procedura zpétného odstranovani.
Z rovnice jsou odstranény ty ¢leny, u kterych po jejich odstranéni dojde k
nejmensimu zvySeni chyby modelu.
Zpétné odstrafiovani je ucinéno pomoci krosvalidace. Hodnota GCV je spocCitana
pro rizné velikosti modelu (s riznym poctem ¢lend v rovnici) a je vybran model, pro
ktery je hodnota GCV minimalni.

MU
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MARS - algoritmus

Constant

(Hastie et. al, 2009)
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MARS

modelovana plocha je spojita
zahrnuje aditivitu promennych
zahrnuje interakci promennych
vhodna i pro vétsi pocet prediktoru

nevyhodou je méné nazorna interpretace — chybi stromova
struktura

dopredny vybér proménnych je hierarchicky
kazdy vstup se muze v modelu objevit pouze jednou

PolyMARS (Stone et al., 1997) — pro klasifikaci

ﬁuu
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Skupinové modely

Klasifikacni a regresni lesy

MU
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Moudrost davu (Wisdom of Crowds)

James Surowiecki, 2004

»Skupinovy usudek je daleko inteligentnejsi a presné/si nez usudek
Jednotlivce, v pripadech, kdy jde o hodnoceni fakta”

kazdy prislusnik davu musi Cinit svlj usudek na zakladé vlastnich,
nezavislych informaci

Vysledek je dan hlasovanim
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Skupinové modely (ensamble models)

skupiné modelt zadame stejny problém, na kterém se naudi
vystupy nauc¢enych modelt se kombinuiji
vysledkem skupinového modelu je

v pfipadé regrese — zprumérovani vSech vysledku jednotlivych
modell

u klasifikace — vétSinové hlasovani jednotlivych modelu (Ize vSak
pouzit primérovani)

datovy soubor

VRN

model, model, model, model, model,

\/

skupinovy model

MU

Pokrocilé neparametrické metody JBA



Skupinové modely (ensamble models)

MuazZeme vSak kombinaci modelu ziskat presnéjsi model?

Podminka — jednotlivé modely museji byt rzné napfiklad
pouzitim riznych souboru pro uéeni modelu, které
ziskame nahodny vybérem z trenovaci mnoziny dat.

Modely tak budou vykazovat ,odlisné" chyby.

Presnost a stabilita téchto modelu se nasledné ovéfuje na
testovacich souborech.

Oznaceni skupinové modely se obCas pouziva také pro kombinaci
vysledkl z raznych modeld (napf. neuronovych siti, rozhodovacich
stromu a regrese) na stejném souboru.
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Cim je zpusobena chyba modelu...?

Pr. méfime nahodnou veliCinu Y v populaci (napf. vaha Clovéka) a
chceme vyjadrit jeji reprezentativni hodnotu pro celou populaci.

Hledame takovy odhad y, ktery minimalizuje stredni hodnotu chyby
Ey(y-y)? ptes celou populaci.

V idealnim pfipadé bychom zméfili vSechny vzorky v populaci (zvazili
vSechny lidi) a zjistili jejich stfedni hodnotu Ey(y) (napf. prumér,
median), kterou bychom prohlasili za optimalni odhad.

V praxi vSak tento pfistup neni mozny a pomuzeme si vybérem
pouze urcité skupiny pozorovani z populace, ktery vSak musi mit
stejné vlastnosti jako cela populace. Takovyto vybér vytvorime
nahodnym vybérem.
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Skupinové modely -Rozklad chyby

analogie u modelu, kdy vybirame pozorovani pro trénovaci soubor
Z mnoziny vSech pozorovani

Odchylky pozorovanych od predikovanych hodnot (chybovost
modelu) nebudou zpusobeny pouze ,pfirodni“ variabilitou, kterou
jsme modelem nevysvétlili, ale také rozdilem ve vysledcich pro rizné
nahodné vybery a celou populaci.

Méjme soubor trénovacich dat:

L=(y,x;), i=1,...,n.

— hledame takovou funkci v prostoru vSech prediktoru a hodnot zavisle
promenné, aby predikCni chyba byla mala.
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Skupinove modely -Rozklad chyby

Pokud maji (Y,X) stejné rozdéleni a dana funkce R udava rozdil mezi
pozorovanou hodnotou y; a predikovanou hodnotou y; zavisle
proménné Y, pak muzeme predikéni chybu (prediction error) obecné
vyjadrit jako:

PE(f,L)=E, (R(Y, f(X,L))

kde f(X,L) jsou predikované hodnoty y; pro trénovaci soubor L
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Skupinove modely -Rozklad chyby

Pramérna obecna chyba (mean-squared generalization error) na
trénovacim souboru L je rovna:

PE(f,L)=E, , (Y - f(X,L))

Optimalni model by mél mit minimalni primérnou chybu pro rizné
vybéry L — vysledky modelu pro jednotlivé vybéry trénovacich
souboru by se nemély prilis liSit.

Vyjadfime prameér trénovacich souboru stejné velikosti ze stejného
rozlozeni:

f(x)=E, f(x,L)

kde E_f(X L) je pramér pfes v§echny trénovaci soubory L
predikované hodnoty y; v hodnote x..
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Rozklad na systematickou chybu a varianci (Bias-Variance
Decomposition)

PE=E&’+E, , (f(X)-E_f(X,L))’ +E, (f(X,L)-E_f(X,L))

\ ) \ J
zkreyfeni? varijfice

¢
3

Sum - je rezidualni chyba neboli minimalni dosazitelna chyba modelu,
kterou nejsme schopni modelem vysvetlit.

Zkresleni2- urCuje systematickou chybu modelu. Je to rozdil optimalniho
modelu od primérného modelu.

Variance - je variabilita vysledku jednotlivych vybéru, jinymi slovy, jak
moc se predikované hodnoty y; liSi v ramci trénovacich podsoubort L —
vysoka variance znaci preuceny model.
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Rozklad na systematickou chybu a varianci (Bias-Variance

Decomposition)

bias?

»

variance

A
um /

Sum - chyba modelu

Zkresleni2- systematicka chyba modelu — optimalni x primérny

Variance —variabilita vysledkud jednotlivych vybéru

MU
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Slabé modely

Modely, které se pouzivaji ve skupinovych modelech, se oznacuiji jako slabée
modely neboli weak learners (slaby zak, u klasifikace také slaby klasifikator).

Slaby model je definovan obecné jako model, ktery ma malé zkresleni, ale

vysokou varianci — maji velmi vysokou presnost, ale pouze pro pozorovani
z trénovaciho souboru

Prikladem slabych modell s velkym zkreslenim, ale nizkou varianci muze byt
interpolace bodu pomoci linearnich splajnu
A

Y

malé zkresleni +
velka variance —
preu¢eny model

velké zkresleni +
mala variance —
nedouceny model

»

X
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Slabé modely — vytvoreni skupinového modelu

Hledame tedy model, ktery by mél nizkou varianci i zkresleni.
Kombinovanim nékolika slabych modeld muzeme snizit obé tyto

slozky.
Jak na to?

Y

>

X

MU
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A co na to stromy?

Rozhodovaci stromy jsou dobrymi kandidaty pro pouziti ve skupinovych modelech.

Neprofezané stromy maji totiz vysokou presnost pro trénovaci soubor (tedy nizky
bias), ale vysokou varianci (vysledky mezi testovacim a trénovacim souborem se

li&H).

Rozhodovaci stromy, na které nejsou aplikovany metody pro hledani optimalni
velikosti stromu, jsou tedy podle vySe uvedené definice slabymi modely.

u rozhodovacich stromu jsme pro uréeni jeho optimalni velikosti museli rovnéz najit
kompromis mezi varianci a zkreslenim!

velké zkresleni
nizka variance

Predikéni chyba

trénovaci soubor

malé zkresleni
vysoka variance

nizka

Slozitost modelu

vysoka
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