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Uvod do vicerozmérnych metod I.

Vicerozmérné metody: Nazev vicerozmeérné vychazi z typu vstupnich dat, tato data
jsou tvorena jednotlivymi objekty (i.e. klienti) a kazdy z nich je charakterizovan svymi
parametry (vék, pfijem atd.) a kazdy z téchto parametri miZeme povazovat za jeden
rozmeér objektu.

Maticova algebra: Zdkladem prace s daty a vypoctu vicerozmérnych metod je maticova
algebra, matice tvori jak vstupni, tak vystupni data a probihaji na nich vypocty.

NxP matice: N objektl s p parametry pak vytvari tzv. NxP matici, kterd je prvnim typem
vstupu dat do vicerozmeérnych analyz.

Asociacni matice: Na zakladé téchto matic jsou pocitany matice asociacni na nichz pak
probihaji dalsi vypocty, jde o Ctvercové matice obsahujici informace o podobnosti nebo
rozdilnosti (tzv. metriky) bud objektd (Q mode analyza) nebo parametru (R mode
analyza).Méritko podobnosti se lisi podle pouzité metody a typu dat, nékteré metody
umoznuji pouziti uzivatelskych metrik.
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Vstupni matice vicerozmérnych analyz

NxP MATICE ASOCIACNI MATICE
— N D)
FTER TR — (N WO
S § 8 038093380
o M M O 0 0 0 0O 0
O O O o O O O O O
objekt 1 objekt 1
objekt 2 objekt 2
objekt 3 objekt 3
objekt 4 objekt 4
objekt 5 objekt 5
objekt 6 I objekt 6 I
Hodnoty parametru pro jednotlivé Korelace, kovariance, vzdalenost,
objekty podobnost
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Uvod do vicerozmérnych metod II.

SHLUKOVA ANALYZA ORDINACNiI METODY
« vytvareni shluk( objektl na zakladé e zjednodusSeni vicerozmeérného
jejich podobnosti problému do mensiho poctu
* identifikace typl objekt( rozmeru

e principem je tvorba novych
rozmeéru, které |épe vyCerpavaji
variabilitu dat
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Méreni vzdalenosti objektu

Euklidovska vzdalenost

- \/i (xik _xjk)2

Vazenad euklidovska vzdalenost

v 7 . o I

! 1,j —oznaceni objektu |
| d;— vzdalenost objektu i a ;
|p pocet parametrU !
| k — k-ty parametr l
|

l wk—vaha parametru k .

Minkowski (power distance)

L y
dy =4 Z‘xik —xjk‘
k=1

® - celé Cislo
® =1 Manhattan (city block)
®= 2 Euklidovska vzdalenost

Chebychev

d

xik_xjk‘




Méreni podobnosti objektu

Binarni koeficienty podobnosti

Objekt 1
N 1 O
% 1 2 | b a, b, ¢, d = pocet pripadd, kdy souhlasi binarni
o) charakteristika objektu 1 a 2
© 0 |c|d at+b+c+d=p

Symetrické binarni koficienty - neni rozdil mezi ptipadem 1-1 a 0-0

Simple matching coefficient Hamman, Yule coefficient,
Pearson’s x* (phi) a dalsi
_a+td koeficienty
S(xx,) =
P
T
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Asymetrické binarni koeficienty — odstranéni double zero

Jaccard’s coefficient Sorensen's coefficient
a 2a
S(xx,) = S(xx,) =
a+b+c 2a+b+c

Rada dal$ich koeficient(i davajicich rdznou vahu
jednotlivym kombinacim parametr(
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Kvantitativni koeficienty

Obdoby binarnich koeficientl pro vice parametrt nez 0/1

Simple matching coefficient pro vice parametru

S(xx,) = souhlas p=pocet parametru

P

Goweruv koeficient

Zahrnuti podobnosti podle rlznych typl parametrd — binarni, kvalitativni a
semikvantitativni i kvantitativni (odlisny vypocet pro jednotlivé typy). Celkovy
soucet podobnosti je podélen poctem parametr. MUze zahrnovat podminku
nepocitat s chybéjicimi parametry — Kronecker's delta.

Vice informaci a dalsi méreni vzdalenosti a podobnosti najdete v knize LEGENDRE, P. &
LEGENDRE, L. (1998). Numerical ecology. Elseviere Science BV, Amsterodam.
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Vicerozmérné metody v

Statistica 9 — nabidkova
vetev Multivariate Exploratory

Techniques V. menu Statistics

ST (A

T ST IRCA)

STATISTICA - RutilusBrill.sta

” Eile Edit Y“ew Insert Format | Statistics Graphs Tools Daka  Window  Help
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| |
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‘ 0O = |§ [& | & § # Resume.,, CEHE Bk + o Add to Report - k‘?|
| [ arial CE a R ﬁ Basic Statistics/Tables - o - [ e | 0% | = e i | 8
- - 5% Mulkiple Pegression
fE Data: RutilusBrill.sta {16v by Lfﬂ -
1 2 “ Monparametrics _ e 9 10
loctype | localit A" Distribution Fitting Brill2 | Brillouin loc+zeason pd2
e TvFH i jars¥ VPR zapl
2141 TvFR E Advanced Linear/Monlinear Models — vE 0 534711 0534711 jar97 TVPR zanl
A1 ™PR E] Mulkivariate Explaratary Techhiques  » 5} Clusker Analysis
4[A1 PR Industrial Statistics & Six Sigma + dzc Eactor Analysis
|A1 TWPR L‘Hﬁ Eower &naliysis @ Frincipal Components 2 Classification Analysis
gil ggg = Daka-Mining v *y Cananical Analysis
8|41 TwPR [ statistics of Block Data | {5 Reliability/Ttem Anakysis
ol a1 VPR ~ Ak Classification Trees
10laf TypR T STATISTICA Visual Basic B0 o megpenires srlyss
11|41 TYCH 27 probabiliey Calculator v| S Multidimensional Scaling
12|41 TWCH —Taray pred Tap 7, 5 Discriminant Analysis
13[A1 TCH jardy pred zapl 11 % iaeneral Discriminant &nalvsis Models
14(A1 >H |ards pred Zapl o AT SeETSS 0 96095 [AraT 1w Zapl




STATISTICA - RutilusBrill.sta

” File Edit Miew Insert Format | Statistics Graphs Tools Data  Window Help

| Arial CE

DS E|(SQ@| ¥ BE ¢ e,
j IE % Basic Statistics/Tables

1

B Data: RutilusBrill.sta (16 by

loct | I't:m
octype | locali e

Al VPR
Al PR

Al PR

Al VPR
Al VPR
Al TvPR

VPR

Al TWPR

Chrl+-R

|5# Multiple Regression
B anova

24 Monparamel trics
Distribution Fitting

k= Add to Report = | @ n? ’—

- o CE-RlE| =i 4

7 g 9 10

Brill2 | Brillouin loc+season pd2
jar97 VPR zapl

E Advanced Linear Monlinear Models

Al TWPR [

Industrial Statistics & Six Sigma
"_,Tﬁ Eater Bnalysis
A [ata-Mining

(A E=F kK MR =¥ K WY vl n i =]= 20|

5} Cluster Analysis

*| o Factor Analysis
@ Principal Components & Classification Analysis
4 *314 Cananical Analysis

Statistics of Block Data

" %g ReliabilityTtem Analysis
"Q; Classification Trees

-

ﬁtlustering Method: RutilusBrill.sta

Quick |

Jaining [tree clustering)

@ K-rneans clustering

i Two-way joining

Statistics >> Multivariate Exploratory Techniques >> Cluster Analysis

..........

Cancel

E Optichs -

IE'}' Open D ata

e = e e s PN T T
T
=

A1 TVPR FWE STATISTICA Yisual Basic ﬂ Carrespondence Analysis —
Al TVCH 2 Probability Calculatar +| . Mutidimensional Scaling CRSES F | & w
Al TWCH —Tarsy pred TApT ., 5] Discriminant Analysis
Al TWCH jardy pred zapl 10 % General Discriminant Analysis Models
14|41 TWCH  jard? pred zapl 9 50 EeET 32 U 96095 [argy 1w L Zap

* Joining (tree clustering) — hierarchické shlukovani, podle vzdalenosti mezi objekty
jsou tyto skladany do skupin pomoci raznych algoritmd.

* K — means clustering (hypotéza existence x clusteru a jeji ovéreni analogické k
ANOVA — sestaveni clusterl tak aby se minimalizovala jejich vnitrni variabilita a
maximalizovala variabilita mezi clustery), nehierarchické shlukovani

e Two-way joining (shlukovani je provadéno zaroven na zakladé jak objektd, tak
parametr()
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“Klasicka” shlukova analyza hierarchicky spojujici objekty do skupin podle vzdalenosti v

asociacni matici

Vstupni soubor je matice objekty
X parametry nebo matice
vzdalenosti

Maji byt shlukovany
sloupce nebo radky
vstupni matice objekty x
parametry?

Shlukovaci algoritmus

ﬁtluster Analysis: Joir.ag {Tree Clustering): RutilusEBrill.sta il .
Quick  Advanced E
Cancel
Input file: IHaw data E Options =

‘EIuster:

Vybrani proménnych pro vypocet

[
=~

IR-"ariaI:uIes [colurminz)

frnalgarmation [linkage] mile: ISir'IEIh3 Linkage SELECT
CASES 3

Diztance meazure:

Lef Lo

IEucIidean diztances

« P AR H

Batch processing and reporting

MO deletion——7

(¥ Cazewize

" Mean
gLbstitution

Automatizovany vystup

Pouzita vzdalenost mezi objekty (jen
matice objekty x parametry)

primeérem
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Joining (Tree Clustering) — shlukovaci algoritmy

Na tuto vzdalenost se pta single linkage
Na tuto vzdalenost se pta complete linkage

DalSi metody pocitaji s primérnou vzdalenosti vsech objekt( shluk( nebo vzdalenosti
centroidt (vzdalenost mlze byt vazena velikosti shluk(). Wardova metoda se snazi
minimalizovat variabilitu uvnitr shluka.
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Vysledky programu Statistica se typicky déli na zdlozky Quick (nejdulezitéjsi vystupy) a
Advanced (podrobnéjsi analyza, nastaveni vlastnosti vystupu)

Horizontalni a vertikalni
dendrogram

Pravouhlé vétve stromu

Vzdalenost v %

Postup skladani
stromu v podobé
tabulky a grafu

%Juining Results: Zuby - cluster.sta

Cluick  Advanced

— i

MNMumber of wariables: 2
Mumher of cases: 322
Joining of cases
Missing data were casewise deleted

Awmalgamation (Jjoining) rule: Thweighted pair-group averags
Distance metric is: Euclidean distances (non-standardized)

Popis analyzy

N Harizontal hierarchical ree plat i} Diistance matris

Yertical icicle plot H Dezcriptive statiztics

v Rectangular branches E b atrie
Scale tree to dink/dmax*100

Amalgamation zchedule

| Graph of amalgamation schedule

E' Optionz -

Cancel

Matice
vzdalenosti

Popis
objektl
(primér a
SD)

Export matice vzdalenosti (podle zvolené metriky) do
specialniho souboru Statistica pro matice vzdalenosti
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Dendrogram predstavuje graficky vystup shlukové analyzy, kde jsou objekty propojeny tak,
jak postupovalo jejich shlukovani

Tree Diagram for 22 Cases / POpiS dnd I\'/Zy

Complete Linkage
Euclidean distances

Acura —
Olds
Chrysler

. Dodge
Shlukované Vov -

. Honda
o bJ € kty ‘ Pontiac
Mitsub. —— |
Nissan
Audi =1

Mercedes
BMW

Eagle
Corvette ‘
Porsche

0 20 40 60 80 100
, (Dlink/Dmax)*100
Vzdalenost (zde v %) —d
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Almagenation schedule a graf poskytuji uzivateli prehled nad celym procesem shlukovani, tj.
pri jaké vzdalenosti a jaké objekty nebo jejich skupiny se shlukly

Amalgamation Schedule (Cars.sta)
Complete Linkage
Euclidean distances

inkage Obj. No. | Obj. No. | Obj. No. | Obj.
istance 1 2 3
,4580483

, Chrysler Dodge
VZd a I en Ost Nna 6231085 Audi Mercedes Plot of Linkage Distances across Steps

Euclidean distances
v v ,6670490 Honda  Pontiac ‘
niz doslo k 8

Saab Volvc
shlukovani

Shlukované objekty

Chrysler Dodge VW 7-
sler Dodge VW Honda
Toyota

1,137488| Mitsub:
1,202407 Audi
1,284603 Acura Olds
1,537968 Audi Mercedes
1,834401| Chrysler Dodge

Linkage Distance

‘ ‘ ‘ ‘ ‘ ‘ ‘ ‘ ‘ ‘ — Linkage
0 2 6 8 10 12 14 16 18 20 22 Distance
Step

Kroky shlukovani
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Joining (Tree Clustering) — asociacni matice

Asociacni matice predstavuji specialni typ soubort programu Statistica (pfipona .smx), jde o
Ctvercové matice nesouci informaci o vztazich mezi radky a sloupci, tvofri alternativni vstup
pro vicerozmeérné analyzy,nékteré analyzy lze provadét pouze na datech v tomto formatu. Na
rozdil od béznych souborl obsahuji 4 specidlni radky, pro spravnou funkci je nezbytné
dodrzet jejich presnou syntaxi.

Vlastni matice vzdalenosti Va”_ __Vai — Va_r3_
Var 1 1.00 .20 .30
Var 2 | 20 1.00 10
Var 3 I .30 10 1.00

Priimér a SD proménnych (neni ‘Means | 12 11 10

nutné pro ma,t|C| podobnosti a Std. Dev. s 5 5

nepodobnosti) ﬂ !

v v/ o _ v vy No. Cases 50

Pocet pripadu = pocet z néjz byl I

matice vytvorena, ne pocet jejich | Matrix I

v /s o |

radku I

Typ matice 1 = korelace, 2 = podobnosti, 3 gepodobnosti, 4 = kovariance
IBA




Shlukova analyza K-means clustering

K-means clustering se snazi rozdélit objekty do zadaného poctu shluku tak, aby byla
minimalizovana variabilita uvnitr shlukl a maximalizovana mezi shluky

Vybrani proménnych pro vypocet

Maiji byt shlukovany
sloupce nebo radky vstupni
matice objekty x
parametry?

%Duster Analysis K-Means Clustering: Zuby - cluster.sta

Quick  Advancid

Cluzter:

I Cazes [rows) j

” Mumber af clusters: IE
[=]

Mumber aof iterationz: |10 =

Pocet oCekavanych
shlukd

nitial cluster centers

i~ Choose cbzervations to magimize initial bebween-cluster distances 10 W

A4 . 7 o
Pocet |te raci — kro k u {* Sort distances and take ohservations at constant intervals
Vy’ p o ét u Chooze the firzt M [Mumber of cluzsters] obzervations

Batch proceszsing and reporting

MO deletion——:;
{* Cazewize

i~ bean
subztitution

Automatizovany vystup

Nastaveni pocatecnich shluku, od
nichz se vypocet odviji

| |
IBA

Smazani chybéjicich dat
nebo jejich nahrazeni
primérem




K-means clustering - vysledky

K-means clustering pracuje s objekty pouze na zakladé Euklidovské vzdalenosti, na tuto
skutecnost je nezbytné pamatovat pokud tato metrika neni pro data vhodna.

%k - Means Clustering Results: Zuby - cluske il s

Mumber of wariahles: 8 POp'S analyzy

Munber of cases: 32

E-means clustering of cases

Missing data were casewise deleted
MNumber of clusters: 32

Zolution was obtained after & iterations

Euklidovska vzdalenost

StFEd u Sh | u ku \ Quick  Advanced
o]

g Summary: Cluster means & Euclidean distances

ANOVA pro jednotlivé ‘ 7 [ ——

v Primér, rozptyl, SD
promenne Graph of meat: ume ’ co) p y ! S ’
parametru v shlucich
Dezcriptive statiztics for each cluster

Members of each cluster & distances

Graf pramérl jednotKkgyc
proménnych v shlucich

- Objekty v shlucich a jejich
ﬁ Eavfﬁlcatmm and digtances | Vzdaflenost Od CentrOidU

Ulozi pFislusnost k shluku doplnénou o vzdalenost k centroidu pro
vSechny objekty (+ vybrané parametry).
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K-means clustering — tabulky vysledku

Cluster Means (02_Statistica_Cluster sta) ANOVA JEdﬂOt'IVVCh parametru
varabie | Ro 0 IS S R rozdélenych podle shlukd
Var1 [2,0000000 1 285714 2933333 0,000000 8
VoD 2.533333. Euclidean Distances between Clusters (02
ard 1000000 Distances below diaganal
iard 0833333 =fuared distances abaove diaganal

! o | I bl o | I hi A .
EEE ggggggg ﬁturitheér ol ) Analysis of YWariance (02 tica_Cluster.sta)
a , — —
VarT 2000000 [Me. 1 [0,000000 Between | df | Within |d F signif.
Va@  |3000000 [No.2 0974120 0O s a5 .
- - ! 32 RORES Descriptive Statistics for Cluster 3
Mo. 3 1033266 1k %m. Cluster contains 15 cases
d ' .
Mo. 4 F1825 1, 5 ARST7S Mean | Standard | “ariance
EIEEEE? Yariahle Deviation
! Varl 29333330 0258193 0 066667
2415448 i D RODO00. 0632455 0400000
2431788 w3  |1000000 0000000 0,000000
5 ) L 2213542 w4 |1,000000 0000000 0,000000
Stredy a vzdalenosti stredu 1147500 Va5 | 3600000 0507092 0257143

° rE 3 I-I'll:”jl'nnh L e s T e o [ o | o Il o T P b

shlukd a? | 1333
Yard 1,800

Popisna statistika shluku

istance |0 176777

.

hembers of Cluster Mumber 4 (02 Statistic
and Distances from Respective Cluster Cen
Cluster contains 4 cases

reindeer

elk

deeat

moase
0176777 0176777 0176777

Clenové shluku a jejich vzdalenost od stfedu shluku
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K-means clustering — pruméry parametrt

Plot of Means for Each Cluster

2,0

1,5

Priméry v

\ o
shlucich ool

-0,5 " 7 - v
& el AN - 2
ol o I ; Cary pro
’ | | jednotlivé
-1,5 1
shluky
2,0
4 -6

-2,5
-3,0
3,5 ‘ ‘ ‘ ‘ ‘ ' o~ Cluster 1

PRICE BRAKING MILAGE - Clzth;Z

ACCELER HANDLING o~ Cluster 3

a Variables

Jednotlivé parametry
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