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Lineárńı regresńı model (LRM)

I popisuje lineárńı závislost

Y = β0 +
p

∑
j=1

βj xj + ε

I Y je závislá proměnná, náhodná veličina

I x1, . . . , xp jsou nenáhodné vysvětluj́ıćı proměnné, tzv. regresory

I ε je náhodná chyba, E(ε) = 0, s neznámým konstatńım rozptylem D(ε) = σ2

I β0, β1, . . . , βp jsou neznámé parametry

I úkol regresńı analýzy: na základě opakovaných mě̌reńı závislé proměnné za
r̊uzných hodnot regresor̊u optimálně určit parametry β0, β1, . . . , βp modelu

I p̌redpokládáme, že mě̌reńı je opakováno n krát, tzn. pro i = 1, . . . , n máme:

Yi = β0 +
p

∑
j=1

βj xi,j + εi

I náhodné chyby ε1, . . . , εn jsou nezávislé stejně rozdělené náhodné veličiny (i.i.d.)
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LRM (Y , X β, σ2 I) plné hodnosti

I Yi = β0 +
p

∑
j=1

βj xi,j + εi v maticovém tvaru:

Y = X β + ε,


Y1
...
...

Yn


︸ ︷︷ ︸

Y

=


1 x1,1 . . . x1,p
...

...
...

...
...

...
1 xn,1 . . . xn,p


︸ ︷︷ ︸

X

·


β0
β1
...

βp


︸ ︷︷ ︸

β

+


ε1
...
...

εn


︸ ︷︷ ︸

ε

I Y je náhodný vektor n pozorováńı

I regresory tvǒŕı nenáhodnou n× k matici plánu (design matrix) X
I β je vektor k = p + 1 neznámých parametr̊u

I závislost je lineárńı vzhledem k parametr̊um βj

I vektor náhodných chyb má kovariačńı matici D(ε) = σ2 In

I n > k = p + 1, tj. počet pozorováńı je věťśı než počet parametr̊u

I matice plánu je plné hodnosti: h(X) = k = p + 1
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Metoda nejmenš́ıch čtverc̊u (MNČ)

I V LRM Y = Xβ + ε chceme naj́ıt vektor parametr̊u β tak, aby namě̌rené
hodnoty Y byly optimálně aproximovány vektorem Xβ.

I Metoda nejmenš́ıch čtverc̊u (ordinary least-square method) stanovuje

odhad β̂ jako bod minima penalizačńı funkce, která je součtem čtverc̊u
odchylek:

n

∑
i=1

(
Yi − β0 −

p

∑
j=1

xi,j βj

)2

= (Y − Xβ)′(Y − Xβ) −→ min
β

=⇒ β̂

I Při splněńı podḿınek pro LRM plné hodnosti existuje vždy právě jedno řešeńı
této minimalizačńı úlohy. To lze nalézt vy̌rešeńım soustavy normálńıch rovnic

X′Xβ = X′Y

I Odhad vektoru parametr̊u v LRM metodou nejmenš́ıch čtvrec̊u je tedy tvaru

β̂ = (X′X)−1X′Y

Poznámka: p̌ri numerických výpočtech se inverzńı matice nepoč́ıtá p̌ŕımo, ale
využ́ıvá se nap̌r. Q-R rozkladu.
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Veličiny v LRM (1)

I Aproximované hodnoty závislé proměnné (fitted values, Y-hat)

Ŷ = X β̂ = X(X′X)−1X′Y

I Rezidua (residuals): r = Y − Ŷ
I Reziduálńı součet čtverc̊u

Se =
n

∑
i=1

r2
i =

n

∑
i=1

(Yi − Ŷi)
2 = r′r = (Y − Xβ̂)′(Y − Xβ̂)

kvantifikuje velikost variability, kterou se nepodǎrilo LRM vysvětlit.

I Odhad rozptylu σ2 náhodných chyb

σ̂2 = s2 =
Se

n− k
=

Se

n− p− 1

I Standardńı reziduálńı chyba (residual standard error): σ̂ = s =
√

s2
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Veličiny v LRM (2)

I Regresńı součet součet čtverc̊u

Sr =
n

∑
i=1

(Ŷi − Y)2

kvantifikuje velikost variability, kterou se LRM podǎrilo zachytit. Je dán
součtem kvadrát̊u odchylek aproximovaných hodnot od výběrového pr̊uměru.

I Celkový součet součet čtverc̊u je násobkem výběrového rozptylu:

St =
n

∑
i=1

(Yi − Y)2 = (n− 1)S2
Y

I Plat́ı: St = Sr + Se
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Koeficient determinace v LRM

I Koeficient determinace (coefficient of determination, R-squared)

R2 = 1− Se

St
=

Sr

St
=

Sr/n
St/n

=
ML-odhad vysvětleného rozptylu

ML-odhad celkového rozptylu

se použ́ıvá ke kvantifikaci poměrné části variability, kterou se LRM podǎrilo
vysvětlit

I R2 ∈ [0, 1]
I R2 = koeficient mnohonásobné korelace = korelačńı poměr

I Korigovaný koeficient determinace (adjusted R-squared, R-bar-squared)

R2
= 1− (1− R2)

n− 1
n− k

=

= 1− Se/(n− k)
St/(n− 1)

= 1− s2

S2
Y
= 1− odhad rozptylu chyb

výběrový celkový rozptyl
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Řešeńı LRM pomoćı R

V R řeš́ı LRM p̌ŕıkaz lm (linear model):
model <- lm (formule, data=tabulka)

Máme-li zvlášt’ vektor regresor̊u (x) a pozorováńı (Y), datovou tabulku (data
frame) vytvǒŕıme p̌ŕıkazem: tabulka <- data.frame (x, Y)

Zápis tzv. formule pro některé regresńı funkce:

Y = β0 + β1x Y ~ x, nebo Y ~ 1 + x, abolutńı člen je vkládán implicitně

Y = β1x Y ~ 0 + x

Y = β0 + β1x + β2x2 Y ~ x + I(x^2)

Y = β1|x| Y ~ 0 + I(abs(x))

Y = β0 + β1ex Y ~ I(exp(x))

Y = β0 + β1 ln x Y ~ I(log(x))

Detailńı výsledky a daľśı č́ıselné charakteristiky źıskáme p̌ŕıkazem
vysledky <- summary (model),

p̌ŕıp. s parametrem correlation=TRUE pro výpočet výběrové korelačńı matice parametr̊u.
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Veličiny v LRM pomoćı R

β̂ MNČ-odhady parametr̊u model$coefficients

coef(model)(
β̂j, SD(β̂j), Tj, pj

)
odhady, směrodatné odchylky,
testy významnosti, p-hodnoty

vysledky$coefficients

coef(vysledky)

Ŷ aproximované hodnoty model$fitted.values

fitted.values(model)

r rezidua model$residuals

residuals(model)

n− k stupně volnosti model$df.residual

X matice plánu model.matrix(model)

s odhad směrod. odchylky chyb vysledky$sigma

R2 koeficient determinace vysledky$r.squared

R̂2 korigovaný koef. determinace vysledky$adj.r.squared

(F, k− 1, n− k) celkový F-test vysledky$fstatistic

(k, n− k, k) stupně volnosti vysledky$df

R(β̂) korelačńı matice pro β̂ vysledky$correlation
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Grafy regresńıch funkćı v R

Připrav́ıme soǔradnicový systém vhodných rozměr̊u (prvńı dva vektory min–max),
do nějž zat́ım nic kreslit nebudeme (type="n"), p̌ridáme popisky:
plot (c(0,70), c(-5,60), type="n", xlab="osa x", ylab="osa y")

Pomoćı bodů vykresĺıme data z tabulky, tzn. (x, Y). Prvńı dva parametry jsou
vektory x-ových a y-ových soǔradnic, následuj́ı grafické parametry:
points (tabulka$x, tabulka$Y, col=4, pch=24, lwd=1.5, cex=1.0)

Zvoĺıme si dostatečně hustou śıt’ x-ových soǔradnic (x∗):
xx <- seq (0, 70, by=0.1)

Dopoč́ıtáme k nim odpov́ıdaj́ıćı y-ové soǔradnice, tzn. Ŷ∗:
YY <- predict (model, data.frame (x=xx))

Vykresĺıme graf funkce jako ǩrivku (x∗, Ŷ∗), podobně jako body:
lines (xx, YY, col=2, lwd=1.5, lty=2)

Obrázek můžeme uložit mj. p̌ŕıkazem dev.copy2pdf(file="obrazek.pdf")
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LRM – p̌ŕıklady (1)

Datové soubory k následuj́ıćım p̌ŕıkladům jsou dostupné na serveru v adresá̌ri
/Vyuka/R/M5120/data, odkud si je zkoṕırujte. Pro jednotlivé soubory řešte
lineárńı regresńı modely, spoč́ıtejte odhady parametr̊u a daľśı č́ıselné
charakteristiky, a modely porovnejte. Vykreslete do jednoho obrázku data i grafy
spoč́ıtaných regresńıch funkćı. Později p̌ridejte testováńı významnosti modelu
(F-test) a testy významnosti parametr̊u (t-testy).

Př́ıklad 1 (Datový soubor C3H603.txt)

Pomoćı regresńı p̌ŕımky (a regresńı paraboly) spoč́ıtejte MNČ-odhady vektoru

parametr̊u β̂, aproximace Ŷ , reziduálńı součty čtverc̊u Se a s2 v LRM (Y , X β, σ2 I).

x 40 64 34 15 57 45
Y 33 46 23 12 56 40

Tabulka uvád́ı výsledky mě̌reńı závislosti množstv́ı kyseliny mléčné ve 100 ml krve
u matky-provorodičky, x, a jej́ıho novorozence, Y. Obě veličiny jsou uváděny jako
hmotnost v mg.
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LRM – p̌ŕıklady (2)

Př́ıklad 2 (Datový soubor roztaznost.txt)

Pomoćı regresńı p̌ŕımky procházej́ıćı počátkem spoč́ıtejte MNČ-odhady parametr̊u
β̂, aproximace Ŷ , reziduálńı součty čtverc̊u Se a s2 v LRM (Y , X β, σ2 I) pro data

x 10 20 30 40 50 60
Y 0.18 0.35 0.48 0.65 0.84 0.97

Jedná se o mě̌reńı koeficientu teplotńı délkové roztažnosti měděné trubky.
Teplotńı rozd́ıl od 20 ◦C je x, prodloužeńı tyče je mě̌rená veličina Y.

Př́ıklad 3 (Datový soubor palivo.txt)

Pomoćı (obecné) regresńı paraboly spoč́ıtejte MNČ-odhady vektoru parametr̊u β̂,

aproximace Ŷ , reziduálńı součty čtverc̊u Se a s2 v LRM (Y , X β, σ2 I) pro data

x 40 50 60 70 80 90 100
Y 6.1 5.8 6.0 6.5 6.8 8.1 10.0

Jedná se o mě̌reńı závislosti spoťreby paliva, Y v l/100 km motorového vozidla na
rychlosti, x v km/h, p̌ri zǎrazeném stejném rychlostńım stupni.
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LRM – p̌ŕıklady (3)

Př́ıklad 4 (carb dio.tab)

Zkoumejte závislost koncentrace CO2 v atmosfé̌re v letech 1764–1995 pomoćı
regresńı funkce tvaru vhodného polynomu a exponeneciálńı funkce. Predikujte
hodnoty pro 21. stolet́ı.

Př́ıklad 5 (carbon e.tab)

Zkoumejte závislost uhĺıkových emiśı v letech 1950–1995 pomoćı regresńı funkce
tvaru vhodného polynomu. Predikujte hodnoty pro 21. stolet́ı.

Př́ıklad 6 (globtemp.txt)

Zkoumejte závislost pr̊uměrné teploty v letech 1866–1996 pomoćı regresńı funkce
tvaru vhodného polynomu. Predikujte hodnoty pro 21. stolet́ı.

Př́ıklad 7 (oil prod.txt)

Zkoumejte závislost objemu vytěžené ropy v letech 1880–1988 pomoćı regresńı
funkce tvaru vhodného polynomu a exponeneciálńı funkce. Predikujte hodnoty pro
21. stolet́ı.
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LRM – p̌ŕıklady (4)

U v́ıcerozměrných dat dále spoč́ıtejte výběrové korelačńı koeficienty a výběrové
parciálńı korelačńı koeficienty. Obdržené hodnoty intepretujte.

Př́ıklad 8 (population.txt)

Zkoumejte závislost velikosti populace na Zemi na čase pomoćı regresńı funkce
tvaru vhodného polynomu a exponeneciálńı funkce. Predikujte hodnoty pro
21. stolet́ı.

Př́ıklad 9 (beh.txt)

Př́ıklad na v́ıcerozměrnou regresi (maratonské běžkyně, 1977). Pomoćı regresńıch
p̌ŕımek zkoumejte závislosti mezi ťremi veličinami: rychlost běhu, koroková
frekvence, délka kroku.

Př́ıklad 10 (deti.txt)

Př́ıklad na v́ıcerozměrnou regresi. Pomoćı regresńıch p̌ŕımek zkoumejte závislosti
mezi ťremi veličinami: hmotnost́ı d́ıtěte, věkem a počtem bod̊u z diktátu.
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LRM – p̌ŕıklady (5)

Př́ıklad 11 (domacnosti1957.txt)

Př́ıklad na v́ıcerozměrnou regresi (ČSR, 1957). Pomoćı regresńıch p̌ŕımek
zkoumejte závislosti mezi ťremi veličinami: počtem člen̊u domácnosti, p̌ŕıjmy
a výdaji.

Př́ıklad 12 (enrollment.txt)

Př́ıklad na v́ıcerozměrnou regresi (VŠ v USA). Pomoćı regresńıch p̌ŕımek
zkoumejte závislosti mezi veličinami: počet p̌rihlášek na vysokou školu (ROLL),
ḿıra nezaměstnanosti (UNEM), počet absolvent̊u sťredńı školy (HGRAD)
a pr̊uměrný p̌ŕıjem (INC).
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Rozděleńı pravděpodobnosti v LRM

I máme bodové odhady β̂, chceme intervalové odhady a testováńı hypotéz

I teorie klasického LRM p̌redpokládá ε ∼ N(0, σ2In)

I Potom máme: Y ∼ N
(
Xβ, σ2In

)
I MNČ-odhad β̂ vektoru parametr̊u je nestranný, β̂ ∼ N

(
β, σ2(X ′X)−1)

I s2 je nestranným odhadem rozptylu náhodných chyb, E(s2) = σ2

I Se
σ2 ∼ χ2(n− k)

I náhodné veličiny β̂ a s2 jsou stochasticky nezávislé

I T =
c′ β̂− c′β0

s
√

c′(X ′X)−1c
∼ t(n− k) (c ∈ Rk)

I F =

(
β̂∗ − β∗0

)′
W−1

(
β̂∗ − β∗0

)
s2 m

∼ F(m, n− k)

• β∗ je subvektor o m složkách

• W je tomuto subvektoru odpov́ıdaj́ıćı blok m×m matice (X ′X)−1.

• horńı index 0 znač́ı zvolený č́ıselný vektor, nap̌r. p̌ri testováńı významnosti
dosazujeme β0 = (0, · · · , 0k)

′, resp. β∗0 = (0, · · · , 0m)′
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Testy významnosti v LRM

Test významnosti koeficientu βi, tj. test H0: βi = 0 proti H1: βi 6= 0:

I v T voĺıme c = ei (i-tý jednotkový vektor), β0 = 0

I Ti =
β̂i − 0
s √vi,i

∼ t(n− k), vi,i =
{
(X ′X)−1}

i,i

Test významnosti modelu, H0: (β1, . . . , βp) = 0 proti H1: ∃i > 0: βi 6= 0:

I v F voĺıme β∗ = (β1, . . . , βp), m = k− 1, β∗0 = (0, . . . , 0p)

I F =
n− k
k− 1

· St

Sr
∼ F(p, n− k) = F(k− 1, n− k)
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Obecné testy parametr̊u v LRM

Test lineárńı kombinace koeficient̊u H0: c′ β̂ = c′β0 proti H1: c′ β̂ 6= c′β0:

I c ∈ Rk voĺıme podle požadované lineárńı kombinace

I β0 voĺıme tak, aby c′β0 ∈ R byla testovaná hodnota

I T =
c′ β̂− c′ β̂0

s
√

c′(X ′X)−1c
∼ t(n− k)

I Př́ıklad (parabola) • β0 + β1 = 1? ⇒ voĺıme c = (1, 1, 0)′, c′β0 = 1

I Př́ıklad (p̌ŕımka) • 2β0 − 3β1 = 10? ⇒ voĺıme c = (2, 3)′, c′β0 = 10

Vektorový test koeficient̊u H0: β̂∗ = β∗0 proti H1: β̂∗ 6= β∗0:

I testujeme subvektor β∗ o m složkách (m ≤ k)

I F =

(
β̂∗ − β∗0

)′
W−1

(
β̂∗ − β∗0

)
s2 m

∼ F(m, n− k)

I W je testovanému subvektoru odpov́ıdaj́ıćı blok m×m matice (X ′X)−1

I Př́ıklad • (β0, β2)
′ = (0, 0)′?

I Př́ıklad • (β0, β1)
′ = (0, 1)′?
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Korelačńı koeficient

Korelačńı koeficient (Pearson̊uv) RXY:

I RXY =
C(X, Y)√

D(X)
√

D(Y)
I RXY ∈ [−1; 1]
I je ḿırou lineárńı závislosti náhodných veličin X, Y (s kladnými rozptyly)

I Kovariance: C(X, Y) = E [X− E(X)] [Y− E(Y)]

Pro normálně rozdělené náhodné veličiny lze interpretovat pomoćı LRM s regresńı
funkćı Ŷ = β0 + β1X:

I RXY = 1 ⇒ pozitivńı lineárńı závislost, β1 > 0 je významný

I RXY = −1 ⇒ negativńı lineárńı závislost, β1 < 0 je významný

I RXY = 0 ⇒ lineárńı nezávislost, β1 neńı významný

Obecně plat́ı implikace: X, Y stochasticky nezávislé ⇒ RXY = 0 (nezávislost ⇒
nekorelovanost)
Pro normálně rozděleńı náhodně veličiny plat́ı ekvivalence (nezávislost =
nekorelovanost)
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Výběrový korelačńı koeficient

Výběrový korelačńı koeficient rXY:

I je empirickou analogíı korelačńıho koeficientu RXY

I pro náhodný výběr
(
(X1, Y1)

′, . . . , (Xn, Yn)′
)

I rXY =
SXY

SX SY

I Výběrový rozptyl: S2
X = 1

n−1 ∑n
i=1(Xi −X)2 = 1

n−1

(
∑n

i=1 X2
i − nX2

)
I Výběrová kovariance:

SXY = 1
n−1 ∑n

i=1(Xi −X)(Yi − Y) = 1
n−1

(
∑n

i=1 XiYi − nXY
)

I Testy pro normálně rozdělené náhodné veličiny:

I Test nezávislosti H0: RXY = 0 proti H1: RXY 6= 0:

T =
rXY√

1− r2
XY

√
n− 2 ∼ t(n− 2)

I Test H0: RXY = R0 proti H1: RXY 6= R0 (tzv. Z-transformace):

U =
1
2

ln
1 + rXY
1− rXY︸ ︷︷ ︸

Z

−1
2

ln
1 + R0

1− R0
− R0

2(n− 1)

√
n− 3 ∼ N(0, 1)
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Výběrový koeficient mnohonásobné korelace

Výběrový koeficient mnohonásobné korelace rY·X :

I r2
Y·X = RYXR−1

XXRXY

I je empirickou analogíı koeficientu mnohonásobné korelace RY·X
I rY·X ≈ RY·X = R(Y, Ŷ)
I RY·X ∈ [0; 1]
I Koeficient determinace: R2 = r2

Y·X
I pro náhodný výběr

(
(Y1, X1)

′, . . . , (Yn, Xn)′
)

z (k + 1)-rozměrného rozděleńı

I Test pro normálně rozdělené náhodné veličiny H0: RY·X = 0 proti
H1: RY·X 6= 0, tj. že Y nezáviśı na komplexu náhodných veličin X:

F =
n− k− 1

k
r2

Y·X
1− r2

Y·X
∼ F(k, n− k− 1)
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Výběrový koeficient parciálńı korelace

Výběrový koeficient parciálńı korelace rY,Z·X :

I rY,Z·X =
rYZ − RYXR−1

XXRXZ√(
1− RYXR−1

XXRXY

) (
1− RZXR−1

XXRXZ

)
I je empirickou analogíı parciálńıho korelačńıho koeficientu RY,Z·X
I rY,Z·X ≈ RY,Z·X = R(Y− Ŷ, Z− Ẑ)
I RY,Z·X ∈ [−1; 1]
I pro náhodný výběr

(
(Y1, X1, Z1)

′, . . . , (Yn, Xn, Zn)′
)

z (k + 2)-rozměrného
rozděleńı

I Test pro normálně rozdělené náhodné veličiny H0: RY,Z·X = 0 proti
H1: RY,Z·X 6= 0, tj. že Y, Z jsou nezávislé náhodné veličiny po odečteńı
(lineárńıho) vlivu komplexu náhodných veličin X:

T =
rY,Z·X√

1− r2
Y,Z·X

∼ t(n− k− 2)
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Výběrové korelačńı koeficienty v R

I p̌redpokládáme, že v proměnných X, Y, Z máme realizace náhodného výběru

I cor (X, Y) ⇒ výběrový korelačńı koeficient rXY

I Výběrový koeficient mnohonásobné korelace rZ·(X,Y)′

I mZ <- lm (1 + X + Y) ⇒ LRM na proměnných X, Y
I Zh <- mZ$fitted.values ⇒ Ẑ = β̂0 + β̂XX + β̂YY
I cor (Z, Zh) ⇒ rZ·(X,Y)′ = R(Z, Ẑ)

I Výběrový koeficient parciálńı korelace rY,Z·X
I mY <- lm (1 + X) ⇒ LRM na proměnné X
I mZ <- lm (1 + X) ⇒ LRM na proměnné X
I Yr <- mY$residuals ⇒ rezidua Y− Ŷ = Y− β̂0 − β̂XX
I Zr <- mZ$residuals ⇒ rezidua Z− Ẑ = Z− α̂0 − α̂ZX
I cor (Yr, Zr) ⇒ rY,Z·X = R(Y− Ŷ, Z− Ẑ)
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