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Analyza hlavnich komponent — opakovani

* anglicky Principal component analysis (PCA)

 snaha redukovat pocet proménnych nalezenim novych latentnich
proménnych (hlavnich komponent) vysvétlujicich co nejvice variability
pUvodnich proménnych

* nové promeénneé (y,, Y,) linedrni kombinaci puvodnich proménnych (x,, x,)
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Analyza hlavnich komponent — opakovani Il

vstup do PCA?
hlavni komponenty odpovidaji cemu?

variabilita vysvétlena prislusnou komponentou odpovida c¢emu?

vlastni vektory serazeny jak?
predpoklady?
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Analyza hlavnich komponent — opakovani Il

e vstup do PCA:
— kovarianc¢ni matice
— matice korelacnich koeficient(

* hlavni komponenty odpovidaji vlastnim vektoriim kovarianéni matice (ci
matice korelacnich koef.)

e variabilita vysvétlena prislusSnou komponentou odpovida vlastnim cisldm

* vlastni vektory serazeny podle vlastnich hodnot (sestupné) = vybrano
prvnich m komponent vycerpavajicich nejvice variability pivodnich dat

 predpoklady: kvantitativhi proménné s normalnim rozdélenim
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Analyza hlavnich komponent — volba asociacni matice

* kovariancni (disperzni) matice — data centrovana (od kazdé priznakové
proménné odectena jeji stredni hodnota) — zohledriovan rozptyl plvodnich
dat

« matice korelacnich koeficienti - data standardizovana (odecteni
stfednich hodnot a podéleni smérodatnymi odchylkami) — pouziti pokud
maji proménné rlizna méritka

plvodni data kovariancni matice matice korelacnich koeficient(
(odecten primér) (odecten priimér a podéleni SD)

Y
y 2

* kazdou upravou puvodnich dat prichazime o urcitou informaci !!!
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Analyza hlavnich komponent — postup

1. Volba asociac¢ni matice (autokorelaéni, kovarian¢ni nebo kor. koeficient()

2. Vypocet vlastnich Cisel a vlastnich vektorl asociaCni matice:

— vlastni vektory definuji smér novych faktorovych os (hlavnich komponent)
v prostoru

— vlastni Cisla odrazeji variabilitu vysvétlenou pFisluSnou komponentou

3. Serazeni vlastnich vektort podle hodnot jim odpovidajicich vlastnich Cisel
(sestupné)

4. Vybér prvnich m komponent vyCerpavajicich nejvice variability pivodnich
dat



|dentifikace optimalniho poctu hlavnich komponent
pro dalsi analyzu

 pokud je cilem ordinacni analyzy vizualizace dat, snazime se vybrat 2-3
komponenty

 pokud je cilem ordinacni analyzy vybér mensiho poctu dimenzi pro dalsi
analyzu, muzeme ponechat vice komponent (napf. u analyzy obrazii MRI
je uspéchem redukce z milionu voxell na desitky)

e kritéria pro vybér poctu komponent:

1. Kaiser Guttmanovo kritérium:

— pro dalsi analyzu jsou vybrany osy s vlastnim cislem >1 (pfi analyze matice
korelacnich koeficientll) nebo vétsSim nez primérna hodnota vlastnich
Cisel (pfi analyze kovariancni matice)

— logika je vybirat osy, které prispivaji k vysvétleni variability dat vice, nez
pripada rovnomérnym rozdélenim variability
2. Sutinovy graf (scree plot)
— graficky nastroj hledajici zlom ve vztahu poctu os a vyCerpané variability

3. Sheppardlv diagram

— graficka analyza vztahu mezi vzdalenostmi objekt( v plivodnim prostoru a

redukovaném prostoru o daném poctu dimenzi )
IBA -



Sutinovy graf (scree plot)

Eigenvalue
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Zlom ve vztahu mezi poctem vlastnich Cisel
a jimi vyCerpanou variabilitou — pro dalsi
analyzu pouzity prvni dvé faktorové osy

Eigenvalues of corr¢lation matrix

Active variables only
72.96%
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B67%
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Egenvalue number
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Shepparduv diagram

e Vztahuje vzdalenosti v prostoru pavodnich proménnych ke vzdalenostem v prostoru vytvoreném PCA
* Jetreba brat ohled na typ PCA (korelace vs. kovariance)

* Obecnd metoda urceni optimalniho poctu dimenzi v ordinacni analyze (tfeba respektovat pouzitou
asociacni metriku)

Za optimalni z hlediska

zachovani vzdalenosti
objektl lze povazovat

dvé nebo tri dimenze

F1

e

Pri pouziti vSech dimenzi

jsou vzdalenosti
perfektné zachovany
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PCA — priklad

data:
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PCA — priklad — rucni pocitani |

data:
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PCA — priklad — rucni pocitani Il
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PCA — priklad — reseni v softwaru Statistica |

e vykresleni datového souboru véetné textovych popisku:
Graphs — Scatterplots... — zvolit proménné (vyska jako X, vaha jako Y) — OK
— vypnout zatrzeni ,Fit type” Linear — na zalozce Options 1 zatrhnout
,Display case labels“ — Case labels ze Spreadsheet zménit na Variable a
vybrat proménnou id — OK
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PCA — priklad — reseni v softwaru Statistica Il

Vypocet PCA — postup:

e Statistics — Multivariate Exploratory Techniques — Principal Components &
Classification Analysis — zvolit proménné jako “Variables for analysis” , na
zalozce Advanced zvolit ,,Correlations” nebo “Covariances” — OK

e zalozka Descriptives —,,Covariance matrix“
e zalozka Variables:

— “Eigenvectors” (vlastni vektory), “Eigenvalues” (vlastni Cisla véetné procenta
vycerpané variability), “Scree plot” (sutinovy graf)

— “Factor & variable correlations” (korelace novych faktorovych os s plvodnimi
proménnymi)

— “Factor coordinates of variables” jsou souradnice vlastnich vektord, kterym
odpovida graf “Plot var. factor coordinates, 2D” (¢im mensi Uhel svird plvodni

proménna s novou faktorovou osou, tim vétsi vztah ma nova faktorova osa s
plvodni proménnou)

 zalozka Cases:

— ,Factor coordinates of cases” (souradnice dat v novém prostoru — data jsou
centrovana), ,Plot case factor coordinates, 2D“ (vykresleni dat)

Wy .
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PCA — priklad 2 — reseni v softwaru Statistica |

Zadani: Provedte PCA na objemech 6 mozkovych struktur u 833 subjektd.

Redeni: Statistics — Multivariate Exploratory Techniques — Principal
Components & Classification Analysis

Principal Components and Classification Analysis: Data_neuro [ % || =]
Quick  Advanced | oK
l@ Variables: I Cancel

Vybrat proménné ‘ Variables for analysis: 23-28 B Options -
Supplementary varables:  none —————————
(= Open Data
Variable with active cases: none
SILECT
Grouping varable (abeling). none MJ
Anakysis based on Compute varances MD deletion
@ C i
@ Comelations @) as SS/(N-1) v aseE
M
) Covarances “las 55/N - suizlt-l'rtmiun

7

zvolit, zda se ma pocitat
kovariancni ¢i korelacni
matice

oyl 7 - ’ v s B . v ’ -1 gh-“\“l"‘;
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PCA — priklad 2 — reseni v softwaru Statistica Il

Matice vlastnich

Wariable

vektoru

/[ﬁ\ Eigenvalues
Factoréoordinates of the yafiables, based nmmns (Data_neuro)

7381 12,852 -24.9019) 6217
39,756 25334 601821 1741211

-19,8762

Thalamus volume (mm3)

-37.303 -261.504 20,9163 43841

Pallidum_volume (mm3)

-20.868 27,707 1845047 73,9145

Putamen volume (mm3)

-86.934 16,376 -b5.6188 ) -27.4129

Mucl caud volume {(mm3

) -15.367 2.210 1.9177 1.7198

Factor 1 | Factor2A Factor3 | Factor4 | Fatter5 | Factor 6
Hippocampus_volume (mm3) | 2252921 -

Amygdala volume (mm3)

56,1444

34,4372
166.7655
2.9026

Principal Components and Classification Analysis Results: Data_neuro |I||E|
No. of active wvars:-é No. of supplementary wvars:(
No. of active cases: 833 No. of supplementary cases: 0
Zigenvalues: 1,85764 1,05575 920953 959515 816125 ... @ﬂ
Mumber of factors : & EI Quality of representation : 1000 % i OK
Quick | Vanables | Cases | Descriptives |
/{.@ Factor coordinates of variables ] [ Flat var. factor coordinates, 20 ] E Options =
Lﬁ Factor coordinates of cases ] [ Plot case factor coordinates, ZQ] By Group
] [ Scree plot

Vlastni Cisla

- .
Eigenvalues of covariance m:

Active variables only

Factor coordinates of cases, based on covariances (Data_neuro) Eigenvalue o Total
Case Factor1 | Factor? | Factor3 | Factor4 | Factor5 | Factor 6 Value number variance
1 | 541,681 -322,060 90,544 94 230 -249.661 27,353 1 | 40367701  55.45440
Souradnice |2 306,11 -505.246 423531 -204.078 40,595 148,339 2 139067 1 1910409
. o 3 218,03 473,620 192820 -163.206 -52,362 128,077 3 702002 9 64363
subjekti v |4 49270 535503 267883 74278 56033 -351386 |4 418407 5.T4TT9
novém g -346,39  -240.774 312,983 -106,921 -5.006 32,832 g 404211 b RR2TT
B 12310 -743.833 315,002 -241.681 63258 46083 B 32737 9 4 49732
prostoru |7 179,78 -76,816 150773 321,967 -182.452 162,240
B -321.21 -5.941 255 254 151791 -36.504 192,658

MU
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PCA — priklad 2 — reseni v softwaru Statistica lll

N4

Normalizace vlastnich vektoru:

- zkopirovat do Excelu (,,Copy with headers®)

- poufiti vzorce: =B3/ODMOCNINA(SUMA.CTVERCU(BS$3:BS$8))

(Y= = RN R = R R R TR S

A==
Bw Mo

i B C D E F G

Factor coordinates of the variables, based on correlations (Data_neuro]

Variahle Factor 1 Factor 2 | Factor 3 | Factor4 | Factor & | Factor 6
Hippocamj -22 5292 -331,381 12,852 -24 9019 -62 1764 -56. 1444
Amygdala| -19,8762 139,756 25334 601821 1741211 20,4766
Thalamus | 06579 -37.303 -261,504 209163 43841 12,7030
Pallidum _y -7,6336 -20,868 27707 1845947 -739145 344372
Putamen_ -14,6603  -86,934 16,376 -55 5188 -27.4129 166,7655
Mucl_caud 634 4294  -18,367 2,210 1,9177 1,7198 2,9026
-0,035459125 -0,88862 0,048506 -0,12174 -0,30926 -0,3103
-0,031283532 -0,37477 0,095016 0,294217 0,800059 0,11317
0,001035499 -0,10003 -0,98698 0,102255 0,021806 O,070207
-0,01201473 -0,05596 0,104572 0,902443 -0,36704 0,190328
-0,023074151 -0,23312 0,058032 -0,27142 -0,13635 0,921681
0,998542011 -0,045925 0,008341 0,009375 0,008554 0,016042
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PCA — priklad 2 — reSeni v softwaru Statistica IV

Zalozka Variables:

Factor & variable correlations

Plot var. factor coordinates, 2D

Factor-variable correlations (factor loadings) Projection of the variables on the factor-plane ( 1x 2)
Variable Factor1 | Factor?2 | Factord |  2pp
Hippocampus volume (mm3) | -0.0655501  -0,964150 0,0373594
Amygdala volume (mm3) -0.084808  -0,596314  0.,108095 7907
Thalamus volume (mm3) 0,002480  -0.140597  -0.985620 600 }
Pallidum volume (mm3) -0,037255 -0,101845 0135217 500 |
Putamen volume (mm3) -0,073621  -0,436566 0,077214
Mucl caud volume (mm3) 0,999556  -0,028938 0,003482 400 +
2 300}
=
@ 200 f
Z vysledkl vyplyva, ze: s 100
P . ’ E Faldhm v Nucl_caud_volume (mms3)
- 1. hlavni komponenta je nevice ?@en_gﬁmﬂfm!mgf’
, . A fla_vglume (mm3) ]
korelovana s objemem Nucleus caudatus ool | |
, . , |
- 2. hlavni komponenta je korelovana s Hiphpus yolume (mms3)
objemem hipokampu a také s objemem 400 }
amygdaly a putamenu -500

-100 0 100 200 300 400 500 600 700 300
Factor 1 : 55,45%

MU
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PCA — priklad 2 — reseni v Matlabu

e Zadani: Provedte PCA na objemech 6 mozkovych struktur u 833 subjekta.
« Redeni:
[num, txt, raw] = xlsread('Data_neuro.xlIsx',1);

data = num(:,23:28); % vyber 6 promennych s objemy mozkovych struktur
[coeff,score,latent] = pca(data);

Souradnice subjektl v novém prostoru Matice vlastnich vektor( Vlastni Cisla

score coeff latent

[ &33%6 double ] &b double 1] 6x1 double
1 2 3 4 5 6 1 2 3 4 5 6 1

1 -541.6758 3220604 9054450 942298 -249.6611  -27.3529 1 -0.0355 0.8886 -0.0485 -0127 -0.2093 -0.3103 1 4.0368e+05
2 -306.1072 508.2459 -423.5306) -204.0785 -40.5948 -148.3380 2 -0.0313 03748 -0.0956 02942 08661 01132 2 1.3907e+05
3 280346 473619 1928200 -163.2062 -82.3617 128.0768 3 0.0010 01000 09870 01023 00218 00702 3 7.0200e+04
4 -492.7048 5355033 -267.8827 -74.2783 -56.0326 -351.3861 4 -0.0120 0.0560 -01046) 089024 -0.3676 01903 4 41841e+04
5 -346.3904 2407737 -312.9827| -106.9215 -5.0059 328323 5 -0.0231 0.2331 -0.0580) -02714 -01363 08217 5 40420 e+04
6 -123.1009 749.8831 -315.0017) -241.68060 63,2878 -46.0834 6 09985 0.0493 -0.0083 00094 00086 0.0160 6 3.2738e+04
7 -11798e+03 768159 -150.7726 3219671 -182.4523 162.2400
8 -321.2074 8.9410) -255.2537 1517913 -36.5035 1926580 | , k .
9 -345.8000 4641571 -374.4555  11.8603 -5.8649 916828 viastni ve tory JSOU ve

10 -1.4653e+03 607.7425 -380.2003 267.2337 -19.2383 -81.4055 sloupcich (jsou sefazené

] . P odle vlastnich Cisel
hlavni komponenty jsou ve sloupcich (jsou P )

serazené podle vlastnich Cisel);
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