Regresni a korelacni analyza

Prikladova data
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Regresni a korelaéni analyza Korelace
Linearni regrese

Analyza vztahu dvou kvantitativnhich proménnych

Dva pfristupy, pohledy: korelace a regrese.
KORELACE popisuje silu vzajemné zavislosti.
REGRESE pomoci jedné proménné popisuje hodnoty druhé proménné

Priklad: vysky otce a syna (data GaltonSyn)

predpovida vysku syna
z vysky otce

vyska syna (palce)
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Regresni a korelacni analyza Korelace
Linearni regrese

Regrese - vysvétleni variability Y pomoci X

Opét spojita, kvantitativni data

Hodnoty proménné Y modelujeme pomoci hodnot proménné X

Linearni regresni model: Y = f, + f; - X + E ... rovnice pfimky

Modelem vysvéetlujeme variabilitu v hodnotach Y, prokazujeme zavislost Y na X
nebo predpovidame stredni hodnotu Y pro nové hodnoty X.

V interpretaci zohlednujeme logickou zavislost proménnych, ,co ovliviuje co”

Priklad: vdha mozku vysvétlovand vahou celého téla u 54 vybranych savcl
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Regresni a korelacni analyza Korelace
Linedrni regrese

Linedrni regresni model [simple linear regression, bivariate regression]

Yi =PBo+ B1 'Xi,‘l‘\f;g E; ~N(0,0°)
|
systematicka slozka + nahodna slozka modelu [deterministic + stochastic component]
Y nazyvame vysvétlovana proménna, zavisla proménnad, odpovéd, odezva
[explained variable, dependent variable, response]
X nazyvame vysvétlujici proménnad, nezavisla proménna, prediktor, regresor
[explanatory variable, independent variable, predictor]
E; ~N(O, 02) nahodnd chyba, pfirozend variabilita [error term, disturbance term]
Bo a B1 jsou parametry platné pro celou populaci, tedy neznamé
- hledame odhady by a b4 a testujeme jejich nenulovost
Parametry By a 1 urCuji pfimku zavislosti:
Bo je prusecik s osou y [intercept],
kdyz X =0, potom Y = 5,
B je sklon pFfimky [slope];
kdyz X zvétSim o 1 jednotku
potom Y naroste (v primeéru) o ;.




Regresni a korelacni analyza Korelace
Linearni regrese

Odhad regresnich koeficientu: 8, B,, 02

Yi=po+P1-Xi+E; E; ~N(0,0%)

1) Odhady by a by hleddame metodou nejmensich ctvercu
[method of the least squares] o
- ,nafitovana“ hodnota:
?i —_ bo + b1 . Xi
[fitted value], Cesky lépe
modelovana, vyhlazena hodnota

= Reziduum U;:
Ui=Yi—?i=Yi—b0+b1'Xi

— Soucet c¢tvercl (rezidualni):

SSp =¥, U2 =¥(Y; = %)° = S(¥; — by + By - X;)? ... aby byl minimalni

_ Sxy _ Xt (Xi=X)(Y;-Y)
2 b= = n(X—-X)?




Regresni a korelacni analyza Korelace
Linearni regrese

Odhad regresnich koeficientti: o2
Y;=Bo+PB1-X;+E;  E;~N(0,0%)

2) Variabilitu ndhodné odchylky a? odhadujeme jako rezidudlni rozptyl, tj.
SSg
§% =
n—2

Rozklad variability modelu (podobné jako v analyze rozptylu)

SSror = X, (Y; —Y)? . celkové variabilita v ,Y-ovych“ datech
DFror =n—1 (vysvétlovana proménnd)

5 =AY , . T T
SSpgc = ?=1(Yl- — Y) ... regresni, modelova variabilita, variabilita
vysvétlena modelem
k ... pocCet vysvétlujicich proménnych
2
SSp =Y. (v, —V) .. rezidudlni variabilita, variabilita modelem
DF; =n—k—1 nevysvetlena

DFrge = k

Plati: SSTOT = SSREG + SSE




Regresni a korelacni analyza Korelace
Linearni regrese

Regresni model — priklad Galton:

> summary(1lm(syn~otec))
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Im(formula = syn ~ otec)
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Residuals:
Min 1Q Median 3Q

-15.8326 -3.4311 -0.5134 3.9341 1
170 180

vySky otce [cm]

Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 87.85290 11.49732 7.641 1.47e-12 ***
otec ©.50188 0.06547 7.666 1.28e-12 ***

Signif. codes: © ‘***’ @9.001 “**’ 0.01 “*’ 0.05 ‘. 0.1 ¢’ 1

Residual standard error: 5.545 on 171 degrees of freedom

Multiple R-squared: ©.2558, Adjusted R-squared: 0.2514

F-statistic: 58.76 on 1 and 171 DF, p-value: 1.275e-12




Regresni a korelacni analyza Korelace
Linearni regrese

Predpoklady regresniho linearniho modelu:

Yi=po+ P11 - X;+E; E;~N(0,6%) Y;~N(Bo+PB1-X;o0?)

> Y; jsou vzajemné nezavislé hodnoty, pozorovani.

> Y; jsou zatizeny nahodnou variabilitou, pro kterou predpokladame normalni
rozdéleni: nelze ovérit predem, protoze se stredni hodnota EY méni a my
teprve hledame funkci, ktera tuto zménu popisuje. Proto nejprve modelujeme
a potom ovérujeme. Normalitu zkontrolujeme na rezidualech (Yi — ﬁ)
Pfedobrazem reziduall v modelu jsou Cleny E;.

> Pro E; predpokladdme N (0, 6?%) a 7e 0% se neméni.

> X; naopak povazujeme za presné hodnoty bez nahodné chyby (variability). To
spliuji napft. laboratorni teploty v riznych pokusnych boxech. Naopak vaha
téla savcl z prikladu ma jisté svoji variabilitu, predpoklad neni dodrzen.

> EY je linearni funkci hodnot X; (viz dale)
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Linearni regrese

Predpoklady regresniho linearniho modelu:

Yi=Bo+B1-X;+E; E;~N(0,6%) Y;~N(Bo+B1-X;0?)

> EY je linearni funkci hodnot X;. Nesplnéni tohoto predpokladu znamena, ze bud’
zavislost neni Cisté linearni nebo EY zavisi jesté na dalSi proménné, napr. V.

Vyrazné zakrivené vztahy vidim vétSinou hned na bodovém grafu. Potom mohu
zvolit napr. kvadratickou regresi (viz priklad ,kofeny” ve Zvarovi) ¢i proménné
transformovat (priklad ,mozky“). Odhaleni druhého ptipadu je slozitéjsi, zvlast
kdyz nemam dalsi proménné k dispozici. Popisuje ho priklad ,tuk” (Zvara).
Spatné zvoleny model ddva vychyleny odhad stfednich hodnot EY. Projevilo by se
to napriklad v pouzivani modelu v praxi, kdy by predpovidané primeéry a
nameérené prumeéry byly systematicky vzajemné posunuté, vychylené.

Predpokladany linearni vztah dobre funguje, kdyz X i Y, respektive jejich rezidualy,
maji normalni rozdéleni. Pokud normalita chybi, pomUzeme si transformaci.
Normalita X a Y ale neni predpokladem regresniho modelu.




Korelace
Linedrni regrese

Regresni a korelacni analyza

Predpoklady — priklad Galton:

## zadani formuli
# zadani modelem

> plot(1lm(syn~otec))
> plot(gal.1lml)

Hit <Return> to see next plot:
Musim stisknout ENTER, potom naskoci graf.

Rezidua vs. Predpovédi (stejnost rozptylu):
Tento graf ma odhalit zavislost rozptylu o2

na (predpovidané) stredni hodnoté Y.
Spravné maiji byt body rozlozené stejnomérné
podle vodorovné osy.

Residuals

Residuals vs Fitted
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Fitted values
Im(syn ~ otec)




Predpoklady — priklad Galton:
R: plot (model)

Q-Q plot rezidui (normalni rozdéleni rezidui E)):

Normal Q-Q
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Theoretical Quantiles
Im(syn ~ otec)




Regresni a korelacni analyza Korelace
Linedrni regrese

Predpoklady — priklad Galton:

R: plot (model)

Odmocnéna Rezidua vs. Predpovédi (stejnost rozptylu, normalita).
Pri poruseni predpokladu vykazuji body néjaky druh zavislosti (linearni ¢i nelinearni).
Scale-Location

024
172
1420

&
&
O

O
O

oo o0 O
S
/@ 0D o0o
oo
o

&
Oé; o
o o0 0
'S}

O oo

@

&
oo
&

O
o
O

| |
|

+/IStandardized residuals|
O
O O B
® &7
%‘C} ) <?;}}f1>
O
O

o
O
O

l I
175 180

Fitted values
Im(syn ~ otec)




Regresni a korelacni analyza Korelace
Linedrni regrese

Predpoklady — priklad Galton:

R: plot (model)
Cookova vzdalenost (pfilis vlivna pozorovani):

Pro kazdé pozorovani spocte rozdil v odhadu regresnich koeficientl v modelu s a bez
daného radku (pozorovani). Pokud je rozdil velky, je jasné, Ze dané pozorovani podstatné
ovliviiuje smér regresni primky, tedy celého modelu.

[lever = paka;

leverage = vliv paky, paceni]

Residuals vs Leverage

Standardized residuals

Cook's distance
| | | =

0.02 0.04 0.06 0.08

Leverage
Im(syn ~ otec)
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Linearni regrese

Testy regresnich koeficientu, prokazovani zavislosti Y na X

Y;=Bo+B1-Xi+E; E;~N(0,0%)
Modelujeme zavislost EY na X jako EY = o+ B1 - X

Hodnotu B (prusecik s osou Y) testujeme zfridka, protoze hypotéza vétSinou
nema biologicky rozumnou interpretaci.

Nezavislost EY na X znamena, ze 1 = 0.
Hypotézu Hy: 1 = 0 testujeme pomoci statistiky
by —0

t = ~pg. t,_
S.E.(by) ™Mo'm2

Toto je jeden z hlavnich vysledk( regresni analyzy. Pokud p-hodnota < o, zamitam
hypotézu o nezavislosti, tedy zavislost Y na X je prikazna.




Regresni a korelacni analyza Korelace
Linedrni regrese

Regresni model — priklad Galton:

> summary (1lm(syn~ot| S.E.(odhadu)
* rozptylenost

vy$ky syna [cm]

e .o'o<:..
o0 g o8000 o, o

- e® o
| * o o o ¢

odhad by, (prusecik) Ezljr:r;tsjmecne test. statistika a p-hodnota

odhad b, * otec . pFesnost H,: b, =0 - vyska otce nema vliv

odhadu H;: b, #0 = vyska otce ma vliv
Coeffici;::;§\ l ‘///////ﬂ\

Estimate Std. Error t-value Pr(>|t])
(Intercept) 87.85290 11.49732 7.641 1.47e-12 ***
otec 0.50188 0.06547 7.666  1.28e-12 ***

Signif. todes: © ***’ 9,001 “**° 0.01 °*’ 0.05 °.” 0.1 <’ 1

B, (prusecik s Y) Oba koeficienty prukazné
B, * otec - syn = 87.9 + 0.50*otec




Regresni a korelacni analyza Korelace
Linearni regrese

Test podmodelu (jednoduché linearni) regrese
Nejjednodudsi model je ,,prdmér“: Y; = EY odhadujemejakoY; =Y.

Mame tedy model, zde rostouci Ci klesajici pfimku: ¥; = Bo + B1 - X; + E;

a podmodel, zde vodorovnou prfimku, pramér: Y; = EY + E;.

_ Y(Yi-")?  SSror
, 1J. :
n—1 dfror

Variabilitu v datech var(Y) odhadujeme jako MSto1 =

MS znamena: mean square, ,primérny ctverec”
Slaby model:
Slozitéjsi model je dobry tehdy, kdyz vysvétli F=24 p=013 ¢
néjaky podstatny dil této variability.

Slozitéjsi model je zbytecny tehdy, kdyz
mnozstvi ,nove” vysvétlené variability
je nevyznamné, neprukazné odlisné od nuly.
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Linearni regrese

Test podmodelu jednoduché linearni regrese
model: Y; = By + B1-X; + E; versus podmodel: ¥; = EY + E;
Konstrukce testu vypada takto:

H,: Rozdil ve variabilité vysvétlené modelem a podmodelem je maly,

H,: Rozdil ve variabilité vysvétlené modelem a podmodelem je vyznamny.

V jednoduchém linearnim modelu je rozdil mezi modelem a podmodelem spocteny

- o o2 vor vy . Ceivivs oy
pravé jako SSgre = X(Y; — ¥) . Ve sloZitéjsich modelech je to slozZitéjsi vypocet.
SSprEc porovnavame se S8, modelu pomoci F statistiky.

Soucty Ctvercl pouzijeme ve tvaru pramérnych souctl ctvercl, MSggc @ MSEr1or-

N

V tomto pripade jsou dfree = 1adfprmor =M — 2. = || osen Fuon

@ _]
o

SSREG
MSgge ~ 1

= = ~Hy F1,n-2
MSEgyror —SSE rror 0
n—2

F

hustota F-rozdéleni

95% kvantil = 3.9

| w
5 10

F statistika
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Test podmodelu jednoduché linearni regrese

H,: Rozdil ve variabilité vysvétlené modelem a podmodelem je maly,

H,: Rozdil ve variabilité vysvétlené modelem a podmodelem je vyznamny.
N

MSError

F

| rozdéleni Fy 171,

(o0]
~Fq1n_2 -

hustota F-rozdéleni

95% kvantil = 3.9

F statistika
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Regresni model — priklad Galton:

> anova(lm(syn~otec))
Analysis of Variance Table
Response: syn
Df Sum Sq Mean Sq F value Pr(>F)
otec 1 1807.1 1807.08 58.763 1.275e-12 **x*
Residuals 171 5268.6 30.75

1807.1 MS 1807.08
1 REG .
SSError 5268.6  MS....  30.75

derror 171

> summary(1lm(syn~otec))

Residual standard error: 5.545 on 171 degrees of freedom
Multiple R-squared: ©.2558, Adjusted R-squared: 0.2514
F-statistic:on 1 and 171 DF, Cp-value: 1.275e-12>
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Regresni model — priklad Galton:

SSREG

_ dfpe¢  MSggg

a M - MSError
derror

> anova(lm(syn ~ otec + matka))
Analysis of Variance Table
Response: syn

Df Sum Sq Mean Sq F value Pr(>F)
otec 1 1807.1 1807.08 63.056 2.615e-13
matka 1 386.7 386.70 13.493 0.0003205
Residuals 170 4871.9 28.66

F

> anova(lm(syn ~ matka + otec))-« Na poradi zaleii!
Analysis of Variance Table
Response: syn

Df Sum Sq Mean Sq FE ue Pr(>F)
matka 1 599.7 599.71 20.926 9.167e-06
otec 1 1594.1 1594.07 55.623 4.299e-12
Residuals 170 4871.9 28.66
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Linearni regrese

Test podmodelu (jednoduché linearni) regrese

H,: Rozdil ve variabilite vysvétlené modelem a podmodelem je maly,

H,: Rozdil ve variabilité vysvétlené modelem a podmodelem je vyznamny.

SSREG
F = MSgRe¢ _ dfREG

B MSError B S.S.Eﬂ
derror

~Hy Frn-k-1

Porovnavame s kvantilem Fj,_,_1(1—a)

» F-statistika vypovida o vyznamnosti té ¢asti variability Y, kterou Ize vysvétlit
pridanim (dalsi) vysvétlujici proménné.
» V pripadé jednoduché linearni regrese s jednou nezdvislou proménnou je

p-hodnota F-testu analyzy rozptylu shodna s p-hodnotou t-testu nenulovosti
koeficientu b,. To je proto, Ze v tomto nejjednodussim pfipadé plati F= T2 ~F, ,,
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Linearni regrese

Test podmodelu jednoduché linearni regrese

OPRAVA textu v uebnici Lep§ & Smilauer (2016), str. 257 dole.
Véta , Lze ukdzat, Ze pokud plati nulova hypotéza o nezdvislosti, jsou vsechny tri
hodnoty MS odhadem variance Y.“ neni pravdiva.

Pokud jsou X a Y nezdvislé, potom hodnoty X nedokazi vysvétlovat/predpovidat
vysledné hodnoty Y a regresni primka nema statisticky smysl. Graficky by takova
pfimka méla byt velmi blizko obycejné priimérné hodnoté Y.

Potom rozdily mezi napocitanou (regresni) 8 < F=24p=013
hodnotou ¥; a primérem Y budou velmi
malé. Proto také soucet Ctvercu

SSric = 2(V; — ¥)” bude spite malé &islo > .
blizko nuly. Tento soucet ¢tvercu ale
nepopisuje variabilitu v datech Y.

tg}
{9}

A2 i
Oviem SSgrror = 2y (Y; — ¥;)” slabého
modelu muzZe popisovat variabilitu Y.
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Soucty ctvercli =
rozklad variability

SSREG SS _
R® = Ssror = 1~ 55101 Sror = ) (Y= P

2 .
R4 € (0,1) SSppc = z(yi B Y)Z

Interpretujeme jako podil vysvétlené variability (REG) ,
vzhledem k celkové variabilité v datech Y (TOT) SSError = Z(Y,- -Y;)

Koeficient determinace R?

Bezrozmérny koeficient, ¢asto vyjadreny v procentech

Koeficient ukazuje, jestli ma model smysl, jestli vysvétli néjaky podstatny dil
variability.

Pro linearni regresi plati R? = r)?y (Pearson(v korelacni koeficient A2)
Adjustovany (upraveny, korigovany) R? : kdyZ mam vice vysvétlujicich

proménnych (Y; = By + By * X; + By - Vi + B3 - W; + E;), tak je oby&ejny R?
nadhodnoceny, vychyleny. Proto se pouziva tato Uprava.
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Koeficient determinace R?

Poznamka: R? se muzZe velmi ménit s mnoZinou zahrnutych pozorovani. Odlehlé
pozorovani muze hodnotu R? i zdvojndasobit prosté proto, Zze ma velky rezidudlni
Ctverec, kterym zvétsi jak rezidualni primérny Ctverec, tak regresni (modelovy)
primérny ¢tverec. Nase radost nad mnozstvim vysvétlené variability pak mUze byt
vratka a kratka ...

emiseCO2

| |
10000 20000 30000 40000 50000 60000

HDP
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Model linearni regrese a pricinna zavislost

Idealné Y logicky zavisi na X.

Je-li vztah zavislosti nejasny a obé proménné jsou zatizeny nahodnou chybou,
studujeme spise korelaci proménnych.

V praxi pouzivame regresi i ve spornych pripadech, kdy kauzalni vztah neni jasny.
Presto nas zajima rovnice, ktera vztah obou promeénnych (v daném usporadani)
popisuje. Mluvime pak spise o vysvétlované a vysvétlujici proménné a signifikantni
model povazujeme jen za nepfimy ,, dikaz” pricinné zavislosti Y na X.

Statistickymi prostredky nelze dokazovat pricinné zavislosti (kauzalitu)! To umime
délat jen manipulativnimi experimenty, kdy jsme schopni ménit hodnoty jen jedné
promenneé, zatimco ostatni uvazované promeénné udrzujeme na stalé urovni.

Interpretace i predikce modelu je zalozena predevsim na zkoumaném rozsahu
hodnot vysvétlujici proménné. Se zménou rozsahu casto narazime na nelinearitu
(v prirodé spiSe béZznou) a nas model prestava platit.




Regresni analyza Linearni regrese
Ovérovani predpokladi

Mnohonasobna regrese

Kvadraticka regrese

Mnohondsobna linedrni regrese [multiple linear regression]

Poznamka: Néco jiného je mnohorozmérnd regrese [multidimensional regression],
ve které modeluji vice zavislych proménnych pomoci vice nezavislych proménnych.

Model: Y;=Bo+pB1 - Xi+B2-Vi+p3-W;+E; k=3, E;~N(0 0%
Jiny zapis:Y; = Bo+ B1 - X1; + B2 - X2i + B3 - X3; + E;

Hodnoty vysvétlujicich X111 X21
proménnych se pak daji y — X12 X2
zapsat jako matice: ' '

Xln XZn X3n

2. ¢2 — _S5E N . .
Odhad rozptylu °: $“ = _r_1 «—| PoCet pozorovani — pocCet regresor(i — 1

Vysledky: odhady regresnich koeficientt by, by, b, , b3 ; R?: F — test modelu

Interpretace bj : o kolik vzroste (klesne) hodnota Y, kdyz X vzroste o jednotku a
ostatni vysvétlujici proménné se nezmeni.




Regresni analyza Linearni regrese
Ovérovani predpokladi

Mnohonasobna regrese

Kvadraticka regrese

Mnohonasobna linearni regrese
Model: Yi=ﬂ0+31-X1i+B2~X2i+Bg-X3i+Ei k=3, EiNN(O,O'Z)

Hodnoceni regresnich koeficientu:

bj—0
S.E.(bj)
neprida do modelu novou informaci o stredni hodnoté Y, nic vyznamné nového
nevysvetli.

Hypotéza Hy: b; =0 = t = ~Hy tn—k-1 2 Znamena to, Ze promeénna X;

Konfidencni interval B;
(bj = S.E.(by) - tnse-1(1 = /), by + S.E.(b;) - tus1 (1 = %/2))

Porovnani vlivu regresorl na Y mezi sebou (viz Zvdra, str. 199 dole a str. 200):
sd(X;)
sd(Y)

— pfepotitdm na standardizovany tvar (tzv. beta koeficienty): b; = b;

Priklad: % tuku ~ vySka + vaha. byysga = —0.254, byaya = 0.968
Mohu fici, Ze vaha ma zhruba 4-krat vétsi vliv na vysledné procento tuku nez vyska.




Regresni analyza Linearni regrese
Ovérovani predpokladi

Mnohonasobna regrese

Kvadraticka regrese

Regrese — dalsi cteni:

« Standardizované beta koeficienty: Zvdra, str. 199 dole a str. 200.

Transformace dat v regresi, kontrola predpokladti:
* Lep$ & Smilauer, str.259
e Zvara, str. 203: Breuschlv-PaganUyv test

Regresni analyza v R: Lep$ & Smilauer, str.274

Vicenasobna regrese: Zvara, str. 197
Lep$ & Smilauer, str. 294.

Zobecnéné linedrni modely: Lep$ & Smilauer, str. 316

Nelinedrni zavislost: Lep$ & Smilauer, str. 338




