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Korelace a regrese

Parametricka a neparametricka korelace

Linearni regrese
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Anotace

e Korelacni analyza je vyuzivana pro vyhodnoceni miry vztahu dvou spojitych
promennych.

* Obdobneé jako jiné statistické metody, i korelace mohou byt parametrické nebo
neparametrickeé

e Regresni analyza vytvari model vztahu dvou nebo vice proménnych, tedy jakym
zpusobem jedna proménna (vysveétlovanad) zavisi na jinych proménnych (prediktorech).

* Regresni analyza je obdobné jako ANOVA nastrojem pro vysvétleni variability
hodnocené proménné



Zakladni rozhodovani o vybéru statistickych testu

Parametrické testy
Neparametrické testy
Typ dat
[
v v v
Spojita x spojita Spojita x Kategorialni x
data kategorialni data kategorialni data
v y v v v
Tri a vice
Jeden vybér Dva vybéry vybéra Jeden vybér Vice vybéra
(neparové)
. Neparova arova
Parova data P Parova data Neparova
data data
Pearsonlv e e , .
| korelagni _'Jednovyberovy L Parovy t-test L Dvouvybérovy | AnovA N Chi-kvadrat
. . t-test t-test test
koeficient
Spearmavmljv Jedrjovyber?vy W|Ic0)fonuv’/ M?nnuv- KruskalGv- Jednovybérovy McNemartv Fisherliv
—» korelacni [P WilcoxonGv | | znaménkovy | *| Whitneyho . o . S P ;
.. Wallisav test binomicky test test exaktni test
koeficient test test test
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Popis vztahu spojitych proménnych

» Zakladnim nastrojem popisu vztahu spojitych proménnych je XY graf umoznuijici
posoudit typ a silu jejich vztahu.

Kladny linearni vztah Nahodny vztah Zaporny linearni vztah




Predpoklady parametrickeé korelacni analyzy

» Korektni interpretace parametrické korelacni analyzy predpoklada linearni vztah mezi proménnymi a
normalni rozlozeni hodnot obou proménnych.




Bimodalni rozlozeni hodnot vstupujicich do korelacni analyzy

* V pripadé bimodalniho rozlozeni hodnot vstupujicich do korelaéni analyzy neni vhodné korelacni analyzu
pocitat; vysledek neni mozné interpretovat jako popis linearniho vztahu spojitych proménnych, ale jako
dUsledek existence podskupin objektl v datech.




Pritomnost odlehlych hodnot v datech vstupujicich do korelacni

analyzy

* V pripadé pritomnosti odlehlych hodnot v datech vstupujicich do korelacni analyzy neni vhodné
korelacni analyzu pocitat; vysledek neni mozné interpretovat jako popis linearniho vztahu spojitych
proménnych, ale jako dlsledek pritomnosti odlehlych hodnot v datech.
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Korelace a kovariance — parametrické miry vztahu spojitych

promennych

» Kovariance a Pearsonuv korelacni koeficient jsou zakladni metody pro popis linearniho
vztahu spojitych proménnych

* Predpokladem vypoctu kovariance a Pearsonova korelacniho koeficientu je:

* Normalita dat v obou dimenzich
 Linearita vztahu proménnych

y y
@
X X
Linearni vztah — Korelace je dana dvéma skupinami Korelace je dana odlehlou
bezproblémové pousiti hodnot — vede k identifikaci skupin hodnotu — analyza popisuje
kovariance nebo Pearsonova objektl v datech pouze vliv odlehlé hodnoty

korelacniho koeficientu
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Vypocet kovariance |
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Kovariance = sdileny rozptyl

- Jak Ciselné popsat vztah proménnych?



Vypocet kovariance |l
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- Jak Ciselné popsat vztah

proménnych?

Data se vyskytuji v riznych
kvadrantech dle prdmeéru !




Vypocet kovariance |l

Kovariance = sdileny rozptyl
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kvadrantech dle prdmeéru !
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Vypocet kovariance IV

Kovariance = sdileny rozptyl

20

18 | » 9;18 - Jak Ciselné popsat vztah

proménnych?

16 8; 16

14 Data se vyskytuji v riznych
bl Prumer, kvadrantech dle priméru !

10 Sdileny rozptyl pocitejme obdobné
g jako rozptyl !
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Vypocet kovariance IV

Cov=" Cov="




Vypocet kovariance IV

Cov = kladné Cislo Cov=0 Cov = zaporné Cislo

Existuje néjaké dané minimum a maximum kovariance?




Vypocet kovariance IV

Cov = kladné Cislo Cov=0 Cov = zaporné Cislo

Existuje néjaké dané minimum a maximum kovariance?

Neexistuje, teroeticky muze byt kovariance od - == do +oo; nevyhoda pfi interpretaci
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Kovariance standardizovanych dat

* Jak dopadne vypocet kovariance na datech se standardnim normalnim rozlozenim
(primér =0, rozptyl =1)?

20 1
18 ® 918 ©,69; 0,69
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Vypocet Pearsonova korelacniho koeficientu

e Pearsonuv korelacni koeficient predstavuje standardizovanou formu kovariance

20
18
16
14

12 -

10

o N B~ O

Cov(x,y)

r(x,y) = s
Xy

: ©,69; 0,69
® 8;16 0,5 ® 0,46; 0,46

-0,5

® -1,15;-1,15

-1,5

Cov=1;r=1



Vypocet Pearsonova korelacniho koeficitu

r = kladné Cislo< 1 r=0 r = zaporné Cislo > -1

Existuje néjaké dané minimum a maximum Pearsonova korelacniho koeficientu?

Ano, Pearson(v korelacni koeficient se pohybuje v rozsahu <-1;1>




Testovani Pearsonova korelacniho koeficientu

P,(zem)‘lo‘14‘15‘32‘40‘20‘16‘50
P (rostl) [ 19 | 22 [ 26 | a1 [ 35 | 32 [ 25 | a0

| =1....., nn=8,v==6

. Cov(x,y) _ inyi_izxizyi
S..S, \/[z X2 —1(2 X, )2}[2 y? _i(z V. )2}

n

=0,7176

|. H,:p=¢:a=005

tab :r(v=6)=0,7076

H,: p=
” 0-P=¢ t=|: r :| M_o2 Ven_2
N1—r?
t=0’7176 . /6 = 2524
0,6965 P <0,05
tab : t\'2 = 2,447

&



Srovnani dvou korelacnich koeficientu (r)

1. h, =1258 2. N, =462
r, = 0,682 I — r, = 0,402

Krevni tlak x koncentrace kysl. radikalu
@+r)

@-r)

Z, =0,833 Z, = 0,426

Z. =1.1513 - log

Test: Hy:p=p, ; =005

5 _ zZ,—Z, _ 0,407 _ 7 461
\/ 1 1 0,0545

_|_
n—-—3 n,—3
tabulky : Z,,, =196

7,461 >>1,96 => P<<0,01

=<



Neparametricka korelace (Spearmanuv korelacni koeficient - rs)

P, v pudé 1 2 3 6
P, v rostl. 1 2 4 8 6 5 3
d, 0 0 1 2
iI=1,.....n; n=8 =>v=06
G - di?
r, =1— 2; — 0,9048
n(n — 1)
tab: r(v=6)=0,89
Pacient ¢. 1 2 3 4 5 6 7
Lékar 1 4 1 6 5 3 2 7
Lékar 2 4 2 5 6 1 3 7
d, 0 -1 1 -1 2 -1 0

7(49 —1)
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Pearsonuv a Spearmanuv korelacni koeficient

* Porovnani hodnot Pearsonova (r) a Spearmanova (rs) korela¢niho koeficientu
umoznuje posoudit typ vztahu promennych

(eleS)

\ 4

Obdobna Vysoké r (diky odlehlé Nizké r (diky nelinearité

hodnotarars hodnoté) a nizké rs (odlehla vztahu) a vysoké rs (v
hodnota odstranéna poradich jde o silny vztah
transformaci na poradi) obou proménnych)




Korelace v grafech I.

Y . Y
A )
P
/ .0 o % ° .Q. .‘.0.‘. *
e Vg ®
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X

Vztahy velmi Casto implikuji funkéni vztah mezi Y a X.
Y=a+b.X

Y=a+b,. X, +b,. %X, +b,. X,
Y=a+b,. X, +b,.X,
Y=a+b,. X, +b,. X, +bs. X, . X,




Korelace v grafech Il.

Problém rozlozeni hodnot Problém typu modelu

Y Y .
o> ° 0.3 o:::...
o.o:. [ ] ~
r=0,981 L) r=0,761
JYe (p <0,001) S (p <0,032)
X X
Problém velikosti vzorku
Y Y r=0,212
. (p < 0,008)
. r=0,891 . « e e
[ ] ) [ ) o ©
o ® (p < 0,214) o’ o... .QS °c .
X X
Bat




Vytvareni modelu

‘@ eParametry ovlivAujici
1.Tvorba modelu C\© ® v I
g c O vysvetlovanou charakteristiku
=0 ® pacienta
>Q E . . A4 Y4 - -
> O g e Rovnice umoznujici predikci
< e Platnost modelu pouze v rozsahu
. - o]
Prediktory prediktoru
- / e Nebezpedi ,preuceni® modelu
2.Validace modelu e Testovani modelu na znamych
‘/i datech

eKrosvalidace

e Individualni predikce stavu
nendmych pacientd

. 1 /G>] ‘% e Model musi byt podlozen
3. Aplikace modelu _ ’®> \ '\ korektni statistikou a rozsahlymi

daty




Cil stochastického modelovani

Obecn}'/m cilem je snaha
vysvétlit variabilitu
redikované proménné
F ndpoint, Y) pomoci
predlktoru g stetlunu
promeénna, faktor, X)

* Jak predikovana promenna, tak
prediktor mohou byt rdzného

typu
e Binarni

» Kategorialni

* Ordinalni

* Spojita

* Cenzorovana (-> analyza
preziti)

* Kombinace datoveho typu
predikované promenneé a
prediktoru urcuje pouzitou
metodu analyzy

8.5

7.5+

6.5}

55}

Proc

variabilita
P

Vysvétluje spojity
prediktor?O




Zaklady regresni analyzy

* Regrese - funkcni vztah dvou nebo vice proménnych

Jednorozmeérna Vicerozmeérna
y = f(x) y = f(x1, x2, x3,

Deterministicky

/

Vztah X,y X

\ Y 1 e

Regresni, stochasticky

Pro kazdé x existuje pravdépodobnostni rozlozeni y




Linearni regrese |

Y=a+b-x+e = a+pf-X+¢

_— a=a (intercept)' a:S/—b-; Komponenty
tvorici y se
y— L-X =b-x (sklon;slope) stitaj

T~ g~e -nahodna slozka: N(O o ) N(O;ajx)

¢ - nahodna slozka modelu primky = rezidua primky

az(ajx): rozptyl rezidui

e
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Linearni regrese |V

* Metoda nejmensich ¢tverc(
e X: Pevna, nestochasticka proménna
* Rozlozeni hodnoty pro kazdé x je normalni
* Rozlozeni hodnoty pro kazdé x ma stejny rozptyl
* Rezidua jsou navzajem nezavisla a maji normalni rozlozeni

Y

d,=y-y d.x=y—y—b(Xi—Y) y=y+b(X, -

Smysl prolozeni pfimky [ B )]
minimalizace odchylek x 7 Z Yy — X X
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Linearni regrese V

A — 1
B b~ f: bZY(Xi_XXYi_Y) sz~o-[23: _z'sj.x
> (x, X} (X, =X)
ij = mean squared deviation from regression
S,x = sample standard deviation from regression
Y.? — 2
Y.Z_Z:'_bz. X. —X
oo Xd, XYW -5 > (X, -X)
¥ n=2 n—2
Il 1 52
a~a: a=Y-b-X S ~o’ S2=|"+ 5 °S§.X
n > X
intercept

A
Y : modelova hodnota

Y::a—b-xi SVi:(Syx)'\

>
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VyCerpana variabilita a jeji statisticka vyznamnost

» Zakladnim ukazatelem kvality modelu je mnozstvi varibility, které je modelem vysvétleno

* Obecné se znaci R? a uvadi se v procentech nebo podilu celkové variability (v pripade linearni regrese
jde o Pearsonuv korelacnin koeficient na druhou)

 Statistickou vyznamnost vyCepané variability je mozné testovat pomoci analyzy rozptylu

15 T T T T T T T T 15 T r T T T T T 14
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13t
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V2cov1:V3covl: = 1.0000

T T T

I 12 13 14 15 yj00007:v2cov07: P=05763(0 12 13 14 yinocovivenocov: f=o0.0013[tt 12 13 14




Analyza rozptylu v regresi

* Vypocet statistické vyznamnosti rozptylu vyCerpaného
regresnim modelem

Celkova ANOVA \ SSg/SS; (variance ratio)
MS;/MSe = F

Analyza rozptylu regresniho modelu (zde primky)

~
st.v. SS MS F (SSI\/IOD/SST) 100 =
MS. % rozptylu Y
1 SSuop  MSygp MS., >  "vycerpaného"
primkou = koeficient
na-2 S5 MS determinace (R?)
na-1  SS; —



Linearni regrese: analyza rezidui

Grafy residui modelt (priklady)

& € % & ce 9%
! o.. .. :.. ) .. o. 0:‘...' . .
0 - 0 e of—= —
' e X
y (i; x) y (i; x) y (i; X)
Obecné tvary residui modell (schéma)
e e e e
i, X, Y L, X, Y L, X, Y L, X, Y

F
&



Adjustace proménnych na vliv jinych proménnych

LDL

25

20

1. V prvnim kroku definujeme regresni model vztahu véku a adjustovaného parametru

2. Pro kazdého pacienta je vypocteno jeho reziduum od regresni primky

3. Reziduum (predstavujici hodnotu parametru po odecteni vlivu véku, jeho pramér je 0) je pricteno k pridmérné

hodnoté parametru

4. Vysledna adjustovana hodnota ma odecten vliv véku, ale zaroven neni zménéna Ciselnd hodnota parametru

Puvodni data
Vek

o‘. ’ % *f' v ‘.' o * 0' "o
Bo0, 2853 o T e
f.o :: ., *3 * »*

b 4 3 . . *

:."o - .

25

20

1.5

1.0

LhL

25

20

15

1.0

Adjustovand data
Vek

* . *
* % ’.’.’ E A :'0. * R
- ™ .g ' * - »
..‘0‘0’ r . * *
+*
“‘0 * *

Wek

20 245
[ ml—————————ll————————-|oo =}

1.5

1.0




Oveéreni modelu na nezavislém souboru

* Pfitvorbé modelt mizZe dojit k problému, kdy vytvoreny model je
perfektné ,vycvicen” fesit danou ulohu na datovém soubor na nemz byla
vytvorena

* Ztohoto divodu je problematicke testovat vysledky modelu na stejném
souboru, na némz byla vytvorena -> jde o dukaz kruhem

* Redenim je testovani vysledkd modelu na souboru se znamym vysledkem
(zde zlnamym zarazenim objekt( do skupin), ktery se nepodilel na definici
modelu

* Krosvalidace

* datovy soubor je ndhodné rozdélen na nékolik podsoubor( (2 nebo vice)

* Na jednom podsouboru je vytvoren model a jeho vysledky testovany na zbyvajicich
podsouborech

* Vypocet je proveden postupné na vSech podsouborech
* One out leave out

* Model je vytvoren na celém souboru bez jednoho objektu
* natomto objektu je model testovan Podsoubor |
* postup je zopakovan pro vSechny objekty Testovdni Model |
* Permutacni metody Model | Podsoubar I
* Jackknife, bootstrap — model je postupné vytvaren
na nahodnych podvybérech souboru a Model Il

testovan na zbytku dat

Testovani
Model Il
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Statisticka vyznamnost vs. prakticke vyuziti modelu

* Pri aplikaci modelu v praxi je tfeba zohlednit jak zjisténé statistické vyznamnosti, tak
prakticky vyznam vystupl modelu

 Jde o analogii k statistické vs. praktické vyznamnosti rozdill napfr. v t —testu

e Statisticka vyznamnost = vztah mezi proménnymi, rozdil mezi skupinami neni pouha
nahoda (respektivé je dostatecné nizka pravdépodobnost, Ze nejde o ndhodu)

* Prakticky vyznam modelu

e 7 hlediska prediktort: zména predikované hodnoty pfi zméné prediktoru je
prakticky vyznamna (napfr. velikost narustu krevniho tlaku pfi zméneé véku o 10 let)

» 7 hlediska objektu: Individualni predikce pacienta je dostatecné presna aby byla
prakticky vyuzitelna (predikce ruznych udalosti — hospitalizace, umrti, vznik
komplikaci, vysledek |éCby atd.)



Rozsah aplikovatelnosti modelu

* Modely je mozné aplikovat pouze v rozsahu prediktoru, na nichz byly vyvinuty

* Dlvodem je nase neznalost chovani vztahl mezi prediktory a predikovanou proménnou mimo hranice v
nichZ byl model definovan (typickymi priklady jsou napt. kfivky davka-odpovéd, rust déti v zavislosti na
véku, rust baktérii v zavislosti na substratu apod.)

200 +

Linearni model odvozeny z ¢asti dat
180 -

160 -

140 -

mean-3SD

mean-2SD

[EEY
N
o

mean-SD

Vyska (cm)

S

|
|
: | PFi aplikaci v
I s . mean
% | | této oblasti -
v mean
| Mode! dobre ' model
60 - | funguje v tomto ' nadhodnocuje mean+2SD
I rozsahu ' mean+3SD
40 - : }
|
] i |
0 ;_ | I |
0 5 10 15 20
V&k (roky) Data: WHO Growth reference 5-19 years




Rozsah aplikovatelnosti modelu: priklad

My HOBBY: EXTRAFOLATING

AG You CAN SEE, BY LATE
NEXT MONTH YOU'LL HAVE
OVER FOUR DOZEN HUSBANDS.
Y, BETERGETA
BULK RATE ON
WEDDING CAKE.




Obecné zasady tvorby predikcnich modelu

* Pozadavky na kvalitni predikéni model
* Maximalni predik¢ni sila
* Maximalni interpretovatelnost
* Minimalni slozitost

* Tvorba modell
* Neobsahuje redundantni proménné
* Je otestovan na nezavislych datech
* lybér proménnych
* Algoritmy typu dopredné a zpéetné eliminace jsou pouze pomocnym ukazatelem pfri
vybéru proménnych finalniho modelu

* Pfi vybéru proménnych se uplatni jak klasické statistické metody (ANOVA), tak
expertni znalost vyznamu promeéennych a jejich zastupitelnosti

SR, ERS;
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Dopredna a zpétna eliminace
* Dopredna a zpétna eliminace proménnych z modelu (forward, backward stepwise) je obecna technika

pouZzivana pri tvorbé regresnich, diskriminacnich a jinych modelu

* Proménné jsou do modelu postupné pridavany (ubirany) podle jejich vyznamu v modelu

Kazda proménna je individualné zhodnocena co do vyznamu pro diskriminaci skupin

Schéma dopredné eliminace

proménnych v modelu

V piipadé zpétné eliminace V 1. kroku je vybrana proménna s nejvétSim individualnim vyznamem pro diskriminaci skupin

zacina proces od modelu se

vsemi proménnymi a
vybrané proménné jsou postupné pridavany dalsi proménné a je hodnocen vyznam dvojic proménnyc

postupné jsou vyrazovany Kvybrané énneé j ¢ pfidavany dalsi proménné a je hod y dvoji énnych

proménné S nejmen§|'m pro diskriminaci skupin

pfispévkem k diskriminacni

sile modelu

V 2. kroku je do modelu priddna ta proménna, ktera v kombinaci s jiz dfive vybranymi proménnymi nejvice
prispiva k diskriminaci skupin

Proces je tfeba expertné
kontrolovat, rizikova je napt.

pfitomnost redundantnich Postup je opakovan az do vyéerpani vsech proménnych nebo do situace kdy pfidani dalsi proménné jiz
proménnych nevylepsuje diskriminaéni schopnosti modelu

SRR A T % Institut biostatistiky a analyz, PfF a LF MU
o ey

N
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Kroky regresni analyzy

* Regresni analyza (a obecné i jiné stochastické modely) by méla probihat v nasledujicich
krocich

1. Ovéreni obecnych predpokladt — normalita dat, linearita vztahu

2. Vypocet modelu

3. Analyza rezidui modelu umoznujici ovérit vhodnost aplikace linearniho nebo
jiného modelu

4. Analyza vyCepané variability testujici, zda model variabilitu dat vyznamné
vysvetluje

5. Testovani regresnich koeficientd
1. Posouzeni vyznamnosti komponent modelu
2. Praktickd smysluplnost modelu

6. Zaver o vyuzitelnosti a smysluplnosti modelu

Ay WVERS7,

i EST ' N 5,
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Predikce binarnich endpointu

ROC analyza

Logisticka regrese



ROC analyza

* Nastroj pro identifikaci cut-off (hranice rozdéleni spojitych dat) ve spojitych datech
vzhledem k co nejlepsimu odliseni binarniho endpointu

Vysledkem je binarizace spojité proménné, ktera je Casto |épe interpretovatelna nez
vysledky na spojitych datech

|dentifikace konkrétniho cut-off souvisi s preferenci bud' sensitivity nebo specificity pro
identifikaci endpointu

* Uprednostneéni sensitivity nebo specificity je do urcité miry subjektivni dle realného
cile analyzy
* Vysoka sensitivita — screeningovy test, kdy je treba zachytit vSechny mozné
nemocné (napf. zavazné onemocneéni, které je tfeba zachytit v pocatecnim stadiu)

* Vysoka specificita — pokud je nezbytné odchytit pouze skutecné nemocné pacienty
(napr. nechceme vystavovat pacienty zbytecné [éCbé malo zavazného onemocnéni)
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ROC analyza

* |dentifikace cutt offs pro kategorizaci spojitych proménnych aby pfi jejich uziti v
modelech byla maximalizovana jejich sensitivita a specificita

Kde lezi optimalni hranice mezi skupinami?

ROC Curve

1,0
- ﬁ

Sensitivity

o
S

1 - Specificity

|dentifikace hranice s nejvyssi
sensitivitou a specificitou pro
odliSeni skupin




Sensitivita a specificita

* Klicové pojmy v popisu vztahu dvou binarnich proménnych = situace kdy predikujeme
binarni endpoint binarnim prediktorem

I e R T R

1 — rizikova skupina Skutecné pozitivni Falesné pozitivni

0 — nerizikova skupina Falesné negativni Skutecné negativni

skutectné pozitivni

sensitivita = — — — —
skutecné pozitivni + faleSné negativni

skutecné negativni

specificita = — — =" —
skutecné negativni + faleSné pozitivni
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Vystupy ROC

» Sensitivita a specificita v kazdém bodé krivky — mohou byt doplnény o IS
* Nejlepsi kombinace sensitivity a specificity urcCuje prislusny délici bod spojité proménné

* Priidentifikaci cut-off je treba také kontrolovat, aby vysledna rizikova skupina neobsahovala pouze
minimum hodnot (cut-off oddélujici jednoho pacinta nema témér smysl)

\ ROC Curve
1,0

AUC (plocha pod krivkou) + IS
Cim odli$néjsi od 0.5, tim lepsi
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Testovani vyznamnosti AUC
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ROC — priklad

Odliseni dvou skupin pacientt

(modfi=zdravi; Cerveni=nemocni)
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Area Under the Curve
Test Result Yariahle(s)Varl

Asyvmptotic 95% Confidence

Interval
Asymptotic
Area Std. Errord Sig.b Lower Bound Llpper Bound
983 oo oo a8z 984

a. Under the nonparametric assumption

b Mull hypothesis: true area=10.45




Logisticka regrese

* Logisticka regrese je zakladnim nastrojem pro analyzu zavislosti binarniho endpointu (Umrti,
komplikace, vyskyt taxonu, prislusnost do kategorie atd.) na spojitych nebo binarnich prediktorech

e Cilem analyzy je:
 |dentifikace vztahl mezi prediktory a endpointem a jejich popis (odds ratio)
» Vytvoreni predikéniho modelu umoznujiciho zarazeni pacientt do hodnocenych skupin

* Logisticka regrese patfi do skupiny zobecnénych linearnich modell (linedrni statistické modely s

linkovaci funkci)
y=exp(-28.41096581446+(.29929760633475)*X)/(1+exp(-28.41096581446-
(29929760633
1.0 r r o
0.8 i vr . . r .
Priklad logisticke regrese: predikce
0 | Model binarni charakteristiky (osa y) za pomoci
logisticke spojité proménné (osa x)
regrese
04t
02}
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Princip logistické regrese

 V logistické regresi modelujeme vliv spojitych nebo binarnich prediktort na endpoint s
binomickym rozdélenim - > neni mozné pouzit klasickou linearni regresi

* Predikujeme pravdépodobnost vyskytu jevu pomoci rovnice:

exp(a+ b * x)
1+ exp(a+b*x)

P(x) =

exp(rovnice)

Kde 1+ exp(rovnoce) je tzv. logit, linkovaci funkce pro logistickou regresi a rovnice
a+b*x je pouzity linearni model

* Pojem linkovaci funkce je spjat se zobecnénymi linearnimi modely, kdy linkovaci funkce
prevadi problém nelinearni zavislosti y na x na linearni model

Zjednodusené receno ,nelinearni vztah=linkovaci funkce(linearni model)“

Zobecnény linearni model s linkovaci funkci ,,identita” = linearni model
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Variahles in the Equation

Odds ratio a logisticka regrese

95% C.Lfor EXP{B)

B S.E. Wiald df Sig. Exp(B) Lower Upper

Step 18 SEPALLEN 5,140 1,007 26,080 1 oo | 1F0,F73 23,748 | 1228028
Canstant -27.81 5,434 26,236 1 Jaon Qoo

a. Wariable{s) entered on step 1: SEPALLER.

* Popisuje miru rizika spjatou:
* U spojitych proménnych se zménou hodnoty o 1 (z tohoto duvodu se
spojité promenné casto prevadi na interpretovatelné jednotky — napt.
vek po destiletich, koncentrace po stovkach jednotek)

e U binarnich proménnych spjatych s vyskytem vlastnosti (kddovano
jako 1)

* U klasickych dummies jde o riziko vici vSem ostatnim pacientim bez dané vlastnosti
* U binarnich proménnych kédovanych vici referencni kategorii jde o narust oproti
pacientim v referencni kategorii

e Odds ratio je exponencialni hodnota koeficientu regresni rovnice
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Logisticka regrese: shrnuti

« Zdakladni nastroj pro identifikaci faktor( ovlivaujicich vyskyt bindrnich endpointl a predikci
individudlni pravdépodobnosti vyskytu endpoint(

* Pouzitelna jako obdoba diskriminacni analyzy pro 2 skupiny
* Popisuje miru rizikovosti prediktoru pro binarni endpoint ve formé odds ratia

* Pro vicerozmérné modely je dllezité analyzovat redundanci parametr( a stabilitu
vicerozmeérnych model(

* Pro praktické nasazeni modelu je nezbytna jejich krosvalidace, popripadé jiné metody
testovani nasazeni modell na nezavislych datech

 Neumi pracovat s cenzorovanymi daty (analyza preziti)

« Standardni metodika analyzy rizikovych faktort pro binarni endpointy (vyskyt néceho —
umrti, taxon atd.)




Vicerozmerna ana

Principy a vyuziti vicerozmeérné analyzy dat

vza dat: uvod



Anotace

* Vicerozmeérna analyza dat predstavuje nadstavbu nad klasickou, jednorozmeérnou
statistikou a je zvlasté vhodna pro biologicka a medicinska data, ktera jsou
vicerozmeérna jiz svou podstatou

* Pri vicerozmeérné analyze je nicméné nezbytné si uvédomit, ze povétSinou vychazi ze
stejnych principu jako jednorozmérné analyzy a tedy i zde je nezbytné dodrzovat
predpoklady na nichzZ je vypocet zaloZzen. Tento fakt je dulezité si uvédomit zejména
vzhledem k relativni dostupnosti vicerozmeérnych analyz v modernich statistickych
software.
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Vztah klasické a vicerozmerné statistiky

* Vicerozmérna analyza dat vyuziva pristupu klasické statistiky
e Zaroven je citliva i na jejich problémy 0

* Agregace dat pres sumarni statistiku nebo kontingencni tabulky — korespondencni
analyza

* Korelace — analyza hlavnich komponent, faktorova analyza, diskriminacni analyza
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Vicerozmerneé vnimani skutecnosti - nova kvalita analyzy dat
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Bézna sumarizace dat , likviduje” individualitu jedince
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Vicerozmeérné hodnoceni
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Vicerozmeérné hodnoceni — nova kvalita

Pouze kombinované parametry maji odpovidajici informacni silu
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Priklady vicerozmeérného rozdéleni
* R—knihovna MSBVAR

File Edit Packages Windows Help

R R Console

"997" 8.82455813716143 9.16155239420353 9.92171421406856

"gg9g" 10.3204216587675 9.425180922477533 9.00039864882276

"999"™ 10.2934553138610 11.0164866424562 10.0676849495944

"1000™ 9.97107440422063 9.40092345810796 10.5632188239131

Rebuilding the help.search() database ...

database rebuilt

write.table (x,"x.txt")

vmatl=matrix(c(l,0,0, O0,1,0, 0,0,1),3,3)

xl<-rmultnorm(1000,c (10,10, 10), vmatl, tol = le-10)

write.table (xl,"x1.Cxt"™) s

vmatZ=matrix(c(l,0.5,0.5, 0.5,1,0.5, 0.5,0.5,1),3,9 vmatl-matrix(c(1,0,0, 0,1,0, 0,0,1}),3,3)
®2<-rmultnorm(1000,c (10,10, 10), wvmat2, tol = le-1( xl<-rmultnorm(l000,c (10,10, 10), vmatl, tol = le-10)
write.table (x2,"®x2.Cxt™) write.table (xl1,"x1l.txt")

vmat3=matrizx(e(l,1,1, 1,1,1, 1,1,1),3,3) vmatZ=matrix(c(1,0.5,0.5, 0.5,1,0.5, 0.5,0.5,1),3,3)
X3<-rmultnorm (1000,c(10,10, 10), wvmat3, tol = le-1fq x2<-rmultnorm(1000,c(10,10, 10), vmat2, tol = le-10)
write.table (23, "x3.txt™) write.table (x2,"x2.TXL™)

vmat4=matrixe(1,0.7,0.7, 0.7,1,0.7, 0.7,0.1,1),3,] vmat3=patrix(c(i,1,1, 1,1,1, 1,1,1),3,3)

®é4<-rmultnorm (1000,c(10,10, 10), wvmat4, tol = le-1( x3<-rmultnorm(1000,c(10,10, 10), vmat3, tol = le-10)

write.table (x4, "x4.txt™) write.table (x3,"x3.Lxt"™)

local ({pkg <- select.list(sort(.packages{all.availq

if (nchar (pkg)) library(pkg, character.only=TRUE)}) | ppuEieeayiil-1rk sl ] 7 C 1,0.7, 0.7,0.1,1),3
{ i 10), vmatd4, tol = le
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Vicerozmerné charakteristiky rozdéeleni

» Zakladni charakteristikou vicerozmérného rozdéleni je vektor strednich

hodnot (vektor primér)
E(X,)
E(X,)

E(X)=

E(X})

* a kovariacni matice
012 0,0, = 0,0

¥ =var(X)=cov(X)=| > * 2 2

0,0, 0,0, - O

e kde je oy kovariance dvou nahodnych velicin, tj.

o, =cov(X,, X, )=E(X, —E(X,))X, —E(X,))



Priklad vicerozmeéerného rozdéleni |

vmatl=matrix(c(1,0,0, 0,1,0, 0,0,1),3,3) vmat2=matrix(c(1,0.5,0.5, 0.5,1,0.5, 0.5,0.5,1),3,3)
x1<-rmultnorm(1000,c(10,10, 10), vmatl, tol = 1e-10) x2<-rmultnorm(1000,c(10,10, 10), vmat2, tol = 1e-10)
write.table(x1,"x1.txt") write.table(x2,"x2.txt")




Priklad vicerozmeéerného rozdéleni Il

vmat4=matrix(c(1,0.7,0.7, 0.7,1,0.7, 0.7,0.1,1),3,3)
x4<-rmultnorm(1000,c(10,10, 10), vmat4, tol = 1e-10)
write.table(x4,"x4.txt")

vmat3=matrix(c(1,1,1, 1,1,1, 1,1,1),3,3)
x3<-rmultnorm(1000,c(10,10, 10), vmat3, tol = 1e-10)
write.table(x3,"x3.txt")




Vicerozmeérné hodnoceni vychazi z jednoduchych principu

* Nejsnaze predstavitelnym méritkem vztahu dvou objektu ve vicerozmérném prostoru
je jejich vzdalenost

* Nejjednodussim typem této vzdalenosti (bohuzel s omezenym pouzitim na data
spolecenstev) je Euklidovska vzdalenost vychazejici z Pythagorovy véety

Ya) )C(DZ D, (X, X;) = \/ 201 (Y1 — Vs )?

Yor {:3

Y11 Y12



Korelace jako princip vypocCtu vicerozmernych analyz

» Kovariance a Pearsonuv korelacni koeficient je zakladem analyzy hlavnich komponent, faktorové analyzy
jakoz i dalSich vicerozmérnych analyz pracujicich s linearni zavislosti proménnych
* Predpokladem vypoctu kovariance a Pearsonova korelacniho koeficientu je:
* Normalita dat v obou dimenzich
* Linearita vztahu proménnych

VeV Y/

y y
@
X X
Linearni vztah — Korelace je dana dvéma skupinami Korelace je dana odlehlou
bezproblémové pouziti hodnot — vede k identifikaci skupin hodnotu — analyza popisuje
Pearsonova korelaéniho  objektl v datech pouze vliv odlehlé hodnoty
koeficientu




Analyza kontingencnich tabule jako princip vypoctu
vicerozmernych analyz

* Abundance taxonu (nebo pocet jakychkoliv objektt) na lokalitach Ize brat jako
kontingencni tabulku a mirou vztahu mezi radky (lokality) a sloupci (taxony) je velikost
chi-kvadratu

2 \&4 ’
pozorovana ocekavana Pocitano pro
Cetnost  ~ Zetnost kazdou buriku

tabulky

2
Z(l) =

ocekavana cetnost

/ \
| 2 | O | 2| O
A 10 0 A 5 5

B 0 10 B 5 5

Pozorovana tabulka Ocekavana tabulka

Hodnota chi-kvadratu definuje miru odchylky dané buriky (v nasem kontextu vztahu
taxon-lokalita) od situace, kdy mezi radky a sloupci (taxon-lokalita) neni zadny vztah




IBA

Pojmy vicerozmernych analyz

* Vicerozmeérné metody: Nazev vicerozmeérné vychazi z typu vstupnich dat, tato data
jsou tvorena jednotlivymi objekty a kazdy z nich je charakterizovan svymi parametry a
kazdy z téchto parametri muZeme povazovat za jeden rozmér objektu.

* Maticova algebra: Zakladem prace s daty a vypoctu vicerozmeérnych metod je maticova
algebra, matice tvori jak vstupni, tak vystupni data a probihaji na nich vypocty.

* NxP matice: N objektu s p parametry pak vytvari tzv. NxP matici, ktera je prvnim typem
vstupu dat do vicerozmeérnych analyz.

* Asociacni matice: Na zakladé téchto matic jsou pocitany matice asociacni na nichz pak
probihaji dalsi vypocty, jde o Ctvercové matice obsahujici informace o podobnosti nebo
rozdilnosti (tzv. metriky) bud objektd (Q mode analyza) nebo parametrt (R mode
analyza).Méritko podobnosti se lisi podle pouzité metody a typu dat, nékteré metody
umoznuji pouziti uzivatelskych metrik.
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Vstupni matice vicerozmeérnych ana

NxP MATICE ASOCIACNI MATICE

— o — o — o E—— O E— = —

parametr 1
parametr 2
parametr 3

Vypocet metriky

objekt 1 podobnosti/ objekt 1

objekt 2 vzdalenosti objekt 2

objekt 3 > objekt 3

objekt 4 objekt 4

objekt 5 objekt 5

objekt 6 objekt 6

L N

Hodnoty parametru pro jednotlivé Korelace, kovariance, vzdalenost,
objekty podobnost




Zakladni typy vicerozmernych analyz

SHLUKOVA ANALYZA ORDINACNI METODY

vytvareni shlukd objektl na zakladé <« zjednoduseni vicerozmérného problému do mensiho
jejich podobnosti poctu rozméru

identifikace typl objektl * principem je tvorba novych rozméru, které [épe
vycCerpavaji variabilitu dat

KLASIFIKACE MODELOVANI

* Model zarazeni neznamych * Predikéni modely s vice prediktory

pacientl do predem danych skupin « Regresni metody i dali typy

 Rada algoritmd algoritm(

I):v‘pv
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Typy vicerozmernych analyz

SHLUKOVA ANALYZA

P n
< >

podobnost

ST e, RS”"&
L I lMl % Institut biostatistiky a analyz, PfF a LF MU

% £

*4‘ S

Ll
@)
<
=
I
0
<
-l
~

y

ORDINACNI METODY

Faktorové osy
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Diskriminacni prostor




Dékuji za pozornost, doufam jste si ze semestru néco odnesli ©




