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Typy klasifikatoru — podle principu klasifikace

* klasifikace pomoci diskriminacnich funkci:
— diskriminacni funkce urcuji miru prislusnosti
k dané klasifikacni tfide
— pro danou tridu ma dana diskriminacni
funkce nejvyssi hodnotu

» klasifikace pomoci vzdalenosti od etalonu klasif. trid:
X
— etalon = reprezentativni objekt(y) klasifikaéni tiidy | © ° o,

O Odp !

— pocet etalond klasif. tfidy rdzny — od jednoho vzorku o D‘:EQ‘A R
(napf. centroidu) po Uplny vycet vSech objekt( dané A b,
tridy (napf. u klasif. pomoci metody primérné vazby) -

1
* klasifikace pomoci hranic v obrazovém prostoru: i IS

— stanoveni hranic (hrani¢nich ploch) oddélujicich ; Z"oo‘l%/

klasifika&ni t¥idy PG o

My e X]_
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Poznamka

jednotlivé objekty je moZno zndzornit pomoci bodl v p-rozmérném
prostoru (p je poCet proménnych)
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Metrika — vzdalenost

Metrika D na X je funkce D: X X X — R, kde R je mnozina realnych Cisel takova, ze:
dD,€R: -0 < D, < D(x,y) < +o0, VX,y € X
D(x,x) = D,, VX € X
a
D(x,y) = D(y,x), Vx,y € X (symetrie)
D(x, y) = D, kdyZ a jen kdyz x = y (totoZnost)
D(x, z) £ D(x, y) + D(y, z), Vx,y,z € X (A nerovnost)

Prostor X, ve kterém metrika D definovana, nazyvame metrickym prostorem.

Vzdalenost je hodnota urCena podle metriky.

Poznamka: zpravidla D,=0.
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Metrika — podobnost

Metricka mira podobnosti S na X je funkce S: X X X — R, takova, ze:
1 5,eR: -00 < 5(X,y) £ 54< +0, VX,y € X
5(x,x) =S, Vx € X
a
S(x,y) = S(y,x), Vx,y € X (symetrie)
S(x,y) = S, kdyZ a jen kdyZ x = y (totoZnost)
S(x,y)-S(y,z) < [S(x,y) + S(y,2)]-S(x,2), Vx,y,z € X

Podobnost je hodnota urcena podle metrické miry podobnosti.

Poznamka: zpravidla S,=1 (ale neplati to vidy, u nékterych metrik je maximalni
hodnota podobnosti jind nez 1)
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Metriky podobnosti vs. metriky vzdalenosti

Vzdalenostni miry (miry nepodobnosti) mohou byt transformovany na
podobnostni miry riznymi transformacemi, napt.:

S;=1/D;
Si = 1/(1+ Dij)

S5i=c- Dy, c2max Dy, Vi,j

ij7 ijs

Obdobné mohou byt i podobnostni miry transformovany na vzdalenostni miry
(vyuziva se napt. u klasifikaci).
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Typy mér vzdalenosti (podobnosti)

e podle typu proménné (kvalitativni proménné, kvantitativnhi proménné)

* podle poctu objektq, jejichz vztah hodnotime — objekty (vektory), mnoziny
objektl (vektoru)

* deterministické (nepravdépodobnosti) vs. pravdépodobnosti miry

* vybér konkrétni metriky zavisi na:
— vypocetnich narocich
— charakteru rozlozeni dat
— dosazeni optimalnich vysledkl (klasifikacni chyba, ztrata,...)

 obecné bohuzel neni mozné dopredu doporucit vhodnou metriku pro
danou situaci

e chybny vybér metriky mize vést k chybnych zavérdm analyzy (stejné jako
v klasické statistické analyze vybér nevhodného testu)

Koritakova: Analyza a klasifikace dat IBA IMJ 7



Typy metrik a konkrétni priklady

MEZI DVEMA OBJEKTY

Metriky pro urceni vzdalenosti mezi
2 objekty s kvantitativnimi proménnymi
Euklidova m., Hammingova (manhattanska) m.,

Minkovského m., Ceby$evova m., Mahalanobisova m.,
Canberrska m.

Metriky pro urceni vzdalenosti mezi
2 objekty s kvalitativnimi proménnymi
Hammingova m.

Metriky pro uréeni podobnosti 2 objektt
s kvantitativnimi proménnymi
Skalarni soucin, m. kosinové podobnosti, Pearson(iv
korelaéni koeficient, Tanimotova m.

Metriky pro urceni podobnosti 2 objektt
s kvalitativnimi proménnymi
Tanimotova m., Jaccardav-TanimotQv a.k., Russel(v-

Raovlv a.k., Sokaldv-Michenertv a.k., Diclv k.,
Rogerslv-Tanimotav k., Hamanuv k.

MEZI DVEMA SKUPINAMI OBJEKTU

Deterministické metriky pro urceni

vzdalenosti mezi 2 mnozinami objektu
Metoda nejblizSiho souseda, k nejblizsich
sousedU, nejvzddlenéjsiho souseda, centroidova
metoda, m. pridmérné vazby, Wardova metoda

Metriky pro urceni vzdalenosti mezi
2 mnozinami objektl pouzivajici jejich
pravdépodobnostni charakteristiky
Chernoffova m., Bhattacharyyova m. atd.
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Metriky pro urceni vzdalenosti
mezi dvéma objekty



Typy metrik a konkrétni priklady

MEZI DVEMA OBJEKTY

Metriky pro urceni vzdalenosti mezi
2 objekty s kvantitativnimi proménnymi
Euklidova m., Hammingova (manhattanska) m.,

Minkovského m., Ceby$evova m., Mahalanobisova m.,
Canberrska m.

Metriky pro urceni vzdalenosti mezi
2 objekty s kvalitativnimi proménnymi
Hammingova m.

Metriky pro uréeni podobnosti 2 objektt
s kvantitativnimi proménnymi
Skalarni soucin, m. kosinové podobnosti, Pearson(iv
korelaéni koeficient, Tanimotova m.

Metriky pro urceni podobnosti 2 objektt
s kvalitativnimi proménnymi
Tanimotova m., Jaccardav-TanimotQv a.k., Russel(v-

Raovlv a.k., Sokaldv-Michenertv a.k., Diclv k.,
Rogerslv-Tanimotav k., Hamanuv k.

MEZI DVEMA SKUPINAMI OBJEKTU

Deterministické metriky pro urceni

vzdalenosti mezi 2 mnozinami objektu
Metoda nejblizSiho souseda, k nejblizsich
sousedU, nejvzddlenéjsiho souseda, centroidova
metoda, m. pridmérné vazby, Wardova metoda

Metriky pro urceni vzdalenosti mezi
2 mnozinami objektl pouzivajici jejich
pravdépodobnostni charakteristiky
Chernoffova m., Bhattacharyyova m. atd.
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Nejpouzivanejsi metriky pro urceni vzdalenosti mezi
dvéma objekty s kvantitativnimi promeénnymi

* Euklidova metrika

* Hammingova (manhattanska) metrika
* Minkovského metrika

« Ceby3evova metrika

* Mahalanobisova metrika

* Canberrska metrika
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Euklidova metrika

e zfejmé nejpouzivanejsi metrika s velmi nazornou geometrickou
interpretaci

n
De(xux) = | ) (oai = x20)?

i=1
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Objem hipokampu Objem hipokampu
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Euklidova metrika

zfejmé nejpouzivanéjsi metrika s velmi nazornou geometrickou
interpretaci

n
Dp(x1,X3) = z (X1 — X24)?

i=1

geometrickym mistem bod( s toutéz Euklidovou vzdalenosti od daného
bodu je povrch hyperkoule (ve dvourozmérném prostoru kruznice)

dava vétsi dlraz na vétsi rozdily mezi souradnicemi

obcas se pouziva Ctverec euklidovské vzdalenosti, protoze se lépe pocita
nez euklidovska vzdalenost (neni to ale prava metrika vzdalenosti)
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Hammingova (manhattanska) metrika

* v AJnadzvy: Manhattan distance, city-block distance, taxi driver distance

n
Dy (x4,X3) = z 1|X1i — Xy
i=

¢

* nizsSi vypocCetni naroky nez Euklidova metrika - pouziti v uUlohach
s vysokou vypocetni narocnosti

o . i o ‘.LMU i:‘u.“,ug
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Hammingova (manhattanska) metrika

n
Dy(x4,X3) = Z |x1; — X2l

=1
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e geometrickym mistem bodl s toutéZ manhattanskou vzdalenosti od
daného bodu je hyperkrychle (ve dvourozmérném prostoru Ctverec)

s W



Minkovského metrika

zobecnénim Euklidovy a Hammingovy (manhattanské) metriky

n 1/m
Dy (x41,X3) = (Z 1|X1i — X2i|m)
=

Euklidova metrika pro m = 2, Hammingova (manhattanskd) metrika pro
m=1

volba m zavisi na tom, jak moc chceme vahovat velké rozdily mezi
proménnymi (¢im vétsi m, tim vétsi vaha na velké rozdily mezi
proménnymi)

pro m — o metrika konverguje k CebySevové metrice

Dc(xl, Xz) — llm DM(XllXZ) — maX|X1i - Xzi
m-—oo Vi
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Cebysevova metrika

 odvozena z Minkovského metriky prom — oo

Objem mozkovych komor

13

12 +

11+
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Objem hipokampu

Dc(x1,X3) = %%X|X1i — X2i

13

12 ¢ o ® pacienti
® kontroly

11 ® testovaci subjekt
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Objem mozkovych komor
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Cebysevova metrika

odvozena z Minkovského metriky pro m — oo

D¢(X4,X3) = mvellX|X1i — X2
pouziva se ve vypocetné kriticky naroCnych pripadech, kdy je pracnost
vypoctu pomoci Euklidovy metriky neprijatelna

geometrickym mistem bodl s toutéi Cebysevovou vzdalenosti od daného
bodu je hyperkrychle (ve dvourozmérném prostoru ctverec), ale jinak
orientovana nez v pripadé Hammingovy (manhattanské) vzdalenosti
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Srovnani metrik

pc ... Ceby3evova metrika
Pg -.- Euklidova metrika
Py ... Hommingova (manhattanska) metrika

o« s s, s o re “7 ‘:_-“"".’;
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Srovnani metrik

 pokud je potreba pouzit ,euklidovskou“ metriku, ale s nizsi vypocetni
narocnosti, pouziva se v prvni radé Hammingova nebo Cebysevova metrika

e pripadné kombinace obou metrik:
DA(X]_; XZ) — maX(ZDH/B, Dc)

e« geometrickym mistem bodl s toutéZz vzddlenosti je pak ve
dvourozmeérném prostoru osmiuhelnik

MU ‘:_‘\\L.,.’%
IBA lw



Problematické situace pri vypoctu metrik

je zpravidla problematické vytvaret soucet rozdild veli¢éin s rdznym
rozsahem

pri zaclenéni korelovanych veli¢in se zvysuje jejich vliv na vyslednou
hodnotu

reseni:
transformace proménnych:

1.

vztazeni k néjakému vyrovnavacimu faktoru (stfedni hodnoté,

smérodatné odchylce, rozpéti A; = max; x; - min; x;) ¢i pomoci
Xij—Xj . . . v
standardizace u;; =%; i=1,..,n;j=1,..,p; kde n je pocet
]
subjektl a p je pocet proménnych

2. vahovani:

napf. Minkovského vahovana metrika: Dy, (X1, %X5) = Q1u a;  [xq; —

3. zaclenéni kovariancni matice do vypoctu:

zaClenénim inverze kovarianéni matice ziskavame Mahalanobisovu
metriku (coz je Euklidova metrika vahovana inverzi kovarianc¢ni matice):

Dya(X1,X;) = \/(X1 —x)T 871 (x; —x3)
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Ukazka, ze Euklidova metrika neni vzdy vhodna |

P, Euklidova metrika:

Dp(x1,X3) = \/(X11 —X21)% + (X1 — X22)?

,,Statisticka” metrika:

— 2 _ 2
DS(X1:X2) — \/(X11 X21) _I_(X12 X22)

S11 S22

" Sy, @ S,, — rozptyly proménnych p, a p,
1

Ktery z bod( O ¢i P ma kratsi vzdalenost k bodu Q?

dg(Q0) =/ (-1-0)2+(4—-0)2=vV1+16~412 podle Euklidovy metriky ma bliz

dz(Q,P) = \/(—1 —4)24(4—-4)2=+V254+0=5 k bodu Q bod O, ale ten pfitom
do shluku vlibec nepatfi!

ds(Q,0) = \/ CL0 4 80— /025 + 16 =~ 4,03

Podle , statistické” metriky ma

ds(Q,P) = \/(‘1;4)2 F O /275 +0=25 bliz k bodu Q bod P,

-> pfi rizném rozptylu proménnych muiZze Euklidova metrika vést —
ke zkreslujicim vysledkiim W 22




Ukazka, ze Euklidova metrika neni vzdy vhodna Il

MuUzZe nastat jesté komplikovanéjsi situace, P2
kdy maji proménné nejen rdzny rozptyl,
ale proménné jsou korelované:

= pak je vhodné pouzit Mahalanobisovu metriku
(coz je Euklidova metrika vahovanad inverzi
kovarianéni matice):

Dya(Xq,X3) = \/(X1 —-x)7 - 871 (x1 — x5) D,

Ukazka, kdy by Euklidova P2

metrika urcila, Ze dany bod
patri do zeleného shluku,

pritom ale patfi do modrého
shluku:

fs'i W 23



Canberrska metrika

* relativizovana varianta Hammingovy (manhattanské) metriky

n Xy — Xoil
Dca(x4,X3) = Z

i=1 |Xqi| + [%2i]

10

* vhodna pro proménné s nezapornymi hodnotami

e pokud se vyskytuji nulové hodnoty:

— pokud jsou obé hodnoty x4; a X,; nulové, potom —_—
predpokladame, ze hodnota zlomku je nulova

— je-li jenom jedna hodnota nulova, pak je zlomek roven 1 bez ohledu na
velikost druhé hodnoty

— nékdy se nulové hodnoty nahrazuji malym kladnym Ccislem (mensSim nez
nejmensi namérené hodnoty)

e velice citliva na malé zmény souradnic, pokud se oba objekty nachazeji
v blizkosti pocatku souradnicové soustavy; naopak méné citliva na zmény
hodnot proménnych, pokud jsou tyto hodnoty velké
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Priklad 1a

Jsou dany dva vektory x, = (0,001; 0,001)" a x, = (0,01; 0,01)". Pfedpokladejme,
Ze se souradnice prvniho vektoru zméni na x’; = (0,002; 0,001)". Jaka je
Hammingova (manhattanska) a canberrska vzdalenost v obou pfipadech a jaka
je relativni zména vzdalenosti, vyvolana uvedenou modifikaci?

dy(x4,%3) = 10,001 - 0,01 + [0,001 — 0,01| = 0,009 + 0,009 = 0,018
dy(x'y,%,) =10,002 —0,01] +|0,001 — 0,01 = 0,008 + 0,009 = 0,017
10,001~0,01] , ]0,001-0,01] _ 0,009 , 0,009

= + = 1,6364
|0,001|+]0,01] = |0,001]|+|0,01] 0,011 0,011

10,002—-0,01] 10,001-0,01] _ 0,008 . 0,009
10,002|+/0,01] = ]0,001]+]|0,01] 0,012 = 0,011

dea(Xq,X3) =

dea(X'1,X3) = = 1,4849

Relativni zmény vzdalenosti, urcujici citlivost té které metriky, které jsou zplsobeny
zmeénou hodnoty prvni souradnice, jsou:

_ ldu(x1,x2)—dg(x/1,X2)| _ 10,018-0,017| _ 0,001

Ady = _ _ = 0,056
dy(x4,X5) 0,018 0,018
ldca(X1,X2)—dca(xr1,x5)| |1,6364—1,4849|
AdCA — CA\A1,42 CA vR2)0 — 0’093
dca(x1,X2) 1,6364

Ze ziskanych vysledkU je zrejmé, Ze relativni zména vzdalenosti je v pfipadé canberrské
metriky pro toto zadani témeér dvakrat vétsi.
IBA -%



Priklad 1b

Nyni méjme dany dva vektory x, = (1000; 1000)" a x, = (100; 100)" a
predpokladejme, Ze se soutadnice prvniho vektoru zméni na x’; = (1002; 1000)".
Jaka je Hammingova (manhattanska) a canberrska vzdalenost v obou pfipadech
a jaka je relativni zména vzdalenosti, vyvolana uvedenou modifikaci?

dy(x4,X3) = [1000 — 100| 4+ [1000 — 100] = 900 + 900 = 1800
dy(x'1,x,) = (1002 — 100| + |1000 — 100| = 902 + 900 = 1802

11000—100] 11000—100| 900 . 900
drs(X4,X,) = = + = 1,6364
ca(X1,X;) |1000|+|100| ' |1000|+|100| = 1100 ' 1100 ’
, 11002—100] 11000—100] 902 . 900
dea(X'1,X3) = = = 1,6367

|1002[+|100]| |1000]+[100]| 1102 1100

Relativni zmény vzdalenosti, urcujici citlivost té které metriky, které jsou zplsobeny
zmeénou hodnoty prvni souradnice, jsou:

_ ldg(x1,x2)—dp(x71,%5)| _ 11800-1802| _ 2

Ady = - =2 —0,0011
dp(x1,X2) 1800 1800
AdCA — IdCA(X1:X2)_dCA(X’1:X2)| — |1:6364‘_1;6367| — 0’00018
dca(X1,X2) 1,6364

Ze ziskanych vysledkl je zrejmé, Ze citlivost canberrské metriky je v tomto pfipadé
radoveé nizsi.
16a W



Nelinearni metrika

0 kdyz pe(x;,x,)<D

(X4,X,) = .
Pt %2 H kdyz pe(x;,x;)2D
kde D je prahova hodnota a H je néjaka konstanta

i kdyz existuji doporuceni, jak volit obé hodnoty na zakladé statistickych

, . Y , oy I'(n/2) , iy
vlastnosti vektorového prostoru (napfr. pomoci H = o ), vvhodnéjsi je

volit obé hodnoty na zakladé expertni analyzy reseného problému

* ve vztahu muzZe figurovat jakdkoliv metrika vzddalenosti, nejen Euklidova

metrika
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Typy metrik a konkrétni priklady

MEZI DVEMA OBJEKTY

Metriky pro urceni vzdalenosti mezi
2 objekty s kvantitativnimi proménnymi
Euklidova m., Hammingova (manhattanska) m.,

Minkovského m., Ceby$evova m., Mahalanobisova m.,
Canberrska m.

Metriky pro urceni vzdalenosti mezi
2 objekty s kvalitativnimi proménnymi
Hammingova m.

Metriky pro uréeni podobnosti 2 objektt
s kvantitativnimi proménnymi
Skalarni soucin, m. kosinové podobnosti, Pearson(iv
korelaéni koeficient, Tanimotova m.

Metriky pro urceni podobnosti 2 objektt
s kvalitativnimi proménnymi
Tanimotova m., Jaccardav-TanimotQv a.k., Russel(v-

Raovlv a.k., Sokaldv-Michenertv a.k., Diclv k.,
Rogerslv-Tanimotav k., Hamanuv k.

MEZI DVEMA SKUPINAMI OBJEKTU

Deterministické metriky pro urceni

vzdalenosti mezi 2 mnozinami objektu
Metoda nejblizSiho souseda, k nejblizsich
sousedU, nejvzddlenéjsiho souseda, centroidova
metoda, m. pridmérné vazby, Wardova metoda

Metriky pro urceni vzdalenosti mezi
2 mnozinami objektl pouzivajici jejich
pravdépodobnostni charakteristiky
Chernoffova m., Bhattacharyyova m. atd.

o« s s, s o re “7 ‘:_-“"".’;
Koritakova: Analyza a klasifikace dat .._IBA IMJ 28



Priklad

Predpokladejme, ze mnozina F obsahuje symboly {0, 1, 2}, tj. k = 3 a vektory
X a y jsou nasledujici 6-prvkové vektory (tj. p = 6):

x=(0,1,2,1,2,1)7
v=(1,0,2,1,0,1)7
Spoctéte vzdalenost obou vektord.

Kontingencni matice A(x,y) je:

A(x.y) =

" a O

1
2
0

-~ O O

Soucet hodnot vSech prvkld matice A(x,y) je roven délce p obou vektord,
tj. v nasem pripadé:

” ' MU f‘_‘\\.‘,,_’%
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Hammingova metrika vzdalenosti

k-1 k-1

Dy (X,Y) = Z Z a;;

iI=0 j=0
1#

 definovana poctem pozic, v nichZ se oba vektory lisi

e tzn. je dana souctem vsech prvkd matice A, které lezi mimo hlavni diagonalu.

Priklad:
=(0,1,2,1,2,1) 0 10
X—(;;;,;) A(X,Y)=1 2 0
y=(1,0,2,1,0,1) 1 0 1
liSi se ve 3 souradnicich 3 prvky mimo diagonalu
dHQ(ny) = 3 dHQ(ny) = 3

o« s s, s o re “7 ‘:_-“"".’;
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Hammingova metrika vzdalenosti

* pro k=2, kdy jsou hodnoty obou vektort binarni, se definicni vztah
Hammingovy vzdalenosti transformuje na:

DHQB (X’Y) — Zp:(xi +Yi— 2Xi yi)

kde tfeti Clen v zavorce kompenzuje pfipad, kdy jsou hodnoty x; i y; rovny jedné
a soucet prvnich ¢lenl v zavorce je tim padem roven dvéma, nicméné nastava
shoda hodnot, ktera k celkové vzdalenosti nemuze prispét.

* protoZe x; a y; nabyvaji hodnot pouze 0 a 1, muzeme také psat:

Diigs (X,Y) = i:(xi2 +Y; —2XY;) = i(xi ~y;)

* diky specialnimu pfipadu hodnot x; a y, je mozna i nejjednodussi forma:

p
DHQB (X’Y) — Z‘Xi - Yi‘
i=1

MU ‘:_‘\\L.,.’%
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Hammingova metrika vzdalenosti — priklad 2

Uréete Hammingovu vzdalenost binarnich vektor(
x=(0,1,1,0,1)"a
y=(1,0,0,0,1)".

Podle defini¢niho principu (tzn. pocet pozic, ve kterych se oba vektory lisi):
dHQB(x;y) =3
Y
Dle jiného vztahu:  dyos (X,¥) =D (X +Y; —2XY;) =
i=1
=(0+1-2-0-1) + 1+0-2-1.0) + 1+0-2-1.0) + (0+0-2-0-0)+(1+1—-2-1-1) =3

p
Dle dal$iho vztahu: d,(X,y) =D (% —¥)" =
i=1
=(0-2)% + 1-0)° + (1-0)°+ (0-0)°+ (1-1)* =1+1+1+0+0=3
p
Dle posledniho vztahu: d,o;(x,y) =D |x - yi| =
i=1

=|0-3+1-0]+[1-0[+|0-0+1-1 =
=1+1+1+0+0=3 —
7oL



Hammingova metrika vzdalenosti

V pfipadé bipolarnich vektoru, kdy jednotlivé slozky D— Zp: Xy
vektor( nabyvaji hodnot +1 a -1, je Hammingova ) e
vzdalenost uréena vztahem: Dyop (X, Y) =

Priklad 3:

Uréete Hammingovu vzddalenost bipolarnich vektord
x=(1,1,1,-1,1)"a
Y= (11 _1; 11 _11 _1)T'

Podle definicniho principu (tzn. pocet pozic, ve kterych se lisi):  d,qp(x,y) = 2

22]

Z kontingen&ni matice (sou&et prvk( mimo hlavni diagonalu): A(X,y) = [O 1

Pomoci vztahu:

s (%) — 5-((1-1)+(1-(—1))+(1-1;+((—1).(—1))+(1-(—1))) _ 5—(1—1;1+1—1) _ 5;1 5
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Metriky pro urceni podobnosti
mezi dvéma objekty



Typy metrik a konkrétni priklady

MEZI DVEMA OBJEKTY

Metriky pro urceni vzdalenosti mezi
2 objekty s kvantitativnimi proménnymi
Euklidova m., Hammingova (manhattanska) m.,

Minkovského m., Ceby$evova m., Mahalanobisova m.,
Canberrska m.

Metriky pro urceni vzdalenosti mezi
2 objekty s kvalitativnimi proménnymi
Hammingova m.

Metriky pro uréeni podobnosti 2 objektt
s kvantitativnimi proménnymi
Skalarni soucin, m. kosinové podobnosti, Pearson(iv
korelaéni koeficient, Tanimotova m.

Metriky pro urceni podobnosti 2 objektt
s kvalitativnimi proménnymi
Tanimotova m., Jaccardav-TanimotQv a.k., Russel(v-

Raovlv a.k., Sokaldv-Michenertv a.k., Diclv k.,
Rogerslv-Tanimotav k., Hamanuv k.

MEZI DVEMA SKUPINAMI OBJEKTU

Deterministické metriky pro urceni

vzdalenosti mezi 2 mnoZinami objektu
Metoda nejblizSiho souseda, k nejblizsich
sousedU, nejvzddlenéjsiho souseda, centroidova
metoda, m. pridmérné vazby, Wardova metoda

Metriky pro urceni vzdalenosti mezi
2 mnozinami objektl pouzivajici jejich
pravdépodobnostni charakteristiky
Chernoffova m., Bhattacharyyova m. atd.

o« s s, s o re “7 i‘_"""'.’;
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Skalarni soucin

[}
n
T
Sss (Xl’ Xz) =X Xy, = Z X Xyi
i=1

VétsSinou pro vektory x, a x, o stejné délce (napf. a); zalezi na uhlu, ktery sviraji:

uhel O° uhel 90° uhel 180°
S..=a? S..=0 S..=-a°

» skalarni soudin invariantni v(ici rotaci — absolutni orientace nepodstatna, dllezity pouze uhel

* skalarni soucin neni invariantni vaci linearni transformaci (tzn. zavisi na délce vektor()

odvozeni metriky vzdalenosti:
2
Dss (Xl’ X2) =a — Sss (Xl’ XZ)



Metrika kosinové podobnosti

X‘ X
S | _
(5% = [ i

kde|x;| je norma (délka) vektoru x
= skalarni soucin vektoru o jednotkové délce

vhodna v pripadé, pokud je informativni pouze relativni hodnota priznaku
hodnoty o ((X,, X,) jsou rovny kosinu uhlu mezi obéma vektory

uhel 0° uhel 90° uhel 180°
Scos= Scos= S.os=-1

Ccos Ccos cos



Pearsonuv korelacni koeficient

Pearsonuv korelacni koeficient Metrika kosinové podobnosti

XXy, X, X,
S, .(X,X,)=
X o 00 = e

SPC(Xl’XZ) —

_ _ T
kde Xdi = (Xil — X, X2 — Xj, "'IXip — Xi)
X 4; jsou tzv. diferencni vektory

také nabyva hodnot z intervalu (-1;1)

odvozeni metriky vzdalenosti:

1-Soc (X, X,) - hodnoty se (diky déleni dvéma) vyskytuji
v intervalu (0;1)
2 — pouziva se napf. pfi analyze dat genové exprese

DPC (X1’X2) —

s W



llustrace

Podobnost objektu od
sebe sama - vektory
sviraji uhel 0°
Scos = SPC= 1

Pozor! V tomto pripadeé
bude podobnost centroid
1, tzn. po prevedeni na
vzdalenost dostaneme 0!

D,=1-5,=1-1=0

!
2 zcela nepodobné
objekty - vektory
sviraji uhel 90°

2 objekty se souradnicemi
zcela opaénymi - vektory
sviraji uhel 180°

5C0$= SPC= O SCOS = SPC= '1
43 je vhodné s 1R
ST data centrovat e
= R, .:.:.° Dcos =
e =1-(-1)=




Tanimotova metrika podobnosti

X1 X

ST (X1’X2) — 2 2 T
o[+ x| = xix,

Pricteme-li a odecteme-li ve jmenovateli vyraz x,'x, a podélime-li Citatele i
jmenovatele zlomku toutéz hodnotou, dostaneme

1

1+ (Xl _Xz)T (X1 _Xz)
T
X1 Xy

ST (Xl’XZ):

Tanimotova podobnost vektoru x; a x, je nepfimo umérna kvadratu Euklidovy
vzdalenosti vektoru x, a x, vztazené k jejich skalarnimu soucinu. Pokud skalarni
soucCin povazujeme za miru korelace obou vektortu, muzeme formulovat vyse
uvedeny vztah tak, Ze S;(x;,X,) je nepfimo umérna kvadratu Euklidovy vzdalenosti
podélené velikosti jejich korelace, coz znamena, Ze je korelaci, jako mire
podobnosti primo umeérna.

MU ‘:_‘\\L.,.’%
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,Bezejmenna“ metrika podobnosti

De (X,,X,)
] + |

SC (Xl’XZ) =1-

Vzdalenost podle metriky je rovna jedné,
kdyz x, = x,

a svého minima (tj. S, (x,,X,)=-1) nabyvj,

kdyz x, = -x,.

MU ‘:_‘\\L.,.’%
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Typy metrik a konkrétni priklady

MEZI DVEMA OBJEKTY

Metriky pro urceni vzdalenosti mezi
2 objekty s kvantitativnimi proménnymi
Euklidova m., Hammingova (manhattanska) m.,

Minkovského m., Ceby$evova m., Mahalanobisova m.,
Canberrska m.

Metriky pro urceni vzdalenosti mezi
2 objekty s kvalitativnimi proménnymi
Hammingova m.

Metriky pro uréeni podobnosti 2 objektt
s kvantitativnimi proménnymi
Skalarni soucin, m. kosinové podobnosti, Pearson(iv
korelaéni koeficient, Tanimotova m.

Metriky pro urceni podobnosti 2 objektt
s kvalitativnimi proménnymi
Tanimotova m., Jaccardav-TanimotQv a.k., Russel(v-

Raovlv a.k., Sokaldv-Michenertv a.k., Diclv k.,
Rogerslv-Tanimotav k., Hamanuv k.

MEZI DVEMA SKUPINAMI OBJEKTU

Deterministické metriky pro urceni

vzdalenosti mezi 2 mnoZinami objektu
Metoda nejblizSiho souseda, k nejblizsich
sousedU, nejvzddlenéjsiho souseda, centroidova
metoda, m. pridmérné vazby, Wardova metoda

Metriky pro urceni vzdalenosti mezi
2 mnozinami objektl pouzivajici jejich
pravdépodobnostni charakteristiky
Chernoffova m., Bhattacharyyova m. atd.

Koritakova: Analyza a klasifikace dat IBA IMJ 42



Metriky pro urceni podobnosti 2 objektu s kvalitativnimi prom.

1. pripady obecné
2. pripady s dichotomickymi priznaky, pro které je definovana cela rady tzv.
asociacnich koeficienta.
(Asociacni koeficienty az na vyjimky nabyvaji hodnot z intervalu (0, 1),
hodnoty 1 v pripadé shody vektord, O pro pripad nepodobnosti.)

MU ‘:_‘\\L.,.’%
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So(X.Y) = P~ Do (x.Y)

P¥iklad:
x = (OI 1I ) 1) 2’ 1)T
y=(1,0,210,1)

shoda ve 3 souradnicich

\

SalXy) =6—-3=3

Obecné metriky — Hammingova metrika podobnosti

0O 1 O
Ax,y)=11 2 0
1 0 1

¥

3 prvky mimo diagonalu

V
dHQ(XIy) = 3

V

soucet prvkl na diagonale roven 3

SalXy)=6—-3=3

Koritakova: Analyza a klasifikace dat IBA IMJ 44



Obecné metriky — Tanimotova metrika

nX NY _

k-1

Z ;i

=1

STQ (X,y) = —

nX +n(Y _nmeY

N, = q; =28

k-1 k-1 k-1 k-1

i=1 j=0 =0 j=1

Pro vypocet Tanimotovy podobnosti dvou x=1

vektor( s kvalitativnimi priznaky jsou pouzity

vSechny pary slozek srovnavanych vektord, ,
X=

kromé téch, jejichz hodnoty jsou obé nulové.

y=0 y=1 y=2
(0,0) ((0,1) (0,2)

(1,0) .

o« s s, s o re “7 i‘_"""'.’;
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Obecné metriky — Tanimotova metrika — priklad
Urcete hodnoty Tanimotovych podobnosti s;4(X,X), s;4(X,Y) a s;4(x,2), kdyZ:
x=(0,1,2,1,2,1)Ta

v=(1,0,2,1,0,1)Ta

z=(2,0,0,0,0,2)".

Ze zadani je mnozina symbolt F={0, 1, 2}, k=3, p = 6.

Kontingencni tabulky jsou:

1{0 0] 010 00
A(X,X) = o<'3\Q AX,y)=[1 2 0 A(x,z)=[2 0

0 [0n2]p 10 1 2 0 0
S0 (X, X) 5 2 =1 Sro(X,Y) = =0,5 S.o(X,2)= =0
A TEIIE]L 5 I 5443 YT 5421

o« s s, s o re “7 ‘:_-“"".’;
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Dalsi obecné metriky

definovany pomoci raznych prvkl kontingenéni matice A(x,y)

nekteré z nich pouzivaji pouze pocet shodnych pozic
v obou vektorech (ovsem s nenulovymi hodnotami):

gaii gaii
S, (x,y) == S,(X,y) = -

P P —ay

nékteré z nich pouzivaji i shodu s nulovymi hodnotami:

S;(x,y) ==

MU ‘:_‘\\L.,.’%
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Asociacni koeficienty

X
false/O true/1
false/O D C
Xi true/1 B A

A - u obou objektl sledovany jev nastal (obé odpovidajici si proménné maji
hodnotu true, resp.1) — pozitivni shoda;
B - u objektu x. jev nastal (x, = true), zatimco u objektu X, nikoliv (xjk = false, resp.0);
C - u objektu x. jev nenastal (x, = false), zatimco u objektu X; ano (xjk = true);
D - sledovany jev nenastal ani u jednoho z objektl (obé odpovidajici si
proménné maji hodnotu false, resp. 0) — negativni shoda.

Pri vypoctu podobnosti dvou objektl sledujeme, kolikrat pro vSechny souradnice
obou vektoru X, a X nastaly pripady shody i neshody:

e A+D urcuje celkovy pocet shod

 B+C celkovy pocet neshod

 A+B+C+D =p (tj. celk. pocet souradnic obou vektort — tzn. pocet proménnych)

s W



Jaccarduv — Tanimotuv asociacni koeficient

X
S (X y) A false/0 true/1
IT7 — false/O D Q
A+B+C % true/1 B &f\§:

coz je diky zjednodusSeni i dichotomicka varianta metriky podle vztahu:

k-1
Zaii
STQ (X’ y) - = K—1 K—1
nJ+n,| - Za‘i
1=l 1=1

Tento vztah se dominantné pouziva v ekologickych studiich.
Koritakova: Analyza a klasifikace dat fB.IT IMJ 49



Dalsi asociacni koeficienty |

X
false/0 true/1
false/0 D C
X true/1 B A
Russeltiv — Raouv asociacni koeficient
k-1
S A dichotomicka varianta Z CH
(X Y) = ALBLCoD  Metriky: S,(X,y) = '=1p
Sokaltiv — Micheneruv asociacni koeficient
k-1
S (X y) _ A+D dichotomicka varianta Zaii
SM A7 A+-B+C+ D metriky: S;(X,Y) = 0

s W



Dalsi asociacni koeficienty Il

X;
false/0 true/1
false/0 D C
X true/1 B A

Diceuv (Czekanowského) asociacni koeficient

2A 2A

Sy (X, Y) = =
oc (%:Y) 2A+B+C (A+B)+(A+C)

Rogersiv — Tanimotlv asociacni koeficient

SRT (X’y) —

V pripadé Jaccardova a Diceova
koeficientu pokud nastane uplna
negativni shoda (tzn. A = B = C =0),
pak Casto: S;1(x,y) = Spc(x,y) = 1.

A+D A+D

A+D+2-(B+C) (B+C)+(A+B+C+D)

Hamantiv asocia¢ni koeficient nabyva na rozdil od vSech dfive uvedenych
koeficientll hodnot z intervalu (-1, 1). Hodnoty -1,
S (X y) _ A+D- (B +C) pokud se priznaky pouze neshoduji; hodnoty 0, kdyz
HARTD A+B+C+D je polet shod a neshod v rovnovaze; +1 v pfipadé
Uplné shody vsech priznak

s W



Asociacni koeficienty — poznamka

X;
false/0 true/1
false/O D C
X true/1 B A

Na zakladé cetnosti A az D Ize pro pripad binarnich pfiznaku vytvaret i
zajimavé vztahy pro jiz drive uvedené miry:

Hammingova metrika DH (X, y) =B+C
Euklidova metrika DH (X, y) — . /B 1+ C

Pearsonuv korelaéni koeficient

Spc(X,Y) = no s
"~ J(A+B):(C+D):(A+C):(B+D)




Vypocet vzdalenosti z asociacnich koeficientu

Z asociacnich koeficientU, které vyjadruji miru podobnosti, lze
jednoduse odvodit i miry nepodobnosti (vzdalenosti) pomoci:

D, (X,¥)=1-5,(X,y)

MU ‘:_‘\\L.,.’%
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Vypocet vzdalenosti v Matlabu

Funkce:
e pdist (vzddlenost mezi pary objektd matice X ¢i pary proménnych matice XT)
* pdist2 (vzdalenost mezi maticemi X a Y)

Vybér metrik vzdalenosti u obou téchto funkci:

* ‘euclidean’ — Euklidova metrika vzdalenosti

* ‘squaredeuclidean’ — Ctverec Euklidovy metriky vzdalenosti

* ‘seuclidean’ — standardizovana Euklidova metrika vzdalenosti
* ‘cityblock’ — Hammingova (manhattanska) metrika vzdalenosti
*  ‘minkowski’ — Minkovského metrika vzdalenosti

« ‘chebychev’ — Ceby3evova metrika vzdalenosti

* ‘mahalanobis’ — Mahalanobisova metrika vzdalenosti

e ‘cosine’ — 1 minus kosinova podobnost

e ‘correlation”’ — 1 minus Pearson(yv korelacni koeficient

* ‘spearman’ —1 minus Spearmanuv korelacni koeficient
 ‘hamming’ — Hamminova vzdalenost (pro kvalitativni proménné)
* ‘jaccard’ —1 minus Jaccarduiv koeficient

* lze pripadné nadefinovat i jinou metriku .



Vlypocet vzdalenosti v R

Funkce dist na vypocet vzdalenosti objektl (i subjektl) s vybérem metrik:

,euclidean” — Euklidovska metrika

,maximum“ — Ceby$evova metrika

,manhattan“ — Hammingova (manhattanska) metrika
,canberra“ — Canberrska metrika

,minkowski“ — Minkovského metrika

MU ‘:_‘\\L.,.’%
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Metriky pro urceni vzdalenosti
mezi dvéma skupinami objektu

m
IBA lw



Vzdalenost mezi skupinami objektU

vzdalenost mezi skupinami dana:
— ,vzdalenosti” jednoho objektu s jednim Ci vice objekty jedné skupiny
(tfidy) — pouzitelné pfi klasifikaci
— ,vzdalenosti“ skupin (tfidy, shluku) objektu ¢&i ,vzdalenosti” jednoho
objektu z kazdé skupiny — pouzitelné pri shlukovani

zavedeme funkci, ktera ke kazdé dvojici skupin objektu (G, G) prifazuje
Cislo D(G, C), ktere podobné jako miry podobnosti Ci nepodobnosti
(metriky) jednotlivych objektd musi spliovat minimalné podminky:

(S1)  D(G, )20

(S2) D(G, G) =D(G, C)

(S3) D(G, G) = max;;D(C, G) (pro miry podobnosti)

(S3’) D(C, C) =0 pro vSechna i (pro miry vzdalenosti)

MU ‘:_‘\\L.,.’%
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Typy metrik a konkrétni priklady

MEZI DVEMA OBJEKTY

Metriky pro urceni vzdalenosti mezi
2 objekty s kvantitativnimi proménnymi
Euklidova m., Hammingova (manhattanska) m.,

Minkovského m., Ceby$evova m., Mahalanobisova m.,
Canberrska m.

MEZI DVEMA SKUPINAMI OBJEKTU

Deterministické metriky pro urceni
vzdalenosti mezi 2 mnoZinami objektu
Metoda nejblizSiho souseda, k nejblizsich
sousedU, nejvzddlenéjsiho souseda, centroidova
metoda, m. pridmérné vazby, Wardova metoda

Metriky pro urceni vzdalenosti mezi
2 objekty s kvalitativnimi proménnymi
Hammingova m.

Metriky pro uréeni podobnosti 2 objektt
s kvantitativnimi proménnymi
Skalarni soucin, m. kosinové podobnosti, Pearson(iv
korelaéni koeficient, Tanimotova m.

Metriky pro urceni podobnosti 2 objektt
s kvalitativnimi proménnymi
Tanimotova m., Jaccardav-TanimotQv a.k., Russel(v-

Raovlv a.k., Sokaldv-Michenertv a.k., Diclv k.,
Rogerslv-Tanimotav k., Hamanuv k.

Metriky pro urceni vzdalenosti mezi
2 mnozinami objektl pouzivajici jejich
pravdépodobnostni charakteristiky
Chernoffova m., Bhattacharyyova m. atd.

Koritakova: Analyza a klasifikace dat IBA IMJ 58




Nejpouzivanejsi metriky pro urceni vzdalenosti mezi
dvéma mnozinami objektu

 Metoda nejblizsSiho souseda

* Metoda k nejblizSich sousedU

* Metoda nejvzdalenéjsiho souseda
 Metoda primérné vazby

* Wardova metoda

MU ‘:_‘\\L.,.’%
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Metoda nejblizSiho souseda

je-li d libovolna mira nepodobnosti (vzdalenosti) dvou objektl a w; a w;
jsou libovolné skupiny objektl, potom metoda nejblizSiho souseda
definuje mezi skupinami w; a w; vzdalenost D, (@;,®;)=mind(x,,X,)

Xg ED;

q J

X5

O pacienti

/A kontroly
O testovaci subjekt

—> testovaci subjekt zaradime do tfidy,
ze které je jeho nejblizsi soused

X1

vyhody a nevyhody pouziti této metody pro klasifikaci:

+ zadné predpoklady o rozlozeni

- citlivé na odlehlé hodnoty

- zpravidla nevhodné pfi nevyvazenych poctech objektl ve skupindch



Metoda k nejblizSich sousedu

e zobecnénim metody neblizsiho souseda

* definovéna vztahem D, (@, ;) = g]!ar)] Zd (X, Xy), tzn. vzdalenost dvou

Xq EC()J'

shluku je definovana souctem nejkratSich vzdalenosti mezi objekty obou skupin
X,

O pacienti
LN /\ kontroly
O testovaci subjekt

—> testovaci subjekt zaradime do tfidy,
= [ ktera prevazuje mezi jeho k nejblizSimi
sousedy

X1
* vyhody a nevyhody pouziti této metody pro klasifikaci:
+ zadné predpoklady o rozlozeni
+ méné citlivé na odlehlé hodnoty

- zpravidla nevhodné pfi nevyvazenych poctech objektl ve skupinach



Metoda nejvzdalenéjsiho souseda

* opacny princip nez metoda nejblizsiho souseda: D_ (C,C) = max d(x,,X,)
Xp €Ci

quC]
e pozn.: pro klasifikaci je obtizné pouzitelna

* pozn. 2: je mozné zobecnéni i pro vice nejvzdalenéjsich sousedU

K
Dene (G G) = rp‘zcx Z d(xp , Xq)1

XqECJ

MU ‘:_‘\\L.,.’%
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Centroidova metoda

» vychazi z vypoctu centroidl pro jednotlivé skupiny
* pri klasifikaci: zarazeni objektu do skupiny s nejblizSim centroidem

AN O pacienti
' /\ kontroly
O testovaci subjekt

+ centroid pacient(
+ centroid kontrol

* vyhody a nevyhody pouziti této metody pro klasifikaci:
+ zadné predpoklady o rozlozeni (pokud je vSak centroid pocitan jako
vicerozmérny primér, mlize nenormalita plsobit trochu problémy)
+ méné citlivé na odlehlé hodnoty nez metoda nejblizSiho souseda
+ nebyva problém pri nevyvazenych poctech objektd ve skupinach



Metoda prumérné vazby

e vzdalenost dvou tfid je priimérna vzdalenost mezi vSemi objekty téchto tfid
 pri klasifikaci: zarazeni subjektu do skupiny s nejmensi prdmérnou
vzddlenosti od vSech objekt( dané skupiny

X5

O pacienti

/\ kontroly
O testovaci subjekt

X1

* vyhody a nevyhody pouziti této metody pro klasifikaci:
+ zadné predpoklady o rozlozeni
+ méne citlivé na odlehlé hodnoty nez metoda nejblizsSiho souseda
+ nebyva problém pri nevyvazenych poctech objektd ve skupinach

Vevys



Wardova metoda

vzddlenost mezi tfidami (shluky) je definovdna prirlstkem souctu ctverct

V VeV

V VevV

shlucich G a C.

pozn. (pri pouziti Wardovy metody pro shlukovani): Metoda ma tendenci

vytvaret shluky zhruba stejné velikosti, tedy odstranovat shluky malé, resp.
velké.

pozn. 2: pro klasifikaci se pouziva zfidka




Priklad 2

Bylo provedeno méreni objemu hipokampu a mozkovych komor (v cm3) u

2 12 5 7
3 pacientl se schizofrenii a 3 kontrol: X, = (4 10|, Xyz=1[3 9].
3 8 4 5

Uréete, zda testovaci subjekt x =[3,5 9] patfi do skupiny pacientd i
kontrolnich subjektl pomoci rlznych metod klasifikace podle minimalni
vzdalenosti.

13 |
s 127 ® e pacienti
_S 11 7 ° kontroly’
< 10 | [ e testovaci subjekt
T 9 o o
Y ,
5 8 ¢
€ 7 )
£ ,
<% 6
2
© 57 [
4 1 2 3 4 5 6

Objem hipokampu M
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Typy metrik a konkrétni priklady

MEZI DVEMA OBJEKTY

Metriky pro urceni vzdalenosti mezi
2 objekty s kvantitativnimi proménnymi
Euklidova m., Hammingova (manhattanska) m.,

Minkovského m., Ceby$evova m., Mahalanobisova m.,
Canberrska m.

MEZI DVEMA SKUPINAMI OBJEKTU

Deterministické metriky pro urceni
vzdalenosti mezi 2 mnoZinami objektu
Metoda nejblizSiho souseda, k nejblizsich
sousedU, nejvzddlenéjsiho souseda, centroidova
metoda, m. pridmérné vazby, Wardova metoda

Metriky pro urceni vzdalenosti mezi
2 objekty s kvalitativnimi proménnymi
Hammingova m.

Metriky pro uréeni podobnosti 2 objektt
s kvantitativnimi proménnymi
Skalarni soucin, m. kosinové podobnosti, Pearson(iv
korelaéni koeficient, Tanimotova m.

Metriky pro urceni vzdalenosti mezi
2 mnozinami objektl pouzivajici jejich
pravdépodobnostni charakteristiky
Chernoffova m., Bhattacharyyova m. atd.

Metriky pro urceni podobnosti 2 objektt
s kvalitativnimi proménnymi
Tanimotova m., Jaccardav-TanimotQv a.k., Russel(v-

Raovlv a.k., Sokaldv-Michenertv a.k., Diclv k.,
Rogerslv-Tanimotav k., Hamanuv k.

Koritakova: Analyza a klasifikace dat IBA [MJ 67




Metriky zalozené na pstnich charakteristikach

Klasifikacni tridy (mnoziny objektu se spole¢nymi charakteristikami) nemusi
byt definovany jen vyctem objektd, ale i vymezenim obecnéjsich vlastnosti:

» definici hranic oddélujicich ¢ast obrazového prostoru nalezejici dané
klasifikacni tride

e diskriminacni funkci

* pravdépodobnostnimi charakteristikami vyskytu objekt( v dané tridé

e atd.

m
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Metriky zalozené na pstnich charakteristikach

Zakladni myslenkou je vyuziti pravdépodobnosti zplsobené chyby pfri klasifikaci (tzn.

zatazeni objektu do skupiny). Cim vice se hustoty pravdépodobnosti vyskytu objektd x
v jednotlivych mnozinach prekryvaiji, tim je vétsi pravdépodobnost chyby.

Tzn. tyto metriky spliuji nasledujici vlastnosti:

f(x4)
1.J =0, pokud jsou hustoty pravdépodobnosti
obou mnotzin identické, tj. kdyz
p(x|o,) = p(x|m,)

f(x4)
2.1>0

f(x,)

3. J nabyva maxima, pokud jsou obé mnoziny
disjunktni, tj. kdyz %
| pCe,)-p(X,)dx =0

Xy

(Jak vidime, neni mezi vlastnostmi pravdépodobnostnich metrik uvedena trojuhelnikova

s W

nerovnost, jejiz spInéni by se zajistovalo obtizné.)



Metriky zalozené na pstnich charakteristikach

Vychazeji z vypoctu celkové pravdépodobnosti chybného rozhodnuti:

P, =1- _[ ‘p(x‘ml )-P(o,) _p(xlmz )-P(o, )‘dx

Priklady metrik zalozenych na pstnich charakteristikach:
e Chernoffova metrika

Jo(o,®,)=—1In J ps(x|ml),pl_s(x|mz),dx, s e {0; 1>

* Bhattacharyyova metrika
J5(0. 0,) =—In | [p(x|o,) p|o,)]™ dx
e zprimérnéna Chernoffova metrika
Jac(@.0,) = —In [ [p(x]e,).P(0))].[p(x],).P(,)] " dx...s € (0: 1)

e zprimérnéna Bhattacharyyova metrika
Jap(@, 0,) =— 111j[P(I|m1)-P(m1)vP(X|mz ).P(o, )% .dx

o« s s, s o re “7 ‘:_-“"".’;
Koritakova: Analyza a klasifikace dat .._IBA IMJ 70



Typy metrik a konkrétni priklady

MEZI DVEMA OBJEKTY

Metriky pro urceni vzdalenosti mezi
2 objekty s kvantitativnimi proménnymi
Euklidova m., Hammingova (manhattanska) m.,

Minkovského m., Ceby$evova m., Mahalanobisova m.,
Canberrska m.

MEZI DVEMA SKUPINAMI OBJEKTU

Deterministické metriky pro urceni
vzdalenosti mezi 2 mnoZinami objektu
Metoda nejblizSiho souseda, k nejblizsich
sousedU, nejvzddlenéjsiho souseda, centroidova
metoda, m. pridmérné vazby, Wardova metoda

Metriky pro urceni vzdalenosti mezi
2 objekty s kvalitativnimi proménnymi
Hammingova m.

Metriky pro uréeni podobnosti 2 objektt
s kvantitativnimi proménnymi
Skalarni soucin, m. kosinové podobnosti, Pearson(iv
korelaéni koeficient, Tanimotova m.

Metriky pro urceni vzdalenosti mezi
2 mnozinami objektl pouzivajici jejich
pravdépodobnostni charakteristiky
Chernoffova m., Bhattacharyyova m. atd.

Metriky pro urceni podobnosti 2 objektt
s kvalitativnimi proménnymi
Tanimotova m., Jaccardav-TanimotQv a.k., Russel(v-

Raovlv a.k., Sokaldv-Michenertv a.k., Diclv k.,
Rogersuv-Tanimot(v k., Haman(v k.

Koritakova: Analyza a klasifikace dat IBA [MJ 71
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