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1 Úvod do matematického modelováńı
a jeho členěńı

Matematické modelováńı proniklo do r̊uzných obor̊u př́ırodńıch, technických, ekono-
mických i sociálńıch věd a stalo se d̊uležitým nástrojem při modelováńı a simulaćıch systémů,
analýzách a předv́ıdáńı r̊uzných proces̊u, jev̊u, chováńı druh̊u a stav̊u společenstev apod.
V daľśım textu se zaměř́ıme na matematické modelováńı systémů, kde systémy budeme
chápat jako určité abstrakce reálného světa (objektivńı reality), které si lidé vytvářej́ı v pro-
cesu jeho poznáńı. Jako systém budeme zjednodušeně uvažovat (následuj́ıćı výčet je neúplný)
např.:

a) Proces, komplex proces̊u, (např. pohyb kyvadla, tok elektrického proudu v obvodu, roz-
množováńı buněk a organismů, apod.), j́ımž rozumı́me zákonité, na sebe navazuj́ıćı a
vnitřně propojené změny nějakého objektu. Proces lze často č́ıselně vyjádřit časovým
pr̊uběhem nějaké hodnoty, resp. skupin hodnot. Můžeme dávat přednost obecněǰśımu
vyjádřeńı, kde mı́sto č́ısel vystupuj́ı prvky nějaké množiny. Pak systémem nazýváme
každý objekt (konkrétńı nebo abstraktńı), jenž vstupńımu procesu určitého typu přǐrazuje
výstupńı proces téhož nebo jiného typu. Toto přǐrazeńı, které popisuje reakce výstup̊u
na vstupy, se nazývá chováńım systému, a proto se tato definice nazývá behavioristická
(behaviour - angl. chováńı). Mı́sto slova

”
přǐrazeńı“ často použ́ıváme i slovo

”
transfor-

mace“, jež je mnohdy z praktického hlediska výstižněǰśı, protože mnoho systémů opravdu
transformuje vstupńı procesy na výstupńı, tj. přetvář́ı je.

b) Takový objekt (přirozený či umělý), který v každém časovém okamžiku má na vstupu
nějaký vstupńı prvek, na výstupu nějaký výstupńı prvek a kromě toho je vždy v nějakém
vnitřńım stavu, přičemž jsou dány jednoznačné závislosti

� stávaj́ıćıho výstupńıho prvku na stávaj́ıćım stavu a vstupńım prvku,

� následuj́ıćıho stavu na stávaj́ıćım stavu a vstupńım prvku.

Tato definice se nazývá stavová a je ekvivalentńı s prvńı definićı, tj. každý objekt vyho-
vuj́ıćı definici prvńı vyhovuje i definici druhé a naopak.

c) Soubor nějakých prvk̊u a vazeb mezi nimi, např. soužit́ı dravce a jeho kořisti; výroba
jeřábu s předepsanou nosnost́ı, minimalizace spotřeby vozidla na danou vzdálenost apod.
S použ́ıváńım této definice však nastávaj́ı určité pot́ıže. Neńı snadné interpretovat slovo

”
vazba“, a ne každý objekt, který lze intuitivně zcela zřejmě považovat za systém, je
komponován z několika jasně odlǐsitelných prvk̊u.

d) Soubor informačńıch, regulačńıch a ř́ıd́ıćıch činnost́ı vztahuj́ıćıch se k a) – c), např.:
informačńı systém, ř́ıd́ıćı systém, komunikačńı systém, regulačńı systém.

e) Abstraktńı myšlenkovou konstrukci, výrokovou konstrukci, konstrukci matematických
výraz̊u apod. zaváděném na a) – d).
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f) Abstraktńı myšlenkovou konstrukci atd. vytvářenou bez př́ımého vztahu k a) – d).

Použit́ı matematického modelu systému přináš́ı řadu výhod:

� Umožňuje zjistit informace o chováńı systému, i když ze skutečného systému je to ne-
možné nebo obt́ıžné.

� Urychluje proces poznáńı objektivńı reality. Procesy, které ve skutečném systému
prob́ıhaj́ı pozvolna a dlouhodobě, lze pomoćı modelu sledovat zrychleně během simu-
lace (výpočtu), která záviśı na použité informačńı a komunikačńı technologii (ICT).

� Usnadňuje a racionalizuje proces poznáńı. Matematický model systému dává pře-
hledná, stručná zobrazeńı objektivńı reality a umožňuje postup při řešeńı problému
podle potřeby uživatele. Modely vnášej́ı nové poznáńı do našeho myšleńı.

� Umožňuje variantńı řešeńı, tj. simulaci a propočet celé řady variant možných výsledk̊u
řešeńı.

� Identifikuje vznik chybného poznáńı objektivńı reality (na rozd́ıl od experimentu v
reálném systému).

Modelováńı bývá většinou poj́ımáno jako transdisciplinárńı činnost, nebot’ se na něm
mohou pod́ılet poznatky z matematiky a fyziky, teorie systémů, teorie pravděpodobnosti,
informatiky, kybernetiky či kognitivńıch věd, operačńıho výzkumu a jiných. Matematické
modelováńı źıskává v posledńıch letech velký význam v praxi, ale také ve výuce student̊u
na vysokých školách př́ırodovědného, technického i ekonomického zaměřeńı. Do matema-
tického modelováńı, stejně jako i do jiných odvětv́ı vědy, proniklo již od šedesátých let
minulého stolet́ı využit́ı informačńıch a komunikačńıch technologíı (ICT). Nyńı si bez je-
jich využit́ı neumı́me matematické modelováńı představit. Požadavky na tyto poč́ıtačové
aplikace — symbolické a numerické výpočty, na jejich vysokou přesnost, vizualizaci a inter-
aktivńı komunikaci s řešitelem atd. — vedly k vytvořeńı komplexńıch aplikačńıch programů
jako jsou např. komerčńı programy: Matlab od firmy Mathworks Inc.1, Maple od Maplesoft
Inc.2, MathCAD od MathSoft Inc.3, Mathematica od Wolfram Reasearch, Inc.4, MuPAD5

vyvinutý univerzitou Paderhorne a firmou SciFace Software GmbH a později začleněný do
Matlabu atd.

Z volně př́ıstupných (open source) programů zmı́ňme např. programy: MAXIMA pro
symbolické výpočty6, OCTAVE pro numerické výpočty7, programovaćı jazyk Python8 a R
pro statistické výpočty9. Tyto aplikačńı programy lze využ́ıt v matematickém modelováńı
během celého vývojového procesu, tj. identifikace, analýzy, vývoje, implementace, řešeńı a
ověřováńı, př́ıpadně modifikace matematického modelu.

V současné době se použ́ıvaj́ı některé výše uvedené systémy (např. R, Python, Maple,
Matlab a Mathematica) na vysokých školách pro demonstraci prob́ırané látky na cvičeńıch,
př́ıpadně jsou využ́ıvány studenty při individuálńı př́ıpravě, analýze a řešeńı problémů, které
jim zadávaj́ı jejich učitelé nebo vyplývaj́ıćıch z jejich závěrečných praćı.

1https://www.mathworks.com
2https://www.maplesoft.com
3https://www.mathcad.com
4https://www.wolfram.com
5https://www.mathworks.com/discovery/mupad.html
6https://maxima.sourceforge.net
7https://octave.org/
8https://www.python.org
9https://www.r-project.org/
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https://www.mathworks.com/discovery/mupad.html
https://maxima.sourceforge.net
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Charakteristickým rysem inovace výuky matematického modelováńı ve studijńıch pro-
gramech vysokých škol v České i Slovenské republice, Evropské unii a v zemı́ch OECD se
v posledńıch letech stalo použ́ıváńı nových ICT (např. Grid Computing10, Cloud Compu-
ting11) v rámci budováńı nového vědńıho oboru

”
Computational Science“ a

”
Mathematical

Modelling“ [7].
Ćılem stále v́ıce vysokých škol je ovšem zařadit do výuky předmět seznamuj́ıćı studenty s

praćı ve výše uvedených systémech, na které maj́ı zakoupenu licenci, a využ́ıt jejich možnost́ı
při návrhu, analýze, řešeńı a testováńı netriviálńıch matematických model̊u. To je rovněž
ćılem této publikace, kde nejprve uvedeme, co je matematický model a metodologie ma-
tematického modelováńı. Na praktických př́ıkladech ukážeme využit́ı systému Maple pro
matematické modelováńı.

Př́ıstup k matematickému modelováńı s využit́ım ICT lze rozdělit do
”
black-box“ mode-

lováńı12,
”
white-box“ modelováńı a

”
shadow-box“ modelováńı, podle toho, v jakém rozsahu

jsou předem známy informace o systému a zp̊usobu jeho řešeńı.
Black-box model je systém, o kterém neńı známa a priori informace. White-box model

je systém, kde jsou známy všechny potřebné informace. Prakticky všechny známé zp̊usoby
matematického modelováńı s využit́ım ICT nálež́ı mezi black-box a white-box řešeńı model̊u.
Nedávno bylo zavedeno tzv. shadow-box modelováńı, kdy uživatel využ́ıvá jako základńı
black-box modelováńı a může si zvolit alternativně white-box modelováńı při řešeńı modelu
systému. Toto umožňuje právě systém Maple, který je v tomto směru nejv́ıce rozvinut.

Obvykle je lepš́ı použ́ıvat co nejv́ıce a priori informaćı, pokud je to možné, a vytvořit mno-
hem přesněǰśı matematický model systému. Tud́ıž white-box modely jsou obvykle považovány
za vhodněǰśı, protože pokud se použily informace o systému správně, pak model i jeho
řešeńı se budou chovat správně. Často je apriorńı informace dána v podobě znalosti typu
funkćı týkaj́ıćı se jejich r̊uzných proměnných. Např́ıklad, když chceme vytvořit model, jak
lék funguje v lidském organismu (systému), v́ıme, že obvykle množstv́ı léku v krvi v čase
je exponenciálně klesaj́ıćı funkce. Vı́me však, že jsou zde ještě daľśı neznámé parametry
určuj́ıćı, jak rychle se množstv́ı léku v krvi vstřebá, a jaké je p̊uvodńı množstv́ı léku v
krvi. Tento př́ıklad tedy neńı typu white-box model. Jeho parametry muśı být odhadnuty
prostřednictv́ım nějakých jiných lékařských metod, a teprve poté je možné použ́ıt model s
exponenciálně klesaj́ıćı funkćı.

1.1 Matematický model

Matematický model je abstraktńı model13, který využ́ıvá matematického jazyka k
popisu chováńı systému. Použ́ıvá se převážně v př́ırodńıch (fyzika, biologie, chemie apod.) a
technických (stroj́ırenstv́ı, elektrotechnika, stavebnictv́ı apod.) vědách, ale také ve společenských
vědách (ekonomie, sociologie, politické vědy apod.). Matematický model transformuje systém
do matematického zápisu, který má následuj́ıćı výhody:

� formalizaci zápisu danou historickým vývojem (v současné době je vyvinuta uznávaná
mezinárodńı standardizace),

� přesná pravidla pro manipulaci s matematickými symboly a strukturami,

10https://en.wikipedia.org/wiki/Grid_computing
11https://en.wikipedia.org/wiki/Cloud_computing
12https://en.wikipedia.org/wiki/Black_box
13Abstraktńı model (nebo konceptuálńı model) je teoretická konstrukce, která reprezentuje fyzikálńı,

biologický nebo sociálńı či ekonomický proces. Sestává z množiny proměnných a množiny logických nebo
kvantitativńıch vztah̊u mezi proměnnými.

https://en.wikipedia.org/wiki/Grid_computing
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https://en.wikipedia.org/wiki/Black_box


� možnost využit́ı ICT pro zpracováńı a řešeńı vytvořeného modelu.

I přes velký potenciál matematického zápisu j́ım neńı možné popsat reálné systémy,
objekty či procesy, které jsou velmi komplikované. Proto muśıme nejdř́ıve identifikovat
nejd̊uležitěǰśı části zkoumaného systému, jenž budeme modelovat, a ty muśı vytvářený model
popisovat. Ostatńı prvky systému můžeme bud’ podstatně zjednodušit, nebo zcela vyloučit.

1.1.1 Základńı prvky matematického modelu

Matematický model obvykle popisuje systém s pomoćı množiny vstupńıch a výstupńıch
proměnných, dále parametr̊u a množiny rovnic, které určuj́ı stavy systému a vztahy mezi
proměnnými a parametry. Hodnoty proměnných mohou být např. reálná nebo celá č́ısla,
booleovské hodnoty nebo textové řetězce anebo složitěǰśı struktury. Proměnné reprezen-
tuj́ı nějaké vlastnosti systému, např. výstupy měřených systémů často ve tvaru signál̊u,
vzor- kovaná data, hodnoty počitadla, výskyt dané události či jevu (ano/ne) apod. Na mo-
del se můžeme d́ıvat také jako na množinu funkćı, která popisuje vztahy mezi r̊uznými
proměnnými.

V každém matematickém modelu můžeme rozlǐsit tři základńı skupiny objekt̊u, ze kterých
se model skládá. Jsou to:

� proměnné a parametry,

� matematické struktury,

� řešeńı.

Z hlediska ICT můžeme proměnné a parametry v modelu uvažovat jako:

� Identifikované (pojmenované) proměnné a parametry. Identifikovaná proměnná
nebo parametr představuje konkrétńı vlastnost reálného objektu, pojmenovanou názvem
a fyzikálńı jednotkou, v ńıž se měř́ı.
Př́ıklady: xk je výměra pšenice ozimé v hektarech, xr produkce pšenice ozimé na parcele

”
U kř́ıžku“ v tunách, cik vzdálenost dodavatele Di od spotřebitele Sk v kilometrech.

� Neidentifikované (pomocné) proměnné a parametry. Slouž́ı pro formalizaci ma-
tematického zápisu, implementaci algoritmů apod. Obvykle se uvažuj́ı v bezrozměrných
jednotkách.
Př́ıklad: U lineárńıho programováńı se zaváděj́ı pomocné proměnné, které umožńı
změnit

”
nerovnice na rovnice“.

� Nekontrolovatelné proměnné. Představuj́ı procesy v systému, jejichž mı́ry nelze
zjistit (jedná se o daľśı typ neurčitosti).
Př́ıklady: V modelech kilmatu

”
ad hoc“ jsou charakteristiky počaśı nekontrolovatelné

parametry nebo proměnné, protože nelze využ́ıt počtu pravděpodobnosti pro jejich
popis. Velikost mı́ry inflace v chaotických a nestandardńıch tržńıch podmı́nkách nelze
popsat ani pomoćı pravděpodobnosti ani pomoćı fuzzy funkce.

1.2 Klasifikace matematických model̊u

Během identifikace a analýzy modelovaného systému je vhodné určit, do jaké kategorie
matematický model spadá, což nám umožńı snadněji rozpoznat základńı vlastnosti a struk-
turu hledaného modelu.



Podle toho, zda zahrnujeme do modelu náhodné veličiny, lze modely rozdělit do dvou
skupin: deterministických a stochastických model̊u. Dále lze tyto skupiny rozdělit dle vztahu
k pr̊uběhu času (dynamické, statické) nebo spojitosti (spojité, diskrétńı).

Matematické modely obsahuj́ı proměnné, jež jsou abstrakćı hledaných prvk̊u systému
a operátor̊u nad těmito proměnnými. Operátory mohou reprezentovat algebraické operace,
funkce, funkcionály, diferenciálńı operátory atd. Pokud jsou operátory v matematickém mo-
delu lineárńı, hovoř́ıme o lineárńıch modelech, v opačném př́ıpadě o nelineárńıch modelech.

Můžeme také uvažovat modely se soustředěnými (u homogenńıch model̊u) a distribuo-
vanými (u heterogenńıch model̊u) parametry. Mezi těmito skupinami lež́ı mnoho jiných typ̊u
model̊u, dále tř́ıděných podle mnoha daľśıch kriteríı, které lze využ́ıt.

Matematické modely se použ́ıvaj́ı prakticky ve všech vědách a rozvoj jednotlivých věd
je na jejich využ́ıváńı bezprostředně závislý. Stupeň

”
matematizace“ vědńıho oboru je

uznávaným měř́ıtkem jeho kvality a zárukou rozvoje. V oblastech př́ırodńıch a fyzikálńıch
věd, technice, ekonomii, managementu, marketingu, sociálńıch a společenských vědách se
použ́ıvá velké množstv́ı r̊uzných typ̊u matematických model̊u, které můžeme klasifikovat
podle r̊uzných hledisek. Nejobecněǰśı klasifikace děĺı matematické modely do dvou skupin:

� Modely deskriptivńı. Slouž́ı k zobrazeńı prvk̊u a vztah̊u v systému a k analýze
základńıch vlastnost́ı systému. Nezaj́ımá nás určité ćılové chováńı systému, ale pouze
systém sám o sobě. Pomoćı těchto typ̊u model̊u se odvozuj́ı daľśı vlastnosti systému,
určuje se jeho rovnovážný stav, stabilńı stav, vliv změn uvnitř i ve vněǰśım okoĺı
systému na jeho chováńı.
Př́ıklady: Rovnice E = mc2, soustava diferenciálńıch rovnic modeluj́ıćı procesy na-
rozeńı a úmrt́ı, simulačńı model modeluj́ıćı výskyt šk̊udc̊u porostu, rovnice nab́ıdky
a poptávky v konkurenčńım prostřed́ı, ekonometrický meziodvětvový model

”
Input-

Output“ atd.

� Modely normativńı. Slouž́ı k analýze a ř́ızeńı systému tak, aby byl splněn nějaký
ćıl nebo množina ćıl̊u. Zaj́ımá nás ćılové chováńı systému. Normativńı model bývá
často doplněn tzv. ćılovou (účelovou) funkćı nebo soustavou takových funkćı. Nutnou
součást́ı normativńıho modelu je extremálńı (minimálńı/maximálńı) řešeńı, které dává
návod, jak požadovaného ćıle (resp. ćıl̊u) dosáhnout. Normativńı modely, jejichž ćılem
je nalezeńı optimálńıho řešeńı, se nazývaj́ı optimalizačńı modely.

Modely deskriptivńı i normativńı jsou dále děleny podle typu systému, k jehož mo-
delováńı slouž́ı, nebo podle typu matematických složek (proměnné, struktury, řešeńı), jež
obsahuj́ı. Tak lze modely dělit podle zohledněńı času na:

� Modely statické. Model popisuje a analyzuje systém bez zřetele k jeho časovému
vývoji. Zobrazeńı se týká zpravidla určitého časového intervalu (týden, měśıc, rok
apod.).

� Modely dynamické. Model popisuje a analyzuje systém v pr̊uběhu času. Zobrazeńı
může být typu

”
ex post“ nebo

”
ex ante“ a respektovat krátký či deľśı časový horizont.

� Modely dynamizované. Zpravidla se jedná o zahrnut́ı faktoru času do dosud sta-
tického modelu pomoćı speciálńıch modelových technik. Dynamizované modely se
použ́ıvaj́ı v př́ıpadě, kdy odpov́ıdaj́ıćı dynamický model je velmi složitý nebo jej
nedovedeme soudobými modelovými technikami spolehlivě konstruovat. Př́ıklad: U
lineárńıho programováńı k pravé straně maticové rovnice A · x ≤ b přidáme časový
vektor u(t).

Nebo podle metod, kterými přistupuj́ı k náhodným děj̊um a nejistotě na:



� Modely deterministické. Všechny proměnné, parametry a funkce v modelu jsou
deterministické (nenáhodné) veličiny nebo funkce.

� Modely stochastické. Alespoň jedna proměnná, parametr nebo funkce v modelu je
náhodná veličina nebo náhodná funkce.

� Fuzzy modely. Některé proměnné a parametry jsou
”
fuzzy“ (nepřesně ohraničené,

neostré, neurčité, vágńı). Funkce př́ıslušnosti ve fuzzy logice jim umožňuje přǐradit
př́ıslušnost k množinám v rozmeźı od 0 do 1, včetně obou hraničńıch hodnot. Uplatněńı
fuzzy modelováńı je účelné ve všech př́ıpadech, kdy se řeš́ı problém spojený s neurčitost́ı,
s nepřesnost́ı a muśı se pracovat s neurčitými daty a použ́ıváńı přesných popis̊u by
vedlo k idealizováńı skutečnost́ı reálného světa a tedy k odklonu od reality.

Podle povahy problému se modely použ́ıvaj́ı individuálně nebo v kombinaćıch. Pro řešeńı
známých problémů lze použ́ıt tzv. standardńı modely. Pro řešeńı nových problémů je třeba
konstruovat nové modely.

1.3 Modelováńı neurčitosti, nejistoty a rizika

1.3.1 Modelováńı neurčitosti

Neurčitost zde chápeme jako vlastnost systému, kdy jej nelze přesně matematicky po-
psat nebo kdy matematický popis neumožňuje dostatečně přesně predikovat jeho budoućı
chováńı. Obecně se dá ř́ıci, že zdrojem neurčitosti je nedostatek informaćı. Problémem je,
že informace, ze kterých při tvorbě modelu vycháźıme mohou být nekompletńı, vzájemně
si odporuj́ıćı, nespolehlivé, vágńı nebo jinak nedostačuj́ıćı. Tyto nedostatky v potřebných
informaćıch maj́ı za následek r̊uzné druhy neurčitost́ı. Nejistotou při transformaci systému
do matematického modelu rozumı́me situaci, kdy nemáme k dispozici všechny potřebné
informace nebo kdy některé z informaćı jsou nespolehlivé.

Pro jednoduchost můžeme neurčitosti ovlivňuj́ıćı model rozdělit na tři spolu souvisej́ıćı
kategorie [33]:

a) neurčitost v matematickém popisu modelu je výsledkem nedostatečné znalosti
chováńı modelovaného systému, neúplných exaktńıch dat, či zjednodušeńı, které bylo
nutné provést pro matematický popis. V literatuře je možné setkat se s pojmy struk-
turálńı (konstrukčńı) chyba, konceptuálńı chyba, neurčitost v konceptuálńım modelu,
nebo chyba/neurčitost modelu, které částečně či zcela odpov́ıdaj́ı tomuto druhu neur-
čitosti.

b) datová neurčitost neboli neurčitost v datech je zp̊usobena chybami měřeńı, nepřesnost́ı
analytických metod a omezeným množstv́ım vzork̊u při sběru a zacházeńım s daty. Da-
tovou neurčitost někdy nazýváme odstranitelnou neurčitost́ı, nebot’ je možné ji daľśım
studiem (měřeńım) minimalizovat. Speciálně pro tento druh neurčitosti použ́ıváme v
češtině termı́n nejistota.

c) neurčitost v aplikaci modelu vyjadřuje neurčitost (chybu), která vznikne použit́ım
modelu. V tomto př́ıpadě se jedná zejména o řešeńı matematických rovnic popisuj́ıćıch
model pomoćı nástroj̊u ICT.

Analýza neurčitost́ı vyšetřuje zmı́něné neurčitosti ve vstupu a jejich vliv na výstup mo-
delu. Zpravidla se skládá z následuj́ıćıch krok̊u:



� charakterizace vstupńıch neurčitost́ı – odhad neurčitost́ı ve vstupu a parametrech al-
goritmu modelu;

� š́ıřeńı neurčitost́ı – odhad neurčitosti ve výstupu zp̊usobené neurčitostmi na vstupu
modelu;

� charakterizace neurčitost́ı modelu – charakterizace neurčitost́ı spojená s jinými struk-
turami algoritmu modelu a formulacemi modelu;

� charakterizace neurčitost́ı v predikćıch algoritmu modelu – vycháźı z neurčitost́ı ve
vyhodnocených datech.

Neurčitost má (nejméně) dvě vzájemně komplementárńı stránky: vágnost a nejistotu.
Vágnost lze modelovat např. pomoćı teorie fuzzy množin, zat́ımco nejistotu např. pomoćı te-
orie pravděpodobnosti a popř. daľśıch teoríı, jako je teorie možnosti, r̊uzné mı́ry věrohodnosti
apod. Můžeme tedy ř́ıci, že pravděpodobnost nám odpov́ıdá na otázku, zda

”
něco nastane“,

zat́ımco teorie fuzzy množin nám odpov́ıdá na otázku,
”
co vlastně nastalo“. Je zřejmé, že při

matematickém modelováńı systému s neurčitostmi se vyskytuje jak nejistota, tak vágnost.
Ze studijńıch účel̊u však lze obě tyto stránky oddělit a zabývat se pouze jednou z nich.

Podle [25] můžeme ř́ıci, že
”
Předmětem teorie pravděpodobnosti je studium a mode-

lováńı nejistoty. Ta nastává tehdy, jestlǐze se setkáváme s nějakým jevem, který m̊uže, avšak
nemuśı nastat. Nemáme tedy jistotu, že jev opravdu nastane. Základńım pojmem v teo-
rii pravděpodobnosti je rozděleńı pravděpodobnosti. To charakterizuje zp̊usob nastáńı jev̊u
vyb́ıraných z nějaké množiny r̊uzných jev̊u, o nichž v́ıme určitě jen to, že jeden z nich na-
stane. Pravděpodobnost nám pak dává informaci o tom, zda nastáńı některého z uvažovaných
jev̊u m̊užeme očekávat s věťśı jistotou, než nastáńı jiného jevu.“

Naproti tomu uvažujme např. objekty s určitou vlastnost́ı a na otázku, jakou maj́ı
”
vlast-

nost“ odpov́ıme, že by ji mohly mı́t, než, že ji maj́ı či ne. Jde totiž o vymezeńı vlastnosti a
nikoliv toho, zda ji jev má či ne. Základńım pojmem je zde fuzzy množina objekt̊u a funkce
př́ıslušnosti objektu do ńı. To znamená, že prvek patř́ı do množiny s jistou mı́rou př́ıslušnosti
– stupněm př́ıslušnosti. Funkce, která každému prvku universa přǐrad́ı stupeň př́ıslušnosti,
se nazývá funkce př́ıslušnosti. Funkce př́ıslušnosti, stejně jako pravděpodobnosti, mohou
nabývat hodnot z intervalu [0, 1]. To je však jen vněǰsková shoda s teoríı pravděpodobnosti.

”
Fuzzy logika umožňuje zahrnout nepřesnost a poměrně jednoduchým zp̊usobem praco-

vat s významy slov přirozeného jazyka. Použ́ıvá vágně charakterizované expertńı znalosti.
Tedy pravý opak toho, co se vždy požadovalo – větš́ı přesnost. Naráž́ıme na reálný rozpor,
jehož řešeńı neexistuje. Jde o vztah mezi relevanćı a přesnost́ı informace. Princip, který L.
A. Zadeh nazval principem

”
inkompatibility“, lze charakterizovat takto: Chceme-li popsat

realitu, pak muśıme rozhodnout mezi relevanćı informace, která bude méně přesná, nebo
přesnost́ı informace, která však bude méně relevantńı. Při zvyšováńı přesnosti se dostaneme
k bodu, kdy přesnost a relevance se stávaj́ı vzájemně se vylučuj́ıćımi charakteristikami.“ [25]

Př́ıklad: Instrukce k zaparkováńı auta:
”
pootoč kola o 19° 25,32’ a popojed’ o 368,1256

mm dozadu“ – jednak by se tato informace zdlouhavě a složitě chystala a také by bylo
obt́ıžné ji přesně splnit. Stač́ı ř́ıct:

”
pootoč kola mı́rně doleva a popojed’ o malý kousek

dozadu.“
”
K vyjádřeńı relevantńı informace je nezbytné použ́ıt přirozený jazyk. Je to dosud

jediný dokonalý prostředek, který nám umožňuje efektivně pracovat s vágńımi pojmy.“ [25]
Ukazuje se, že přesnost matematického modelu je pouze iluze, nebot’ je principiálně ne-

dosažitelná. Snaha o absolutńı přesnost nás vždy dovede ke sporu. Neńı však třeba litovat,
nebot’ vágnost, kterou přirozený jazyk umı́ dokonale využ́ıt, je jeho hlavńı silou, nikoliv
nedostatkem.

Častá námitka, že to, co je řešeno pomoćı fuzzy logiky, lze řešit i bez ńı, neobstoj́ı.
Rozd́ıl mezi klasickým řešeńım a řešeńım pomoćı fuzzy logiky je v čase a s t́ım souvisej́ıćıch



nákladech. Trvalo by to mnohem déle, abychom dosáhli stejného efektu (správnosti). Nale-
zeńı matematického popisu může být v praxi velmi obt́ıžné. Často je popis velmi složitý, a
následné použit́ı modelu neńı zrovna snadné. Proto se bud’ použ́ıvaj́ı přibližné metody nebo
se přij́ımaj́ı r̊uzná zjednodušeńı a výsledek pak nemuśı být uspokojivý.

Při řešeńı pomoćı fuzzy logiky je nav́ıc větš́ı jistota, že dané řešeńı (model systému) bude
robustněǰśı vzhledem k náhodným poruchám a nepředv́ıdaným situaćım, které pochopitelně
lze očekávat.

K vyjádřeńı relevantńı informace je možné použ́ıt přirozený jazyk. S poč́ıtačem však neńı
možné komunikovat v přirozeném jazyce, a proto jsou nezbytná jistá zjednodušeńı. Obvyklý
zp̊usob je použit́ı pravidel typu JESTLIŽE-PAK. Tato pravidla jsou základem všech úvah a
základem činnosti všech algoritmů.

Př́ıklad: JESTLIŽE sklon svahu je velký a srážky jsou intenzivńı, PAK se svah velmi
rychle sesune.

Modelováńı při riziku předpokládá, že některé informace jsou náhodné veličiny, nebo
že některé procesy jsou popsány náhodnými funkcemi. V př́ıpadě model̊u s rizikem můžeme
velikost rizika při přijet́ı řešeńı popsat pomoćı pravděpodobnostńıch charakteristik [25].



2 Metodologie matematického
modelováńı

Na obrázku 2.1 je znázorněn proces zkoumáńı systému, který zač́ıná monitoringem a
sběrem dat o systému, pokračuje jejich vstupem do matematického modelu a na základě
analýzy výsledk̊u řešeńı modelu (porozuměńı, predikce a kontrola jeho chováńı), je provedena
př́ıpadná úprava modelu a přizp̊usobeńı sběru dat. Pokud to nevede k uspokojivému řešeńı,
provedou se na zkoumaném systému nové experimenty, př́ıpadně se modifikuje matematický
model.

Obrázek 2.1: Proces zkoumáńı systému s využit́ım matematického modelováńı

2.1 Obecné zásady matematického modelováńı

Matematické modelováńı je odborná a kvalifikovaná činnost vyžaduj́ıćı týmovou spolu-
práci odborńık̊u z r̊uzných oblast́ı: odborńıka z oblasti oboru řešené problematiky, specia-
listu v oblasti matematiky, specialistu z oblasti informatiky apod. Pro úspěšné matematické
modelováńı muśı být splněny následuj́ıćı předpoklady:

� Znalost metod a prostředk̊u matematické a funkcionálńı analýzy, algebry a diskrétńı
matematiky — d̊uležité pro volbu správné metody řešeńı a modelu.

� Znalost techniky modelováńı a zdroj̊u informaćı o modelu. Úsiĺı vynaložené na kon-
strukci a využit́ı určitého modelu z literatury muśı být úměrné jeho př́ınosu.

� Týmová spolupráce. Muśı existovat dostatečný prostor pro vlastńı vývoj matema-
tického modelu (iniciativa) a muśı být zainteresovanost (studijńı, výzkumná) na využit́ı
modelové techniky (motivace).
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� Výpočetńı základna. Všechny tři složky ICT (tj. hardware, software a komunikace)
muśı být řešitelskému týmu k dispozici a muśı být v rovnováze.

� Informačńı a datová základna. Každý model je třeba ověřit pomoćı vstupńıch proměnných,
parametr̊u a dat, které vycházej́ı z konkrétńıch hodnověrných informaćı, dat a zd̊uvodněných
odhad̊u parametr̊u. Údaje muśı být ve vhodné formě pro ověřováńı modelu. Je vhodné
vytvářet speciálńı informačńı systémy (např. banky dat), jež uchovávaj́ı data.

� Experimentálńı základna. U složitých matematickým model̊u by měla být k dispozici
i experimentálńı základna, kde se řešeńı modelu ověř́ı v praxi.

Metodologie matematického modelováńı se vyv́ıj́ı jako samostatná odborná specializace,
která se v současné době zařazuje do studijńıch programů Matematického a poč́ıtačového
modelováńı na vysokých školách. Systém uvažujeme jako uspořádanou množiny prvk̊u, mezi
nimiž p̊usob́ı vzájemné vazby. Obecné zásady, jež je třeba při matematickém modelováńı
systémů respektovat, lze velmi zjednodušeně popsat následuj́ıćımi kroky, které pak po-
drobněji poṕı̌seme v daľśı kapitole:

1. Identifikace systému z hlediska matematického modelováńı sestává z:

� Rozhodnut́ı, zda se jedná o standardńı systém (problém), již řešený a volba stan-
dardńıho modelu.

� Rozhodnut́ı, zda se jedná o nový, dosud neznámý systém, a zda použijeme upra-
vený standardńı model nebo vytvoř́ıme model nový. K tomu je třeba zpravidla
vytvořit tv̊urč́ı odborný tým.

� Rozhodnut́ı, zda model bude statický, dynamický, dynamizovaný, determinis-
tický, stochastický. Zda bude deskriptivńı, nebo normativńı. Zda systém bude
modelován jedńım modelem či v́ıce modely a jak budou vzájemně uspořádány
(propojeny).

Obrázek 2.2: Identifikace systému

Identifikace systému je pojem, který se obvykle použ́ıvá k popisu matematických
nástroj̊u a algoritmů, jež vytvář́ı dynamické modely z naměřených dat. V této pu-
blikaci jej budeme uvažovat v obecněǰśım smyslu.

2. V kroku specifikace modelu systému je nutno určit:

� Prvky systému: tj. elementárńı část systému při dané rozlǐsovaćı úrovni dále
nedělitelná.



� Vazby: vzájemné závislosti mezi prvky systému, tj. kauzálńı vztahy: př́ıčina-
následek, zp̊usoby spojeńı mezi prvky, souvislosti mezi jevy, informačńı vazby,
matematicky formulované vztahy atd.

� Strukturu systému: je dána prvky a vazbami mezi nimi.

� Stavy systému: tj. popsat stavy chováńı systému a přechodu mezi nimi u dyna-
mických systémů apod.

� Okoĺı systému: tj. množinu prvk̊u, které nejsou prvky systému, ale maj́ı k němu
významné vazby.

� Organizaci dat v systému: tj. jejich strukturu, zp̊usobu uložeńı, vstup a výstup
dat atd.

� Verifikaci modelu systému: tj. ověřeńı matematických předpoklad̊u, stability, kon-
zistence a konvergence řešeńı atd.

Konkrétńı specifikace či formulace matematického modelu je základem celého ma-
tematického modelováńı a zálež́ı do značné mı́ry na schopnostech řešitelského týmu
spojit teoretické poznatky s informacemi o konkrétńım problému nebo systému, který
je předmětem analýzy. V této fázi matematického modelováńı muśı být věnována
pozornost i tomu, zda vstupńı data skutečně odpov́ıdaj́ı proměnným zahrnutým do
modelu. V některých př́ıpadech je totiž vhodněǰśı dát přednost relativně jednoduše
specifikovanému modelu před složitým, často zaváděj́ıćım modelem.

3. Výpočet řešeńı modelu sestává z:

� Volby algoritmu řešeńı.

� Výběru variant řešeńı.

4. Výběr dostatečně vhodných řešeńı sestává z:

� Výběru vhodných řešeńı v rámci algoritmu řešeńı.

� Výběru vhodných řešeńı prováděných specialistou v řešené problematice.

� Výběru vhodných řešeńı prováděných skupinou expert̊u.

5. Experimentováńı s vybraným řešeńım sestává z:

�
”
What-if“ analýzy, tj. analýzy

”
Co se stane, když“ použ́ıvané většinou při nu-

merické simulaci slouž́ıćı k odhaleńı, jak je model citlivý na odhad vstupńıch
parametr̊u, jež by měly ležet v nějakém vhodném intervalu.

�
”
Goal seeking“ problému, tj.

”
Ćılovým hledáńım problému“, který souviśı s t́ım,

že v praxi se vytvář́ı matematický model metodou postupných krok̊u lépe aproxi-
muj́ıćıch řešený systém. Toho se dosahuje lokálńım hledáńım dostatečně přesného
řešeńı. Tento problém je v anglické literatuře nazýván jako

”
satisfying problem“,

”
feasibility problem“, nebo také

”
goal seeking“ problém.

� Scénář̊u, tj. vhodnou volbou parametr̊u modelu se zkoumaj́ı r̊uzná řešeńı (scénáře),
z nich se pak vybere nejvhodněǰśı řešeńı.

6. Výběr optimálńıho řešeńı, tj. na základě předem stanovených kritéríı se vybere op-
timálńı řešeńı.

7. Implementace, tj. model je nutno implementovat ve vhodném softwarovém prostřed́ı
(vývojové prostřed́ı, programovaćı jazyk, vizualizace řešeńı apod.). Přitom je nutno:



� Sledovat postup implementace modelu.

� Připravit experimentálńı data s ćılem ověřit implementovaný model a provést
jejich validaci.

� Analyzovat poč́ıtačové výstupy řešeńı modelu a mı́t zpětnou vazbu na parametry
modelu při volbě scénář̊u.

� Na základě źıskaných výsledk̊u provést úpravy modelu a jeho novou implementaci.

2.2 Matematické modelováńı s využit́ım ICT

Postup při matematickém modelováńı reálného problému s ICT je uveden na obrázku
2.3 a sestává z několika krok̊u. Jde o permanentńı interaktivńı proces s četnými zpětnými
vazbami, který se několikrát opakuje [11]. Nejprve je nutno vyjasnit si ćıle, které chceme
dosáhnout. Ty urč́ı směr řešeńı ve dvou bodech:

� Na jaké úrovni podrobnosti chceme zkoumat objekt.

� Za druhé muśıme vytvořit hranici mezi modelovaným systémem a jeho přirozeným
prostřed́ım. Toto rozděleńı je správné, pokud prostřed́ı ovlivňuje chováńı systému, ale
modelovaný systém neovlivňuje toto prostřed́ı.

2.2.1 Identifikace modelu

Identifikace (stanoveńı) jednotlivých prvk̊u matematického modelu s využit́ım odborné
literatury (knihy, časopisy, Internet), spolupraćı s odbornou a vědeckou komunitou a dále s
využit́ım ICT k vyhledáńı a sd́ıleńı znalost́ı o řešeném problému je prvńım krokem, který
muśıme udělat při vytvářeńı matematického modelu. Správná matematická formulace zkou-
maného problému je velmi d̊uležitá pro daľśı postup řešeńı. Je třeba vyj́ıt z analýzy systému,
z jeho celkového chováńı a stanovených ćıl̊u řešeńı. Realita je složitá, je třeba ji vymezit a
pro účely modelu zjednodušit. Proto definujeme v rámci objektivńı reality systém, tj. prvky,
vazby, vstupy a výstupy, procesy, stavy a funkce. Dále provád́ıme zjednodušeńı (simplifikaci)
řešeného problému, kdy nepodstatné oddělujeme od podstatného.

Tvorba předpoklad̊u

Když jsme rozhodli o modelovaném systému, muśıme vytvořit základńı strukturu mo-
delu, která muśı reflektovat naše předpoklady a domněnky o tom, jak systém funguje. Tyto
domněnky mohou být uvedeny do formy základńıch předpoklad̊u. Budoućı analýzy systému
vždy zacháźı s těmito předpoklady jako s pravdivými, ale výsledky těchto analýz budou
validńı, pouze pokud tyto předpoklady jsou platné.

Newton předpokládal, že hmotnost je obecně konstantńı, kdežto Einstein uvažoval hmot-
nost jako proměnlivou. To je jeden z elementárńıch rozd́ıl̊u mezi klasickou mechanikou a te-
oríı relativity. Aplikaćı výsledk̊u klasické mechaniky na objekt pohybuj́ıćı se rychlost́ı bĺızkou
rychlosti světla vede k nesrovnalostem mezi teoríı a pozorováńım. Pokud jsou předpoklady
dostatečně precizńı, mohou okamžitě vést př́ımo k matematickým rovnićım popisuj́ıćım mo-
delovaný systém.

2.2.2 Sestaveńı modelu

Sestaveńı modelu (vývoj matematických rovnic a formuĺı) včetně matematické analýzy
(korektnost, konzistence, stabilita a konvergence řešeńı) je daľśım d̊uležitým krokem v ma-
tematickém modelováńı. Pro konstrukci modelu je rozhoduj́ıćı účel, který sledujeme. Ten



Obrázek 2.3: Matematické modelováńı s využit́ım ICT

rozhoduje o tom, co budeme ve skutečnosti pokládat za významné (co zahrneme do modelu)
a co jako podružné ponecháme mimo model a mimo naše úvahy. Důležitá je zde analýza
citlivosti jednotlivých parametr̊u modelu a minimalizace jeho neurčitosti. Tvorba model̊u
patř́ı k tv̊urč́ı činnosti a vyjadřuje kromě dobré znalosti modelové techniky také dobrou
znalost věcné problematiky. Každý model muśı vycházet z konkrétńı hypotézy odvozené z
objektivńı reality (skutečnosti).

Výběr matematických rovnic

Poté, co bylo rozhodnuto o struktuře modelu, muśı být vybrány matematické rovnice
k popsáńı modelovaného systému. Je velmi rozumné vybrat tyto rovnice pečlivě, protože
mohou nepředv́ıdatelně ovlivnit chováńı matematického modelu.

Matematické rovnice z odborné literatury a Internetu

Může se stát, že někdo daľśı publikoval matematické rovnice týkaj́ıćı se problému, o
nějž se zaj́ımáme. To poskytuje dobrý výchoźı bod, ale je nezbytné postupovat s těmito
informacemi obezřetně. Problémy, s nimiž se můžeme setkat, jsou následuj́ıćı:

� Rovnice jsou odvozené z dat v oblasti vysvětluj́ıćıch proměnných, která neobsahuje
oblast nutnou pro aplikaci modelu.



� Experimentálńı podmı́nky (prostřed́ı) se podstatně lǐśı od podmı́nek vyskytuj́ıćıch se
v našem modelovaném problému.

� Rovnice popisuj́ı chováńı většiny dat, aniž by uvažovaly známé odchylky na konćıch
oblasti dat, nebo jejich variabilitu (proměnlivost).

Některé oblasti vědy jsou dostatečně dobře prostudované, a tak odpov́ıdaj́ıćı formulace
analýz se staly standardem. Proto je relativně bezpečné uvažovat podobné analýzy (a proto
i struktury rovnic) za řešeńı podobných problémů.

Často nejsou rovnice v literatuře vyjádřeny v přesné formulaci pro hledaný model. Po-
jmenované a pomocné proměnné mohou být přesunuty během regrese. Rovnice také může
popisovat změnu váhy zv́ı̌rat vzhledem k času, přestože model potřebuje znát změnu počtu
jedinc̊u v čase. V jiném př́ıpadě můžeme přijmout parametr pouze odhaduj́ıćı přibližnou
hodnotu, protože neńı nejd̊uležitěǰśım pro naše potřeby.

2.2.3 Implementace modelu

Implementace modelu s využit́ım ICT (naprogramováńı v př́ıslušném programovaćım ja-
zyce, jeho odladěńı a verifikace, analýza jeho výpočetńı složitosti, využit́ı př́ıslušného hard-
ware atd.). Zde se vyplat́ı využ́ıt moderńıch lad́ıćıch technik, př́ıpadně i použ́ıt již vyvinuté
a dostupné (open source) knihovny, služby i moduly z Internetu.

2.2.4 Řešeńı modelu

Řešeńı implementovaného modelu s využit́ım ICT nástroj̊u (analytické, numerické atd.).
Naplněńı modelu konkrétńımi parametry a daty. Je třeba dbát na jejich hodnověrnost. Exis-
tuj́ı dva zp̊usoby odvozeńı řešeńı z modelu:

a) Analytické (explicitńı) řešeńı spoč́ıvá v nalezeńı přesného řešeńı pomoćı analytických
matematických metod (řešeńı soustav rovnic, řešeńı úlohy na vázaný extrém apod.).

b) Numerické (přibližné) řešeńı se použ́ıvá při řešeńı model̊u, u kterých neumı́me problém
řešit analyticky, nebo v př́ıpadech, kdy je analytické řešeńı obt́ıžné a složité (metody
Monte Carlo, simulace na poč́ıtači apod.). Při numerickém řešeńı muśıme uvažovat jeho
numerickou stabilitu, konvergenci a chybu, která nám vznikne.

2.2.5 Analýza řešeńı modelu

Verifikace řešeńı (kontrola, zda výsledky souhlaśı s chováńım objektu), jeho vizualizace
atd. a publikace výsledk̊u. Model je jen přibližným obrazem objektivńı reality. Je dobrý,
jestliže umožńı přesně sledovat d̊usledky změn ve vstupech do systému na výslednou efek-
tivnost systému. Ćılem testováńı modelu je prověřeńı jeho správné struktury, vypov́ıdaćı
schopnosti, formálńıch kvantitativńıch vlastnost́ı včetně odstraněńı formálńıch chyb. Tes-
továńı modelu provád́ıme tak, že modely naplńıme empirickými č́ıselnými údaji, dosažené
výsledky analyzujeme a porovnáváme s realitou. Ověřováńı lze promı́tat i do minulosti (

”
ex

post“) i do budoucnosti (
”
ex ante“). Interpretačńı analýza představuje převod výsledk̊u

do reálného systému. Je to aktivńı proces, při kterém je třeba provádět neustále logic-
kou kontrolu smyslu řešeńı, vyhnout se nebezpeč́ı mechanického použ́ıváńı modelové tech-
niky. Významným prvkem interpretace je promı́tnut́ı výchoźıch hypotéz a předpoklad̊u do
výsledku řešeńı. Shrnut́ı źıskaných poznatk̊u včetně všech aspekt̊u, které nebyly do mate-
matického modelu zahrnuty.



2.2.6 Modifikace modelu

Modifikace modelu a jeho vylepšeńı. V př́ıpadě, že dosažené řešeńı neńı v dostatečném
souladu s objektivńı realitou, je nutno zač́ıt znovu postupovat od kroku 1 a opakovat celý
předešlý postup matematického modelováńı do té doby, dokud nedosáhneme uspokojivého
řešeńı zkoumaného problému.

Metody prezentace modelu jeho potenciálńım uživatel̊um záviśı na znalostech uživatele
modelu a matematického modelováńı obecně. Pokud chce uživatel vědět raději méně o de-
tailech modelu, je vhodné ukázat mu všechny relevantńı informace o výstupech modelu.
To umožńı uživateli (který neńı programátorem) vytvořit si objektivněǰśı pohled na řešeńı
modelu a jeho interpretaci. Je dobré zkontrolovat, zda predikce řešeńı zahrnuj́ı skryté extra-
polace. Tyto extrapolace mohou hrát úlohu bud’ vzhledem k použitým dat̊um při vytvářeńı
modelu, nebo vzhledem k dat̊um použitým při testováńı modelu.





3 Populačńı modely

Teorii matematického modelováńı popsanou v úvodńıch kapitolách nyńı aplikujeme na
konkrétńım př́ıpadě tzv. populačńıch model̊u. Budeme vytvářet modely populaćı živých
organizmů, které žij́ı v daném čase a prostřed́ı. Naš́ım ćılem bude vytvořit model odpov́ıdaj́ıćı
na otázku, kolik jedinc̊u bude mı́t populace v daném čase t > 0, jestliže známe tento počet
na počátku (v čase t = 0).

Modely r̊ustu populace patř́ı k nejrozš́ı̌reněǰśım a nejznáměǰśım, tud́ıž bychom mohli
nyńı převźıt nějaký již vytvořený model z odborné literatury (např. [15]) nebo ze zdroj̊u
na Internetu (např. [19], [28]). Předpokládejme však, že žádný takový model ještě vytvořen
nebyl a poṕı̌seme podrobně jednotlivé kroky jeho tvorby.

3.1 Růst populace živých organismů

3.1.1 Identifikace a sestaveńı modelu

Nejprve budeme modelovat r̊ust jedné populace. Ćıl modelu jsme již stanovili. Nyńı
muśıme specifikovat jednotlivé prvky modelu a definovat předpoklady, za nichž bude model
platit. Modelujeme r̊ust jedné populace P v čase t, která sestává z počtu N jedinc̊u a na
počátku (v čase t = 0) měla N0 jedinc̊u. Předpokládejme, že změna velikosti N populace
P v čase je zp̊usobena pouze plozeńım nových jedinc̊u a umı́ráńım jiných. Přitom počet
nově narozených, respektive zemřelých jedinc̊u bude př́ımo úměrný velikosti populace. Pro
jednoduchost budeme uvažovat, že na populaci P nep̊usob́ı žádné daľśı vlivy.

Hledejme řešeńı modelu, tj. velikost N populace P v daném čase t. Čas t budeme
uvažovat jednak jako diskrétńı veličinu nabývaj́ıćı celoč́ıselných hodnot (mohou představovat
např́ıklad roky), nebo jako spojitou veličinu.

Na základě vyslovených předpoklad̊u jsme schopni sestavit rovnici modelu. Označme:

N(t) ... funkci představuj́ıćı počet jednotlivc̊u populace (velikost populace) v čase t
a ... koeficient porodnosti populace

(pod́ıl nově narozených jedinc̊u ke všem jedinc̊um za jednotku času)
b ... koeficient úmrtnosti populace

(pod́ıl zemřelých jedinc̊u ke všem jedinc̊um za jednotku času)
h ... kladné reálné č́ıslo představuj́ıćı časový interval

Vzhledem k smysluplnosti modelu předpokládáme, že všechny výše uvedené proměnné
mohou nabývat pouze reálných nezáporných hodnot, nav́ıc b ≤ 1 (nemůže zemř́ıt v́ıce je-
dinc̊u, než kolik jich je v populaci). Počet jedinc̊u N(t) vypoč́ıtaný pro daný čas t nemuśı být
celé č́ıslo, při interpretaci výsledk̊u jej proto budeme zaokrouhlovat. Nav́ıc předpokládáme,
že modelujeme r̊ust populace od času t = 0, v němž známe hodnotu velikosti populace
N(0) = N0.
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Počet nově narozených jedinc̊u za časový interval [t, t+h] je př́ımo úměrný počtu jedinc̊u
N(t) populace v čase t a délce h tohoto intervalu, tj:

a ·N(t) · h,

kde koeficientem př́ımé úměrnosti a je koeficient porodnosti. Analogické tvrzeńı plat́ı pro
počet zemřelých jedinc̊u za daný časový interval, tj:

b ·N(t) · h,

kde koeficientem př́ımé úměrnosti b je koeficient úmrtnosti.
Nyńı již můžeme formulovat rovnice modelu.

Diskrétńı př́ıpad

Čas t v tomto př́ıpadě nabývá pouze celoč́ıselných hodnot, takže h bude rovněž celé
kladné č́ıslo. Pro jednoduchost zvolme h = 1. Rovnice modelu má pak tvar14:

N(t+ 1) = N(t) + a ·N(t) · 1− bN(t) · 1 = (1 + a− b) ·N(t). (3.1)

s počátečńı podmı́nkou

N(0) = N0. (3.2)

Spojitý př́ıpad

Necht’ h je nyńı kladné reálné č́ıslo. Potom má rovnice modelu tvar:

N(t+ h) = N(t) + a ·N(t) · h− b ·N(t) · h. (3.3)

Jelikož uvažujeme spojitý čas, tak můžeme předpokládat, že časový interval [t, t+ h] je
nekonečně malý. Proto uprav́ıme rovnici (3.3) na tvar:

N(t+ h)−N(t))

h
= a ·N(t)− b ·N(t) = (a− b) ·N(t).

A odtud limitńım přechodem (h → 0) dostaneme:

lim
h→0

N(t+ h)−N(t))

h
= (a− b) ·N(t). (3.4)

Výraz na levé straně rovnice 3.4 je derivace funkceN(t) podle proměnné t, takže výsledná
rovnice modelu má tvar15,16:

14Tomuto typu rovnic ř́ıkáme rovnice rekurentńı (př́ıpadně diferenčńı) [17].
15Tomuto typu rovnic ř́ıkáme rovnice diferenciálńı [16].
16Derivaci funkce podle času budeme dále značit apostrofem, tj. d

dtN(t) = N ′(t).



d

dt
N(t) = (a− b) ·N(t) (3.5)

s počátečńı podmı́nkou

N(0) = N0. (3.6)

Z biologického hlediska lze limitně přej́ıt k diferenciálńı rovnici 3.5 pouze, pokud jsou
splněny následuj́ıćı podmı́nky [9]:

� kvantovaćı podmı́nka: populace je tak velká, že neńı třeba poč́ıtat s jedinci,

� vzorkovaćı podmı́nka: všichni jedinci v populaci jsou identičt́ı (populace je homogenńı
z hlediska jedinc̊u v produkčńım věku, např. neuvažujeme jejich pohlav́ı).

3.1.2 Implementace modelu a jeho symbolické řešeńı

Řešeńı výše uvedeného matematického modelu (rovnic modelu) dokážeme vypoč́ıtat
sami na základě svých znalost́ı, užitečný by nám ovšem mohl být také některý z programů
vhodných pro symbolické výpočty (tedy výpočty, kde proměnné nejsou v paměti poč́ıtače
reprezentovány konkrétńımi č́ısly). V úvodu (kapitola 1) jsme zmı́nili tzv. CAS (Computer
Algebra System) systémy, např. Maple. MAXIMA nebo MuPAD. Prostřed́ı jazyka R neńı
pro prováděńı symbolických výpočt̊u určeno, přesto v něm můžeme pomoćı následuj́ıćıho

”
triku“ demonstrovat řešeńı našeho modelu a ověřit si tak jeho správnost. Využijeme k tomu
již dř́ıve též zmı́něný programovaćı jazyk Python a pomoćı knihovny reticulate [34] si z
něj, resp. z jeho baĺıku sympy [24]

”
vyp̊ujč́ıme“ funkce rsolve() resp. dsolve() pro sym-

bolické řešeńı diferenčńıch, resp. diferenciálńıch rovnic. Pro spuštěńı uvedeného př́ıkladu je
nicméně zapotřeb́ı nainstalovat na poč́ıtač prostřed́ı jazyka Python, což překračuje rámec
našeho textu, a proto ponecháváme př́ıklad jen jako demonstrativńı ukázku, která nijak
nepodmiňuje pochopeńı daľśıho textu. V následuj́ıćıch př́ıkladech se mimo jedné výjimky k
Pythonu nebudeme vracet a mı́sto symbolických řešeńı se spokoj́ıme s řešeńımi numerickými,
která jsou pro prostřed́ı R přirozená. Konkrétně budeme použ́ıvat výpočetńı prostřed́ı jazyka
R17 (v́ıce o práci v systému v kapitole REF R).

Před samotným symbolickým řešeńım modelu pomoćı Pythonu bude v prostřed́ı R nutné
provést instalaci a načteńı knihovny reticulate:

install.packages("reticulate")

library(reticulate ))

a po vybudováńı spojeńı mezi R a Pythonem dále nainstalovat a nač́ıst pythonovskou
knihovnu sympy a naimportovat v ńı obsažené př́ıkazy a funkce (upozorňujeme, že následuj́ıćı
kód je směśı jazyka R vně a jazyka Python uvnitř uvozovek):

py_install("sympy")

import("sympy")

py_run_string("from sympy import *")

takto zpř́ıstupněné funkce a př́ıkazy knihovny sympy nyńı využijeme za pomoci př́ıkazu
py_run_string(), který umožňuje z prostřed́ı R spustit libovolný řetězec kódu v Pythonu,
k vyřešeńı diskrétńı i spojité varianty modelu:

17Konkrétně se jedná o verzi R-4.2.3 a uživatelské rozhrańı RStudio verze 2023.03.0. Vzhledem k tomu, že
veškerá práce v prostřed́ı R a software RStudio prob́ıhá v angličtině, upozorňujeme na rozd́ılný oddělovač
desetinných mı́st v textu (čárka v češtině) a ve zdrojovém kódu R (tečka v angličtině).



Diskrétńı př́ıpad

V rovnici modelu 3.1 vystupuj́ı proměnné a, b a čas t a časově závislá funkce N(t), které
nadefinujeme v prostřed́ı Pythonu a následně definujeme funkci f jako levou stranu upravené
rovnice 3.1, na jej́ıž pravé straně je 0. Pak už nám nic nebráńı zavolat př́ıkaz rsolve(), který
nám vyřeš́ı rekurentńı rovnici:

py_run_string("from sympy.abc import a,b,t")

py_run_string("N=Function(’N’)")

py_run_string("f=N(t)-(1+a-b)*N(t-1)")

py_run_string("print(rsolve(f,N(t)))")

źıskáváme tak řešeńı ve tvaru C0*(a - b + 1)**t, které snadno interpretujeme (operátor
** se v Pythonu použ́ıvá pro umocňováńı). Zbývá nám vysvětlit konstantu C0, která je
součást́ı obecného řešeńı, a která v našem př́ıpadě odpov́ıdá počátečńı velikosti populace N0

v čase t = 0 (tedy jde o dř́ıve zmı́něnou počátečńı podmı́nku). Źıskáváme tak řešeńı:

N(t) = N0 · (1 + a− b)t (3.7)

a tedy explicitńı vyjádřeńı velikosti populace N(t), ke kterému jsme bezpochyby dospěli i
při ručńım výpočtu bez využit́ı software. Obdobným zp̊usobem vyřeš́ıme symbolicky rovnici
spojitého modelu.

Spojitý př́ıpad

Stejně jako v diskrétńım př́ıpadě, také v rovnici 3.5 vystupuj́ı proměnné a, b a čas t a
časově závislá funkce N(t). Provedeme proto obdobné kroky, nicméně pro řešeńı diferenciálńı
rovnice zavoláme tentokrát př́ıkaz dsolve() (předchoźı kroky spojené s instalaćı knihovny
z̊ustávaj́ı beze změny):

py_run_string("from sympy.abc import a,b,t")

py_run_string("N=Function(’N’)")

py_run_string("f=Derivative(N(t),t)-(a-b)*N(t)")

py_run_string("print(dsolve(f,N(t)))")

nyńı źıskáváme řešeńı ve tvaru C1*exp(t*(a - b)), které se od diskrétńıho př́ıpadu lǐśı
indexem u konstanty odpov́ıdaj́ıćı počátečńı podmı́nce (nyńı jde o C1) a namı́sto operátoru
pro umocněńı dostáváme exponenciálńı funkci exp(). Snadno tedy provedeme interpretaci:

N(t) = N0 · et·(a−b) (3.8)

a tedy explicitńı vyjádřeńı velikosti populace N(t) se spojitým časem (zde e je základ
přirozeného logaritmu, známé Eulerovo č́ıslo).

3.1.3 Analýza řešeńı

Nyńı můžeme přistoupit k analýze výsledk̊u řešeńı modelu. Využijeme k tomu grafické
možnosti prostřed́ı R.

Diskrétńı př́ıpad

Abychom mohli vykreslit řešeńı v diskrétńım př́ıpadě, je nutné přǐradit parametr̊um
modelu N0, a a b konkrétńı numerické hodnoty. Budeme proto pro demonstraci uvažovat



populaci zaj́ıce polńıho, pro kterou umı́me parametry zjistit. Z literatury [23] zjist́ıme, že
samice zaj́ıce polńıho vrhá 3–4 krát do roka 1–7 mlád’at a že se zaj́ıc polńı dož́ıvá 10–12 let.

Na základě těchto údaj̊u odhadneme hodnoty koeficient̊u porodnosti a úmrtnosti. Před-
pokládáme přitom, že samic je v populaci stejný počet jako samc̊u a plozeńı nových jedinc̊u
je pr̊uměrné. Samice zaj́ıce tedy 3,5 krát v roce vrhne 4 mlád’ata. To je celkem 14 nově
narozených jedinc̊u za rok. Jelikož je v populaci samic polovina, poměr nově narozených
vzhledem k celkovému počtu jedinc̊u populace bude

”
pouze“ 7. Jak zjist́ıme dále, tato hod-

nota je velmi vysoká. Proto pro větš́ı přehlednost přejdeme k délce kroku rovné jednomu
měśıci. Koeficient porodnosti tak bude dvanáctina z p̊uvodně vypoč́ıtané hodnoty, tj. a = 7

12
.

Podobně odvod́ıme koeficient úmrtnosti. Zaj́ıc polńı se dož́ıvá pr̊uměrně 11 let, za rok
tedy zemře 1

11
jeho populace. Opět přejdeme k měśıčńımu kroku a źıskáme b = 1

11·12 . Necht’

počátečńı velikost populace N0 je 100 jedinc̊u. Pro časový krok rovný jednomu měśıci celkem
máme:

N0 = 100, a =
7

12
, b =

1

11 · 12
.

Řešeńı vykresĺıme následuj́ıćım postupem. Z rovnice 3.7, která je řešeńım diferenčńı
rovnice 3.1, vypoč́ıtáme hodnoty řešeńı pro časové body, které nás zaj́ımaj́ı (např. t =
1, 2, ..., 10), a př́ıkazem plot() pro vykreslováńı graf̊u je zobraźıme. Př́ıkazu plot() dále
nastav́ıme několik nepovinných argument̊u (pomoćı type urč́ıme, že p̊ujde o bodový graf,
pch (point character) nastav́ıme na 19 pro plné punt́ıky, dále nastav́ıme col (color) pro
barvu bod̊u, main pro nadpis grafu, xlab a ylab pro popisky os). Zdrojový kód pro vykresleńı
následuje a výsledek je vidět na obrázku 3.1

N0<-100

a <-7/12

b <-1/(11*12)

t<-0:10

reseni <-N0*(1+a-b)^t

plot(t,

reseni ,

type="p",

pch=19,

col="brown",

main="Vývoj populace zaj ı́ce poln ı́ho v čase (diskr étn ı́ př ı́ pad)",

xlab="Čas [měsı́c]",

ylab="Velikost populace [jednotlivec]")

Spojitý př́ıpad

Využijeme nyńı numerické hodnoty odpov́ıdaj́ıćı populaci zaj́ıce polńıho z diskrétńıho
př́ıpadu také pro př́ıpad spojitý - to nám umožńı lépe porovnat obě řešeńı a všimnout si
rozd́ıl̊u mezi nimi. Vykresleńı spojitých funkćı v prostřed́ı R budeme vždy aproximovat po
částech - tedy jako lomené čáry složené z úseček mezi body, které odpov́ıdaj́ı hodnotám
funkce v předem určených časových okamžićıch. Výhodou je, že hustotu těchto okamžik̊u
si můžeme volit libovolně tak, aby výsledná lomená čára poskytovala dostatečně přesnou
aproximaci hladké křivky odpov́ıdaj́ıćı vykreslované funkci. Nejprve si proto funkci N(t) v
R nadefinujeme. Jej́ımi argumenty budou jak čas t, tak počátečńı podmı́nky a parametry



Obrázek 3.1: Řešeńı diskrétńıho modelu pro populaci zaj́ıce polńıho

N0, a a b. To nám umožńı následně tyto hodnoty měnit, aniž bychom museli znovu definovat
celou funkci N(t).

N<-function(t,N0 ,a,b) {

return(N0*exp(t*(a-b)))

}

Nyńı můžeme vykreslit jej́ı graf s úsečkami mezi zvolenými časovými okamžiky (začněme
s t = 1, 2, ..., 10, stejně jako v diskrétńım př́ıpadě). Argument type nyńı nastav́ıme na l

(liniový graf) a namı́sto typu bodu pch zvoĺıme š́ı̌rku čáry 3 pixely pomoćı argumentu lwd:

N0<-100

a <-7/12

b <-1/(11*12)

t<-0:10

plot(t,

N(t,N0,a,b),

type="l",

lwd=3,

col="brown",

main="Vývoj populace zaj ı́ce poln ı́ho v čase (spojit ý př ı́ pad)",

xlab="Čas [měsı́c]",

ylab="Velikost populace [jednotlivec]")

Výsledný graf, viditelný na obrázku 3.2, připomı́ná hladkou exponenciálńı křivku, nicméně
při pozorněǰśım pohledu je možné rozpoznat zlomy v jedenácti předdefinovaných časových



Obrázek 3.2: Řešeńı spojitého modelu pro populaci zaj́ıce polńıho

okamžićıch. Abychom źıskali hladš́ı a na pohled pěkněǰśı křivku, vrát́ıme se nyńı v kódu o
jeden krok nazpět a nadefinujeme desetkrát jemněǰśı děleńı časového intervalu:

t<-seq(0,10,by=0.1)

Po opětovném vykresleńı grafu je již lomená čára (nyńı se 101 zlomy) k nerozeznáńı od
hladké exponenciálńı křivky, která odpov́ıdá naš́ı spojité funkci N(t).

Pust’me se nyńı do malého experimentováńı s nastaveńım koeficient̊u porodnosti, úmrtnosti
a s počátečńımi podmı́nkami modelu. Hodnoty lze nastavit před vykresleńım modelu a opa-
kovaným spuštěńım výše uvedeného kódu vykreslovat nové grafy a diskutovat rozd́ıly mezi
výsledky. Různé variace N0 na prvńı pohled nemaj́ı vliv na tvar křivky modelu: v závislosti
na počátečńı velikosti se měńı pouze výsledný počet jedinc̊u, ovšem dynamika populace je
stejná. Jedinou výjimkou je nastaveńı N0 = 0, při kterém se (dle očekáváńı) nulová počátečńı
populace neńı schopná rozmnožovat a počet jedinc̊u je stále nulový.

Jiného výsledku dosáhneme, pokud budeme pracovat se vzájemným poměrem koefici-
ent̊u porodnosti a úmrtnosti a a b. Opět budeme očekávat, že pokud je porodnost vyšš́ı
než úmrtnost, populace poroste (a jak je patrné z našich dosavadńıch experiment̊u, expo-
nenciálně), ověř́ıme nyńı také přirozená očekáváńı, že pokud jsou oba koeficienty stejně
velké, velikost populace se nebude měnit a nav́ıc, pokud koeficient úmrtnosti převýš́ı koefi-
cient porodnosti, populace po nějaké době vymře.

Zvoĺıme obdobný postup jako v předchoźım př́ıpadě, s t́ım rozd́ılem, že nejprve vy-
kresĺıme prázdný graf (v grafu bude nejprve jen jediný bod v počátku, pomoćı argumentu
cex mu nastav́ıme nulovou velikost, aby nebyl viditelný, dále nastav́ıme pomoćı argument̊u
xlim a ylim vodorovný a svislý rozměr grafu) a do něj pak tři varianty řešeńı model̊u s



hodnotami po řadě a ∈ [0, 1; 0, 2; 0, 3] a b ∈ [0, 3; 0, 2; 0, 1] s r̊uznými barvami čar18.

# Pr ázdn ý graf (bod [0,0] a nulov á velikost punt ı́ku dı́ky cex =0)

plot(0,

0,

cex=0,

xlim=c(0,10),

ylim=c(0,800),

main="Vývoj populace s různ ými variantami koeficient ů a a b",

xlab="Čas [měsı́c]",

ylab="Velikost populace [jednotlivec]")

t<-seq(0,10,by =0.1)

N0<-100

# Cyklus se třemi variantami

for (i in 1:3) {

a <-c(0.1 ,0.2 ,0.3)[i]

b <-c(0.3 ,0.2 ,0.1)[i]

lines(t,

N(t,N0 ,a,b),

lwd=3,

col=c("forestgreen","gold","brown")[i])

}

Výsledek je patrný z obrázku 3.3, kde hnědá čára odpov́ıdá rostoućı populaci (a > b),
žlutá čára populaci z neměnnou velikost́ı (a = b) a zelená čára populaci, která postupně
vymře (a < b). Můžeme tedy dospět k následuj́ıćım závěr̊um. Pokud bude koeficient po-
rodnosti vyšš́ı než koeficient úmrtnosti, velikost populace bude exponenciálně r̊ust. Pokud
budou hodnoty koeficient̊u totožné, populace bude mı́t stále stejnou velikost. A jestliže bude
koeficient úmrtnosti vyšš́ı než koeficient porodnosti, populace bude vymı́rat. Počátečńı ve-
likost populace nemá na zmı́něné chováńı řešeńı žádný vliv (pokud je vyšš́ı než nula). V
diskrétńım př́ıpadě je situace prakticky totožná. Řešeńı se chová kvalitativně stejně,

”
malé“

rozd́ıly můžeme pozorovat v hodnotách velikosti populace v jednotlivých časových bodech.

3.1.4 Numerické řešeńı

Doposud jsme pracovali se symbolickými řešeńımi model̊u, źıskanými bud’ za pomoci
ručńıho výpočtu nebo software Python. Uved’me si nyńı, jak implementujeme vytvořený
model v jazyce R a jak źıskáme jeho numerické řešeńı, které nám rovněž poslouž́ı k vizualizaci
výsledku,v některých př́ıpadech dokonce jednodušš́ı, než jsme dosud viděli.

Pro matematické modelováńı spoč́ıvaj́ıćı v řešeńı (soustav) diferenčńıch a diferenciálńıch
rovnic v prostřed́ı R budeme využ́ıvat tzv. řešič neboli funkci ode() (ordinary differential
equations) z knihovny deSolve [32], volně dostupné na úložǐsti CRAN19. Před použit́ım
budeme muset opět baĺık nainstalovat do poč́ıtače (stač́ı pouze jednou) a nač́ıst (vždy při
spuštěńı skriptu):

install.packages("deSolve")

library("deSolve")

18Zde zvolené barvy , a jsou v́ıceméně náhodně vybrány z široké palety barev, které nab́ıźı prostřed́ı R
pod jejich anglickými názvy. Alternativně lze použ́ıt zadáńı barvy pomoćı funkce rgb()

19CRAN je zkratka pro Comprehensive R Archive Network, jde o otevřený repozitář obsahuj́ıćı desetitiśıce
knihoven pro jazyk R, které lze snadno instalovat př́ımo z prostřed́ı Rstudia.



Obrázek 3.3: Řešeńı modelu pro r̊uzné poměry koeficient̊u porodnosti a a úmrtnosti b

Pro zadáńı (soustavy) diferenčńıch nebo diferenciálńıch rovnic, které budeme řešit, do
funkce ode() bude vždy zapotřeb́ı nadefinovat 5 argument̊u funkce: y, times, func, parm a
method. Argumenty nyńı jen stručně představ́ıme a podrobněǰśı diskuzi o jejich vhodném
nastaveńı ponecháme na později, do textu jednotlivých př́ıklad̊u:

y ... počátečńı podmı́nky (tedy v čase počátku řešeńı, obvykle v t = 0)
jako vektor (c()) rovnost́ı (bĺıže viz daľśı text)

times ... numericky zadané hodnoty času, ve kterých chceme źıskat výsledek,
prvńı hodnota je považována za počátek pro řešeńı

func ... představuje samotnou soustavu diferenciálńıch rovnic, soustava se zadává jako
seznam (list()) pravých stran těchto rovnic v podobě funkćı (function()),
jejichž argumenty jsou čas, seznam proměnných a seznam parametr̊u
(bĺıže viz daľśı text)

parms ... všechny ostatńı parametry vystupuj́ıćı v jednotlivých rovnićıch
(tedy všechna č́ısla, která nejsou proměnné, v našem př́ıpadě např. porodnost)

method ... metoda, kterou řešič použije
(v našem př́ıpadě lsoda pro diferenciálńı a iteration pro diferenčńı rovnice)

Diskrétńı př́ıpad

V př́ıpadě numerického řešeńı v prostřed́ı R neńı možné źıskat výsledek bez předchoźıho
zadáńı konkrétńıch č́ıselných hodnot všech parametr̊u a počátečńıch podmı́nek modelu.
Můžeme proto nyńı setrvat u předešlého př́ıkladu s populaćı zaj́ıce polńıho a pod́ıvat se,
jak dospět k totožnému řešeńı pomoćı numerických metod.



V prvńı řadě urč́ıme hodnoty počátečńıch podmı́nek a parametr̊u modelu (to provedeme
zcela totožně s předchoźım př́ıkladem) a následně nadefinujeme výše uvedených pět argu-
ment̊u funkce ode() v pořad́ı, ve kterém byly zmı́něny výše. Argumentu y přǐrad́ıme vektor
počátečńıch podmı́nek podminky. Vektor je vhodné zadávat jako tzv. vektor s pojmenovanými
prvky (named vector), tj. ve tvaru, kdy každý prvek je zadán rovnićı, na jej́ıž levé straně je
název prvku (v našem př́ıpadě velikost populace N(t) nazveme prostě N) a na pravé straně
hodnota (tedy N0 neboli N0). Zadáńı časových okamžik̊u pro źıskáńı řešeńı z̊ustává stejné
jako v předešlých př́ıkladech, za pozornost ovšem stoj́ı zadáńı soustavy diferenčńıch rovnic
(v našem př́ıpadě zat́ım jediné rovnice): soustavu zadáme jako funkci času, proměnných
a parametr̊u, kde proměnné i parametry budou reprezentovány ve formě vektor̊u (opět je
vhodné volit vektory s pojmenovanými prvky). Návratová struktura této funkce (argument
př́ıkazu return()) bude typu seznam (list). Každý prvek návratového seznamu obsahuje
pravou stranu jedné diferenciálńı/diferenčńı rovnice na jej́ıž levé straně je bud’ derivace dané
funkce nebo n+1. prvek dané posloupnosti. Protože naš́ım ćılem je nalézt řešeńı rovnice 3.1,
bude mı́t pravá strana tvar N(t) +N(t) · (a− b). Vektory proměnných a parametr̊u je jako
argumenty funkce soustava zapotřeb́ı nějak pojmenovat, pro stručnost voĺıme názvy prom a
par. Při zadáváńı rovnic pak jednotlivé proměnné a parametry ve vektorech indexujeme bud’

č́ıselně (to je ale obvykle nepřehledné) nebo, pokud jsme zvolili pojmenováńı prvk̊u, pomoćı
jejich názv̊u. Zat́ımco vektor parametr̊u specifikujeme v daľśım kroku, vektor proměnných již
neńı třeba definovat, protože informace o proměnných je již vložena do dř́ıve nadefinovaného
vektoru počátečńıch podmı́nek. Opět je vhodné vektor parametr̊u definovat jako vektor s
pojmenovanými prvky. Posledńım argumentem je metoda, kterou pro diferenciálńı rovnice
vždy nastav́ıme na hodnotu iteration:

N0<-100

a <-7/12

b <-1/(11*12)

podminky <-list(N=N0)

t<-0:10

soustava <-function(t,prom ,par) {

return(list(c(prom [1]+ prom [1]*(par[["a"]]-par[["b"]]))))

}

parametry <-list("a"=a,"b"=b)

metoda <-"iteration"

Jakmile je t́ımto zp̊usobem nadefinováno všech 5 povinných argument̊u, lze přikročit k
nalezeńı samotného řešeńı pomoćı př́ıkazu ode(). Než si ovšem řešeńı ulož́ıme do proměnné
reseni, provedeme ještě jeden krok, spoč́ıvaj́ıćı v konverzi matice výsledk̊u na datovou ta-
bulku (data.frame), se kterou se nám bude podstatně lépe pracovat. K tomu využijeme
př́ıkazu as.data.frame():

reseni <-as.data.frame(ode(podminky ,t,soustava ,parametry ,metoda ))

Vykresleńı do grafu pak provedeme téměř totožně s předchoźım př́ıkladem, jen jako
prvńı dva argumenty př́ıkazu plot() použijeme prvńı dva sloupce datové tabulky reseni

(konkrétně reseni$time pro čas a reseni$N pro velikost populace). Výsledkem pak bude
obrázek totožný s obrázkem 3.1 (pro úsporu mı́sta obrázek neopakujeme podruhé):

plot(reseni$time ,

reseni$N,

type="p",

pch=19,

col="brown",

main="Vývoj populace zaj ı́ce poln ı́ho v čase (diskr étn ı́ př ı́ pad)",



xlab="Čas [měsı́c]",

ylab="Velikost populace [jednotlivec]")

Spojitý př́ıpad

Numerické řešeńı se ve spojitém př́ıpadě výrazně neodchyluje od řešeńı diskrétńıho. Po-
necháváme beze změny počátečńı podmı́nky, nastaveńı i definici parametr̊u modelu a změny
dostoj́ı pouze argument method, který nastav́ıme na lsoda, což odpov́ıdá algoritmu, který
umı́ vybrat nejvhodněǰśı metodu pro řešeńı dané soustavy diferenciálńıch rovnic20. Změny
dozná též argument soustava, který se nyńı bude skládat z pravé strany rovnice 3.5:

N0<-100

a <-7/12

b <-1/(11*12)

podminky <-c("N"=N0)

t<-0:10

soustava <-function(t,prom ,par) {

return(list(c(prom["N"]+prom["N"]*(par["a"]-par["b"]))))

}

parametry <-c("a"=a,"b"=b)

metoda <-"iteration"

reseni <-as.data.frame(ode(podminky ,t,soustava ,parametry ,metoda ))

plot(reseni$time ,

reseni$N,

type="p",

pch=19,

col="brown",

main="Vývoj populace zaj ı́ce poln ı́ho v čase (diskr étn ı́ př ı́ pad)",

xlab="Čas [měsı́c]",

ylab="Velikost populace [jednotlivec]")

Stejně jako v diskrétńım př́ıpadě vykresĺı př́ıkaz plot() graf totožný s grafem, který
jsme źıskali pro spojité řešeńı v předchoźı kapitole. Ušetř́ıme proto mı́sto a odkazujeme na
obrázek 3.2.

3.1.5 Modifikace modelu

Nyńı porovnáme výsledky modelu s pozorováńım a kriticky zhodnot́ıme model. Je zřejmé,
že problém r̊ustu populace je složitěǰśı, než jak jsme si jej namodelovali. Provedeme proto
vylepšeńı modelu, které jej v́ıce přibĺıž́ı realitě.

Velikost populace se zřejmě nemůže exponenciálně zvyšovat do nekonečna. Prostor, v
němž populace žije, je omezený, podobně jako množstv́ı živin, které má k dispozici. Doplňme
proto předpoklad modelu, že úmrtnost se bude zvyšovat se zvětšuj́ıćı se populaćı. Nejjed-
nodušš́ı zp̊usob závislosti je lineárńı závislost. Koeficient úmrtnosti tedy nebudeme již chápat
jako konstantńı č́ıslo, ale jako rostoućı lineárńı funkci času b+ c ·N(t), kde b a c jsou reálná
nezáporná č́ısla.

20Nastaveńı argumentu method="lsoda" volá poměrně letitou knihovnu lsoda napsanou v jazyce For-
tran, která obsahuje algoritmy, jež se snaž́ı výběrem vhodné metody předej́ıt tzv. tuhému (anglicky stiff)
problému, tj. nestabilitě při hledáńı řešeńı soustavy diferenciálńıch rovnic. Nejde tedy př́ımo o metodu řešeńı,
ale jakousi

”
nadstavbu“, která provede výběr za nás.



Podobně jako dř́ıve źıskáme dvě rovnice modelu.

Diskrétńı př́ıpad:

N(t+ 1) = (1 + a− b) ·N(t)− c ·N(t)2, N(0) = N0 (3.9)

Spojitý př́ıpad:

N ′(t) = (a− b) ·N(t)− c ·N(t)2, N(0) = N0 (3.10)

V diskrétńım př́ıpadě se nám nepodař́ı źıskat analytické řešeńı modelu jako dř́ıve, z
rekurentńıho předpisu však můžeme určit velikost populace v libovolném čase t. Zaměřme
se proto nejprve na spojitý př́ıpad, v němž je analýza řešeńı jednodušš́ı.

Jak jsme přisĺıbili v předchoźım textu, ještě jednou (naposledy) zavoláme na pomoc kni-
hovnu sympy jazyka Python, zprostředkovanou knihovnou reticulate jazyka R. Po správném
zadáńı tak obdrž́ıme řešeńı diferenciálńı rovnice 3.10:

py_run_string("from sympy.abc import a,b,c,t")

py_run_string("N=Function(’N’)")

py_run_string("f=Derivative(N(t),t)-(a-b)*N(t)+c*N(t)**2")

py_run_string("print(dsolve(f,N(t)))")

Výsledek (a-b)*exp(a*(C1+t))/(c*(exp(a*(C1+t))-exp(b*(C1 + t))))můžeme tentokrát
interpretovat jako

N(t) =
(a− b) · ea·(C1+t)

c · [ea·(C1+t) − eb·(C1+t)]
(3.11)

nicméně konstanta C1, kterou jsme t́ımto zp̊usobem źıskali, se nám interpretuje h̊uře, než
dř́ıve použ́ıvaná počátečńı velikost populace N0. Z dosazeńı t = 0 nicméně můžeme úpravou
źıskat vztah pro substituci:

C1 =
ln(1− (a−b)

N0·c )

b− a

a po dosazeńı konečně předpis funkce N(t) obsahuj́ıćı počátečńı velikost populace N0:

N(t) =
N0 · (a− b)

N0 · c+ (a− b−N0 · c) · e(b−a)t
(3.12)

Přesto, že formulace modelu 3.10 byla relativně jednoduchá, vid́ıme, že źıskané řešeńı
je tvořeno funkćı s poměrně složitým předpisem. Skutečně, úroveň složitosti symbolických
řešeńı roste se zvyšuj́ıćı se komplexitou předpisu modelu poměrně rychle a již poměrně
jednoduše formulované modely mohou vést na soustayv rovnic, které v̊ubec nejsme schopni
řešit symbolicky21. Proto se v následuj́ıćım textu omeźıme již pouze na numerická řešeńı
źıskaná pomoćı řešiče ode() v prostřed́ı R a symbolickými řešeńımi se nadále nebudeme
zabývat.

Analýzu řešeńı provedeme znovu graficky, za použit́ı př́ıkazu plot. Přeṕı̌seme źıskané
řešeńı do prostřed́ı R a opakovaně budeme měnit parametry a, b a c a počátečńı podmı́nku

21Důvodem je obvykle neznalost algoritmu pro řešeńı daného typu soustav diferenciálńıch rovnic. Je proto
možné, že symbolické řešeńı existuje, ale nikdo dosud neobjevil nástroje pro jeho nalezeńı.



N0 = 100 a zkoumat závislost řešeńı na jejich hodnotách. Na základě dř́ıve uvedených
údaj̊u zvolme: N0 ∈ [50; 500], a ∈ [0; 1, 17], b, c ∈ [0, 007; 0, 0083] (připust́ıme, že koeficient
porodnosti může být i nulový, abychom mohli pozorovat vývoj řešeńı i v př́ıpadě, kdy je
koeficient porodnosti nižš́ı než koeficient úmrtnosti). Velikost koeficientu c pro jednoduchost
považujme za srovnatelnou s koeficientem b. Graf řešeńı odpov́ıdaj́ıćıho následuj́ıćımu kódu
pro p̊uvodńı hodnoty je vykreslen na obrázku 3.4.

N<-function(t,N0,a,b) {

return ((N0*(a-b))/(N0*c+(a-b-N0*c)*exp((b-a)*t)))

}

N0<-100

a <-7/12

b <-1/(11*12)

c <-1/(11*12)

t<-seq(0,10,by=0.1)

plot(t,

N(t,N0 ,a,b),

type="l",

lwd=3,

col="brown",

main="Modifikovan ý vývoj populace zaj ı́ce (spojit ý př ı́ pad)",

xlab="Čas [měsı́c]",

ylab="Velikost populace [jednotlivec]")

Nastavováńım r̊uzných hodnot parametr̊u v rámci uvedených rozsah̊u zjist́ıme, že veli-
kost populace se vždy (po

”
dostatečně“ dlouhém čase) ustáĺı na nějaké hodnotě, při ńıž je

populace v dynamické rovnováze s prostřed́ım (neroste ani nevymı́rá). V R můžeme tuto
hodnotu určit snadno dosazeńım hodnoty t = ∞ do funkce N(t), (tedy spuštěńım kódu
N(Inf,N0,a,b)), obecněji však bude vhodné ji určit z rovnice modelu položeńım levé strany
rovné nule, tj. vynuceńım nulové derivace (změny) velikosti populace v čase:

0 = (a− b) ·N(t)− c ·N(t)2 (3.13)

Rovnice 3.13 má jediné nenulové řešeńı, a to:

N(t) =
a− b

c
.

Pokud a ≥ b, velikost populace se ustáĺı na hodnotě a−b
c

(tj. lim
t→∞

N(t) = a−b
c
). Pokud

a < b, populace vymře (stejně jako v předcházej́ıćım modelu). Zmı́něné chováńı plat́ı pro
libovolnou nenulovou počátečńı velikost populace.

Právě odvozenou ustálenou hodnotu velikosti populace a−b
c

nazýváme úživnost́ı (resp.
kapacitou) prostřed́ı a znač́ıme ṕısmenem K. Označme dále

r = a− b.

Tento parametr, tj. rozd́ıl koeficient̊u porodnosti a úmrtnosti, se nazývá vnitřńı koeficient
r̊ustu populace.



Obrázek 3.4: Řešeńı modifikovaného modelu pro hodnoty a = 7
12
, b = 1

11·12 , c = 1
11·12 a

N0 = 100

Při tomto označeńı můžeme spojitý př́ıpad rovnice p̊uvodńıho modelu 3.5 přepsat na
tvar:

N ′(t) = r ·N(t) (3.14)

a spojitý př́ıpad rovnice modifikovaného modelu na tvar:

N ′(t) = r ·
(
1− N(t)

K

)
·N(t). (3.15)

Chováńı řešeńı v př́ıpadě modifikovaného modelu záviśı na počátečńı velikosti populace.
Velikost populace v čase klesá, pokud N(0) > K, roste, pokud N(0) < K, př́ıpadně z̊ustává
konstantńı. Závislost řešeńı na počátečńı velikosti populace dokumentuje následuj́ıćı kód a
obrázek 3.5, v němž K = 76 a N0 ∈ {15; 30; . . . ; 150}. Pomoćı for-cyklu je vygenerováno 10
řešeńı pro jednotlivá N0, která jsou vykreslena v jednom grafu př́ıkazem lines().

N<-function(t,N0 ,K,r) {

return (1/(1/K+(1/N0 -1/K)*exp(-r*t)))

}

r<-76/(11*12)

K<-76



t<-seq(0,10,by=0.1)

plot(0,

0,

cex=0,

xlim=c(0,10),

ylim=c(0,150),

main="Zá vislost velikosti populace na po č áte čnı́ podm ı́nce",

xlab="Čas [měsı́c]",

ylab="Velikost populace [jednotlivec]")

for(i in 1:10) {

N0<-15*i

lines(t,N(t,N0,K,r),lwd=3,col="brown")

}

Obrázek 3.5: Řešeńı modifikovaného modelu pro hodnoty a = 7
12
, b = 1

11·12 , c = 1
11·12 a

N0 ∈ {15; 30; . . . ; 150}

Vrat’me se nyńı k diskrétńımu př́ıpadu modifikovaného modelu 3.9, který je možné po
zavedeńı parametr̊u K a r přepsat do tvaru:

N(t+ 1) = N(t) + r ·N(t) ·
(
1− N(t)

K

)
, N(0) = N0. (3.16)

Analýza diskrétńıch př́ıpad̊u populačńıch model̊u bývá složitěǰśı. Nejinak je tomu v tomto
př́ıpadě. Pro jednoduchost uvažujme situaci, kdy je nenulová počátečńı velikost populace



N0 nižš́ı než úživnost prostřed́ı K pro tuto populaci. V závislosti na velikosti vnitřńıho
koeficientu r̊ustu r můžeme pozorovat čtyři (kvalitativně) r̊uzná řešeńı (viz [28]): velikost
populace monotónně roste k hodnotě úživnosti prostřed́ı (varianta 1), přibližuje se k ńı s
tlumenými oscilacemi (varianta 2), koĺısá kolem této hodnoty pravidelně (varianta 3), nebo
kolem této hodnoty koĺısá nepravidelně, chaoticky (varianta 4). Dř́ıve použitým hodnotám
parametr̊u r a K (u spojitého př́ıpadu) odpov́ıdá prvńı varianta (obrázku 3.6).

Před vykresleńım obrázk̊u spočteme hodnoty posloupnosti N(t) pro všechny čtyři va-
rianty vnitřńıho koeficientu r̊ustu r (označme jej r1, r2, r3 a r4), pomoćı jednoduchého
for cyklu, tedy rekurentńım zp̊usobem. Vyhneme se tak nutnosti vyřešit model symbo-
licky a źıskáme přesné řešeńı. Využijeme pro to přirozenou vlastnost jazyka R, který nám
umožńuje jednoduše pracovat s vektory a datovými tabulkami a nadefinujeme r jako vektor
o čtyřech prvćıch a N jako datovou tabulku o čtyřech sloupćıch. Pro vykresleńı čtveřice
graf̊u využijeme dále následuj́ıćı argumenty grafického př́ıkazu par(): mfrow pro nastaveńı
počtu graf̊u nad sebou a vedle sebe, mar pro nastaveńı okraj̊u grafu a oma pro nastaveńı
okraj̊u celého obrázku:

r<-c(76/(11*12) ,1.8 ,2.3 ,3.0)

N0<-20

K <-76

t<-0:10

popisky <-c("0 < r < 1","1 < r < 2","2 < r < 2.8","r > 2.8")

N<-as.data.frame(matrix(NA ,11 ,4))

par(mfrow=c(2,2),oma=c(1.5 ,1.5 ,2 ,0)) # nastaven ı́ ř ádk ů a sloupc ů

for(var in 1:4) {

N[1,var]<-N0

for(cas in 1:10) {

N[cas+1,var]<-N[cas ,var]+

r[var]*N[cas ,var]*

(1-N[cas ,var]/K)

}

par(mar=c(3,3,2,1))

plot(t,

N[,var],

type="p",

pch=19,

ylim=c(0,100),

col="brown",

main=paste0("Varianta ",var ,": ",popisky[var]),

xlab="",

ylab="")

}

par(mfrow=c(1,1))

title(main="Vliv koeficientu r na velikost populace",

line =0.5, outer=TRUE)

mtext("Čas [měsı́c]",side=1,line=0,outer=TRUE)

mtext("Velikost populace [jednotlivec]",side=2,

line =0.5, outer=TRUE)



Obrázek 3.6: Vliv vnitřńıho koeficientu r̊ustu na velikost populace

3.2 Populace pod tlakem nespecializovaného predátora

3.2.1 Identifikace a sestaveńı modelu

V předešlém př́ıkladu jsme modelovali r̊ust populace, která neńı ovlivněna svým okoĺım.
Nyńı přejdeme k situaci, kdy je v prostřed́ı, v němž se uvažovaná populace vyv́ıj́ı, také
nespecializovaný predátor. Nespecializovaný predátor je takový, který neńı závislý na kořisti
z uvažované populace, má i alternativńı zdroje obživy. Velikost jeho populace tedy můžeme
považovat za konstantńı a do modelu ji nemuśıme zahrnovat.

Prvńı předpoklad při tvorbě modelu bude přirozený: predátoři ulov́ı takové množstv́ı
kořisti, které je úměrné době lovu, tj. množstv́ı ulovené kořisti za časový interval délky h
je rovno p · h. Parametr p se nazývá intenzita predace a vyjadřuje predačńı tlak vyv́ıjený
na uvažovanou populaci, přesněji řečeno: množstv́ı kořisti, které predátoři ulov́ı za jednotku
času. Intenzita predace záviśı na velikosti N populace kořisti, tj. p = p(N). Abychom tuto
závislost vyjádřili, přijmeme daľśı dva přirozené předpoklady:

� pokud neńı uvažovaná populace př́ıtomná, predátoři nic neulov́ı a živ́ı se alternativńı
potravou,

� pokud je uvažovaná populace veliká (větš́ı než predátoři dokáž́ı sńıst), lov́ı predátoři
jen omezené množstv́ı jedinc̊u, které představuje jakousi hladinu nasyceńı.

Tyto předpoklady zaṕı̌seme ve tvaru rovnost́ı:

p(0) = 0, p(N) = S pro N > Nkrit,



kde parametr S představuje hladinu nasyceńı, Nkrit kritickou hodnotu velikosti populace (je-
li velikost uvažované populace větš́ı než kritická, predátoři jsou nasyceńı). Zvolme za p(N)
nejjednodušš́ı funkci, která splňuje uvedené předpoklady, tedy funkci lineárńı na intervalu
[0;Nkrit], jinak konstantńı:

p(N) =


S · N

Nkrit
. . . N ≤ Nkrit,

S . . . N > Nkrit

(3.17)

U předešlého modelu jsme v diskrétńım př́ıpadě dospěli k rovnici:

N(t+ 1) = N(t) + r ·N(t) ·
(
1− N(t)

K

)
, N(0) = N0 (3.18)

a ve spojitém př́ıpadě k rovnici

N ′(t) = r ·
(
1− N(t)

K

)
·N(t), N(0) = N0. (3.19)

Obě tyto rovnice lze za použit́ı časového kroku h vyjádřit ve tvaru

N(t+ h) = N(t) + r ·N(t) ·
(
1− N(t)

K

)
· h, N(0) = N0. (3.20)

Výraz

N(t) ·
(
1− N(t)

K

)
· h, N(0) = N0

lze interpretovat jako přirozený př́ır̊ustek velikosti populace za časový interval délky h.
Rovnice 3.18 je rovnićı 3.20 pro h = 1, rovnice 3.19 je mezńım př́ıpadem rovnice 3.20 pro
h → 0.

Nyńı vyjádř́ıme změnu velikosti populace za časový interval délky h jako přirozený
př́ır̊ustek populace zmenšený o množstv́ı ulovených jedinc̊u. Rovnici 3.20 tedy dále mo-
difikujeme a dostaneme model r̊ustu populace pod tlakem nespecializovaného predátora ve
tvaru

N(t+ h) = N(t) + r ·N(t) ·
(
1− N(t)

K

)
· h− p(N(t)) · h, N(0) = N0. (3.21)

kde funkce p(N) je dána rovnost́ı 3.17. Pro h = 1 dostaneme model diskrétńı:

N(t+ 1) = N(t) + r ·N(t) ·
(
1− N(t)

K

)
− p(N(t)), N(0) = N0, (3.22)

limitńım přechodem h → 0 dostaneme model spojitý:

N ′(t) = r ·N(t) ·
(
1− N(t)

K

)
− p(N(t)), N(0) = N0. (3.23)



3.2.2 Implementace modelu a jeho řešeńı

S rostoućı složitost́ı modelu vzr̊ustá i náročnost výpočtu řešeńı. Podobně jako v předchoźım
modifikovaném modelu nejsme schopni určit řešeńı diskrétńıho př́ıpadu 3.22, z rekurentńıho
předpisu však můžeme (při znalosti numerických hodnot parametr̊u modelu) určit hodnotu
velikosti populace v libovolném čase t. Ve spojitém př́ıpadě je možné rovnici 3.23 rozložit na
dva př́ıpady (podle 3.17) a v R již známým postupem při položeńı derivace N ′(t) = 0 nalézt
řešeńı pro každý př́ıpad zvlášt’. Tento postup je však možný jedině tehdy, kdy je velikost
populace stále

”
pod hladinou“ Nkrit, nebo stále nad ńı (připoušt́ıme i rovnost).

V obecném př́ıpadě je nutné řešit rovnici 3.23 za pomoci numerických metod, k čemuž
muśıme znát numerické hodnoty všech parametr̊u modelu. Můžeme opět uvažovat populaci
zaj́ıce polńıho, na jehož územı́ nyńı žije i lǐska obecná jakožto nespecializovaný predátor.
Muśıme však zjistit hodnoty použitých parametr̊u. Od této chv́ıle se pro zbytek textu od-
klońıme od konkrétńıch hodnot naměřených v praxi a pro jednoduchost a názornost budeme
volit

”
vymyšlené“ (avšak realistické) nastaveńı parametr̊u. V grafech proto dále nebudeme

uvádět jednotky (které se mohou lǐsit pro r̊uzné modelované populace), nebot’ nám jde o
kvalitativńı chováńı populaćı. V tuto chv́ıli zvolme např́ıklad následuj́ıćı nastaveńı:

S = 300, r = 1, K = 1000, Nkrit = 200, N0 = 500.

Před vlastńım řešeńım modelu je třeba nadefinovat v R predačńı funkci p(N) tak, jak
jsme si ji popsali v 3.17. Funkce bude mı́t tři argumenty: velikost populace N , kritickou
hladinu, při které dojde k nasyceńı predátora Nkrit a vlastńı hodnotu nasyceńı S:

p<-function(N,Nkrit ,S) {

if (N <= Nkrit) {

return ((S/Nkrit)*N)

}

else{

return(S)

}

}

Nyńı lze přistoupit k nadefinováńı hodnot parametr̊u a vlastńımu výpočtu a vykresleńı
řešeńı modelu (obr 3.7:

N0<-500

r<-1

K<-1000

Nkrit <-200

S<-300

podminky <-c("N"=N0)

t<-seq(0,20,by=0.1)

soustava <-function(t,prom ,par) {

return(list(c(par["r"]*prom["N"]*(1-prom["N"]/par["K"])-

p(prom["N"],par["Nkrit"],par["S"]))))

}

parametry <-c("r"=r,"K"=K,"Nkrit"=Nkrit ,"S"=S)

metoda <-"lsoda"

reseni <-as.data.frame(ode(podminky ,t,soustava ,parametry ,metoda ))

plot(reseni$time ,



reseni$N,

type="l",

lwd=3,

col="brown",

main="Populace pod tlakem nespecializovan ého pred átora",

xlab="Čas",

ylab="Velikost populace")

Obrázek 3.7: Numerické řešeńı rovnice 3.23

Obě rovnice 3.22 a 3.23 vyjadřuj́ı změnu velikosti populace v čase. Ustálená hodnota
řešeńı je přitom taková, která se v čase neměńı, tj. v diskrétńım př́ıpadě pro ni plat́ı:

N(t+ 1)−N(t) = 0 (3.24)

a ve spojitém:

N ′(t) = 0. (3.25)

Oboj́ı vede na rovnici

r ·N(t) ·
(
1− N(t)

K

)
− p(N(t)) = 0. (3.26)

Rovnici 3.26 nyńı vyřeš́ıme pro oba př́ıpady (viz 3.17):



1. Budeme předpokládat, že populace dravce neńı nasycena a tedy predačńı funkce p(N)
se nacháźı ve své lineárně rostoućı fázi: p(N(t)) = S · N

Nkrit
. Źıskáváme tak kvadratickou

rovnici:

r ·N(t) ·
(
1− N(t)

K

)
− S · N(t)

Nkrit

= 0, (3.27)

kterou můžeme upravit na tvar

N(t)2 −
(
K − K · S

Nkrit · r

)
·N(t) = 0.

Odtud ihned dostáváme dvojici řešeńı:

N1(t) = 0, N2(t) = K ·
(
1− S

Nkrit · r

)
.

Prvńı, nulové, řešeńı je triviálńı, druhé si ulož́ıme pro daľśı analýzu.

2. Ve druhém př́ıpadě budeme předpokládat, že populace dravce je nasycena a tedy pro
predačńı funkci plat́ı P (N(t)) = S. Rovnice se nyńı změńı na:

r ·N(t) ·
(
1− N(t)

K

)
− S = 0, (3.28)

a po úpravě

N(t)2 −K ·N(t) +
K · S
r

= 0,

odkud źıskáváme opět dvě řešeńı:

N3(t) =
1

2
·K ·

(
1−

√
1− 4 · S

r ·K

)
, N4(t) =

1

2
·K ·

(
1 +

√
1− 4 · S

r ·K

)
.

Stejně jako u předchoźıho modifikovaného modelu je analýza diskrétńı varianty modelu
složitěǰśı. Opět se proto nejprve pust́ıme do analýzy spojitého př́ıpadu, o diskrétńı variantě
se zmı́ńıme později.

V závislosti na hodnotě počátečńı velikosti populace a vztahu mezi parametry modelu
se velikost populace v čase ustáĺı na jedné ze čtyř právě nalezených hodnot N1, N2, N3

nebo N4. V prvńım př́ıpadě populace vymře (jej́ı velikost se ustáĺı na hodnotě 0). Celkem je
možné rozlǐsit 5 r̊uzných kvalitativńıch situaćı. Pro každou z nich následuje obrázek řešeńı
s vytvořuj́ıćım kódem v prostřed́ı R.

Pro nalezeńı řešeńı modelu je použit př́ıkaz ode(), jenž zajist́ı numerické řešeńı př́ıslušné
diferenciálńı rovnice. Řešeńı je provedeno pomoćı for cyklu vždy 21krát pro r̊uzné počátečńı



hodnoty (N0 ∈ {0, 50, . . . , 1000}). Predačńı funkci p(N) již znovu nedefinujeme, použ́ıváme
výše uvedenou definici. Grafy řešeńı jsou vytvořeny př́ıkazy plot() a lines() opět pomoćı
cyklu, obdobně jako v obrázku 3.5.

Protože kód pro výpočet je kromě části s definićı parametr̊u modelu S a Nkrit stále
stejný, uvedeme jej pouze jednou na začátku a nebudeme jej kromě uvedených dvou řádk̊u
neustále opakovat:

r<-1

K<-1000

Nkrit <-200

S<-300

t<-seq(0,20,by=0.1)

soustava <-function(t,prom ,par) {

return(list(c(par["r"]*prom["N"]*(1-prom["N"]/par["K"])-

p(prom["N"],par["Nkrit"],par["S"]))))

}

parametry <-c("r"=r,"K"=K,"Nkrit"=Nkrit ,"S"=S)

metoda <-"lsoda"

reseni <-as.data.frame(matrix(NA ,201 ,21))

for(i in 0:20) {

podminky <-c("N"=50*i)

reseni[,i+1] <-as.data.frame(ode(podminky ,t,soustava ,parametry ,

metoda ))$N

}

plot(0,

0,

cex=0,

xlim=c(0,20),

ylim=c(0,1000),

main="Varianta 1a",

xlab="Čas",

ylab="Velikost populace")

for(i in 0:20) {

lines(t,reseni[,i+1],lwd=3,col="brown")

}

1. S ≥ 1
4
· r ·K

a) Nkrit <
S
r

Predátor vyhub́ı uvažovanou populaci (N(t) = N1) při jakékoliv počátečńı hodnotě
N0 ≥ 0. Řešeńı je patrné z obrázku 3.8, který je výsledkem kódu uvedeného výše
pro nastaveńı parametr̊u:

S = 300, r = 1, K = 1000, Nkrit = 200, N0 ∈ {0; 50; . . . ; 1000}
⇒ N1 = 0



Obrázek 3.8: Varianta 1a

b) Nkrit ≤ S
r

Velikost populace se ustáĺı na hodnotě N2 při jakékoliv počátečńı hodnotě N0 > 0,
tj. predátor zmenš́ı ustálenou velikost populace (z hodnoty K). Nulová populace
z̊ustává přirozeně nadále nulovou – obrázek 3.9 pro nastaveńı parametr̊u:

S = 300, r = 1, K = 1000, Nkrit = 400, N0 ∈ {0; 50; . . . ; 1000}
⇒ N1 = 0, N2 = 250

Tedy v předešlém kódu v prostřed́ı R změńıme definici parametr̊u Nkrit a S takto:

Nkrit <-400

S<-300

a źıskáme tak řešeńı N1 = 0 a N2 = 250.

2. S < 1
4
· r ·K

a) Nkrit > N3

Velikost populace se ustáĺı na hodnotě N4 při jakékoliv počátečńı hodnotě N0 > 0,
tj. predátor zmenš́ı ustálenou velikost populace (z hodnoty K). Nulová populace
z̊ustává přirozeně nadále nulovou – obrázek 3.10 pro nastaveńı parametr̊u:

S = 200, r = 1, K = 1000, Nkrit = 400, N0 ∈ {0; 50; . . . ; 1000}
⇒ N1 = 0, N4=̇724



Obrázek 3.9: Varianta 1b

Tedy v předešlém kódu v prostřed́ı R změńıme definici parametr̊u Nkrit a S takto:

Nkrit <-400

S<-200

a źıskáme tak řešeńı N1 = 0 a N4=̇724.

b) S
r
< Nkrit ≤ N3

Pokud N0 > N3, velikost populace se ustáĺı na hodnotě N4. Pokud N0 < N3,
ustáĺı se na hodnotě N2. Pro N0 = N3 z̊ustane velikost populace stejná. Predátor
tedy opět zmenš́ı ustálenou velikost populace; nová ustálená velikost populace však
záviśı na jej́ı počátečńı velikosti. To je patrné z obrázku 3.11 s přidanou čárkovanou
čarou pro N0 = N3 při nastaveńı parametr̊u:

S = 200, r = 1, K = 1000, Nkrit = 400, N0 ∈ {0; 50; . . . ; 1000}
⇒ N1 = 0, N2 = 200, N3=̇276, N4=̇724

Přidáńı čáry do přesné hodnoty pro N3 provedeme následuj́ıćım kódem (s nasta-
veńım argumentu př́ıkazu lines() pro typ čáry lty=5 neboli dlouhé čárkováńı):

# Přid ánı́ ře šen ı́ N3:

podminky <-c("N"=K/2*(1-sqrt(1-4*S/(r*K))))

reseni [,22] <-as.data.frame(ode(podminky ,t,soustava ,parametry ,

metoda ))$N

lines(t,reseni [,22],lwd=3,lty=5,col="brown")



Obrázek 3.10: Varianta 2a

Tuto možnost lze také interpretovat takto: velikost dynamicky stabilizované popu-
lace záviśı na historii. Pokud populace invadovala do prostřed́ı obsazeného populaćı
predátora, je stabilizovaná populace malá. Naopak, pokud do prostřed́ı se stabili-
zovanou populaćı invadovala populace predátora, je stabilizovaná populace velká.

c) Nkrit ≤ S
r
:

Pokud N0 > N3, velikost populace se ustáĺı na rovnovážné hodnotě N4. Pokud
N0 < N3, ustáĺı se na hodnotě 0. Pro N0 = N3 z̊ustane velikost populace konstantńı.
Predátor tedy zmenš́ı ustálenou velikost populace nebo populaci vyhub́ı v závislosti
na jej́ı počátečńı velikosti – obrázek 3.12 pro nastaveńı parametr̊u:

S = 200, r = 1, K = 1000, Nkrit = 400, N0 ∈ {0; 50; . . . ; 1000}
⇒ N1 = 0, N3=̇276, N4=̇724

A obdobným zp̊usobem jako v předchoźım př́ıpadě přidáme k předdefinovaným
počátečńım počt̊um také počátečńı počet N0 = N3 a vykresĺıme pro něj čárkovanou
čáru:

# Přid ánı́ ře šen ı́ N3:

podminky <-c("N"=K/2*(1-sqrt(1-4*S/(r*K))))

reseni [,22] <-as.data.frame(ode(podminky ,t,soustava ,parametry ,

metoda ))$N

lines(t,reseni [,22],lwd=3,lty=5,col="brown")



Obrázek 3.11: Varianta 2b

Předešlé možnosti chováńı modelu plat́ı pro spojitý př́ıpad (3.23). V diskrétńım př́ıpadě
(3.22) je situace složitěǰśı. Obrázek 3.13 a následuj́ıćı kód ilustruj́ı možnost 2a) (tj. S <
1
4
· r · K,Nkrit > N3) v diskrétńım př́ıpadě pro t ∈ {0; 0, 1; . . . ; 5}. V levém grafu jsou

vykreslena všechna řešeńı najednou, v pravém je vybráno jedno řešeńı pro N0 = 1000. Pro
větš́ı přehlednost jsou po sobě následuj́ıćı hodnoty zobrazené jako červené body, propojené
tenkou šedou čarou. Můžeme tak vidět, že v těchto př́ıpadech se velikost populace v čase
neustáĺı na jedné hodnotě, ale osciluje kolem ńı. Nulová počátečńı velikost však stejně jako
ve spojitém př́ıpadě vede na nulové řešeńı.

r<-3.2

K<-1000

Nkrit <-500

S<-300

t<-seq(0,5,by =0.1)

soustava <-function(t,prom ,par) {

return(list(c(prom["N"]+par["r"]*prom["N"]*(1-prom["N"]/par["K"])-

p(prom["N"],par["Nkrit"],par["S"]))))

}

parametry <-c("r"=r,"K"=K,"Nkrit"=Nkrit ,"S"=S)

metoda <-"iteration"

reseni <-as.data.frame(matrix(NA ,51 ,21))

for(i in 0:20) {



Obrázek 3.12: Varianta 2c

podminky <-c("N"=50*i)

reseni[,i+1] <-as.data.frame(ode(podminky ,t,soustava ,parametry ,

metoda ))$N

}

par(mfrow=c(1,2)) # nastaven ı́ dvou graf ů vedle sebe

plot(0,

0,

cex=0,

xlim=c(0,5),

ylim=c(0,1100),

main="Vš echny po č áte čnı́ velikosti",

xlab="Čas",

ylab="Velikost populace")

for(i in 0:20) {

lines(t,reseni[,i+1],lwd=1,col="gray")

}

for(i in 0:20) {

points(t,reseni[,i+1],pch=19,col="brown")

}

plot(0,



0,

cex=0,

xlim=c(0,5),

ylim=c(0,1100),

main="Na po č á tku 1000 jedinc ů",

xlab="Čas",

ylab="Velikost populace")

lines(t,reseni [,21],lwd=1,col="gray")

points(t,reseni [,21],pch=19,col="brown")

par(mfrow=c(1,1)) # nastaven ı́ grafu zp ět na celou š ı́ řku

Obrázek 3.13: Řešeńı modelu r̊ustu populace pod tlakem nespecializovaného predátora v
diskrétńı podobě př́ıpadu 2a

Při určitém nastaveńı parametr̊u se nám dokonce může stát, že řešeńı modelu bude dosa-
hovat záporných č́ısel, jak ilustruje obrázek 3.14 pro možnost 1a (tj. S ≥ 1

4
·r ·K,Nkrit ≤ S

r
).

Př́ıčinou je př́ılǐs velký časový krok pro dané hodnoty parametr̊u modelu. Takové řešeńı
můžete vidět na obrázku 3.14, který byl vygenerován stejným kódem jako obrázek 3.13,
ovšem, s pozměněným nastaveńım rozsahu svislé osy ylim=c(-200,1000) a hodnotami pa-
rametr̊u:

S = 500, r = 1, K = 1000, Nkrit = 200



Obrázek 3.14: Řešeńı modelu r̊ustu populace pod tlakem nespecializovaného predátora v
diskrétńı podobě př́ıpadu 1a

3.3 Interaguj́ıćı populace

Uvažujme obecnou rovnici (společnou pro diskrétńı i spojitý model) 3.20 z předešlého
modelu vyjadřuj́ıćı r̊ust populace v omezeném prostřed́ı, tj. rovnici

N(t+ h) = N(t) + r ·N(t) ·
(
1− N(t)

K

)
· h, N(0) = N0 (3.29)

a jej́ı diskrétńı variantu

N(t+ 1) = N(t) + r ·N(t) ·
(
1− N(t)

K

)
, N(0) = N0 (3.30)

a spojitou variantu

N ′(t) = r ·N(t) ·
(
1− N(t)

K

)
, N(0) = N0. (3.31)

Rovnici neomezeného (exponenciálńıho) r̊ustu populace

N(t+ h) = N(t) + r ·N(t) · h, (3.32)



př́ıpadně jej́ı diskrétńı variantu

N(t+ 1) = N(t) + r ·N(t) (3.33)

nebo spojitou variantu

N ′(t) = r ·N(t), (3.34)

lze považovat za speciálńı př́ıpad rovnice 3.29, př́ıpadně 3.30 nebo 3.29, pro K = ∞, nebot’

lim
K→∞

N(t)

K
= 0

pro jakoukoliv hodnotu N(t).
Nyńı představ́ıme několik model̊u dvou, př́ıpadně tř́ı, interaguj́ıćıch populaćı. Modely

budeme prezentovat v diskrétńı i spojité variantě, analýzu jejich řešeńı však budeme uvádět
spolu s př́ıklady v R pouze pro spojitý př́ıpad.

3.3.1 Modely dvou interaguj́ıćıch populaćı

Nyńı budeme uvažovat dvě populace na jednom územı́. Označme N1(t), resp. N2(t), veli-
kost prvńı, resp. druhé, populace v čase t. Pokud by na sebe populace vzájemně nep̊usobily,
vývoj velikosti každé z nich by bylo možné modelovat pomoćı rovnice 3.29; o kterou z po-
pulaćı jde, bychom odlǐsili dolńım indexem u všech parametr̊u, tedy

N1(t+ h) = N1(t) + r1 ·N1(t) ·
(
1− N1(t)

K1

)
· h

N2(t+ h) = N2(t) + r2 ·N2(t) ·
(
1− N2(t)

K2

)
· h

Vliv velikosti jedné populace na r̊ust druhé se může realizovat bud’ prostřednictv́ım
prostřed́ı, které obě populace obývaj́ı, nebo př́ımo.

Model, kdy j -tá populace ovlivňuje prostřed́ı, v němž žije i -tá populace

Necht’ i, j ∈ {1; 2}, i ̸= j. Kvalitu prostřed́ı pro i -tou populaci v našem modelu vyjadřuje
jediný parametr Ki – úživnost (nosná kapacita) prostřed́ı. Pokud j -tá populace ovlivňuje
prostřed́ı, jeho úživnost již nebude konstanta Ki, ale bude záviset na velikosti j -té populace.
Konstantu Ki nahrad́ıme funkćı κi argumentu Nj(t). Vývoj i -té populace tedy bude popsán
rovnićı

Ni(t+ h) = Ni(t) + ri ·Ni(t) ·
(
1− Ni(t)

κi(Nj(t))

)
· h. (3.35)

Nyńı budeme specifikovat funkci κi. Ta muśı splňovat dva přirozené předpoklady:

� Pokud neńı j -tá populace př́ıtomná, je úživnost prostřed́ı nezměněna, tedy rovna
p̊uvodńı hodnotě Ki. Přesněji κi(0) = Ki.



� Pokud je j -tá populace veliká, změńı úživnost prostřed́ı na hodnotu Cij, tedy

lim
Nj(t)→∞

κi(Nj(t)) = Cij.

Jednoduchá funkce, která splňuje obě podmı́nky, je funkce lomená s lineárńı funkćı v čitateli
i jmenovateli, tedy

κi(Nj(t)) =
Ki + Cij · γij ·Nj(t)

1 + γij ·Nj(t)
. (3.36)

V předpisu funkce se objevuje nový parametr γij. Abychom lépe pochopili jeho význam,
určeme derivaci funkce κi podle velikosti j -té populace v bodě Nj(t) = 0:

d

dNj(t)

Ki + Cij · γij ·Nj(t)

1 + γij ·Nj(t)
=

Cij · γij · [1 + γij ·Nj(t)]− γij · [Ki + Cij · γij ·Nj(t)]

[1 + γij ·Nj(t)]2

po úpravě čitatele pak dostáváme

d

dNj(t)

Ki + Cij · γij ·Nj(t)

1 + γij ·Nj(t)
=

γij · (Cij −Ki)

[1 + γij ·Nj(t)]2

po dosazeńı za Nj(t) = 0 je tedy derivace rovna γij · (Cij − Ki). Nyńı vyděĺıme výsledek
rozd́ılem Cij−Ki (tedy rozd́ılem úživnosti prostřed́ı pro i -tou populaci mezi krajńımi hodno-
tami (tj. nekonečnou a nulovou) velikosti j -té populace) a źıskáváme hodnotu γij. Můžeme
proto γij chápat jako relativńı změnu úživnosti prostřed́ı pro i -tou populaci zp̊usobenou
velmi malou (invazńı) j -tou populaćı vzhledem k celkové možné změně úživnosti prostřed́ı
i -té populace.

Pro lepš́ı porozuměńı je situace zobrazena na obrázku 3.15, kde je funkce κi(Nj(t))
vykreslena jako tlustá zelená křivka o hodnotě Ki = 200 pro nulovou velikost populace Nj

a Cij = 500 pro nekonečně velkou populaci Nj (hodnoty 200 a 500 jsou zvýrazněny šedou
čárkovanou čarou). Parametr γij je znázorněn jako strmost tečny ke křivce v bodě Nj(t) = 0
(zelená čárkovaná př́ımka). Při nastaveńı použitém pro obrázek, kde γij = 0, 01 je z grafu
zřejmé, že strmost tečny odpov́ıdá dosažeńı celého rozd́ılu Cij − Ki (a tedy ustáleńı Ni(t)
na hodnotě Cij při zvětšeńı populace Nj(t) z 0 na 100 jedinc̊u. V modelu je však dynamika
změny velikosti populace Nj(t) daná předpisem funkce κ(Nj(t)) pomaleǰśı a křivka se od
př́ımky odkláńı k nižš́ım hodnotám (roste pomaleji a k Cij konverguje až v nekonečnu).

Obecně je přirozené předpokládat, že konstanty Ki a Cij jsou nezáporné (v prostřed́ı
nemůže být populace záporné velikosti) a že alespoň jedna z nich je kladná (prostřed́ı po-
pulaci někdy uživ́ı). Vztah konstant Ki a Cij vyjadřuje ekologickou klasifikaci vztahu j -té
populace k i -té:

� Ki = Cij

j -tá populace je v̊uči i -té neutrálńı.

� Ki > Cij

j -tá populace je amensálem22 i -té populace.

22Amensalismus je populačńı vztah, při němž jedna populace uvolňuje do prostřed́ı odpadńı produkt nebo
speciálńı látku, která populaci jiného druhu ovlivňuje negativně (potlačuje r̊ust a vývoj, zp̊usob́ı i zánik)
[18].



Obrázek 3.15: Význam parametru γij

� Ki < Cij

j -tá populace je komensálem23 populace i -té. V této situaci můžeme dále rozlǐsit:

– Ki = 0 – i -tá populace by bez př́ıtomnosti j -té nepřežila; j -tá populace je ob-
ligátńım komensálem populace i -té.

– Ki > 0 – i -tá populace přež́ıvá i bez př́ıtomnosti j -té; j -tá populace je fakulta-
tivńım komensálem populace i -té.

Z rovnost́ı 3.35 a 3.36 dostáváme model vývoje velikost́ı dvou interaguj́ıćıch populaćı ve
tvaru soustavy rovnic

N1(t+ h) = N1(t) + r1 ·N1(t) ·
(
1− N1(t) · [1 + γ12 ·N2(t)]

K1 + C12 · γ12 ·N2(t)

)
· h,

N2(t+ h) = N2(t) + r2 ·N2(t) ·
(
1− N2(t) · [1 + γ21 ·N1(t)]

K2 + C21 · γ21 ·N1(t)

)
· h.

(3.37)

Tuto soustavu rovnic můžeme pro h → 0 konkrétně zapsat jako soustavu rovnic dife-
renciálńıch

23Komensalismus je populačńı vztah, při němž jedna populace využ́ıvá jinou bez jej́ıho poškozováńı (jedna
populace má ze vztahu prospěch, druhá neńı ovlivněna) [18].



N ′
1(t) = r1 ·N1(t) ·

(
1− N1(t) · [1 + γ12 ·N2(t)]

K1 + C12 · γ12 ·N2(t)

)
,

N ′
2(t) = r2 ·N2(t) ·

(
1− N2(t) · [1 + γ21 ·N1(t)]

K2 + C21 · γ21 ·N1(t)

)
,

(3.38)

nebo pro h = 1 jako soustavu rovnic diferenčńıch

N1(t+ 1) = N1(t) + r1 ·N1(t) ·
(
1− N1(t) · [1 + γ12 ·N2(t)]

K1 + C12 · γ12 ·N2(t)

)
,

N2(t+ 1) = N2(t) + r2 ·N2(t) ·
(
1− N2(t) · [1 + γ21 ·N1(t)]

K2 + C21 · γ21 ·N1(t)

)
.

(3.39)

V př́ıpadě komensalismu může doj́ıt i k tomu, že populace komensála při rostoućı velikosti
zvětšuje úživnost prostřed́ı nade všechny meze, limNj(t)→∞κi(Nj(t)) = ∞. Nejjednodušš́ı
funkce, která modeluje tento jev, je funkce lineárńı

κi(Nj(t)) = Ki + γij ·Nj(t).

Zde kladný parametr γij vyjadřuje absolutńı nár̊ust úživnosti prostřed́ı pro i -tou populaci
zp̊usobený j -tou populaćı o jednotkové velikosti.

Model konkurence (kompetice)

Model konkurence vyjadřuje interakci mezi populacemi zp̊usobenou sd́ılenými požadavky
na zdroj, který je omezeně dostupný [20]. Obě populace si t́ımto vzájemně snižuj́ı úživnost
prostřed́ı. Velikosti obou populaćı se ustáĺı na nových rovnovážných hodnotách menš́ıch, než
byly hodnoty pro izolované (vzájemně se neovlivňuj́ıćı) populace.
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Brno (2006)

[14] Isukapalli, S.: Uncertainty analysis of transport transformation models. Ph.D. thesis,
State University of New Jersey, New Brunswick, New Jersey (1999)
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prirodainfo.cz/karta.php?cislo=3080.00

textgreater

[24] Meurer, A., Smith, C. P., Paprocki, M., Čert́ık, O., Kirpichev, S. B., Rocklin, M.,
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