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Objevovani neznamych skupin
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Objevovani
skupin

* Snazime se vyvodit zavéry o vzorcich
nebo molekulach bez (brani do Uvahy)
jakékoliv predchozi znalosti
biologickych skupin (=shlukovani)

* Cilem je vytvorit skupiny objektd na
zakladeé jejich vzajemné podobnosti

* Objekty uvnitr skupiny maji byt co
nejpodobnéjsi a objekty z rliznych
skupin maji byt vzajemneé tak odlisné,
jak jen je to mozné









Molekularni podtypy karcinomu prsu

Bakterie se stejnymi geny rezistence

Priklady

objevovani
skupin

Geny se stejnou genovou expresi v ¢ase

Skupiny bakterii spolecné se vyskytuicich s
konkrétnimi metabolity




Omezeni

« Neznama pravda - nutné co nejobjektivneji popsat
skutecnost

* (Ne) reprezentativnost populace v datech
e Technické moznosti
e Odchylky v datech mUzou podstatné ovlivnit vysledek

* Typ dat urCuje uhel pohledu (génova exprese vs proteinova abundance,
metabolicky profil, epidemiologie, histologie, DNA mutace... )




e Mame datovou matici X velikosti N x P
* N —pocet objektt (vzorku)

* P—pocet proménnych (geny/proteiny...)
N vzorkU

v

PrinCip P promeénnych
S h I u kOVé n i (geny, proteiny)

Hledame nejlepsi rozdéleni dat na skupiny tak, aby
nalezené skupiny byly uvnitf vysoce homogenni a mezi
sebou vysoce heterogenni




* Shlukovaci metody se déli na dvé hlavni skupiny:

* Metody zalozené na vzdalenosti
* neparametrické
* nejCasteji pouzivané, intuitivni
* hierarchické a nehierarchické shlukovani

shlukovacich
metod

* Metody zalozené na modelovani

* parametrické, kladou silné predpoklady na
rozlozeni dat

* zalozeny na statistickém modelovani —
prirazuji kazdému objektu pravdépodobnost s
jakou patri do daného shluku




.

e Zvolime metriku vzdalenosti (jak vzdalenost mérime?)
e \/lypocCteme matici vzdalenosti mezi objekty (kazdy s kazdym)
e \l\ybereme shlukovaci algoritmus

M etOdy e Stanovime pocet shlukd — jen u nékterych metod

e Aplikujeme shlukovaci algoritmus na matici vzdalenosti

Za|02ené na —> ziskame shluky

vzdalenoste
ch e Hierarchické

e Aglomerativni — Single, Complete, Average, Ward linkage,

¢ Divizivni — DIANA,...
e Nehierarchické
e K-means, PAM...



Metriky vzdalenosti



Euklideovska vzdalenost

Méjme 2 vektory hodnot x = (x4, ..., X)), ¥ = V4, ---» V;)

 Euklideovska vzdalenost:

 Standardizovana Euklideovska vzdalenost:

Tato metrika penalizuje — snizuje vzdalenost mezi objekty s velkou

. LD s

variabilitou.



Manhattanova vzdalenost

Mame 2 vektory hodnot x = (x4, ..., X,.), ¥ = V4, ---, V»)

Robustnéjsi vuci odlehlym hodnotam.



Metriky vzdalenosti zalozené na
korelacnim koeficientu

Obzvlasté Casto vyuzivané u dat z omics experimentu

Muzeme odvodit dvé riizné metriky:
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Metriky vzdalenosti zalozené na
korelacnim koeficientu

Obzvlasté Casto vyuzivané u dat z omics experimentu

Muzeme odvodit dvé riizné metriky:
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d,=0.05, d,=0.19 d,=0.5, d,=1 d,=0.95, d,=0.19

Pri pouziti d, budou
geny s opacnymi
profily patfit do
odliSnych shluku,
zatimco pfi pouziti
metriky d, budou
patrit do toho
stejného shluku.
Pokud chceme shluky
interpretovat jako
mnoziny genu ze
stejné regulacni site,
pouzijeme radegji d,.



Vybér metriky zalezi na tom, jaky typ podobnosti nas
zajima

Pokud nas zajima podobnost hodnot (A a B jsou
podobné), aplikujeme Euklidovskou vzdalenost

Pokud nas zajima vzor hodnot (A a C jsou podobné),
aplikujeme vzdalenost zalozenou na korelaci
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|
O

0 I
Gene ID




Na co si

davat pozor
.

Mnoho shlukovacich
technik najde shluky i v
datech, ve kterych nejsou
zadné prirozené shluky, a
to jen proto, ze byly pro
tento ucel vytvoreny.

Prikladem je pravé
hierarchické shlukovani!




Na co si

davat pozor
1.

e Vysledek jediného
shlukovani by nikdy
nemél byt povazovan za
objektivni reprezentaci
informace skryté v
datech, protoze je zavisly
od pouzité metody a také
v ramci metody od jejiho
nastaveni!
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Dalsi

problemy

Vybér shlukovaciho algoritmu a metriky
ovlivhuje konecné vysledky

Vysledky jsou zavislé na samotnych datech

Kolik shlukt?

Potrebujeme odhad jistoty, ze nalezené
shluky jsou spravné

Odhad kvality shluku je zalozen na metrikach
z dat ze kterych byli shluky vytvorené



V analyze vysocepokryvnych molekularnich dat maji vyse
uvedené problémy vétsi vahu

Robustni

shlukovani Maly pocet vzorkl a vysoky poéet proménnych (gend, proteind...)
spolu s vyssSim mnozstvim Sumu v datech jsou didvodem, proc je
shlukovani téchto dat citlivé na preuceni (overfitting)

Shlukovani je méné robustni (vice ovlivnéné variabilitou dat)

Variabilita dat a vysledky shlukovani se daji simulovat
opakovanym nahodnym vybérem z dat



Konsenzualni shlukovani

- Forma robustniho shlukovani (Monti et al., 2003)

’ 7 ’ 7 ’ - O ’ - - - ’ -
« Opakovane vzorkovani a shlukovani jako zpusob nalezeni konsenzusu mezi jednotlivymi
vysledkami shlukovani za ucelem:

« Urceni poctu a stability shlukl v datech
- Vytvoreni nové metriky vzdalenosti - konsenzusu

- Zakladni princip:

* Rozruseni struktﬁr;g originalni N x P datové matice pomoci nahodného vybéru podmnoziny
vzorku a/nebo genu

- Na novem datovem souboru aplikujeme shlukovaci algoritmus se| stejnou mirou similarity
a poctem shluku

« Oba body jsou opakované L krat pro jiny pocet shluka.



Zakladni princip konsenzualniho
shlukovani

(i) Naruseni struktury orlglnalnl N x P datove matice pomoci
nahodného vybéru podmnoziny vzorku a/nebo proménnych

(ii)) Na novém datovém souboru aplikace shlukovacmo
algoritmu se stejnou mirou similarity a po¢tem shluku

(i) a (ii) opakuj L-krdt pro ruzné pocty shluku (1, ..., k)



Algoritmus

Vybér poctu
shluku

k=1. K
shlukd

Vybér ze souboru

bez opakovani

\

Indikatorova matice

OVd
I'ij=1
TE— Kdyz i,j spolu ve
vybéru, 0 jinak
0 00 C
0 jina

Matice konsenzusu

I[=1..L
opakovani




Konsenzualni shlukovani

V kazdém vybéru (pro dany pocet shlukl) vznikaji dvé matice N x N:

Matice konektivity C% — pro kazdy par vzorku i,j uklada informaci, zda
byly ve stejném shluku

CH(ij) = {

Indikatorova matice 1 M- pro kazdy par vzork i,j uklada informaci, zda
byly vybrané ve spoleCném vybéru

I"GQ,j) = {

1 pokudi aj patti do stejného shluku
0 jinak

1 pokudia j patti do stejného vybéru
0 jinak

Matice konsenzusu M je definovana jako:



Myslenka konsenzualniho shlukovani

« Pokud se dva vzorky v jednotlivych vyberech nachazeji Casto spolu ve
shluku, jsou duvéryhodnéjsimi ¢leny shluku nez ty, které se ve shluku
nachazeji meéné casto

consensus matrix k=3

A. consensus matrix k=3 B.

EOO
TR % Qe

EOO

Data bez struktury (nahodny Data se tfemi skupinami
vybér z normalniho rozlozeni)









Odhad poctu zhlukov i

Delta = relativni zména plochy pod CDF
krivkou mezi dvéma k

consensus CDF Delta area
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Dalsi metriky konsenzualniho shlukovani

Konsenzus shluku k Konsenzus vzorku s; v k-téem shluku

kde je indikatorova funkce

Obé miry se pouzivaji pro identifikaci odlehlych hodnot (vzorky s nizkou mirou konsenzu k
jakémukoliv jinému vzorku v jinak homogennim shluku; shluky s nizkou mirou konsenzu
obecneé)



Kolik shluku?

« V pfipadé nehierarchickych metod pocet shlukd uréujeme dopredu

« V pripadé hierarchického shlukovani vytvarime strom, dendrogram,
ktery se potom profezava

Hierarchical clustering average.euclidean.pacienti
|

|1

5 10 [is

]

« Pocet shluku je nasledné ur€eny tak, aby heterogenita v ramci shluku
byla co nejmensi a mezi shluky co nejvetsi

* RuUzné metriky heterogenity shlukd — variabilita, Silhouette, ...
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* Metoda dynamického
Cluster Dendrogram prorezavani dendrogramu
| | (Langfelder et al, 2007)

* Dynamické fezani dendrogramu
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* Pokud vzorek nesplniuje kritéria,
neni zarazen do shluku!

cutreeHybrid_5

cutreeHybrid_3

Dynamic hybrid tree
cut



Shluk musi mit minimalni pocet objekt(

Dynamic
hybrid tree

cut - Za’klady Pfili§ vzdalené objekty jsou ze shluku vylouéené i v pfipadé, Ze
patri do stejného ramena dendrogramu

Kazdy shluk by mél byt oddéleny od okoli mezerou

propojeno




Parametry dynamic hybrid cut

Cut height




An ordered dendrogram

Algoritmus dynamic hybrid tree cut

w

Procedure AdaptiveTreecutCore( H )

Call static cut-tree procedure

P

Extract the cluster-based dendrograms
Q — (34, 9L, ..., I, ]

L

Compute fm, fu, fd
Call TreecutCore’ H, 1)
if (no new cluster detected )
then
Call TreecutCoref H, 1)
if (no new cluster detected)
then
Call TreecutCore( H, )

Call AdapiiveTreecutCore( H )

no - — TT—
———__ all clusters processed? _——
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Update the current list of clusters
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Quiput the current list of clusters

(a)

Procedure TrescutCore( H, [ )

Dendrogram #and a calibration level |

.

Detect transition points in H =% -

b

Identify significant break-points
based on forward runlength

¥

Perform postprocessing

Output the significant clusters

(b)




Metody
zalozené
na
modelech

* Modely Gaussovych smési (mixture models)

* Predpokladaji, ze namérené hodnoty
genu/proteinu g ve vSech vzorkach (X )jSOU
nahodnym vybérem a JEJICh rozloZeni zavisi na
skupiné do které gen g patri

* Nahodnost X, souvisi s pozorovanou variabilitou v
datech z genomickych a proteomickych

experiment

* Na rozdil od metod zalozenych na vzdalenosti
poskytuji tyto modely:

» odhad parametru, které charakterizuji kazdou
skupinu (primér, rozptyl, ...)

* pravdépodobnost prislusnosti genu ke kazdé ze
skupin

e statistické kritéria pro vybér poctu skupin



VétsSina shlukovacich technik vytvari disjunktni shluky:
kazdy objekt je soucasti jediného shluku

Toto zvlast v genomice a proteomice nemusi byt
nejlepsi pristup, protoze vétsina proteinid/gent je
soucasti vice biologickych drah -> proto by méli patfit
do vice skupin

Jak zohlednit tuto informaci:

* Aplikujeme specialni shlukovaci metody
(napriklad fuzzy clustering)

* Aplikujeme metody zaloZzené na modelech a
vyvodime zavéry z prirazenych pravdépodobnosti

Biclustering (two-way clustering) shlukuje zaraz radky i
sloupce
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Jak shlukovat
efektivne

-

|
0

V genomice a proteomice obvykle nema vyznam shlukovat Uplné vSechny

objekty (proteiny/geny)

Vétsina z nich neni vyznamna

Vnaseji do procesu Sum, ktery zakryje pravou strukturu dat
Je vhodné zredukovat dimenzi dat:

PCA, gene-shaving, ..

-

. - dokazi extrahovat informaci o
genech/proteinech s podobnymi charakteristikami, sta¢i potom ve
shlukovani reprezentovat charakteristikami téchto skupin

Redukce na zdkladé SD anebo CV



Probléemy shlukovani u omicsovych molekularnich dat

- Sum v datech negativné ovliviiuje vysledky

- Jedna velkd mnozina genu (proteint, metabolitll) ze
stejného biologického motivu zasadne shluky ovlivni



Vizualizace vysledku
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Heatmapa

* \/zorky v radcich, prommeénné ve sloupcich (nebo naopak)
* Ctverelek — intensita barvy pfedstavuje hodnotu
* Obvykle se zobrazuji i dendrogramy



3 druhy kosatcU se liSi na zakladé Sirky

I Pfiklad - kosatce a délky kalignich (sepal) a okvétnich
(petal) listkd

Iris Versicolor Iris Setosa Iris Virginica




Priklad - kosatce

Iris Versicolor Iris Setosa Iris Virginica

Color Key
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Priklad - kosatce

Color Key
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Sepal length
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Priklad - kosatce

Color Key
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Bez centrovani hodnot
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Centrovani na radek

Iris Versicolor

Iris Setosa

Iris Virginica
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Validace ve shlukovani
molekularnich dat



Jak validovat, kdyz nezname pravdu???

(Kdyz zopakujeme
celou proceduru na
dalsim souboru,
dostaneme stejny
vysledek?)

Validace algoritmu a
parametru modelu na
testovacim souboru




Jak validovat, kdyz nezname pravdu???

Validace konceptu pomoci
klinickych, molekularnich
a histologickych
charakteristik objevenych
skupin

(Maiji objevené skupiny
biologickou podstatu /
odrazeji znamé vedecké
poznatky?)

(Je rozloZeni téchto
charakteristik mezi
podtypy srovnatelné ve
valida¢nim souboru?)

J




Kolorektalni karcinom



C18 = ZH tlustého stifeva

Colon Cancer

Wivoj w dase

- Incidence
- Mortalita
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Heterogénne ochorenie s rozdielnou odpovedou na terapiu.
Len niekolko klinicky pouzivanych markerov:

- BRAF/KRAS mutdcia — pre kvalifikaciu na antiEGFR terapiu (u
stadia s metastdzami)

- MSI — mikrosatelitova nestabilita — vseobecne povazovand za
dobry marker



Ciel:
Najst skupiny nadorov kolorekta s podobnou expresiou
génov (podobnym génovym profilom) ~ podtypy

Charakterizovat tieto podtypy pomocou klinickych a
znamych molekularnych parametrov.



Datové subory:

Matica obsahujuca kvantitativnu expresiu génovej

aktivity nadorov
Gény

/
N x p, k=1..5
7

Vzorky nadorov

Matica klinickych a molekularnych parametrov ku kazdej
nadorovej vzorke, vratane preZitia pacienta



VYBER PREMENNYCH /
Zmensenie dimenzie dat



Nezavisly vyber — z 25 000 génov, vyber podmnoziny 3025 génov s
najvyssou variabilitou v subore



Redukcia dimenzionality — praca s génovymi modulmi

génovy modul — sada génov s rovnakou génovou
expresiou

Jedna sa o istu formu vazenia efektu biologickych
motivov

Predpoklad:
sada korelovanych génov ~ biologicky motiv



Priklad EMT

Carcinoma in situ

 EMT — epitelialno mesenchymalny
prechod

e Génova expresia podobna zdravému
mezenchymalnemu tkanivu

e Obvykle reprezentovany zmenou v
stovkach génov

* |dentifikacia modulu EMT a jeho
reprezentacia jedinou hodnotou s
(priemerom) zmensi jeho efekt v
zhlukovani a da Sancu dalSim dolezitym
procesom reprezentovanym mensim
mnozstvom génov




3025 génov L
Datovy subor 1 - _

Pearsonova korelacia,

Hierarchické zhlukovanie

Complete linkage e
Rezanie dendrogramu

150 génovych modulov H]:ﬂ]:ml

Validacia ich korelacii v
4 dalsSich datovych suboroch

Vyber 54 modulov
(625 génov)

Median génov v module

8 hlavnych zhlukov

54 Meta-génov

~ hlavné biologické
motivy

Pearsonova korelacia,
Hierarchické zhlukovanie
Complete linkage
Rezanie dendrogramu
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* Analyza génovych

sl 41
144

d o me————
j - *hm T TV
v T U
genéme | motive H:,,:,:: II|I |‘|Il"l| ||| |“ 1 Ilr
o .l AL

g A1 TAARTL O e Eéz

IL dﬂﬂ'lll'.l'ﬂ”lf-‘llh‘ b=

| | 130
MMMMM
—muotald

— i
—metal
—mietal!
BN | —mute17
| —meti!
| —meteld

mmmmmmm
| ' | —mi
—metadd
H -
i =
ﬂ i
]

mmmmm

Vv C d
module

Biol motiv:
EMT, proliferacia,
Chromozom 20q...

mmmmm

lllll




Ciel:
Najst skupiny nadorov kolorekta s podobnou expresiou
génov (podobnym génovym profilom) ~ podtypy



Motivy genovej expresie v podtypoch

Analyza génovych sad

Hierarchické zhlukovanie na
matici konsenzusu
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Expresné profily pre jednotlivé
podtypy

* Klasifikator LDA (linear discriminant analvsis)

LD1

LD2

-2

% -4

LD3

LD4




Minimalna genova sada

» Selekcia génov pomocou elastic net — pocita s korelovanymi
génmi (neodstranuje len jeden gén, ale vSetky korelované)

 Klasifikator vytvoreny na selektovanych génoch (shrunken
centroids)

Subtype Minimalna génova sada

CLCA1, PADI2, ADTRP, RETNLB, TIMP3, MUC2, FNDC1, NR3C2, SULF1, B3GNT7/, STYK1,
CHI3L1

FARP1, ALOX5, FSCN1, HNF4A, RARRES3, MYRIP, GPSM2, TSPAN6, CCDC113, CDHR1,
KCTD12, SGK1, BASP1, MT1E, GPX8, RPS6KA3, SOCS3, SLC5A6, PRR15, PLAGL2, IHH,

A

B CREB3L1, TP53RK, YAE1D1, EPB41L3, QPRT, KCNK5, RNF43, VAV3, CXCR4, ITPRIP, GRMS,
GFPT2, KCNMA1, KIAAO226L,RNASE1

C TFAP2A, ATP9A, RAB27B, ANP32E, CXCL14, IDO1,RARRES3, EGLN3,
KIAA0226L,C100rf99,RPL22L1, PLK2

D PRICKLE1, RBM47, TAGLN, BOC, HOOK1, C7, ANK2, DCHS1, DDR2, CRYAB, GEM

E REG4, IL6, CXCL5, RAB27B, CEACAMS6, P115, MRPS31, RAP2A, UQCC, AGR3, HSD11B1,

IL1B



Ciel:

Charakterizovat tieto podtypy pomocou klinickych a
znamych molekularnych parametrov.



Vzor expresie b

Normal colon mucosa

GESG_TOP_GRr
080 EphEl

Batiam cojen, cypl

A Normal-like epithelial

CAC_TOP_GFP
CS0_EphB2

Eattam,celan 2o

iologickych motivov

B: Proliferative epithelial

80 TOP_GFP

G8C_EphB2

Bamer=, eslon, gl

FMT Sirema EMT, Strarra EMT, Strama
WAIT WRT Wi
Immune \ \ Irmuire I
0 1 I 4T | v T 15 . -ra 0 0% i 1.5 1 Tl
Prelferatian Praliealan \ Pralferation
Chr2lg \ Chrlig SRy
GlMe.H CIMPH / GIMP.H
s
EDG anc QG
Secploycels Zecrotorycell Spcredory.cells
Taa sokn, crypl Tapcelan syl Tepeslanerypl
C: CIMP-H like D: Mesenchymal E: Intermediate
CEC_TOP_GFP CEC_TOP_GFP CE85_TOP_GFP
CBG_EphBz CHC_FphB2 G8_Ephliz
Batiam solen, crypl Battam colon srypl Batem,calancrypl
EMT Strama EMT Sroma EMT.Slroma
wWHT //-—\ WINT WHT
Immune Imrune LT
1.5 1 <35 [ 15 =15 1 {5 .07 O 1 1.5 =15 -1 «05 0 @O§ 1 L5
Prelferaton e Probesatan Prolferation
Chrlg Chelg Cheddg
ClMAH CIMPH GIMPH
[ GoG GOC
Secrwiory cels Seeratory.cell Secrpary.oells
epcolon.crypl

Top cokn.crypt

Top.calon.crynt

Analyza génovych sad pomocou KS testu



Probability of Survival

# at risk

Rozdiely v preziti

oS

1 R-Hq
_‘.‘- .
0.8 :
= = — S ™ |
> e —
=
g 0.6+
k]
=
8044
0
g
o
— A
0.2 B HR  (p-val)
c CwvsB 1.96(0.01197)
D DvsB 2.21(0.0016)
- F
0 T T )
0 20 . 40 60 a0
Time (months)

53 44 40 33 ]

224 210 182 159 18

1186 94 78 81 3

35 30 21 21 4

RFS
1 '-\-:.
%
=
0.8 A
0.6
0.4
HR (p-val) —_—
0plDVSA 182 (0.0740) -
DvsB  1.66(0.01197) — 0
DvsC 1.68(0.0382) 5
-
° 20 40 50 80
4]
Time (months)
g6 49 38 28 3
236 185 145 126 13
128 85 7 61 4
39 26 22 20 4
. . Ve .
 Kaplan-Meierove krivky prezitia
[ ]

Frobability of Survival

SAR

HR (p-val)
3.52 (0.01127)
4.97 (8.55E-08)
2.14 (0.01197)
2.22 (0.00655)
2.28 (0.10179)

- OO -

Coxov model proporcionalnych rizik (efekt stadia vs podtypov)



Charakterizacia podtypov klinickymi a

molekularnymi premennymi

KRASmM P53 (>=45) MSI Mucinous Grade (3) BRAFm BRAFpos Site (right)
39.2 % 37.8 % 11.8 % 17.5 % 12,3 % 7.2 % 27.9 % 39.8 %
|
A (109) 77.1% (35) 27,8% (36) 10% (50 23,1% (38) 8,8% (82) 2,9% (35) 21,1% (109) 43,8%. (B4)
B (269} 26,8% [(177) 44, 7% (188) % (195) 4,5% (188) 2.2% (231} 0.8% [177) 0.7% {268) 24%, (229)
;]
g C(154) 39 (B2) 10.6% (85) BOL4% (81) 37.6% (83) 30.5% (118) 29.3% (82) B7% (154) 72.8% (128)
=
=
=}
-]
[7]
Q
C D(174) £3.4% (113) 39.8% (123) 4.3% (118) 23.4% (124) 16.6% (157) 10.7% (112) 43.7% (174) 40.3% (144)
Q
E (59) 30,8 (26) 73,1% (28) 0% (28) 3.4% (29) B.2% (48) 0% (26) I 20% (35)
Non-core (348) £2.2% (223) 38, 7% (230) B.1%. (234) 18% (244) 12.1% (298) 41% (222) 21% (32£8) |: 39,3% (290)
| I N I —r 1T T 1 rr 1 11 T 1 1 1 T 1 11 r 1 1 1 | I N I | I N R
o o25 75 0 25 75 0 25 75 0 25 75 025 75 0 25 5 0 25 75 025 75
%Yo % % Yo Y Yo % %

* Rozdiel od populacnej baseline u kazdého podtypu pomocou Fisherovho

exaktného testu, FDR Uprava p-hodnét




Histologicke rozdie

Fisherov test, adjustacia na FDR

Dominant pattern

complex tubular

solid/trabecular
mucinous

papillary

desmoplastic

serrated

A(23)

B (31)

C(31)

D (29) E(19)

1.218e-09 |
1.151e-09 !
1.216e-05 |
6.287e-09 !
1.757e-07 |

0.06254
1.151e-09 :
7.205e-05 |
0.00196 !




Podtyp A — Surface crypt like - KRAS mutanti, papillary a serrated morfotyp, najviac

diferencovany, bez aktivnej Wnt signalnej drahy. Dobry OS a RFS.

KRASmM P53 (>=45) MSI Mucinous Grade (3) BRAFm BRAFpos Site (right)
39.2 % 37.8 % 11.8.% 17.5 % 12,3 % 7.2% 27.9% 39.8 %
N=|656 N=‘sss N= 71 N‘= 727 N= 935 I*‘l=654 N=|1113 N=|83?
A (109] TT1% (35) I 27.8% (36) H 10% (50) 23.1% (39) H 2.8% (35) 21.1% (108) H 43.8%. (84) u
RFS
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Podtyp B — Lower crypt like — diferencované ale bez sekrecnych buniek,
proliferujuce, a aktivnou Wnt signalnou drahou. Komplexny tubularny morfotyp.

Caso MSS,

KRASmM
39.2 %
N= 858

B (269) 26,6% (177)

Probability of Survival

0.2+

moom>»

BRAFwt, nizSieho gradu, dobré prezitie v OS, RFS i SAR.

P53 (>=45) mMsi
37.8 % 11.8 %
N= 688 N= 712
44, 7% (188) 0% (195)

HR

(p-val)
1.96 (0.01197)
DvsB 2.21(0.0016)

CvsB

Mucinous
17.5 %
N= 727

4.5%. (198)

Grade (3) BRAFmM BRAFpos Site (right)
12.3 % 7.2 % 27.9 % 39.8 %
= 935 N = 654 N= 1113 N= 887
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Podtyp C — CIMP-H like - ¢aso MSI, BRAF-mutantné, hypermutované, z pravej Casti
hrubého Creva. Histologicky - horSie diferencované, solidno-trabekularne s
mucinovéym morfotypom. Aktivne proliferuju a maju silnd imunitnu reakciu.
Dobry RFS, ale zly OS and SAR.

KRASmM P53 (>=45) Msi Mucinous Grade (3) BRAFmM BRAFpos Site (right)
39.2 % 37.8 % 11.8 % 17.5 % 12,3 % ?2% 279 % 39.8 %
N = 656 N= 688 N= 712 N= 727 N= 935 N= 654 N= 1113 N= 887

| | | | | | | | Top calon crypt
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Podtyp D — Mesenchymal —

markery kmenovych buniek, vela mezenchymalnych

buniek, ktoré sa prejavuju expresiou EMT génov. Wnt signalna draha je neaktivna
a proliferacia nizka. Klinické a mutacné charakteristiky sa nelisia od populacnej
baseline. Maju najkratsie prezitie do relapsu, zly OS a SAR.

KRASM P53 (>=45)
39,2 % 37.8 %

N= 656 N=

BRAFpos
27.9°%
N = 1113

Site (right)
39.8 %
N= 887

D(174) 43.4% (113 39.8% (123)

% (124) ] 18.6% [157)

437% (174) I 40.3% (144)

0.6 1

0.4+
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Podtyp E — Mixed — Casto MSS, BRAFwt, z lavej strany hrubého ¢reva. Podobne ako
podtyp D exprimuje gény kmenovych buniek a EMT procesu, avsak podobne s B ma
vysoku aktiviu kanonickej Wnt drahy a vyzera viac diferenciovany. Je podobny B —

komplexny tubularny, len CastejSie obsahuje mutaciu p53.

KRASm P53 (>=45) MSI Mucinous Grade (3) BHAFm BRAFpos Site (nghi)
39.2 % 8 % 118% 17.5 % L3 % 7.2 9 % 39.8
N= 658 N = 688 N= 712 N= 727 N= 935 N = 654 N= 1113 N= BB?
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Validace podtypu kolorektalniho
karcinomu



Validacia algoritmu a parametrov modelu na
testovacom subore

Ked zopakujem celu proceduru na inom subore,
dostanem podobné skupiny?



training set

validation set
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Cluster/subtype
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i'

Subtype

A

B
B
C
D
E
F

First subtype

Cor
0.85
0.71
0.91
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0.61

P-val
p<1.0E-15
p<1.0E-15
p<1.0E-15
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F

OO m=mT>m
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in validation set A B
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| C7/F  EPEE
| Non-core  [NPXRRINEE
BTV 133 272

Second subtype

Cor P-val

0.41 p<1.0E-15
0.47 p<1.0E-15
0.36 p<1.0E-15
0.29 p<1.0E-15
0.37 p<1.0E-15
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C
3
0
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0
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Validacia konceptu pomocou klinickych, molekularnych
a histologickych charakteristik objavenych skupin

Maju objavené skupiny biologicku podstatu / odrazaju
zname vedeckeé poznatky?

Je rozlozenie tychto charakteristik medzi podtypmi
porovnatelné vo validacnom subore?



Maju objavené skupiny biologicku podstatu / odrdZaju
zname vedecké poznatky?



Podtyp C — pravostranné, BRAFm, MSI nadory, ktoré su zname zlym prezitim
po relapse

’ SAR
\i HR  (p-val)
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Zvysena expresia génov chr. 20q v podtype B by mohla znamenat
amplifikaciu chr20q regionu.
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Podtyp D — mezenchymalny — histologické vyhodnotenie: v nadore pritomna
silna desmoplasticka reakcia (mezenchymalne tkanivo)

Nador




Je rozlozenie klinickych charakteristik medzi podtypmi
porovnatelné vo validacnom subore?
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Rezistencia na liecbu



Vice metod v ramci jedné studie

Konsenzualni shlukovani

Dynamické rezani stromu

Shrnuti

Vizualizace vysledku

Propojeni vysledku s biologickymi Ci klinickymi
promennymi

Validace vysledku na testovacim souboru!




