Vicerozmerné statistické metody

Diskriminacni analyza

Jiri Jarkovsky, Simona Littnerova



Typy vicerozmeérnych analyz
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Obecné zasady tvorby predikénich model(

e Pozadavky na kvalitni predikéni model
— Maximalni predikcni sila
— Maximalni interpretovatelnost
— Minimalni sloZitost
* Tvorba modelu
— Neobsahuje redundantni proménné
— Je otestovan na nezavislych datech
* Vybér proménnych
— Algoritmy typu dopredné a zpétné eliminace jsou pouze pomocnym ukazatelem pfi
vybéru promeénnych finalniho modelu

— Pfivybéru proménnych se uplatni jak klasické statistické metody (ANOVA), tak expertni
znalost vyznamu proménnych a jejich zastupitelnosti
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Vytvareni modelu

1.Tvorba modelu .o ® .Para\],mEtry ovlivaujici i
= O vysvetlovanou charakteristiku
=2 .// pacienta
ERs > e Rovnice umoziujici predikci
e e Platnost modelu pouze v rozsahu
Prediktory prediktoru
> / . Nebezp,e§|' ,preuceni® mclee,Iu
2.Validace modelu — e Testovani modelu na znamych
/ datech
eKrosvalidace
\\‘// e Individualni predikce stavu
- nendmych pacientd
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3. Aplikace modelu
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Diskriminacni analyza

e Cile diskriminacni analyzy
— ldentifikace proménnych (prediktort) diskriminujicich mezi predem danymi skupinami
objektu
— Klasifikace objekt( do skupin
e Predpoklady diskriminacni analyza
— Obdoba linearni regrese

— Oddéleni objektl podél primky ve vicerozmérném prostoru (linearni vztah); existuje
nicméné kvadraticka diskriminacni analyza

— Predpoklad vicerozmérného normalniho rozdéleni prediktor( v kazdé ze skupin
— Citliva na pfitomnost odlehlych hodnot
— Citliva na redundantni proménné v modelu
e Typy diskriminacni analyzy
— Podle typu vztahu
* Linearni
* Kvadraticka

— Podle ucelu
* Kanonicka diskriminacni analyza — identifikace proménnych vyznamnych pro diskrminaci
* Klasifika€ni diskriminacni analyza — klasifikace neznamych objektd do skupin
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Princip diskriminacni analyzy

 Kombinaci nékolika proménnych ziskame novy pohled odlisujici existujici skupiny
objektd, které neni mozné odlisit Zddnou z proménnych samostatné
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Kroky diskriminacni analyzy

 Metoda linearniho modelovani obdobna analyze rozptylu, regresi nebo kanonické
korelacni analyze (nejsnaze pochopitelna je jeji analogie k ANOVA)
* Vypocet probiha v nasledujicich zakladnich krocich:

— Testovani vyznamnosti rozdild v hodnocenych proménnych mezi existujicimi skupinami

objektl; tato ¢ast vypoctu je vlastné MANOVA (multivariate analysis of variance,
vicerozmérna ANOVA)

* Pokud je potvrzena alternativni hypotéza rozdild mezi skupinami objektl nasleduje tvorba
vlastniho modelu

— Nalezeni linedrni kombinace proménnych, kterd nejlépe odliSuje mezi skupinami objekt
(diskriminacni funkce)
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* Popsana pod nazvem canonical variate
analysis (CVA) Fisherem v roce 1936 pro dvé
skupiny; Rao (1948, 1952) ji rozsifil pro vice
nez 2 skupiny

* Je spjata se slavhymi , Fisherovymi kosatci“
na nichz ji Fisher v roce 1936 popsal

* Fisherovy kosatce

— Shromazdény na poolostrové Gaspé (Quebec
v Kanadé) botanikem Edgarem Andersonem

Versicola Virginic
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Predstupen diskriminacni analyzy: popis vztahu
prediktoru a existujicich skupin objektU
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Analysis of Variance (diskriminacni)
Marked effects are significant at p < .05000
SS df MS SS df MS F p

Variable Effect | Effect| Effect Error | Error| Error
SEPALLEN | 63.2121 2| 31.6061 38.95620 147 0.265008 119.265 0.000000
SEPALWID | 11.3449 2| 5.6725 16.96200 147 0.115388/ 49.160 0.000000
PETALLEN | 437.1028 2| 218.5514 27.22260 147 0.185188 1180.161 0.000000
PETALWID | 80.4133 2| 40.2067 6.15660 147 0.041882 960.007 0.000000
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Nicméné pozor na pouze jednorozmérny
vybér proménnych — diskriminace objekt(
mUZe byt dana pouze jejich kombinaci
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Vyznam identifikace redundantnich proménnych

* Redundantni proménné snizuji stabilitu modelu a mohou vést az k nesmyslnym
vysledkiim

Proménna se silnéjsi
diskriminacni silou a
nekorelovana s druhou
proménnou snadno vyhrava
zarazeni do modelu, dalsi
proménné nasleduji dle jejich
vyznamu

V pripadé dvou korelovanych
promeénnych s obdobnou
diskriminacni silou pouze jedna
vyhrava zarazeni do modelu
(vysledek dan nepatrnymi
nahodnymi odliSnostmi), druha je
vyrazena nebo vstupuje s do
modelu s minimalnim vyznamem ->
problém s interpretaci a stabilitou
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ldentifikace redundantnich proménnych

 Korelacni analyza a XY grafy
— Jednoduchy vypocet
— Analyzuje vztahy pouze dvojic proménnych

* Analyza hlavnich komponent nebo faktorova analyza
— Analyzuje vzajemné vztahy sady proménnych

— Usnadnuje vybér neredundantnich proménnych nebo nahrazeni proménnych faktorovymi
osami

* Analyza vzajemného vysvétleni proménnych (analyza redundance)
— Ve statistickych software €asto soucast regresni analyzy nebo diskriminacni analyzy

— R? aTolerance — R? popisuje kolik variability dané proménné je vysvétleno ostatnimi
proménnymi v modelu? Tolerance je 1-R?, tedy kolik unikatni variability na proménnou
pripada (principem je vicerozmérna regrese, ta determinuje i predpoklady vypoctu)

— VIF (Variance Inflation Factor) je pocitan jako 1/Tolerance, pti VIF>10 je kolinearita povaZovana
za velmi zavaznou (nicméné nejsou dany Zzadné zavazné hranice VIF)

e Expertni znalost proménnych

— Vyrazovany jsou korelované proménné s obtiznym mérenim, zatizené chybami, nizkou
vyplnénosti apod.
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Oveéreni diskriminacni funkce na nezavislém souboru

* Pfitvorbé modell mazZe dojit k problému, kdy vytvoreny model je perfektné
vycvicen” resit danou ulohu na datovém soubor na némz byla vytvorena

» Ztohoto dlivodu je problematické testovat vysledky modelu na stejném souboru,
na némz byla vytvorena -> jde o dlikaz kruhem

* Redenim je testovani vysledkd modelu na souboru se zndmym vysledkem (zde
znamym zarazenim objektd do skupin), ktery se nepodilel na definici modelu
— Krosvalidace

» datovy soubor je nahodné rozdélen na nékolik podsoubor(i (2 nebo vice)

* Najednom podsouboru je vytvofen model a jeho vysledky testovany na zbyvajicich
podsouborech

* Vypocet je proveden postupné na vSech podsouborech
— One out leave out
* Model je vytvoren na celém souboru bez jednoho objektu

* natomto objektu je model testovan Podsoubor |
. ostup je zopakovan pro vSechny objekt ,
PoSTIRIE =op P Y OPIEEY Testovdni Model | Testovdni
— Permutacni metody Model | Podsoubor || Model Il
* Jackknife, bootstrap — model je postupné vytvaren el T
ode

na ndhodnych podvybérech souboru a
testovan na zbytku dat
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Algebra diskriminacni analyzy

* Vypocet diskriminacni analyzy je mozné snadno popsat analogii s ANOVA a PCA
— ANOVA — definice matice rozptylu jako rozptylu vztazeného k rozdilim mezi skupinami
— PCA —identifikace faktorovych os vysvétlujicich maximum rozptylu (zde rozptylu mezi

skupinami)
Celkovy rozptyl T 5=} n—1
Slouceny rozptyl uvnitf skupin W =W, +...+ W, W=y n—g
Rozptyl mezi skupinami B=T-W AZ%_l

— Pro rozptyl mezi skupinami pak hledame pohled maximalizujici vysvétlenou variabilitu; v
obecném tvaru jde o stejny vzorec jako v pripadé PCA

ViAa-2i =0 ——> (A-AV), =0 Kde A jsou eigenvalue a u eigenvektory
— Pocet os definovanych eigenvektory je g-1
— Eigenvektory jsou rtzné standardizovany

* Normalizované eigenvektory C=UU 'VU)_% definuji tzv. kanonicky prostor diskriminacni
analyzy; transformace vede k maximalizaci variability mezi centroidy skupin a sféricité rozptylu
uvnitr skupin

* Dalsi metody jsou standardizace na délku 1 nebo druhou odmocninu z eigenvalue; ty nicméné
nezarucuji sfericitu rozptylu uvnitr skupin
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Vztah puvodnich proménnych a kanonickych os
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Kanonické osy nejsou v Kanonické osy pouzité jako Normalizace eigenvektor(

o d 4 s v d . s *1
prostoru plvodnich ortogonalni méni rotaci pomoci C=UU'VU) %
proménnych ortogonalni skupin objekt( v prostoru vede ke sféricité variability

(pouze v pfipadé homogenity
rozptylu)

————————— Pavodni proménné » Kanonické osy Q . ‘ Skupiny objektd

Dle Legendre a Legendre, 1998, Numerical ecology
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Pojmy a vystupy diskriminacni analyzy

* Popis vyznamu proménnych v modelu
— Wilks lambda modelu
—  Wilks lambda proménnych
— Partial lambda
— Tolerance
e Kanonicka analyza
— Eigenvektory
— Eigenvalues
* Klasifikace nezndmych objekt(
— Diskriminac¢ni funkce
— A priori probability
— Posterior probability
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Wilks lambda

Méri odliSnost v pozici centroidd skupin definovanych danymi proménnymi

Je pocitana jako pomér determinantl matice sumy ¢tvercl a vektorového soucinu
W a T, kde

— W je slozend matice sumy ctvercl uvnitf kazdé analyzované skupiny (analogie k variabilité
uvnitr skupin v ANOVA)

— T je matice skaldrnich produktl centrovanych proménnych pro vsechny objekty bez
ohledu na to, z jaké skupiny pochazi (obdoba celkové variability v ANOVA)

W
|
* Tento pomér ma rozsah od 0 (maximalni rozdil v pozici centroidll skupin) az 1 (zadny
rozdil mezi centroidy skupin)

*  Wilks lambda muze byt nasledné prevedeno na chi-square nebo F statistiku a
statisticky testovano
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Popis modelu

Egnant Function Analysis Summary (Spreadsheet1)
No&fvarsin model: 4; Grouping: IRISTYPE (3 grps)
Wilks' Lambda: .02344 approx. F (8,288)=199.15 p<0.0000

Wilks' Partial | F-remove| p-value| Toler. | 1-Toler.
N=150 Lambdal Lambda| (2,144) (R-Sqr.)

SEPALLEN]| 0, 70 6 11! 2 90 0
SEPALWID 8 [ 9 0 5
PETALLEN]| 0. 2 0. | 35%¥901 07 00 0. 12 0. 7.

PETALWID| 0.03154 0.74300, 24.9043 0.00000/ 0.64931. 0.35068!

Celkové Wilks lambda — na skale O (nejlepsi diskriminace) az 1 (Zadna
diskriminace) popisuje celkovou kvalitu modelu vsech proménnych

Wilks lambda jednotlivych proménnych — jde o wilks lambda celého modelu pfi
vyrazeni dané proménné

Partial lambda — unikatni pfispévek dané proménné k diskriminaci
F to remove — F statistika asociovana s pfislusnou partial lambda
P value — statisticka vyznamnost F to remove a tedy i partial lambda

Tolerance — unikatni variabilita proménné nevysvétlena ostatnimi proménnymi v
modelu

R2-variabilita proménné vysvétlena kombinaci ostatnich proménnych v modelu
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Mahalanobisova vzdalenost (Mahalanobis 1936)

Jde o obecné méritko vzdalenosti berouci v uvahu korelaci mezi parametry a je
nezavisla na rozsahu hodnot parametrd. Pocita vzdalenost mezi objekty v systému
souradnic jehoz osy nemusi byt na sebe kolmé. V praxi se pouziva pro zjisténi
vzdalenosti mezi skupinami objektd. Jsou dany dvé skupiny objektil wl aw2 onla
n2 poctu objektl a popsané p parametry:

Dsz(Wlawz):EV _ldl‘z

Kde E je vektor o délce p rozdill mezi priméry p parametrt v obou skupinach.

V je vazena disperzni matice (matice kovarianci parametrd) uvnitr skupin objektu.

1
V = —1)S —2)S
n1+n2_2[(n1 )1+(n )2]

kde S1 a S2 jsou disperzni matice jednotlivych skupin. Vektor @méh’ rozdil mezi p-
rozmeérnymi primeéry skupin a V vklada do rovnice kovarianci mezi parametry.
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Mahalanobisova vzdalenost v diskriminacni analyze

* Pouzivana pro popis vzajemnych vzdalenosti centroidl skupin

* Pouzivana pro popis vzdalenosti objekti od centroid(i skupin a nasledné pro
vypocet posterior probabilities zarazeni objektt do skupin

Squared Mahalanobis Distances(Spreadshe| Squared Mahalanobis Distances from Group Centroids (Spreadsh
IRISTYPE |SETOSA| VERSICOL| VIRGINIC Incorrect classifications are marked with *
SETOSA 0.000( 89.8641| 179.384 Observed | SETOSA| VERSICOL| VIRGINIC
VERSICOL| 89.864: 0.Q000( 17.201: Case | Classif. |p=.3333{ p=.33333| p=.33333
VIRGINIC |[179.384 1742410 0.000( 1 SETOS/  0.241¢ 90.660: 181.558
¥ VIRGINI( 208.571: 27.318: 1.894«

VERSICOL 105.266: 2.232¢ 13.072I
VIRGINI( 207.918! 31.749: 4.450¢
VIRGINI( 133.066: 5.252¢ 7.235¢
SETOS/ 1.3331 84.011¢ 170.056
VIRGINI( 173.183 26.562( 11.048:

VERSICOL 131.661 8.4307 14.764

* VERSICOL 130.862. 8.669: 6.506¢

SETOS/  2.286¢ 113.650| 210.023

Vzddlenosti centroidi .

VERSICOL 99.233! 1.296{ 13.817:

* V Ol 149.030: 8.439: 4.864!

VIRGINI(| 158.981 12.751. 1.234:

Vzddlenosti objektu od centroidu VERSICOL 79.107¢  1.407¢ 26.653

VIRGINI( 161.852! 12.170: 1.978"
VIRGINI( 174.081: 16.052! 2.390:
VIRGINI(| 209.029: 29.514! 1.939!¢
SETOS/  2.769( 67.471°7 145.700
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Dopredna a zpétna eliminace

* Dopredna a zpétna eliminace proménnych z modelu (forward, backward stepwise)
je obecna technika pouzivana pfi tvorbé regresnich, diskriminacnich a jinych
model(i

*  Proménné jsou do modelu postupné pridavany (ubirany) podle jejich vyznamu v
modelu

Kazda proménna je individualné zhodnocena co do vyznamu pro diskriminaci skupin

Schéma dopredné eliminace
proménnych v modelu

v pi’l’padé zpétné eliminace V 1. kroku je vybrana proménna s nejvétsim individualnim vyznamem pro diskriminaci skupin
zacina proces od modelu se
vSemi proménnymi a
postupné jsou vyrazovany K vybrané proménné jsou postupné pfidavany dalsi proménné a je hodnocen vyznam dvojic proménnych
proménné s nejmenéim pro diskriminaci skupin

prispévkem k diskriminacni
sile modelu

prispiva k diskriminaci skupin

Proces je tfeba expertné
kontrolovat, rizikova je napt.

pfitomnost redundantnich Postup je opakovan az do vycerpani vsech proménnych nebo do situace kdy pfidani dalsi proménné jiz
proménn\'/ch nevylepsSuje diskriminacni schopnosti modelu

ERS,.
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Definice modelu prostrednictvim stepwise analyzy

* Pred zahdjenim vypoctu je tfeba nastavit Toleranci pfidani proménné (=hodnota
pri které nebude proménna do modelu zarazena z dlivodu redundance), F to enter
a F to remove jsou hodnoty F spjaté s danou proménnou, pfi které je dana

promeénna zafazena/ vyfazena z modelu

Forward stepwise

Discriminant Function Analysis Summary (Spreadsheet1)
Step 1, N of varsin model: 1; Grouping: IRISTYPE (3 grp
Wilks' Lambda: .05863 approx. F (2,147)=1180.2 p<0.00(

Backward stepwise

N=150

Discriminant Function Analysis Summary (Spreadsheet1)
Step 0, N of vars in model: 4; Grouping: IRISTYPE (3 grps)
Wilks' Lambda: .02344 approx. F (8,288)=199.15 p<0.0000

Wilks'

Lambda

Partial
Lambda

F-remove

(2,144)

p-value

1-Toler.
(R-Sqr.)

Toler.

SEPALLEN

SEPALWID

PETALLEN

PETALWID

0.024971 0.93846-
0.030581 0.76648
0.03502; 0.66920
0.031541 0.74300

4.72111 0.01032' 0.34799 0.65200

21.9359: 0.00000
35.5901, 0.00000¢
24.9043: 0.00000

0.60885' 0.39114
0.36512/ 0.63487:
0.64931. 0.35068

N=150

Discriminant Function Analysis Summary (Spreadsheet1)
Step 1, N of vars in model: 3; Grouping: IRISTYPE (3 grps)
Wilks' Lambda: .02498 approx. F (6,290)=257.50 p<0.0000

Wilks'

Lambda

Partial

Lambda

F-remove

(2,145)

p-value

1-Toler.
(R-Sqr.)

Toler.

SEPALWID

PETALLEN

PETALWID

0.04377 0.57052
0.038311 0.65183 38.724410.00000!
0.03688 0.67713, 34.5686' 0.00000:

54.5769: 0.00000¢

0.74921, 0.25078
0.73641 0.26358:
0.66890 ' 0.33109

Wilks' Partial | F-remove| p-value| Toler. | 1-Toler
N=150 Lambdal Lambdal (2,147) (R-Sqr.)
PETALLEN 1.00000' 0.05862. 1180.16 0.0C 1.00000 0.0C
Discriminant Function Analysis Summary (Spreadsheet1)
Step 2, N of vars in model: 2; Grouping: IRISTYPE (3 grps)
Wilks' Lambda: .03688 approx. F (4,292)=307.10 p<0.0000
Wilks' Partial | F-remove| p-value| Toler. | 1-Toler.
N=150 Lambdal Lambdal (2,146) (R-Sqr.)
PETALLEN]| 0.59921" 0.06155 1112.95/ 0.00000' 0.85717' 0.14282
SEPALWID| 0.05862 0.62911 43.03! 0.00000/ 0.85717' 0.14282
Discriminant Function Analysis Summary (Spreadsheet1)
Step 3, N of vars in model: 3; Grouping: IRISTYPE (3 grps)
Wilks' Lambda: .02498 approx. F (6,290)=257.50 p<0.0000
Wilks' Partial | F-remove| p-value| Toler. | 1-Toler.
N=150 Lambdal Lambdal (2,145) (R-Sqr.)
PETALLEN]| 0.03831/ 0.65183 | 38.7244| 0.00000' 0.73641/ 0.26358.
SEPALWID| 0.04377| 0.57052 54.5769| 0.00000/| 0.74921. 0.25078.
PETALWID| 0.03688. 0.67713 34.5686/ 0.00000' 0.66890. 0.33109
Discriminant Function Analysis Summary (Spreadsheet1)
Step 4, N of vars in model: 4; Grouping: IRISTYPE (3 grps)
Wilks' Lambda: .02344 approx. F (8,288)=199.15 p<0.0000
Wilks' Partial | F-remove| p-value| Toler. | 1-Toler.
N=150 Lambdal Lambdal (2,144) (R-Sqr.)
PETALLEN]| 0.03502/ 0.66920 35.5901|0.00000' 0.36512/ 0.63487.
SEPALWID| 0.03058/ 0.76648 21.9359 0.00000/| 0.60885' 0.39114
PETALWID| 0.031541 0.74300, 24.9043| 0.00000' 0.64931. 0.35068:
SEPALLEN| 0.02497/ 0.93846. 4.7211! 0.01032/ 0.34799.  0.65200
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Kanonicka analyza

Analogicka k vypoctu analyzy hlavnich komponent, liSi se vyznamem vytvorenych
os (kanonickych koren(; eigenvektor()

Na rozdil od PCA, kde vyznam osy je spjat s vyCerpanou variabilitou dat u
diskriminacni analyzy je vyznam os urcen nasledovné:
— 1. osa — nejvétsi diskriminace mezi centroidy skupin objekt(
— 2. 0sa—druhd nejvétsi diskriminace mezi centroidy skupin objektu
— Atd.
Pocet kanonickych korenU je dan jako pocet skupin objektu-1
Na rozdil od PCA nemusi byt kanonické koreny ortogonalni
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Kanonicka analyza - vysledky

* Eigenvektory popisuji pfispévek jednotlivych
proménnych k definici kanonickych koren(

e Eigenvalues popisuji variabilitu spjatou s

kanonickymi osami (tedy
centroidy skupin)

s rozdilem mezi

Chi-Square Tests with Successive Roots Removed (Spreadshel

Wilks'
Lambda

Roots
Removec

Eigen- | Canonicl
value R

Chi-Sqr.| df

Root 2

p-value

1 0.2853!

0 32.1919 0.98482 0.02343/546.115] 8 0.00000!
0.47119 0.77797  36.529 3 0.00000!

Standardized Coefficients (
for Canonical Variables
Root 1 | Root 2
0.4269! 0.01240
0.5212 0.73526
-0.9472( -0.40103.
-0.5751(__0.58104
32.1919 0.28539
0.9912] 1.00000¢

Variable
SEPALLEN
SEPALWID
PETALLEN
PETALWID
Eigenval
Cum.Prop

Root 1 vs. Root 2

O SETOSA
O VERSICOL
< VIRGINIC
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PCA vs. Diskriminacni analyza

* Maximalni vyCerpana variabilita (PCA) vs. Maximalni diskriminace (DA)
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Klasifikace neznamych objektl pomoci diskriminacni
analyzy

e Vyuziva tzv. klasifikacni funkci
e Jde o sadu rovnic (pro kazdou skupinu jedna rovnice)
 Objekt je zarazen do skupiny, jejiz klasifikaCni funkce nabyva nejvyssi hodnoty

 V kombinaci s apriori a posterior probabilities je urCena finalni pravdépodobnost
zarazeni objektu do skupiny

Classification Functions; grouping: IRISTYPE (Spreadshl
SETOSA| VERSICOL| VIRGINIC
Variable p=.3333¢ p=.33333 | p=.33333

SEPALLEN| 23.544:  15.698.  12.44t SETOSA =23.5*SEPALLEN +23.6* SEPALWID +...
SEPALWID| 23.587! 7.072¢ 3.68¢
PETALLEN]| -16.430! 5.211¢ 12.761 atd.

PETALWID| -17.398: 6.434: 21.07¢
Constant -86.308! -72.852( -104.36:i

Classification Matrix (Spreadsheet1)
Rows: Observed classifications

Columns: Predicted classifications
Percent | SETOSA| VERSICOL| VIRGINIC

Group Correct | p=.3333% p=.33333| p=.33333
SETOSA | 100.000¢ 50 0 0
VERSICOL| 96.000t 0 48 2
VIRGINIC | 98.000! 0 1 49
Total 98.000! 50 49 51
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A priori a posterior probabilities

* A priori probabilities — prirozené dana pravdépodobnost vyskytu skupiny objekt(

Proporciondlni — predpokladame, Ze struktura souboru odpovida realité a tedy i pomér
skupin objekt( v souboru odpovida realité

Rovnomérna — kazda skupina ma pravdépodobnost danu jako 100 / pocet skupin

UZivatelské — dany expertni znalosti a nastaveny analytikem

* Posterior probabilities

— Vznikaji jako kombinace apriori pravdépodobnosti a Mahalanobisovych vzdalenosti
objektu od centroid( skupin

Classification of Cases (Spreadsheet1)
Incorrect classifications are marked with *

Squared Mahalanobis Distances from Group

Incorrect classifications are marked with *

Posterior Probabilities (Spreadsheet1)
Incorrect classifications are marked with *

Observed 1 2 3 Observed | SETOSA| VERSICOL| VIRGINIC Observed | SETOSA| VERSICOL| VIRGINIC

Case | Classif. p=.33333| p=.33333|p=.3333]JCase | Classif. |p=.3333{ p=.33333| p=.33333|Case | Classif. |p=.3333¢ p=.33333| p=.33333

1 SETOS/ SETOS/ VERSICOL VIRGINI(] 1 SETOS/  0.241¢ 90.660: 181.558]1 SETOS# 1.000000 0.00000! 0.00000

VIRGINI( VIRGINI( VERSICOL SETOS/ VIRGINI( 208.571 27.318i 1.894« VIRGINI( 0.000000 0.00000; 0.99999

VERSICOL VERSICOL VIRGINI( SETOS/ VERSICOL| 105.266 2.232¢ 13.072I VERSICOL| 0.000007 0.99559/ 0.00441:

VIRGINI(  VIRGINI( VERSICOL SETOS/ VIRGINI( 207.918 31.749. 4.450¢ VIRGINI( 0.000001 0.00000 0.99999

* VIRGINI( VERSICOL VIRGINI( SETOSA* VIRGINI( 133.066 5.252¢ 7.235¢* VIRGINI( 0.000007 0.72938, 0.27061.

SETOS/ SETOS/ VERSICOL VIRGINIC SETOS/ 1.333: 84.011{ 170.056 SETOS/ 1.000000 0.00000! 0.00000

VIRGINI( VIRGINI( VERSICOL SETOS/ VIRGINI( 173.183 26.562( 11.048. VIRGINI( 0.000001 0.00042, 0.99957.

VERSICOL VERSICOL VIRGINI( SETOS/ VERSICOL 131.661 8.4307 14.764 VERSICOL 0.000000 0.95957: 0.04042

* VERSICOL VIRGINI( VERSICOL SETOS#}* VERSICOL 130.862 8.669 6.506¢* VERSICOL 0.000000 0.25322 0.74677.
fB.A_ % % Jiri Jarkovsky, Simona Littnerova: Vicerozmérné statistické metody 26
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Klasifikace objektu dle vzdalenosti

izké p vzhledem ke vSem skupinam
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Celkové vyhodnoceni vysledku diskriminacni analyzy

* Popis vysledk( klasifikace vici znamému zarazeni objektd do skupin

e Pro validni vysledky a hodnoceni kvality modelu by mélo byt provedeno na
souboru, ktery se nepodilel na definici modelu (viz. crossvalidace apod.)

* Kromeé vlastni klasifikaCni funkce a Mahalanobisovych vzdalenosti ovliviuje
zarazeni objekt( do skupin i apriori pravdépodobnost zarazeni

Classification Matrix (Spreadsheet1) Classification Matrix (Spreadsheet1)

Rows: Observed classifications Rows: Observed classifications

Columns: Predicted classifications Columns: Predicted classifications

Percent | SETOSA| VERSICOL| VIRGINIC Percent | SETOSA| VERSICOL| VIRGINIC
Group Correct | p=.3333% p=.33333 | p=.33333 Group Correct | p=.2000( p=.70000 p=.10000
SETOSA |100.000! 50 0 0 SETOSA | 100.000! 50 0 0
VERSICOL| 96.000! 0 48 2 VERSICOL| 100.000! 0 50 0
VIRGINIC | 98.000( 0 1 49 VIRGINIC | 90.000! 0 5 45
Total 98.000! 50 49 51 Total 96.666" 50 55 45

Vysledky pfi rizné apriori pravdépodobnosti

Jifi Jarkovsky, Simona Littnerova: Vicerozmérné statistické metody
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Diskriminacni analyza - shrnuti

e Cilem analyzy je:
— Identifikace proménnych odlisujicich vicerozmérné skupiny objekt(
— Vytvoreni modelu pro klasifikaci neznamych objekt(

* Omezeni analyzy

— Vicerozmérné normalni rozdéleni v kazdé skupiné
— Pozor na odlehlé hodnoty
— Pozor na redundantni proménné

— Rovnice modelu je v zakladni verzi linearni a tedy i hodnoceny problém musi mit linearni
feseni

— Testovani modelu provadét na souboru, ktery se nepodilel na definici modelu

e Vystupy
— Klasifikaéni funkce pro zarazeni objektt do skupin

— Pravdépodobnost zarazeni jednotlivych objektl do skupin - > interpretace

v P’\qu-w,._,v‘
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Ordinacni analyzy: shrnuti

* Analyza hlavnich komponent, faktorova analyza, korespondencni analyza,
multidimensional scaling i diskriminacni analyza se snazi zjednodusit
vicerozmérnou strukturu dat vypoctem souhrnnych os

* Metody se liSi v logice tvorby téchto os

— Maximalni variabilita (analyza hlavnich komponent, korespondenéni analyza)
— Maximalni interpretovatelnost os (faktorova analyza)

— Prevod asociaéni matice do Euklidovského prostoru (multidimensional scaling)
— Qdliseni existujicich skupin (diskriminaéni analyza)
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