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Hodnoceni uspésnosti klasifikace
a srovnani klasifikatoru
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Hodnoceni uspésnosti klasifikace - uvod

Vstupni data Vysledek
- klasifikace
Skutecnost
. voxel voxel voxel .,
Subjekt (spravna
1 2 3 Y
trida)
1 pacient pacient
2 pacient pacient
3 pacient kontrola
4 kontrola kontrola
5 kontrola pacient
6 kontrola kontrola

Jak dobra je klasifikacni metoda, kterou jsme pouZzili?

Koritakova: Analyza a klasifikace dat IBA [MJ 3



Hodnoceni uspésnosti klasifikace

Matice zameén (konfusni matice, confusion matrix):

Skutecnost (spravna trida)

Pacienti (+) Kontroly (-)
Vysledek Pacienti (+) FP
klasifikace Kontroly (-) EN TN

(,,true positive”) — kolik vysledkl bylo skutecné pozitivnich
(tzn. kolik pacientd bylo spravné diagnostikovano jako pacienti).
FP (,false positive”) — kolik vysledkt bylo falesné pozitivnich

(tzn. kolik zdravych lidi bylo chybné diagnostikovano jako pacienti).

FN (,false negative”) — kolik vysledk( bylo faleSné negativnich
(tzn. kolik pacientt bylo chybné diagnostikovano jako zdravi).

TN (,,true negative”) — kolik vysledkd bylo skute¢né negativnich
(tzn. kolik zdravych lidi bylo spravné diagnostikovano jako zdravi).



Hodnoceni uspésnosti klasifikace

Skutecénost
(spravna trida)

Pacienti Kontroly

(+) (-)

, Pacienti P £p
Vysledek (+)
klasifikace
Z(_())ntroly EN N

TP+FN FP+TN

| |

Senzitivita Specificita
(sensitivity) (specificity)
TP / (TP+FN) TN / (FP+TN)

Celkova spravnost (accuracy): (TP+TN)/(TP+FP+FN+TN)
Chyba (error): (FP+FN)/(TP+FP+FN+TN)

Koritakova: Analyza a klasifikace dat IBA IMJ 5



Priklad — klasifikace pomoci FLDA

Subjekt Skutec- Vysledek
nost LDA
1 P Vysledek Skutecnost (spravna trida)
2 P lasifikace Pacienti (+) Kontroly (-)
3 P K Pacienti (+) FP=1
4 K K Kontroly () FN=1 TN=2
5 K P
6 K K

Senzitivita: TP/(TP+FN)=2/(2+1)=0,67
Specificita: TN/(FP+TN)=2/(1+2)=0,67
Spravnost: (TP+TN)/(TP+FP+FN+TN)=(2+2)/(2+1+1+2)=0,67
Chyba: (FP+FN)/(TP+FP+FN+TN)=(1+1)/(2+1+1+2)=0,33

Koritakova: Analyza a klasifikace dat IBA IMJ 6



Intervaly spolehlivosti pro celkovou spravnost

TP+TN
TP+FP+FN+TN

» celkova spravnost:

NCOT -
~ (tedy N,,-~Bi(N, Py,))

« ztoho plyne: P, =

» za splnéni predpokladii, e Py-N >5, (1—P,)-N>5 a N > 30, lze
spocitat 95% interval spolehlivosti pro spravnost pomoci aproximace na

normalni rozdéleni:
/ 5L~ I:A)A); P, +1,96- J PalL- FA)A)}
N N

P, —196-
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Priklad — pokracovani

Spravnost: (TP+TN)/(TP+FP+FN+TN) = 0,67

IS pro spravnost: {FA’A —1,960\/PA(1|\_| PA); F;A +1,96°\/PA(1|\_| PA):|

JO,66(1—O,66);0,66+1’96M

{0,66 ~1,96- 0,66(16— 0,66)}

|0,29:1,00]
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Trénovaci a testovaci data

1. resubstituce
2. nahodny vybér s opakovanim (bootstrap)
3. predikéni testovani externi validaci (hold-out)

4. krizova validace (cross validation)
- k-nasobna (k-fold)
- ,odloz-jeden-mimo“ (leave-one-out, jackknife)
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1. resubstituce

* stejna trénovaci a testovaci mnozina

* vyhody:
+ jednoduché
+ rychlé

* nevyhody:
- prilis optimistické vysledky!!!
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2. nahodny vybér s opakovanim (bootstrap)

* nahodné vybereme N subjektl s opakovanim jako trénovaci data (tzn.
subjekty se v trénovaci sadé mohou opakovat) a zbylé subjekty (ani
jednou nevybrané) pouzijeme jako testovaci data

 pro rozumné velkd data se vybere zhruba 63,2% subjektl pro uceni a
36,8% subjektl pro testovani

* trénovani a testovani se provede jen jednou

* vyhody:
+ velka trénovaci sada
+ rychlé

* nevyhody:

- data se v trénovaci sadé opakuji
- vysledek vcelku zavisly na vybéru trénovacich dat
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3. predikeni testovani externi validaci (hold-out)

* pouziti ¢asti dat (vétSinou dvou tretin) na trénovani
a zbytku dat (tfetiny) na testovani

* vyhody:
+ nezavisla trénovaci a testovaci sada

* nevyhody:
- méné dat pro trénovani i testovani
- vysledek velmi zavisly na vybéru trénovacich dat

data

trénovaci

testovaci
data

m
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3. predikcni testovani externi validaci (hold-out) —
modifikace 1

pouziti ¢asti dat (obvykle poloviny)
pro trénovani a zbytku (poloviny) trénovaci
pro testovani a nasledné prehozeni data
testovaci a trénovaci sady = zpruU-
meérovani 2 vysledk klasifikace

testovaci

data

vyhody:
+ nezavisla trénovaci a testovaci sada

nevyhody:

testovaci

data

trénovaci
data

- pri malych souborech mize byt polovina dat pro trénovani pfilis malo
- vysledek velmi zavisly na vybéru trénovacich dat (i kdyz trochu méné

nez predtim)
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3. predikcni testovani externi validaci (hold-out) —
modifikace 2

e r-krat ndhodné rozdélime soubor na trénovaci a testovaci data (vétSinou dvé
tretiny pro trénovani a tretinu pro testovani) a r vysledkd zprdmeérujeme

iterace 1 iterace 2 iterace 3 iterace 4 iteracer
testovaci
data
e vyhody:

data
+ pomérné presny odhad uspésnosti klasifikace

* nevyhody:
- trénovaci i testovaci sady se prekryvaji
- Casové narocCné

m
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4. k-nasobna krizova validace (k-fold cross validation)

[}
e pouzivan téz nazev pricna validace
* rozdéleni souboru na k casti, 1 cast pouzita na testovani a zbylych k-1 ¢asti
na trénovani - postup se opakuje (vSechny ¢asti 1x pouzity pro testovani)
e specidlnim pripadem je , odloz-jeden-mimo“ (leave-one-out) CV (pro k=N)

iterace 1 iterace 2 iterace 3 iterace 4 iterace 5

5 trénovani trénovani trénovani trénovani

napr. trénovani trénovani trénovani trénovani

pro trénovani trénovani trénovani trénovani

k=5: trénovani trénovani trénovani trénovani
trénovani trénovani trénovani trénovani

e vyhody:
+ testovaci sady se neprekryvaji
+ pomérneé presny odhad uspésnosti klasifikace

* nevyhody:
- Casoveé narocné
B W



,odloz-jeden-mimo“ krizova validace

* anglicky preklad: leave-one-out (nebo jackknife)

 pro k=N (tzn. v kazdé z N iteraci je jeden subjekt pouzit na testovani a
zbylych N-1 subjektd na trénovani)

e plati vyhody a nevyhody zminéné u k-nasobné krizové validace se Ctyrmi
komentari:

VvV eV Y/

- velmi vhodna pro malé soubory dat

- na rozdil od jakékoliv k-fold CV dostaneme vzdy pouze jeden
vysledek Uspésnosti (tzn. vysledek Uspésnosti nezavisi na tom, jak
se jednotlivé subjekty ,namichaji“ do jednotlivych skupin)

- v nékterych c¢lancich se uvadi, ze lehce nadhodnocuje Uspésnost -
doporucuje se 10-nasobna krizova validace

MU ‘:_‘\\L.,.’%
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,odloz-jeden-mimo“ krizova validace

iter. 4

O\U‘IHWNH

Priklad -
[ )
Ilterace: iter. 1 iter. 2 iter. 3
1 1
2 2
3 3
4 4 4
5 5 5
6 6 6
Skutecnost: pacient pacient pacient
VysI.e-dek kontrola kontrola
klasifikace:
Vysledek SkuteCnost
klasifikace pac. kont.
pacient FP=1
kontrola FN=2 TN=2 Chyba:

kontrola

kontrola

Senzitivita: 1/(1+2)=0,33

Specificita: 2/(1+2)=0,67

iter. 5

O\HQWNI—\

kontrola

pacient

Spravnost: (1+2)/(1+1+2+2)=0,50

(1+2)/(1+1+2+2)=0,50

iter. 6

HU‘IthI—\

kontrola

kontrola
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Upozornéni !!!

Postup 1:
i Trenovaci S N:.:u'JcEem
I St data klasifikatoru
i redzpra-
Data > Pra” L5 Redukce \
; covani ; - ’
i Testovaci e
] —>  Klasifikace
; data
Postup 2:
Trénovaci Nauceni
—>» Redukce > et
I St data klasifikatoru
i redzpra-
Data — ,
i covani ; : ) v v
 [estovaci e
i data —> Redukce =>» Klasifikace

Postup 1 je nespravny, je potrebné rozdélit soubor na trénovaci a testovaci jesté
pred redukci dat, jinak dostaneme nadhodnocené vysledky!!!

Koritakova: Analyza a klasifikace dat
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Je klasifikace lepsi nez nahodna klasifikace?

* permutacni testovani
e jednovybérovy binomicky test

m
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Permutacni testovani

* r-krdt ndhodné prehazime identifikatory pfislusnosti do skupin u subjektt
a provedeme klasifikaci (se stejnym nastavenim jako pfi pouziti
originalnich dat)

* p-hodnota se vypocte jako: ™/, kde n je pocet iteraci, v nichz byla
uspésnost klasifikace (napf. celkova spravnost) vyssi nebo rovna Uspésnosti
klasifikace originalnich dat (P,)

* pozn. pokud histogram z r celkovych spravnosti ziskanych permutacemi
nelezi kolem 0,5 (v pripadé vyrovnanych skupin), mame v algoritmu zfejmé
nékde chybu!
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Jednovybérovy binomicky test

[}

* testujeme, zda se liSi celkova spravnost (coz je podil spravné zarazenych
subjekt() od spravnosti ziskané ndhodnou klasifikaci

* spravnost u nahodné Kklasifikace: Py, = Ni/N, kde N; je poclet subjektl
nejpocetnéjsi skupiny

PA_PAO

J(PAO(l—PAO))/N

e Pokud |z| >1,96, zamitdme nulovou hypotézu o shodnosti spravnosti nasi
klasifikace a spravnosti nahodné klasifikace

° 7 =

MU ‘:_‘\\L.,.’%
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Priklad — jednovybérovy binomicky test

* uvazujme napf. vysledek klasifikace pacientd a kontrol pomoci LDA
(pomoci resubstituce): Py = 0,67, N = 6, Py, = N"/N =0,5

P4—P _
., a—Pa, __ 067-05 _ 0,83

\/(PAO(l—PAO))/N \/(0,5(1—0,5))/6

e protoze |z| <1,96, nezamitdme nulovou hypotézu o shodnosti spravnosti
nasi klasifikace a spravnosti nahodné klasifikace (tzn. neprokazali jsme, ze
by nase klasifikace byla lepsi nez nahodna klasifikace)

* nezamitnuti nulové hypotézy vyplyva uz i z vypocteného intervalu
spolehlivosti (0,29 — 1,00), protoze tento interval spolehlivosti obsahuje
hodnotu 0,5

MU ‘:_‘\\L.,.’%
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Srovnani uspesnosti klasifikace

* Srovnani 2 klasifikatoru
* Srovnani 3 a vice klasifikatoru

MU ‘:_‘\\L.,.’%
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Srovnani 2 klasifikatoru

o Klasifikator 2
Klasifikator 1 Spravné (1) Chybné (0) Celkem:
Spravné (1) Niq Nio Ni1 + Nig + Nog + Noo = Ny
Chybné (0) Nyq Ny,

o - N — N _ ] 2
McNemar(v test: 2 _ UNor =Nio| = 1)
Noi + Nio

Pokud x? > 3,841, zamitame nulovou hypotézu H, o shodnosti celkové sprivnosti
klasifikace pomoci dvou klasifikatord

Dvouvybérovy binomicky test:
. P1 — D2 N1t + N N11 + Noi
Ve =py/Ny  P'T TN, P2 N,
Pokud |z| >1,96, zamitame nulovou hypotézu H, o shodnosti podilu spravné
klasifikovanych subjektt dvou klasifikatoru

p=3pi+p)

Dvouvyb. binomicky test predpoklada nezavislost (tzn. Ze kazdy klasifikator byl testovan
na jiném testovacim souboru) = radéji pouzivat McNemaruv test
Koritakova: Analyza a klasifikace dat fB._Am [MJ 24



Priklad — srovnani 2 klasifikatoru

Linearni diskriminacni Metoda 9 nejblizsich
analyza (LDA) sousedu (9-nn)
A ..;_'.. ’ .';_'%. -
AN s 0 * g+ *

n

"

o« s s, s o re “7 ‘:_-“"".’;
Koritakova: Analyza a klasifikace dat .LIBA IMJ 25



Priklad — srovnani 2 klasifikatoru

LDA 9-nn
Matice zamén: 42 8 44 6
8 42 2 48
84% spravnost 92% spravnost
Klasifikator 1: Klasifikator 2: 9-nn
Shodyu LDA Spravné (1) Chybné (0)
klasifikatoru: Spravné (1) N, = 82 Nyg = 2
ChYbné (0) NOl =10 NOO =6
McNemariv test: Dvouvyb. binomicky test:
— 7 — 1P 4¢ 0.84 — 0.92
0= 2= 17 B 40833 = ~ —1.7408
1042 12 V(2 x 0.88 x 0.12)/(100)
ProtoZe x* > 3,841, zamitame H,. ProtozZe |z| < 1,96, nezamitdme H,.

o« s s, s o re “7 ‘:_-“"".’;
Koritakova: Analyza a klasifikace dat .._IBA IMJ 26



Srovnani 3 a vice klasifikatoru

Testuje se, zda jsou statisticky vyznamné odlisSné spravnosti klasifikator(
meérené na stejnych testovacich datech —tzn. Hy: p; = p, = --- = p; , kde p;,
je spravnost L-tého klasifikatoru. Poté je mozno srovnavat spravnosti
klasifikatort vzdy po dvou, aby se zjistilo, které klasifikatory se od sebe lisi.

Cochranuv Q test:

LY L, G} -1
= (L —1 = : ’y s
Qc = }LT _ Z#:HI (L) Pokud Q; > x* (L — 1), zamitdme H,,.
F-test:
. MA Pokud F,q > F(L — 1,(L — 1) x (Nys — 1)), zamitame H,
MSAB

Looney doporucuje F-test, protoze je méné konzervativni.

S. W. Looney. A statistical technique for comparing the accuracies of several classifiers.
Pattern Recognition Leiters, 8:5-9, 1988.

o« s s, s o re “7 ‘:_-“"".’;
Koritakova: Analyza a klasifikace dat .LIBA IMJ 27



Priklad — srovnani 3 a vice klasifikatoru

LDA 9-nn Parzen
Matice 42 8 44 6 47 3
zameén: 8 42 2 48 5 45
84% spravnost 92% spravnost 92% spravnost

Cochrandiv Qtest: Qc =2 x — o OF TO2 #92) = 2087 34647
' Ix268—(B0x94+ 11 x44+6x1)

ProtoZe Q; < x? (L — 1) = 5,991, nezamitdme H,.

Fea =
0.0549
Protoze F.,; > F(2;198) = 3,09, zamitame H,.

o« s s, s o re “7 ‘:_-“"".’;
Koritakova: Analyza a klasifikace dat .._IBA IMJ 28



Shrnuti

e vypocet uspésnosti klasifikace (spravnosti, chyby, senzitivity, specificity a
presnosti) pomoci matice zamén
e vypocet intervalu spolehlivosti pro spravnost a chybu
* volba trénovaciho a testovaciho souboru:
— resubstituce
— nahodny vybér s opakovanim (bootstrap)
— predikéni testovani externi validaci (hold-out)
— krizova validace (cross validation): k-ndasobn3, ,,odloz-jeden-mimo*“
* srovnani uspesnosti klasifikace s nahodnou klasifikaci
— permutacni testovani
— jednovybérovy binomicky test
e srovnani uspésnosti klasifikace 2 klasifikatort:
— McNemardv test
— dvouvybérovy binomicky test
e srovnani Uspésnosti klasifikace 3 a vice klasifikatoru:
— Cochrantiv Q test
— F-test

MU ‘:_‘\\L.,.’%
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Hledani diagnostického cut-off
pomoci ROC krivek



Diagnostickée testy

* Priklady: hodnoceni uspésnosti diagnostiky pomoci neuropsychologickych

testll, hodnoceni Uspésnosti klasifikace pacientd s Alzheimerovou
chorobou a kontrolnich subjekta.

* Diagnosticky test u dané osoby indikuje pritomnost nebo nepritomnost
sledovaného onemocnéni.

e (soba ve skutec¢nosti ma nebo nema sledované onemocnéni.
— Zajimaji nas diagnostické schopnosti testu.

Skutecnost — pfitomnost nemoci

Ano Ne
Prediktivni hodnota
Vysledek Pozitivni —> pozitivniho testu
diagnostického L,
testu Negativni Predlkt.lvnll hodnota
negativniho testu

Senzitivita  Specificita

testu testu A
Koritakova: Analyza a klasifikace dat .._IBA [MJ 31



ROC analyza — motivace

Vyse zminéné ukazatele diagnostické sily testl (senzitivita, specificita
apod.) nelze pouzit u diagnostickych testu, jejichz vystupem je spojita
(kvantitativni) proménna (napr. koncentrace analytu v krevnim séru,
systolicky krevni tlak).

Vyhoda, pokud na zakladé predchozich vyzkum( zname délici body, které
odlisuji normalni a patologické hodnoty spojité proménné, pomoci nichz
mUZeme spojitou proménnou binarizovat — tzn. vytvoreni dvou kategorii
,pozitivni“ / ,negativni” (napf. ,,pod normou”/,v normé“).

Pokud délici body nejsou znamy predem, muzZeme se je snazit nalézt
pomoci ROC (,,Receiver Operating Characteristic”) krivky.

Cile ROC analyzy:

1. Urcit, zda je spojita proménna vhodna pro diagnostické odliSovani
zdravych a nemocnych jedincu.

2. Nalezeni déliciho bodu (,cut-off point“) na skdle hodnot spojité
promeénné, ktery nejlépe odliSuje zdravé a nemocné jedince.

MU ‘:_‘\\L.,.’%
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ROC analyza

* Princip: Jakakoli hodnota spojité proménné néjak rozliSuje zdravé a
nemocné jedince, tzn. je spojena s néjakou senzitivitou a specificitou.

10—
n F
0,67

0'4- ‘

0,2

ROC krivka

sénzitivita

00—

T T T T T T
0,0 0,2 04 0,6 08 1,0

1- specificita

Zdravi / Nemocni

Nejlepsi délici bod (,,cut-off”) — nejvyssi sensitivita a specificita pro
odliSeni skupin — tzn. maximalni soucet hodnot senzitivity a specificity.
Koritakova: Analyza a klasifikace dat fB.A_ [MJ 33



ROC analyza — plocha pod ROC krivkou

* Plocha pod ROC kfivkou =, Area Under the Curve” (AUC).
 Nabyva hodnot od 0 do 1.
* Slouzi k vyjadreni diagnostické sily (efektivity) testu.

« Cim vétsi hodnota AUC, tim lepsi diagnosticky test je (hodnota AUC nad
0,75 vétsSinou poukazuje na uspokojivou diskriminacni schopnost testu).

ROC krivka

senzitivita

1 - specificita

o« s s, s o re “7 ‘:_-“"".’;
Koritakova: Analyza a klasifikace dat .._IBA IMJ 34



ROC analyza — srovnani diagnostické sily ruznych testu

* Lze srovnat i velmi rozdilné testy (napr. testy zaloZené na rlznych
proménnych).

senzitivita

Diagnosticky AUC
test
DT1 0,949
DT2 0,872
DT3 0,770
0,0 : : . ; .
0,0 0,2 0,4 0,6 0,8 1,0

1 - specificita

Zdroj: Dusek, Pavlik, Jarkovsky, Koptikova, Analyza dat
v Neurologii, Cesk Slov Neurol N 2011; 74/ 107(4)

—> nejlepsi

—> nejhorsi

o« s s, s o re “7 ‘:_-“"".’;
Koritakova: Analyza a klasifikace dat .._IBA IMJ 35



ROC analyza — srovnani diagnostické sily ruznych testu

ROC krivka
T test nediskriminuje
oo vibec
\ test diskriminuje

o ,obracené”

/ | 1 - specificita

dobre diskriminujici
test

senzitivita
senzitivita

ita 3. Y ifi ..._"ILI i.-‘“"'",g
Koritakova: Analyza a klasifikace dat IBA IMJ 36



ROC analyza — priklad

Priklad: Zjistéte, zda je MMSE skore vhodné na diagnostiku mirné kognitivni
poruchy (MCI). Najdéte délici bod (cut-off), ktery nejlépe odliSuje pacienty

s MCI od kontrolnich subjektu.

Area Under the Curve

Test ResultVariable(s): MMSE

ROC Curve
10 ——
08 e
E‘ 0,6=
2
B
wn |
= |
Q |
0 5 a- II'
|
|
|
II
0,2
0.0 T T T T
0,0 02 04 06 03 1.0
1 - Specificity

Asymptotic Asymptotic 95% Confidence
!':iig.b Interval
Area Std. Errar® Lower Bound Upper Bound
838 J16 ,0oo 807 868
Coordinates of the Curve
Test Result Variable(s):
Tr?:r? I(t)I;IeE(quuLaelS'I'Soa Sensitivity Spe:(L:i;icity Specificity SS?S:oI:til;i/(l:ti)t/;
22.00 0.000 0.000 1.000 1.000
23.50 0.002 0.000 1.000 1.002
24.50 0.101 0.000 1.000 1.101
25.50 0.239 0.004 0.996 1.235
26.50 0.399 0.022 0.978 1.377
27.50 0.581 0.061 0.939 1.520
28.50 0.749 0.217 0.783 1.531
29.50 0.924 0.574 0.426 1.350
31.00 1.000 1.000 0.000 1.000

Koritakova: Analyza a klasifikace dat IBA IMJ 37
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ROC analyza — reseni v softwaru SPSS

Analyze — ROC Curve — zadat Test Variable a State Variable (jako Value of
State Variable zadat rizikovou kategorii)

na zalozce Options lze zvolit, zda ,Larger test result indicates more positive
test” nebo ,,Smaller test result indicates more positive test” — Continue

|Il

zatrzeni ,Standard error and confidence interval“ umozni k AUC vypocitat

intervaly spolehlivosti a p-hodnotu

zatrzeni ,,Coordinate points of the ROC Curve” umozni ziskat tabulku se
senzitivitou a 1-specificitou pro jednotlivé cut-off body (po zkopirovani

této tabulku do Excelu je mozno vypocditat specificitu a nalézt nejlepsi cut-
off)
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Hledani cut-off — doplnéni

[ ]
Priklad:
1 -
Sens Spec Sens+Spec
1.000 0.000 1.000
0.8 0933  0.115 1.049
0.883 0.346 1.229
0.783 0.538 1.322
© 06 - 0.750 0.615 1.365
S 0.567 0.808 1.374
‘é 0.467 0.923 1.390
3 041 0.350 1.000 1.350
¢ Bod ROC odpovidajici 0217 1.000 1.217
. hrani¢nimu bodu (cut-off) 0:150 1:000 1:150
0.2 - Plocha pod kfivkou: 0.050 1.000 1.050
- AUC = 0.758 (95% IS: 0.657; 0.859)
0<0.001 0.033 1.000 1.033
P 0.000 1.000 1.000
0 = L] L] L] L] 1
0 0.2 04 0.6 0.8 1

1 - Specificita

gtz <. , . fe “7 ‘:_-“"".’;
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) -
Hledani cut-off — kritéria | A4
[ ] 04 ///
Kritérium Vzorecek Reference
1. Youdenova J statistika! max(se + sp)  W.J. Youden (1950) “Index for
— maximalizace rating diagnostic tests”.
vzdalenosti od diagonaly Cancer, 3, 32-35.

* R-kovy balik pROC
e http://www.medicalbiostatisti
cs.com/roccurve.pdf
2. Nejblizsi bod levému min((1 — se)*+(1 —sp)?) « R-kowvy balik pROC
hornimu rohu grafu * http://www.medicalbiostatisti
cs.com/roccurve.pdf

3. Maximalizace souc¢inu  max(se * sp) * R-kovy balik OptimalCutpoints

senzitivity a specificity e dr. Budikova pouziva
maximalizaci geometrického
prdmeéru sens a spec

! Youdenova J statistika je definovana jako: ] = se + sp — 1; pfi hledani maxima Ize ale clen (-1) zanedbat

o« s s, s o re “7 ‘:_-“"".’;
Koritakova: Analyza a klasifikace dat .._IBA IMJ 40


http://www.medicalbiostatistics.com/roccurve.pdf
http://www.medicalbiostatistics.com/roccurve.pdf

Hledani cut-off — vazena kritéria (dle R baliku pROC)

Kritérium Vzorecek

Youdenova J statistika 1 — max(se + r x sp)
maximalizace vzdalenosti od diagonaly

Nejblizsi bod levému hornimu rohu min((1 — se)?+r * (1 — sp)?)
grafu

1 — prevalence
kde: r = prevalence =
cost * prevalence Ncases T Neontrols

nCClSGS

cost — penalizace faleSné negativnich vysledk

defaultné: prevalence = 0,5acost =1

o« s s, s o re “7 ‘:_-“"".’;
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Hledani cut-off — doplnéni Il

Sens+ closest. Sens*
Spec topleft Spec
1.000 0.000 | 1.000 1.000 0.000
0.933 0.115 | 1.049 0.787 0.108
0.883 0.346 | 1.229 0.441 0.306
0.783 0.538 | 1.322 0.260 0.422
0.750 0.615 | 1.365 0.210 0.462
0.567 0.808 | 1.374 0.225 0.458
0.467 0.923 | 1.390 0.290 0.431
h:; n?czfnfgggddupfcﬂtda;;; 0.350 1.000 | 1.350 0.423 0.350
K 0.217 1.000 | 1.217 0.614 0.217
02 A Plocha pod kfivkou: 0.150 1.000 | 1.150 0.723 0.150

AUC=0.758 (95% IS: 0657, 0859) O 050 1 OOO 1 050 O 903 0 050
p<0.001 ) ) ' ' '

Sens  Spec

0.8 A

0.6 1

Senzitivita

0.4 1

0.033 1.000 | 1.033 0.934 0.033
0 + : ' . . , 0.000 1.000 | 1.000 1.000 0.000

0 0.2 0.4 0.6 0.8 1

1 - Specificita

o« s s, s o re “7 ‘:_-“"".’;
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Priprava novych ucebnich material
pro obor Matematicka biologie

je podporovana projektem OPVK
¢. CZ.1.07/2.2.00/28.0043

yInterdisciplinarni rozvoj studijniho
oboru Matematicka biologie”
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